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Abstrakt

Tato prace se zabyva feSenim optimalizacnich uloh pfi pouziti riznych piistupl. Na uvod je formalné
definovan pojem optimaliza¢ni tiloha a nésleduje zavedeni pojmu fitness funkce, ktera je spolec¢na pro
vSechny optimaliza¢ni metody. Poté jsou rozebrany ptistupy pii optimalizaci pomoci hejna Castic,
mravenci kolonii, simulovanym zihanim, genetickymi algoritmy a posilovanym ucenim.

Pro testovani slouzi dvé diskrétni (problém vice batohti a problém pokryti mnoziny) a dvé
spojité tlohy (hledani globalniho minima Ackleyho a Rastriginovy funkce), jez popisujeme v dalsi
kapitole.

Nasleduje popis implementacnich detailt pro jednotlivé optimalizaéni metody, naptiklad
zpisoby reprezentace feSeni ¢i jakym zplisobem jsou stavajici feSeni v pritbéhu algoritmu ménéna.

Nakonec jsou prezentovany vysledky meéfeni, které ukazuji optimalni nastaveni parametrd
zkoumanych metod vzhledem k testovacim uloham.

Abstract

This paper deals with various approaches to solving optimization tasks. In prolog some examples
from real life that show the application of optimization methods are given. Then term optimization
task is defined and introducing of term fitness function which is common to all optimization methods
follows. After that approaches by particle swarm optimization, ant colony optimization, simulated
annealing, genetic algorithms and reinforcement learning are theoretically discussed.

For testing we are using two discrete (multiple knapsack problem and set cover problem) and
two continuous tasks (searching for global minimum of Ackley’s and Rastrigin’s function) which are
presented in next chapter.

Description of implementation details follows. For example description of solution
representation or how current solutions are changed.

Finally, results of measurements are presented. They show optimal settings for parameters of
given optimization methods considering test tasks.
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1 Uvod

V ramci této prace se budeme zabyvat optimaliza¢nimi lohami, konkrétné metodami pro jejich
feSeni. V nasledujici kapitole si proto takovou optimalizaéni tlohu dukladné definujeme a dale pak
popiseme pouzité optimaliza¢ni metody.

Konkrétné se budeme zabyvat péti metodami a to optimalizaci hejnem castic, simulovanym
zihanim, genetickymi algoritmy, optimalizaci pomoci mravenci kolonie a posilovanym uc¢enim.

Na tvod ale nejprve ptredstavme praktické pouziti a aplikace téchto metod v realném svété
(viz [1]), které budou slouzit coby motivace. Naptiklad pii optimalizaci portfolia hledame nejlepsi
cestu pro investovani kapitalu do mnoziny n aktiv, kde proménna x; bude reprezentovat investici do
i-tého aktiva, ¢imz dostaneme feSeni ve formé vektoru x € R™. Tento vektor pak popisuje celkovou
alokaci portfolia napfi¢ fadou aktiv. Samoziejm¢e¢ budeme klast ur¢ité pozadavky na nasSe rozdéleni —
limit na rozpocet (celkové investované prostfedky) a minimalni o¢ekavany zisk celého portfolia.

Jinym ptikladem pouziti optimaliza¢nich metod je tzv. device sizing, kdy pfi navrhu
elektroniky musime vybrat vhodnou sitku a délku kazdého zatizeni v elektrickém obvodu. Zde mame
opét dana urcitd omezeni a to ve form¢e limith na velikosti zafizeni ulozenych vyrobnim procesem
nebo Casova omezeni, kterd kladou pozadavky na to, aby zafizeni garantovalo specifikovanou
rychlost. A konecné se miiZze jednat o limity kladené na celkovou plochu obvodu. Nasim tkolem je
pak nalezeni takového rozlozeni zafizeni, které spliiuje vySe uvedené pozadavky a pfitom je
maximalné energeticky efektivni.

Z uvedenych piikladi vidime, Zze optimalizatni metody maji své opodstatnéni i v redlném
svété. V tomto dokumentu se zaméfime na Ctyfi optimalizacni tlohy, dvé spojité a dvé diskrétni:
problém vice batoht (multiple knapsack problem), problém pokryti mnoziny (Set cover problem),
hledani globalniho minima Ackleyho a Rastriginovy funkce.

V navazujici ¢asti dale rozebereme implementaci zminénych metod pro dané ulohy, uvedeme
celkovou koncepci, pfipadne€ zminime nékteré vyznamné detaily.

Hlavni ¢innosti v této praci pak bude hledani nejlepsiho nastaveni optimaliza¢nich metod pro
naSe ulohy tak, abychom dostavali co nejkvalitn€jsi vysledky. Tak trochu nadnesen¢ to mizeme
popsat jako optimalizaci samotnych optimaliza¢nich metod.



2 Optimalizac¢ni uloha

Reseni optimalizagnich uloh je Gstfednim tématem celé této prace, proto je naprosto esencialni si
pojem optimalizaéni iloha exaktné definovat.

Matematickou optimalizacni wlohu nebo prosté optimalizacni wlohu (nékdy nazyvanou
optimalizacni problém) mtizeme definovat nasledovné:

minimalizace fy(x)
vzhledemk f;(x) < b;,i =1, ...,m.

Pfiblizme jednotlivé komponenty téchto vztahl. Nejprve vektor x = (x4, ..., x,,) zde vystupuje
jako optimaliza¢ni proménna tlohy. Dale funkce f: R™ — R je objektivni funkci a funkce f;: R™ —
R, i =1,...,m jsou omezujici funkce (nerovnice) a koneéné by, ..., b,, jsou limity ¢i meze pro
omezujici funkce. [1]

Nazev ,,optimaliza¢ni“ tloha nam jasné naznacuje, ze budeme potiebovat definici jistého
extrému, kterym bude vektor x*. Vektor x* nazyvame optimalni, téz feSenim, pokud predstavuje
vektor s nejmensi objektivni hodnotou mezi v§emi vektory, které spliuji omezenti, tj. pro libovolné z,
kde f;(z) < b;,i = 1, ..., m, musi platit fo(x*) < f,(2).

Optimaliza¢ni ulohy mizeme délit do riznych skupin ¢i kategorii. Z matematického pohledu se
muize napiiklad jednat o takzvanou linearni ulohu, tj. jestlize objektivni a omezujici funkce jsou
linearni:

filax + By) = afi(x) + Bfi(y)
pro vSechna x,y € R" a vSechna «, 8 € R. Pokud optimaliza¢ni uloha neni linearni, pak se jedna
0 nelinearni optimaliza¢ni tlohu. [1]

V ramci této prace budeme optimalizac¢ni ulohy délit také z jiného pohledu a to, zda se jedna
0 diskrétni nebo spojitou optimaliza¢ni tlohu. Laicky muZzeme fici, Ze diskrétni tloha je postavena na
mnozin¢ diskrétnich hodnot ¢i na spoCetné mnoziné hodnot ¢i stavii, naopak spojita tloha na
nespocetné (spojité) mnoziné hodnot. Neékteré metody, které dale budeme uvazovat, jsou navrzeny
pro feSeni diskrétnich tloh, proto budeme muset nékdy provést diskretizaci feSené tlohy, ¢ili pfevod
spojitého modelu a rovnic na diskrétni.

Optimaliza¢ni tloha je tedy abstrakce problému volby nejlepsiho mozného vektoru v R"™
z mnoziny kandidatnich feSeni. Proménnd x reprezentuje vybranou volbu, omezeni f;(x) < b;
reprezentuji pozadavky na toto feSeni a objektivni funkce f,(x) zna¢i cenu vybéru tohoto feSeni x.
Reseni optimalizaéni tlohy poté koresponduje s volbou, kterd ma minimalni cenu mezi viemi
moznostmi, které spliiuji pozadavky. [1]



3 Optimaliza¢ni metody

Pod pojmem optimaliza¢ni metody budeme rozumét metody pro feSeni optimalizacnich uloh, tak jak
jsme si je definovali v piedchozi kapitole.

V nasledujici kapitole si rozebereme pouzité techniky, popiSeme jejich princip a definujeme
vlastni algoritmy jednotlivych optimalizaénich metod. Pfredem si mtizeme uvést, ze vSechny pouzité
metody se vyznacuji tim, Ze negarantuji nalezeni globalniho optima, tedy feSeni, které je nejlepsi
V ramci vSech moznych feseni.

3.1 Fitness funkce

V nasledujicich kapitolach se sezndmime S riznymi optimalizaénimi metodami, ale vyskytuje se zde
jejich spoleény prvek, ktery si uvedeme pifedem. Timto je hodnotici (fitness) funkce. Pii béhu
optimaliza¢nich metod byva generovano ¢i prochazeno mnozstvi feSeni. Potfebuje mit operator
usporadani, kterym tato funkce je. Fitness funkce udava kvalitu feSeni. Musi pro ni platit piima
umeéra: ¢im kvalitn€jsi feSeni, tim vyS$i hodnota fitness funkce. Nebo jinak, ¢im blize je feSeni
K optimalnimu ¢i spravnému feSeni, tim vyssi hodnotu ma. Tomuto piimo odpovidaji maximalizaéni
ulohy, ale pro minimaliza¢ni tlohy byva potfeba promitnout snizujici se hodnotu do jmenovatele, aby
platila vySe zminénd piima uméra. V podstaté se vV naSem piipad¢ jednd o objektivni funkci (viz
kapitola 2), ale obecné tomu tak Gplné byt nemusi. Casto se napiiklad pouZivd mocnina hodnoty
objektivni funkce ¢i jinak upravena jeji hodnota.

3.2  Optimalizace mravenci kolonii

Optimalizace pomoci mravenc¢i kolonie (angl. ant colony optimization) patii do oblasti tzv. swarm
intelligence (inteligence hejna). Pojem swarm intelligence byl poprvé pouzit v kontextu s celularnimi
robotickymi systémy, kde mnoho jednoduchych agenti obsazovalo jedno nebo dvoudimenzionalni
pole za ucelem generovani vzorti a samoorganizace prostiednictvim interakci mezi sousedy. Takova
definice je ovSem velmi restriktivni, proto mizeme swarm intelligence definovat jako jakykoliv
pokus o navrh algoritmii nebo problémy feSicich distribuovanych systémd, které jsou inspirovany
kolektivnim chovanim socialnich hmyzich kolonii a jinych zvifecich spole¢nosti. [2]

Mravenc¢i kolonie, podobné jako i jiné socidlni hmyzi spolecnosti, lze povazovat za
distribuované systémy, které navzdory jednoduchosti jednotlivell vykazuji vysoce strukturovanou
socialni organizaci. V této skupin€ jako celku jsou ptfi komplexnich tlohdch dosahovany vysledky,
které presahuji moznosti jednoho jedince.

Algoritmy vychazejici z chovani mravenci kolonie jsou zaloZeny na vysledcich studii a modelt
chovani, jez byly vytvofeny na zékladé pozorovani realnych mravenci. Tyto modely jsou vyuzivany
pro navrh novych algoritmt na feSeni optimaliza¢nich tloh a tloh s distribuovanym tizenim. [3]

Studium mravencich kolonii pfineslo a inspirovalo mnoZzstvi metod a technik, avSak
optimalizace mravenc¢i kolonii (angl. ant colony optimization, ACO). Pro tplnost dodejme, ze pro
vyzkum se uzivaji rizné ¢i pouze nékteré druhy mravencu. [4]

Podstatou jsou samoorganiza¢ni principy, které dovoluji vysoce koordinované chovani
realnych mravencii. Tyto pak lze pouzit k vyvoji a fizeni spoluprace v populaci inteligentnich agenti,
kteti jsou schopni spole¢né fesit vypocetni problémy.



Algoritmy mohou sledovat rozdilné aspekty chovani mravenci. Uved'me n¢kolik piikladd,
které inspirovaly mozné piistupy: hledani potravy, kooperativni transport, tfidéni dle plodt. Ve vsech
téchto pripadech mravenci vyuzivaji stigmergii, coz je forma komunikace, kdy si hmyz ptedava
informace prostfednictvim chemickych znagek v prostiedi. Cili jedna se o nepiimou komunikaci
prostfednictvim zmén v prostfedi. Biologové prokazali, Ze stigmergie je dostatecna k vysvétleni toho,
jak mohou mravenci dosahnout samoorganizovaného chovani jakozto celd populace.

Jak jsme jiz uvedli, ACO je nejcastéji uzivanou aplikaci socidlniho chovani mravenc¢ich druhi.
Uved'me, ze tato je inspirovana praveé chovanim mravenci kolonie pii hledani potravy a je vyuzivana
pro diskrétni optimaliza¢ni Glohy. [3]

Pticinou, pro¢ mravenci vyuzivaji pro komunikaci pravé chemické latky, je pravdépodobné to,
ze jejich zrak je vyvinut pouze na rudimentalni urovni. Nékteré¢ druhy mravenct jsou dokonce zcela
slepé. Chemické latky, které mravenci produkuji, jsou nazyvany feromony. Obzvlasté vyznamnym
feromonem je feromon, ktery uzivaji n¢které specifické druhy mravenct ke znaceni cest, naptiklad
mezi nalezi$tém potravy a mraveni$tém (angl. trail pheromone). Poznamenejme, ze G¢inek feromont
¢asem vyprcha, naopak pokud je feromon na daném misté zanechan vice jedinci, je jeho Ucinek
silngjsi. Odtud je vidét, Ze intenzivnéj$i hladina feromonu oznacuje cestu, ktera je aktudlné
vyznamngé;jsi. [3]

Pokud budeme uvazovat definici ACO algoritmu jako mnozinu vypocetnich, konkurencnich
a asynchronnich agentd, pak se tito pohybuji napfic stavy feSené¢ho problému, které odpovidaji jeho
CasteCnym feSenim. Agenti se pohybuji aplikovanim stochastické politiky pro lokalni rozhodnuti
zalozené na dvou parametrech.

Prvni znich indikuje, jak moc byl dany stav v minulosti vyhodny (tzv. trail level). Tento
parametr tedy urcuje a posteriori informaci o Zadanosti (rozumé&jme vhodnosti) daného stavu pii
tvorbé lokalniho rozhodovani.

Druhym parametrem je atraktivita (attractiveness) pohybu ¢i stavu. Tato a priori informace je
tvofena néjakou, 1épe feceno vhodnou, heuristickou funkei.

Svym pohybem mravenec inkrementalné konstruuje feSeni problému. Jakmile dosahne feseni,
ohodnoti dané feseni a dle toho aktualizuje hodnotu trail level u v§ech prvka pouzitych pii konstrukci
feSeni. Zminme také, ze ACO obsahuje proces vyparovani feromonti, ktery snizuje trail level u vSech
obsazenych stavii rovnomérné v pribéhu casu. Toto je dulezity mechanismus, ktery zabraiuje
nekontrolovanému kumulovani hodnot feromond u nékterych komponent. Navic miize implementace
obsahovat i tzv. daemon actions, které zajist'uji centralizované akce, které nemize vykonat jedinec
samotny (napfiklad vyvolani globalni optimaliza¢ni metody). [5]

Shrime tedy, Ze centralni komponentou ACO je parametrizovany pravdépodobnostni model
nazyvany feromonovy model. Tento odpovidd prohleddvanému prostoru pii ziskdvani feseni.
Aktualizace feromonovych hladin je provedena za pouziti pfedchozich dosazenych feseni. [6]

3.2.1 Double bridge experiment

Nyni si ilustrujme to, ze tento navrzeny model odpovida realnému chovani mravenci kolonie. Jedna
se o pokus zvany ,,double bridge experiment” (tj. pokus se dvéma mosty) viz [7] a [8]. V tomto
pokusu byl zkouman vzor chovani specialniho druhu argentinskych mravenct Iridomyrmex humilis.
Zatimco vét§ina druhiti mravenci je znama tim, ze uvolfiuji feromonovou stopu ve chvili, kdy se vraci
do hnizda od dulezitého zdroje potravy, tento druh uvoliuje feromony na cestu vice ¢i méné
kontinualné a pouziva tentyz feromon pfi ceste z hnizda i pfi navratu z hledani potravy.

PopiSme si podminky pokusu. Mraven¢i délnici v poctu 150-1200 jedinci se pohybuji ve
vymezené oblasti cca 0.8 x 0.8 m, ktera je pokryta bilym piskem a je spojena mostem s krabici
s jidlem. Most je rozdélen vedvi do tvaru diamatu, pfi¢emz thel mezi cestami je 60° (viz Obrazek 1).



Z obrazku je taktéz vidét, Ze obé€ cesty na mosté jsou rovnocenné, tedy stejné dlouhé. Pfedpokladem
je, ze mravenci budou vyuzivat ob¢€ strany mostu pfiblizné se stejnou pravdépodobnosti. Je dilezité
poznamenat, ze pro pokus je povrch zkoumané oblasti absolutné bez feromoni, které by mohly mit
vliv na pribéh experimentu. Tedy celd oblast je bez jakéhokoli oznackovéani. Jen tak miizeme
pozorovat vzorec chovani pro prozkoumavani neznamého mista, ¢i hledani potravy na neznamych
mistech.

Hnizdo Potrava

Obrizek 1: Diamantovy tvar mostu pri double bridge experimentu

Mravenci prohledavaji neoznackovanou oblast ndhodné. Na rozdéleném mosté jsou ob¢ vétve
zpocatku vybirany pfiblizné stejnomérné€, jak bylo predpokladdno. Ale tim, jak kazdy mravenec
prochazi pfes most (jednou ¢i druhou vétvi), méni prostfednictvim uvoliiovani feromonu
pravdépodobnost vybéru levé ¢i pravé strany mostu dal$im mravencem. V urcité chvili prevazi i¢inek
feromonu na jedné stran¢ a rapidn€ se zméni pomér mravencii prochazejicich pfes vétve mostu ve
prospéch jedné. Tento fakt byl také ovéifen pomoci simula¢ni metody monte carlo. Je to zplisobeno
nahodnymi fluktuacemi v po¢tu mravenci prochéazejicimi vétvemi, kdy si v néjakém okamziku
nahodné vybere vice mravencu stejnou cestu. Pak je intenzita jejich feromonové cesty tak velka, ze S
sebou strhne i nasledujici mravence. O tom, Ze byly obé¢ strany mostu rovnocenné, svéd¢i to, ze pii
opakovani tohoto pokusu zvitézila kazda z vétvi v ptiblizné 50% piipadl. Tato pozitivni zpétna vazba
mize byt mravenci pouzita k nalezeni nejkratsi cesty mezi hnizdem a potravou (zde bych poukazal na
oc¢ividnou podobnost s tlohou obchodniho cestujiciho).

Hnizdo Potrava

Obrazek 2: Varianta double bridge experimentu s jednou delsi vétvi

Byla provedena také druha varianta tohoto pokusu (viz [7]). Podminky experimentu jsou téméf
totozné. Opét jsou zde dvé mista (hnizdo a potrava), ktera jsou spojena mostem se dvéma cestami.
Ob¢ cesty v pfipojovacich bodech jsou opét odklonény od roviny o 30°. Poznamenejme, Ze tato
hodnota je volena kvuli minimalizaci odchylek od béZzného chovani. Jedna ze stran mostu je ovSem
tentokrate velmi vyznamné del$i. Aby byl minimalizovan vné&j$i vliv na vybér cesty, je za most
zatazen druhy, ktery je naprosto stejny, jen je delsi cesta na druhé stran€. Zde plati, Ze na kratsi cesté
dochazi ke kumulaci feromonu rychleji, tedy logicky po urcitém Case nastava konvergence ke kratsi
cesté. Zde je jesté lépe vidét schopnost mravenci kolonie nalezeni optimalni, ¢i suboptimalni cesty
Vv prostfedi, v némz ma pouze minimalni, lokalni informace. [lustrujme prub&h konvergence na dvou
origindlnich fotografiich, kde byla pro vét§si ndzornost zvyraznéna cervenou barvou poloha
jednotlivych mravenct. Vysledkem je nalezeni nejkratsi cesty (viz Obrazek 3).
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Obrazek 3: Originalni fotografie zobrazujici vysledek experimentu (viz [8]). Na obrazku B je vidét priibéh

konvergence ve 4. minuté. Obrazek C zobrazuje vybranou minimalni cestu.

3.2.2  Antcolony system

V tomto okamziku se sezndmime s formalnimi zaklady optimalizace mravenci kolonii, konkrétné
s nejpouzivanéjsi verzi ACS (Ant Colony System), viz [9]. Tato verze je navic i pomérné obecna,
proto si principy vysvétlime pravé na ni. Pfipomenme si, Ze vypocet optimalizace probiha v cyklech.
Na konci kazdé iterace dosdhnou vSichni mravenci (agenti) feSeni. Z nich je vybran jeden, ktery
nalezl nejlepsi feseni dle hodnotici funkce. Touto hodnotou jsou pak aktualizovany spojnice mezi
stavy, kterymi proSel pii hledani tohoto feSeni, coZ reprezentuje feromonovou zpétnou vazbu.
Dodejme, ze hodnoty feromonovych hladin mohou byt pfi reprezentaci zaznamenany ve stavech,
potazmo v uzlech (¢aste¢nych feSenich), kterymi agent pii konstrukci ¢i hledani feSeni prochazi. Téz
je mozné napiiklad pii stagnaci feSeni snizovat feromonovou hladinu u feSeni, kterd neodpovidaji
nejlepsimu nalezenému.

Charakteristikou ACS je dale lokalni aktualizace feromoni, ktera je zpusobem diversifikace
vyhledavani v prohledavaném prostoru. Aktualizovana hodnota feromonové hladiny lezi poté mezi
defaultni hodnotou a predchozi hodnotou. Tato aktualizace je provadéna pii kazdém kroku uvniti
prostiedi a to kazdym agentem.

Uved'me si formalné rozdil mezi globalni a lokalni aktualizaci feromonovych hladin. Pro
globalni aktualizaci plati nasledujici vztah:

Tjj«— 6 15+ (1—6) Aty
kde 7;; zna¢i hodnotu feromond mezi uzly i a j. Dale § znaci koeficient vypafovéani feromont, jehoz
hodnota by se méla nachizet vrozmezi (0;1). Konetné At;; reprezentuje pfidanou hodnotu
feromonu. NarGst feromonové hladiny o (1 —48)-At;; je uplatiovan pro kazdy jeden krok
z vitézného feseni. Tedy:
Ap.. = {Addbest jestlize (i,j) € globalné nejlepsi reseni
Y 0 jinak

Hodnota Addy.s: je funkci ohodnoceni doposud nejlepsiho nalezeného feSeni Sp.s. Obvykle se
pouziva Addpess = f(Spest) pro maximalizaéni a Addpess = (f (Spese) )™ pPro minimaliza¢ni lohy.

Oproti tomu, jak jsme si jiz uvedli, lokalni optimalizace provadi v8ichni agenti a to pii kazdém
kroku konstrukce svého feseni. Plati pro ni vztah:

Tje—eTit(A—¢8)1g
Proménna € je nastavitelny parametr v intervalu (0;1) a 7, je poéate¢ni hodnota feromonovych
hladin. Ostatni proménné maji stejny vyznam jako v predeslé rovnici.



Objasnili jsme, jak se méni hodnoty feromond ve feromonovém modelu. Avsak hlavni véci,
kterou je tfeba vysvétlit pro ¢innost ACO, je vybér nasledujiciho stavu (uzlu grafu), do kterého se
agent presune pii budovani svého feseni, viz [3].

Nejprve vyjdeme z prvotniho Ant Systému, ktery je nejstarS$im systémem ACO. Tento je také
zékladem pro vysvétlovany ACS. Uved'me tedy systém vybéru nasledujiciho stavu systémem AS:

T + r]fj
kK _
qij = Z(ix)etabuk (Tgc + 7755)
0 jinak
Proménna q{‘j je pravdépodobnost vybéru spojnice stavii i a j agentem k, 7;; je hodnota feromonu,

jestlize (ij) & tabuy,

kterd je umocfiovana na hodnotu parametru a. Dale pak 7;; je atraktivita (heuristické ohodnoceni)
spojnice stavil i a j umocnénd na hodnotu parametru £ a tabu; je mnozinou spojnic jiz vybranych
pro konstrukci feSeni agenta k. Pro nasledujici krok je vybrana jedna spojnice nahodné dle
spocitanych pravdépodobnosti.

V tomto okamziku tedy zndme =zakladni vztah pro vypocet pravdépodobnosti vybéru
jednotlivych spojnic pro konstrukei feseni agentem. Tento si jesté rozsitime, abychom dosahli ACS:

o _ |arg max T+ nﬁjestliie q<qo

jinak pouzij pravidlo AS

Zde s je vybrana spojnice pro krok agenta, dale g je nahodné vygenerovana hodnota z intervalu
<0,1> a qy je nastavitelny parametr pro volbu systému (také vrozmezi < 0,1 >). Tedy
s pravdépodobnosti g je vybirdn systém ACS a s pravdépodobnosti 1 —q o néasledujicim kroku
rozhoduje systém AS. ACS pravidlo nepouziva na rozdil od AS pravdépodobnosti, ale pro krok
vybere spojnici s maximalnim ohodnocenim.

Kone¢né uved'me cely vypocetni model, ptesnéji uved'me obecny ramec ¢i algoritmus, ktery
zahrnuje feSené ulohy. Proménné 7;; a n;; odpovidaji predeslému popisu a BS reprezentuje nejlepsi
nalezené feseni.

inicializace t;; an;; dle zadaného problému, pocatecni reSeni BS
until neni splnéna ukoncujici podminka do
nastav pocatecni stav u vSech mravencii
until vsichni mravenci nedosahli reseni do
forall mravenec k, ktery nedosdhl reseni do
spocitej ohodnoceni moznych krokii
vyber krok pro vykondani mravencem k
pridej vybrany krok do seznamu tabu mravence k
proved lokalni aktualizaci feromonii
forall mravenec &, ktery pravé dosahl reseni then
proved lokalni prohledani okoli
vyber mravence s nejlepsSim resenim
if je nalezené resent lepsi nez BS then
aktualizuj BS
proved globalni aktualizaci feromonii

Algoritmus 1: Algoritmus Ant Colony System

Seznamme se nyni s ¢innostmi v ramci uvedeného algoritmu, o kterych jesté nebyla zminka.
Vidime, Ze se cely zakladni postup opakuje, dokud neni splnéna ukoncujici podminka. Tato neni
algoritmem pfesné specifikovana, jeji volba obvykle zalezi na zadané uloze. Casto se uziva bud’
pfedem dany pocet iteraci, nebo se ¢ekd, nez bude nalezeno feSeni, jehoz ohodnoceni je lepsi nez
zadana hrani¢ni hodnota.

10



Dale se v algoritmu vyskytuje nastaveni po¢ate¢niho stavu u v8ech mravenct. Toto nastaveni
opét zavisi na dané uloze. Mlze se jednat naptiklad o umisténi mravence na urcity bod ve stavovém
prostoru.

Casti algoritmu, o které jsme se je§té také nezmifiovali, je lokalni prohledani okoli. To provadi
mravenec, ktery pravé dosahl feSeni. Mravenec jesté pred tim, nez porovna své feSeni s ostatnimi
mravenci, prohleda lokalni okoli svého feSeni, zda nenajde jesté lepsi. Lokalni prohledani mize byt
ptedstavovano napiiklad snahou nahradit posledni krok feSeni jeho alternativami. Uved’'me, ze tuto
¢ast algoritmu lze vynechat. Zalezi na vhodnosti uziti vzhledem ke zvolené uloze.

Jakmile vSichni mravenci naleznou sva feSeni, je nutné je porovnat a nalézt to nejlepsi. K tomu
slouzi fitness funkce (viz kapitola 3.1).

3.3  Optimalizace hejnem castic

Particle swarm optimization (PSO, optimalizace hejnem ¢astic) je evoluéni vypocetni technika
vyvinuta v roce 1995. Plivodnim zdmérem bylo simulovat nepfedvidatelné tvary ptaciho hejna, avsak
pocate¢ni simulace byly modifikovany k multidimenzionalnimu vyhledavani, eliminaci vedlejSich
proménnych a akceleraci dle vzdalenosti. Nakonec bylo usouzeno, ze algoritmus lze povazovat za
optimalizac¢ni. [10]

PSO algoritmus je adaptivni algoritmus, zaloZeny na socialné psychologické metafore, kde se
populace jednotlived, nazyvanych ¢astice, adaptuje stochastickym nasledovanim predesle uspésnych
oblasti.

V zakladu je mozné pozorovat nékolik vyznamnych rysii, které odpovidaji genetickym
algoritmiim. Shrime je tedy (viz [11]):

e Obé¢ metody inicializuji populaci s ndhodnymi feSenimi.

e Ob¢ metody pouzivaji hodnotici fitness funkci k ohodnoceni, jak kvalitniho ¢i dobrého

feSeni je momentalné dosazeno.

o Lze také povazovat obé metody za generac¢ni v tom smyslu, Ze ob& opakuji tu samou

mnozinu procest po pfedem urcenou jednotku casu.

Jak jsme tedy uvedli, zékladni jednotkou vypoétu je &astice. Castice jsou umistény obecné
v prostoru s libovolnym poctem dimenzi. Tento prostor pfedstavuje mnozinu moznych feSeni. Kazda
Castice si udrzuje koordinaty ve vymezeném n-dimenzionalnim prostoru, které jsou spojeny
s nejlepSim feSenim, kterého Castice dosahla a to véetné hodnoty tohoto feSeni. Tuto hodnotu
nazyvame pbest. Krom toho algoritmus udrzuje jesté jedno feSeni (koordinaty a hodnotu) — globalné
nejlepsi dosazené feSeni v celé populaci Castic. Tato lokace je nazyvana gbest.

PSO ma dva primarni operatory, konkrétné zménu rychlosti (velocity update) a zménu pozice
(position update) Castice. V kazdé iteraci je zjiSt€na nova hodnota rychlosti kazdé ¢astice. Tato je
vypoctena na zakladé rychlosti ¢astice z predchozi iterace, vzdalenosti od predchoziho nejlepsiho
feSeni dané Castice a vzdalenosti od globalniho nejlepsiho nalezeného feSeni. Poznamenejme, Ze zde
chéapeme rychlost jako vektorovou veli¢inu, tedy krom velikosti je vypocitavan i smér. Jakmile zndme
novou velikost a smér rychlosti, miizeme spocitat i novou pozici ¢astice v prohledavaném prostoru.
Nasledujici obrazek nam ilustruje, jak vypocet nové pozice probiha. V této ukazce budeme uvazovat
pouze dvoudimenzionalni prostor.
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gbest

2. dimenze

Vpbest

s¥, s**! stara a nova pozice
V¥, V€' stara a nova rychlost
v rychlost k gbest

VP rychlost k pbest

v

1. dimenze

Obrazek 4: Koncept pro vypocet nové pozice ¢astice v PSO

Standardni verze PSO ma tendenci tihnout k tomu, Ze vykyvy v rychlosti se stavaji vétsi
a vétsi, dokud neni aplikovana néjaka metoda na napravu exploze rychlosti. Obvykla metoda pro
prevenci této exploze je ptedem definovany parametr (ozna¢me jej napiiklad Vi), ktery zabrafuje
piekroceni této hodnoty v kazdé dimenzi. [11]

Zakladni koncept obsahuje také nahodné vahovani rychlosti pomoci oddélenych nahodnych
hodnot, které jsou generovany za ucelem akcelerace sledovani pbest a gbest lokaci.

Shriime tedy obecny postup pii vypoctu nasledujicim diagramem.

Inicializace ¢astic ndhodnym vektorem rychlosti a pozici

. Pro viechny &astice:

Pro pozici p ziskej Jestlize fitness(p) je lepsi

1

1

1

. | ohodnoceni fitness(p) nez pbest, pak pbest =
! fitness(p)

o — y '

1

1

Nejlepsi z pbest nastav jako gbest :
1

\ :
1

1

1

Uprav vektor rychlosti a pozici u vSech ¢astic

Konec vypoctu. Vysledkem je gbest

Algoritmus 2: Diagram znazornujici obecny postup PSO

Vidime, Ze po prvotni nahodné inicializaci ¢astic se po pfedem zadany pocet iteraci vzdy pro
kazdou castici zjisti hodnota pozice, na které se nachédzi. Pokud je lepsi nez jeji dosavadni lokalni
maximum, tak si ji zapamatuje. Nejlepsi z lokalnich maxim v ramci propojenych Castic se nastavi
jako globalni maximum a pro kazdou castici se upravi vektor rychlosti a vypoc€itd se nova pozice.
Jakmile dosdhneme zadaného poctu iteraci, tak za vysledek povazujeme globalni maximum.
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Uved’me si tedy kone¢né kli¢ovou rovnici pro vypocet nového vektoru rychlosti. Tato rovnice
ma nasledujici tvar:

Viq(t) = viq(t — 1) + ¢ - rand() - (Pig — xiq(t — 1)) + ¢ -rand() - (Pgd — x;q(t — 1))
Proménna v;4 je rychlost, t je ¢islo iterace, ¢; a ¢, konstanty reprezentujici stochastickou akceleraci
k pbest a gbest, rand() nahodna hodnota s uniformnim rozlozenim mezi 0 a 1. Déle p;; je pbest
Castice I, pgq J€ gbest a x;4 je soucasna pozice.

Jak jsme si jiz uvedli, budeme se snazit tuto rovnici fidit tak, aby hodnoty nepierostly urcité
meze. Tedy nejjednodussim mechanismem je nastaveni pevného maxima pro kazdou dimenzi. Pokud
tedy hodnota piekro¢i danou mez at’ v kladném ¢i zadporném sméru, tak je jeji hodnota nastavena
praveé na toto maximum.

Via € (—Vimax; Vinax)
tedy
jestlize vig > Vipax PaKk Vig = Vipax
jestlize vig < —Viax Pk vig = —Viax

Tento mechanismus je soucasti standardniho PSO. Uvedme si nyni dvé nejznaméjsi

modifikace standardniho algoritmu.

3.3.1 Inertia

Prvni pouzivanou modifika¢ni metodou je tzv. Inertia autor Eberharta a Shi [10]. Jedna se
0 inercialni vahovy faktor (oznaéme jej w), uplatfiovany pii vypo¢tu nové rychlosti. Tento je
v pribéhu postupné linearné snizovan z prvotné relativné velké hodnoty smérem k malé, tak aby
vypocet daval co nejpiesveédcivejsi vysledky v porovnéni s pevnym vahovym faktorem. Potom vétsi
parametr w(t) znamena lepsi globalni vyhledavaci schopnosti a naopak mensi hodnota parametru
w(t) lepsi lokalni vyhledavaci schopnosti. Tedy algoritmus se snazi postupné prechazet od velkych
skoktt k menSim a tedy od globalniho prohledavani pfechazet k prohledavani mistnimu. Rovnice se
systémem Inertia ma nasledujici tvar:
Vig(t) = w(t) vig(t — 1) + ¢ *rand ) - (pig — xia(t — 1)) + ¢ *rand() - (pga — xia(t — 1))

Pro w(t) plati linearni redukce. Typicky se w(t) snizuje rovnomémé od pocate¢ni hodnoty
Wstare @Z po koncovou hodnotu w4 pti kazdé iteraci. Obvyklé hodnoty pro tyto hrani¢ni body jsou
0.9 pro wg¢qre @ 0.4 pro w,y, 4. Uved’me rovnici pro vypocet w(t):

w(t) = (Trnax — t) ';Wstart — Wena) + Wong
max

Tmax j€ maximalni povoleny pocet iteraci algoritmu PSO. Tedy wgqr = w(0) a hlavné plati

Wend = W(Tmax)-

3.3.2  Zuzujici koeficient

Druhou modifikaci je PSO se zuzujicim (omezujicim) koeficientem (PSO with constriction
coefficient). Tento byl vyvinut Maricem Clercem v roce 1999 [10]. Ten modeloval interakce hejna
¢astic za pomoci mnoziny komplikovanych rovnic. Faktem je, ze amplituda oscilaci ¢astice se snizuje
S tim, jak se ¢astice zaméfuje na lokalni nejlepsi pozici a na pfedchozi nejlepsi pozici v sousedstvi.
Zuzujici koeficient zabrafuje kolapsu za pFitomnych socidlnich podminek. Castice bude oscilovat
kolem vazeného priméru lokalniho a globalniho maxima. Pokud budou blizko sebe ptedchozi
nejlepsi pozice pbest a nejlepsi pozice v ramci okoli, ¢astice bude pouzivat lokalniho prohledavani.
Naopak jestlize pozice pfedchozi nejlepsi pozice a nejlepsi pozice nalezené v ramci sousednich astic
jsou daleko od sebe, pak ¢astice bude upfednostiiovat expanzivni globalni prohledavani. Pokud se
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béhem prohledavani méni vzajemné rozpolozeni predchoziho nejlepsiho stavu a nejlepSiho stavu
vV ramci sousednich ¢astic, posouva se od lokdlniho prohledavani smérem ke globalnimu. ZuZzujici
koeficient tedy balancuje sméfovani algoritmu k lokalnimu ¢éi globalnimu prohledavani v zavislosti na
platnych socialnich podminkach. Uved’me si tedy znéni rovnice pro vypocet nového vektoru rychlosti
castice s touto modifikaci:
Vig(t) = X [vig(t = 1) + ¢1 rand ) - (Piqg — Xia(t — 1) + ¢z - rand() - (pga — Xia(t — D)]
kde y je pravé nas zuzujici koeficient. Jesté tedy uvedeme vypocet tohoto koeficientu:
2k

PN ]

pricemz ¢ = cy + ¢, a soucasné ¢ > 4. Nejcastéji jsou dale parametry nastaveny na nasledujici
hodnoty: k = 1, ¢; = ¢, ¢ = 4.1. Tedy obvykla hodnota koeficientu je y = 0.73.

3.3.3  Vypocet nové pozice

Konec¢n¢ se seznamme s rovnici pro vypocet nové pozice z nové vypoctené hodnoty rychlosti a staré
pozice, ktera je spole¢na pro vSechny uvadéné varianty:
xig(t) = x;q(t — 1) + vi4(8) - At
Uved'me, Ze At urcuje dobu letu Castice, kterou kdyz vynasobime rychlosti ¢astice v;,(t),
ziskdme urazenou vzdalenost ¢astice. Obvykle se At uvazuje 1s (pokud uvazujeme rychlost v ms™1).
Proto 1ze n€kdy v literatuie nalézt i fyzikalné€ neptesny vztah bez At.

3.3.4  Topologie

Daéle se seznamime se tfemi moznymi topologiemi sousedstvi, které Ize pro PSO nejbéznéji pouzit.
Vybér topologie urcuje Castici, jejiz hodnota bude brana jako pgq. Prvni topologie je kruh, kdy je
kazda Castice piipojena ke k topologicky nejbliz$im Casticim (viz obrazek). Pot¢ pgq je pro kazdou
Castici brana jako nejlepsi hodnota jeji a k okolnich ¢astic. Typicky ma k pro kruhovou topologii
hodnotu 2.

Obrazek 5: Kruhova topologie pro PSO

Dalsi topologii je topologie hvézda. Je to tzv. plné propojeni, kdy je kazda Castice propojena se
vSemi ostatnimi Casticemi. Nekdy byva tato topologie ve spojené s PSO nazyvéana téz jako globalné
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nejlepsi topologie (global best topology). Logicky pak pgq je nejlepsi hodnotou ze viech Céstic
Vv populaci. Vzhled topologie ilustruje nasledujici obrazek.

«
N

Obrazek 6: Topologie hvézda pro PSO

Posledni topologie, kterou si zminime, bude kolo (wheel topology). Zajimavé na této topologii
je to, ze efektivné vzajemné izoluje Castice. Jedna Castice je pak vybrana za ustfedni, ohniskovou
(fokélni). Skrze tuto specidlni Castici komunikuji ostatni Castice. Potom pg4 je lepsi z hodnot bézné
Castice a nasi specialni ohniskové ¢astice. Ilustrujme opét obrazkem. Fokalni Castice pracuje tak, ze
zméni svou polohu na zaklad¢ informaci od ostatnich ¢astic a pokud dosahne lepSiho feSeni, tak jej

rozsifi k ostatnim ¢asticim.

@

)
Q¢

Obrazek 7: Topologie kolo pro PSO

3.4  Genetické algoritmy

Zaénéme jednou definici genetického algoritmu: Algoritmus je série kroku pro vyfeSeni problému.
Geneticky algoritmus je metoda pro feSeni problémi, ktera pouziva genetiku jako model feSeni
problému. Je to vyhledavaci technika pro nalezeni aproximacnich feSeni optimaliza¢nich
a vyhledavacich problému. [12]

Uved'me jesté¢ jinou definici, ktera vice priblizuje genetickou podstatu téchto algoritmii.
Genetické algoritmy jsou rodinou vypocetnich modeld, které jsou inspirovany evoluci. Tyto
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algoritmy koduji potencialni feSeni specifického problému do datové struktury, ktera je podobna
chromozomu. Na tyto pak aplikuji rekombinacni operatory pfi zachovani kritickych informaci. Na
genetické algoritmy se Casto nazird jako na optimalizacni, ackoliv rozsah problémi, na které lze
genetické algoritmy aplikovat, je velmi Siroky. [13]

Jak jiz nézev napovidd, genetické algoritmy jsou inspirovany pfirodnimi procesy. Snazi se
napodobit Darwinliv evoluéni proces. Zakladnimi pojmy tedy jsou jedinec, kterého bude
reprezentovat jeden chromozom, déle je to pojem populace, coz je skupina jedincii, potazmo skupina
chromozomi. Nasledujici odstavec bude urcen k seznameni se zakladnimi biologickymi pojmy, které
jsou vzorem pro pocitacovy model.

Vsechny zivé organizmy se skladaji z bunék, kdy kazda buiika obsahuje tu samou mnozinu
jednoho ¢i vice chromozomd, které slouzi jako predpis pro organizmy. Tato sekvence se nazyva
DNA. Chromozom miize byt konceptualné rozdelen na dil¢i jednotky nazyvané geny, pricemz kazdy
koduje jisty protein. Na gen lze pohlizet jako kodovani pro jeden rys, jako je napiiklad barva oci.
Ruzna ,,nastaveni® rysi (modra, hnéda ¢i zelena barva o¢i) nazyvame alely. Kazdy gen je umistén na
specifickém misté v chromozomu. [14]

Nyni si pfipomenme jeste¢ n€kolik biologickych pojmi, které se tykaji operatorti uzivanych
Vv genetickych algoritmech. Organismy v pfirodé¢ mtizeme délit na haploidni ¢i diploidni. Haploidni
organizmy maji nesparované chromozomy, naproti tomu diploidni maji chromozomy spojeny Vv par.
Pokud se organizmy v pfirodé rozmnozuji sexualné, pak jsou to ve vétsiné piipadi diploidni
organizmy a pii rozmnozovani poskytuji polovinu chromozomového paru pro vytvoreni nového
jedince a tedy pro svou reprodukci. Avsak v klasickém genetickém algoritmu se uziva pouze jednoho
chromozomu pro jednoho jedince, kterého bychom tak mohli nazvat haploidnim.

Reprodukce je pravé podstatou genetickych algoritmd. Pfi reprodukci jsou v genetickych
algoritmech vybirdni rodice (selekce), kteti se sparuji. Zakladni operaci pii sexudlni reprodukci je
k¥izeni (crossover) rodict, Které je v genetickych algoritmech také pochopitelné obsazeno. Pii kiizeni
mize dojit k ndhodné mutaci néjakého genu, coZ znamena jistou zménu v genetickém piedpisu
potomstva. Takto jsou vytvoteni novi jedinci (potomci svych rodi¢i) s novymi vlastnostmi, kteti jsou
uréitym zptsobem zaclenéni do stavajici populace.

Popisme si tedy Vv nasledujicich kapitolach tyto ¢innosti realizované béhem reprodukce.

3.4.1 K¥izeni

Rekombinace ¢i kfizeni znamena nasledujici postup: kazdy zrodi¢li proméni chromozomovy par
v dvojici chromozomt nazyvanych gamety. Pak spojeni dvou gamet vytvoii opét kompletni
chromozomovy par. Pii haploidni reprodukci jsou geny vymeénovany mezi dvéma rodici
prostiednictvim jednovlaknovych chromozomu. [14]

Shriime tedy informace o kiiZeni pouZzivané v genetickych algoritmech. Pro kfizeni je nutné mit
dva jedince, ktefi si vzajemné vymeéni genetické informace v jisté forme¢ chromozomu. Jinak feceno,
ktizeni je proces, kdy se kombinuji dva fetézce za celem dosazeni lepsiho (1épe ohodnoceného)
fetézce. Pivodni fetézce nazyvame rodiCovské, naopak fetézce, které jsou vysledkem, nazyvame
potomky. Rekombina¢ni proces tudiz vytvafi rozdilné jedince v nasledujicich generacich
prostfednictvim kombinovani materidlu dvou jedincti ptedchozi generace, viz [15]. Z téchto fakth
mizeme vyvodit princip tohoto procesu. Pokud nam fetézec predstavuje genetickou informaci, pak
budeme ptedpokladat, ze jeho jisté podietézce maji obecné odlisné slozeni v porovnani se stejnymi
podietézci (co se tyce umisténi) v jiném fetézci. Tato rozdilnost znamena, ze jeden z odpovidajicich
podietézct dvou chromozomi ma lepsi ohodnoceni vzhledem k nasemu cili. Pokud budeme ménit
tyto subsekvence mezi fetézci (kiizit je), pak obecné dostavame nové fetézce (potomky), z nichz
nékteré mohou mit lep$i ohodnoceni. Uved'me si graficky nazornou ukazku, kde mame jeden bod
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kiiZeni. Na tomto obrazku je vidét, ze kazdy potomek se sklada z podietézci obou rodi¢d. Pokud by
se ukazkové sekvence hodnotily jako binarni ¢isla, pak jsme kifizenim dvou primérnych potomki
ziskali potomka s vy$§im a druhého sniz§im ohodnocenim, nez jsou rodice. Kfizeni nam tedy
nezaruéuje, Zze potomci vznikli kiizenim budou mit pozadované lepsi ohodnoceni. Ale mit jej mohou
(viz priklad).

Bod kiiZeni

Rodicovsky fetézec 1 Retézec potomka 1

111

.S

Rodicovsky fetézec 2 111 i 00000 00000 Retézec potomka 2

Obriazek 8: Ilustrace kriZeni v genetickych algoritmech

Pti genetickych algoritmech mtizeme také pouzivat vice bodu kiizeni. Pii nasobném kiizeni se
vyménované sekvence stfidaji s nevyménovanymi. Tato moznost mize, ale také nemusi piinést
zlepSeni. Opét zavisi na konkrétni situaci.

Body kiizeni

Rodicovsky fetézec 1 00 Retézec potomka 1

111

Retézec potomka 2

000

Rodi¢ovsky fetézec 2 111:000 i 00

Obrazek 9: Vicebodové kiiZeni v genetickych algoritmech

Body kfizeni mohou byt rozloZzeny rovnomérné v fetézci, ale také nadhodné. Uspés$nost kiizeni
zavisi také na tom, zda bod kiizeni je na poloze, kde je to ,,vhodné.” Ukazme si, jak se zméni nas
ptiklad s jednobodovym kiiZzenim s jinou pozici. Je vidét, ze dosdhneme zcela rozdilnych vysledkd.

Bod kiiZeni

v
i Retézec potomka 1

. A
Rodicovsky fetézec 2 11100 E 000

Rodicovsky fetézec 1

11100

000 Retézec potomka 2

Obrazek 10: Vliv jiné pozice kiiZeni v genetickych algoritmech

Uved'me si jeste jeden typ kiizeni a to uniformni kfizeni. Nejedna se uplné pfesné o vyménu
usekll mezi dvéma tetézci jako v predchozim piipadé. Kazdy potomek se vytvaii gen po genu a to tak,
ze kazdy odpovidajici gen ptebira s pravdépodobnosti 0.5 od prvniho rodice a s pravdépodobnosti 0.5
od druhého. Proto napiiklad mtize byt jeden gen zkopirovan do obou potomki od jednoho z rodict
a odpovidajici gen od druhého mtize byt ztracen.
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Rodicovsky fetézec 1 Ilcdo Retézec potomka 1

Rodicovsky fetézec 2 ki mnopg rst klcn P t Retézec potomka 2

Obrizek 11: Uniformni k¥iZeni v genetickych algoritmech

3.4.2 Mutace

Uved'me si dal$i vyznamnou soucést genetickych algoritmt. V pfirodé napomahd variabilité pfi
vyvoji organizmuil. Pokud si uvédomime, Ze mame omezenou mnozinu gent, pripadné alel, které jsou
k dispozici, pak jejich kombinacemi mizeme dosahnout velkého, ale omezeného poétu kombinaci.
Navic pokud dochazi ke zménadm pouze pfti kiiZeni, tak tento proces miize byt pomaly. Ale naptiklad
vliv chemickych, fyzikalnich ¢i biologickych mutageni zvysSuje pravdépodobnost mutace. Prave
proces mutace je tim dal$im evoluénim nastrojem.

Mutace zahrnuje modifikaci hodnoty kazdého genu sjistou pravdépodobnosti p,,
(pravdépodobnost mutace). Mutace v genetickych algoritmech ma za kol obnovit ztraceny ¢i nalézt
neobjeveny, neprozkoumany geneticky material v populaci, za ucelem zabranéni pied¢asné
konvergence genetického algoritmu k suboptimalnim feSenim. [16]

Mutace pfidava novou informaci nahodnou cestou do genetického vyhledavaciho procesu
a zasadn€ pomaha vyhybat se uviznuti v lokalnim optimu. Je to operator, ktery vnasi rozmanitost do
populace, kdykoli populace tihne k tomu, aby se stala homogenni diky opakovanému uZivani
reprodukce a k¥izeni. [15]

Pokud budeme uvazovat mutaci na tirovni pocitacového modelu, pak nejbéznéjsi je mutace na
bitové trovni. V okamzicich, kdy je bitovy fetézec kopirovan, je kazdy bit s jistou pravdépodobnosti
invertovan. Mutace tedy tvoii protiklad ke kfizeni, tedy k fizenému prohleddvani stavového prostoru.
Principem je to, Ze mala zména (napftiklad inverze jednoho bitu) pomaha urcit novy bod Vv sousedstvi
soucasného bodu, ¢ili je vhodna pro lokalni prohledavani v okoli souc¢asného stavu. A samoziejmé
muize napomoci k nalezeni stavu, ktery by nemusel byt béznymi kombinacemi dosazen. To je prave
dano nahodnosti mutace. Ukazme si ilustrativni piiklad na nékolika bitovych fetézcich. M&me tedy
populaci tii jedincii reprezentovanymi nésledujicimi fetézci:

01010
00110
11110

Pokud by operator kiizeni byl pfedstavovan bitovou operaci OR a pro ziskani optimalniho
fetézce (11111) by bylo zapotiebi, aby na posledni pozici fetézce byl bit s hodnotou 1, pak by nebylo
pouhym kfiZzenim mozné takové situace dosdhnout. Ale praveé nenulova pravdépodobnost mutace p,,
pro posledni bit nam dava Sanci na dosazeni optimalniho feSeni. Hodnota pravdépodobnosti mutace
byvéa vétinou volena pomérné mala, feknéme napiiklad nékolik desetin procenta. Casto se ale pfi
malé populaci uziva veétsi pravdépodobnosti mutace.

3.4.3 Selekce

Selekce (vybér) vybira dobfe hodnocené fetézce v populaci a vytvari geneticky fond pro pateni.
Neékdy je selekce v genetickych algoritmech oznaCovéana jako operator selekce. Proces piirozené
selekce zpusobuje, ze jedinci, kteti koduji Gsp€sné feseni, jsou vybirani s vétsi frekvenci.
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Pro tvorbu nové generace je reprodukce jedincti soucasné populace nezbytna. Abychom ziskali
lepsi jedince, tak by méli byt vybirani nejlépe hodnoceni jedinci pfedchozi populace. [15]

Selekce je v genetickych algoritmech obvykle prvni operator aplikovany na populaci. Tento
muize mit vice podob, ale zdkladni princip zlstava stejny. Jedinci z populace (vSichni ¢i ¢ast) jsou
vybrani ke kiizeni s danym pravdépodobnostnim rozloZzenim. Rozuméjme tim, Ze jedinci s lepSim
ohodnocenim budou mit vétsi pravdépodobnost vyberu. Piehled rliznych modifikaci mizeme nalézt
naptiklad v [17]. UkaZeme si ty zakladni.

Prvni metodou vybéru je ruleta. Je to proporcionalni reproduk¢ni operator, kde jedinec
S vy$§im ohodnocenim ma tim vétsi pravdépodobnost na vybér ke kiizeni, ¢im vétsi (lepsi) hodnotu
ma fitness funkce. Nazev funkce byva odvozen od ilustrace tohoto operatoru formou hraciho kola, na
némz jsou vysece o velikosti pfimo tmérné velikosti hodnotici funkce pro jednotlivé jedince. Kolo je
vybaveno ukazatelem (Sipkou). Kolo se rozto¢i nahodnou rychlosti, a jakmile se zastavi, ke ki'izeni je
vybran jedinec, na jehoz vyse¢ ukazuje Sipka. Tolit je potieba tolikrat, jako je dvojnasobek
potfebného poctu kiizeni (jedno otoceni vybere jednoho jedince do paru pottebného pro kiizenti).

mi

) -

m4

04

Jedinec Hodnota fitness funkce Pravdépodobnost vibém

1 10 02
5 0.1
0.4
15 0.3

g b2
[}
=

Obrazek 12: Ilustrace pro vybér pomoci operatoru ruleta

Ruletu lze programové implementovat naptiklad tak, Ze kazdému jedinci je piifazena
pravdépodobnost vybéru p; V rozmezi od 0 do 1 a to tak, ze soucet vSech pravdépodobnosti je rovna
jedné. Prvnimu jedinci jsou pfifazeny dolni hranice 0 a horni hranice p;, druhému (p;;p; + py)
a podobné dale. Nakonec je vygenerovana hodnota v rozmezi (0; 1) a do kterého intervalu padne, ten
jedinec je vybran.

Ukazme si rovnici pro vypocet pravdépodobnosti vybéru jedincei (tj. p;) z populace
0 velikosti n na zakladé znalosti hodnoty fitness funkce F;:

Fi
pi " F,

Velmi podobny operator vybéru je stochastické univerzalni vzorkovani. To je téméf totozné
s ruletou, ale s tim rozdilem, ze pfi statickém univerzalnim vzorkovani se kolem rulety to¢i pouze
jednou. Na kole je totiz rovhomérné rozmisténo tolik ukazateld, kolik fetézct pro kfiZeni je tfeba
vybrat.
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Jedinec Hodnota fitness funkce Pravdépodobnost vibém
1 10 02
2 5 0.1
3 30 0.6
4 3 0.1

Obrazek 13: Operator vybéru stochastickym univerzalnim vzorkovanim

Dale je vhodné si uvést algoritmus vybéru elity. Elita je dana sestupnym usporadanim populace
dle hodnoty fitness funkce jedinct. Z populace je vybrano pouze jisté, predem dané, mnozstvi jedinct
s nejlepdim hodnocenim. Obvykle se jednd o 10-50%. Retézce reprezentujici tyto jedince jsou
pripustény ke kiizeni.

Poslednim zminovanym operatorem vybéru je algoritmus turnaje. Je ndhodné vybran pfedem
dany pocet jedinct zpopulace. Ztéch je vybran ten s nejlep§im ohodnocenim. Tento postup
opakujeme, dokud neziskame potiebny pocet rodi¢u.

3.4.4 Reprezentace reSeni

Koédovaci schéma je klicova otazka v navrhu genetickych algoritmt, jelikoz miize vyznamné omezit
prostor informaci, které je mozné systémem sledovat. Pro zajisténi vykonu algoritmu je nutné ulozit
informace o problému ve formé chromozomu. Obecné genetické algoritmy zahrnuji multimnozinu
chromozomi. Pfipomenme, Ze kazdy chromozom reprezentuje feSeni problému. Chromozom je
obvykle reprezentovan jako fetézec proménnych, kde kazdy element je nazyvan genem. Proménné
mohou byt vyjadfeny binarné, realnymi Cisly €i jinymi formami, pficemz rozsah je obvykle dan
problémem. [18]

Nejcastejsi reprezentace, se kterou je mozné se setkat, jsou binarni fetézce. Divodem je
jednoduchost a sledovatelnost. Piesto existuji ulohy, pii nichz se pii uziti bitového fetézce vyskytuji
potize. Napftiklad ptfi permutacnich problémech je nutné zachovat pocet jednotlivych gend (smi se jen
preskladat), proto se zde pouzivaji naptiklad indexové tabulky.

3.45 Tvorba nové populace

V okamziku, kdy umime vytvofit nové potomky, je nutné znat model pro vytvoteni populace. Vzdy
v kazdé inkrementaci je vytvarena nova populace obecné za pomoci pivodnich jedincti i novych
potomkdi. Zakladni pfistupy lze nalézt naptiklad v [19].

Prvnim modelem je standardni genera¢ni model. Jak je patrné jiz z nazvu, je kladen diraz na
generace, coz znamena, ze vSichni jedinci populace jsou nahrazeni novymi potomky. Zde je snaha
0 maximalni urychleni vyvoje, nehledé¢ na to, zda jsou novi potomci 1épe hodnoceni fitness funkci nez
ptedchozi generace.
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Druhy zakladni model je inkrementa¢ni (steady state model). Na rozdil od piedchoziho
ptipadu, zde je nahrazen pouze jeden jedinec piivodni populace nové vytvorenym jedincem. Evoluce
je v tomto ptipadé pomalejsi, avSak 1épe kontrolovatelna.

Oc¢ividné jsou oba ptedchozi modely krajnimi pfipady tzv. modelu s piekrytim generaci. Tento
je jistym kompromisem, pficemz je V populaci nahrazena ¢ast jedincti novymi.

S tvorbou nové populace piimo souvisi zpisob zafazeni novych potomkii do ptivodni populace
(reinsertion), tj. jakym zptisobem realizujeme vySe zminéné modely. BliZe napiiklad v [20].

Nejblize generaénimu modelu je piipad, kdy je pocet novych jedinct stejny jako ptivodnich
a pln¢ je nahradi (pure reinsertion). Dal$i moznosti je vygenerovat vice potomku, nez je v puvodni
populaci, avsak do nové populace zaradit pouze potomky s lepsi hodnotou fitness funkce (fitness-
based reinsertion). Tento vybé&r se snazi jit pozitivnim smérem vyvoje vzhledem k fitness funkci.

Pro model s ptekrytim, ¢i pro inkrementa¢ni model, odpovida moznost vygenerovani mensiho
poctu potomkl, nez je velikost ptvodni populace, a vymeénit jimi ndhodné vybrané rodice
s rovnomérnym rozlozenim pravdépodobnosti vybéru (uniform reinsertion). Nebo mtZzeme opét
prihlédnout k fitness funkci a nahradit nejhuife ohodnocené rodice (elitist reinsertion).

Poznamenejme, Ze vySe zminéné piipady patii mezi globalni zacleniovani (global reinsertion).
Tyto modely jsou vhodné pro globalni vybérové metody.

3.4.6  Algoritmus vypoctu

Nyni jiz zndme vsechny zakladni stavebni kameny genetickych algoritmi, proto si nakonec ukazme
i vypocetni model, ktery je vSechny zahrnuje.

Uved'me jesté, Ze obecné nemusi byt jasné, zda jsme dosahli jiz optimalniho vysledku, proto
ukoncujici podminka algoritmu mize bud’ zahrnovat uréitou hodnotu fitness funkce, ale spise se
pouziva varianta pevného poctu iteraci. Lze také pouzit jako ukoncujici podminku pocet iteraci, kdy
nedojde ke zlepseni fitness funkce populace, ktera je dana jako pramér fitness funkci jedinci:

n FL

F_ i=1
n

Pro ilustraci algoritmu mzeme pouzit grafické znazornéni:

Tvorba pocateéni populace P, ¢ast =0
v
Ohodnoceni ¢lent populace v Case t
v
Splnéna ukoncujici podminka
v
Vybér rodi¢n z populace P(t)
4
Rekombinace, vznik novych potomk
v
Mutace novych potomka
v
Tvorba nové populace P(t+1)

v

Inkrementace t

\ 4

Konec

Algoritmus 3: Geneticky algoritmus
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3.5 Simulované zihani

Algoritmy zaloZzené na simulovaném zihani (simulated annealing) byly ptvodné vyvinuty pro
diskrétni optimalizacni problémy. Jsou navrzeny k piekonani lokalnich minim na cest¢ ke globalnimu
minimu.

Pojem Zihani pochazi z analogie k ochlazovéani kapalin & pevnych latek. Ustfednim tématem
ve statistické mechanice je analyza chovani latek pii chladnuti. Pii vysokych teplotach se molekuly
hodné pohybuji, ale jakmile se teplota snizuje, tento pohyb se ztraci a molekuly mohou tihnout
k usporadani do krystalické struktury. Toto krystalické uspofadani predstavuje stav systému
S minimalni energii. Zdiiraznéme, ze molekuly pouze mohou dosahnout takové situace. Teplota
samotna pfimo nezarucuje, ze substance dosdhla stavu s minimalni energii. Abychom dosahli tohoto
stavu, ochlazovani se musi odehravat dostatecné nizkou rychlosti. Pokud je substance ochlazovana
ptili§ rychle, mize byt dosazeno amorfniho ¢i polykrystalického stavu, ktery neni minimalnim
energetickym stavem substance. Tedy princip stojici za zihanim ve fyzickych systémech je pomalé
ochlazovani substance za u¢elem dosazeni minimalni energie. [21]

Pfi simulovaném zihani se minimalizace cenové funkce identifikuje s energii fyzikalniho
systému a prostor feSeni je identifikovan se stavovym prostorem. Prostor feSeni optimaliza¢niho
problému je prochazen metodou pravdépodobnostniho vyhledavani hill climbing, kde velikost kroku
je kontrolovana parametrem T, ktery piedstavuje teplotu ve fyzickém systému. Za pomoci pomalého
snizovani teploty smérem k nule dle zvoleného planu, 1ze ukazat, Ze globalné optimalni feSeni se
ptiblizuji asymptoticky. V typickém vykonavaném simulovaném Zihani je po¢ate¢ni teplota nastavena
na dostate¢né vysokou hodnotu. Novy stav (feSeni) je generovan inkrementalné ze souc¢asného stavu
ndhodnym vybérem a navrhuje tak tah z mnoziny pteddefinovanych tahii. Tah je zména, jejiz
aplikace na soucasny stav vede k novému stavu. [22]

Soucasny stav oznaéme C (Current) a nasledujici stav po provedeni kroku oznaéme N (Next).
Kazdému stavu X mizeme pfifadit hodnotu (cenu ¢i energii) value(X). Pro vlastni algoritmus je
potom dilezitd zména energie mezi soucasnym a nasledujicim stavem:

AE = value(N) — value(C)

Rozdil mezi soucasnym a novym stavem je dilezity pro rozhodnuti, zda novy stav muze
nahradit pro dal$i iteraci aktudlni stav. Pokud je hodnota (energie) nového stavu mens$i nezli
souCasného, pak jej pfijmeme, jinak o tom nechame rozhodnout nahodu. Ta je zprostiedkovana
nahodné vygenerovanym ¢islem v intervalu (0; 1) s uniformnim rozlozenim. Pak nové vygenerovany

(horsi) stav je prijat za aktualni pokud:
AE
random(0;1) <e T

Odtud tedy jasné¢ vidime, Ze pravdépodobnost pfijeti nového stavu s vétsi energii, nez ma

soucasny, je rovna:
AE

p(N)=e T
Nékdy byva tento vztah pro pravdépodobnost pfijeti nového stavu N formulovan jesté
s formalnim ujisténim, Ze pravdépodobnost nepiekroci hodnotu 1:

AE
p(N) = min (e_?, 1)
Parametr teplota T je tedy ustfedni ¢asti vypocetniho modelu, pfi¢emz pomaha rozhodovat
0 pfijimani novych stavii a také urcuje ukonceni vypoctu. Klesani teploty v algoritmu lze realizovat
dvéma zpusoby. Bud'to je mozné pokles teploty pocitat v kazdé iteraci, nebo je mozné ,,predpocitat™
jej pro kazdou iteraci a ulozit napiiklad ve formé pole do tabulky. Parametr poklesu ozna¢me a.

Potom vypocet nové teploty je:
Tyy1 =Ty
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Pro algoritmus je nutné, aby teplota klesala. Pak rozsah parametru « je nasledujici:
a € (0;1)
Nezbytnymi kroky, které je tfeba vytesit jesté pfed zahajenim vypoctu, jsou:
e Urcit, jak se bude generovat pocatecni stav Sj.
e Jaké budou hodnoty parametrti algoritmu.
e Kolik ¢asu pocitace miize vypocet spotiebovat.

Tyto volby maji vyznamny dopad na kvalitu produkovaného feSeni. Urcit pro né optimalni
nastaveni neni vSak mozné, jelikoz optimalni nastaveni nezavisi pouze na feSeném problému, ale také
na instanci tohoto problému. Cas potfebny pro ureni optimalniho nastaveni, je snad 1épe pouZit pro
delsi beh algoritmu. [23]

3.5.1 Algoritmus

Na nasledujicim obrazku je shrnut algoritmus simulovaného zihani. Nepierusované je vyznacena
zakladni varianta algoritmu. Z obrazku, konkrétné z ¢asti, kde se dle zmény energie, ptipadné dle
zadané pravdépodobnosti, pfijima novy stav za aktudlni, je vidét, ze s vysokou pocatecni teplotou je
Sance na prijeti nového stavu s horSim ohodnocenim (oproti souasnému) vysoka. Avsak jakmile
teplota dostate¢né poklesne, vypocdet Se zacne podobat metodé hill climbing, tedy se prakticky
prijimaji pouze nasledovnici, ktefi maji lepsi ohodnoceni.

Inicializace, ptedpis pro klesani teploty. Krok
vypoctu k nastav na 0, pfipadné i = i,
\ 4
Vytvoreni uzlu C totoZzného s poc¢ate¢nim sO
v
Zjisténi aktualni teploty T = f(k)

v
Je-li T = 0, skonci a C je feSeni, jinak pokracuj

v

\ 4

Konec

Expandovani C, nahodny vybér jednoho
z nasledovnikt N

v

Vypocet rozdilu hodnot N a C:

AE = value(N) — value(C)
v

Je-li AE < 0,tak C = N,jinaIA< C=N
E

s pravdépodobnosti e T

- - . 9 W N

Inkrementuj x. Je-li x < i, vrat’ se zpét na |
generovani dal$iho uzlu, jinak pokracuj a r--

. 1

1

~
J
e e e e e e e e =

Inkrementace k

Algoritmus 4: Algoritmus simulovaného Zihani. Pf¥eruSované ¢asti nemusi byt pFitomny.
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Zakladni algoritmus lze jesté upravit pro opakovany vypocet (viz napiiklad [23]). Na obrazku
jsou to Casti znadzornéné prerusované. Tato zména spociva v tom, Ze generovani nésledujiciho stavu
a jeho pfijimani budeme opakovat po i iteraci (i, oznacuje prvotni nastaveni pro i). Zavedeme novy
parametr 5. Tento nam bude uréovat nartst poctu iteraci i. Jeho hodnota musi byt vétsi nebo rovna
jedné (obvykle g € (1; 2)).

3.6 Posilované uceni

Posilované uceni (reinforcement learning) je interdisciplinarni pojem (¢innost, metoda), ktery se tyka
psychologie, statistiky, neuralni a vypocetni v€dy. Z naSeho pohledu je posilované uceni
zainteresovano obzvlasté v oblasti uceni strojii a umélé inteligenci, konkrétné se jedna o snahu naucit
umgélého agenta urcitym znalostem za pomoci odmen a tresti.

Posilované uceni je problém agenta, ktery se musi naucit chovani prostiednictvim interakci
s dynamickym prostiedim stylem pokus omyl. [24]

Na druhou stranu ovSem muizeme nahliZet na toto uceni jako na tfidu tloh, spiSe nez na
mnozinu technik. Potom pro feSeni téchto tloh mizeme pouzit dva zakladni pfistupy. Pro prvni
pfistup musime znat mnozinu moznych chovani, pficemz se snazime nalézt pozadované feSeni
Vtomto prostoru chovani (tento postup vychazi z prace genetickych algoritmi a genetického
programovani a dal$ich vyhledavacich technik [24]). Druhou mozZnosti je uziti statistickych technik
a technik dynamického programovani pro odhadnuti vhodnosti (uzitenosti) jednotlivych akci mezi
stavy systému. My se zaméfime prave na tuto variantu.

Posilované uéeni neni jedinym pristupem K ziskani agenta s pozadovanym chovanim. DalSimi
metodami jsou naptiklad uéeni s ucitelem (supervised learning) ¢i planovani. Proto uved’'me zakladni
rozdily, kterymi se posilované u¢eni od nich odliSuje. Na rozdil od uceni s ucitelem, nejsou tieba pary
stav-akce (Ci vstup-vystup), které jsou priklady bud'to spravného nebo nespravného chovani, na
zakladé nichz by byla tvofena celkova politika chovani. Odmény za vykonani akci (rozuméjme
pfechodli mezi stavy) mohou byt ud€lovany fidce, napfiklad az za dosazeni urcitého stavu
(v ptipadech, kdy nas zajima pouze vysledek a ne to, jak jsme k nému dosli). Na druhou stranu oproti
planovani je mozné pouZit posilované ueni nejen pro ptipady, kde je tfeba mit dobie (pfipadné
i zpétn¢) trasovatelny model. Planovaci metody totiz obecné potiebuji explicitni model pifechodové
funkce 8 (s, a), kde s stav a a je akce, jenz posilované uéeni nutné obsahovat nemusi.

Uved'me tedy oblasti pouziti. Posilované uceni nabizi flexibilni pfistup k navrhu inteligentnich
agentl v situacich, pro které nejsou planovani a uceni s ucitelem vhodné. Takovymi situacemi jsou
naptiklad problémy, v nichZ vyznamna ¢ast znalosti je nedostupna, ¢i obtizné dosazitelna. [25]

Posilované uceni lze tedy aplikovat naptiklad v oblasti hrani her (napi. TD-GAMMON z roku
1992) ¢i v oblasti kontroly robott.

3.6.1 Model

V této kapitole popisSeme model posilovaného uceni v jeho standardni varianté. Zakladnimi ¢astmi
modelu jsou prostfedi a agent. Agent je s prostiedim propojen pomoci vjemu (vstuptl i) a naslednych
akci (a). Akce je tedy vystupem agenta, kterd méni stav (s) prostiedi. Tato akce znamena zménu
hodnoty, o niZ je agent zpétné€ informovan prostiednictvim signalu (7).
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Agent |«

Prostiedi ve stavu S

Obriazek 14: Ilustrace interakci mezi agentem a prostiredim p¥i posilovaném uceni

Agent se pti kazdé iteraci rozhoduje, do jakého stavu se dostane provedenim piislusné akce.
Jeho snahou by mélo byt, aby se snazil udrzet dlouhodoby rist sumy hodnot signala r. K dosazeni
takového chovani slouzi pravé opakovani ptistupu pokus omyl, kdy signdl r numericky urcuje, jak
byla pouzita zména stavu vhodna (feknéme, Ze r je odmena).

Uved'me model vice formalné (viz [24]). Model je slozen z:

e mnoziny S diskrétnich stavil prostiedi,

e mnoziny A akci agenta,

e mnoziny skalarnich posilovacich signalt (typicky s hodnotami 0, 1 nebo s realnymi
hodnotami).

Dale uved'me, ze soucasti modelu je vstupni funkce I, ktera urcuje, jakym zplisobem agent
vnima stav prostiedi (zjednodusené se da fici, ze se jedna o identifikacni funkci pro stav).

Formalnéji je ukolem agenta nalezeni politiky 7, ktera mapuje stavy prostiedi na akce, které
maximalizuji dlouhodoby b&éh meéfeni signalu r. Optimalni politika 7* muze byt definovana vice
zpusoby, ale typicky se jedna o politiku, kterd ma nejvétsi kumulativni soucet odmén pres vSechny
stavy:

n* = argmax V" (s), (Vs € 5),
T

kde V™(s) je kumulativni odména pfi politice 7 a stavu s. [25]
Pro vypocet V™ (s) se Casto vyuziva discount faktoru y € (0; 1). Potom je V™ (s) dano souétem

vazenych odmén 7; v ¢asovych okamzicich t v ramci nekone¢ného horizontu:
oo

VT(s) = Z)/irtﬂ'
i=0
Shrime tedy, Zze ulohou posilovaného uceni je pouziti pozorovanych odmén k nauceni
optimalni (nebo ji blizké) politiky pro dané prostiedi. [26]
Uceni optimalni strategie V* pak mulZzeme realizovat ohodnocenim stavii metodou
dynamického programovani, tj. iterativnim feSenim Bellmanovych rovnic (viz dale).

3.6.2  Typy posilovaného uceni

Posilované uceni zahrnuje vice ptistupt, které mtizeme délit z nékolika pohledt. Zakladni moznosti je
rozdglit metody na pasivni a aktivni (viz [26]).

Pasivni uceni spociva v tom, ze je zadana fixni agentova politika. Z toho ndm plyne, zZe
hlavnim ukolem pfi procesu uceni je pak urceni ohodnoceni stavii. Tento proces mize samoziejme
zahrnovat uceni se modelu prostiedi.

25



Pfi aktivnim uceni se agent musi ovSem naucit také to, co ma délat. V tomto ohledu musi
maximalné vyuzivat prizkumu prostiedi.

Na druhou stranu lze metody c¢lenit z hlediska toho, zda potiebuji ke své ¢innosti model
prostiedi (model-based a model-free). Dale také mizeme rozliSovat online uceni (interakce s realnym
prosttedim) ¢i offline uceni (vyuziva model prostiedi).

Kone¢n¢ mizeme mit tzv. on-policy uceni (pouziva k uceni akei, kterou agent pouzil) nebo off-
policy, kdy je pouzita nejlepsi piipustna akce (nemusela byt agentem uzita).

3.6.3 Temporal-difference learning

Temporal-difference (TD) learning spada do kategorie pasivniho model-based uceni. Kromé TD-
learning metody mizeme mezi pasivni pfistupy fadit naptiklad ADP learning (viz [26]).

Nazev temporal difference vychazi z toho, Ze se k vypoctu ohodnoceni stavu vyuziva rozdilu
mezi dvéma nasledujicimi stavy. Ukazme si aktualiza¢ni rovnici pro ohodnoceni stavu metodou TD-
learning:

U™(s) = U™(s) + a(R(s) + yU™(s") — U™(s)),
kde U™ (s) je ohodnoceni stavu s pfi pouZiti strategie 1, R(s) odména za dosaZeni stavu s, y discount
faktor ur¢ujici vliv ohodnoceni nasledujiciho stavu s’ a koneéné « je koeficient uéeni (learning rate).

Piedstavme si, Ze se nachdzime ve stavu s, vybereme akci a dle politiky (s, a), ¢imz se
dostaneme do stavu s’ a ziskdme odménu r. Navic si pfedstavme pouze kosmetickou zménu, a to
nahradu pismene V za U™. Potom pozorovana kvantita r + V(s") je aktualni Monte Carlo vzorek
Bellmanovy rovnice pro politiku . Pokud bychom tento proces opakovali mnohokrat a zprimérovali,
pak bychom dostali pravou stranu Bellmanovy rovnice:

V™(s) = Z n(s,a) Ps‘,lsr (Rg,sr + VVT[(SI)) ,
a N4

kde m(s,a) je politika pfifazujici stavu s akci a, PY, pravdépodobnost pfechodu z s do s', kdy je
vybrana akce a, R¢;, ocekavana stiedni hodnota odmény pro dany ptechod a samoziejmé V™ (s) je
ohodnoceni stavu s. [27]

Samoziejmé mizeme pro Uplnost uvést optimalni ohodnoceni:

V*(s) = max VT(s) = mC?XZ P&, (Rgfs, + yV"(s’))
N
Nyni se vratme k naSemu koeficientu uceni a. Jeho hodnota by se méla pohybovat v intervalu

a € (0;1). Prilis§ mald hodnota znamena, Zze hodné Ipime na jiZ spoéteném ohodnoceni, naopak
koeficient a blizici se k 1 vede k rychlym zménam, kdy ¢asto radikalné ménime ohodnoceni. Z tohoto
davodu casto nebyva koeficient o fixni, nybrz klesa s poc¢tem prichodt stavem s.

Nyni uved’'me algoritmus takového pasivniho TD agenta ve formé funkce, ktera ma na vstupu
aktualni stav s’ a odménu r’ a dale perzistentn& uchovava tabulku ohodnoceni U, fixni politiku 7,
tabulku navstév stavii N (nastavenou na 0) a minuly stav s, akci a a odménu r, které jsou inicialné
nastavené na null (viz [26]):
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function TD_AGENT (s', r')
persistentt, U, N, s, a, r
if s’ je nové then
Uls'l| =7
if s neni null then
inkrementuj Ng[s]
Uls] = U™(s) + a(Ns[s(r + yU[s'] — U[s])
if s’ je termindlni then

s =null

a = null

r = null
else

s=s'

a =mn[s']

r=r
return a

Algoritmus 5: Funkce TD agenta

3.6.4 Q-learning

Alternativou k TD-learningu je Q-learning. Tento se namisto u¢eni ohodnoceni stavii u¢i reprezentaci
akce-ohodnoceni. Za timto tcelem budeme hodnotu akce a ve stavu s znadit Q(s,a). Ziejmé poté
plati vztah vzhledem k ohodnoceni U (viz [26]):

U(s) = max Q(s,a)

Pokud se zamyslime nad tim, Ze agent namisto stavli hodnoti akce v téchto stavech, dojdeme
k zavéru, ze pro vypocet Q-funkce nepotiebujeme mit pfechodovy model. Z tohoto diivodu fadime
metodu Q-learning mezi model-free metody.

Tomu, ze nepouzivime model, musi byt pfizpiisobeno i aktualizacni pravidlo — musi byt
postaveno na zakladé Q hodnot (viz [26]):

06,0 = QGs,) +a (R(s) +ymaxQ(s',a) - QCs, a))

Aktualiza¢ni pravidlo je aplikovano vzdy, kdyz je vykonéna akce a ve stavu s, ¢imz se dostane
do nového stavu s'.

Jelikoz se ve vzorci vyskytuje maximum, fadi se Q-learning mezi off-policy algoritmy. Pro
uplnost uved’'me, ze ke Q-learningu ma velmi blizko tzv. SARSA (viz [26]). Tento zastupce on-policy
algoritmi uziva nasledujici aktualiza¢ni pravidlo:

Q(s,a) = Q(s,a) + a(R(s) +yQ(s', @) = Q(s,@))

Nakonec opét uvedme algoritmus ve formé funkce pro agenta pouzivajiciho Q-learning.
Vstupem jsou aktudlni stav s’ a aktualni odména r'. Perzistentnimi udaji jsou tabulka hodnot akci Q,
tabulka N;, poctu pouziti akce a ve stavu s (oboji na pocatku vynulované) a dale pak ptedchozi
stav s, akce a a odména r (pocateéné nastavené na null):
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function Q_AGENT (s', ')
persistent Q, N, S, a, 1
if s je termindlni then
Q[s,None] =1’
if s neni nullthen
inkrementuj Ny, [s, a]
Qls,a] = Qls,a] + a(Ng[s, a])(r + y maxg, Q[s’,a'] — Q[s, al)

li
S=S
a = argmaxg, f(Q[s’,a’], Nsg[s',a'])
r=r
return a

Algoritmus 6: Funkce pro Q-learning agenta

Funkce f(u,n) je funkci pro prizkum okoli (exploration funkce). Tato urcuje, do jaké miry
bude algoritmus tzv. greedy (tj. bude preferovat vysoké hodnoty u) oproti mife zvédavosti, coz
znamena, ze algoritmus bude vice tihnout k tomu, aby preferoval akce, které¢ byly méné casto pouzité
a maji malé n. Funkce f(u,n) by méla byt rostouci s u a klesajici s n. Existuje mnoho moznosti, jak
takovou funkci definovat. Uved’'me si proto jednoduchy ptiklad (viz [26]):

+ .
flun) = {R ifn < Ne
u otherwise

kde R™ je optimisticky odhad nejlepsi mozné odmény v libovolném stavu a N, je fixni parametr,
ktery urcuje, kolikrat nejmén¢ agent vyzkousi dany par akce-stav.
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4 ReSené tlohy

V této kapitole rozebereme optimaliza¢ni ulohy, které byly vybrany pro demonstraci pfistupd
zminénych v pfedchozi kapitole. Nejprve se jednd o dvé diskrétni optimalizacni tlohy, konkrétné
problém vice batohli a problém pokryti mnoziny. Poté si uvedeme dvé spojité ilohy a to hledani
globalniho extrému u Ackleyho a Rastriginovy funkce.

4.1 Problém vice batohu

Problém vice batohti, anglicky multiple knapsack problem (MKP), je variaci na zndmy knapsack
problem, c¢esky ozna¢ovany jako problém batohu nebo problém zlodé€jova rance, ovSem s vice batohy.
Jedna se tudiz o diskrétni tlohu. U MKP jsou vstupnimi informacemi pocet zdrojt (batohi) m, pocet
objektii n, kde kazdy objekt j predstavuje zisk p;. Kazdy zdroj mé sviij rozpocet (objem batohu) c;,
pficemZ je dana spotieba 7; zdroje objektem j (objem objektu j). Ukolem je maximalizovat celkovy
zisk s omezenym celkovym rozpoctem.

MKP muize byt formulovano nasledovné (viz [28]):

m n
i=1j=1

s ohledem na:
n

j=1

m
ExijSL i=1,...,m
i=1

xij € {0,1}, i= 1, e, m, ] = 1, e, n

IA

Ci, i=1,..,m

Proménna x;; znaci, zda je objekt j v batohu i obsazen.

Jestlize budeme déle definovat I = {1,...,m}, ] = {1, ...,n}, s tim Zze ¢; = 0 pro vSechna i € I,
pak dobfe formulovany MKP pfedpokladd p; > 0 ary; < ¢; < X7, 7y; pro vSechnai € [aj € ].

V praxi mize MKP znamenat napiiklad problém spedi¢ni spolecnosti, kterd ma za tukol
prepravit jisté mnozstvi riznorodych balikti nékolika dopravnimi prostiedky s omezenou kapacitou.
Dals$imi oblastmi aplikace MKP jsou financni management, kontrola rozpoctu, nebo minimalizace
odpadu pii fezani (rozdélovani) zbozi. MKP mtize byt také vyuzito v kryptografii, kde se bezpecnost
realizuje obtiznosti feSeni MKP.

4.2  Problém pokryti mnoziny

Problém pokryti mnoziny, anglicky set cover problem (SCP), je klasickou diskrétni optimaliza¢ni
ulohou, pficemz je dana kone¢na mnozina polozek ve formé 0-1 m X n matice A = (aij) a n-
dimenzionalni celo¢iselny vektor ¢ = (cj). Déale mizZe byt zavedeno znaceni M = {1,...,m} a
N = {1,...,n}. Hodnota c;(j € N) reprezentuje cenu sloupce j, pficemz bez ztraty obecnosti lze
uvazovat ¢; > 0 pro j € N. Rekneme, Ze j € N pokryva i € M, pokud a;; = 1. Ukolem je nalezeni
podmnoziny S € N takové, ze kazdé¢ i € M je pokryto pfinejmensim jednim j € S. Dale budeme
definovat matematicky model pro SCP (viz [29]):
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v(SCP) = minz CjX;
JEN

vzhledem k:

Z a;jxj =1, ieEM

JEN

x; € {0,1}, JEN

Proménna x; = 1, pokud j € S, jinak plati x; = 0. Casto se zavadi znageni J; = {j EN |a;; = 1}
mnoziny j pokryvajicich i a analogicky I; = {i € M |a;; = 1} mnoziny i pokrytych j.

V realu se SCP pouziva pti planovani letového fadu, kdy je ddna mnozina lett, kterd musi byt
pokryta pfi minimalnich nakladech na posadku. Pouziva se parovani, coz je sekvence leti, které
mohou byt pokryty jednou posadkou. Samoziejmé lze tento pfistup pouzit i jinde, napt. v kamionové
doprave apod.

4.3  Nalezeni globalniho minima u Ackleyho
funkce

Ackleyho funkce (viz [30]) je spojitou funkci, ktera se Casto vyuziva jako multimodalni testovaci

funkce, definovana jako:
1 n
<EZ cos(cxi)> +a+exp(1)

i=1

f(x)=—a-exp| —b-

pricemz je doporuceno nastavit a = 20, b = 0.2, ¢ = 2@ a testovaci oblast omezit na hyperkostku
—32.768 < x; < 32.768, i =1, ...,n, kde proménnad n oznacuje pocet dimenzi. Globalni minimum

f(x) = 0je dosazitelné prox; =0, i =1,...,n.

Obrazek 15: Ackleyho funkce ve 2D. [30]
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4.4  Nalezeni globalniho minima u Rastriginovy
funkce

Rastriginova funkce (viz [30]) je také n-dimenzionalni spojitou funkci. Vybral jsem ji zamérné kvuli
jeji velké produkci lokalnich minim, ktera je zptisobena modifikaci De Jongovy funkce pomoci
kosinu. Je ovSem nutné pocitat s tim, Ze minima nejsou rozlozena nahodné. Definice funkce:

f(x) =10n+ Z[xlz — 10 cos(2mx;)]
=1

Obvykle se testovaci oblast funkce omezuje na hyperkostku —5.12 < x; <5.12, i =1, ..., n,
pfi¢emz globalni minimum f(x) = 0 lze nalézt ptix; =0, i = 1,...,n.

23888883

Obrazek 16:Rastriginova funkce ve 2D. [30]
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3) Implementace

V této kapitole se seznamime s n¢kterymi detaily implementaéni ¢asti této prace. Nejprve uved'me, Ze
v souladu se zadanim je projekt implementovan v jazyce Java verze 7, pticemz jej lze rozdélit na dvé
pomyslné ¢asti — cast, ktera realizuje samotny proces vypoctu jednotlivych uloh, a ¢ast grafickou,
ktera umoznuje snadny uzivatelsky pfistup s moznosti nastaveni parametrl jednotlivych metod pfi
jejich aplikaci na zvolené ulohy.

Podotknéme, ze byl zvolen pfistup abstraktni implementace algoritmii zminénych
v predchozich kapitolach, které jsou pak upfesnény pomoci mechanizmii polymorfismu pro ucely
konkrétnich uloh. Ve spojeni s generickymi datovymi typy, lze implementaci metod uzit
Vv libovolném projektu, kdy staci definovat abstraktni tfidy. Projekt mize byt tedy také povazovan za
jakousi malou knihovnu pro zminéné optimalizani metody.

V nasledujicich kapitolach ukazeme, které komponenty jsou nezbytné pro implementaci
uvedenych optimaliza¢nich metod, ptipadné jaké byly zvoleny pfistupy pfi jejich realizaci pro dané
ulohy.

5.1 Optimalizace mravenci kolonii

Jiz znézvu je patrné, ze krome vlastniho algoritmu je nutné mit k dispozici néjakou realizaci
mravence (agenta). Jelikoz byl pro implementaci zvolen objektové orientovany piistup, tak se pfimo
nabizi, ze mravenec muze byt realizovany jako samostatny objekt. Hlavni ¢innosti mravence je
kompletnimu feSeni. Za timto ucelem kazdy objekt reprezentujici mravence obsahuje uspotfadany
seznam ¢i vektor mist (i spojnic mist), ktera navstivil. Tento seznam, feknéme cesta, je tedy
Castenym feSenim daného problému. Pokud mravenec jiz nema moznost dal§iho kroku, je
zkonstruovano kompletni feseni.

V ACS pravidlu pro urceni nasledujiciho kroku se téz vyskytuje vyraz (ix) & tabuy, ktery
oznacuje krok z aktualniho mista i do mista x, jenz neni v mnoziné tabu;, mravence k. Mnozina
tabu; obsahuje spojnice mist (popfipadé jen mista, zalezi na implementaci), které mravenec jiz
pouzil. Z vyrazu je tedy patrné, ze hledame takové spojnice, které nebyly jesté timto mravencem
navstiveny. Realizaci mnoziny tabu,, jsme si piedstavili jiz v pfedchozim odstavci (viz cesta). Ackoli
z matematického pohledu zde nenastdva problém, z implementa¢niho pohledu by bylo krajné
nevhodné mit pouze seznam navstivenych spojnic (¢i pFipadné mist) a pokazdé hledat mista
a spojnice k nim, které nebyly pti konstrukci cesty jesté pouzity. To by zavadélo do Cinnosti
algoritmu nezanedbatelnou ¢asovou redundanci. Proto byla pfi implementaci pouzita komplementarni
mnozina, nazvéme ji nottabu,, kterd udrzuje jesté nepouzité spojnice. Spoleéné tedy tabuy
anottabu;, tvoii mnozinu vSech moznych spojnic, pfipadné mist, na pomysiné virtualni mapée, po
které se mravenec pohybuje.

Nakonec je nutné zminit komponentu, kterd realizuje feromonovy model, jenz ke kazdé
spojnici dvou mist pfifazuje hodnotu oznacujici jeho feromonovou hladinu. Uved’'me, Ze by teoreticky
bylo mozné pfifazovat feromonovou hladinu pouze mistim, ¢imz bychom snizili pamétovou
narocnost algoritmu. AvSak ztracime informaci o propojeni mezi misty, proto jsem tuto moznost
nezvolil. Drzel jsem se klasické reprezentace, kdy hodnoty feromonovych hladin spojnic mist
udrzujeme ve Ctvercové matici (symetrické dle hlavni osy), pfiCemZ obé hrany této matice tvoii
mnozina vSech mist.
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Vyhodou pii implementaci je fakt, Ze mravenci spolu komunikuji pouze prostiednictvim
prostfedi a ne pfimo spolu. Neni nutné implementovat komunikaci ¢i topologii jejich propojeni jako
je tomu naptiklad u PSO.

5.1.1 Aplikace optimalizace mraven¢i kolonii na problém vice
batoht

Zasadni otazkou je to, jakym zpilisobem pievedeme batohy a jim pfifazované objekty ze zadané tlohy
na mista ACS algoritmu, po kterych se mravenec pohybuje. Teoreticky miizeme uvazovat v zdsad¢
0 tfech moznostech. Bud’to miizeme za ACS mista povazovat batohy nebo naopak muzeme jako
mista uzit objekty, ¢i mizeme mit mnozinu vSech pfipustnych kombinaci batohli a objektli coby
mnozinu vSech mist. Varianta s batohy nebyla uzita z povahy tlohy. VétSinou je totiz mnozina
objektli mnohem vétsi nez mnozina batohti. Naptiklad klasicka uloha batohu ma pouze jeden batoh.
Potom bychom méli pouze jedno misto pro ACS algoritmus, ¢imz bychom naprosto narusili jeho
funkénost. Z tohoto pohledu by se mohla zdat nejlepsi varianta s kombinacemi vSech batohi
a objektt. Vezméme si priklad, ze bychom méli 100 batoht a 10000 objektd, z nichZz je mozné
pramérné jen 30 pfifadit kazdému batohu. Pak pro vybér 30 objektt pro jediny batoh dostavame cca
3.5 - 108”moznosti. Takto obrovsky stavovy prostor je pak velmi komplikované prochizet. To oviem
neni jediny problém. Jakmile se zvétSi pocet ACS mist, vzrostou naroky na pamét, jelikoz
s rostoucim poctem mist roste exponencialné velikost matice, kterd reprezentuje spojnice mezi
jednotlivymi misty. Pro zadanou lohu se potfebna pamét’ jiz pohybuje v fadu terabytd.

Z téchto divodl byla zvolena moznost za mista povazovat pouze objekty. Mravenec pak
pomysIné nese vSechny batohy a vzdy, kdyZ ma vykonat jeden krok, vybere jeden objekt, ktery
ptifadi do n¢kterého z batohd, ktery je urcen heuristikou.

Pfi implementaci jsem uvazoval Ctyfi typy heuristik. Prvni statickd heuristika uvazuje pouze

hodnotu a objem objektu:

d
pit

n= _rl-dz )
kde p; predstavuje hodnotu objektu i a r; jeho objem. Parametry d; a d, slouzi k pfipadnému
doladéni vlivu objemu a hodnoty, avSak vétSinou byvaji obecné nastaveny na 1. Druha heuristika,
taktéz staticka, uvazuje kromé hodnoty a objemu objektu také objem cilového batohu:

_ P
ER
Ck
kde ¢, je celkovy objem cilového batohu k. Dalsi dvé heuristiky jsou dynamické, jelikoZ jejich
hodnota zavisi na aktualnim pfifazeni objektd K batohtim. Vypocetné jsou obé heuristiky totozné, lisi
se pouze nastavenim parametrd d; a d, Vtom smyslu, Ze prvni dynamickd heuristika je uvazuje
shodné a druha rozdilné. Uved’'me tedy rovnici:

d
pit

Acy

pficemz Ac;, predstavuje aktudlné€ volny objem v zadaném cilovém batohu.
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5.1.2  Aplikace optimalizace mraven¢i kolonii na problém
pokryti mnozZiny

Podobné jako v predchozi kapitole feSime problém, jakym zpiisobem reprezentovat mista v ACS
algoritmu. Zde je situace o poznani jednodussi. V zasad¢ se nabizi pouze jedind moznost a to, ze
kazdé misto feromonového modelu reprezentuje jednu z kandidatnich mnozin, z nichz kazda pokryva
uréitou ¢ast univerza. Mravenec tedy vybira mista (kandidatni mnoziny) tak dlouho, dokud nepokryje
celé univerzum.

Pro vybér dal§i mnozZiny jsem implementoval tii heuristiky. Prvni heuristika, kterou lze téz
oznaCit za tzv. greedy, preferuje ty kandidatni mnoziny, které pokryvaji nejveétsi ¢ast nepokrytého
univerza bez ohledu na to, jakou md dand mnoZzina cenu. Muzeme uvést hodnotu vracenou
heuristikou jako:

n = |{x|x € S A x neni jesté pokryto}|,
kde S je kandidatni mnozina. Druhou extrémni variantou je heuristika, ktera vybira mnoziny pouze
dle ceny:
1
n= C_s’
kde cs je cena za mnozinu S. Posledni heuristika je kompromisem mezi ob&éma zminénymi
variantami, kterd vyuziva poméru pfinosu novych prvki k cené za mnozinu:
_ Hxl|x € S Ax neni jesté pokryto}|

)

Cs
pficemz proménné maji stejny vyznam jako Vv ptedeslych rovnicich.

5.1.3  Aplikace optimalizace mravenci kolonii na hledani

globalnich minim Ackleyho a Rastriginovy funkce

Jelikoz algoritmus ACS je navrzen pro diskrétni problémy, nastdvd komplikace s realizaci
feromonového modelu. Jelikoz si potfebujeme pamatovat hladiny feromont na spojnicich mezi misty
a téchto mist je nekone¢né mnoho pro realné hodnoty, musime pfistoupit k diskretizaci. Algoritmus je
ovSem implementovan tak, ze je mozné nastavit pfesnost na libovolny pocet desetinnych mist.
Vzhledem k zadanym tloham, ale ¢asto i v mnoha jinych spojitych ulohach, nam staci piesnost tfeba
1 jen na jedno desetinné misto. Na druhou stranu, pokud zvySime dimenzi Ackleyho ¢i Rastriginovy
funkce, tak se tloha stava dostate¢n¢ slozitou i pro presnost jen na par desetinnych mist.

U téchto spojitych uloh jsem zvolil trochu jiny pfistup k tomu, co reprezentuji mista v ACS
algoritmu a jak jsou propojena. Jsou totiz hierarchicky uspofadana vzhledem K jejich vybéru
mravencem. Napfiiklad u Rastriginovy funkce si mravenec nejprve vybere misto reprezentujici jednu
z hodnot 0-5 pro jednotky, dale 0-9 pro desetiny, 0-9 pro setiny atd. OvSem Upln¢ prvni krok (jesté
pied Cisly) rozhodne o tom, zda vysledné Cislo bude kladné ¢i zaporné. Takto mravenec postupné
zkonstruuje feSeni s pfesnosti na libovolny pocet desetinnych mist (viz nasledujici obrazek).
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Obrazek 17: Iustrace konstrukce FeSeni s hodnotou -2.1 pro 1D Rastriginovu funkci.

Ovs$em tuto Givahu jes$té musime zobecnit na libovolny pocet dimenzi. Tedy naptiklad v jednom
kroku mravenec vybere namisto hodnoty 0-9 vektor hodnot 0-9.

Heuristika u téchto spojitych tloh byla zvolena jako:

1
n=
kde v ptedstavuje hodnotu dané funkce pro navrhované feseni.

5.2  Optimalizace hejnem castic

Tento algoritmus pracuje s mnozinou (hejnem) ¢astic, proto musime mit samoziejmé reprezentaci
takové Castice. Znovu vyuZijeme objektové orientovanosti jazyka a kazdou Castici implementujeme
jako samostatny objekt. Castice si udrzuje informace o své aktualni poloze v n-dimenzionalnim
prostoru. Dale zna velikost a smér rychlosti svého pohybu. A kone¢né si pamatuje také svou lokalni
nejlepsi polohu. Proto pti kazdé iteraci algoritmu kazdé castice prepocita svou polohu a rychlost na
zakladé téchto dajl a tidaji o pozici s globalné nejlepsim feSenim. V teoretické Casti této prace jsme
uvedli rizné moznosti vypoctu nového vektoru rychlosti, které¢ byly implementovany, tudiz jednim
Z parametrl algoritmu je vybér typu rovnice pro piepocet vektoru rychlosti.

Na rozdil napiiklad od ACS, kde jednotlivi agenti komunikuji pouze nepfimo, zde Castice
komunikuji pfimo v ramci svého okoli, jez je dano jistou topologii. Jak jsme si uvedli, tak pro
vypocet potiebujeme znat globalni maximum. OvSem uved’me, Ze toto globalni maximum se vztahuje
pouze na sousedstvi dané topologii. Proto jsem musel zvolit dostate¢né obecnou implementaci tak,
aby byla schopna vyjadfit minimaln€ topologie uvedené v teoretické ¢asti tj. topologie hvézda, kolo
a kruh. Nakonec byl zvolen pfistup, kdy kazda castice obsahuje mnozinu indexi Castic, se kterymi
sousedi a se kterymi sdili informace o globalnim optimu. Pfed samotnym spusténim algoritmu
inicializujeme kazdou castici mnozinou indexti sousedii dle pozadované topologie. Tato
implementace je natolik obecna, Ze by teoreticky bylo mozné mit i oddélené skupiny ¢astic s naprosto
libovolnym vnitinim propojenim (kromé smycky sama na sebe).

Dalsi komplikaci, nutnou vyfesit, byla situace, kdy se Castice pii aktualizaci pozice dostane
mimo vytyceny n-dimenzionalni prostor v nékteré z dimenzi. Bylo by sice mozné ¢astici pevné usadit
na hranici, kterou v dané dimenzi ptekrocila, a nechat ji statickou (bez pohybu v dané dimenzi), ale
tim bychom se zbyte¢né ochudili o0 moznost dal$iho prohledavani piislusné ¢asti stavového prostoru.
Proto ¢astici sice umistime na hranici vyty¢eného prostoru pro danou dimenzi, ale udélime ji rychlost
S opacnym smeérem, neZ se kterym hranici piekrocila.
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V dalsich kapitolach si ukazeme reprezentaci feSeni testovacich uloh v PSO a také uréime, jak
velky volit prostor pro Castice.

5.2.1 Aplikace optimalizace hejnem cCastic na problém vice

batohu

Hlavnim ukolem pfi feSeni problému vice batohti pomoci hejna ¢astic je reprezentace feSeni problému
jako bodu n-dimenzionalniho prostoru, kde se ¢astice pohybuji. Pokud se zamyslime nad omezenimi,
které problém vice batohti pfinasi, dojdeme k zaveru, ze kazdy objekt mize byt umistén nanejvyse
V jednom batohu. Naopak kazdy batoh muze obsahovat teoreticky az vSechny objekty. Pokud by
dimenze reprezentovaly batohy, pak by kazdy bod (interval) v dané dimenzi musel reprezentovat
kombinaci objektii, které dany batoh obsahuje. Tento pfistup pfinasi dvé komplikace. Nejprve
existuje obrovské mnozstvi kombinaci vS§ech moznych objektd, které 1ze do batohu umistit. Ty je pak
obtizné spravovat. Druhou komplikaci je také to, Ze bychom museli komplikované hlidat, zda
kombinace objektt v jedné dimenzi nekoliduje s kombinaci objektti v jiné dimenzi.

Z uvedenych dtvodu byl zvolen pfistup, kdy pro kazdy objekt je vyhrazena jedna dimenze.
Dana dimenze je rozdélena na intervaly shodné velikosti, pticemz kazdy interval reprezentuje jeden
batoh. Samoziejmé je nutné pocitat s jednim extra intervalem pro moznost, Ze objekt neni umistén
V zadném batohu. Takto je zaru¢ena podminka, Ze objekt bude umistén maximalné v jednom batohu.
Pti rekonstrukci feseni se pak pouze hlida to, aby nebyl ptekrocen rozpocet jednotlivych batohil.

Dalsi otazkou je, jak velky prostor volit pro jednotlivé dimenze. Zvolil jsem piistup, kdy dany
prostor dimenze je dynamicky délen na potfebny pocet intervall, tudiz je naprosto irelevantni jak
velky (samoziejmé nenulové velikosti) jej volime. Muzeme si zvolit napiiklad hyperkostku
0 velikosti hrany 1 ¢i tfeba 100.

5.2.2  Aplikace optimalizace hejnem Castic na problém pokryti
mnoziny

Stejné jako v predchozi kapitole nas predevs§im zajima zpiasob, jakym bude n-dimenzionalni prostor
reprezentovat feseni problému pokryti mnoziny. Uloha je dana mnoZinou prvkel univerza a mnoZinou
pokryvajicich mnozin. Ale pouze piifazeni dimenze kazdému prvku univerza dava pouzitelny
vyznam.

Kazdy prvek univerza ma tedy svou dimenzi, kterou znovu délime na intervaly, ptiCemz kazdy
interval odpovida mnozing, ktera pokryva ptislusny prvek univerza. Pro kazdy prvek univerza plati,
7e je pokryt né&jakou mnozinou, tedy kazda pozice Castice v zadaném prostoru reprezentuje jedno
korektni feseni.

Znovu jsme zvolili zpiisob déleni dimenze na intervaly podobné jako u piedeslé ulohy. Reseni
je tedy nezavislé na velikosti prostoru jednotlivych dimenzi. Napiiklad jsem volil prostor jako
hyperkostku o velikosti hrany 100.

5.2.3 Aplikace optimalizace hejnem cCastic na hledani
globalnich minim Ackleyho a Rastriginovy funkce

U n-dimenzionalnich uloh, jakou jsou hledani globalniho minima Ackleyho a Rastriginovy funkce, je
reprezentace feSeni pomoci n-dimenzionalniho prostoru, ve kterém se pohybuji ¢astice, naprosto
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ziejma. Pokud mame napiiklad zadanu Ackleyho funkci se tfemi dimenzemi, volime také prostor se
tfemi dimenzemi i pro ¢astice. Tedy prostor zadani i prostor pro ¢astice jsou navzajem ekvivalentni.

Jedinym omezenim, které klademe na prostor ¢astic, je to, Ze by jeho rozméry mély odpovidat
rozmérim, jez jsou dany zadanim. Naptfiklad pro Rastriginovu funkci uvazujeme prostor
(—5.12; 5.12) pro kazdou dimenzi.

5.3  Genetické algoritmy

Genetické algoritmy pracuji s populaci jedinci, kdy kazdy jedinec reprezentuje jedno kompletni
feSeni zadané ulohy. Populaci lze tedy snadno implementovat jako vektor jedinct. Pro vybér rodict
a obnovu populace staci znat ohodnoceni jedince, proto kazdy jedinec musi byt schopen poskytnout
ohodnoceni (fitness) odpovidajici jeho feSeni tlohy. Poznamenejme, Ze pro vybér rodici byly
implementovany metody turnaj, statistické ndhodné vzorkovani, elita a ruletovy vybér. Pro obnovu
populace jsem implementoval mechanismy Cisté, elitistické a uniformni nahrady a nahrady na zakladé
fitness hodnoty.

Jak jsme si uvedli, jedinec udrzuje feSeni zakddované ve formé chromozomu, proto
Vv nasledujicich kapitolach ukdzeme, jaka reprezentace byla zvolena pro jednotlivé ulohy. Format
chromozomu je také podstatny pro kiiZzeni dvou jedincl a jejich mutaci, tudiz jsem také pii
implementaci zvolil pfistup, kdy implementace genetického algoritmu obsahuje funkce pro kiizeni
amutaci pouze v abstraktni formé a jejich konkrétni implementace se pienasi na implementaci
konkrétni ulohy.

Dodejme, Ze pro mutaci mizeme zvolit dvé moznosti, co bude vyjadfovat pravdépodobnost
mutace. Nejprve to mize byt pravdépodobnost mutace genu, tedy dale uvedené mutace jsou s danou
pravdépodobnosti aplikovany na kazdy jeden gen chromozomu jedince. Casto se viak pouZiva
i pravdépodobnost mutace jedince, kdy se s danou pravdépodobnosti zmutuje jeden nahodné vybrany
gen chromozomu. Realizovany jsou ob& moznosti, jejichz optimalni nastaveni si ukazeme
v kapitole 6.

Pro ukonceni algoritmu jsou implementovany dvé moznosti. Prvni moznost je pevné zadany
pocet iteraci, po jejichZz uplynuti algoritmus kon¢i. Druhou moznosti je zadany pocet iteraci bez
zlepSeni nejlepsiho feSeni. To znamena, Ze pokud se nenalezne lepSi feSeni v dané iteraci, je
inkrementovan cita¢. Jakmile Cita¢ dosahne zadaného poctu, algoritmus konéi. Pokud ovSem v dané
iteraci dojde ke zlepSeni nejlepsiho feSeni, ¢itac je vynulovan.

5.3.1 Aplikace genetického algoritmu na problém vice batoht

Hlavnim implementaénim detailem pfi feSeni problému vice batoht je format chromozomu. V tomto
ptipadé€ je namisto standardniho binarniho chromozomu pouzit chromozom, kdy je kazdy jeden gen
reprezentovan celym cislem. Pfi volbé reprezentace feSeni jsem uvazoval dvé moznosti. Prvni
moznosti je to, Zze kazdy gen odpovida obsahu jednoho batohu, tedy gen reprezentuje mnozinu
objektd. Nevyhodou je, Ze poCet moznosti alternativ pro jeden gen je obrovsky. Také je tieba
kontrolovat, zda jednotlivé geny (mnoziny objektd) vzajemné nekoliduji. Druhou moznosti je to, Ze
kazdy gen reprezentuje jeden objekt a jeho ptifazeni k batohu. Vidime, Ze tak snadno dosahneme
pozadované vlastnosti, Zze zadny objekt neni obsazen soucasné ve vice batozich. AvSak vzdy pro
ktizeni a mutaci musime zkontrolovat, zda nové feSeni nckde neptekraCuje rozpocet batohu
a pfipadn€ tuto situaci napravit. Je zfejmé, ze kazdy gen musi mit moznost byt nastaven na hodnotu,
ktera reprezentuje to, ze neni pfifazen Zzadnému batohu.
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Operace kiiZeni je implementovana stejné, jako jsme definovali operaci kiizeni v teoretické
¢asti. Jsou implementovany ob&é moznosti, tj. vyména ¢asti fetézcli dand body kiizeni a uniformni
vybér genti z obou rodict.

Operace mutace méni chromozom prostfednictvim zmény hodnoty jednoho genu na jednu
z ptipustnych hodnot. To znamend, ze zménime umisténi objektu zjednoho batohu do jiného.
Piipadn¢ zména hodnoty genu zplsobi, Ze nezafazeny objekt se umisti do jednoho z batohti nebo jiz
nebude pfifazen zadnému batohu.

5.3.2 Aplikace genetického algoritmu na problém pokryti
mnoziny

Pti aplikaci genetického algoritmu na problém pokryti mnoziny byl pouzit format linedrniho
chromozomu s celymi ¢isly. Zde je vyclenén jeden gen pro jeden prvek univerza. Gen pak obsahuje
oznaceni jedné z mnozin, ktera tento prvek univerza pokryva. Je zaruceno (pokud to splituje zadani
ulohy), ze kazdy prvek univerza je pokryt alesponn jednou mnozinou. Existuje i jind moznost, kdy
bychom méli binarni reprezentaci chromozomu, pfiCemz kazdy gen by predstavoval jednu
pokryvajici mnozinu. Hodnota genu by pak urcovala, zda tuto mnozinu pouzijeme. Tato varianta
ovSem nese problém, ze ne vSechny binarni kombinace predstavuji korektni feSeni. Néktery prvek
univerza by totiz nemusel byt pokryt, proto by bylo nutné kazdy nové vytvoieny chromozom
zkontrolovat a ptipadné upravit do korektniho stavu ¢i penalizovat jeho fitness hodnotu.

Operace ktizeni je implementovana jako standardni operace kiiZzeni dana body kiizeni nebo
jako uniformni kiiZzeni. Na kiizeni uvedené¢ho formatu chromozomu nejsou kladeny zddné zvlastni
pozadavky, jelikoz hodnoty genli nejsou vzajemné nijak zavislé. Po provedeni kiizeni dostaneme
potomky, ktefi predstavuji opét korektni feseni tlohy.

Operace mutace ndim zmeéni hodnotu genu na jinou piipustnou, kterd oznacuje jinou mnozinu,
ktera ptislugny prvek pokryva. Cili operace mutace nenarusi korektnost fesent.

5.3.3 Aplikace genetického algoritmu na hledani globalnich

minim Ackleyho a Rastriginovy funkce

Pii feSeni zadanych spojitych tloh jsem se snazil drzet co nejvice klasického pojeti genetickych
algoritmu, které v zdsad€ pouzivaji binarniho ¢i celociselného zakdédovani. Proto jsem zvolil, podobné
jako u ACS, diskretizaci hodnot dané funkce. Kazdy chromozom je sloZen z n-tic gent, pii¢emz
kazda n-tice je slozena z jednoho genu pro znaménko, n¢kolika gent pro celociselnou ¢ast a n¢kolika
genl pro desetinnou ¢ast (tolika, kolik urcuje pozadovana ptesnost). Obecné geny pro celo¢iselnou
a desetinnou ¢ast obsahuji hodnoty 0-9. Pocet n-tic vV chromozomu je dan poétem dimenzi feSeného
problému. Lze nahlédnout, Ze i pii diskretizaci budou zadané tlohy pfi dostatecné vysoké dimenzi
i pfi malé pozadované piesnosti natolik slozité, Ze dostateéné provéti schopnosti genetickych
algoritmi. Pfipomenime, Ze Casto je i mensi pfesnost V praxi dostateéna. Teoreticky by bylo mozné se
mimé odchylit od klasickych genetickych algoritmt a pouzit realné zakddovani a specialni operatory
kiizeni a mutace. OvSem pokud bychom uvazovali o pouziti evolucnich algoritmi, do kterych
genetické algoritmy spadaji, a redlného zakddovani, pak by mnohem vét§i smysl namisto genetickych
algoritmi davaly napftiklad evolucni strategie, které pfimo s realnym zakdédovanim pocitaji.

Jelikoz je dan format s pevnou délkou chromozomu, Ize uzit bézné operace pii kiizeni dvou
chromozomi. Dva potomci vytvofeni kiizenim dvou korektnich rodict reprezentuji opét korektni
feSeni.
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Pfi operaci mutace, ktera méni jeden nahodné€ vybrany gen (¢i kazdy z genl s uréitou
pravdépodobnosti) na jinou hodnotu z intervalu celych ¢isel 0 az 9, je tieba dbat pouze na to, aby
nova hodnota genu reprezentovala korektni feSeni. Napiiklad pokud chceme, aby v dané dimenzi
leZela vstupni hodnota Rastriginovy funkce v intervalu (—5.12; 5.12), pak by gen pro jednotky mél
lezet v intervalu {0; 5).

54 Simulované zihani

Pfi blizSim pohledu na algoritmus simulovaného Zihani zjistime, Ze je pomérné¢ velmi nezavisly na
feSené uloze. Jednim implementacnim detailem, ktery musi kazdy jeden objekt reprezentujici
kandidatni feSeni spliovat, je poskytnuti ohodnoceni (fitness funkce) pro dané feseni.

Druhou véci, kterd je z&visla na konkrétni uloze, je generovani dal§iho kandidatniho feSeni.
Algoritmus totiz udrzuje jedno aktualni feSeni, na jehoz zdklad€ pak generuje jedno kandidatni feseni.
Toto kandidatni feSeni pak muze byt ptijato za aktualni.

Poznamenejme, Ze algoritmus byl obohacen o urcity prah, ktery urcuje nulovou teplotu. Vzdy,
kdyzZ teplota klesne pod tento prah, povazujeme jiz teplotu za nulovou. Tato zména je dana Cisté
z praktického dtvodu, jelikoz teplotu upravujeme tak, Ze jeji hodnotu nasobime konstantou. Tim
padem Cisté z matematického pohledu dosahneme nuly po nekone¢né mnoha upravach teploty. Ale
i kdyz vime, Ze v pocita¢i mame hodnoty diskretizovany, pfesto muze trvat nezanedbatelnou dobu,
nez je nulové teploty dosazeno.

54.1 Aplikace simulovaného Zihani na problém vice batohi

Hlavnim rysem, ktery je typicky pro aplikaci pro danou ulohu, je funkce pro generovani dalSiho
kandidatniho feSeni z toho aktualniho. Prvni aktudlni feSeni je vygenerovano tak, ze postupné do
kazdého batohu jsou piidavany objekty, dokud je to jen mozné.

Pii generovani nového kandidatniho feSeni vychazime z mnoziny objekt, které nebyly
v aktualnim feSeni pouZity. Vzdy se pokusime postupné vkladat jeden objekt z této mnoziny do
kazdého z batohd. Pokud mé objekt mensi objem, nez je objem batohu, mohou nastat dvé moznosti.
Nejprve mize byt v batohu jesté¢ dostatek volného mista a objekt miizeme bez potizi vlozit. Nebo
v batohu neni dostatek mista, tudiz z batohu odstraniujeme objekty tak dlouho, dokud neni mozné tam
novy objekt vlozit. Vzdy, kdyz se nam podafi vytvofit nové feSeni pomoci vlozeni nékterého
z nepouzitych objektt do nékterého z batohu, tak si toto feSeni zaznamename. Jakmile vyzkousSime
vSechny moznosti, ze zaznamenanych feSeni vybereme to, které piedstavuje nejlepsi hodnotu.
Piipadné miizeme vybrat jedno ndhodné feseni.

5.4.2 Aplikace simulovaného Zihani na problém pokryti
mnoziny

Pocatecni feSeni je tvofeno ndhodné tak, Ze ndhodné vybirdme pokryvajici mnoziny tak dlouho,
dokud nejsou pokryty vSechny prvky univerza.

Pro vybér dalSiho kandidatniho feSeni jsou vytvofena nova feSeni v ramci okoli soucasného
feSeni dvéma zpisoby. Nejprve se snazime odebrat vzdy jednu pokryvajici mnoZzinu ze soucasného
feSeni. Jakmile ji odebereme, vzdy zkontrolujeme, zda se jedna o korektni kompletni feSeni.
Kompletnost je kontrolovana z toho divodu, abychom nemuseli zavadét penalizacni funkci ¢i jinou
opravu a soucasné abychom zmensili prostor uvazovanych feSeni. Pokud neni pfijato ani jedno (¢i
neexistuje) feSeni s mensim poctem mnozin, pak vytvafime nova feSeni pfidavanim mnozin. Ackoliv
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by se mohlo zdat, Ze je to zavadéjici cesta, tak pfi pfijeti takového feSeni pak v dal§im kole algoritmu
muze nastat situace, ze lze odebrat prvek, ktery odebrat nesel.

54.3 Aplikace simulovaného Zihani na hledani globalnich

minim Ackleyho a Rastriginovy funkce

Jelikoz pfi hledani extrémi danych funkci se jedné o spojitou tlohu, musel byt zvolen bud'to diskrétni
¢i spojity pristup. Jelikoz je algoritmus simulovaného Zihani velmi nezavisly na formatu feseni, neni
nutné hodnoty diskretizovat, a proto jsem zvolil pfistup s redlnymi hodnotami.

Pocate¢ni feSeni je vytvofeno jako ndhodny bod v zadaném n-rozmérném prostoru daném
ulohou.

Kandidatni feSeni tvofime tak, Ze vygenerujeme piedem dany pocet ndhodnych bodu (feSeni)
vV urCitém zadaném okoli soucasného feSeni. Z téchto pak vybereme ten nejlepsi bod, ktery je
algoritmem nasledné posouzen k pfijeti za novy aktualni stav.

Pfi tomto postupu zavadime nové dilezité parametry. Nejprve se jedna o pocet bodi v okoli
toho aktualniho, ze kterych vybirdme kandidatni feSeni. Prozrad'me, Ze ackoli vyss§i pocet boda 1épe
pokryje zkoumanou oblast, nemusi vést k lep§im vysledkim. Druhym parametrem je velikost oblasti
dané hranou hyperkostky (prostoru feseni), ve které¢ generujeme feseni. Lze snadno nahlédnout, ze
¢im vétsi oblast bude, tim vice se algoritmus podoba algoritmu nahodného vybéru.

5.5 Posilované uceni

Algoritmus posilovaného uceni je pomérné nezavisly na fesSené tloze, proto nam pro kazdou tlohu
staCi reprezentovat mnozinu stavi (objektt, které posilované uceni hodnoti), které jsou standardné
reprezentovany jako java objekty. Kazdy objekt reprezentujici stav pak udrzuje pocitadlo pouziti
daného stavu, odménu za dosazeni tohoto stavu a hodnotu, kterou mu piidéluje algoritmus
posilovaného uceni.

Uved'me, ze byly implementovany obé¢ varianty posilovaného uéeni, TD-learning i Q-learning.
Navic byly implementovany pro kazdou tlohu i variantu dva pfistupy, co kazdy stav reprezentuje (viz
nasledujici kapitoly). Pracovné jsem tyto pfistupy nazval relativni a absolutni.

5.5.1 Aplikace posilovaného uceni na problém vice batohii

Hlavni implementacni otazkou pii implementaci je to, co budou stavy reprezentovat. Do uvahy
ptipadaji dvé moznosti pro TD-learning i Q-learning, jeZ byly oboji implementovany. Nejprve se
zaméime na TD-learning. Prvni (absolutni) variantou je, ze kazdy stav miiZze reprezentovat ¢astecné
feSeni. To znamen4, ze mame stavy, kde je umistén jeden objekt v jednom batohu, pak existuji stavy
reprezentujici umisténi vice polozek v riznych batozich (v poradi jak byly pfidavany) a kone¢né jsou
zde stavy, které reprezentuji konecna feSeni. Po skonceni béhu algoritmu, pak zkonstruujeme feSeni
dle vypoctenych hodnot. Lze to ptirovnat k aplikaci posilovaného uceni na hru Sachy, kdy kazdy stav
reprezentuje urcité rozmisténi figurek na Sachovnici. Poznamenejme, Ze tato varianta miize znamenat
velkou expanzi stavového prostoru, coz zapticini velké Casové naroky algoritmu.

Druhou moznosti je to, ze stav reprezentuje vzdy umisténi jednoho objektu v urcitém batohu
(relativni pfistup). Znamena to, Ze budeme mit znacné redukovany stavovy prostor oproti predchozi
varianté (pocet hodnocenych stavl je roven soucinu poctu objektd a batohll, samoziejmé pokud lze
prifadit objekt kazdému batohu). Tento pFistup reprezentuje my$lenku ohodnoceni toho, jaky piinos
ma pridéleni urcitého objektu do néjakého batohu. Je to jisty zplisob, jak hodnotit akce piidani
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objektu do batohu (jako v Q-learningu), ale pii zachovani TD-learning zpisobu vypoc¢tu. Po skonéeni
samotného algoritmu je vysledné feSeni zkonstruovano tak, ze tyto stavy jsou nejprve uspotadany od
nejvyssi hodnoty dané posilovanym ucenim, a pak se postupné snazime vkladat objekty do batohti
tak, jak ndm to udavd pofadi stavi. Jednd se o velmi netypickou alternativu, pfesto byla
implementovana a vyzkousena.

Obdobné¢ mizeme uvazovat i pro Q-learning. Na rozdil od TD-learning varianty, stavy musime
obohatit o akce, které jsou pfi daném céastecném feSeni vykonany. Q-learning totiz nehodnoti ¢astecna
feSeni, ale akce pro uvedena castecna feSeni. Prvni moznosti tedy je, Ze stav ndm reprezentuje situaci,
kdy mame vice objektii umisténych v urcitych batozich a chceme jeden konkrétni novy objekt umistit
do jednoho z batohti. Uved'me, Ze se nam tak stavovy prostor oproti odpovidajici varianté¢ pro TD-
learning dokonce jesté zvetsi.

Druhou moznosti je hodnotit akce (pfidani jedné polozky do urcitého batohu) stejné jako
u relativni TD-learning varianty, tedy bez znalosti historie pouzitych akeci.

5.5.2 Aplikace posilovaného uceni na problém pokryti
mnoziny

Podobn¢ jako pfi aplikaci posilovaného uceni na problém vice batohu, tak i zde byly implementovany
Ctyfi moznosti toho, co mlize reprezentovat stav, ktery uvazuje algoritmus posilovaného uceni.

Pro TD-learning mame nejprve implementovanu absolutni variantu, kde kazdy stav
reprezentuje Castecné feSeni problému pokryti mnoziny. Obecné tak stav obsahuje mnozinu prvkd,
které Castecné pokryvaji prvky univerza. Samoziejmeé jsou pak zastoupeny i stavy, které reprezentuji
kompletni feSeni a pravé ony pak rozhoduji o vysi udélované odmény. Druhou variantou je to, Ze
jeden stav odpovida jedné pokryvajici mnoziné (relativni stav). Pak by jeho hodnota méla vypovidat
jeho piinosu pro feseni. Znovu uved'me, Ze takovy piistup v podstaté simuluje hodnoceni akci,
definovanych jako vybér jedné dalsi pokryvajici mnoZiny.

Pro Q-learning znovu mame variantu, kdy stav reprezentuje akci, kterou pouzijeme pro urcity
vybér pokryvajicich mnozin. A kone¢né pak posledni implementovanou moznosti je to, ze stav
reprezentuje akci vybéru jedné urcité pokryvajici mnoziny (relativni pfistup).

55.3 Aplikace posilovaného uceni na hledani globalnich minim

Ackleyho a Rastriginovy funkce

Jelikoz algoritmus posilovaného uceni pocita s jistymi stavy, kterym ptidéluje hodnotu, je nutné
pfistoupit k diskretizaci. Jinak by totiz téchto stavli bylo nekone¢né¢ mnoho a nebylo by prakticky
mozné je hodnotit.

Podobné jako u predeslych uloh, také zde byly implementovany ¢tyfi varianty toho, co jeden
stav reprezentuje. Pro TD-learning nejprve uved’'me moznost, kdy jeden stav reprezentuje jeden bod
v prostoru daném dimenzemi Ulohy (nazvéme jej absolutnim). Naptiiklad pro Rastriginovu funkci
zaciname se stavy, kdy jeden stav reprezentuje vybér hodnoty na misté jednotek pro viechny dimenze
(naptiklad stav reprezentujici (5;2)). Ztéchto stavi se poté dostavame do dalSich, kde stav
reprezentuje zpiesnéni vybérem hodnoty na pozici prvniho desetinného mista (pro uvedeny ptiklad by
byl nasledny stav tieba (5.0;2.8)). Takto pokracujeme, az dosahneme zanofeni uréeného jemnosti
diskretizace. Napriklad pro jednodimenzionalni feSeni s hodnotou 1.029 by byly hodnoceny stavy 1,
1.0, 1.02 a2 1.029.
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Druhou variantou je, ze stav reprezentuje vybrané hodnoty pouze pro jednotky, desetiny nebo
setiny ¢i obdobné (nazvéme relativnim). Budeme-li se drZet prvniho uvedeného piikladu, pak po
stavu (5; 2) bude nasledovat stav (0;8), ktery reprezentuje (0.0;0.8). Budeme tak reprezentovat
mySlenku, ze oddélené zjistime, jaké hodnoty ve vysledném feSeni chceme mit na misté jednotek,
desetin, setin atd. Pfedem uved’me, Ze toto oddéleni miiZze naprosto narusit kvalitu dosazeného feSeni,
nebot’ ztracime praveé vztah mezi témito trovnémi. Piesto vSak vyzkousime i tento zptisob.

Pro Q-learning postupujeme obdobné. Nejprve je uvazovano, ze stav reprezentuje zpiesiujici
akci. Nejprve bychom méli stav odpovidajici vybéru hodnot (5;2) na misté jednotek. Potom
uvazujeme akce, které vybiraji hodnoty pro desetinna mista, ale stale v souvislosti s hodnotami na
misté jednotek (napt. akce vedouci na (5.0; 2.8)).

Kone¢né pak vyzkouSime i variantu s oddélenim jednotek, desetin, setin atd. pro Q-learning.
Hodnotime tak akce pro vybér hodnot pro danou uroven desetinného mista, nezavisle na predchozi
urovni. Redukujeme tak stavovy prostor, ovSem opét za cenu ztraty informace, kterou sebou nesou
vazby mezi urovnémi.
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6 Vysledky méreni

Tato kapitola shrnuje naméfené vysledky pti provadéni testovacich uloh pomoci uvedenych piistupi.
Vysledky jsou uskupeny dle optimalizacnich metod a jejich parametrq, jejichz nastaveni zkoumame.

Pro kazdy méteny parametr byly provedeny vzdy alespoii desitky méfeni, z nichz byl vytvofen
prumér. To je nezbytné z toho diivodu, jelikoz vSechny uvedené algoritmy vyuzivaji pfi feSeni uloh
nahodné vygenerované hodnoty a tudiz je nutné provadét primérovani, abychom zohlednili fluktuace
zpusobené vlivem ndhodnych hodnot.

Kazda metoda a kazdy jeji parametr je zkouSen na konkrétnich testovacich piikladech
(instancich) vychazejicich ze zadanych tloh. Pro problém vice batohti (zna¢ime MKP) to byly
postupné instance s 5 batohy a 30 objekty, 5 batohy a 100 objekty, 10 batohy a 30 objekty a 10
batohy a 100 objekty, které maji pracovni oznaceni popotadé ,,5 K + 30 P, ;5 K + 100 P*, ,,10 K +
30 P*“a,,10 K+ 100 P*. Pro problém pokryti mnoziny (SCP) byly zvoleny také ¢tyfi ulohy. Postupné
s 10 prvky univerza a 10 pokryvajicimi mnozinami, s 10 prvky univerza a 50 pokryvajicimi
mnozinami, s 20 prvky univerza a 50 pokryvajicimi mnozinami a s 30 prvky univerza a 100
pokryvajicimi mnozinami. Znovu pro né¢ zaved'me pro jednoduchost nasledujici pracovni oznaceni:
»10 U+ 10 M*, ,10 U + 50 M*, ,20 U + 50 M*“ a,,30 U + 100 M*.

Pro hledani minim Ackleyho a Rastriginovy funkce (znacime AF a RF) jsem zvolil pocet
dimenzi 1, 5 a 10 se znatenim D1, D5 a D10. U optimalizace mraven¢i kolonii a pomoci
posilovaného uceni jsou vSak zvoleny dimenze 1 az 3 (D1, D2, D3).

Uved'me, Ze nastaveni parametri metod bylo zkoumano tak, Zze pro kazdou metodu bylo
zvoleno konvencéni nastaveni, jehoz parametry byly postupné meénény tak, aby byly nalezeny co
nejvhodné&jsi hodnoty pro jednotlivé parametry.

Vysvétleme nyni pouzité popisy u svislych os nasledujicich grafii. Pokud je uvedena dosazena
hodnota, jedna se o pramér z dosazenych objektivnich ohodnoceni pro danou ulohu. Casto viak
nepotifebujeme znat pifimo prumérnou dosazenou hodnotu, ale spiSe nas zajima zména, kterou
dosdhneme jinym nastavenim pfislusného parametru. Tedy pod pojmem zlepSeni oproti nejhorsi
prumerné hodnoté si predstavime to, ze byla vybrana nejhorsi dosazena prumerna hodnota pro dana
nastaveni parametru (v grafu pak ma nulovou hodnotu). Ostatni naméfené hodnoty pro jiné nastaveni
parametru pak vyjadiuji pfinos oproti této nejhorsi hodnoté. Tedy jedna se o vyhodnoceni vyrazu
(Xcurr — Xmun) pro maximalizacni Glohy a (Xp,qx — Xcurrr) Pro minimalizaéni tlohy, kde X j€

prumérna hodnota pro dané nastaveni zkoumaného parametru a X,,,;,, (r€Sp. X;qx) j€ minimalni (resp.
maximalni) dosazend primérnd hodnota ze vSech zkoumanych nastaveni parametru. Tento pfistup
nam také umoziuje porovnavat v jednom grafu rtizné instance uloh. Pfi béZzném vyneseni hodnot by
totiz pro nékteré instance bylo nutné vynaset hodnoty napt. az 20000 a u jinych jen tieba do 2000,
tudiz by bylo obtizné z grafu vy¢ist malé zmény pro instance s niz§imi dosahovanymi hodnotami.

6.1  Optimalizace mravenci kolonii

Optimalizace mravenci kolonii se osvédcila pro diskrétni ulohy, ale navrZena reprezentace pro spojité
ulohy nebyla vibec Uspésnd. Ukdzalo se, Ze srostouci dimenzi spojité ulohy rostou naroky na
vypocetni ¢as a na pamét’ natolik, ze bylo mozné naméfit hodnoty pouze pro dimenze 1-3.

Navic je nutno poukazat na dalsi problém, ktery se u spojitych uloh vyskytl. Pro standardni
nastaveni vykazuje metoda az nezvykle precizni vysledky. To je dano velkym vlivem heuristického
ohodnoceni. Navrzena reprezentace, kdy nejprve vybereme jednotky, pak desetiny, atd. totiz velmi
dobfe funguje pro zkoumané ulohy. Plati pro né, Ze jiz odhad na pouhé jednotky nam dobte uda
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oblast s globalnim extrémem. To by ovSem zcela uréité neplatilo pro pribéh libovolné funkce.
Uvazme klamny problém takovy, Ze pro jednotky by bylo nejvhodnéjsi (dano fitness funkci) vybrat
napiiklad hodnotu 8 a nejméné vyhodné hodnotu 2, ale globalni feseni by se nachazelo na hodnot¢
2,2. Algoritmus zkouma nejprve jednotky, tudiz by s velkou pravdépodobnosti byla prohledavana
feseni v oblasti kolem hodnoty 8. Z toho divodu jsem zvolil pro zkoumani parametrti nastaveni, které
klade mnohem mén¢ diiraz na deterministické feseni a vnasi do algoritmu vice nahody. Tento piistup
je pfi pouzité reprezentaci mnohem vhodné&jsi pro obecnou funkci s ndm nezndmym pribéhem.

Shrime tedy, Ze pro spojité tlohy je optimalizace vhodnad pouze pro malé dimenze, ale pfi
volbé vhodné heuristiky a realizace vykazuje vyborné vysledky. Zastava ovSem otdzkou, zda by

Dodejme, ze pro optimalizaci mravenéi kolonii jsem kromé standardnich parametrti také
zkoumal rizné heuristiky pro problém vice batohti a pro problém pokryti mnoziny (viz dale).

6.1.1 Pocet iteraci algoritmu

Lze ptedpokladat, Ze pocet iteraci algoritmu je znacné specificky pro kazdou instanci feSenych tloh.
Nelze proto vyvozovat zadna pravidla o pevném poctu téchto iteraci. OvSem u uvedenych problémi
Casto stacilo pouzit fadovée desitky iteraci, jak ukazuji uvedené grafy.

Poznamenejme, Ze pokud nechame plsobit pii vypoctu vice ndhodu, je logicky lepsi zvysit
pocet iteraci, abychom minimalizovali vliv nahodnych fluktuaci.

U diskrétnich tloh naznacduji grafy podobnost s linearni zavislosti, tudiz lze fici, ze s vét§im
poctem iteraci dosahujeme lepsich vysledkt. Jelikoz bylo mozné vyzkouset jen malé dimenze pro
spojité tlohy, dostacovaly i desitky iteraci.
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Grafy 1-4: Vliv poétu iteraci na ACS.
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6.1.2  Pocet agenti

Pocet agentli (mravencd) vyssi nez jeden umoziuje (pseudo-)paralelizaci algoritmu, kdy vSichni
agenti soucasn¢ konstruuji feSeni a vzajemné se tak prostfednictvim feromonového modelu ovliviuji.
Z toho ditvodu je pocet agentl dilezity parametr.

U vétSiny uloh plati, ze vyS$i pocet agentli znamena vyS$$i pravdépodobnost nalezeni
kvalitngjsiho feseni. Casto viak stadi mit jen fadové desitky agentii pro ziskani dobrého vysledku.
Zajimava anomalie se vyskytla u problému pokryti mnoziny, kdy nejlepsi vysledky jsou dosahovany
od stovek agentl. Paradoxn¢ deset agentdl vykazalo vysledky horsi nez agent jeden nebo agenti sto.
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Grafy 5-8: Vliv po¢tu agentii na ACS.

6.1.3 Parametr 6

Parametr § ovlivituje rychlost vypafovani feromont ve feromonovém modelu. Jeho vhodné nastaveni
zajist'uje, aby nedoslo k velké kumulaci feromont pro jednu urcitou vypocetni posloupnost.

U spojitych tloh nebylo vlivem pouziti malych dimenzi mozno naméfit signifikantni rozdily
v kvalité dosazenych vysledkt pfi pouziti rizné hodnoty tohoto parametru. Podobné u problému vice
batohil nelze stanovit néjakou pevnou hodnotu.

Pro problém pokryti mnoziny se vSak ukdzalo, Ze nejlepSich feSeni je dosahovano bud’ pfi
velmi nizkém koeficientu vypatrovani, nebo naopak pii velmi vysoké hodnoté koeficientu vypatovani.
Smérem ke stfednim hodnotam se kvalita vysledki snizuje.
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ACS: Parametr & pro MKP
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Grafy 11-12: Vliv parametru é na ACS.

6.1.4 Parametr ¢

Nastaveni koeficientu € ovliviiuje, zda pti lokalni aktualizaci feromonové hladiny budeme klast vetsi

vliv na ptivodni hodnotu, ¢i na ptidavanou defaultni hodnotu feromonu.

Pro teSeni problému pokryti mnoziny se ukazalo, ze nejlepsi feSeni lezi v oblasti blizici se
hodnoté 1. Také u feSeni problému vice batohd jsem zaznamenal rozdily v kvalité dosazeného feSeni

pii ruzné hodnoté parametru &, ale nutno podotknout, ze nebyly az tak velké jako u problému pokryti

mnoziny. Zde vSak ktivky grafu nenaznacuji tak jasn€ optimalni nastaveni. Lze pouze odhadnout ze

vvvvvv

Pro spojité ulohy nebyly naméfeny signifikantni rozdily v kvalité, jelikoz ulohy s malymi

dimenzemi nejsou natolik zavislé na nastaveni parametrti. Piesto pro hleddni minima Ackleyho
funkce bychom mohli odhadovat, Ze by se optimalni nastaveni mohlo pohybovat v intervalu 0.3-0.4.
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ACS: Parametr € pro MKP ACS: Parametr € pro SCP
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Grafy 15-16: Vliv parametru ¢ na ACS.

6.1.5 Parametr T

Defaultni hodnota feromonu je pfi lokalni aktualizaci feromonové hladiny zastoupena timto
parametrem. Jeho hodnoty pro feSené tlohy byvaji riznorodé, voli se napiiklad 1. Proto nas pii tomto
meéteni nebude zajimat jen samotna cilova hodnota, ale i schopnost ovlivnit kvalitu vysledkt.

Obzvlasté u diskrétnich tloh vidime, ze vhodné nastaveni je skute¢né¢ schopno ovlivnit
dosazenou kvalitu vysledkt, avsak pouze pro problém pokryti mnoziny lze stanovit z namétenych dat
konkrétni hodnotu a to ptiblizné 0.5. U problému vice batohll pak nejslozitéjsi instance ukazuje vliv
tohoto parametru, ovSem z naméfenych dat jsem nebyl jednozna¢né schopen uréit nejvhodngjsi
hodnotu. Je téZ mozné, Ze se optimaln&jsi hodnota pohybuje mimo méfeny interval, jelikoZ jeho
rozmezi se jen té¢zko odhaduje, presto vsak bylo dosahovano velmi kvalitnich feseni.

U diskrétnich uloh je takika nemozné o optimalnim nastaveni ze ziskanych vysledka cokoli

vvvvvv

blizko optimalnim hodnotam a vykazovaly bud’to jen nepatrné odchylky ¢i nejednoznaéné chovani.
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Grafy 19-20: Vliv parametru 1, na ACS.

6.1.6 Parametr a

Parametr & umoziuje umocnit vliv feromonu pii vybéru nasledujiciho kroku mravence. Jeho hodnota
se bézn¢ uvazuje jako 1, ale piesto se presvédéime o jeho vlivu na kvalitu feseni.

Pti pohledu na graf pro problém vice batohl si miZzeme v§imnout, Ze pro jednodussi instance
se kvalita dosaZzeného feSeni s rostouci mocninou spiSe snizuje, je tedy dosahovano nejlepSich
vysledkl s hodnotou kolem 1. Pro vyssi instance nelze toto tvrzeni ani potvrdit ani vyvratit.

Zcela opacnd je situace u problému pokryti mnoziny. Vidime, Ze jasn¢ pozitivné reaguje na
zvySeni mocniny feromonu. Nejlepsich vysledkil bylo dosahovano s mocninami od 2 az 3 a vice.

Pro spojité ulohy nebylo opét mozné z provedenych méteni stanovit n€jaky jednoznacny zaver.
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Grafy 21-22: Vliv parametru o na ACS.
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ACS: Parametr a pro AF ACS: Parametr a pro RF
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Grafy 23-24: Vliv parametru a na ACS.

6.1.7 Parametr 8

Tento parametr piedstavuje mocninu hodnoty dané heuristickou funkci. Umoziuje tak zvysit jeji viv.
Lze ptedpokladat, Zze kde se bude 1épe osvédCovat vyssi hodnota parametru a, tam bude 1épe nastavit
niz8i hodnotu parametru S a naopak, coz potvrzuji i méteni.

Pro problém vice batohli se jasné ukazuje, ze heuristika ma velmi pozitivni vliv na kvalitu
feSeni, proto nejlepsich fesSeni je dosahovano pfi nastaveni parametru na hodnotu 2 a vyssi.

U problému pokryti mnoziny je tomu piesné obracené. Nejlepsich vysledkd bylo dosazeno za
poziti hodnoty 1.

U hledani minima Ackleyho funkce se osvéd¢ily hodnoty 2 a vys$i. U Rastriginovy funkce se
nam nepodafilo méfenim ziskat data s relevantnimi odchylkami.
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Grafy 25-26: Vliv parametru  na ACS.
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ACS: Parametr B pro AF
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Grafy 27-28: Vliv parametru  na ACS.

6.1.8  Parametr qq

Tento parametr velmi vyznamné ovliviiuje chovani algoritmu, jelikoz urcuje pravdépodobnost,
s jakou bude pouzito vybérové pravidlo ACS namisto AS (viz kapitola 3).

Z vysledkl pro vSechny ulohy je jasné€ vidét, Ze je vhodné uzivat vyssi hodnotu parametru g,
tedy vice uptednostiiovat pravidlo ACS.

Poznamenejme, Ze obecné neni vSak vhodné nastavit hodnotu pfimo na 1, ale nechat ji o néco
malo mensi (Casto napiiklad 0.9), jelikoz vybérové pravidlo AS vnasi do algoritmu jistou miru
nahodnosti, coz nékdy mtize vést k objeveni zajimavych feseni.
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Grafy 29-32: Vliv parametru g, na ACS.
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6.1.9  Heuristiky pro reSeni problému vice batohii

Jelikoz algoritmus optimalizace mravenci kolonii vyzaduje pouziti heuristiky, pro problém vice
batohti byly vyzkouSeny ¢étyti uvedené heuristiky.

Dosazené vysledky naznacuji, ze nejvhodnéj§imi heuristikami jsou heuristiky statické:
heuristika zkoumajici pouze objem a cenu objektu (heuristika 1) a heuristika, ktera zkouma objem
acenu objektu a celkovou kapacitu batohu (heuristika 2). Naproti tomu se tolik neosvedcily
dynamické heuristiky, které¢ vyuzivaji informace o aktudlnim zaplnéni batohu. Tento trend se pak
zvlasté projevuje pro ulohy s vétsim poctem objektl a batoht.

Podobné vysledky pro problém multidimenzionalniho batohu, ktery je principialné velmi
piibuzny problému vice batohti, 1ze najit naptiklad v [31].
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Grafy 33-36: Heuristiky pro problém vice batohi.

6.1.10 Heuristiky pro reSeni problému pokryti mnoziny

Pro problém pokryti mnoziny jsem pfi optimalizaci mravenci kolonii vyzkousel tii rizné heuristiky.
Vsechny heuristiky vychazeji z dostupnych udaju. Tedy dle toho, kolik mnozina pokryva doposud
nepokrytych prvkl a z ceny této mnoziny. Prvni heuristika (ozna¢me ji 1) vyuziva pravé informaci
0 po¢tu nové pokrytych prvki univerza. Jelikoz tato informace zavisi na konkrétnim vybéru
pokryvajicich mnozin, jednd se o dynamickou heuristiku. Druhé heuristika, také dynamické, danou
hodnotu déli cenou. Posledni heuristika (heuristika 3) pak upfednostituje mnoziny s niz$i cenou.
Jedna se tedy o statickou heuristiku.

Namétené vysledky ukazuji, ze vétSinou se nejlépe osvédcuje heuristika 2, ktera je nasledovana
heuristikou 1. Tteti heuristika pak vzdy vykazuje vyrazné hor$i vysledky pfi dané minimaliza¢ni
uloze.
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Grafy 37-40: Heuristiky pro problém pokryti mnoZiny.

Optimalizace hejnem castic

Optimalizace hejnem ¢astic primarné pracuje se spojitymi prostory, proto neni divu, ze se hodi pro
feSeni spojitych tloh. Tato metoda se vSak rovnéz osvédCila pro diskrétni ulohy, pficemz bylo
dosahovano kvalitnich vysledkd.

6.2.1

Pocet iteraci algoritmu

Pro pocet iteraci algoritmu lze logicky pfedpokladat, ze ¢im vys$si tento pocet bude, tim vétsi bude
pravdépodobnost toho, ze bude nalezeno kvalitnéjsi feseni.
Dle namétenych vysledkt predpoklad plati pro vSechny zvolené ulohy, pficemz grafy taktéz

nazorné ilustruji, ze nutnost vétSiho poctu iteraci roste se slozitosti instance dané ulohy.
Zatimco u problému pokryti mnoziny dostacovalo i 10 iteraci, v ostatnich ulohach bylo nutné
volit alespoil stovky az tisice iteraci.
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PSO: Pocet iteraci pro MKP

PSO: Pocet iteraci pro SCP
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Grafy 41-44: Vliv po¢tu iteraci na PSO.

Pocet ¢astic

Pocet castic je velmi dualezitym parametrem algoritmu. Nelze pfedpokladat, Zze si naptiklad

ponechdme jen jednu castici a adekvatné zvySime pocet iteraci a dosdhneme stejného vysledku.

Céstice mezi sebou totiz komunikuji dle zvolené topologie. A pravé komunikace mezi Casticemi

vytvari pfidanou hodnotu, na nizZ je ¢innost algoritmu zalozena.

Vliv poctu Castic potvrzuji namétené hodnoty. Z grafli 1ze vyc€ist pozitivni vliv vét§iho poctu
¢astic. Pro ulohu hledani minima Ackleyho funkce se ukazalo, ze jiz od desitek castic jsou

vykazovany kvalitni vysledky. U ostatnich Gloh bylo zapottebi spise stovek az tisici Castic.

Také se ukazalo, ze 1ze predpokladat, Ze u slozitéjSich instanci problému je tieba vice Castic.
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Grafy 45-46: Vliv po¢tu ¢astic na PSO.
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PSO: Pocet castic pro AF
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Grafy 47-48: Vliv po¢tu ¢astic na PSO.

6.2.3  Topologie

Pokud piihlédneme k piedchozimu méfeni, tak vime, Ze spoluprace ¢astic je dulezita. Z toho pohledu
je nasnad¢ vyzkouset bézné uzivané topologie propojeni téchto Castic, kterymi jsou topologie hvézdy,

kruhu a kola.

Z vyslednych grafti vidime, Ze nejen globalng, ale i pro jednotlivé ulohy je obtizné urcit
nejlepsi topologii. Pro problém pokryti mnoziny lze odhadnout, Ze by nejlep$imi topologiemi mohly
byt hvézda a kolo. Podobné by tomu mohlo byt i u problému vice batohi, ale u nejslozitéjsi instance
se nejlépe osveédcila kruhova topologie. Obdobné obtizna je i volba u hledani minima Rastriginovy
funkce. U hledani minima Ackleyho funkce se jevi jako nejlepsi kruhova topologie.
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Grafy 49-52: Vliv topologie éastic na PSO.
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6.2.4  Aktualizacni rovnice

V teoretické Casti této prace jsme uvedli tii typy aktualizacni rovnice pro rychlost ¢astic. Kromé té
zakladni se jednalo o rovnici s nazvem Inertia a rovnici s omezujici podminkou, ¢i omezujicim
koeficientem (zna¢ime ji CC).

Vysledky naznacuji, ze pro problém vice batohti by mohly byt vhodné zakladni a CC rovnice.
U problému pokryti mnoziny se vétSinou nejlépe osvédcilo pouziti zédkladni rovnice. Ackoliv pro
hledani minima Rastriginovy funkce bych volil rovnici typu Inertia, u Ackleyho funkce neni dana
zadna jasna volba.

Podobné jako u volby topologie, zde je také dobré pro kazdou instanci Glohy vyzkouset vice
typt aktualiza¢ni rovnice.
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Grafy 53-56: Vliv volby aktualiza¢ni rovnice na PSO.
6.2.5 Parametr c;

Parametr ¢; nam uréuje akceleraci k lokalnimu maximu, neboli jakou vahu mu p¥idélujeme. Casto se
Ize setkat s variantou, Ze jeho hodnota je jedna, proto jsem zkoumal hodnoty v nedalekém okoli.
Ukézalo se, Ze pro kazdou konkrétni instanci kazdé ulohy je optimalni jiné nastaveni, proto je
tézké dat urcité doporuceni pro tento parametr. Mizeme si v§ak v§imnout, Ze pro spojité hodnoty se
celkem osvédcila hodnota kolem 0.5-1.5. A také je pro feSeni problému vice batohd nezbytné, aby
nebyl tento parametr nulovy, jelikoz vliv lokalniho maxima je zfejmé pro kvalitu feSeni dtlezity.
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PSO: Parametr ¢, pro MKP

PSO: Parametr c, pro SCP
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6.2.6

Grafy 57-60: Vliv parametru ¢, na PSO.

Parametr c,

Parametr c, urcuje, jak velky vliv méa na novou rychlost globalné nejlepsi pozice, presnéji urcuje
akceleraci k této pozici. Podobné jako u parametru ¢; jsem i zde zkoumal hodnoty v okoli blizkém

hodnote 1.

Pro spojité tlohy méfeni vykazuji podobné vysledky jako u parametru c;, tedy nejlépe se
osveédcily hodnoty vétsi nez 0.5. U hledani minima Rastriginovy funkce se od hodnoty 1 a vyse
U nejslozitéjsi instance objevuje kolisani a naznak klesani kvality feSeni.

Pro diskrétni problémy sice méfeni prokazala, ze rizné nastaveni hodnoty tohoto parametru
prinasi rizné kvalitni vysledky, ale nepodaftilo se urcit néjakou konkrétni hodnotu.
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Grafy 61-62: Vliv parametru c, na PSO.
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PSO: Parametr c, pro AF

PSO: Parametr c, pro AF
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Grafy 63-64: Vliv parametru c, na PSO.
6.2.7 Parametr k

Parametr « (nékdy znaceny jen k) je parametrem, ktery se vyskytuje v aktualizaéni rovnici

s omezujici podminkou. Obvykle je nastavovan na hodnotu 1, pfesto se v§ak pokusime nalézt jinou
hodnotu, ktera by byla pro zvolené ulohy lepsi.
Pro zvolené spojité tlohy se ukazalo, Ze je 1épe pouzit hodnotu lehce nizsi, nez je 1, konkrétné
se 1épe osveédcila hodnota 0.5.
Pro diskrétni ulohy jsme sice dosahli lepSich vysledkd, nez s hodnotou 1, ale pro kazdou
jednotlivou instanci se ukazala byt lepsi jind hodnota. Tim padem se nepodafilo uréit jednu konkrétni

hodnotu.
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Grafy 65-68: Vliv parametru k na PSO.
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6.2.8  Parametr (Wstari-Wend)

V aktualiza¢ni rovnici s nazvem Inertia se vyskytuje pro jeden b&h algoritmu konstantni vyraz
(Wgtart — Wena)- Nebudeme zkoumat jednotlivé prvky tohoto vyrazu zvlast, ale nyni nas bude
zajimat jeho hodnota jako celku.

Podobné jako u ptredesle uvedeného parametru, tak i zde nelze provést jednoznacny zavér pro
diskrétni 0lohy. Vysledky vykazuji signifikantni rozdily v kvalit¢ dosazeného feSeni pti rdzné
hodnot¢ zadaného rozdilu, avSak na zédkladé naméfenych dat nelze pfedem predpoveédét pro konkrétni
instanci jeho optimalni hodnotu.

Pro hledani minima Rastriginovy funkce vysledny graf naznacuje, Ze by se vhodna hodnota
mohla pohybovat kolem 0.5. U Ackleyho funkce se kvalitni vysledky vyskytuji s hodnotou 0.5
a vyssi.
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Grafy 69-72: Vliv hodnoty vyrazu (Wgg-Weng) Na PSO.
6.2.9 Parametr weyqg

Piedesly zkoumany parametr predstavoval rozdil (Wgpqre — Wena), avsak je nutné jesté urcit alespon
Wend, abychom védéli, jaké hodnoty jsou v tomto rozdilu zastoupeny.

Ackoli grafy jasn¢ ukazuji signifikantni rozdily pii rizné volbé rizné hodnoty w,,4, neni
mozné ani pro jednu tlohu ur¢it néjakou obecnou optimalni hodnotu.
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PSO: Parametr w,,,q pro MKP PSO: Parametr w4 pro SCP
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Grafy 73-76: VIiv parametru we,q na PSO.

6.3  Optimalizace genetickymi algoritmy

Genetické algoritmy byvaji Casto vyzdvihovany pro svou univerzalnost. To potvrdila provedena
méteni. Ukézalo se, Ze jsme schopni dosahovat s genetickymi algoritmy vybornych vysledkt jak pro
diskrétni, tak i pro (diskretizované) spojité tlohy.

6.3.1 Pocet generaci

Je naprosto pfirozené, ze pro algoritmus zalozeny na nahod¢, znamena vyssi pocet generaci (iteraci)
vétsi Sanci na objeveni globalniho extrému, tudiz je logické nastavit tuto hodnotu na co nejvyssi
moznou prijatelnou. Avsak snazil jsem se nalézt co nejmensi pocet generaci, ktery by nam pro dané
ulohy nachazel dostate¢né kvalitni feSeni.

Pokud pohlédneme na grafy s vysledky, mizeme odhalit, ze nejvyznamnéjsi rast kvality
dosazenych feseni pro diskrétni problémy je do okamziku pouziti fadové stovek generaci. Dal§im
pfechodem na fadové tisice generaci dosahneme pochopitelné kvalitnéjsich feseni, ale rozdil jiz neni
tak vyznamny. Proto i s fadov¢ stovkami iteraci jsme schopni dosahnout pomérné kvalitniho feSeni.

U spojitych uloh lze vypozorovat, ze ¢im vyssi je dimenze, tak tim vice generaci je tfeba. To je
déano tim, Ze prohledavany prostor roste s poctem dimenzi.
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GA: Pocet generaci pro MKP GA: Pocet generaci pro SCP
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Grafy 77-80: Vliv po¢tu generaci na GA.

Pocet jedinca v populaci

Pocet jedincti v populaci velmi vyznamné ovliviuje kvalitu dosazeného fesSeni. Je-li jedincd pfilis
maly pocet, metoda vykazuje i pomerné Spatné vysledky. Naopak s vétSim poctem jedincii jsou

dosahovany velmi kvalitni vysledky. Podobné jako u poétu iteraci, zde lze téz fici, ze vétsi pocet
jedincti znamena vyssi Sanci na kvalitni vysledek.

Pokud porovname zavislosti kvality feSeni na poctu jedincti a na poctu iteraci, pocet jedinct je
dokonce vyznamnéjsi nez pocet iteraci.
Za vhodny pocet jedinct pro dané Glohy 1ze povazovat hodnotu alespon v fadu stovek jedinci.
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Grafy 81-82: Vliv poétu jedinci v populaci na GA.
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GA: Pocet jedincti pro AF GA: Pocet jedincti pro RF
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Grafy 83-84: Vliv po¢tu jedinci v populaci na GA.

6.3.3  Typ selekce

Selekce vybira jedince pro kiizeni, ma proto potencialné velmi velky vliv na dosazenou kvalitu
feSeni. U vSech uloh lze vypozorovat pfimou iméru mezi slozitosti feSené tlohy a vyznamem vybéru
selekce.

Nejlepsich vysledki pro problém vice batohli, pro problém pokryti mnoziny a problém
nalezeni minima Rastriginovy funkce bylo dosahovano s pouzitim selekce typu turnaj. Podobné dobré
vysledky vykazovala i elitisticka selekce, ktera dosahovala nejlepSich vysledkli pro problém nalezeni
minima Ackleyho funkce.

Pokud srovname vysledky uvedené v nasledujicich grafech svysledky pro typ obnovy
a kiizeni, tak zjistime, ze volba typu selekce ma mnohem vyssi dopad na kvalitu dosazeného feseni.
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Grafy 85-86: Vliv volby selekce na GA.

61



Zlepseni oproti nejhorsi

é

hodnot

v

primérné

GA: Typ selekce pro AF

15
10 il
5 / D1
0 —//__ , —D5
@é& (_}5‘—) ,\o‘@ é@ D10
Typ selekce

Zlepseni oproti nejhorsi

hodnoté

v

primérné

GA: Typ selekce pro RF

200
150
100 b1
/ — )5
0 +— T T T 1
: D10
G ) » X2
N2 S Q AN
Q~° && «
Typ selekce

6.3.4

Grafy 87-88: Vliv volby selekce na GA.

Typ obnovy

Obnova populace vytvaii z ptivodni populace a vytvoifenych potomkli novou populaci. Proto je
dalezité volit vhodny typ obnovy pro zadanou tlohu. Vysledky ukazaly métitelné rozdily v kvalité
dosazeného feseni pfi pouziti riznych typt obnovy, avSak pokud srovndme vysi téchto rozdili
s rozdily pti volbé typu selekce, tak nebyly natolik velké. Navic se vysledky 1isi i pro jednotlivé
instance tloh, je proto komplikované vyvodit zavér, ktery by jednoznacné urc€il nejlepsi typ obnovy.

Snad jen pro hledani minima Rastriginovy funkce mtzeme fici, ze vysledky naznacuji, ze je
pro ni vhodné pouzit obnovu na zaklad¢ fitness ptipadné elitistickou.

Pro kazdou tlohu a i pro kazdou instanci tlohy je tudiz vhodné vyzkouset vice typti obnovy
populace.
Poznamenejme, Ze v uvedenych grafech je zavedeno oznaceni PN, Fi, Un, El postupné pro
plnou nahradu, obnovu na zaklad¢ fitness, uniformni obnovu a kone¢né elitistickou.
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Grafy 89-90: Vliv volby typu obnovy na GA.
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GA: Typ obnovy pro AF GA: Typ obnovy pro RF
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Grafy 91-92: Vliv volby typu obnovy na GA.

6.3.5 Typ krizeni

V praxi se nejbéznéji pro ulohy, které nejsou permutacni, vyuziva tifi typa kfizeni. Jedna se
0 jednobodové, dvoubodové a uniformni kiizeni (v grafech znacené jako 1B, 2B,Un).

Pfi pohledu na grafy s vysledky lze vyvodit, ze rozdily v kvalité¢ dosazenych vysledkli nejsou
extrémné velké (obzvlasté pro instance s malou sloZitosti), piesto lze Fici, ze pro problém vice batoht,
problém pokryti mnoziny a hleddni minima Ackleyho funkce se nejvice osvédcilo uniformni kiizeni
nejlepSich feSeni dosahovalo pii pouziti jednobodového kiiZeni (znovu vice patrné pfi pohledu na
instance této ulohy s vyssi dimenzi).

Podobné jako u typu obnovy nelze vyvodit obecny zaveér, ktery by jednoznacné vyzdvihoval
jediny typ kiizeni. Pfesto je mozné nalézt nejlepsi typ kiizeni pro danou ulohu.

GA: Typ kf¥izeni pro MKP GA: Typ kfizeni pro SCP
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Grafy 93-94: Vliv volby typu kiiZeni na GA.
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GA: Typ kiiZeni pro AF GA: Typ k¥izeni pro RF
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Grafy 95-96: Vliv volby typu kiiZeni na GA.
6.3.6 Pravdépodobnost mutace

Zkoumani pravdépodobnosti mutace prineslo asi nejzajimavéjsi zjiSténi. Standardné se nastavuje
mutace s pravdépodobnosti kolem 0.001, ale pii pohledu na uvedené grafy vidime, Ze nejlepSich
vysledkti bylo dosahovano s mnohem vyssi pravdépodobnosti mutace.

Zaénéme nejprve s variantou, ze budeme uvaZovat pravdépodobnost mutace jako
pravdépodobnost mutace jedince, u néhoz mutujeme jeden nahodné vybrany gen.

Pro problém vice batohti se nejvice osvédcilo nastaveni pravdépodobnosti mutace dokonce na
hodnoty blizici se 1. AvSak kvalitnéjsich vysledkt je dosahovano Casto jiz od hranice 0.1-0.2. Ale

svvr

vvvvvv

hodnoty vyssi nez 0.8. V ostatnich ptipadech potom ziistavala kvalita dosahovanych feSeni pomérné
stala az pro pravdépodobnost 1.

Pro ulohy hledani minima Ackleyho a Rastriginovy funkce pak také nejlepsSich vysledkl
dosahuje nastaveni pravdépodobnosti mutace na hodnoty mezi 0.1-0.9. V tomto intervalu jsou
dosahované vysledky pomérné konstantni, pficemz pokud bychom chtéli nalézt uzsi interval, tak
bychom za néj prohlasili interval 0.3-0.5.

GA: Pravdép. mutace jedince pro MKP GA: Pravdép. mutace jedince pro SCP
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Grafy 97-98: Vliv pravdépodobnosti mutace jedince na GA.
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GA: Pravdép. mutace jedince pro AF

- 10
B
2% ¢
zE o ~
= [«] 4 — ) ]
o <
= 0 ’ ~
SE 277 DS
~§’GE)O_-4IIIIIIIIII DlO
22 g MmN o
2 a 8 8§ o o g o
N =)
Pravdépodobnost

GA: Pravdép. mutace jedince pro RF

— 100
4
2»3 80
T 2 60
c T
£ 2 40 — D1
= @
%E 20 '_/ D5
— 0
5& 0_-‘IIIIIIIIIIII DlO
0 3 o9 a4 o, un N o
§-n. 8 o o o o o
N o
Pravdépodobnost

Grafy 99-100: Vliv pravdépodobnosti mutace jedince na GA.

Nyni si priblizme vysledky pro pravdépodobnost mutace genu, kterd je standardné uvazovana.
Vidime, ze i zde je vhodné volit vyssi hodnotu pravdépodobnosti. Pro diskrétni ulohy se jevi vhodna
hodnota v fadu procent, ptiblizné€ 0.01 az 0.05. U spojitych tloh neni téeba zvét§it mutaci tak vyrazné,

optimalni je hodnota v rozmezi 0.005 az 0.02.

GA: Pravdép. mutace genu pro MKP GA: Pravdép. mutace genu pro SCP
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Grafy 101-104: Vliv pravdépodobnosti mutace genu na GA.

Pro zadané ulohy lze tedy vyvodit zavér, ze je velmi vhodné volit vétsi (v pfipadé
pravdépodobnosti mutace jedince i velmi velké) pravdépodobnosti mutace.
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6.3.7 Pravdépodobnost kfiZeni

Pro pravdépodobnost kiizeni nebyly objeveny zadné piekvapivé zavéry. V praxi se ¢asto voli hodnoty
kolem 0.7-1 a pro zvolené ulohy se také osvédcily. Pro zkoumané ulohy mize byt pouzito bez potizi
i varianty, ze kiiZzeni je provadéno vzdy.

Naopak pokud bychom snizili pravdépodobnost kiizeni pod hodnotu pfiblizn¢ 0.5, pak by nam
velmi klesla kvalita dosazenych feSeni.

GA: Pravdépodobnost kfizeni pro MKP GA: Pravdépodobnost kFizeni pro SCP
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Grafy 105-108: Vliv pravdépodobnosti kiiZeni na GA.
6.3.8  Pocet generovanych potomkii

Pro genetické algoritmy Ize napiiklad pii volbé uniformni ¢i elitistické obnovy populace generovat
mensi pocet potomkd, nez je v piivodni generaci. Motivaci pro snizeni poctu potomki by mohlo byt
sniZeni Casové naro¢nosti algoritmu.

Pii pohledu na vysledné grafy si lze povSimnout toho, ze ¢im je instance zvolené ulohy

Avsak pfi zachovani iteraci je pak pro jednodussi instance tloh mozné volit pocet potomkt
nizsi nez je velikost populace, pficemz kvalita feSeni nijak vyrazné nepoklesne. Odhaduji, Ze je to
zpusobeno tim, Ze pocet iteraci je porad dostateCny na to, aby byl algoritmus schopen dosahnout
kvalitniho feseni.

Uved'me, Ze pokud pti provedenych pokusech poklesl pocet potomkl pod 30-40%, tak jiz
kvalita feSeni prudce klesla.

Snizeni poCtu generovanych potomkt tak mtize byt jistou alternativou ke snizovani poctu
iteraci, ale je nutno dodrzet jistou mez.
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GA: Pocet vytvaienych potomkd pro

MKP
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Grafy 109-112: Vliv rizného poétu vytvarenych potomki na GA.

6.3.9  Volba cilové presnosti pro spojité lohy

Jak jsme si jiz uvedli, tak byla pro spojité ulohy uzita diskretizace. Je samoziejmé, ze pokud budeme

klast vyssi pozadavky na piesnost, tak se ndm prodlouzi i délka chromozomu a poklesne i kvalita

dosazeného feSeni (pro stejny pocet generaci a jedincil). Pro zajimavost tedy ukazme, jak rychle klesa

kvalita pro rostouci pocet desetinnych mist.

Pro zadané instance uloh muZeme piirovnat pokles kvality K linearnimu sestupu, ale grafy

vykazuji naznaky, Ze by pro volby velké dimenze mohla nastat situace, Ze se bude kvalita dosazenych

feSeni az exponencialn¢ snizovat.
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Grafy 113-114: Vliv rizné pozadované piesnosti na GA.
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6.4 Simulované zihani

Jelikoz je simulované zihdni pomérné nezavislé na feSené uloze a ukladd si pouze aktudlni stav,
nevyskytl se Zadny problém s feSenim ani diskrétnich ani spojitych loh. Simulované zihani také
poskytuje solidni vysledky pro vSechny feSené tlohy.

6.4.1 Pocatecni teplota

Pocatecni teplota je jednim ze zakladnich parametri simulovaného zihani. Pfipomenime, Ze pii vyssi
teploté algoritmus pfijima s vétsi pravdépodobnosti 1 horsi stav, nez je ten aktualni. Z tohoto divodu
obecné neplati, ze ¢im vyssi teplota, tim lepsiho feSeni je automaticky dosazeno.

Pro problém vice batohii vysledky naznacuji, Ze optimalni teplota by se mohla pohybovat
v fadu nékolika set az kolem jednoho tisice. Podobné tomu je i u problému pokryti mnoziny, avSak
povsimnéme si prubéhu pro instanci 20 U + 50M, ktera ukazuje, Ze se mohou vyskytnout odchylky
od tohoto chovani.

Pro hledani minima Ackleyho funkce Ize usoudit, ze vhodna pocatecni teplota by se mohla
pohybovat v fadu tisici. Naproti tomu hledani minima Rastriginovy funkce nejspiSe vyzaduje
nastaveni pocatecni teploty na hodnotu kolem 100.

SA: Parametr pocatecni teplota pro MKP SA: Parametr pocatecni teplota pro SCP
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Grafy 115-118: Vliv pocatecni teploty na SA.
6.4.2 Koeficient klesani teploty a
Koeficient « nam urcuje, jak rychle klesa teplota. Lze na to nahlizet ovSem i z jiného pohledu: tento

koeficient uruje pocet iteraci algoritmu. Dosazené vysledky ukazuji, Ze volba nastaveni parametru o
ma dokonce vétsi dopad, nez volba pocatecni teploty.
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Standardné se voli hodnota kolem 0.9-0.95. Pro problém vice batohti a hledani minima
Ackleyho a Rastriginovy funkce lze stimto nastavenim souhlasit. Pfislusné grafy totiz jasné
naznacuji, ze ¢im je hodnota vyssi, tim kvalitnéjsiho feSeni je dosaZeno.

U problému pokryti mnoziny se nepodafilo jasné urcit nejlepsi hodnotu. Kvalita feseni se pro
jednotlivé instance této ulohy nepredvidateln¢ méni. OvSem vysledky ukazaly, Ze i pro standardni
interval 0.9-0.95 je stale dosahovano pomérné slusnych hodnot.

SA: Parametr a pro MKP SA: Parametr a pro SCP
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Grafy 119-122: Vliv parametru a na SA.

Pocatecni pocet vnitinich iteraci

Miuzeme samoziejmée tici, Zze ¢im vyssi bude pocet vnitinich iteraci, tim vétsi bude pravdépodobnost
nalezeni lepSiho feSeni. Je si ale tfeba uvédomit, Ze pokud budeme volit nasledujici zkoumany

parametr koeficient rustu f vétsi nez jedna, pak se tento pocet v pribéhu algoritmu mnohonasobné

zvysi. Proto mizeme fici, Ze je vhodné zacit s hodnotou 10, kterd i vzhledem k naméfenym hodnotam

dosahuje solidnich vysledkt, a pokud nam to ¢as dovoli, tak tuto hodnotu zvysit.
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SA: Pocatecni pocet vnit. iteraci pro MKP
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SA: Pocatecni pocet vnit. iteraci pro SCP
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Grafy 123-126: Vliv pocate¢niho po¢tu vnitinich iteraci SA.

Koeficient riistu po¢tu vnitinich iteraci

Koeficient f ovliviiuje rust vnitinich iteraci. To znamena, ze provedeme vice iteraci algoritmu se

stejnou teplotou. ZvySenym poctem iteraci chceme dosadhnout lepsiho vysledku.

Vysledky pro spojité ulohy jasné ukazuji téméf pfimou tméru mezi zvySenim poctu iteraci
a kvalitou dosazeného feSeni.
Naopak pro diskrétni problémy vysledky sice ukazuji, ze je mozné dosahnout lepsiho feSeni pii
veétSim poctu vnitinich iteraci algoritmu, ale neni mozné odhadnout ptesné€jsi hodnotu pro

koeficient 8. MiZeme si povSimnout, ze u problému pokryti mnoziny se nam pozitivni trend pro

zvySujici se vnitini pocet cykll algoritmu projevil az pro slozitéjsi instance této tlohy.
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Grafy 127-128: Vliv parametru B na SA.
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SA: Parametr 8 pro AF SA: Parametr 8 pro RF
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Grafy 129-130: Vliv parametru p na SA.

6.4.5 Typ generovani nového stavu pro diskrétni ulohy

Pro zvolené diskrétni ulohy se nabizi dva pfistupy generovani kandidatniho stavu. Mizeme ze vSech
moznych nasledujicich stavli vybrat ten nejlepsi z hlediska fitness funkce nebo mulzeme zvolit
nahodné jeden z nich.

Vysledky ukazuji, ze pro problém vice batohti se vice vyplati vybirat vzdy nejlepsi nasledujici
kandidatni stav. Naopak pro minimaliza¢ni problém pokryti mnoziny graf jasné vykazuje kvalitn&jsi
feSeni pii pouziti ndhodného stavu z mnoziny vSech moznych stavii.
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Grafy 131-132: Vliv volby typu generovani nového stavu na SA.

6.4.6  Velikost oblasti kroku pro spojité ulohy

Pfi simulovaném zihani vybirame jako dalsi stav bod v prostoru feSeni, které¢ je omezeno na urcitou
oblast. Jako tuto oblast jsem volil hyperkostku se zvolenou délkou jeji hrany. A pravé nastaveni délky
této hrany je schopno velmi ovlivnit dosahovanou kvalitu vysledkt. Je naprosto logické, ze pti volbé
velikosti této hrany musime ptihlédnout k celkové velikosti prohledavaného prostoru.

Pro hledani minima Ackleyho funkce se ukazalo byt nejlepsi nastaveni délky hrany na hodnotu
cca 9. Naopak pro hledani minima Rastriginovy funkce graf ukazuje, ze je nejvhodné&jsi volit hodnotu
kolem 1.
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SA: Velikost oblasti kroku pro AF SA: Velikost oblasti kroku pro RF
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Grafy 133-134: Vliv volby velikosti kroku spojité ilohy na SA.

6.4.7 Pocet kandidatnich hodnot pro spojité ulohy

V tomto méfeni jsem se pokousel najit optimalni pocCet kandidatnich hodnot, ze kterych je vybrana
jedna nejlepsi, ktera je brana jako nabizeny dal$i stav pro algoritmus simulovaného zihani. Ackoliv
jsem predpokladal, ze nartst kandidatnich hodnot by mohl pfinést zvyseni kvality dosahovaného
feSeni, tak tomu bylo pravé naopak.

Jednoznacné nejlepsich vysledkl je dosazeno, pokud vygeneruji jen jedno ndhodné feSeni a to
je hned predlozeno k posouzeni algoritmem, zda bude pfijato za novy stav. Pfedpokladam, zZe je to
zpusobeno tim, ze kdyZz vygeneruji vice kandidatnich hodnot a z nich vyberu nejlepsi, algoritmus
bude mit vice snahu tihnout k lokalnim extrémtim, z nichz se pak nebude jiz schopen dostat.
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Grafy 135-136: Vliv poétu kandidatnich hodnot na SA.

6.5 Posilované uceni

U optimalizace zaloZené na posilovaném uceni budeme méfeni délit vzdy do dvou skupin a to méteni
pro Q-learning (znac¢ime Q-RL) a TD-learning (zna¢ime TD-RL).

V kapitole 5 jsme si fekli, ze budeme uvazovat dvé implementace stavu, které budeme
hodnotit. Pracovné jsme je nazvali absolutni a relativni. Pro diskrétni ulohy ptipada pro praxi v uvahu
pouze tzv. relativni implementace stavi. Je to zpusobeno tim, ze kdybychom chtéli ukladat
a prochazet vSechny mozné stavy reprezentujici ¢aste¢na feSeni, tak bychom toho nebyli schopni pro
slozitgjsi instance dosdhnout. Relativni stavy dosahuji konstantniho (pro danou instanci ulohy)
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a pomérné malého poctu a i pres absenci informace o presné navaznosti stavl jsou s relativnimi stavy
dosahovany ptijatelné vysledky. Proto uvazujeme pro diskrétni tlohy jen tuto reprezentaci.

U spojitych uloh je problém s ukladanim castecnych feseni jesté vétsi. Pro absolutni stavy je
obtizné ulozit a prochazet takové mnozstvi stavil. Av§ak i pro relativni stavy nebylo mozné dosdhnout
prijatelnych feSeni ani pfi extrémné velkém poctu iteraci (feSeni nekonvergovala). Jelikoz tedy
relativni stavy nelze pouzit, uvedl jsem alespon vysledky pro spojité ulohy s absolutnimi stavy
s malymi dimenzemi.

6.5.1 Pocet iteraci

Je logické, ze pro pouziti posilovaného uéeni pro optimalizacni ulohy je nutné uzit mnohem vyssiho
poctu iteraci, neZ je tomu u ostatnich zminovanych metod. Z namétenych hodnot je vidét, ze
u zkoumanych tuloh bylo tfeba vykonat alespon tisice iteraci.

Pro diskrétni tlohy rychleji konverguje spiSe TD-learning varianta, naopak pro spojité ulohy
Q-learning varianta. Pfi vyS$$im poctu iteraci se kvalita dosazenych feSeni pro obé varianty
u diskrétnich uloh srovnava. U nékterych instanci se dokonce objevilo pfeuceni a pro velké pocty
iteraci se kvalita spiSe zhorsuje.

RL: Vliv po¢tu iteraci pro MKP 5 RL: Vliv poctu iteraci pro SCP
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Grafy 137-140: Vliv poétu iteraci na RL.
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6.5.2

Koeficient uc¢eni

Koeficient uceni a vyjadiuje, jak rychle (jak moc) hodlame ménit ohodnoceni stavu pii kazdé

aktualizaci jeho hodnoty.

Pfi méfeni jsem uvazoval konstantni hodnoty koeficientu uceni a vypoctenou hodnotu, ktera
klesa s poctem navstév daného stavu (v grafu znacena jako Vyp.).

Pro Q-learning plati, Ze ackoliv vypocteny koeficient ne vzdy poskytuje zcela nejlepsi feseni,
vétsinou jej Ize s tspéchem aplikovat. U spojitych tloh pak plati, Ze pokud pouzijeme konstantni
hodnotu, méla by byt alespon 0.1 ¢i vyssi.

Problém pokryti mnoziny na druhou stranu vykazuje spiSe klesajici charakter se zvySujici se

hodnotou koeficientu uceni. Totéz plati pro problém vice batohd s vét§im mnozstvim zkoumanych
objektd, ale pro instance této tlohy s niz$im poctem objektd nelze ur¢it vhodnou hodnotu, 1ze se jen
dohadovat, ze by mohla lezet nékde v intervalu 0.3 az 0.9.

Q-RL: Koeficient u¢eni o pro MKP Q-RL: Koeficient uceni a pro SCP
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Grafy 141-144: Vliv koeficientu uceni o, na Q-learning.

Pro TD-learning aplikovany na diskrétni Glohy plati totéZ jako pro Q-learning. Pro ulohu
nalezeni minima Ackleyho funkce vykazuje graf spiSe rostouci trend pro rostouci koeficient uceni.

U Rastriginovy funkce se nepodafilo zjistit néjaky spole¢ny trend pro instance této tlohy.

74



TD-RL: Koeficient uc¢eni a pro MKP TD-RL: Koeficient uceni a pro SCP
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Grafy 145-148: Vliv koeficientu uceni o na TD-learning.
6.5.3  Discount faktor

Discount faktor y uréuje vliv ohodnoceni nasledujiciho stavu. Z tohoto pohledu se jedna o parametr,
ktery je schopen velmi ovlivnit vysledek.

Zaénéme s variantou Q-learningu, kde pro spojité ulohy lze jen téZko z naméfenych vysledki
odvodit konkrétni hodnotu pro vysledek. I kdyz byly zkoumany pouze malé dimenze, pribchy grafi
jsou pro kazdou dimenzi rozdilné.

U diskrétnich tloh jsem zaznamenal zajimavy pokles kvality vysledkli pro nastaveni na

hodnotu 1. U vétSiny instanci tloh se kvalita dosazené¢ho feSeni vyznamné neménila pro rizna
nastaveni tohoto parametru (krom uvedené hodnoty 1), pfi¢emz se dobrou volbou zdala byt hodnota
kolem 0.8 ¢i 0.9. U problému vice batohi se pro instance s vét§im mnozstvim nabizenych objektt
kvalita feSeni snizovala s rostouci hodnotou discount faktoru.
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Q-RL: Discount faktor pro MKP

Q-RL: Discount faktor pro SCP

Y

7 2000 — = 6000 —10U +
22 1500 - 30P 2% °000 oM
T e —5K+ g g 4000 —10U+
a‘w | _1OK+ a‘m 2000 — _20U+
& £ 500 o £
2 30P 2 1000 50 M
’g ,E 0 T T T T T T T T T 77 come]QK+ ,a °E 0 T T T T T T T T 30 U +
Qg 9 N ¥ 9 o A o g 9 N ¥ 9 o o
2 © o o o o 100P K7 © o o o o 100 M
N o N o
\4 \4
Q-RL: Discount faktor pro AF Q-RL: Discount faktor pro RF
- O - 8
R n
2% A 2%s
253 / 25 A
s 9 — D1 s 24 D1
52’ —D2 5e —D2
~2 @ 1 - \2 O 2 -
c £ S E —_—
230 - D3 S350 - D3
o o
= 0,01 02 04 06 08 1 S 0,01 02 04 06 08 1

Y

Grafy 149-152: Vliv discount faktoru y na Q-learning.
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faktor. Lze si vSak vS§imnout, Ze u kazdé z loh se vyskytuje minimaln¢ jedna métfend instance, ktera
poskytuje nejlepsi vysledky s nastavenim discount faktoru na hodnoty kolem 0.9, 0.01 nebo piiblizné
0.5, coz je velmi zajimavé, ale nelze z toho vyvodit Zadny zavér vzhledem k ostatnim instancim.
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Grafy 153-154: Vliv discount faktoru y na TD-learning.
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TD-RL: Discount faktor pro AF

TD-RL: Discount faktor pro RF

_ 8 s 27y
n n
£ £ .0 10
£%86 £%9% 8 A
g5 g5 L\ /N
2 N} \ 2 o 4 -
gc, . —)) e 5, . —))
= TE o |
230 - >3 22 o 0@ >
Q Q A) \ Al \
2 00102 04 06 08 1 2 of O OV oY o
v v
Grafy 155-156: Vliv discount faktoru y na TD-learning.
. r W r
6.5.4  Typ posilovaného uceni

Pomérné zasadni otazkou je, jaky typ posilovaného uceni vybrat pro konkrétni tilohu. Pro diskrétni
ulohy plati, ze pro oba typy posilovaného uceni, Q-learning i TD-learning, lze nalézt nastaveni
parametrd, pfi nichZ dosahuji pfiblizné stejné kvalitniho nejlepsiho feSeni pfi stejném poctu iteraci.
Pro spojité ulohy se jasné vyplaci pouziti typu Q-learning, jelikoz pro dané ulohy konverguje
ke spravnym feSenim mnohem rychleji nez TD-learning.
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Grafy 157-160: Vliv volby typu RL.
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! Z.aver

Tato prace se zabyvala optimalizacnimi metodami, obzvlasté pak jejich vztahem k optimalizacnim
ulohdm. V tvodu jsme kromé popisu jednotlivych kapitol uvedli piiklady ze skutecného svéta,
kterymi byly optimalizace portfolia a device sizing, jez ilustrovaly pouZiti optimalizacnich metod.

Dale jsme formalné definovali, co chdpeme pod pojmem optimalizacni problém ¢i
optimaliza¢ni tloha, coz bylo vzhledem k zaméteni prace naprosto esencialni.

V nasledujici kapitole bylo uvedeno a rozebrano pét pouzitych pfistuptt k feSeni
optimalizacnich tloh. Konkrétné se jednalo o optimalizaci pomoci hejna ¢astic, mravenci kolonii,
simulovanym zihanim, genetickymi algoritmy a posilovanym ucenim. Popis jednotlivych metod byl
ramcove velmi podobny, vzdy byly uvedeny zakladni myslenky metody, neformalni i formalni popis
¢innosti a samoziejmé algoritmus v textové formé ¢i ve formé diagramu.

Teoretickou Cast uzavira definice ¢tyt testovacich optimalizacnich tloh, které jsou vhodné pro
zkoumani nastaveni parametru optimalizaénich metod. Byly vybrany dvé spojité a dvé diskrétni
ulohy. Témi spojitymi jsou hledani globalniho minima Ackleyho a Rastriginovy funkce, témi
diskrétnimi jsou pak problém vice batohti a problém pokryti mnoziny.

Néasledné byly zminény principy implementace optimaliza¢nich metod a hlavné nékteré
dualezité detaily pfi jejich aplikaci na uvedené ulohy, jakou je napiiklad reprezentace feSeni ulohy.

Nakonec byly prezentovany zjisténé vysledky pfi zkoumani optimalniho nastaveni parametra
optimaliza¢nich metod. Uved’'me nyni jejich shrnuti.

Optimalizace mravenci kolonii se velmi osvédCila pro diskrétni ulohy. Plati, ze ackoliv
zvySovani poctu iteraci pfindSelo pozitivni efekt, tak co se tyCe poctu agentd (mravencil), tak
vysledky ukazuji, Ze jich sta¢i mit jen nékolik desitek, napiiklad i jen 10, pro dosazeni kvalitniho
feSeni. Pro vypafovani feromont ve feromonovém modelu se jasné vysledky podafilo ziskat jen pro
problém pokryti mnoziny, v ostatnich ptipadech se bylo optimalni nastaveni specifické pro kazdou
instanci danych uloh. Podobné tomu je i u parametrii pro aktualizaci feromonovych hladin. Poté jsme
zkoumali, zda je vyhodnéjsi upfednostiiovat pii vybéru vice feromonovou ¢i heuristickou informaci.
Ukazalo se, Ze je tomu pro kazdou tulohu jinak. Naptiklad pro problém vice batoht je 1épe
uprednostiovat heuristickou informaci, pro problém pokryti mnoziny naopak. Zasadnim parametrem
pro optimalizaci mravenci kolonii ve variant¢ ACS je pravdépodobnost volby vybérového pravidla
ACS namisto pravidla AS, které vnasi vice nahody do procesu vybéru nasledujiciho kroku mravence.
Ukazuje se, ze je vhodné nastavit tuto pravdépodobnost na vysokou hodnotu (napf. 0.9).

Pro aplikaci optimalizace mravenci kolonii na diskrétni ulohy bylo zkoumano pouziti vice
heuristickych funkci. Pro problém vice batohti se osvédcila staticka heuristika zaloZena na podilu
ceny a objemu objektu a pro problém pokryti mnoziny dynamické heuristika zalozena na podilu poctu
dosud nepokrytych prvkl univerza, které dana mnozina pokryva, a ceny této mnoziny.

Pro spojité¢ ulohy se optimalizace mraven¢i kolonii pfili§ neosveédcila. Ackoli feSeni uloh
s nizkou dimenzi vykazuje, obzvlasté pti volbé vhodné heuristiky, vyborné vysledky, tak pro vyssi
dimenze vyvstava problém expanze poctu mist feromonového modelu, které je tieba ulozit. To pak
znamena nesmirnou pamet'ovou, ale i ¢asovou naroc¢nost, ktera miize byt jen stézi akceptovatelna.

Zakladnimi parametry pro optimalizaci hejnem ¢astic jsou pocet iteraci algoritmu a pocet
¢astic. Pozitivné samoziejme plsobi zvySovani hodnot u obou parametrt, avsak u diskrétnich uloh je
1épe klast draz na pocet ¢astic namisto iteraci, kterych mutize stacit jen n€kolik desitek. Pravé naopak
je tomu pak u zkoumanych spojitych tloh. Pokud se zaméfime na topologii ¢astic, pak mizeme fici,
ze se pro diskrétni tlohy osvédcila volba topologie hvézdy ¢i kola a u spojitych kruhova topologie,
ale celkové vétsinou nebyly zaznamenany velké rozdily v kvalité dosaZzeného feseni.
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U optimalizace hejnem ¢astic jsme si také poloZili otazku, kterd aktualiza¢ni rovnice vektoru
rychlosti je nejvhodnéjsi pro dané tlohy. Vétsinou bylo vsak tézké vybrat jednu konkrétni rovnici pro
vSechny instance jedné tlohy, snad jen pro hledani minima Rastriginovy funkce se nejlépe osvédcila
rovnice typu Inertia. U ostatnich uloh pfipadaly vuvahu klasickd rovnice piipadné rovnice
s omezujicim koeficientem. Obecnymi parametry jsou pii aktualizaci rychlosti také dva parametry,
které vyjadiuji vahu lokalniho a globalniho maxima. Pro Cinnost algoritmu je dilezité, aby nebyl
Zadny z téchto parametrd nastaven na nulu, mimoto lze ¢asto uzit hodnoty v rozsahu 0.5 az 1.5.
Dodejme, Ze krom standardnich parametri jsme téz hledali optimalni nataveni parametrt
specifickych pro aktualiza¢ni rovnici s omezujici podminkou a rovnici typu Inertia.

Pro genetické algoritmy zacnéme s poctem generaci a velikosti populace, kdy se ukazalo, ze je
vhodné mit alespon fadoveé stovky jedinci a stovky iteraci. Dalsi zajimavou informaci je, ze oproti
obnové mnohem vice zalezi na typu selekce, prficemz mizeme fici, ze velmi vhodna je selekce typu
turnaj. Také pro rGznou volbu typu kiizeni se vysledky dramaticky nelisi, ale ¢asto dominovalo
uniformni kfizeni nad bodovym. A zatimco u pravdépodobnosti kiizeni se potvrdila bézn¢ uzivana
hodnota kolem 0.7-1, tak pro pravdépodobnost mutace se zjisténé hodnoty oproti standardné
uzivanym liSily. Pokud uvazujeme pravdépodobnost mutace jedince, kdy ménime jeden nahodny gen,
tak se ukdzalo, ze by se méla pravdépodobnost takové mutace pohybovat v rozmezi 0.2 az 0.8.
U klasické pravdépodobnosti mutace genu pak muzeme volit hodnotu v fadu procent.

U simulovaného zihani se na prvni pohled nevyskytuje pocet iteraci, ktery jsme tradicné
u zadanych metod zkoumali. Tento je skryt v nékolika jinych parametrech. Nejprve se jedna
0 pocateéni teplotu, kterou je vhodné nastavit fadové na stovky piipadné tisice. V nejzakladngjsi
varianté je pak pocet iteraci dan tak, Ze teplotu nasobime koeficientem klesani teploty, ktery také
ovlivni svym pilsobenim na teplotu, jak rychle bude klesat pravdépodobnost piijeti horsiho stavu.
Ukazuje se, ze parametr klesdni by nemél byt nizsi nez 0.9, ale je tfeba si dat pozor na ptiblizovani se
K hodnoté 1. Osobné povazuji za posledni rozumné pouzitelnou hodnotu 0.99. Pocet iteraci lze vSak
také navysit poc¢tem vnitinich iteraci, kdy je vicekrat generovan novy stav pii stejné teplote. Zahajit
algoritmus s po¢tem alespon 10 vnitinich iteraci se zda byt rozumné. Kone¢né pak mizeme jesté
navysit pocet iteraci koeficientem rlstu vnitinich cykli, kdy vzdy pfi nové teploté zvétsime pocet
vnitinich iteraci vynasobenim timto koeficientem. Udava se, ze by se tento koeficient mél pohybovat
vrozmezi 1 az 2, ale pokud vezmeme v uvahu nastaveni pfedchozich parametrti, tak ptekroceni
hodnoty 1.1 znamena, ze pocet vnitinich iteraci enormné naroste. Tim se nam sice zvySuje
pravdépodobnost nalezeni lepsiho feseni, ale algoritmus nemusi skoncit v rozumném case.

Pfi simulovaném Zihani musime urcitym zptisobem vybirat dal$i kandidatni feseni (stav). Pro
problém vice batoh se osvéd¢ilo vybirat nejlepsi ze vSech moznych sousednich stavii. Naopak
U problému pokryti mnoziny se zda byt nejleps$i vybrat jeden stav nahodné ze vSech moznych.
U spojitych tloh je nejlepsi vygenerovat pouze jednu nahodnou hodnotu v ur¢itém okoli. Pro hledani
minima Ackleyho funkce volime okoli o velikosti 9 a u Rastriginovy funkce o velikosti 1 v kazdé
dimenzi.

Pro optimalizaci zalozenou na posilovaném uceni pfedem uved'me, Ze se osvédcila spise pro
diskrétni tlohy. Presnéji feceno se posilované uceni hodi pro ulohy, pro které jsme schopni ulozit
vSechny hodnocené stavy. U spojitych uloh se nam tudiz dafilo feSit Glohy pouze do dimenze
velikosti 3. Pro ty se osvédcilo pouziti klasickych stavli, které reprezentuji ¢astecna feSeni, a to ve
spojeni s Q-learning variantou posilovaného uceni.

U diskrétnich tloh se nam podatilo mnozstvi generovanych stavll obejit tim, Ze jsme pouzili
stavy, které jsme pracovné nazvali relativni a které pouze vyjadfovali bud'to umisténi objektu
v ur¢itém batohu nebo uziti uréité pokryvajici mnoziny, bez informace o piedchozich volbach. Jelikoz
nas u diskrétnich tloh ani tak nezajima posloupnost voleb, kterymi bylo kone¢né feSeni utvoreno, ale
zajima nas jen finalni podoba, tak jsme byli schopni i s témito relativnimi stavy dosahovat solidnich
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vysledki. U diskrétnich tloh jsme také zjistili, Ze pro ob& varianty posilovaného uceni, Q-learning
i TD-learning, jsme schopni dosahovat ptiblizné stejné kvalitnich feSeni.

Pro volbu koeficientu u¢eni mizeme fici, Ze absolutné nejlepsi nastaveni je pro kazdou tlohu
individualni, pfesto s postupné klesajicim vypoctenym koeficientem uceni jsme dosahovali vzdy
nadprimérnych vysledkl, proto se jevi jako vhodné pocCatecni nastaveni pro ulohy, o nichZ nic
vV tomto ohledu nevime. Podobné pro volbu discount faktoru jsme nebyli schopni urcit konkrétni
hodnotu, ale pro diskrétni tlohy se osvéd¢ilo nepouzit hodnotu vys$si nez 0.9.

Nyni uved'me mozné pokracovani a rozsiieni této prace. Samoziejme by bylo mozné tuto praci
v budoucnu rozsitit o dalsi optimalizacni metody a piistupy, napiiklad neuronové sité. Také pripada
vV uvahu pouziti vice testovacich optimalizacnich uloh. TéZ ptfipada v ivahu dikladnéjsi zkoumani
vzajemného vlivu vice parametrd na kvalitu dosazen¢ho feseni. Co se tyCe implementacni ¢asti, tak
by bylo mozné urychlit vypocet napiiklad implementaci rychlejsich vyhledavaciho algoritmu pro
hledani mezi hodnocenymi stavy u posilovaného uceni. Také by nebylo Spatné pro vytvoieny applet
zprovoznit podporu vykreslovani i 2D spojitych tloh.
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Priloha 1: Systémové pozadavky

Applet vyzaduje pouziti nejlépe webového prohlizece s nainstalovanou podporou Javy minimalné
verze 7. Pokud budeme spoustét applet z lokalniho PC, bude tfeba mit nainstalovany téz JDK ve verzi
alespon 1.7.

Pro pohodlnou praci s appletem je vhodné mit k dispozici monitor s rozliSenim alespon
1024x768, neni to vSak podminkou.

Prochazeni projektem a zdrojovymi soubory usnadni naptiklad framework NetBeans ve verzi
7.2.1 ¢i 7.3 nebo novéjsi, ktery byl pro vyvoj pouzit.

Projekt byl testovan na operacnim systému Windows 7, ale mél by fungovat i na jinych
operacnich systémech, které splnuji vyse zminéné pozadavky.



Priloha 2: Manual

Pro optimalizaci vybrané tlohy postupujeme nasledovné:

1.

r

w

Ea

oo

= [a|4gg
~

Vybereme fesenou ulohu kliknutim na pfislusnou zalozku (MKP = problém vice batohtl,
SCP = problém pokryti mnoziny, AF =hledani globalniho minima Ackleyho funkce,
RF = hledani globalniho minima Rastriginovy funkce).

Pokud je to zadouci, vytvofime nové zadani vybrané tilohy.

Vybereme optimaliza¢ni metodu, kterou hodlame ulohu fesit (ACS = optimalizace mravenci
kolonii, PSO = optimalizace hejnem c¢astic, GA = geneticky algoritmus, SA = simulované
zihani, RF = optimalizace na principu posilovaného uceni).

Vybereme konkrétni ulohu a klikneme na tla¢itko PouZij (pojmenovani ulohy se objevi v poli
Nazev ulohy u vybrané optimalizac¢ni metody).

Nastavime parametry optimaliza¢ni metody na pozadované hodnoty.

Klikneme na tla¢itko START a pockame, dokud uloha neni dokoncena. Tlacitko SEARCH
slouzi pro hledani optimélniho nastaveni parametrii metody pro danou ulohu. Po jeho stisku
jsou vypisovany prumerné dosazené fitness hodnoty pro riizna nastaveni parametru.
Vysledky jsou zobrazovany v polich 7. a 8.

Vyber tilohu Nova iloha 2
10U+10M ] 1.Nastav velikostuniverza: | 101
10U+50M L =
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Obrazek P2.1: PouZiti appletu.



Priloha 3: Obsah prilozeného CD

Adresar ¢i soubor ‘ Popis
Applet Slozka se spustitelnym appletem
Applet/index.html HTML soubor pro spousténi appletu
Project Slozka s celym projektem
Project/src Slozka se zdrojovymi soubory
text.pdf Tento text ve formatu pdf

text.docx

Tento text ve formatu docx




