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Abstrakt

Tato praca sa zaoberd genetickymi algoritmami, ich terminolégiou a vyuzitim. Popisuje
rézne problémy, ktoré sa daji pomocou genetickych algoritmov riesit. V praci su taktiez
predstavené rozne algoritmy skupinovej inteligencie, pricom algoritmus svetlusiek sluzi aj
na porovnanie efektivity medzi nim a genetickym algoritmom. Hlavnou tlohou tejto prace
je vykonat experimenty s tromi optimaliza¢nymi tlohami, konkrétne st to, problém ob-
chodného cestujiceho, splnitelnost logickych formul a hladanie extrému funkcie.

Abstract

This thesis deals with genetic algorithm, their terminology and use. It describes various
problems that can be solved by using genetic algorithms. Different algorithms of swarm
intelligence are also presented in this thesis, while firefly algorithm also serves to compare
the efficiency between it and genetic algorithm. The main task of this thesis is to perform
experiments with three optimization tasks, namely, travelling salesman problem, boolean
satisfiability problem and searching for extreme in function.
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Kapitola 1

Uvod

Cielom tejto bakalarskej prace je nastudovat problematiku genetickych algoritmov, navr-
hnit a implementovat program, ktory demonstruje ¢innost genetického algoritmu a taktiez
prestudovt algoritmy skupinovej inteligencie.

Pracu mézeme rozdelit na dve Casti, teoretickt a praktickt. Do teoretickej casti zaradime
kapitoly dva, tri a Styri, zatial ¢o do praktickej, kapitoly pat a Sest.

Druhé kapitola sa zaoberd genetickymi algoritmami. Obsahuje vysvetlenie, ¢o vlastne
geneticky algoritmus je, prehlad terminolégie, ktord je potrebna pre jeho pochopenie a
popis fungovania tohto algoritmu. Dopodrobna vykladd jednotlivé kroky algoritmu tak,
aby algoritmus pochopil aj clovek, ktory sa s nim este nestretol. Vysvetluje pojmy ako
krizenie, mutécia a dedi¢nost, ktoré si zndme uz z prirody.

Tretia kapitola popisuje jednotlivé problémy, ktoré sa pomocou genetickych algorit-
mov daju riesit, ako napriklad problém obchodného cestujiceho (angl. travelling salesman
problem), problémy splnitelnosti (angl. satisfiability) logickych formul, ktoré sa skrétene
oznacujui SAT alebo hladanie maxima, pripadne minima funkcii. Prave na hladani extrému
funkcie je porovnavany geneticky algoritmus s algoritmom skupinovej inteligencie, konkrétne
s algoritmom svetlusiek.

Stvrta kapitola popisuje jednotlivé algoritmy inteligencie skupiny, ktorymi st napriklad
optimalizacia mravcou koléniou (angl. ant colony optimization), algoritmus svetlusiek (angl.
firefly algorithm), roj ¢astic (angl. particle swarm intelligence) alebo optimalizécia umelym
véelim rojom (angl. artificial bee colony optimization).

Piata kapitola dopodrobna opisuje vytvoreny program, nastroje, ktoré boli pouzité a
navod ako s nim pracovat. Taktiez obsahuje vzhlad grafického uzivatelského rozhrania,
navod na spustenie programu a vysvetlivky.

Siesta kapitola popisuje jednotlivé experimenty, ktoré boli vykonané na vsetkych rie-
senych problémoch. Zhodnocuje ziskané vysledky a na ich zdklade porovnava efektivitu
jednotlivych parametrov genetického algoritmu, ako aj rozdiel genetického algoritmu a al-
goritmu svetlusiek.

Nasleduje zaver, ktory zhina a vyhodnocuje zistené poznatky o genetickych algoritmoch
a ich pouziti, ako aj ich porovnanie s algoritmom svetlusiek.



Kapitola 2

Genetické algoritmy

Genetické algoritmy patria do triedy evolu¢nych algoritmov, ktoré pouzivaji techniky napo-
dobujice evoluéné procesy z bioldgie (dedi¢nost, prirodzeny vyber, krizenie a mutécia) pre
najdenie najlepsieho riesenia. St to vyhladavacie algoritmy zalozené na prirodzenom vybere
a principoch genetiky. Geneticky algoritmus je heuristicky postup, ktory sa snazi aplikdciou
tychto principov najst riesenie zlozitych problémov, pre ktoré neexistuje pouzitelny exaktny
algoritmus. Zakladny geneticky algoritmus je velmi vSeobecny a existuje mnoho aspektov,
ktoré sa daju implementovat odlisne podla rieseného problému. Napriklad reprezentacia
chromozému, typ kédovania, stratégia vyberu rodic¢ov, typ krizenia a mutécie. Vychadzaju
z Mendelovych zédkonov dedi¢nosti a Darwinovej teérie vyvoja [1].

Mendelove zakony dedic¢nosti - Tieto zakony zhinaja pravidla, ktoré sa uplatnuju
pri dedic¢nosti znakov. Rozdeluju sa na fenotypové a genotypové zakony.

Darwinova tedria vyvoja (evolicie) - Jedinci, ktori sa lepsie adaptuji na okolité
prostredie maju vécsiu sancu na prezitie a tym na plodenie dalsich potomkov.

Vyhody

e Vykonnost algoritmu je nezévisla od reprezenticie v porovnani s inymi numerickymi
technikami, ktoré by mohli byt pouzitelné len pre kontinudlne hodnoty alebo iné
obmedzené mnoziny.

o Hodnotenie kazdého riesenia moze byt vypocitané paralelne a len vyber rodicov, ktory
potrebuje aspon sutaz dvojice, si vyzaduje urcité sériové spracovanie.

e Tradi¢né metdédy optimalizdcie nedovoluji dynamické zmeny v probléme s prostre-
dim a casto vyzaduju Uplne opéatovné spustenie s cielom poskytnit riesenie. Naproti
tomu, genetické algoritmy moézu byt pouzité na prisposobenie rieseni meniacim sa
okolnostiam.

e SU jednoduché a pouzitelné na velkej skéle rdéznych tloh. V praxi sa pouzivaju predov-
Setkym na optimalizaciu (riadenie vyroby, rieSenie problémov v priemysle, doprave a
logistike, finan¢nictve, matematike).



2.1 Zakladné pojmy

Genetické algoritmy napodobnuji evolucné procesy z bioldgie, a preto je zrejmé, ze maju
podobnt terminolégiu ako v genetike. V tejto casti st vysvetlené jednotlivé pojmy z hladiska
biolégie a z hladiska informatiky, ako aj ich vyuzitie v genetickych algoritmoch. Tieto
pojmy su dolezité pre neskorsie pochopenie celého genetického algoritmu, pretoze st jeho
stavebnymi kamenmi a bez nich je zlozité geneticky algoritmus popisaf.

Genotyp

Genotyp je sibor vsetkych foriem génov v bunke jedinca, obsahujtci vsetky informécie
urcujuce podobu a fungovanie vSetkych jeho tkaniv a organov. V genetickych algoritmoch
genotypom rozumieme geneticky kod jedinca, ktory je ekvivalentny chromozémom v bun-
kach.

Fenotyp

Subor vsetkych pozorovatelnych vlastnosti a znakov, ktory v danom prostredi odpoveda
genotypu. Cize plati, fenotyp = genotyp + prostredie. Fenotypy mozeme rozdelit do dvoch
kategoérii, ak prostredie nemé vplyv, a ak prostredie ma vplyv na fenotyp. Do prvej kategérie
mozeme zaradit napriklad farbu o¢i jedinca alebo jeho krvni skupinu. Do druhej kategérie
patri napriklad sprévanie jedinca.

Jedinec

Jedinec je jedinecny predstavitel nejakého celku, napriklad populécie. Je definovany genoty-
pom, pricom kazdy jedinec ma unikatny genotyp. V genetickych algoritmoch byva jedinec
definovany jedinym chromozémom, ktory ma pevni, predom stanovend dlzku.

Alela

Je konkrétna forma génu. Kazdy gén moze mat jednu alebo niekolko foriem. Ak je alel
viac, jedna sa o geneticky polymorfizmus. Rozne alely definuji formy podstatne odlisné
vo svojich prejavoch. Alela mdze byt dominantnéd alebo recesivna. Dominantna alela pri
stretnuti s recesivnou alelou v jednom organizme tplne potlaci jej prejav. V genetickych
algoritmoch alely rozumieme ako rézne hodnoty, ktoré moze nadobtudat gén. Pri binarnej
reprezenticii to je napriklad 0 a 1.

Gén

Je tsek, sekvenica, ktora kdéduje informéciu pre tvorbu nejakého produktu. Gén nadobtuda
rézne hodnoty, ktorym sa hovori alely. To znamend, Ze gén, ktory ovlada farbu oci, moéze
maf rovnaké, ale aj odlisné alely. Preto budi mat dvaja jedinci rovnaku alebo réznu farbu

oc¢i. V genetickych algoritmoch gén reprezentuje parametre jedinca a je znacne zjednoduseny
od génu z hladiska bioldgie.

Chromozém

Je nositel genetickej informécie. Chromozém sa deli na jednotlivé gény, ktoré su linedrne
usporiadané. To znamenad, ze i-ty gén chromozému rovnakého typu reprezentuje tu istt



vlastnost. V genetickych algoritmoch moze byt chromozém zakédovany rdzne a spdsob
kédovania ovplyviiuje tspech alebo netispech genetického algoritmu na danej tlohe. Typy
kédovania st ':

e binarne kdédovanie - je najbeznejsi typ kodovania. Kazdy chromozém je retazec
bitov, 0 alebo 1. Binarne kddovanie poskytuje mnoho moznych chromozémov, dokonca
aj s malym mnozstvom alel. Na druhej strane vSak toto kédovanie nie je prirodzené pre
mnohé problémy a niekedy je potrebné vykonaf opravy po prekrizeni alebo mutécii.
Priklady chromozdémov s binarnym kédovanim si:

Chromozém A 0111000101011001
Chromozém B 1001010011011100

e permutacné kédovanie - moéze byt pouzité pri problémoch usporiadania, ako je
napriklad problém obchodného cestujicého. Kazdy chromozém je retazec ¢isel alebo
pismen, ktory predstavuje ¢islo alebo pismeno v poradi. Jednotlivé ¢isla alebo pis-
menad sa nachadzaju v chromozéme iba raz. Permutacné kédovanie je uzitocné iba pre
problémy usporiadania. Priklady chromozémov su:

Chromozém A 153862749
Chromozém B EABGCDF

e kédovanie hodnotou - sa pouziva pri problémoch, v ktorych sa vyuziva nejaka
zlozitd hodnota, napriklad redlne c¢isla. Pouzitie binarného kédovania by bolo pre
tento typ problémov velmi zlozité. V kédovani hodnotou je kazdy chromozém refazec
nejakych hodn6t. Hodnoty mézu byt cokolvek spojené s problémom, realne ¢isla alebo
znaky. Toto kédovanie je velmi dobré pre niektoré Specidlne problémy, avsak je ¢asto
potrebné vyvinut nejaky novy spdsob krizenia a mutacie Specificky pre dany problém.
Priklady chromozémov s tymto kédovanim si:

Chromozém A 0.221 1.789 0.581 2.434 1.598 3.415
Chromozém B ABDEJGAIGJDFLDJEOFJVKDD
Chromozém C  (hore), (vlavo), (dole), (vlavo), (hore)

e stromové kédovanie - sa vyuziva hlavne na genetické programovanie, vyvoj progra-
mov alebo vyrazov. Kazdy chromozdém je strom niektorych objektov, napriklad funkcii
alebo prikazov v programovacom jazyku. KriZenie a mutacia mézu byt vykonané po-
merne Tahko. Priklad chromozému:

Chromozém A

Thttp://www.obitko.com /tutorials/genetic-algorithms/encoding.php




Populacia

Populécia je sibor jedincov toho istého druhu, nachddzajicich sa na jednom urcitom mieste
v danom case. V genetickom algoritme populaciu tvorf mnozina jedincov, kde kazdy jedinec
predstavuje rieSenie zadaného problému, ¢i uz vhodné alebo nevhodné. Aby sa populécia
mohla vyvijat musi mat nasledujice vlastnosti:

« Clenovia musia byt schopny produkovat potomkov (vlastné reprodukcia).
o Potomstvo musi prenasat vlastnosti rodicov, s uré¢itymi zmenami (obmena).

e Potomstvo, ktoré sa prispésobilo zivotnému prostrediu, musi prezit s vyssou pravde-
podobnostou (prezitie najschopnejsich).

Tieto vlastnosti nevyhnutne neznamenaju, ze sa vyvoj objavi, ale bez nich by bolo obtiazne,
dokonca nemozné, aby sa populdcia vyvinula a tym dospela k hladanému rieseniu [7].

Generacia

Vsetci jedinci, s ktorymi sa pracuje v tom istom case. Krizenim jedincov jednej generacie
(rodicia) vzniknu jedinci novej generdcie (potomkovia). Novd generdcia znova umoznuje
krizenie jedincov, ¢im vznikne dalSia generacia. Jedna populécia jedincov sa obvykle sklada
z viacerych generacii. Pre kazdt novi generédciu plati:

e Pocet chromozémov je rovnaky.
e Krizenim a mutaciou vznikaji nové chromozomy.

e Chromozdémy s nizkym ohodnotenim st nahradeni chromozdémami s vys$sim ohodno-
tenim. Preziju ti najlepsi.

Fitness

Fitness, tiez biologickd zdatnost, vyjadruje cenu jedinca z hladiska evoltcie. Vyjadruje
schopnost konkrétného jedinca prisp6sobit sa prostrediu v ktorom sa nachadza, prezif v
iom a predat svoje gény dalsim generdciam. Cim vyssia hodnota fitness, tym lepsi jedinec
je. Tato hodnota je stanovena z fenotypu v reakcii na zivotné prostredie. Kazda fitness
funkcia by mala spliiat nasledujiice poziadavky [11]:

e Fitness funkcia by mala byt jasne definovana. Uzivatel by mal byt schopny jasne
pochopit, ako sa vypocita hodnota fitness.

o Fitness funkcia by sa mala vykonavat efektivne. Ak sa funkcia fitness stdva prekazkou
algoritmu, celkova ucinnost genetického algoritmu sa znizi.

e Fitness funkcia by mala kvantitativne hodnotif vhodnost daného riesenia pri rieseni
zadaného problému.

o Fitness funkcia by mala generovat intuitivne vysledky. Najlepsi/najhorsi kandidati by
mali mat najlepSie/najhorsie ohodnotenie.



2.2 Priebeh genetického algoritmu

Geneticky algoritmus sa skladd z viacerych krokov, kde kazdy krok plni tlohu, ktora simu-
luje urcity evoluény proces z prirody. Tymito krokmi si:

tvorba pociatocnej populécie,
ohodnotenie jedincov a populécie,
vyber rodicov/reprodukcia,
krizenie/rekombinécia,

mutécia,

tvorba novej populacie.

Schému priebehu genetického algoritmu moézeme vidiet na obrazku 2.1. Opakovanim
tychto krokov dostatoc¢ne dlho moézeme néjst hladané riesenie alebo najlepsie riesenie, ktoré
sa hladanému najviac priblizuje.

START

Tvorba pociatoénej populécie
P(t=0)

v

rq Ohodnotenie P(t)

Y

Je splnen4 ukoncovacia podmienka? )
4no
¢ nie

Vyber rodicov z P(t) KONIEC

v

Rekombinacia - tvorba potomkov

v

Mutacia potomkov

v

Tvorba novej populacie P(t+1)

v

t=t+1

Obr. 2.1: Obecna schéma genetického algoritmu



2.2.1 Tvorba pocdiatoc¢nej populacie

Pociatoéna populacia je tvorend dopredu urcenym poctom jedincov a jedinci si obvykle
generovani ndhodne. V pripade, ze chceme generovat jedincov blizkych optimalnému riese-
niu, moézeme vyuzit heuristiku, ktora to umozni. Nahodne generovani jedinci nie st vhodni
pri praci s obmedzeniami, kedy jedinci nesmi byt ndhodni ale pripustni. Preto je nutné
vytvorit vlastny sposob tvorby pociatocnej populécie pre konkrétny problém.

Pocet jedincov v populécii zavisi na rieSenom probléme, typicky ale populacia obsahuje
stovky az tisicky jedincov, pretoze z biolégie je zname, ze malé populécie pravdepodobne za-
nikni kvoli nedostatku dostatocnej genetickej rozmanitosti [2]. Vsetci jedinci maji rovnaka,
predom uréend, dizku.

2.2.2 Ohodnotenie

Hodnotime jedincov a populdciu. Ohodnotenie jedinca spociva v porovnani, ako velmi sa
rieSenie najdené tymto jedincom lisi od optiméalného, spravného riesenia daného problému.
Funkcia, ktorej hodnota udava kvalitu riesenia sa vold fitness funkcia. Jej hodnota sa musi
zvysovat s kvalitou riesenia.

Ohodnotenie populacie udava priemernd hodnota z hodnét fitness funkcii vSetkych je-
dincov populécie. V pripade, ak sa fitness funkcia v priebehu niekolkych generacii nezmenila,
ukonc¢ime riesenie.

Riesenie taktiez ukonc¢ime, ak bol dosiahnuty dopredu dany pocet iteracii, ktory urcoval,
kolko krat budeme vytvarat nova populaciu. Pocet iteracii teda udava pocet generacii, ktoré
algoritmus vytvori v priebehu riesenia. V optimalnom pripade algoritmus skonc¢i najdenim
hladaného riesenia, ¢ize jedinca, ktory predstavuje toto riesenie.

Ohodnotenie jedincov sluzi aj pri vybere rodicov. Zatial ¢o v prirode jedinci medzi
sebou sutazia v prirodzenom prostredi a rodi¢mi sa stavaju ti najlepsi z nich, v genetickych
algoritmoch, ¢ize v umelom prostredi, musi byt tato sitaz napodobnend inymi metédami.
Na to sluzi fitness, ktord pri vybere rodi¢ov nahradzuje prirodzeny vyber. Jedinci s vyssou
hodnotou fitness byvaju pri vybere uprednostriovani.

2.2.3 Reprodukcia
Vyber rodicov (Selekcia)

Vyber rodic¢ov, selekcia, spociva vo vybere dvojice jedincov z populacie, ktori vzajomnym
krizenim vytvoria nového jedinca, potomka. Moze sa jednat o jedného alebo viacerych
potomkov. Aby sa kvalita populécie s kazdou novou generaciou zlepsovala a doviedla nas az
k hladanému rieseniu, vyber rodi¢ov musi simulovat prirodzeny vyber jedincov z prirody,
teda vyber tych najlepsich.

Prirodzeny vyber dosiahneme vyberom najzdatnejsich jedincov, k ¢omu napoméha se-
lektivny tlak. Selektivny tlak potlacuje podpriemernych jedincov a naopak zvyhodnuje je-
dincov nadpriemernych. K hodnote fitness funkcie u nadpriemernych jedincov pripocita
kladni hodnotu a naopak slabym jedincom z hodnoty fitness uberie. Mézeme si to vysvetlit
na priklade, kde mame troch jedincov a ich fitness hodnoty st 0.1, 0.4 a 0.5. Pouzitim
selektivneho tlaku (napriklad s hodnotou 2) sa fitness hodnoty prepocitaji na 0, 0.33 a
0.66. Ako mozeme vidiet, selektivny tlak potlacil slabsieho jedinca (0.1—0) a zvyhodnil
najlepsieho (0.5—0.66).

Pri spravne nastavenom selektivnom tlaku algoritmus velmi rychlo konverguje k sprav-
nemu rieseniu. Nizky selektivny tlak moéze sposobit, Ze sa kvalita populacie nebude dosta-



tocne zlepsovat, naopak by ale vysoky selektivny tlak mohol sposobif, ze budt vybrani iba
jedinci, ktorych riesenie bude viest do lokdlného optima. Je preto ddlezité, zvolit spravnu
hodnotu selektivneho tlaku, aby algoritmus dostatocne rychlo konvergoval k hladanému rie-
Seniu, ale aby neskizol do lokalného optima potlacenim slabsich jedincov, ktori vsak mo6zu
predat potomkom spravne gény na najdenie globdlného optima.

Globalne optimum je bod, ktorého fitness hodnota presahuje hodnotu akéhokolvek
iného hodnotenia (alebo je prekrocend kazdou inou hodnotou, ak minimalizujeme) [2].

Lokalne optimum je bod, ktory ma vlastnost, ze v jeho okoli sii iba jedinci s nizsim
ohodnotenim, ale nie je globdlnym optimom. Rozdiel mézeme vidiet na obrazku 2.2.

globdlne
maximum
lokdlne
\ maximum
g lokalne
globdlne ..
. minimum
minimum

Obr. 2.2: Globéalne a lokdlne optimum

Vyber rodicov, selekciu, mézeme rozdelit na dva kroky. Po prvé, prepocitame hodnoty
fitness funkcie na pravdepodobnosti vyberu jedincov ako rodi¢ov, bud podla proporcii fitness
alebo podla poradia. Po druhé, nasleduje skutocny vyber rodi¢ov pomocou niektorého z
nasledujucich algoritmov (ruleta, stochastické univerzalne vzorkovanie, vyber elity, turnaj).

Prepocitavanie podla proporcii

Prepocitavanie podla proporcii je geneticky operator sltziaci na vyber jedincov, ktori s
potenciondlne uzito¢ni na krizenie. Fitness funkcia priradi vSetkym jedincom ich vhodnost.
Uroveti vhodnosti sa pouziva na spajanie pravdepodobnosti vyberu s kazdym jednotlivym
jedincom. Najznamejsim predstavitelom prepocitavania podla proporcii je algoritmus Ru-
lety.

Prepocitavanie podla proporcii mozeme vyjadrit ako vztah

Prrop(i) = =1 ke

>_ 1@

1 - index jedinca
f(i) - hodnota fitness funkcie i-tého jedinca
n - pocet jedincov v populécii

10



Prepocitavanie podla poradia

Populécia je zoradena podla objektivnych hodnot. Fitness priradend kazdému jedincovi
zavisi len na jeho pozicii v kategorii jednotlivcov a nie od skutoc¢nej objektivnej hodnoty.
Zatial ¢o medzi velkostou ohodnotenia jednotlivych jedincov mézu byt velké rozdiely, pou-
zitim poradového ¢isla dojde k zrovnomerneniu pravdepodobnosti vyberu. Poradie zavadza
jednotnt mierku v celej populacii a poskytuje jednoduchy a Géinny sposob kontroly selek-
tivneho tlaku.

Prepocitavanie podla poradia, ak sa obmedzime iba na linedrne hodnoty, je dané vztahmi

_2-SP+2x(SP—1)*(i—1)

firli) = T ,

Pi) = -2 e

> fuli)
=1

i - index jedinca (podla pévodnej hodnoty fitness funkcie)
f(@) - hodnota prepocitanej fitness funkcie

SP - selektivny tlak

n - pocet jedincov v populécii

Ruleta

Ruletu si mézeme predstavit podobne ako ruletu v kasine. Jedno koleso, ktoré je po obvode
rovnomerne rozdelené na rovnaké casti, kde kazdd Cast reprezentuje jedno ¢islo. V gene-
tickych algoritmoch si vsak vyseky kolesa rulety imerné prepocitanym hodnotam fitness
funkcii pre jednotlivych jedincov. Jedinci s vyssou hodnotou fitness funkcie, budt na ru-
lete zaberat vacsiu cast, ¢im stupne pravdepodobnost ich vyberu. Priklad rulety s tromi
jedincami moézeme vidiet na obrazku 2.3.

Vyber rodi¢ov spociva v roztoceni rulety. Kazdym tocenim vyberdme jedného rodica.
Mbozeme si predstavit, Ze na jedno miesto na rulete ukazuje sipka. Po roztoceni a néasled-
nom zastaveni rulety ukazuje sipka na vybraného jedinca. Aby sme ziskali potrebny pocet
rodicov, musime koleso rulety roztocit tolko krat, kolko rodi¢ov chceme.

Jedinec1

B Jedinec2
[ Jedinecs

Obr. 2.3: Ruleta
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Stochastické univerzalne vzorkovanie

Podobne ako v predchadzajicom algoritme, aj tu slizi na vyber rodicov ruleta. Vyseky
kolesa s znova imerné prepocitanym hodnotam fitness funkcii pre jednotlivych jedincov.

Vyber rodicov je ale odlisny od predchéddzajiceho. Na koleso rulety ukazuje tolko sipiek,
kolko potrebujeme rodi¢ov. Sipky st rovnomerne rozmiestnené okolo rulety a po dotoceni
rulety, ukazuja sipky na vybranych rodi¢ov, ¢o mézeme vidief na obrazku 2.4. To znamen4,
Zze sa na jedno otocenie vyberi vSetci potrebni rodicia, narozdiel od predchidzajiceho
algoritmu, kde bol pocet rodi¢ov rovny poc¢tu toceni.

Jedinec 1

B Jedinec2
[ Jedinec3

Obr. 2.4: Stochastické univerzalne vzorkovanie

Vyber elity

Jedinci st zoradeni vzostupne podla hodnoty ich fitness. Vznikne poradie, ktoré sa vyuziva
pri vybere rodi¢ov. Rodiémi sa stan jedinci, ktory sa nachadzaji na vrchole tohto poradia,
obvykle 10% az 50% z nich.

Vyber elity potlacuje vplyv nadpriemernych jedincov. Zatial ¢o v selekcii, ktord vyuziva
proporcionélne rozdelenie jedincov, by nadpriemerny jedinec zabral najvacsiu cast rulety
a pravdepodobnost jeho vyberu by bola taka velkd, ze by ostatni jedinci nemali Sancu, v
selekcii podla poradia by nadpriemerny jedinec zabral prvi priecku a aj slabsi jedinci by
dostali Sancu, pretoze by boli v poradi hned za nim.

Vyber podla poradia taktiez napoméha udrziavat selektivny tlak. Hlavne ku koncu vy-
poctu, ked st zmeny medzi jedincami naozaj nepatrné pretoze v populacii prevladaju zdatni
jedinci.

Turnaj

Téato metdda je inSpirovana prirodou, kedy jedinci musia stiperit o pravo byt rodi¢mi. Po-
pulacia je rozdelena na niekolko skupin, kde st jedinci vyberani ndhodne. Pocet skupin sa
odvija od celkového poctu jedincov v populacii a od velkosti turnaja. Po rozdeleni je z kaz-
dej skupiny vybrany jedinec s najlepsim ohodnotenim, najvyssou hodnotou fitness, ktory
sa stane rodicom.

Turnaj zachovava rozmanitost populécie, pretoze do skupiny mézu byt ndhodne vybrani
aj horsi jedinci a jeden z nich sa musi stat rodicom. Turnajovy vyber mdzeme pouzit v
pripade, ked zadané riesenie rychlo konverguje k lokélnému optimu.
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2.2.4 Rekombinacia

Rekombinacia, teda krizenie, znac¢i produkovanie novych jedincov z informacii, ktoré sa
nachadzaju v génoch rodicov. Spociva vo vzajomnej vymene urcitych ¢asti chromozémov.
Méme viacero druhov krizeni:

e jednobodové kriZenie - najjednoduchsi sposob krizenia. Nahodne je vybrané jedno
miesto krizenia a potomok vznikne tak, ze vSetko pred tymto miestom je prekopirované
z prvého rodica a vsetko za tymto miestom je prekopirované z druhého rodica.

1.rodic: abcde|fgh
2.rodic: abcde|fgh
l.potomok: abcde|fgh
2.potomok: abcde|fgh

e viacbodové kriZenie - obsahuje viacero miest kriZenia, minimélne aspon dve. Po-
tomok vznikne tak, ze vsetko od zaciatku po prvy bod kriZenia je prekopirované od
prvého rodica, vsetko od prvého miesta krizenia po druhé miesto krizenia je preko-
pirované od druhého rodica, vsetko od druhého miesta kriZzenia az po koniec alebo
dalsie miesto krizenia je znovu prekopirované od prvého rodica, atd. Maximalny pocet
miest krizeni pre n génov je n — 1.

l.rodic: ablcde|fgh
2.rodic: ablcde|fgh
l.potomok: ab |cde|fgh
2.potomok: ab |cde|fgh

e uniformné kriZenie - kazdy binarny gén sa s urcitou pravdepodobnostou prenesie
bud od prvého alebo druhého rodic¢a. Tato pravdepodobnost je pevne stanovena a
vacsinou sa jej hodnota rovné 0.5. To znamena, Ze je 50% pravdepodobnost, Ze sa gén
prenesie od prvého rodica a 50% pravdepodobnost, Ze sa prenesie od druhého.

1.rodic: abcdefgh
2.rodic: abcdefgh
l.vyber: 12112112
2.vyber: 22121211

l.potomok: abcdefgh
2.potomok: abcdefgh

e aritmetické kriZenie - pouziva sa pri génoch s redlnymi hodnotami. Vybera hod-
noty jednotlivych génov ndhodne z oboch rodi¢ov s uniformnym pravdepodobnostnym
rozlozenim koeficientu a;:

gio1 = gflai +gf2(1 —a;) a; € [—0.25,1.25]
gio2 = gZPI(l — ai) + gZ-PQCLZ‘

g; - hodnota génu ¢
Pj - rodi¢ (parent), j = 1,2
Oy, - potomok (offspring), k = 1,2
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e heuristické krizenie - pouziva sa pri génoch s redlnymi hodnotami. Vybera hodnoty
jednotlivych génov z rodicov podla ndhodne zvoleného koeficientu r €< 0,1 >:

Ol = Pbetter + 7ok (Pbetter - Pworse)
02 = Pbette'r

P; - rodi¢ (parent), j = better, worse( foetter > fworse)

Oy, - potomok (offspring), k = 1,2

e kriZenie v permutac¢nych problémoch - pouziva sa pri problémoch, kde nemo6zeme
jednoducho zobrat jednu cast génov od prvého rodica a druht ¢ast od druhého rodica,
pretoze by riesenie dané tymto jedincom nedavalo zmysel. Napriklad, pri probléme
obchodného cestujiceho, by sa mohlo stat, ze niektoré mesta nenavstivi ani raz a
niektoré dokonca dvakrat. Tieto problémy sa preto riesa odlisne, napriklad pouzitim
indexovych tabuliek alebo PMX.

Krizenie aplikujeme na vsetkych vybranych rodi¢ov. V priebehu genetického algoritmu
krizenie nemenime, to znamena, ze kazdéa generacia sa krizi rovnakym sposobom.

2.2.5 Mutéacia

Mutacia je zmena genetického materidlu. V genetickych algoritmoch ju chdpeme napriklad,
ako zmenu hodnoty ndhodne vybraného génu u ndhodne vybraného potomka. Mutacia ma
predom dant malt pravdepodobnost. Vac¢sinou sa pohybuje v rozmedzi 0.001 - 0.05, pricom
ju mézeme vyratat ako P = —, kde n je pocet jedincov v populacii.

V pripade, zZe sa jedinec skladé z binarnych hodnoét 0 a 1, mutacia znamena invertovanie
hodnoty jedného bitu. Bit s hodnotou 0 sa invertuje na 1 a naopak bit s hodnotou 1 sa
invertuje na 0. Pri jedincovi, ktory obsahuje realne hodnoty, muticia znamend, ze sa k
hodnote génu pripoc¢ita maléd, ndhodnd redlna hodnota. Jej velkost je maximéalne 10% a
moze byt aj zdporna.

2.2.6 Tvorba novej populacie

Nova populacia nahradi predchéddzajicu populaciu. Podla poc¢tu povodnych jedincov, ktori
st v novej generacii nahradeni, hovorime o troch typoch modelov:

e Inkrementacny model - v novej populacii je nahradeny potomkom jediny jedinec po6-
vodnej populécie.

e Generacny model - vsetci jedinci povodnej populécie st v novej populacii nahradeni
potomkami.

e Modely s prekrytim generacii - v novej populacii je nahradena potomkami cast je-
dincov povodnej populacie. Inkrementac¢ny model a genera¢ny model st extrémnymi
pripadmi tohoto modelu.
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Kapitola 3
Riesené problémy

Tato kapitola popisuje jednotlivé problémy, ktoré boli pouzité pri demonstracii genetického
algorimu v programe GA. Jedné sa o problém obchodného cestujiiceho, splnitelnost logickych
formul a hladanie maxima/minima funkcie.

3.1 Problém obchodného cestujiiceho

Problém obchodného cestujticeho, angl. traveling salesman problem - TSP, je obtiazny
diskrétny optimaliza¢ny problém. Matematicky vyjadruje a zobecnuje tilohu néjdenia najk-
ratsej moznej cesty medzi vSetkymi zadanymi bodmi.

Definicia - Nech existuje n miest, medzi nimi cesty o zndmych dlzkach. Ulohou je
ndjst najkratsiu mozni trasu, ktord bude prechddzat vsetkymi mestami a vrdti sa naspdt do
vijchodzieho mesta.

Problém obchodného cestujiceho je klasifikovany ako NP-uplny, ¢ize so vzrastajicim
poctom miest rastie exponencialne ¢as riesenia. Preto problém nespociva v najdeni najkrat-
Sej cesty, ale v najdeni ¢asovo efektivného algoritmu na nédjdenie najkratsej cesty. Kedze sa
jedna o NP-uplny problém, nepredpoklada sa ndjdenie deterministického algoritmu, ktory
néjde optimalne rieSenie v polynomialne obmedzenom case. Zatial takyto algoritmus nie
je znamy, vziklo vSak velké mnozstvo aproximacnych algoritmov. Riesenie pomocou tychto
algoritmov je sice horsie, ale ndjdeme ho v prijatelnom case.

TSP mé vyuzitie pri planovani, v logistike ¢i vyrobe mikrocipov.

3.1.1 Problém obchodného cestujiiceho v teodrii grafov

V teérii grafov jednotlivé mesta predstavuji vrcholy. Prepojenia medzi tymito mestami s
hrany. Ide o hranovo ohodnoteny suvisly graf G = (V, H), v ktorom hladdme hamiltonovska
kruznicu, ktorda ma ¢o najmensi sucet ohodnoteni hran.

Hamiltonovska kruznica je taky podgraf, ktory je kruznica a obsahuje vsSetky vrcholy
povodného grafu.

Ulohou obchodného cestujiceho je teda néjst ¢o najkratsiu hamiltonovskd kruznicu.

3.1.2 Riesenie TSP pomocou genetickych algoritmov

Pri rieseni problémov pomocou genetickych algoritmov je dolezité zvolit spravnu repre-
zentaciu jedincov. Problém obchodného cestujiceho sa radi k problémom usporiadania,
ktoré pouzivaju permutacné kédovanie, ¢o znamena, ze jedinec obsahuje retazec Cisel alebo
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pismen, kde kazdé ¢islo/pismeno znaéi poradie. Tento retazec nazyvame chromozém. Napri-
klad jedinec s chromozém 5-2-1-4-3 predstavuje rieSenie problému, kde obchodny cestujici
prechiadza mestami v nasledujicom poradi: vychadza z mesta ¢islo pét, pokracuje cez mesto
¢islo dva, potom cez mesto Cislo jedna, pokracuje cez mesto ¢islo Styri do mesta ¢islo tri,
odkial prichddza do mesta ¢islo pat, z ktorého vychadzal.

Tvorba pociato¢nej populacie

Pri probléme obchodného cestujiceho je pociatoéna populédcia vytvorend dopredu danym
poctom jedincov. Tito jedinci st generovani ndhodne. Ich dlzka je rovnd poétu miest, kto-
rymi musi obchodny cestujici prejst. Dizka preto nemédze byt premenlivy parameter algo-
ritmu. Jednotlivé gény obsahuji ndhodne ¢isla od 1..n, kde n je pocet miest. Kazdé ¢islo
sa musi v jedincovi nachadzat prave raz.

Ohodnotenie

Fitness funkcia konkrétneho jedinca je vypocitand ako vzdialenost, ktort obchodny cestu-
juci prejde pocas cesty, ktora je reprezentované tymto jedincom. Cim kratsia je vzdilenost,
ktort musi cestujuici prejst, tym lepsie je riesenie reprezentované tymto jedincom a tym je
teda vyssie aj jeho ohodnotenie.

Selekcia

Selekcia pri probléme obchodného cestujiceho prebieha rovnako ako pri zdkladnom ge-
netickom algoritme. Mo6zeme vyuzit rovnaké typy selekcie, napriklad ruletu, stochastické
univerzalne vzorkovanie, vyber elity alebo turnaj.

Rekombinacia

Pri rekombinacii, teda krizeni, nie je mozné pouzit vSetky typy krizenia. Krizenia, ktoré
vezmu jednu Cast génov (napriklad prvé tri gény) z jedného rodica, druhu cast (napriklad
zvy$né tri gény) z druhého rodic¢a nie si vhodné. K tymto krizeniam patri jednobodové,
viacbodové, uniformné, aritmetické a heuristické krizenie. Nie je mozné ich pouzit, pre-
toze riesenia, ktoré vznikni tymito krizeniami nemusia dévat zmysel. Nemdzeme pomocou
viacbodového kriZenia pri probléme obchodného cestujiceho krizif jedinca s chromozém
5-2-1-4-9-6-7-3-8 a jedinca s chromozémom 1-6-3-5-2-7-8-9-5. Pretoze pre akékolvek miesta
krizenia, by sme dostali nevalidné riesenie.

1.rodic: 5211496 | 738
2.rodic: 1635271894
1.potomok: 521‘527‘738

2.potomok: 163|496 |894

Moézeme vidiet, Ze obaja vzniknuti jedinci nie st validni, pretoze ich trasa neprechadza
vSetkymi mestami. Niektorymi neprechéddza vébec, niektorymi prechéddza viac krat.

Pri probléme obchodného cestujiceho sa preto na rekombinaciu pouziva operator kri-
Zenia s Ciastoénym zobrazenim, angl. partially-mapped crossover - PMX. Tento operator
zachovava tseky miest a ¢iastocne aj ich poradie, ¢o je pri rieSseni TSP vyhodou. Funguje
tak, Ze sa Cast jedného refazca namapuje na ¢ast druhého refazca a zostavajica informéacia
sa vymiena.
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Pre lepsie pochopenie krizenia s ¢iasto¢nym zobrazenim poslizi nasledujici priklad s
podrobne popisanym postupom [12].

1. V jedincoch, ktori sa stant rodi¢mi, PMX nahodne vyberie dve miesta krizenia.

lrodic: 5211496 | 738
2rodic: 163|527 |1894

2. Potomkovia budt obsahovat podretazec, ktory PMX zameni medzi rodi¢mi.

527
496

l.potomok: x x x
2.potomok: X X x

XXX
XXX

3. PMX urc¢i vztah mapovania. Vztah mapovania je nasledujici: 4 <+ 5,9 <> 2,6 <> 7. To
znamend, ze sa mesto s ¢islo styri namapovalo na mesto s ¢islom pat, mesto s ¢islom
devit na mesto s Cislom dva a mesto s ¢islom Sest na mesto s ¢islom sedem. Zvysné
mesté, oznacené v potomkoch ako x, si vyplnené podla pévodného rodic¢a. Prvy po-
tomok je vyplneny prvym rodic¢om, druhy potomok je vyplneny druhym rodi¢om. Ak
sa vSak mesto v potomkovi uz nachéddza, je nahradené podla vztahu mapovania.

l.potomok: 491 |527|638
2.potomok: 173 (496|825

Mbozeme vidiet, ze obaja potomkovia obsahuji vSetky mestd prave raz, ¢ize pri PMX nena-
stava problém ako pri inych krizeniach, a preto je vhodné pre problém obchodného cestu-
juceho.

Mutacia

Existuje vela druhov mutdcie, niektoré su zndme a pouzivané, iné nie [13].
Mutacia vlozenia - ndhodne vyberte dva gény. Druhy gén potom vlozte za prvy gén
a zvysok chromozému odsurte.

Pred mutaciou: 491527638 — Pomutacii: 491352768
Inverzna mutacia - ndhodne vyberte dva gény. Invertujte retazec medzi nimi.
Pred mutaciou: 491527638 — Pomutacii: 491672538

Mutacia zamiesania - vyberie sa podretazec a gény sa v nom nahodne usporiadaji,
premiesaju.

Pred mutéciou: 491527638 — Pomutacii: 493725168
Mutacia vymeny - vybert sa nadhodne dva gény a vymeni sa ich pozicia.

Pred mutaciou: 491527638 — Pomutacii: 493527618

Tvorba novej populacie

Tvorba novej populacie sa, podobne ako selekcia, nelisi od tvorby populécie vo vSseobecnom
probléme rieSsenom genetickym algoritmom.
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3.2 Splnitelnost logickych forminil

Pri logickych formulach riesime problém, ktory sa nazyva splnitelnost, angl. satisfiability
(SAT). Splnitelnost v logike predstavuje odpoved na otézku, ¢i je zadana formula pravdiva,
teda splnitelnd. Formula je zapisand pomocou boolovskych operacii, ktorymi st AND (A),
OR (V) a NOT (—) [10].

SAT je NP-uplny problém, ¢o znamend, Ze nepozname ziadny efektivny algoritmus,
ktory riesi vsetky SAT problémy v polynomidlnom case.

V tedrii zlozitosti predstavuje otazka splnitelnosti rozhodnutie, ¢i pre vsetky premenné
v zadanej formule existujui hodnoty TRUE alebo FALSE v takej kombindcii, aby celd formula
nadobudla hodnotu TRUE. Ak takato kombindcia existuje, formulu oznac¢ime za splnitelni,
ak neexistuje, formula je nesplnitelnd. Nesplnitelna formula méze byt napriklad

a A —a,

kedy by premennd a musela siicasne nadobtudat hodnoty TRUE aj FALSE, aby bola formula
splnitelna. Problém, ¢i je zadana formula splnitelnd alebo nie, predstavuje klicovu tlohu v
mnohych oblastiach informatiky (teoretickd informatika, algoritmizacia, umeld inteligencia,
a pod.).

Pri rieseni problému splnitelnosti logickych formul sa stretneme s pojmami literdl a
klauzula. Literal je premennd alebo negacia premennej. Napriklad a je pozitivny literdl a
—b predstavuje negativny literdl. Klauzula je disjunkcia literdlov a moze vyzerat napriklad
ako a V —b. Formula sa teda sklada z klauzil a literdlov. Napriklad formula

F=(aV-bA(-aVeVd)A(bVd)

je formula so Styrmi premennymi a tromi klauzulami. Tato formula sa taktiez nachadza v
konjuktivnej normélovej forme (CNF), pretoze vSetky klauzule si spolu v konjunkcii (AND,
A) a kazda jedna klauzula je disjunkcia (OR , V) literdlov. Plus plati, ze je kazdy literal
premennd alebo jej negédcia (NOT, —).

3.2.1 Riesenie SAT pomocou genetickych algoritmov

Ako bolo uvedené uz pri probléme obchodného cestujiceho, dolezité pri rieSeni problémov
pomocou genetickych algoritmov je zvolit spravnu reprezentaciu jedincov. Problém splni-
telnosti nevyzadoval ziadnu Specidlnu dpravu reprezenticie chromozému. Chromozém je
jednoducho reprezentovany bitmi 1 alebo 0 a jeho velkost zavisi od po¢tu premennych vo
formuly. To znamend, Ze chromzém s bitmy 1011 predstavuje v poradi premenné a, b, ¢ a
d s hodnotami TRUE, FALSE, TRUE a TRUE. Tento jedinec by bol rieSenim napriklad formule

(aV=bV-c)Ad,

pretoze cela formula vdaka hodnotam premennych, ktoré reprezentuje tento jedinec, nado-
bida hodnotu TRUE. Jedna formula ale nemusi mat iba jedno spravne riesenie. Jedincov,
ktori reprezentuju spravne riesenie méze byt viac. Pre tuto formulu to moézu byt okrem
spominaného jedinca aj jedinci 1101, 1001, 0001, 0101 alebo 0011, pretoze vSetci obsahuju
takd kombindciu premennych, pri ktorych formula nadobida hodnotu TRUE.

Jedinec taktiez nemusi byt rieSenim iba jednej formule. Jedinec 1011 je okrem vyssie
spomenutej formule riesenim aj pre formulu a A (=bV ¢) A d, popripade inym.
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Tvorba pociatocnej populacie

Pri probléme splnitelnosti logickych formil je pociatoénd populacia vytvorend dopredu
danym poctom jedincov. Tito jedinci st generovani ndhodne. Ich dizka je rovné poctu
premennych, ktoré sa nachidzaji vo formuly. Dizka preto nemoze byt premenlivy parameter
algoritmu. Jednotlivé gény obsahuji nahodne ¢isla 1 alebo 0, kde 1 reprezentuje hodnotu
TRUE a 0 hodnotu FALSE.

Ohodnotenie

Fitness funkcia konkrétneho jedinca je vypocitana ako pocet klauzil, ktoré tento jedinec
vyriesi s tym, ze klauzula nadobudne hodnotu TRUE. V pripade, ze vSetky klauzule nado-
budnt hodnotu TRUE, znamen4 to, e jedinec je rieSsenim zadanej formule. Cim lepsie je
rieSenie reprezentované tymto jedincom, tym je vyssie jeho ohodnotenie. Najvyssia mozna
hodnota fitness je rovnd poc¢tu klauzil vo formule. Pre formulu (a VvV b) A (=bV ¢) A (dV —d)
by bola najvyssia mozna hodnota fitness funkcie tri, pretoze sa dana formula skladd z troch
klauzul a jedinec musi vyriesit vSetky tri klauzule aby bol riesenim celej tejto formule.

Selekcia

Selekcia pri SAT prebieha rovnako ako pri zdkladnom genetickom algoritme. Neboli po-
trebné ziadne Specidlne tpravy, ¢ize mozeme vyuzif rovnaké typy selekcie, ktorymi si na-
priklad ruletu, vyber elity alebo turnaj.

Rekombinacia

Pri rekombinécii, teda krizeni, je mozné opéf pouzif vSetky typy krizenia, ktoré mozeme
pouzit aj v obecnom genetickom algoritme. Kedze je jedinec reprezentovany bitmi 1 a 0,
nie je problém pouzit jednobodové, viacbodové alebo uniformné krizenie, pretoze jedinec,
ktory vznikne je aj nadalej validny.

Mutacia

Mutécia prebieha rovnako ako pri vSeobecnom genetickom algoritme, neboli potrebné ziadne
upravy. Invertuje sa hodnota jedného génu, ktory bol ndhodne vybrany z jedinca, ktory bol
taktiez zvoleny nahodne. Invertovanim génu je myslend zmena hodnoty z 0 na 1 alebo z 1
na 0.

Tvorba novej populacie

Tvorba novej populécie sa nelisi od tvorby novej populdcie vo vSseobecnom probléme rie-
senom genetickymi algoritmami. Novt populaciu moézeme opat vytvorit tak, ze zo starej
populdcie nechame vsetkych jedincom okrem najhorsieho, ktorého nahradime novym je-
dincom (inkrementacny model), alebo nahradime celit populdciu (generacny model), alebo
jednu cast jedincov zachovame a druhi ¢ast jedincov nahradime novymi jedincami (model
s prekrytim generacif).
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3.3 Hladanie minima alebo maxima funkcie

Pri funkciach hladdme minimum alebo maximum danej funkcie. Ak méame zadant napri-
klad funkciu f = 22 + 3? minimum alebo maximum funkcie zistime tak, Ze dosadzame za
Pre tiito konkrétnu funkciu je minimum v bode [0, 0], pretoze 0% + 02 = 0 a pre vSetky iné
hodnoty, je vzdy vysledok vécsi ako 0. Pri maxime tejto funkcie, je to trochu kompliko-
vanejsie, kedze vieme, ze sa maximum blizi nekonec¢nu. Znamena to, ze nikdy nendjdeme
skutoéné maximum tejto funkcie, ale mézeme sa k nemu coraz viac priblizovat.

3.3.1 Riesenie funkcii pomocou genetickych algoritmov

Pri hladani minima, ¢i maxima funkcie je dolezité zvolit spravnu reprezentiaciu jedincov.
KedZe sa jedna o hodnoty s desatinnymi miestami, musela byt zvolena ina ako binarna re-
prezentacia jedinca. Zadanému problému vyhovuje reprezentacia hodnotou, konkrétne desa-
tinnym ¢islom. Chromozém je tvoreny dvoma génmi, kde prvy reprezentuje x-ovii hodnotu
a druhy y-ovi hodnotu. Chromozém moze vyzerat napriklad ako dvojica ¢isel 3.16, —4.67.

Tvorba pociatocnej populacie

Pri funkcidch je pociatoénad populacia vytvorena dopredu danym poctom jedincov. Tito
jedinci st generovan{ ndhodne a ich dizka je rovnd poétu premennych, ktoré sa nachddzaji
vo funkcii. Poc¢et premennych vSak bol obmedzeny na dva, pretoze sa moézu pouzivat iba
funkcie s dvoma premennymi. Dizka preto nemédze byt premenlivy parameter algoritmu.
Jednotlivé gény obsahuju ndhodne desatinné ¢isla v zadanom intervale.

Ohodnotenie

Fitness funkcia konkrétneho jedinca sa vypocita tak, ze sa vyhodnoti zadanéd funkcia do-
sadenim hodnot za premenné x a y. Tieto hodnoty st reprezentované génmi jedinca. V
pripade, Ze hladdme maximum funkcie, fitness hodnota je vysledok funkcie. Cim je vyssia
hodnota fitness funkcie, tym je lepsi jedinec.

V opac¢nom pripade, ak hladdme minimum funkcie, fitness funkcia je prevratena hodnota
vysledku, ¢ize ﬁ, kde v je vysledok a k je mald ¢iselna konstanta, aby sa hodnota fitness
lahsie vycislovala pre v bliziace sa nule. Je to z dévodu, ze chceme nédjst ¢o najmensiu
hodnotu funkcie(minimum), ktord musi byt ohodnotend ¢o najvyssou fitness funkciou, a
preto musi byt fitness obratena. Cim je mensia hodnota vysledku funkcie, tym je vyssia
hodnota fitness funkcie a tym je aj lepsi konkrétny jedinec.

Selekcia
Selekcia pri funkcidach prebieha rovnako ako pri ostatnych riesenych problémoch. Mézeme
vyuzit rovnaké typy selekcie, napriklad ruletu, vyber elity alebo turnaj.

Rekombinacia

Pri rekombinécii, teda krizeni, by bolo mozné pouzit vsetky typy krizenia, ktoré vyuzivame v
obecnom genetickom algoritme, ale obvykle sa nepouzivajui. Pri rieseni problémov s realnymi
hodnotami st preto vyuzivané dva typy krizenia, aritmetické a heuristické. Navyse mozeme
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pouzit krizenie, ktoré je podobné aritmetickému krizeniu a spociva v priemere hodn6t oboch
rodicov. Priklad tvorenie jedinca pomocou priemeru:

1.rodic: 4.51 -3.25
2.rodic: 1.23  0.47
Potomok: 2.87 -1.39

Mutacia

Mutacia neprebieha rovnako ako pri vSseobecnom genetickom algoritme. Kedze sa jedné o
desatinné hodnoty, nie je mozné iba jednoducho invertovat gén. Preto mutdcia prebieha
tak, ze sa k nahodne vybranému génu bud pripocita alebo odpocita hodnota. Tato hodnota
je 10% z celkovej hodnoty, ktord bola vybrand na mutaciu.

Tvorba novej populacie

Tvorba novej populécie sa nelisi od tvorby novej populédcie v ostatnych problémoch. Opét
mozeme pouzit inkrementacény alebo genera¢ny model, pripadne model s prekrytim gene-
racie.

3.3.2 Riesenie funkcii pomocou algoritmu svetlusiek

Druhy sp6sob, ktorym je rieSené hladanie minima a maxima funkcie je algoritmus svetlusiek.
Svetluska je reprezentovand svojou poziciou v priestore, jasom a intenzitou svetla, ktoré
vyzaruje. V pripade, ze hladdme maximum funkcie, svetluska, ktorda ma najvyssiu intenzitu
je najblizsie k hladanému rieSeniu. V opac¢nom pripade, ak hladdme minimum funkcie,

Pociatoénd populacia svetlusiek je vygenerovand ndhodne, v zédvislosti na zadanom inter-
vale a jej velkost je dopredu urcena. Cely algoritmus prebieha spésobom, kedy porovnavame
postupne vsetky svetlusky a vzdy horsiu svetlusku posunieme smerom k lepsej. Svetlusky
sa tak postupne stale viac a viac priblizuju k hladanému rieseniu.
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Kapitola 4

Inteligencia skupiny

Inteligencia skupiny, angl. swarm intelligence (SI), je technika umelej inteligencie zalozend
na kolektivnom chovani decentralizovanych, samoorganizovanych systémov. Tyka sa teda
kolektivneho spravania viacerych interaktivnych agentov, ktori sa riadia jednoduchymi pra-
vidlami. Aj ked neexistuje centralizovand struktira riadenia, ktord urcuje ako sa maju
spravat jednotlivci, lokdlne interakcie medzi tymito agentami vedt ku vzniku zlozitého glo-
bélneho spravania [6]. Mnohé algoritmy st inSpirované zivo¢iSnymi organizmami alebo bio-
logickymi systémami. Hlavné vlastnosti algoritmu zalozeného na inteligencii skupiny mozno
zhrntf nasledovne:

e Zdielanie informacii medzi viacerymi agentami.

e Agenti maji samoorganizaciu a kolaborativnu evoltciu.

o Je vysoko efektivny pre svoje kolaborativne ucenie.

e Moze byt lahko paralelizovany pre praktické a real-time problémy.

Algoritmy inspirované inteligenciou skupiny si vhodné na riesenie optimaliza¢nych prob-
lémov, kde nie je vhodné pouzit analytické metdédy kvoli mnozstvu parametrov alebo zlo-
zitosti problému. St vhodné aj v pripadoch, kedy by vypocet klasickymi metédami trval
prilis dlho alebo, ak do detailov nepozname optimalizovant tlohu. Dokézu najst hladané
rieSenie, ktoré je globélne, avsak niekedy mozu taktiez skiznut do lokalnych extrémov.

Algoritmy zalozené na SI patria k sirsej skupine algoritmov nazyvanych biolégiou in-
Spirované algoritmy, zatial ¢o bioldgiou inspirované algoritmy st podmnozinou algoritmov
inspirovanych prirodou. Mnohé biolégiou inspirované algoritmy nepouzivaju priamo skupi-
nové spravanie. Je lepsie ich nazyvat biolégiou inspirované algoritmy, ale nie inSpirované
inteligenciou skupiny. K tymto algoritmom patria napriklad genetické algoritmy, ktoré st
inspirované biolégiou ale nie st zalozené na inteligencii skupiny.

Algoritmy inSpirované inteligenciou skupiny maji na zaciatku ndhodné rozmiestnenie
agentov po ploche. T1 sa nasledne za¢nu spravat podla presne definovanych pravidiel, ¢im
sa postupne dopracuju k pozadovanému rieseniu. Tieto pravidla zavisia od typu zivoc¢isnych
organizmov alebo biologickych systémov, ktorymi je algoritmus inSpirovany. Mo6ze to byt
napriklad roj ¢astic, mravcia koldnia, véeli roj, roj svetlusiek a iné.
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4.1 Optimalizacia mravcou koléniou

Optimalizécia mravcou koléniou, angl. ant colony optimization (ACO), je algoritmus zalo-
zeny na mravcej kolénii inspirovany chovanim mravcov. Konkrétne postupom, ktory pouzi-
vaju mravce pri hladani potravy. Ich snahou je ndjst najkratsiu cestu medzi ich mraveniskom
a zdrojom potravy. Mravce najprv ndhodne prehladavaja blizke okolie mraveniska. Kazdy
mravec pocas svojho pohybu vypusta na zem feromén, chemicku latku, na ktort dokazu
reagovat ostatné mravce. Mravec tato latku citi a pravdepodobnost vyberu jeho dalsej cesty
je umerna aktudlnej koncentracii feroménov na zaciatkoch moznych dalsich ciest.

Chovanie mravcom muselo byt prispésobené umelému prostrediu, a preto sa umelé
mravce liSia od tych skutoénych. Hlavné rozdiely su:

o Skuto¢né mravce sa pohybuji v prostredi asynchrénne, zatial ¢o pohyb umelych mrav-
cov je synchronizovany.

e Skuto¢né mravce sa pri navrate riadia feromoénovymi stopami, umelé mravce sa v
kazdom cykle vracaji po rovnakych cestach, po ktorych sa v tomto cykle pohybovali.

e Skuto¢né mravce vypustaju feromén neustdle, umelé mravce znackuji cestu feromoé-
nom iba pri navrate.

e Chovanie skuto¢nych mravcov je zalozené na implicitnom vyhodnocovani ciest. To
spociva v tom, ze pohyb po kratsich cestach trvd mravcom kratSiu dobu, a preto
ich mo6zu opakovat CastejSie, a tym sa mnozstvo feroménu na tychto cestach zvysuje.
Umelé mravee vyhodnocuju cesty explicitne, a to pri ndvratoch podla kvality a dizky
cesty.

e Skuto¢né mravce su prakticky slepé, umelé mravce zrak maju.
e Umelé mravce maji pamét.
e Prostredie, v ktorom sa umelé mravce pohybuju, je diskrétne.

ACO, ako meta-heuristika, popisuje celd triedu algoritmov (napr. Ant colony system,
Elitist ant system, Max-min ant system). Meta-heuristiku moézeme zjednodusene rozdelit
na tri postupy: vytvaranie rieSeni, aktualizdcia feroménu a vonkajsie zdsahy [1].

Vytvaranie rieseni spravuje koléniu mravcov, ktord paralelne a asynchrénne precha-
dza susednymi vrcholmi grafu a postupne buduje svoje riesenia. Pohybuju sa pomocou
stochastického rozhodovacieho postupu, ktory vyuziva feromoénove stopy a heuristické in-
forméacie. Tymto sp6sobom mravce postupne vytvaraju rieSenia optimaliza¢ného problému.
Akonéhle mravec dokonci zostavenie svojho riesenia, vyhodnoti ho a vysledna hodnota bude
pouzité vo fazi aktualizacie feromoénu.

Aktualizacia feroménu upravuje intenzitu feroménnovych stép na pouzitych cestach
v grafe. Intenzita sa bud zvysuje alebo znizuje. K zvySeniu dochédza, ak je stopa pouzivana
velkym mnozstvom mravcov. Naopak intenzita feroménov klesa v priebehu ¢asu, ak mravce
cestu pouzivaju malo alebo vobec. Feromoénova stopa teda zanechdva ostatnym mravcom
informéciu o preferovanej volbe.

Vonkajsie zasahy sliuzia k vykonaniu tprav vo vypocte, ktoré sa nedaju vykonavat na
urovnii mravcov. Tato faza nie je nutnd, ale pouziva sa k vylepseniam z globalného hladiska.
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4.2 Optimalizacia rojom castic

Optimalizécia rojom ¢astic, angl. particle swarm optimization (PSO), je optimaliza¢nd tech-
nika inSpirovand chovanim kidla vtdkov pri hladani potravy, ktord optimalizuje problém
itera¢nym skuisanim zlepsit riesenie vzhladom na dand mieru kvality. Riesi problém tak, ze
maé niekolko rieseni, reprezentovanych casticami, a pohybuje nimi v prehladdvanom pries-
tore pomocou matematickych vzorcov na vypocet polohy a rychlosti ¢astice. M4 niekolko
spolo¢nych rysov s genetickymi algoritmami:

e Pracuje s populdciami jedincov. Jedinci sa nazyvaju Castice. Castice predstavuju rie-
Senie problému, podobne ako chromozémy v GA.

o Ohodnotenie kvality ¢astic sa vykondva pomocou hodnotiacich (fitness) funkcii.
o Pociatocné rozmiestnenie castic v prehladdvanom priestore je ndhodné.

Kazda castica je definovand svojou polohou v n-rozmernom priestore, vektorom rychlosti
jej pohybu a pamitou predchadzajiceho tspechu pri hladani. Castice st ovplyviiované os-
tatnymi ispesnejsimi casticami v roji. Algoritmus pocita pohyb roja v diskrétnych ¢asovych
krokoch a neustdle upravuje hodnoty popisujiice ¢astice. Castica je tvorena:

e poziciou vo vyhladadvacom priestore,

fitness hodnotou na tejto pozicii,
o rychlostou (v skutoénosti posunutim), ktord sa pouzije pre vypocet dalsej pozicie,
o paméfou, ktora obsahuje najlepsiu poziciu, ktori doposial nasla castica,
o fitness hodnotou predchddzajiceho najlepsieho riesenia [3].

Vzorce pre vypocet polohy #* a rychlosti 7% ¢astice st:

2Rt 4+ At) = 2R (@) + TF(@) - At
TR+ At) = w -5 () Fep-rp - (FE — TF() + ¢y 1y (Trest — TF(1)), kde

fbkest - doposial najlepsia poloha tejto castice

Tpest - doposial najlepsia poloha najdena vsetkymi casticami roja

w - koeficient zotrva¢nosti, w € [0.4,0.9]

cp - kognitivny vdhovy koeficient

cg - socialny vahovy koeficient

rp a rg - ndhodné koeficienty
Koeficienty 7, a r, sa nastavuji ndhodne s rovnomernym rozloZenim pravdepodobnosti
na intervale [0,1]. Koeficienty ¢, a ¢, udavaji mieru délezitosti individudlnej paméite a
socialného vplyvu.

Medzi hlavné vyhody optimalizicie rojom castic patri lahka implementacia a rychla
konvergencia k optimu pre siroku skalu ucelovych funkcii.

PSO je v podstate velmi jednoduché. Ponika sa vsak velké mnozstvo roznych modifi-
kacii. Mézeme napriklad upravovat koeficienty w a ¢, ktoré by mali nadobtdat doporucené
hodnoty, mat rozne varianty topolégii alebo pridat mutéciu, ¢i pouzit nejakt hybridnt
techniku, ktord skombinuje PSO s inym algoritmom.

24



4.3 Optimalizacia umelym vcéelim rojom

Optimalizécia umelym véelim rojom, angl. artificial bee colony optimization (ABC), je nu-
mericky optimaliza¢ny algoritmus zalozeny na spravani medonosnych vciel a bol navrhnuty
Karabogom [2].

7 prirody vieme, ze medonostné vcely zbieraju nektar z obrovskych oblasti okolo svojho
ulu. Vcelie kolonie posielaju véely zbierat med z kvetin v pomere mnozstvu potravy, ktora
je na danom mieste k dizpozicii. V tle véely navzdjom komunikuji prostrednictvom tanca,
ktorym ostatné vcely informuji o smere, vzdialenosti a kvalite zdroju potravy.

Algoritmus obsahuje tri typy véiel: véely zamestnané spracovavanim zdrojov (emplo-
yed bees), vyckavajice vcely (onlookers) a skautské vcely (scouts), ktoré lietaji v D-
dimenzionalnom vyhladdavacom priestore nahodne a hladaju zdroje potravy. Oba typy vciel,
vyckavajtice véely a skauti, sa taktiez nazyvaji nezamestnané vcely. Spociatku si vsetky
pozicie zdrojov potravin objavené skautmi. Potom, nektar zo zdrojov potravy vyuzivaju
zamestnané véely a vyckavajice vcely, a toto kontinualne vykoristovanie nakoniec sposobi,
Ze sa zdroj potravy vycerpa. Potom sa zamestnand vcela, ktorda vyuzivala tento vycerpany
zdroj potravy, stane skautom a bude hladat dalsi zdroj potravy. Inymi slovami, zamestnana
vcela, ktorej zdroj potravy je vycCerpany, sa stava skautskou vcelou.

V ABC algoritme pozicia zdroja potravin predstavuje mozné riesenie problému s opti-
malizaciou a mnozstvo nektaru tohto zdroja zodpoveda kvalite prislusného riesenia. Pocet
zamestnanych véiel sa rovna poc¢tu poctu zdrojov potravy (riesenia), pretoze kazda zamest-
nana vcela je spojend s jednym jedinym zdrojom potravy.

Inicializaéna faza

V prvom kroku, algoritmus ABC generuje ndhodne rozmiestneni populédciu n rieseni (po-
loha zdroja potravy), kde n oznacuje velkost populdcie. Kazdé riesenie z;(i = 1,2,...,n) je
D-dimenzionalny vektor, kde D je pocet optimalizacnych parametrov.

Po inicializacii sa populdcia podrobi opakovanym cyklom vyhladavacich procesov za-
mestnanych véiel, vyckavajucich vciel a skautskych véiel.

Faza zamestnanych vciel

Zamestnand vcela alebo vyckavajica véela meni poziciu (riesenie) vo svojej paméti na vy-
hladanie nového zdroja potravy a testuje mnozstvo nektéru (fitness) nového zdroja (nové
riesenie). Ndhodne si zvolia poziciu zdroja potravy a vykonaji zmenu pozicie vo svojej pa-
maéti. Za predpokladu, ze mnozstvo nektaru nového zdroja je vyssie ako mnozstvo predcha-
dzajucého, véela si zapaméta nova poziciu a zabudne stari. V opa¢nom pripade si zachova
predchadzajicu poziciu.

Faza vyckavajucich vciel

Ked vsetky zamestnané vcely dokoncia vyhladavanie, zdielaji informéacie o zdrojoch po-
travy a ich pozicie s vyckavajucimi véelami. Vyckavajica vcela vyhodnocuje informacie od
vSetkych zamestnanych vciel a vybera zdroj s pravdepodobnostou, ktori ur¢uje mnozstvo
nektaru v tomto zdroji. Rovnako ako v pripade zamestnanych vciel, aj vyckavajica vcela
si v paméti zmeni poziciu a kontroluje mnozstvo nektaru tohto zdroja. Ak je mnozstvo
nektaru vyssie ako predchadzajtce, zapaméta si novi poziciu a stard zabudne.
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Faza skautskych véiel

Nezamestnané vcely, ktoré nahodne vyberaji svoj zdroj potravy, sa nazyvaja skauti. Za-
mestnané vcely, ktorych riesenie nie je mozné zlepSit vopred stanovenym poctom sktsok
specifikovanych uzivatelom, sa stant skautmi a ich riesenia su opustené. Potom, tito kon-
vertovani skauti zacinaji hladat nové riesenia nahodne.

Zatial ¢o vyckavajuce a zamestnané vcely vykondvaji proces vykoristovania, skautské
véely kontroluju proces prieskumu [9].

Priebeh algoritmu

ABC optimalizuje n-rozmernt (fitness) funkciu f(x) a jeho pevnymi parametrami su:
neb - pocet zamestnanych vciel (EBs)
nob - pocet vyckdvajicich véiel (OBs)
limit - pocet cyklov do vycerpania zdroja

1. Nédhodne vygenerujte poc¢iato¢ni populdciu EBs : eb; = (ebj1, eba, ..., ebip) a vynu-
lujte citace cyklov ¢;, ¢ = 1...neb.

2. Pomocou fitness funkcie ohodnotte jednotlivé EB : f(eb;).
3. Uloze najlepsie ohodnotentt EB do E Bpes;.
4. Pre kazdu eb;(i = 1...neb)

(a) urcte je novi poziciu eb“",

(b) ak je hodnota fitness funkcie novej pozicie f(eb“") lepsia nez hodnota fitness
funkcie pévodnej pozicie f(eb;), tak start poziciu eb; nahradte jej novou poziciou
a vynulujte ¢itac cyklu ¢;, inak ¢itac¢ inkrementujte.

5. Kazdu ob(l = 1...nob)

(a) priradte algoritmom rulety k niektorej eby,,
(b) urcte nova poziciu eb,,

(c) ak je hodnota fitness funkcie novej pozicie f(eb") lepsia nez hodnota fitness
funkcie povodnej pozicie f(eby,), tak stari poziciu eb,, nahradte novou poziciou
a vynulujte ¢itac¢ cyklu ¢, inak ¢ita¢ inkrementujte.

6. Pre kazdu eb;(i = 1...neb)

Ak ¢; > limit, tak doCasne zmente eb; na sb;, tj. ndhodne nastavte polohu
eb; = (ebj1, ebsa, ..., eb;q) a vynulujte ¢itace cyklov ¢;.

7. Ak m4 niektord EB lepsie ohodnotenie, nez ulozend FE By, tak aktualizujte E Bpegst
prave touto EB.

8. Ak nie st dosiahnuté ukoncovacie kritéria, vratte sa na bod 4.

9. Vratte najlepsie riesenie F Bpeg;.
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4.4 Algoritmus svetlusiek

Algoritmus svetlusiek, angl. firefly algorithm (FA), je stochastickd metéda globdlnej opti-
malizacie inspirovand prirodou, konkrétne svetluskami. Svetlusky si hmyz charakteristicky
blikajicim svetlom, ktory sa produkuje procesom bioluminiscencie [5]. Tento algoritmus
imituje mechanizmus parenia svetlusiek a vymeny informécii pouzivanim svetelnych zables-
kov. Existuje vela druhov svetlusiek ale véicsina z nich produkuje kratke a rytmické zablesky.
Zékladné funkcie zableskov st:

o vébenie partnerov na parenie (komunikacia),
e vabenie potenciondlnej koristi,
¢ poskytuje mechanizmus varovania.

Zablesky mozu byt formulované takym spdsobom, ze st spajané s objektivnou funkciou,
ktora sa méa optimalizovat, ¢o umoziuje formulovat nové optimaliza¢né algoritmy [16].

Existuju dva faktory, ktorych kombinacia sposobuje, ze su svetlusky viditelné iba na
obmedzeni vzdialenost. Po prvé, intenzita svetla v urcitej vzdialenosti r od zdroja svetla
spiiia zékon prevratenych Stvorcov, angl. inverse square law. Ten hovori, Ze intenzita svetla
I klesd s druhou mocninou vzdialenosti od zdroja. Po druhé, vzduch absorbuje svetlo, ktoré
sa stéva slabsim a slabsim s narastajicou vzdialenostou [(].

FA boli vyvinuté Yangom [16], ktory zformuloval tri idealizované pravidld, ktoré opisuji
spravanie inteligentnych svetlusiek, teda svetlusiek pouzitych v algoritme. Su to:

1. Vsetky svetlusky st jednopohlavné, takze jedna svetluska bude pritahovana inymi
svetluskami bez ohladu na ich pohlavie.

2. Pritazlivost je imernd jasu, teda pre akékolvek dve blikajice svetlusky, menej jasnejsia
svetluska sa bude pohybovat smerom k tej viac jasnejSej. Prifazlivost je imernd jasu
a obe sa znizuju s narastajucou vzdialenostou. Ak nie je ziadna svetluska jasnejsia
nez konkrétna svetluska, svetluska sa bude pohybovat nahodne.

3. Jas svetlusky je ovplyvneny alebo urceny tvarom objektivnej funkcie [16].

Intenzita svetla svetlusky i, I; zdvisi na intenzite svetla Iy vyzarovaného svetluskou i a
na vzdialenosti r medzi svetluskou 7 a j. Plati vzorec

I, = Tpe= 7", kde

7 je koeficient absorbcie svetla. Kedze pritazlivost 3;; svetlusky ¢ zavisi na intenzite svetla,
ktord vidi susednd svetluska j a jej vzdialenosti r;;, tak pritazlivost 3;; je dand vztahom

Bij = 506_7T"2j , kde

Bo je pritazlivost v r;; = 0. Koeficient pritazlivosti sa pouziva ako aproximdcia straty
intenzity svetla podla vzdialenosti. M6ze byt stvarneny akoukolvek monoténne klesajicou
funkciou.

Pohyb svetlusky ¢ pritahovanej k inej atraktivnejSej (jasnejsej) svetluske j je uréeny
vztahom

T = x; + Bij(l’j — )+« €ij, kde
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druhy termin je kvoli pritazlivosti zatial ¢o treti termin je ndhodnost s tym, Ze a je pa-
rameter vplyvu ndhodného riesenia. €;; je ndhodny parameter s rovnomernym rozlozenim
pravdepodobnosti. a patri do intervalu [0, 1]. Parameter « fyzicky reprezentuje Sum existu-
jaci v prostredi a ovplyvinuje prenos svetla, zatial ¢o v umelom algoritme moze byt zvoleny
tak, aby umoznoval varidciu rieSenia a tym zabezpecoval vicsiu rozmanitost rieSeni. Para-
meter v charakterizuje odchylku pritazlivosti a jeho hodnota je rozhodujica pre urcenie
rychlosti konvergencie a spésobu chovania algoritmu. V mnohych aplikiciach sa typicky
pohybuje od 0.01 do 100. Vzdialenost medzi svetluskou i a svetluskou j je oznacend ako r;;
a definovana ako

rij = % — @], kde

¥; je vektor reprezentujuci poziciu svetlusky i a &; poziciu svetlusky j.

Pseudo kod

Algoritmus svetlusiek, ktory je inSpirovany ich spravanim, mdzeme v pseudo kéde zapisat
néasledovne [0]:
input : n pocet svetlusiek
N Iter pocet iteracii pre optimalizaciu
~ parameter pritazlivosti
a prispevok ndhodnosti (Sum v prostredi)
output: pozicia optimalnej svetlusky a jej ohodnotenie

Inicializujte ndhodne populdciu n pozicii svetlusiek
Ndjdite najlepsie riesenie na zdklade fitness
while Nie je splnend ukoncovacia podmienka do
for Svetluska i do
for Svetluska j do
if Svetluska j je lepsia ako Svetluska ¢ then
Presunte Svetlusku i smerom k Svetluske j pouZitim vyssie
spomenutého vztahu
end

end
end

Vyhodnotte pozicie jednotlivych svetlusiek
end
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Kapitola 5
Popis implementacie

Tato kapitola popisuje implementaciu programu, aplikdcie GA, ktora slizi na demonstraciu
jednoduchého genetického algoritmu ako aj na riesenie konkrétnych problémov. Venuje sa
struktire programu, vyvojovému prostrediu, knizniciam a jazyku, v ktorom bola aplikacia
napisana. Opisuje jednotlivé Casti kddu a vysvetluje ich funkénost. Taktiez ukazuje grafické
rozhranie a manipuldciu s nim.

5.1 Pouzité technoloégie

Aplikéacia GA je napisand v programovacom jazyku Java. Java je objektovo orientovany
programovaci jazyk vyvijany spolo¢nostou Oracle. Syntax vychadza z jazykov C a C++.

Pre jednoduchsiu pracu s grafickym rozhranim a celkovou organizaciou programu bolo
pouzité vyvojové prostredie Netbeans IDE, ktoré je open-source a je vytvorené pod licenciou
CDDL od spolo¢nosti Sun Microsystems. Netbeans IDE zjednodusuje vytvaranie novych
prvkov aplikécie, napr. pomocou Drag & Drop, mé jednoduché pridavanie a mazanie prvkov,
ich dpravu a jednoducho sa s nim pracuje. Grafické uzivatelské rozhranie (GUI) z vicsej
casti vyuziva komponenty z kniznice Swing avSak obsahuje aj prvky z kniznice JavaFX.

Medzi komponenty z kniznice Swing radime napriklad JFrame, ktory tvori rdmec celého
programu, dalej sa tu nachadzaji komponenty ako JPanel, JButton, ktory reprezentuje
tlacidlo na klikanie, JLabel, ktory zobrazuje text, JTextBlock a podobne.

7 kniznice JavaFX je vyuzitd komponenta JFXPanel, na ktorej je zobrazeny graficky
vystup hladania maxima alebo minima funkcie, ktoré su riesené pomocou genetického al-
goritmu alebo algoritmu svetlusiek.

5.2 Struktdra programu

Cely projekt obsahuje niekolko stiborov, pricom kazdy z nich vykonava iny, specificky ucel.
Podla ich funkcionality by sme ich mohli rozdelif do troch kategérii: sibory na upravu
vzhladu, stibory s implementaciou algoritmov a stbory s datovymi typmi.

Stbory s oznac¢enim GUI popisuju vzhlad aplikacie. Sa celkovo styri a kazdy z nich slizi
pre vzhlad inej ¢asti programu.

Do kategérie implementacia algoritmu, spada stibor GeneticAlgorithm. java, ktory
riadi poradie vykonavanych genetickych operacii. M4 v sebe taktiez ulozené preddefinované
hodnoty, ktoré sltzia na volbu genetickych operacii. K tymto hodnotdm patri napriklad vel-
kost populdcie, pocet generacii, typ selekcie, kriZenia, ¢i tvorby novej populécie. Dalsf stibor,
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ktory patri do tejto kategorie je FireflyAlgorithm. java, ktory riadi algoritmus svetlu-
siek. Obsahuje preddefinované hodnoty algoritmu, ktoré uzivatel zada na vstupe. Patri k
nim napriklad velkost populécie svetlusiek alebo pocet iteracii, kolko krat sa ma algoritmus
zopakovat.

V kategoérii datovy typ sa nachadzaji vsetky ostatné stubory, ktoré by sme mohli rozdelit
podla riesenej tlohy, ktorou sa zaoberaji. Sibor Individual. java je jadrom genetickych
algoritmov, pretoze definuje zdkladny stavebny prvok algoritmu, jedinca. Obsahuje metédy,
ktoré vytvaraju jedinca a pracuju s nim, ako napriklad jeho inicializaciu, krizenie, mutaciu.
Stubor Population.java potom obsahuje metddy, ktoré z viacerych jedincov vytvoria po-
pulaciu a ohodnotia ju. Taktiez obsahuje metédu na vyber rodicov, kde sa moze vyberat
podla elity, turnaja alebo rulety, metédu na krizenie a mutéciu.

Pre problém obchodného cestujiceho bolo potrebné vytvorit objekty reprezentujtce
jednotlivé mesta, cez ktoré musi obchodny cestujici prejst pri hladani najkratsej cesty.
Mesto sa nachadza v sibore City.java, ktory ukladd stradnice mesta a vykresluje ho.
Na vykreslovanie ciest medzi jednotlivymi mestami slizi sibor Linker. java, ktory bol
prevzaty zo stranky stackoverflow! a néasledne upraveny pre potreby programu.

Splnitelnost logickych formil taktiez potrebovala svoje vlastné datové typy. Jeden z
nich sa nachidza v sibore Clause.java, ktory reprezentuje jednotlivé klauzule. Stbor
Variable. java reprezentuje premenni, ktora sa v klauzule nachidza, a ¢i sa jedna o ne-
gaciu tejto premennej alebo nie.

Aby mohol byt otestovany rozdiel medzi genetickym algoritmom a algoritmom svetlu-
siek, musel byt zvoleny problém, ktory sa da riesit oboma algoritmami. Problém obchodného
cestujiceho bol prilis zlozity pre algoritmus svetlusiek, preto bolo zvolené hladanie maxima
alebo minima funckie. Hladanie minima alebo maxima funkcie pomocou genetickych al-
goritmov vyuziva okrem vysSie uvedenych tried aj dalSie dve triedy, ktoré si v stboroch
Test.java a Xform.java. Tieto triedy sa staraji o inicializaciu scény, vykreslenie osi a
vykreslovanie jedincov na JFXPanel. Vykreslovanie vychadza z volne dostupnej aplika-
cie MoleculseSampleApp?, ktord sa nachadza v Java dokumentécii na stranke spolo¢nosti
Oracle.

Riesenie funkcif pomocou algoritmu svetlusiek je implementované v siboroch Firefly. java
a FA_pop.java, avSak tiez vyuziva triedy Test a Xform.

Pre pocitanie funkcii bola pouzité externa matematicka kniznica mXparser®, ktora ulah-
¢ila pocitanie funkénych hodndt.

5.2.1 Hierarchia tried

Na obrazku 5.1 mdzete vidiet jednotlivé triedy aplikacie a ich prepojenia. Obecny geneticky
algoritmus vyuziva triedy GUI, GeneticAlgorithm, Population a Individual. Problém ob-
chodného cestujiiceho taktiez pouziva triedy GeneticAlgorithm, Population a Individual, no
namiesto GUI pouziva GUL_TSP. Navyse vyuziva triedy City a Linker. Splnitelnost logic-
kych formul taktiez vyuziva triedy GeneticAlgorithm, Population a Individual, na grafické
rozhranie vsak pouziva triedu GUI__Logic a pouziva navyse dve triedy, Clause a Variable.
Hladanie minima alebo maxima funkcie vyuziva triedy GeneticAlgorithm, Population, Indi-
vidual, GUI__Functions, Test a Xform v pripade, Ze pocita pomocou genetického algoritmu.

Thttps://stackoverflow.com/questions/12382184 /how-can-we-draw-a-lines-between-2-panels-in-swing
https://docs.oracle.com/javase/8 /javafx/graphics-tutorial /sampleapp3d.htm
3http://mathparser.org/
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V pripade, Ze pocita pomocou algoritmu svetlusiek vyuziva triedy Firefly Algorithm, Firefly,
FA_ pop, Test, Xform a GUI__Functions.

Variable Individual Linker
String id int fitness Map<JComponent, JComponent> linked
Boolean val char[] sequence

double fit_percent
Population
Clause City
List<Individual> current_i -
List<Variable> var List<Individual> next_i intx
List<Boolean> neg Individual best_i 3nt y
int Number

GeneticAlgorithm
GUI_Logic GUI_TSP
Population pop hi "
graphics components int SIZE_OF_POPULATION %r'atp (1:cs con}gonen S
GeneticAlgorithm.startL(...) int COUNT_OF_GENERATIONS ist<City> cities
double MUTATION CHANCE GeneticAlgorithm.startTSP(...)
int LENGTH
int CITIES
GUI_Functions GUI
graphi_cs components graphics components
GeneticAlgorithm.startF(...) GeneticAlgorithm.start(...)
FireflyAlgorithm.startFA(...)
Test
Group root
Group axisGroup
Xform world FA_pop
PerspectiveCamera camera
FireflyAlgorithm List<Firefly> current_i
FA_pop pop
Firefly best
String compute
Xform double min
double max
Scale s Firefly
Rotate rx, ry, rz
double x
doubley
double intensity

Obr. 5.1: Hierarchia tried pre program GA
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5.3 Uzivatelské rozhranie

Uzivatelské rozhranie je navrhnuté v Netbeans IDE. Vyuziva komponenty z kniznice Swing
a JavaFX. Uzivatelské rozhranie muselo byt prispésobené konkrétnym problémom, a preto
sa program sklada zo Styroch réznych vzhladov. Po spusteni programu sa ako prvé zobrazi
okno, ktoré demonstruje obecny geneticky algoritmus. V hornej casti sa nachddza menu,
v ktorom je mozné prepnit jednotlivé problémy (problém obchodného cestujiceho, splni-
telnost logickych formul a hladanie minima alebo maxima funkcie). Menu taktiez obsahuje
polozku na zmenu jazyka. Program moézete mat v anglictine alebo slovencine. Prednasta-
veny je anglicky jazyk.

5.3.1 Obecny geneticky algoritmus

Grafické uzivatelské rozhranie casti programu, ktord demonstruje obecny geneticky algorit-
mus sa skladd z troch ¢asti. Vzhlad rozhrania je mozné vidief na obrazku 5.2. Ako uz bolo
spomenuté, horna cast obsahuje menu. Pod nim nasleduji nastavenia, kde si méze uziva-
tel zvolit velkost jedinca, pocet jedincov v populacii, pocet generécii, o aky typ selekcie a
krizenia sa jedna, ako aj pravdepodobnost mutacie. Na lavej strane je mozné geneticky al-
goritmus spustit cely alebo ho postupne odkrokovat. Na pravej strane vidi uzivatel textovy
vystup genetického algoritmu, ktory zobrazuje podrobné informéacie o jeho priebehu.

Nastavenia genetického algoritmu st uz na zaciatku prednastavené, aby uzivatel mohol
spustif program aj bez zbyto¢ného zdrziavania.

Choose Language Close
Settings
Size of population s Mutation probability Seloction Crossover New population
®) Tournagment ®) Single-point &) Increment
gle-poi
Number of generations 10 B O 10% P P .
- () Blitism () Multi-point () Generational
Size of individual 5 RESET, ) Rovlette O Uniform O Overlay 50:50
Genetic algorithm
Run GA
Create a populafion

Rate the population
Parent selection

Crossover - Offspring

Obr. 5.2: Grafické rozhranie pre obecny geneticky algoritmus
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5.3.2 Problém obchodného cestujiceho

Grafické uzivatelské rozhranie pre problém obchodného cestujiceho sa taktiez skladé z troch
casti a jeho vzhlad je mozné vidiet na obrazku 5.3.

Horna cast, rovnako ako pri obecnom genetickom algoritme, obsahuje nastavenia algo-
ritmu. Tieto nastavenia sa ale delia na dve Casti, lava a pravia. Lava cast obsahuje nastave-
nia, ktoré suvisia s tvorbou miest. Uzivatel moze posuvnym kolieckom nastavit, kolko miest
ma obchodny cestujuci prejst. Po kliknuti na tlac¢idlo GENERATE sa dany pocet miest ndhodne
vykresli na ploche. Prava ¢ast nastaveni obsahuje nastavenia, ktoré stvisia s genetickym al-
goritmom. Uzivatel méze opét nastavit velkost populacie, pocet generacii, pravdepodobnost
mutdcie, ¢i typ selekcie alebo model pre tvorbu novej generacie. Parameter, ktory sa neda
nastavif, je typ krizenia, ktory musel byt nastaveny na PMX, pretoze problém obchodného
cestujuceho nemohol mat iny typ krizenia. Iné krizenie, napriklad jednobodové, viachodové
alebo uniformné, by spo6sobilo, ze by riesenie nebolo validné, pretoze by cestujici niektoré
mesta navstivil viackrat a niektoré ani raz.

Lava cast rozhrania umoznuje uzivatelovi spustit algoritmus, a pripadne ho zastavit.
Taktiez obsahuje vypis, ktory uzivatela informuje o generacii, ktora je momentalne pocitana
v algoritme, dalej zobrazuje najkratsiu cestu, ktort zatial algoritmus nasiel a pocet miest,
s ktorymi algoritmus pocita. Lava cast obsahuje aj tlacidlo LOAD Benchmark, ktoré vykresli
20 miest, ktoré boli pouzité pri testovani.

Prava cast rozhrania zobrazuje JPanel, na ktorom sa vykresluji mesta a cesty medzi
nimi. Mesto je mozné vygenerovat po kliknuti na plochu.

Choose Language Close

Number of cities 1 Size of pepulation 100 Number of generations 2000 Chance of mutation 10% Selection New pepulation

1% ) —— g — o (® Tournament @ Increment
() Eitism (0 Generational

GENERATE
() Rovletie

Travelling
Salesman
Problem u

Run GA - n
STOP

Generation: o
Best tour: 1] n u
Number of cities: 20

LOAD Benchmark
| |

Obr. 5.3: Grafické rozhranie pre problém obchodného cestujiceho
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5.3.3 Logické formule

Grafické rozhranie pre splnitelnost logickych formil je na obrézku 5.4 a mézeme ho rozdelit
na Styri casti.

Prva cast, sa nachddza hore a obsahuje nastavenia genetického algoritmu podobne ako
pri predchadzajtcich dvoch rozhraniach. Uzivatel mo6ze zvolit velkost populécie, pocet gene-
racii a pravdepodobnost mutacie. V pravej ¢asti sa nachadza napoveda pre uzivatela, ako ma
vyzeraf tvar formule. Nastavenia genetického algoritmu s uz na zaciatku prednastavené,
aby uzivatel mohol spustit program bez zbyto¢ného zdrziavania.

Lava cast rozhrania umoznuje uzivatelovi spustif algoritmus cely alebo ho postupne
odkrokovat. Informuje uzivatela aj o generécii, ktora je momentalne pocitand.

Nasledujtica cast sa nachddza napravo od Tavej cCasti a obsahuje trinast textovych poli,
do ktorych moéze uzivatel zadat klauzule. Kazdé pole moze obsahovat iba jednu klauzulu,
takze maximalny pocet klauzil je trinast. Tvar klauzule je ukdzany v hornej ¢asti rozhrania.
Niektoré klauzule st uz na zaciatku vyplnené, aby uzivatel mohol spustit program bez
vymyslania novych klauzul.

Na pravej strane rozhrania vidi uzivatel textovy vystup, ktory zobrazuje podrobné in-
formécie o priebehu genetického algorimu.

Choose Language Close

Settings

Size of population Number of generations Mutation probability How clause has to look like:

TE TE S 10% aorbornot ¢

aorborc

Logical formulas

~ RmGA

aornotbord

d or not ¢

Create a population

Rate the population

dor e ornot f

f

Crossover - Offspring

Mutation aorfornoth

Create new population

Generation: 0

Obr. 5.4: Grafické rozhranie pre splnitelnost logickych formil

5.3.4 Funkcie

Uzivatelské rozhranie pre hladanie minima alebo maxima funkcie mézeme rozdelit na dve
casti. Vzhlad rozhrania je mozné vidiet na obrézku 5.5.

Lava cast obsahuje nastavenia algoritmov. Tuato ¢ast, mézeme rozdelit podla typu algo-
ritmu, ktory nastavuje. Horné cast slizi pre geneticky algoritmus. Uzivatel mdze nastavit
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velkost populacie, pocet generacii alebo pravdepodobnost mutacie. Taktiez si moze zvolit
typ selekcie, kriZenia alebo model pre tvorbu novej populdcie. Dalej ndsleduji nastavenia
pre algoritmus svetlusiek, kde moze uzivatel zvolit velkost populécie alebo pocet genera-
cii. Pod nimi nasleduji nastavenia sliziace pre oba algoritmy. Uzivatel voli funkciu, ¢i ma
algoritmus hladat jej minimum alebo maximum a interval, na ktorom sa pocita. Po nasta-
veni vSetkych parametrov méze uzivatel spusit niektory z algoritmov. Geneticky algoritmus
moze spustit tlacidlom Run GA alebo algoritmus svetlusiek moze spustit pomocou tlacidla
Run FA. Nastavenia oboch algoritmov st uz na zaciatku prednastavené, aby uzivatel mohol
spustit program bez zbyto¢ného zdrziavania. Funkcia, s ktorou program pocita, je taktiez
uz prednastavena. Uzivatel ju vSsak mdze samozrejme zmenif.

Prava cast rozhrania tvori JEXPanel, na ktorom moézeme vidiet graficky vystup. Pre
lepsie pochopenie vystupu, obsahuje horna cast vysvetlivky, ktora os je ktora.

Choose Language Close

Settings for GA | axis X EE—— axis y axis 2 EE— ‘

. c T[]

Number of i 50

10%
Selection Crossover New population
® Tournament (® Arithmetic @ Increment
() Elifism () Average () Generational
() Rovlette () Heuristic () Overlay 50:50

Settings for FA

Size of population 10 E
Number of generations 10 E

Settings for both

l RESET J

Enter the function (use only x and y)

(x+2%y.7)A2 + (2%x +y-5]A2 ‘

@ minimum ) maximum

Interval from:  -5.0 to: 5.0

Functions

| Run GA |

| Run FA |

Obr. 5.5: Grafické uzivatelské rozhranie pre funkcie
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Kapitola 6

Experimentovanie

V tejto kapitole je popisané podrobné experimentovanie s programom GA. Kazda cast prog-
ramu, to znamena kazdy rieseny problém, bol otestovany na réznej sade tloh. Bola skimand
efektivita genetického algoritmu pri rieseni daného problému, ako aj vplyv volby parametrov
na riesenie.

6.1 Obecny geneticky algoritmus

Obecny geneticky algoritmus bol otestovany pri réznych typoch parametrov. Kazdy typ bol
otestovany desat krat. Spoloénymi parametrami bola velkost jedinca, nastavena vzdy na
sest a model vytvarania novej generacie, ktory bol inkrementa¢ny. Jedinci sa teda skladali
zo Siestich génov, kde kazdy gén mal hodnotu 0 alebo 1.

Riesenim bolo najst jedinca, ktory obsahuje gény iba s hodnotami 1. To znamena jedinca
s chromozémom 111111.

6.1.1 Jednotlivé typy parametrov

Prvy typ

Pri tomto type parametrov bola velkost populécie nastavena na desat, rovnako ako aj pocet
generécii. Pravdepodobnost mutécie bola 10%, selekcia prebiehala pomocou turnaja a kri-
zenie jedincov bolo nastavené na jednobodové. Vysledky jednotlivych testov st nasledovne:

Cislo testu [1|2|3]4][5]|6]7[8]9]10
Fitnessnajlepéiehojedinca‘4‘5‘3‘3‘4‘5‘5‘3‘4‘ 4

7 vykonanych testov vidime, ze priemernd hodnota fitness funkcie najlepsieho jedinca
je 4.0. Navyse sa algoritmu nepodarilo ani raz najst hladané riesenie.

Druhy typ

Velkost populécie aj pocet generacii boli nastavené na desat. Pravdepodobnost mutacie sa
taktiez nezmenila a zostala na 10%. KriZenie jedincov bolo znova jednobodové a model
tvorby novej populdcie bol inkrementacny. Selekcia vsak bola tentokrat nastavena na vyber
elity. Jednotlivé testy dopadli nasledovne:

Cislo testu [1]2[3]4]5]6][7|8]9]10
Fitnessnajlepéiehojedinca‘5‘5‘5‘5‘4‘5‘4‘5‘5‘ 5
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Priemerna hodnota fitness funkcie najlepsieho riesenia je 4.8. Algoritmu sa opét ani raz
nepodarilo néjst hladané riesenie, ale priblizilo sa k nemu viac ako pri selekcii pomocou
turnaja, ¢o mozeme vidiet z priemernej hodnoty fitness funkcii najlepsich jedincov.

Treti typ

Velkost populécie aj pocet generacii boli opat nastavené na desat, pravdepodobnost mutécie
taktiez na 10%. KriZenie nadalej zostalo jednobodové a model pre vytvorenie novej gene-
racie zostal inkrementacny. Zmenila sa selekcia, ktord bola nastavend na ruletu. Vysledky
jednotlivych testov dopadli nasledovne:

Cislo testu [1|2|3]4[5]|6]7[8]9]10
Fitnessnajlepéiehojedinca‘6‘3‘5‘5‘5‘5‘5‘4‘3‘ )

Priemerna hodnota fitness funkcie najlepsieho riesenia je 4.6. Algoritmus nasiel hladané
rieSenie aspon raz, vdaka comu mozeme vyhlasit, ze geneticky algoritmus dokaze riesit
takyto typ problému. Geneticky algoritmus teda pri selekcii pomocou rulety nasiel hladané
rieSenie, ale v priemere su riesSenia najdené s touto selekciou o trochu horsie ako so selekciou
vyberu elity.

Stvrty typ

KedZze boli otestované vsetky typy selekcie, v dalsom type parametrov pouzijeme opéat se-
lekciu pomocou turnaja a vyskasame, ¢i by iné krizenie nepomohlo k nijdeniu lepsieho
rieSenia. Pocet jedincov, aj pocet generdcii zostal nastaveny na desaf, mutacia taktiez a
nezmenil sa ani inkrementac¢ny model. Pouzité bolo viacbodové krizenie. Jednotlivé testy
dopadli nasledovne:

Cislo testu [1]2|3]4]5]6|7[8]9]10
Fitnessnajlepéiehojedinca‘5‘5‘5‘5‘3‘4‘5‘4‘4‘ 4

Priemerna hodnota fitness funkcie najlepsieho jedinca je 4.4. Mozeme usudit, Ze pri
selekcii pomocou turnaja a pri tomto type problému viacbodové krizenie pomaha algoritmu
hladat lepsie vysledky ako jednobodové krizenie, kedZe sa priemernd hodnota fitness funkcie
zvysila zo 4.0 na 4.4.

Piaty typ

V tomto type boli parametre rovnaké ako v predchadzajicom, lisila sa len forma krize-
nia, pretoze namiesto viacbodového bolo pouzité uniformné krizenie. Vysledky jednotlivych
testov dopadli nasledovne:

Cislo testu [1]2[3]4]5]6][7|8]9]10
Fitnessnajlepéiehojedinca‘5‘4‘4‘4‘4‘5‘5‘4‘3‘ 4

Priemerna hodnota fitness funkcie najlepsieho jedinca je 4.2. Uniformné krizenie je teda
pri tomto type parametrov efektivnejsie ako jednobodové, ale oproti viacbodovému nepri-
nieslo zlepSenie.
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Siesty typ

Kedze algoritmus so selekciou rulety nasiel aspon raz hladané riesenie, dalsi typ parametrov
znova vyuziva selekciu rulety. Pre zistenie vplyvu velkosti populécie bol pocet jedincov na-
vyseny na patdesiat. Pocet generacii zostal desat, rovnako ako aj pravdepodobnost mutécie
a inkrementacny model. Krizenie bolo nastavené na viacbodové. Jednotlivé testy dopadli
nésledovne:

Cislo testu [1]2|3]4]5]6|7[8]9]10
Fitness najlepsicho jedinca | 5 | 4 [4 |54 |54 |4]5] 5

Priemerna hodnota fitness funkcie najlepsieho jedinca je 4.5. Viacbodové krizenie ne-
naslo hladané riesenie ani raz, a ani priemer najlepsich ndjdenych rieseni nestiipol oproti
jednobodovému krizeniu. Pocet jedincov pri rieseni tohto problému taktiez nepreukazal
vplyv na zlepsenie vysledku.

Siedmy typ

Aby boli otestované vsetky typy krizenia pri selekcii ruletou, v tomto type bolo zmenené
viacboové kriZenie na uniformné. Ostatné z parametrov zostali rovnaké ako v predchadza-
jacom type. Vysledky jednotlivych testov dopadli nasledovne:

Cislo testu [1]2[3]4]5]6][7|8]9]10

Fitness najlepsieho jedinca ‘ ) ‘ 5 ‘ 4 ‘ ) ‘ 4 ‘ 4 ‘ 5 ‘ 6 ‘ ) ‘ 5

Priemerna hodnota fitness funkcie najlepsieho jedinca je 4.8. Ako mézeme vidiet, algo-
ritmus nasiel jeden krat hladané riesenie a zvysila sa aj priemerna hodnota fitness funkcie
najlepsieho riesenia.

Osmy typ

Pri poslednom type parametrov bola velkost populécie znova nastavena na desat, avsak zvy-
sil sa pocet generacii na péatdesiat. Prevdepodobnost mutécie aj vsetky ostatné parametre
zostali rovnaké ako v siedmom type, cize selekcia bola pomocou rulety, krizenie zostalo
uniformné a model pre tvorbu novej populacie bol znova inkrementacny. Jednotlivé testy
dopadli nasledovne:

Cislo testu [ 1]2|3]4]5]6|7[8]9]10
Fitness najlepsieho jedinca | 5| 6 |5 |56 |5]6[6]6] 5

Priemerna hodnota fitness funkcie najlepsieho jedinca je 5.5. Mozeme vidiet obrovské
zlepsenie oproti predchadzajicim typom parametrov. Algoritmus nielenze nasiel ovela viac-
krat hladané riesenie, ale zlepsil sa aj priemer najdenych najlepsich rieseni.

6.1.2 Zhrnutie

Ako mozeme vidiet z jednotlivych testov, najvacsi vplyv na vysledok mé pocet generdcii.
Cim viac ¢asu mé geneticky algoritmus na najdenie najlepsieho rieSenia, tym lepsi je vysle-
dok. Zo selekénych operatorov sa ukazal ako najlepsi vyber elity, samozrejme to ale nemusi
platit pri inych typoch tdloh. Z operatorov krizenia sa ako najlepsie preukazalo uniformné
krizenie.
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7 dosiahnutych vysledkov moézeme predpokladat, Ze algoritmus implementovany v prog-
rame GA dokaze demonstrovat geneticky algoritmus a vie riesit typ problému, pri ktorom
musi najst urcity pocet niektorej z binarnych hodnot.

6.2 Problém obchodného cestujiiceho

Problém obchodného cestujiiceho bol testovany pre rozne typy parametrov. Ulohou bolo
zistit Ci genetické algoritmy dokézu riesit aj takyto typ problému. Aby mali vSetky typy
parametrov rovnaké podmienky a testovanie mohlo byt objektivne, bolo vytvorenych 20
miest, na ktorych sa skisali vsetky typy parametrov. RozloZenie miest mézeme vidiet na
obrazku 6.1.

Choose Language Close
Settings
Number of cities 1 Size of population 100 Number of generations 2000 Chance of mutation 10% Selection New population
O—— o o = (@ Tournament (@) Increment
S Q) Eitam () Generational
GENERATE
() Roulette
Travelling
Salesman -
Problem u
Run GA .
un
—— o A — " .
STOP
]
| | |
Generation: 0
Best tour: 0 u n
Number of cities: 20
|
]
LOAD Benchmark
|
u
u ] ]
| |

Obr. 6.1: Rozlozenie miest pre testovanie

Najkratsia cesta, ktort musi obchodny cestujici prejst, aby navstivil vSetky mestd na
obrazku, ma dlzku 2883.

6.2.1 Testovanie
Prvy test

Pri prvom testovani bola populacia nastavend na 100 jedincov, pocet generacii na 2000 a
pravdepodobnost mutéacie bola 10%. Pri tomto testovani bol zvoleny inkrementa¢ny model
pre tvorbu novej generacie. Selekcia bola postupne nastavena na turnaj, elitu aj ruleta, kde
pre kazdy jeden typ bol program spusteny desatkrat. Nasledne bola zostavend tabulka s
najlepsim a najhorsim riesenim, spolu s priemerom vsetkych rieseni. Jednotlivé testy dopadli
nasledovne:
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Najlepsia | Priemerna | Najhorsia

Turnaj 5223 5403.3 5635
Elita 3820 4304.2 5305
Ruleta 3561 3843.5 4007

7 vysledkov mézeme vidiet, ze najlepsie vysledky dosiahla selekcia pomocou rulety, no
aj tak boli vysledky stale relativne vzdialené od riesenia, ktorého velkost je 2883.

Druhy test

V druhom testovani bola populacia opat nastavena na 100 jedincov, pocet generécii na 2000
a pravdepodobnost mutécie bola 10%. Pri tomto testovani bol vSak zvoleny generac¢ny model
pre tvorbu novej generacie a nie inkrementacny ako v predchadzajicom teste. Selekcia bola
znova postupne nastavend na turnaj, elitu aj ruleta, kde pre kazdy jeden typ bol program
spusteny desatkrat. Vysledky jednotlivych testov dopadli nasledovne:

Najlepsia | Priemernd | Najhorsia
Turnaj | 100004 10000+ 10000+

Elita 3481 4118.9 4712
Ruleta | 10000+ 10000+ 10000+

Vysledky pre selekciu turnajom a ruletou boli oproti inkrementa¢nému modelu neuve-
ritelne zlé. VSetky testovania nasli najlepsieho jedinca, ktory mal najkratsiu cestu viac ako
10000, preto neboli jednotlivé vysledky ani spracované. Oproti inkrementa¢nému modelu
sa teda generacny model oplatil iba v pripade vyberu elity, kde m6zeme vidiet zlepsenie
vysledkov.

Treti test

V trefom testovani bola zvolend selekcia vyberom elity, kedZze mala v predchadzajtcich
testoch najlepsie vysledky. Pocet generacii zostal 2000 a bol zvoleny inkrementac¢ny model.
Tento test spocival v navysSeni pravdepodobnosti mutdcie z 10% na 100%. Test prebiehal
pre velkost populacie 100 a 500 jedincov.

‘ Najlepsia ‘ Priemerna ‘ Najhorsia
3097 3452.3 3950
3049 3543.6 3994

100 jedincov
500 jedincov

7 vysledkov, ktoré boli ziskané vidime, ze velkost populacie nemala vyrazny vplyv na
zlepsSenie rieSenia, dokonca mézeme v priemere vidiet mierne zhorsenie.

Stvrty test

V poslednom teste bola opét zvolena selekcia pomocou vyberu elity a inkrementa¢ny model.
Velkost populécie bola nastavend na 100. Pocet generacii bol zmeneny z 2000 na 10000, aby
mohol byt otestovany vplyv poctu iteracii na hladané riesenie. Test prebiehal pre pravde-
podobnost mutacie 10% a 100%.

‘ Najlepsia ‘ Priemerna ‘ Najhorsia
3277 3634.8 3924
2883 3404.6 4021

10% mutécia
100% mutécia
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Vysledky ukazuji, ze mutacia ma velmi priaznivy vplyv na nédjdenie najkratsej cesty.
Spolu so zvysenim poctu generacii vyrazne ovplyvnila kvalitu riesenia. Nielenze mala cesta
najnizsiu priemernt hodnotu, ale algoritmus dokonca nasiel aj skutocni najkratsiu cestu,
ktorej hodnota je 2883.

6.2.2 Zhrnutie

7 dosiahnutych vysledkov vidime, ze problém obchodného cestujiiceho méze byt rieseny aj
pomocou genetickych algoritmov. Najlepsenie riesenie bolo dosiahnuté pri velkosti populécie
100 a pocte generacii 10000 s pravdepodobnostou mutécie 100%, z ¢oho mézeme usudit, ze
pocet generacii a vyssia pravdepodobnost mutécie dopomahaji k najdeniu lepsieho riesenia.
Selekcia bola nastavena na elitu a model pre tvorbu novej populédcie na inkrementacény.
Najkratsia najdend cesta je ukazand na obrazku 6.2.

Choose Language Close

Number of cities 1 Size of population 100 Number of generations 10000 Chance of mutation 100% Selection

GENERATE

Travelling
Salesman
Problem

Run GA

STOP

Generation: 10000
Best tour: 2833
Number of cities: 20

LOAD Benchmark

Obr. 6.2: Najkratsia cesta pri dvadsiatich mestach

6.3 Logické formule

Splnitelnost logickych formul bola testovand pri piatich réznych parametroch. Kvoli ob-
jektivite boli vSetky typy parametrov testované na Siestich klauzulach, ktoré dohromady
reprezentuju formulu:

F=(aVvbVve)A(aV-bVd)A(dV-c)A(dVeV=f)AN(f)A(aV fV-b).

6.3.1 Testovanie

Pri vsetkych testovaniach bola nastavena selekcia turnajom a krizenie bolo jednobodové.
Tvorba novej populacie bola vykonand pomocou inkrementa¢ného modelu.
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Prvy test

V prvom teste bola zvolena pociatocnd populacia velkosti 5. Pocet generacii bol nastaveny
na 10 a pravdepodobnost mutdcie na 10%. Vysledky jednotlivych testov obsahuju generéciu,
v ktorej bolo najdené spravne riesenie.

Cislo testu | 1 |2 [3[4|5|6]7[8]9]10
Generacia ‘O‘-‘—‘O‘O‘O‘-‘O‘O‘ -

Druhy test

Pri druhom teste bola pociatocénd populédcia znovu nastavena na 5. Pocet generacii bol ale
zvySeny z 10 na 50. Pravdepodobnost mutécie zostala na 10%. Vysledky obsahuju generéciu,
v ktorej algoritmus nasiel riesenie.

Cislotestu | 1| 2 [3[4|5]6][ 7 |8] 9 [10
Generdcia |0 1100 |00 |46]|-]37] 0

Treti test

Pri trefom testovani bola zmenena pociatoéna populacia na 10. Pocet generacii bol nasta-
veny na 5, pravdepodobnost mutacie zostala na 10%. Vysledky obsahujt generaciu, v ktorej
bolo najdené riesenie.

Cislotestu | 1|23 |4[5]|6]7[8]9]10
Generdcia |- |0 ]o|ofo|-[-]-]o]o0

Stvrty test

V stvrtom testovani bola populécia opét 10, zvysil sa vSak pocet generacii oproti predcha-
dzajucému testovania, a to na 10. Pravdepodobnost mutécie stale zostala na 10%. Vysledky
jednotlivych testov obsahuju generaciu, v ktorej bolo ndjdené riesenie.

Cislo testu | 1 |2 [3[4|5|6]7[8]9]10
Generdcia |0 5|0 |0fofofofo]-]|7

Piaty test

Pri poslednom teste bol pocet jedincov v populécii aj pocet generacii nastaveny na 10.
Zvysila sa vsak pravdepodobnost mutacie z 10% na 50%. Vysledky obsahuju generaciu, v
ktorej algoritmus nasiel riesenie.

Cislotestu‘1‘2‘3‘4‘5
Generdcia |00 [0 |-]olo[s|o]o]1

6.3.2 Zhrnutie

7 dosiahnutych vysledkov mézeme vidiet, ze geneticky algoritmus dokéze riesit aj splnitelnst
logickych formul. Algoritmus uz pri malom pocte jedincov alebo generdcii dokdzal néjst
hladané riesenie. Dokonca hladané riesenie velakrat nasiel uz pri vygenerovani pociatocnej
populdcie, ¢o mohlo byt sposobené lahkou zadanou formulou.
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6.4 Funkcie

Hladanie maxima alebo minima funkcie, bolo otestované pre genetické algoritmy, aj pre
algoritmus svetlusiek. Testovanie prebiehalo s dvoma funkciami, konkrétne to boli Bealeho
funkcia a Boothova funkcia. Program mal za ilohu najst minimum tychto funkcii, a kedze
je minimum tychto funkcii zndme, mohla byt zistend efektivita programu GA. Taktiez bola
porovnand efektivita genetického algoritmu s algoritmom svetlusiek.

6.4.1 Bealeho funkcia

Bealeho funkcia, mé globdlne minimum v bode [3, 0.5], ktoré je rovné 0. Funkcia sa zvycajne
pocita na intervale od —4.5 do 4.5. Ukazka funkcie [11] je na obrazku 6.3 a mé tvar:

flz,y) = (1.5 —z 4+ zy)? + (2.25 — z + 29?)* + (2.625 — = + z°)?

150000~

100000~

50000~

Obr. 6.3: Bealeho funkcia na intervale —4.5 < z,y < 4.5

Program bol testovany vzdy na upravenom intervale od —4.0 do 4.0. Boli vysktsané
styri rozne nastavenia parametrov, kde kazdy typ parametrov bol otestovany desatkrat.
Nasledne bol zostaveny priemer najlepsieho riesenia, najlepsie najdené riesenie a najhorsie
riesenie.

Pri genetickych algoritmoch bola pouzita selekcia turnajom, bolo zvolené aritmetické
krizenie a inkrementa¢ny model pre vytvorenie novej populdcie. Pri algoritme svetlusiek
bola 8 nastavend na.
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Prvy test

Pri prvom testovani bola velkost populécie nastavend na 10 jedincov a pocet generacii, ¢ize
pocet iteracii, bol taktiez nastaveny na 10. Vysledky jednotlivych testov dopadli nasledovne:

‘ Najlepsie Priemer Najhorsie
0.1117  5.96063  17.3530
0.0023  0.12586 0.5233

GA
FA

Druhy test

V druhom testovani bola velkost populdcie ponechana na 10 jedincov, zmenil sa vSak pocet
generacii, ktory stipol na 50. Jednotlivé testy dopadli nésledovne:

‘ Najlepsie Priemer Najhorsie
0.8931 6.53270  10.5104
4.86e”*  0.01182  0.0286

GA
FA

Treti test

V tretom teste stipla velkost populédcie na 50 jedincov, pocet generacii vsak opét klesol na
10. Vysledky jednotlivych testov su:

‘ Najlepsie Priemer Najhorsie
0.0726 1.51288 3.7431
2.90e™*  0.00159  0.0061

GA
FA

Stvrty test

V poslednom testovani bol pocet jedincov v populacii aj pocet generacii nastaveny na 50.
Jedntlivé testy dopadli nasledovne:

‘ Najlepsie Priemer Najhorsie
0.0186 1.35777 3.7143
0.175¢~*  8.47¢*  0.0028

GA
FA

Zhodnotenie

Zo ziskanych vysledkov moézeme vidiet, Ze sa riesenie aj pri genetickom algoritme, aj pri
algoritme svetlusiek zlepsuje so zvySujicim pocétom jedincov ako aj so zvysujicim poctom
generacii. V poslednom testovani oba algoritmy dosiahli najlepsie vysledky.

Moézeme vsak pozorovat aj rozdiel medzi genetickym algoritmom a algoritmom svetlu-
siek. Pri vSetkych réznych nastaveniach, algoritmus svetlusiek nasiel ovela lepsie riesenie ako
geneticky algoritmus, z ¢oho usidime, Ze je algoritmus svetlusiek pri tomto type problému
efektivnejsi ako geneticky algoritmus.

KedZe sa vysledky oboch algoritmov blizia hladanej 0, m6zeme usudit, Ze oba algoritmy
dokazu riesit dany typ problému. To znamenad, ze vedia hladat minimum alebo maximum
funkcie, pricom algoritmus svetlusiek dany problém riesi efektivnejsie.
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6.4.2 Boothova funkcia

Boothova funkcia, mé globalne minimum v bode [1, 3], ktoré je rovné 0. Funkcia sa zvycajne
pocita na intervale od —10.0 do 10.0. Ukézka funkcie [15] je na obrazku 6.4 a mé tvar:

flz,y)=(x+2y -7+ 2z +y —5)*

92500
2000
1500
™ 1000

500

Obr. 6.4: Boothova funkcia na intervale —10 < z,y < 10

Program bol testovany vzdy na upravenom intervale od —5.0 do 5.0, ale so Styrmi roz-
nymi nastaveniami parametrov. Kazdy typ parametrov bol otestovany desatkrit, a potom
bol zostaveny priemer najlepsieho riesenia, najlepsie najdené riesenie a najhorsie riesenie.

Prvy test

Pri prvom teste bola velkost populacie nastavena na 10 a pocet generacii bol taktiez nasta-
veny na 10. Vysledky jednotlivych testov dopadli nasledovne:

| Najlepsie Priemer Najhorsie
GA | 0.9252 6.06462  25.5656
FA 0.0185 0.59266 1.8224
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Druhy test
V druhom teste velkost populacie zostala na 10 jedincoch, pocet generacii vsak bol navyseny
na 50. Jednotlivé testy dopadli nasledovne:
‘ Najlepsie Priemer Najhorsie
0.6605  2.08226 6.9716
0.46e=4  0.07415 0.1867

GA
FA

Treti test
V predposlednom testovani bol pocet jedincov v populacii navyseny z povodnych 10 na 50.
Pocet generacii vsak opét klesol na 10. Vysledky jednotlivych testov su:
‘ Najlepsie Priemer Najhorsie
GA | 0.0941 1.25542 3.0069
FA ' 0.0017  0.00572 0.0090

Stvrty test
V poslednom teste sa pocet jedincov nastavil na 50, rovnako ako aj pocet generacii. Vysledky
testov dopadli nsledovne:
‘ Najlepsie Priemer Najhorsie
0.1010 0.97655 2.3839
0.696e*  6.237¢™*  0.0012

GA
FA

Zhodnotenie

Rovnako ako aj pri predchadzajicej funkcii mézeme zo ziskanych vysledkov vidiet, Ze sa
rieSenie aj pri genetickom algoritme, aj pri algoritme svetlusiek zlepsuje so zvysujicim
poctom jedincov ako aj so zvysSujicim poctom generacii. V poslednom testovani opat oba
algoritmy dosiahli najlepsie vysledky.

Kedze sa vysledky oboch algoritmov aj pri tejto funkcii blizia k hladanej 0, m6zeme
usudit, ze oba algoritmy naozaj dokdzu riesit dany typ problému.

6.4.3 Zhrnutie

Pri tychto pokusoch moézeme pozorovat rozdiel medzi genetickym algoritmom a algoritmom
svetlusiek. Zatial ¢o algoritmus svetlusiek velmi rychlo ndjde velmi dobré riesenie, pri ge-
netickych algoritmoch hréa velkd rolu velkost pocdiatoénej populdcie. Cim viésia populdcia
je, tym je véacsia pravdepodobnost, ze sa niektory jedinec priblizi k hladanému rieseniu.
Pocet generacii vsak v genetickom algoritme pri tomto type tlohy velkd rolu nehral, ak
niektory jedinec uz na zaciatku nenasiel dobré riesenie, geneticky algoritmus sa nemal ako
dobracovat k lepsiemu rieseniu. Pocet generdcii slizil skor pre horsich jedincov, aby mohli
vdaka lepsim jedincom plodit potomkov, ktori sa stale priblizovali k najlepsiemu jedincovi.
Preto mézeme vidiet, ze pri velkom pocte generacii je rieSenie najdené najhorsim jedincom
ovela nizsie ako pri mensom pocte generacii.

Ako si mozeme vsimnut, algoritmus svetluSiek je efektivnejs$i nez geneticky algoritmus.
Uz pri malom pocte jedincov a malom pocte generacii dokézal néjst velmi dobré riesenie,
ktoré sa s narastajicim poctom jedincov alebo generacii este zlepsovalo.

46



Kapitola 7

Zaver

V teoretickej Casti tejto prace sme sa zoznamili s genetickymi algoritmami, popisali ich
terminolégiu a jednotlivé kroky, ktoré sa vykonavaju v genetickom algoritme. Dalej boli
uvedené jednotlivé problémy, ktoré moézu byt pomocou genetickych algoritmov riesené. K
tymto problémom patril problém obchodného cestujticeho, splnitelnost logickych formul
a hladanie extrému funkcie. Nasledne boli vysvetlené pojmy zo skupinovej inteligencie,
predovsetkym algoritmus svetlusiek, ktory bol pouzity pri hladani extrému funkcie.

V praktickej casti bol uvedeny popis implementacie programu GA, ktory sltzi na demon-
straciu jednoduchého genetického algoritmu a umoznuje précu s roznymi typmi parametrov.
Program taktiez slizi na riesenie troch réznych optimaliza¢nych dloh. Kazda tloha bola
podrobend réznym experimentom, pri ktorych boli menené jednotlivé parametre algoritmu.
Problém obchodného cestujtceho ja splnitelnst logickych formul bola rieSend pomocou ge-
netického algoritmu.

Hladanie extrému funkcie bolo implementované dvoma sposobmi, genetickym algorit-
mom aj algoritmom svetlusiek. Na tejto optimalizacnej tlohe bola porovnana efektivita
oboch algoritmov.

Na zaver experimentovania s kazdou tlohou, boli zhodnotené ziskané vysledky. Najzau-
jimavejsi vysledok priniesol algoritmus svetlusiek, ktory sa ukédzal ako efektivnejsi oproti
genetickym algoritmom.
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