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ABSTRAKT

Cilem této prace je shrnuti teorie, ze které vychazi metoda Histogram of oriented gra-
dients a nasledné zpracovani vlastniho algoritmu pro demonstraci vypoctu a vizualizace
vektorl pfiznakového deskriptoru HOG, natrénovani algoritmu SVM a nasledna detekce
objektu. Jako prostrfedi pro praci bylo zvoleno MS Visual Studio 2012 s pouZzitim objek-
tové orientovaného jazyka C++ a s pouzitim knihovny OpenCV.
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ABSTRACT

The target of this thesis is summarize the theory of method Histogram of oriented
gradients and process algorithm for demonstration and visualization HOG descriptor,
train SVM algorithm and subsequent detection of the object. For the work environment
was selected MS Visual Studio 2012 using the object-orientedin C++ language with
using OpenCV library.
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UVOD

Detekce objektti v obraze je velmi naroc¢ny kol vzhledem k variabilité predméta a
jejich specifickému tvaru. Algoritmu existuje mnoho na ruznych principech. Deskrip-
tor Histogram of Oriented Gradients - Histogram Orientovanych Gradientu (HOG)
je povazovan za vynikajici metodu pro detekci objektii, predevsim postav, protoze
dosahuje velmi dobrych vysledkii.

V této praci bude popsano, jak pracuje metoda HOG krok po kroku, od nacteni
vstupniho obrazu po vypocet priznakového deskriptoru a jeho néslednou vizuali-
zaci. Dalsim krokem bude natrénovani databaze pomoci SVM a posouzeni vysledné
uspésnosti detektoru. Prvni kapitola poskytuje teoreticky zaklad pro studium pro-
blematiky, na jejiz zakladé pracuje metoda Histogram Orientovanych Gradientt.
Druha kapitola poskytuje co nejdetailnéjsi popis této metody. Posledni kapitola
bude vénovana popisu programu, jeho funkcim a vysledné tspésnosti detektoru.

Demonstrace bude provedena formou samostatné aplikace, v prostredi MS Visual
Studio 2012 pomoci objektové orientovaného jazyka C+-+ a s pouzitim knihovny
OpenCV.
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1 TEORETICKY ROZBOR

1.1 Histogram
Histogram obrazu s Grovnémi intenzit v rozsahu [0, L — 1] je diskrétni funkce
h(r)k = nx, (1.1)

kde 7y, je k-ta tiroven intenzity a ny je pocet pixelt v obraze s intenzitou r;. Bézné se
pouziva normalizace histogramu pomoci vydéleni jednotlivé slozky celkovym poctem
obrazovych bodt v obraze M N, kde M je pocet tadki a N pocet sloupcii v obraze.
Normalizovany histogram je tedy dan

g

ETans (1.2)

p(ry) =

pro k = [0,1,2,...,L — 1]. Volné fecCeno, p(ry) je tedy odhad pravdépodobnosti
vyskytu intenzity trovni r, v obraze. Soucet vSech prvkia normalizovaného histo-
gramu je 1. Histogram se bézné pouziva v metodach zpracovani obrazu a je také

3

pouzit v metodé histogramy orientovanych gradientu [2].

1.2 Hrana

Hrana je oblast, kde dochazi ke skokové zméné hodnoty jasu. Tyto oblasti s pritom-
nymi hranami obsahuji vice informace nez ostatni mista v obraze. Hrana je dana
vlastnostmi obrazového bodu a jeho okoli. Popisuje rychlost zmény a smér nejvétsiho
rustu obrazové funkce f(x,y). Podle prubéhu jasové zmény je mozné hrany rozdélit
do jasovych profili.

o Skokovy profil

Obr. 1.1: Skokovy profil
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o Strechovy profil

Obr. 1.2: Stiechovy profil

o Linkovy profil

Obr. 1.3: Linkovy profil

e Zasumény profil

Obr. 1.4: Zasumény profil

Skokovy, stredovy a linkovy profil predstavuji idealni hrany. V redlném obraze se

setkdvame vétsinou s profilem zaguménym. [4]

14



1.3 Vypocet gradientu pro detekci hrany

Gradient se v oblasti zpracovani obrazu pouziva pro detekci hran objekti a sméru

v misté (z,y). Gradient f, v bodé (x,y) oznaceny V f, je definovan jako vektor

of

Ox or

Vf=grad(f) = = gf . (1.3)
Gy dy

Tento vektor ma dilezitou vlastnost. Jeho smér udava nejvétsi zmeénu intenzity f v bodu

(x,y). Velikost vektoru V f, oznac¢eného jako M (x,y), kde

M(z,y) = [V f] = \/9x> + gy° (1.4)

je velikost zmény ve sméru gradientu vektoru. Smér gradientu je dan tthlem podle
afr,y) = tan™! B—y} . (1.5)

Prvky gradientniho operatoru jsou linearni operatory, avsak velikost tohoto vektoru
neni linearni operator, z diivodu operaci umocnovani a odmocnovani. Vyslednou
velikost gradientniho vektoru mizeme oznacit jako izotropni (majici ve vSech smé-
rech stejné vlastnosti, tedy nezavislé na sméru). Avsak jednotlivé parcidlni derivace
izotropni nejsou. Pro zjednoduseni terminologie bude velikost gradientniho vektoru
oznacovana jednim slovem jako gradient. Pii vypoctu gradientniho vektoru musime
vypocitat velikost vektoru pro kazdy pixel, proto si tuto operaci mizeme zjednodusit
na

M (z,y) = |gx| + |gy]- (1.6)

Tento vztah je mnohem jednodussi na implementaci, ale na tkor ztraty izotrop-
nosti. Ziskani gradientu obrazu tedy vyzaduje vypocet parcidlnich derivaci df/0z
a df/0y. Nyni je zapotiebi aproximovat parcidlni derivace pres sousedni pixely bodu,

ze kterého chceme ziskat gradient. Vime, Ze rovnice

0= P00 e 1y)— (o) (1.7)
o= L o+ 1) - fa) (1)

mohou byt pouzity pro vSechny relevantni hodnoty x a y filtrace f(x,y) s jednoroz-
mérnou (1-D) maskou . Naznaceny jsou na obr. [L.5| Pokud chceme brét v potaz pri
vypoctu gradientu i pixely které sousedi diagonalné, je potteba pouzit 2-D masku.
Prvni pokus o 2-D masku byl prezentovan L. G. Robertsem, jedna se o tzv. krizové

diference. Robertsovy diference jsou zalozeny na diagonalnich diferencich, podle
gx = g‘i = (ag — as) (1.9)
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Prestoze vychazi z 3 x 3 bodové masky, pouziva pouze 2 x 2 bodovou masku
a vypocet gradientu proto neni symetricky podle stfedového pixelu (viz obr. a
1.7). Kvili své velikosti (sudy pocet fadku a sloupct, nemaji tedy stredovy pixel) se

Spatné realizuje.

9y = Em = (ag — ag).

-1

1

Obr. 1.5: 1-D maska
di d?2 ds3
da ds de
a7z ds dg

Obr. 1.6: Obecnéd maska

Obr. 1.7: Robertsovy kfizové operatory
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Nejjednodussi feseni aproximace s maskou 3 x 3 je aproximace dle Prewittové

(viz obr. [L.8), kde

0
gx = ai = (CL7—|—CL8+G9) - (a1+a2—|—a3) (111)
a
of
9y = 5, = (a3 + a6+ a) = (a1 + a4 + 7). (1.12)

Zde je rozdil tretiho a prvniho tadku derivace ve sméru x a rozdil mezi tretim a

1 1 1 -1 0 1
0 0 0 1 0 1
1 1 1 -1 0 1

Obr. 1.8: Prewittové gradientni operatory

prvnim sloupcem je derivace ve sméru y. Predpoklada se, zZe tato aproximace bude
daleko presnéjsi, nez pri pouziti Robertsovych operdtori. Mirné zménéné variace
b

Prewittovych operatort je maska s dvojnasobnou hodnotou stfedniho koeficientu:

Jx % = (a7+2a8+a9) — (a1+2a2+a3) (1.13)
a af
Gy = Ay = (a3 + 2as + ag) — (a1 + 2a4 + az), (1.14)

kterou muzeme vidét na obr. Nazyva se Sobeliv operator. Prewittové maska
je jednodussi pro implementaci nez Sobelova maska. Protoze Sobelova maska pou-
ziva dvojnasobnou hodntou stfedniho koeficientu, dochazi u ni k vétsimu vyhlazeni

obrazu a proto je vice preferovana.

1 2 1 -1 0 1
0 0 0 2 0 2
1 2 1 -1 0 1

Obr. 1.9: Sobelovy gradientni operatory
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Na obr. muzeme vidét priblizeny vyTtez obrazu, kde se nachazi priméa idealni
hrana. Kazdy ctverec zobrazuje jeden pixel. Pixely s Ssedou barvou maji hodnotu
0 a bilé pixely hodnotu 1. Nyni se musi vypocitat jednotlivé parcidlni derivace ve
sméru osy x a y. Toho docilime pouzitim jedné z vySe uvedenych derivacnich masek.
Vysledny tihel o ziskdme vypocétem dle vzorce 1.5 a velikost vektoru dle 1.4. Uhel a

velikost vektoru budou riuzné, pravé podle derivacni masky urcéené pro vypocet [2]

[5].

Vektor Gradientu

Obr. 1.10: Vypocet gradientu pro urc¢eni sméru hrany v bodé.
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2 METODA HISTOGRAM OF ORIENTED GRA-
DIENTS

Metoda je zalozena na histogramech orientovanych gradientii. Zakladni myslenkou
je, ze objekt v obraze muze byt pomoci vzhledu a tvaru charakterizovin pomoci
intenzity gradientl, i prestoze nezname jejich presnou polohu v obraze. Obraz se
rozdéli na malé prostorové oblasti (buniky) a pro kazdou butiku se vypocité 1-D his-
togram, ktery je vypocitan ze vSech pixelt z bunky. Je vhodné obraz pted zapocetim
vypoctu normalizovat, napriklad kontrastni normalizaci, nebo normalizaci osvétleni.
Toho lze docilit shromazdovanim informaci do histogramu nejen z jedné konkrétni
bunky, ale z vétsi oblasti z okolnich bunék. Téchto nékolik bunék da dohromady
tzv. blok. Histogram orientovanych gradientt, je tedy bunka normalizovand blokem,
ktery tvori i okolni burky. Algoritmus je zndzornén na obr. 2.1], ktery byl inspirovan
v [2].

Vstupni obraz

!

| Predzpracovaniobrazu |

A 4
| Vypodet gradient( |

v
| Uréeni orientace gradientd |

| Normalizace blokd |

Y
| Vysledny HOG deskriptor |

Y
Linearni SVYM
| |

Rozhodnuti o pfitomnosti hledaného objektu

Obr. 2.1: Algoritmus metody HOG.

Cely obraz je tedy rozdélen do bloki o stejné velikosti a kazdy z téchto blokii
je reprezentovan pomoci nékolika bunék. Tyto bunky jsou hlavnim nositelem in-
formace. Kazda jednotliva bunka zachycuje urcitou oblast snimku, napriklad 8 x 8
pixelt. V rdmci kazdé bunky se uréi orientace gradientu. Vysledné gradienty by mély
vymezovat hledany objekt v obraze. Pro detekci gradient slouzi néktera z funket,
kterda dokaze detekovat vyznamné hrany v obraze, protoze na nich dochézi ke sko-

kovym zménam jasu v obraze. Detekci hran je potifeba provést jak v horizontalnim,
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tak i ve vertikalnim sméru. Nad takto zpracovanym obrazem je rozvinuta sif bunék.
V kazdé jednotlivé bunce se uréi smér gradientu. Orientace vyznamnych hran mé
rozsah 0°-360°. Kdyby velikost jednotlivych bunék byla prilis velka, detekovala by
se prilis velkd mnozina smért jednotlivych hran. Proto bychom tento rozsah mohli
rozdélit do nékolika kanalt (zasobniki). Napiiklad pri poctu 9 kanalt ma kazdy
kanal rozsah 40°. Z téchto kanall se vytvori lokalni histogram, ktery obsahuje in-
formace o zastoupeni jednotlivych sméra gradienti. Jednotlivé lokalni histogramy
maji velikost odpovidajici poctu kanali. Vysledny vektor se tedy vytvori slozenim
informaci ze vSech histogramii jednotlivych bunéek, které jsou normalizovany dle bu-

nek v jejich bezprosttedni blizkosti. Nazorna ukazka krokt metody v obrazku 2.2.

[1] Metoda je déle popsana detailné.

=
I 1] I ——= [0,2;0,6;0,1;0; 0; 0,6; 0,7; 0,3; 0,9]

a b c d e

Obr. 2.2: Ukazka metody Histogram orientovanych gradientti: vypocitané gradienty
v obraze (a), jeden blok, obsahujici 4 butiky (b), orientace gradienti v burce(c),

urceni histogramu orentovanych gradientt v bunce (d), vysledny pfiznakovy vektor

(e).

2.1 Predzpracovani obrazu

Pred vypoctem je vhodné pouzit proces na vyrovnani vlastnosti obrazu. Autoii v [I]
zkouseli rtizné upravy vstupnich obrazt. Naptiklad redukci barevného modelu RGB,
nebo pouziti filtru pro dpravu nerovnhomérného osvétleni a jasu. Redukce barevného

modelu RGB je provedena prevedenim obrazu do stupni sedi. Jak autori zjistili, tyto
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upravy vSak maji pouze velmi maly vliv na vyslednou tspésnost detekce, protoze

vysledky, které ziskali pouzitim takto upravenych deskriptorii, se skoro nelisily.

2.2 Vypocet gradientt

Vypocet gradientii je stézejni proces v metodé histogram orientovanych gradient,
protoze hledany objekt je charakterizovan pravé pomoci gradientnich vektort. Pro
urceni hledaného vektoru je nejprve potfeba najit vyznamné hrany v obraze. Detekce
hran spociva ve vyhledani lokdlnich zmén v intenzité sousednich pixelt v obraze.
Toho docilime vypoctem gradientu obrazu. Vykon detektoru je citlivy na zpiisob,
jakym jsou gradienty vypocitany. Testované byly masky centrované, necentrovana,
kubické, Sobelova maska, Prewittové maska atd. Jako nejlepsi Teseni, se nakonec
ukazalo byt to nejjednodussi. Autori v ¢lanku [1] zjistili, ze nejlepsi je pouziti jed-
noduché deriva¢ni masky [—1,0, 1]. Vypocet je popsan v kapitole . Pro vypocet
gradientu se pouzije maska v horizontalnim i vertikalnim sméru zvlast. Protoze ba-
revna redukce z barevného obrazu na stupné Sedi se ukézala pro vykon nepodstatna,
pro barevné obrazy se vypocitaji gradienty jednotlivé pro kazdou slozku RGB. Z
téchto dil¢ich gradientii se vybere ten, ktery dosahuje nejvétsi intenzity v bodé, pro

ktery jsou vektory pocitany, a pouze s timto je posléze pocitano.

2.3 Rozdéleni obrazu na bunky a orientace gradi-

entu

Nyni musime obraz rozdélit na hustou mfiz bunék o urcité velikosti. Autofi v [I]
dosahli nejlepsich vysledku s pouzitim bunék o velikosti 8 x 8 pixelii. Bunky mohou
byt ¢tvercové nebo kruhové. Nyni tedy mame rozdéleny obraz na bunky 8 x 8 pixelt
a mame spocitany gradient pro vsechny pixely, které obraz obsahuje. Déle je potieba
urcit zvlast pro kazdou bunku histogram jejich gradientii. Kazdy jednotlivy pixel
nese informaci o sméru a velikosti pro vysledny histogram orientovanych gradientti.
Kanaly histogramu uvnitt kazdé bunky jsou urceny smérem gradientu. Pocet kandli
(zésobniki) na které je burika rozdélena je libovolny. V [I] je buiika rozdélena na
9 kanali v rozsahu 0°- 180°, nebo 0°- 360°. Rozsah 0°- 180° se jevi jako optimélni
moznost. Velikost kanalti histogramu je urcena velikosti prislusnych gradient. Nyni
se musi prozkoumat vsechny gradienty v butice a po zjisténi orientace gradientu se
zatadi do jednotlivych kanali. Soucet stejné orientovanych gradientii nalezicich do
jednotlivych kanaltt ndm dohromady davaji vyslednou velikost kanalu. Takto nam

vznikne pro kazdou bunku histogram orientovanych gradienti.
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2.4 Normalizace bloku

Velikost gradientii se vyznamné lisi v ramci celého obrazu. Rozdily jsou zptisobeny
nerovnomérnym osvétlenim a riznym kontrastem popredi a pozadi. Pro lepsi vy-
sledky je tedy potfeba tyto nezadouci vlivy néjakym zptsobem odstranit. V ¢lanku
[1] autofi zkouseli riiznd normaliza¢ni schémata. Vétsina z nich je zalozena na sesku-
peni jednotlivych bunék do vétsich blokii a na normalizovani kazdého bloku oddé-
lené. Vysledny deskriptor je vektor vytvoreny ze vSech ¢asti normalizovanych bunék.
Jednotlivé bloky v obraze se prekryvaji, a proto mohou byt bunky zpracovany i vi-
cekrat. To se miize zdat nadbytecné, ale kvalitni normalizace je stézejni bodem pro
dobré vysledky a prekryvani jednotlivych blokt je proto zadouci. Normalizace mize
byt provedena ¢tvercova, nebo kruhova. Zabyvat se budeme normalizaci ¢tvercovou.
Bloky se skladaji z n x n bunék a kazda bunka se sklada z m x m pixelt a kazda
bunka obsahuje p kanalii. Testy ukéazaly, Ze nejvyhodnéjsi je pouzivat bloky velikosti
2 x 2, nebo 3 x 3 bunék. V téchto blocich se bude provadét normalizace histogramu
jednotlivych bunék. Pro normalizaci je mozné pouzit vice metod, zde si uvedeme
jednu. Reknéme, Ze v je nenormalizovany vektor, obsahujici viechny histogramy v
ur¢itém bloku a € je mald konstanta. Pak ||v]||x je jeho k-norma pro k = 1,2. Autori

testovali rizné normalizac¢ni schémata. Jsou to L2 — norm :

BRI — (2.1)

IolE+ e

L2 — Hys, které je stejné jako L2-norm, pouze limituje velikost v na 0,2. Dale

L1 — norm:
v
v — 2.2
Toll, < 22)
a L1 — sqrt:
R (2.3)

ol + ¢

Schémata L2 —norm, L2 — Hys a L1 — sqrt davaji podobné dobré vysledky, schéma

L1 — norm déava vysledky mirné horsi.

2.5 Detekcéni okno

Detekéni okno o velikosti 64 x 128 obsahuje 16 pixelt na kazdé strané, které pred-
stavuji okraj hledaného objektu (napf. postavy). Snizeni pixeli na kazdé strané na
8 pixelu (detekéni okno o velikosti 48 x 112) zhorsilo vysledky. Zachovani velikosti
okna 64 x 128 a zvétsovani postavy pri sou¢asném zmensovani okraje, také zhorsilo
vysledky. 16 pixelt tedy vychazi jako optimalni velikost. Piiklad okraje s velikosti
16 pixelt muzeme vidét na obr. 2.3
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Obr. 2.3: Ukédzka detekéniho okna s postavou se znazornénymi okraji o velikosti 16

pixeli.

2.6 Deskriptor

Vektor normalizovanych histogrami pro jeden blok nazyvame deskriptor. Z kazdého
bloku tak ziskdme jeden deskriptor. Poslednim krokem podle [1] je predani deskrip-
torti néjakému klasifikatoru. Podrobny rozbor principu klasifikacnich algoritmt je

uveden v nasledujici ¢asti.

2.7 Klasifikace

Klasifikator je algoritmus, ktery pii vhodné zvolené mnoziné znalosti, rozdéluje
vstupni data pomoci priznaku (v metodé HOG pomoci pfiznakovych vektort), do
predem zvolenych ttid. V metodé HOG je pro klasifikaci pouzito nastroje SVM,
konkrétnéji linearni SVM — linedrni Support Vektor Machine algoritmus. Jedna se
o metodu strojového uceni, coz je nauka o ziskavani a zpracovani znalosti. Linearni
SVM Kklasifikator je jednoducha klasifika¢ni metoda zalozena na rozdéleni prostoru
priznaki na linearni tseky.

Vstupni data musime rozdélit na trénovaci a testovaci. Trénovaci data jsou pou-
zita pro ,nauceni se“ klasifikatoru, testovaci data jsou pozita k naslednému testovani
vytvoreného klasifikatoru. Méjme skupinu dat, kterd popisuje postavu v obraze. Na
druhé strané mame data, kde se postava v obraze nevyskytuje. Nastroj SVM by mél
tato data vyhodnotit a urcit hranici mezi témito daty. Pokud nésledné predlozime
klsifikatoru jakykoliv obraz, mél by byt schopen urcit, zda se v obraze vyskytuje
postava ¢i nikoliv. [6] [7]
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Obr. 2.4: Ukéazka poziti nastroje SVM. Na obrazku a) a b) vidime hranici mezi
ruznymi daty, na obrazcich c¢) a d) vidime nalezeni lepsi hranice mezi daty. Obrazek
byl inspirovan v navodu ke knihovné SVM [7]. Pouziti klasifikdtoru na trénovaci
data (a), Pouziti klasifikdtoru na testovaci data (b), Pouziti lepsiho klasifikdtoru na

trénovaci data (c), Pouziti lepsiho klasifikdtoru na testovaci data (d).
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3

NAVRH A IMPLEMENTACE

3.1 Pouzity software

3.1.1 MS Visual Studio 2012

Pro aplikaci demonstrace metody histogram orientovanych gradient jsme zvolili
jazyk C/C++ v prostiedi Microsoft Visual Studio 2012, protoze pro jazyk C/C++

je zde jiz vestavény pouzitim Visual C++-.

3.1.2 OpenCV 2.4.8

Vv

Je urcena pro akademické i komerc¢ni vyuziti. Zamérena je predevsim na pocitacové

vidéni a zpracovani obrazu v realném case. Ptivodné ji vyvijela spole¢nost Intel. Ma

C++, C, Python a Java rozhrani. Knihovna je psand v jazyku C/C++ schopna

pracovat pod operacnimi systémy Windows, Linux a Mac OS. Je distribuovana pod

BSD licenci. Byla pouzita verze 2.4.8 OpenCV. Obsahuje nésledujici knihovny:

Core: modul definujici zdkladni datové struktury, pole Mat a zakladni funkce
pozadované vsemi ostatnimi moduly.

Imgproc: modul zpracovani obrazu obsahujici linearni a nelinearni filtrace ob-
razu, geometrické transformace (zména velikosti atd.), barevné konverze, his-
togramy atd.

Video: analyza videa, obsahuje odhad pohybu, odec¢itani pozadi a algoritmy
sledovani objektu.

Calib3d: zakladni algoritmy vice-pohledové geometrie, single a stereo kalibraci
kamery, odhadovani pozice a prvky 3D rekonstrukce.

Features2D: detektory charakteristickych rysti, deskriptory a vyhodnocovani
deskriptort.

Objdetect: detekce objektu a instance preddefinovanych t¥id (napt. tvare, odi,
hrnky, lidé, auta atd.).

Highgui: snadno pouzitelné rozhrani pro zaznam videa, obrazu a video kodeki,
stejné jako jednoduché uzivatelské rozhrani.

GPU: urychlovaci algoritmy z rtiznych OpenCV modult.

'"Dostupnd z http://opencv.org/
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3.1.3 Qt 5.2.1

Qtﬂ je multiplatformni aplikace a prostiedi pro praci v jazyce C/C++. Pro program
jsme pouzili tuto knihovnu pro vylepseni zobrazovacich funkci OpenCV. Pouzita

verze 5.2.1 byla do pouzité knihovny OpenCV implementovana pomoci softwaru

Cmake.

3.1.4 CMake 2.1.12

Preklad knihovny Qt pro pouziti s OpenCV byl proveden pomoci CMak(ﬂ verze
lace. Poskytuje automatizaci prekladu programu, pro vytvoreni adresarové struktury

a pripravu zdrojovych souborti, pro pouziti s konkrétnimi prekladaci.

3.2 Navrh programu

Algoritmus programu je navrzen dle [I]. Parametry, se kterymi dosahovali autoti
nejlepsich vysledki, vsak nejsou dodrzeny, ale jsou zvoleny takové, aby byla demon-
strace co nejzretelnéjsi. Jde nam hlavné o predstaveni algoritmu a ukazky vypocti
jednotlivych krokit metody. Program, ktery jsem pojmenoval HOG-test, ma dvé na
sobé nezavislé (vyjma nékterych spoleénych funkei) ¢dsti, které si nyni popiseme.
Zjednoduseny vyvojovy diagram programu HOG-test 1ze vidét na obr. 3.1} V prvni
casti si popiSeme tu ¢ast programu, kterd pracuje se vstupnim obrazem pojmenova-
nym vstup.png.

Nésledujici kroky, od nacteni vstupniho obrazu vstup.png az po konecné vy-
kresleni ptriznakového deskriptoru, si popiseme kazdy zvlast:

e Vstupni obraz

o Predzpracovani obrazu

o Vypocet gradienti

o Urceni orientace gradientii a pfirazeni do kanalt

o Normalizace obrazu

e Vysledné vykresleni vektort - deskriptoru

o Detailni vykresleni vektor v jedné burnce

3.2.1 Vstupni obraz a predzpracovani

Vstupni obraz muze byt barevny nebo ¢ernobily. Protoze barevnost/nebarevnost ob-

razu nema na vysledny vypocet vliv, je vstupni obraz nacteny a rovnou preveden

'Dostupné z http://qt-project.org/
2Dostupny z http://www.cmake.org/
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Globalni normalizace Blokova normalizace
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Po kliknuti na konkrétni

jednu bunku

Vykresleni detailu
pfiznakového deskriptoru

Obr. 3.1: ZjednodusSeny vyvojovy diagram popisujici jednotlivé kroky programu
HOG-test

do stupnu Sedi integrovanou funkci OpenCV:

cv::imread("vstup.png", CV_LOAD_ IMAGE_GRAYSCALE);

Zadné dalsi tipravy obrazu (jako redukce modelu RGB nebo filtr pro tipravu nerov-
nomérného osvétleni) neprobihaji z divodu zjednoduseni algoritmu.

Nyni si obraz rozdélime na jednotlivé bunky — oblasti o urcité velikosti. V teore-
tické ¢asti bylo uvedeno, ze se pozivaji bunky o velikosti 8 x 8 pixeli. Tato velikost
byla zvolena i pro muj algoritmus. Vétsi velikost bunky, napt. 32 x 32 pixeli, byla
vyzkousena pro detailnéjsi vykresleni deskriptorii, které si miizeme prohlédnout na
obr. Jednd se o vykrelseni jednoduchych geometrickych tvari.

3.2.2 Vypocet gradienti

Vypocet gradientii je stézejni proces algoritmu. Vypocet gradientu se provede pro
horizontalni a vertikalni smér zvlast pro kazdy pixel v obraze, podle jednoduché
derivacni masky [—1,0,1]. Ndsledné, se dle vzorce 1.4, uvedené¢ho v kapitole [1.3]
zjisti velikost vektoru gradientu a dle vzorce 1.5 zjistime smér gradientu. Smér bude
dan thlem vzhledem k ose x. V programu jsem vyzkousel i sobelovu derivacni masku,
kterd pro vypocet pouziva i diagondlné sousedici pixely. Rizné deriva¢ni masky ndm
davaji priblizné stejné vysledky v metodé HOG, a proto je pouzita jednoduchéd maska

[—1,0, 1], kterd je vypocetné a matematicky nejjednodussi a proto i nejrychlejsi.
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Obr. 3.2: Prevod barevného obrazu (a) na ¢ernobily (b)

3.2.3 Urceni orientace gradient a prirazeni do kosa

Po vypoctu gradientti ze vzorce 1.5 zjistime thel, ktery gradient svird s osou x.
Tento thel zjistim pro kazdy pixel v buince obrazu. Pro kazdou bunku nyni musime
ziskat histogram orientovanych gradientii, tzn. tthel pro kazdy pixel musime zaradit
do kandlu histogramu (kose). Orientace thli ma rozsah 0-180° na obé strany. Tento
rozsah rozdélime na 9 kanali po 20°. Tzn. prvni kanal mé rozsah 0-20° atd. Takto
zaradime vsechny gradienty pixelt do kanalt.

Pro kazdy kanal secteme velikost gradientii pixelil, které do néj nalezi, a tim
ziskame vyslednou velikost vektoru pro dany kanél. Velikost je vypocitana dle vzorce
1.6. Uvazujeme pouze vypocet pro jednoduchy cernobily obraz, protoze nacteny
obraz je vzdy preveden do odpovidajicich stupniu Sedi. Pokud bychom pracovali s
barevnym obrazem, musela by se velikost gradientu vypocitat pro vSechny slozky
barevného obrazu (RGB), poté urcit ktery z nich ma nejvétsi hodnotu, a ten pouzit
pro vysledny vypocet. Postup aplikujeme na kazdy kanal histogramu. Ve vysledku
dostaneme 9 vektoru (pro kazdy kandl) a jeho velikost, jak je vidét na obr.

Uhel vektoru pro jednotlivé kanaly bude vzdy ve stfedu rozsahu tohoto kanélu,
tedy:

pro 0-20° bude vektor pod tthlem 10°
pro 20-40° bude vektor pod tthlem 30°
pro 40-60° bude vektor pod tthlem 50°

pro 160-180° bude vektor pod thlem 170°.
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Obr. 3.3: Jednoduché derivaéni maska [-1,0,1] - soucet gradient ve sméru osy x a

y.

3.2.4 Normalizace

Nyni je zapotiebi normalizovat velikost vektorti pro jednotlivé bunky. Kdyby nor-
malizace neprobéhla, rozdily velikosti vektorii by byly prilis velké. Tyto rozdily jsou
zpusobeny nerovnomérnym osvétlenim, riznym kontrastem popredi a pozadi a pre-
devsim jinou hodnotou gradientti v ¢astech obrazu kde se nachdzi/nenachdzi hrana.
V metodé HOG nejlépe vychazi rozdéleni obrazu na tzv. bloky skladajici se z n x n
bunék, kdy vektory v kazdé bunce jsou normalizovany dle sousednich bunék. Na na-
vrh vedouciho préce jsem pro demonstracni metodu vykresleni ptiznakovych deskrip-
tortt pouzil normalizaci globalni pro cely obraz. Globalni normalizace je provedena
nasledovné:

o zjisti se velikost vSech vektori v kanalech histogramt v kazdé bunce obrazu

« vybere se nejvétsi z nich

o nejvétsi vektor se normalizuje tak, aby jeho velikost nepresahovala maximélni

velikost své bunky

o vSechny ostatni vektory jsou vydéleny zjisténym pomérem
Timto postupem je zajisténo, ze nejvétsi vektor v obraze bude mit maximalni velikost
v dané bunce, a ostatni vektory budou mit velikost mensi, ve zjisténém poméru.
Nicméné vektory s mnohonasobné mensi velikosti oproti nejvétsimu, tzn. vektoru,
dle kterého se normalizuje, budou mit po normalizaci tak malou velikost, Zze po
vykresleni nebudou pravdépodobné patrné.

Normalizované vektory v jednotlivych bunkach jsou vysledné ptriznakové deskrip-

tory.
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Obr. 3.4: Sobelova deriva¢ni maska - soucet gradientii ve sméru osy x a y.

3.2.5 Vykresleni vektort - priznakovych deskriptort

Pro vykresleni vyslednych vektortt jsem pouzil funkci pro vykresleni jednoduché
cary. Poc¢atecni souradnici primky vime, v kazdé bunce jde o stredovy pixel. Protoze
zname velikost vektoru vect a tthel a pro dany vektor, souradnici pro druhy bod
piimky ziskdme pomoci

xr = |vect| X cos « (3.1)

y = |vect| x sin a. (3.2)

Po vykresleni vektoru pro kazdy kanal se navic vykresli inverzni vektory na opac¢nou
stranu. Vykresleni je provedeno pomoci dvou funkei:

cv::Point(xstred,ystred)

a

cv::line(test2,stred,bod0,CV_RGB(255,255,255),2,8,0 );.

3.2.6 Vystup programu

Jako vystup programu jsou zobrazena dvé okna:
e vstup
e deskriptor

pomoci funkce z knihovny openCV:

cv: :namedWindow ("vstup",1);

cv::imshow("vstup", obraz);
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Obr. 3.5: Rozdéleni kanalt 0-180°, v rozsahu po 20°, se zobrazenym vyslednym vek-

torem.

V hlavicce okna se nachéazi volitelny parametr "1", ktery znamend, ze okno se ote-
vie v automaticky zvolené velikosti dle velikosti vstupniho obrazu, pricemz velikost
nelze upravovat. V okné vstup, se zobrazi vstup.png ve stupnich Sedi. V okné
deskriptor se zobrazi vysledny vykresleny deskriptor pro cely obraz. Protoze je
provedena globalni normalizace, vektory nejsou v celém obraze s konstantni veli-
kosti. Je to zptsobeno velkym rozdilem hodnot gradientii. Po kliknuti levym tlacit-
kem mysi na kterykoli deskriptor v okné, se pouzitim funkce:

cv: :setMouseCallback("deskriptor", CallBackFunc, NULL);

if ( event == cv::EVENT LBUTTONDOWN );

otevie dalsi okno s ndzvem detail, kde se zobrazi detailni zobrazeni tohoto kon-
krétniho deskriptoru.

Vysledna okna s vykreslenymi deskriptory samotnym programem muiizeme vidét
na obr [3.6]

Nyni se podivame, jak by mély vypadat vysledné vykreslené vektory pro realny
obraz a pro syntetické hrany v jedné bunce. Na obr. [3.7] vidime vykresleni vektoru
v buitice pro realny obraz a syntetické hrany. V redlném obraze se vétsinou vykresli
vice vektoril, protoze obraz obsahuje vice nez jeden thel gradient. U syntetickych

hran obsahuje pouze gradient ve sméru kolmém na hranu, tedy 0° nebo 90°.
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Obr. 3.6: Vykreslené deskriptory pro cely obraz (a), detail deskriptoru jedné bunky

- oznacené Cervene (b).

Na obr. vidime vykresleny deskriptor pro jednoduché geometrické tvary. Pro
toto vykresleni byly pouzity bunky o velikosti 32 x 32 pixeli pro lepsi viditelnost.
Zde je velmi zietelné vidét, jak se vysledné priznakové deskriptory vykresluji okolo

syntetickych hran, s kterymi se ovSem v realném obraze setkame stézi.
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Obr. 3.7: Vykreslené vektory v burice pro redlny obraz (a), pro syntetickou hranu v

ose x (b) a pro syntetickou hranu v ose y (c).
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Obr. 3.8: Vstupni obraz (a), vysledné vektory — deskriptor(b).

3.3 Detekcéni cast programu

Druhé ¢ast programu HOG-test, jak miizeme vidét na obr. slouzi pro natréno-

vani SVM a nasledné detekci. S prvni ¢asti programu, urcenou k vykresleni prizna-

kovych deskriptori, ma spoleéné nékteré funkce. Jednotlivé kroky si opét prehledné

popiseme:

Nacteni vstupnich obrazi - trénovaci databaze
Predzpracovani obrazu

Vypocet gradientti

Urceni orientace gradientt1 a pritazeni do kost
Blokova normalizace

Natrénovani SVM

Testovaci databaze

Vysledky detekce
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3.3.1 Nacdteni trénovaci databaze

Prvnim krokem v programu je nacteni trénovaci databaze. Pro tuto préaci byla po-
wzita databdze INRIA (INRIA person dataset)ﬂ kterou vytvorili autori metody
HOG [I]. Databédze obsahuje dohromady nékolik tisic pozitivnich a negativnich
snimkii postav pro trénovani i testovani. Nékolik pozitivnich vzorkt z této sady
muzeme vidét na obr. 3.9 Negativni vzorky jsou rtzné fotografie krajin, mést, au-

tomobilti apod. Pro demonstraci jsem zvolil velikost trénovaci databaze 100 vzorki,

[ .

Obr. 3.9: Priklad nékolika pozitivnich vzorku z databdze INRIA.

50 pozitivnich a 50 negativnich. Tyto vzorky musi byt umistény v kofenovém adre-
safi programu ve slozce trenovani. Vzorky musi byt pojmenovany trenX.png, kde
X je index vzorku. Indexovani za¢ind od 0. Prvnich 50 vzorku (s indexy 0-49) jsou
pozitivni vzorky, tzn. je na nich postava. Dalsich 50 (indexy 50-99) jsou vzorky bez

postavy.

3.3.2 Predzpracovani obrazu

Vsechny nactené vzorky jsou opét primo prevedeny do odstint sedi a jejich velikost
je pomoci funkce OpenCV

cv::resize(vystup,vystup, cv::Size(64,128), 0, 0, 1);

zménéna na 64 x 128 pixeli. Pozitivni vzorky v databazi INRIA maji velikost 64 x 128
pixelt1, ale negativni vzorky maji rizné velikosti a proto musi byt zména velikosti
provedena. Pro¢ musi mit vsechny vzorky pro nas program stejnou velikost si uve-

deme v dalsi ¢asti.

3.3.3 Vypocet gradienti

Vypocet gradientii pro vSechny vstupni trénovaci vzorky je proveden stejné, jak je

uvedeno v predchozi ¢asti, tzn. pomoci jednoduché derivacni masky [—1, 0, 1].

"Dostupnd z http://pascal.inrialpes.fr/data/human/
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3.3.4 Urceni orientace gradient a prirazeni do kosa

Nyni mame vypocitané gradienty pro vzorek z trénovaci databaze. Jesté pred tim,
nez se dostaneme k orientaci gradientt a prirazovani do kosu, je tfeba zminit jednu
souvislost. Protoze SVM Kklasifikator z knihovny OpenCV, ktery je pouzit, prijima
jako jeden vzorek pole ¢iselnych hodnot, je tfeba vysledny priznakovy deskriptor
upravit na pole o velikosti 1 x = ¢isel. Protoze vzorky se kterymi pracujeme, maji
velikost 64 x 128 pixeli a bunky deskriptortt 8 x 8 pixel, lze snadno vypocitat,
ze pocet bunék v obraze je 128 (Pro osu x 64/8 = 8, pro y 128/8 = 16, celkem
8 x 16 = 128). Urceni orientace gradientt a ptirazeni do kosu je provedeno stejné,
jak je uvedeno v kapitole [3.2.3] tzn. vektory jsou rozdéleny do 9 kandla po 20°
(obr. . Z kazdé bunky tedy ziskdame 9 ¢iselnych hodnot, z kazdého kanalu jednu.
Jeden vzorek pro SVM Kklasifikaci tedy bude mit 128 bunék x 9 kanali = 1152
hodnot. Pro kazdy vzorek je vytvoreno dynamicky nové pole o této velikosti:
float* vyslednyvektor = new float[1152];

Do tohoto pole se postupné nacitaji vypocitané hodnoty. Pole je poté predano SVM

klasifikatoru, coz bude blize popsano v nésledujici ¢asti.

3.3.5 Blokova normalizace

Jako normaliza¢ni schéma bylo pouzito normaliza¢ni schéma dle vzorce [2.2] uve-
dené v teoretickém tvodu. Kazda buika je normalizovana pomoci okolnich bunék =
okolniho bloku. Proto normalizace blokova. Protoze se bloky prekryvaji, v bunkach
probéhne normalizace vice nez jednou. To je pro dobré vysledky zaddouci. Velikost

blokii je zvolena 2 x 2 bunky = kazda bunka se normalizuje pomoci 3 okolnich.

3.3.6 Natrénovani SVM

Jak bylo uvedeno v teoretické ¢asti, linedarni SVM je klasifika¢ni algoritmus, ktery
rozdéli data do dvou ¢asti a uréi mezi nimi linedrni hranici. V programu jsem pouzil
SVM z knihovny OpenCV. Jeji zékladni parametry, jako napiiklad linearni jadro se
urci takto:

CvSVMParams params;

params.svm_type = CvSVM::C_SVC;

params.kernel type = CvSVM::LINEAR;

params.term_crit = cvTermCriteria(CV_TERMCRIT_ITER, 100, le-6);

Do proménné trainingData ulozime pole o velikosti 1152 (pocet vektoru z jednoho
vzorku) x 100 (pocet vzorkd pro trénovani, 50 pozitivnich a 50 negativnich). V

proménné labels je SVM urceno, které vzorky jsou pozitivni a které negativni.
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Samotné natrénovani probihd pomoci funkei:
CvSVM SVM;
SVM.train(trainingData, labels, cv::Mat(), cv::Mat(), params);

Po natrénovani databaze prichazi krok testovani.

3.3.7 Testovaci databaze

Pro testovani bylo zvoleno celkové 1000 vzorki z vyse zminované databaze INRIA.
V nasem programu jde pouze o demonstraci, nicméné pokud bychom chtéli dosah-
nout co nejlepsich vysledkl, bylo by potfeba pouzit mnohem vice vzorka jak pro
testovani, tak predevsim pro trénovani detektoru. Pokud bychom chtéli co nejkva-
litnéji natrénovany detektor, vhodné by také bylo pouziti kiizové validace. Princip
krizové validace spociva v rozdéleni sady dat na podmnoziny dat této sady. Jedna
podmnozina by byla pouzita jako testovaci, ostatni jako trénovaci. Tento postup
by se nékolikrat opakoval, pokazdé s jinou podmnozinou testovacich dat. Na konci
bychom dostali robustni detektor. Protoze se vSak v nasi praci zabyvame pouze
demonstraci, jednoduché trénovani jedné skupiny dat bude dostacujici. Vzorky pro
testovani jsou programem zpracovany stejné jako vzorky pro trénovani. Pro ovéreni
na které strané hranice dat, rozdélené pomoci algoritmu SVM, se testovany vzorek
nachazi, je pouzita funkce:

float response = SVM.predict(sampleMat) ;

Pokud je do proménné response ulozena hodnota 1, znamena to, Ze obraz je urcen
jako pozitivni (je na ném hledany objekt). Pokud detektor vyhodnoti vzorek jako

negativni, do response je ulozena hodnota 0.

3.3.8 Vysledky detekce

Na obr. muzeme vidét konzolovy vypis ispésnosti detekce deskriptoru. Hodnoty

pozitivnich vzorku 487 urceno jako pozitivni => uspesnost 97.8x
pozitivnich vzorku 11 urceno jako negativni => falesne negativni 2.2x

negativnich vzorku 458 urceno jako negativni => uspesnost 91.6x
negativnich vzorku 42 urceno Jjako pozitiuvni => falesne pozitiuni 8.4

Obr. 3.10: Konzolovy vypis tspésnosti detekce

jsou prehledné uvedeny také v tab. ¢. [3.I] Pro shrnuti si uvedeme jesté jednou

vvvvvv

» Trénovaci sada 50 pozitivnich a 50 negativnich snimk
o Burnka velikost 8 x 8 pixelii

o Normalizace blokova 2 x 2 bunky
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e Linearni SVM

o Testovaci sada 500 pozitivnich a 500 negativnich snimk

Tab. 3.1: Testovani detekce

Vzorku

Pozitvni

Detekovano

%

Negativni

Detekovano

%

Celkem

1000

500

489

97,8

500

458

91,6

94,7%

Celkova tspésnost 94,7% je velmi dobrym vysledkem. Nicméné jednd se o detekei,

kterd je provedena na snimcich, které maji vsechny stejnou velikost a postava je na

nich vzdy ve stejném poméru.

Poslednim krokem, ktery uz v nasem programu neni implementovan, protoze

presahuje ramec této prace, by tedy byla detekce objektu v ramci celého obrazu.

Provedla by se pomoci detekéniho okna o velikosti 64 x 128 pixelt, jak je uvedeno v

teoretickém rozboru v kapitole [2.5] Toto okno postupné méni svoji pozici v obraze.

Protoze postava v obraze muze byt v rizném poméru, detekéni okno musi také

ménit svoji velikost dle predpoklddané velikosti objektu. Vysledna postava (nebo

postavy) by se detekovala a v obraze se zvyraznila napt. pomoci ramecku. Tato ¢ést

jiz presahuje ramec prace a mohla by byt fesena v pripadné diplomové préci.
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4 ZAVER

Cilem této prace bylo seznamit se s metodou Histogram Orientovanych Gradientt
pro detekci objekti v obraze a nasledné naprogramovat aplikaci pro demonstraci vy-
poctu a vizualizaci konkrétnich obrazii s vykreslenim priznakovych vektori - deskrip-
torii a detekei objekti.

Aplikace pracuje dle predpokladti, v obraze se vykresli deskriptory pro 8 x 16
bunék, celkové tedy 128 deskriptorti. Vykresleni vektort pracuje spravné, v kazdé
burice se vykresli jeden, nebo vice vektorti. Velikost daného vektoru zavisi na velikosti
tohoto kanalu. Naprogramovana aplikace je pouze konzolova a nelze béhem spusténi
jakkoli ménit parametry s kterymi program pracuje. Nacteny obraz pojmenovany
vstup. jpg se nacita z korenové slozky programu. Trénovaci i testovaci databaze se
taktéz nacitaji z korenového adresare programu ze slozek testovani a trenovani.
Vysledné vykreslené priznakové deskriptory se vykresli v samostatném okné a po
kliknuti na dany deskriptor se vykresli detail této bunky. Vykreslovani je interaktivni,
tzn. po kliknuti na jinou bunku se automaticky zobrazi detail nové bunky.

Vyslednou uspésnost detekce postavy, s dosazenou uspésnosti 94,7%, muzeme
povazovat za velmi dobry vysledek. I kdyz v této praci pracujeme pouze s detekci
lidské postavy v obraze, metodu HOG by bylo mozné pouzit i pro detekci jakéhokoliv
typu objektu. Pokud bychom chtéli program pouzit napr. pro detekci automobili,
museli bychom si predem pripravit databazi vzorkl, na kterych se vyskytuje au-
tomobil a ty by byly pouzity pro natrénovani SVM. Vysledek by ovsem s nejvétsi
pravdépodobnosti nedosahoval dobrych vysledki, protoze metoda Histogram Orien-
tovanych Gradientti je primarné urcena pro detekci lidskych postav a v tomto ohledu
dosahuje vynikajicich vysledkt. Pravé z tohoto divodu jsem pro demonstraci zvolil
detekci postav. Pro testovani byla pouzita databaze INRIA, kterou vytvorili autori
metody HOG.

V detekéni ¢asti programu se zabyvame pouze fixni velikosti obrazu, tzn. neni
feseno skalovani. Skéalovani, tedy detekce objektt riznych pomért v riznych veli-
kostech obrazii, by mohlo byt namétem pro budouci diplomovou praci.

Navrzeny algoritmus byl implementovan v prosttedi MS Visual Studio 2012 po-
moci objektové orientovaného jazyka C++ s pouzitim knihovny OpenCV a je sou-
casti prilohy. Pro spravné spusténi programu musi byt v systému dostupné dyna-

mické knihovny OpenCV prislusné verze.
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A OBSAH PRILOZENEHO DVD

o Elektronicka verze prace
o Zdrojové kédy k aplikaci, projekt pro MS Visual studio 2012
» Sada trénovacich a testovacich obrazki
Pro spravné spusténi exe souboru musi byt v systému dostupné dynamické
knihovny OpenCV. Jinak se mohou vyskytnout problémy s kompatibilitou.
Jejich seznam (verze 2.4.8) je zde:
opencv_calib3d248d.1ib
opencv_contrib248d.1ib
opencv_core248d.1ib
opencv_features2d248d.1ib
opencv_flann248d.1ib
opencv_gpu248d.1ib
opencv_highgui248d.1ib
opencv_imgproc248d.1ib
opencv_legacy248d.1ib
opencv_ml248d.1ib
opencv_nonfree248d.1ib
opencv_objdetect248d.1ib
opencv_photo248d.1ib
opencv_stitching248d.1ib
opencv_ts248d.1ib
opencv_video248d.1ib
opencv_videostab248d.1ib
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