VYSOKE UCENI TECHNICKE V BRNE

Fakulta elektrotechniky
a komunikacnich technologii

BAKALARSKA PRACE

Brno, 2018 Matus Bafrnec



r

VYSOKE UCENI TECHNICKE V BRNE

FAKULTA ELEKTROTECHNIKY
A KOMUNIKACNICH TECHNOLOGII

USTAV TELEKOMUNIKACI

AUTOMATICKA 3D SEGMENTACE OBRAZU MOZKU

BAKALARSKA PRACE
AUTOR PRACE Matis Bafrnec

VEDOUCI PRACE Ing. Martin Kolafik

BRNO 2018



AET (I INIM FAKULTA ELEKTROTECHNIKY

Bakalarska prace

bakalarsky studijni obor Teleinformatika
Ustav telekomunikaci

Student: Matus Bafrnec ID: 186025
Ro¢énik: 3 Akademicky rok: 2017/18
NAZEV TEMATU:

Automaticka 3D segmentace obrazu mozku

POKYNY PRO VYPRACOVANI:

Nastudujte sou¢asné metody segmentace obrazu, které pouzivaji tzv. hluboké u€eni a popiste jejich vlastnosti.
Ze zkoumanych postupt vyberte vhodnou metodu na problém segmentace 3D snimk( mozku snimanych pomoci
magnetické rezonance. Vybér zdlvodnéte a metodu otestujte pro pouziti na dany problém. Vysledky testovani
vhodné prezentujte.

DOPORUCENA LITERATURA:

[1]JLONG, Jonathan, Evan SHELHAMER a Trevor DARRELL, Fully convolutional networks for semantic
segmentation [online]. [cit. 2017-09-13]. DOI: 10.1109/CVPR.2015.7298965. ISBN 10.1109/CVPR.2015.7298965.
Dostupné z: http://ieeexplore.ieee.org/document/7298965/

[2]SCHMIDHUBER, Jirgen, Deep learning in neural networks: An overview [online]. [cit. 2017-09-13]. DOI:
10.1016/j.neunet.2014.09.003. ISBN 10.1016/j.neunet.2014.09.003. Dostupné z:
http://linkinghub.elsevier.com/retrieve/pii/S0893608014002135

Termin zadani: 5.2.2018 Termin odevzdani: 29.5.2018

Vedouci prace: Ing. Martin Kolafik
Konzultant:

prof. Ing. Jifi MiSurec, CSc.
pfedseda oborové rady

UPOZORNENI:

Autor bakalarské prace nesmi pfi vytvareni bakalarské prace porusit autorska prava tretich osob, zejména nesmi zasahovat nedovolenym
zpusobem do cizich autorskych prav osobnostnich a musi si byt piné védom nasledkd poruseni ustanoveni § 11 a nasledujicich autorského
zakona €. 121/2000 Sb., v€etné moznych trestnépravnich disledkd vyplyvajicich z ustanoveni ¢asti druhé, hlavy VI. dil 4 Trestniho zakoniku
€.40/2009 Sb.

Fakulta elektrotechniky a komunika¢nich technologii, Vysoké uceni technické v Brné / Technicka 3058/10 / 616 00 / Brno



ABSTRAKT

Tato bakalarska praca popisuje navrh a implementéaciu systému na automatickd 3D seg-
mentaciu mozgu zalozeného na konvolu¢nych neurdénovych sietach. Prva Cast prace je
venovana kratkej historii neurénovych sieti a teoretickému popisu funkcionality konvoluc-
nych neurénovych sieti. Predstavuje rychly Gvod do problematiky a poskytuje teoreticky
zaklad pre pochopenie a vytvorenie samostatného systému. Popisané st jednotlivé vrstvy
neurénovej siete, principy ich fungovania a vzajomnej navaznosti. Druhd cast prace sa
zaoberd analyzou problému, navrhom konkrétneho rieSenia a porovnanim neurénovych
sieti s inymi rieSeniami. Vysledkom magnetickej rezonancie hlavy je séria Cierno-bielych
snimok, ktoré reprezentuji 3D sken. Ulohou je oznalit mozog a tym odstranit nepot-
rebné informacie vo forme okolitych tkaniv. Vysledny obraz mozgu méze byt vyuzity pri
volumetrii alebo diagnostike neurodegenerativnych choréb. Vyhodou neurénovych sieti
v porovnani s deterministickymi systémami je ich flexibilita. Umoznuji prispdsobenie na
iné typy segmentacnych problémom len zmenou mnoziny trénovacich dat, bez nutnosti
zasahu do architektiry. Jednym zo systémov vykonavajicich plne automatickd 3D seg-
mentaciu sa nazyva U-Net — jeho nazov vychadza z podobnosti architektlry s pismenom
U. Prezentované boli tri redlne rieSenia, prvotny navrh U-Netu, rozsireny U-Net a reku-
rentny U-Net. Prva verzia U-Netu bola pamatovo velmi naroénd, vyzadovala trénovanie
na procesore miesto grafickej karty a neumoznovala spracovanie dat v plnom rozliSeni.
Rozsireny U-Net tieto problémy vyriesil nacditavanim dat v prekryvajicich sa skupinach
troch snimok. Okrem moznosti trénovania siete na grafickej karte s naslednym skrate-
nim doby ucenia, bola zvysend aj presnost pridanim dalSich interkonekcii do vndtorne;
architektlry siete. Posledna verzia, rekurentny U-Net, sa zameriava na optimalizaciu
rozsireného U-Netu zaloZenej na principe znovupouzitia existujicich drovni siete. To pri-
nasa znizenie Casovej a hardwarovej narocnosti. Bol znizeny pocet parametrov siete na
menej ako 20%, bez akéhokolvek zvysenia tohto poltu v pripade pridania dalSich Grovni.
Takato siet patri k jednej z prvych rekurentnych sieti pouzitych na problém 3D seg-
mentacie a poskytuje tak zaklad pre dalsi vyskum. Poslednd éast prace sa zameriava
na vyhodnotenie vysledkov a porovnanie presnosti, rychlosti a narocnosti jednotlivych
sieti. Porovnavana je aj presnost ludskej a strojovej segmentacie. Rozsireny a rekurentny
U-Net dokazali porazit svojho ludského oponenta, ¢im by v pripade redlneho nasade-
nia mohli uSetrit mnozstvo lekarskeho Casu a predist ludskym chybam. Vysledkom prace
je teoreticky zaklad poskytujici Gvod do problematiky konvolu¢nych neurénovych sieti
a segmentacie, plne funkéné systémy na automatickl 3D segmentéciu a zéklad pre dalsi
vyskum v oblasti rekurentnych sieti.

KLUCOVE SLOVA
3D, CNN, hlboké ucenie, konvolu¢na neurdnova siet, mozog, MRI, obraz, rekurentny,
segmentacia, U-Net



ABSTRACT

This bachelor thesis describes the design and implementation of the system for automa-
tic 3D segmentation of a brain based on convolutional neural networks. The first part
is dedicated to a brief history of neural networks and a theoretical description of the
functionality of convolutional neural networks. It represents a fast introduction to the
problematics and provides theoretical basics needed for the understanding and creation
of the system. Individual layers of the neural network and principles of their functionality
and mutual relations are also described in this part. The second part of the thesis is
about problem analysis, designing of a solution and a comparison between neural ne-
tworks and other solutions. The result of a magnetic resonance imaging of the head is
a series of black-and-white images representing a 3D scan. The task is to tag a brain and
to remove unnecessary information in the form of surrounding tissues. The final image
of the brain can be utilized in a volumetry or during a diagnostic of neurodegenerative
diseases. The advantage of neural networks in comparison with deterministic systems is
their flexibility. They allow an adaptation to other segmentation problems just by chan-
ging the training dataset, without a need of changes in the architecture. One of the
systems performing fully automatic 3D segmentation is called U-Net — its name comes
from the similarity of the architecture with the letter U. Three real solutions, the first
implementation of U-Net, extended U-Net and recurrent U-Net were presented. The first
version of U-Net has been very memory-demanding, it required a training on a processor
instead of a graphic card and has not allowed data processing in full resolution. The
extended U-Net has resolved these problems by loading data in overlaying series of three
images. In addition to the possibility of a training on a graphic card with related decrease
in learning time, the accuracy was increased by adding interconnections to the internal
architecture of the network. The last version, recurrent U-Net, aims for the optimization
of extended U-Net based on the reusage of existing levels. This brings a decrease in
a time and resource difficulty. The number of parameters of the network was lowered
to less than 20%, without any increase in case of further level addition. This network
is one of first recurrent networks used on the problem of 3D segmentation and provides
a foundation to further research. The last part focuses on the evaluation of results and
the comparison of accuracy, speed and requirements between particular networks. The
accuracy of human and machine segmentation is also compared. The extended and re-
current U-Net have surpassed their human opponent, which in real case could save a lot
of doctors time and prevent human mistakes. The result of this work is a theoretical
basis providing an introduction to the problematics of convolutional neural networks and
segmentation, fully working systems for automatic 3D segmentation and the foundation
for further research in the field of recurrent networks.

KEYWORDS

3D, CNN, deep learning, convolutional neural network, brain, MRI, image, recurrent,
segmentation, U-Net
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UVOD

V stcasnej dobe sa s umelou inteligenciou a neurénovymi sietami stretavame coraz
viac. Prudky néarast vykonu pocitacov za posledné roky umoznuje navrhovaft prog-
ramy, ktoré maju schopnost ucif sa, rovnako ako ludia. To prinasa nové moznosti
v oblastiach datovej analyzy, navigacie, riadenia a spracovavania signalu a obrazu.

Prave spracovanie obrazu je téma, ktorou sa tato praca zaoberda. Magneticka
rezonancia zohrava v medicine velmi déleziti tlohu. Umoznuje lekdrom nahliadnut
do Tudského tela bez nutnosti invazivneho chirurgického zasahu. Vysledny obraz
pozostava z velkého mnozstva tkaniva, ktoré je pre vyhodnotenie vysledkov casto
len rusivym faktorom. Konkrétnym pripadom moze byt 3D magneticka rezonancia
hlavy, pri ktorej tvori dolezité data len jedna cast — mozog.

Préca sa zaoberd segmentaciou (vyclenenie urcitej ¢asti) obrazu pomocou neurd-
novych sieti. Cielom je navrhnut systém, ktory na snimkach magnetickej rezonancie
ozna¢i a oddeli mozog. Tento proces umoznuje naslednt vizualizaciu a volumetriu
(pocitanie objemu) mozgu, ktord je vyuzivand pri diagnostike neurodegenerativnych
chorob.

K spracovaniu obrazu neurénovymi siefami sa vyuzivaju prevazne konvolucné
neurénové siete. Tie pozostavaju z nielkolkych vrstiev — konvoluéna a zdruzovacia
— gabezpecujuce spracovanie obrazu a plne prepojend vrstva zabezpecujuca logiku
a rozhodovanie. Pocas celej prace boli skimané tri systémy, pricom kazdy dalsi pri-
niesol urc¢ité zlepsenia. Prvy navrhnuty systém, tzv. U-Net nedokazal spracovat data
v plnom rozliseni, preto bol navrhnuty rozsireny U-Net, ktory tento problém odstra-
nil a vdaka pridaniu interkonekcii do vnutra siete zvysil aj presnost segmentacie.
Posledny systém je rekurentny U-Net, ktory znizuje pamétovi naroc¢nost rozsire-
ného U-Netu a tym znizuje hardwarovi aj ¢asovi narocénost.

Hlavnym prinosom prace je popis principu ¢innosti neurénovych sieti uréenych
na spracovanie obrazu — konvolu¢nych neurénovych sieti, navrhnuty systém a vy-
tvorenie zakladu pre dalsi vyskum rekurentnych neurénovych sieti, ktoré vyrazne
redukuju paméfové naroky. Praca takisto porovnava neurénové siete s tradi¢nymi
sposobmi spracovania obrazu a s Iudskym spracovanim. Vyzdvihuje vyhody konvo-
lu¢nych neurénovych sieti, medzi ktoré patri vysoka adaptabilita na zadany problém,
moznost prisposobenia na iny typ zadania bez nutnosti zmeny architektiry a hlavne
schopnost ucif sa. Nezabuda sa ani na nevyhody a obmedzenia tejto technologie,
medzi ktoré mozeme zaradit vysokt hardwarovii narocnost a nutnost dostato¢ného
mnozstva trénovacich dat. Vysledkom je plne automaticky systém na 3D segmenta-
ciu mozgu zo snimok magnetickej rezonancie hlavy. V pripade redlneho nasadenia by
systém usetril ¢as lekdrov a zamedzil by ludskym chybam, ktoré st bohuzial beznou

sucastou lekarskej praxe.
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Préca je rozdelend do troch casti. Prva z nich zahfna tvod do problematiky
neurénovych sieti a jednoduchou formou popisuje princip funkénosti konvoluénych
neurénovych sieti. V druhej ¢asti je analyzovany problém segmentacie mozgu spolu
s popisom a navrhom implementacie niekolkych rieseni, z ktorych kazdé vyuziva
iny pristup k problému. Posledna kapitola je venovand prezentéacii a vyhodnoteniu

dosiahnutych vysledkov.
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1 KONVOLUCNE NEURONOVE SIETE

Konvoluénd neurénova siet — Convolutional Neural Network (CNN) je trieda hlbo-
kej doprednej umelej neurénovej siete, ktora nachadza siroké uplatnenie v strojovom
spracovani obrazu pomocou hlbokého ucenia, tzv. deep learningu. Prvé pouzitie kon-
volu¢nych neurénovych sieti sa datuje do roku 1980, kedy Franciiz Yann LeCun uka-
zal svetu LeNet-5, ktora bola pouzita na rozpoznanie ruc¢ne pisanych cislic. Od tej
doby presli CNN dlhym vyvojom, ktory zaznamenal tspech v roku 2012 na sutazi
ImageNet Large Scale Visual Recognition Challenge (sutaz zamerand na pocitacové
rozpoznavanie obrazu), kedy sa naplno ukézala vykonnost a potencial tychto sieti.
Tato udalost sposobila enormny narast zaujmu o CNN, ktoré st v dnesnej dobe

lidrom na poli spracovania obrazu pomocou neurénovych sieti [T, 2].

1.1 Uvod do vSeobecnych neurénovych sieti

K chépaniu konvoluénych neurénovych sieti je nutné dokladné pochopenie principov
fungovania zédkladnych stavebnych jednotiek tychto sieti — umelych neurénov, ich
biologickej podobnosti s mozgom a vyhod, ktoré prinasaju v porovnani s tradi¢nymi

pocitacovymi rieseniami.

1.1.1 Biologicka podobnost

Vyvoj umelych neurénovych sieti je zalozeny na snahe strojovo napodobnif Iudsky
mozog, ktorého zdkladnou stavebnou jednotkou je nmeurdn (obr. . Centralna
nervova sustava — ¢ast mozgu zodpovedna za spracovanie vnemov, pamat, ucenie,
ale aj celé vedomie cloveka — je tvorena viac ako piatimi miliardami neurénov. Naj-
dolezitejsie casti biologického neurénu si neurocyt (samotné telo neurénu), axon
(alebo newrit, dlhy vybezok) a dendrity (kritke vybezky) [3].

/ Dendrit

() ===

OF N\

MNeurocyt

Obr. 1.1: Biologicky model neurénu.
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Funkénou jednotkou mozgu st synapsie (nervové spojenia), ktoré umoznuji
presun signalu medzi neurénmi. Denrity, ktoré okolo neurénu vytvaraju stromovi
struktiru slizia ako prijimace nervovych vzruchov, ktoré neurén po spracovani posle
dalej pomocou axénu. Tieto spojenia vytvaraji v mozgu obrovsku struktiru, ktora
je vysoko modularna vdaka moznosti vytvarania a zanikania synapsii. Tento proces

sa nazyva ucenie [3].

1.1.2 Historia

Snaha vytvorit stroje, ktoré by boli schopné ucit sa a myslief siaha do dalekej his-
térie [4]. Medzi délezité milniky patri rok 1943, kedy sa neurobiolég Warren S.
McCulloch a statistik Walter Pitts vytvorili model umelého neurénu, ¢im polozili
zaklady novej vednej discipline — umelgym neurénovym sietam. Postupny rozvoj
v tejto oblasti zaznamenal prelom v roku 1958, kedy Franck Rosenblatt publikoval
prvy algoritmus ucenia pre neurénové siete s doprednym Sirenim signalu — tito siet
nazval Perceptron [5].

O 11 rokov neskor vsak dvaja zndmi a vplyvni matematici, Marvin L. Minski
a Seymon S., zverejnili kvalitne spracovani publikaciu, ktord vyznamne kritizovala
niektoré vlastnosti dobovych neurénovych sieti, ¢co malo za nasledok dlhodoby ttlm
rozvoja v tejto oblasti. Zvrat nastal az po takmer 20-tich rokoch, kedy sa niekolkym
vedcom podarilo znovu vzbudit zaujem o neurénové siete pracou, ktord elegantne
vyriesila problémy predoslych sieti. Tym odstartovala éra uciacich sa strojov, ktoré
vdaka neustdlemu narastu vykonu a rozvoju v tejto oblasti napreduju milovymi
krokmi [5].

1.1.3 Princip fungovania

Zakladnou funkciou neurénu (¢i uz biologického alebo umelého) je na zéklade signa-
lov (21, @9, ...) aich jednotlivych vah (wy, ws, ...) —ich dolezitosti — odoslat vystup y
vo forme aktivacnej funkcie f(z) Umely neurén (obr. mé vSak oproti jeho bio-
logickej verzii (obr. definovany prah 6 , ktorého ulohou je aktivovat neurén az
po prekonani tejto hodnoty. Fungovanie umelého neurénu je mozné charakterizovat
vztahom [LIk

y:f(imiwi‘|‘0) (1.1)

Samotny neurén vsak neumoznuje vykonavat ziadnu zlozitejsiu funkciu. Ako aj
v mozgu, je len zdkladnou stavebnou jednotkou. Funkénou jednotkou s synapsie —

spojenia s dal$imi neurénmi, ktoré v zavislosti od zlozitosti a poc¢tu vrstiev (skupina
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Vstupy Vahy

X;

Aktivacna

funkcia
X5

Obr. 1.2: Model umelého neurénu.

neurénov na rovnakej trovni signdlového toku) vedia vykonavat rozne funkcie. Naj-
jednoduchsim prikladom st dopredné neurénové siete (obr. [1.3), v ktorych signaly

prechddzaji zo vstupnej, postupne cez vsetky skryté, az do vystupnej vrstvy [4].

Vstupna Skryta Vystupna
vrstva vrstva vrstva

Obr. 1.3: Dopredné neurénova siet.

Vynimocnost tychto signdl-spracivajicich spojeni tkvie v tom, 7ze sa v priebehu
casu menia — ucéta sa. Predstavme si dieta, ktoré sa uci rozpravat. Zvycajne to
funguje tak, ze sa dietatu ukaze pismeno (vstup) a vyslovi sa (pozadovany vystup).
Dieta sa to nasledne pokusa zopakovaf, pricom priebezne meni spésob, akym dané

pismeno vyslovuje, az kym ho nedokaze dostatoc¢ne kvalitne zopakovat. Rovnakym

16



sposobom funguju aj neurénové siete, je zadany vstup, pozadovany vystup a sief
upravuje jednotlivé vahy az do doby, kym nie je jej vystup zhodny s pozadovanym
vystupom — siet sa uci. Tento spésob ucenia je hojne vyuzivany vo vac¢sine neuro-
novych sieti a nazyva sa algoritmus spatného sirenia chyby (angl. BPE — Back-
Propagation of Error). Po faze ucenia je siet pripravend riesit problémy, pre ktoré
bola navrhnuta [4, [5].

Pri pouziti programovania ako prostriedku pre pocitacové spracovanie informacii
je nutné, aby najskor programator dany problém ddkladne analyzoval a nasledne
navrhol konkrétne riesenie. V pripade, Ze sa zadanie zmeni, je nutné absolvovat
cely tento proces odznovu, ¢o je v mnohych pripadoch nerealne. Tu sa nam ukazuje
jedna z hlavnych prednosti neurénovych sieti — v pripade zmeny zadania nie je
nutné prerabat celi siet, staci jej len poskytnit nové data, na zaklade ktorych sa
sama usposobi k rieseniu nového problému. Tato vlastnost neurénovych sieti moze
vyvolavat obavy z bezpecnosti tejto technologie, ktora uz v mnohych pripadoch

prekonala najlepsich Tudi vo svojom obore.

1.1.4 Moderné aplikacie neurénovych sieti

Od rozpoznavania ¢islic z minulého storoc¢ia vyskum a technika vyrazne pokrocili
a umelé neurénové siete nasli uplatnenie takmer v kazdom odvetvi technologického
priemyslu — autonémne vozidla, webové vyhladavace, optimaliza¢né tlohy, predikcie
trhu na zaklade historickych dat, navrhy a konstrukcie suciastok alebo len bezné
hranie hier. Spoloénym menovatelom vsetkych aplikacii je fakt, Ze umelé neurénové
siete dosiahli vysledky ako svoje biologické ekvivalenty — Iudia — za vyrazne kratsi
¢as, dokonca sa im podarilo vyriesit ulohy, ktoré boli pre Iudi prakticky nemozné [6),
7, 8]

Uzasnym prikladom pokroku je projekt AlphaGo od Googlu, ktorého cielom je
vyuzit strojové ucenie na natrénovanie hry Go. Blizsia znalost tejto hry nie je nutnd,
avsak je potrebné si uvedomit, ze pocet vsetkych moznych variant tejto hry je viac
ako samotnych atémov vo vesmire, tym padom nie je mozné naucit pocitac vsetky
vyherné postupy. Prva verzia s menom AlphaGo Lee bola trénovana formou vsetkych
dostupnych zaznamov hier, na zaklade ktorych sa siet naucila vyhravat a uz v roku
2016 porazila najlepsieho ludského hraca Lee Sedola. Pri druhej verzii AlphaGo Zero
zvolili autori iny postup, pri ktorom boli jedinymi vstupnymi datami pravidla hry.
Nésledne algoritmus trénoval s pouzitim principov spomenutych v predoslej kapitole.
Uz po 21 diioch od spustenia tréningu bol porazeny Sampion z Ciny, Ke Jie. Po 41
dnoch porazil AlphaGo Zero vsetky ostatné umelé inteligencie, ktoré boli pre hru
Go vytvorené [9].

Rovnako fascinujuce su aj vysledky dalSej neurénovej siete od Googlu, ktorej
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ulohou bolo zdokonalif existujicu neurénovi sief na predikciu textu. Vysledkom
bola architektiira neurénovej siete, ktorej optimalizacia a efektivita bola na vyrazne

vysSej trovni ako pri verzii vytvorenej ¢lovekom [10].

1.2 Architektara siete

Pod pojmom architektira neurénovej siete si mézeme predstavit prepojenie jednotli-
vych vrstiev (funkénych blokov) siete, ktoré sa vyrazne podielaji na jej vlastnostiach
a definuju jej presnost a vykonnost. Konvolucné neurénové siete pozostavaju z troch
zakladnych vrstiev, ktoré si popiSeme na nasledujucich stranach. Pocas vysvetlovania
sa budeme drzat jednoduchého prikladu, ktorym je rozoznévanie X a O z obrazka
(obr. . Tento priklad je dostatocne obsiahly na to, aby na nom bolo mozné
vysvetlit principy fungovania a popisat jednotlivé vrstvy, avSak stéle dostatocne

jednoduchy na pochopenie Sirsim obecenstvom.

E - = - X
E o = - O

Obr. 1.4: Rozpoznanie symbolov v obrazkoch pomocou konvoluénej neurénovej siete.

Prvoplanovym riesenim by bolo vziat vstupny obrazok a porovnat ho s obrazkom
X alebo O a rozhodnut, s ktorym dosahuje vyssiu zhodu. Pre pocitac¢ je obrazok iba
dvojrozmernou maticou hodnét — 1 pre bielu a —1 pre ¢iernu (obr. . Ak sa pri
porovnavani obrazkov nezhoduju hodnoty jednotlivych pixelov, tak sa nezhoduje ani
samotny obrazok. V idedlnom pripade by mal pocita¢ rozpoznat aj rozne posunuté,
zdeformované, otoc¢ené a rozmerovo zmenené obrazky [I1]. Tu prichddzaji na rad
CNN.

Zékladnym rozdielom medzi konvoluénymi neurénovymi siefami a tradic¢nymi

metoédami spracovania obrazu je ten, ze na rozdiel porovnavania celého obrazku
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Obr. 1.5: Obrazok ako dvojrozmerné pole hodnot.

s ur¢itym vzorom, CNN porovnéavaju obrazok kusok po kisku s ¢astami nazyvanymi
priznaky (angl. features). Hladanim zhody po ¢astiach je mozné dosiahnut ovela
vyssej presnosti ako pri celoobrazovom spracovani a zaroven zabezpecit rozpoznanie
rozne modifikovanych obrazkov [12].

Kazdy priznak sa da popisat ako mini-obrazok — malda dvojrozmernad matica
(obr. . Priznaky reprezentuju jednotlivé aspekty obrazkov, napr. priznaky sym-

bolu X si dve diagonalne ¢iary a jeden kriz.

E

Obr. 1.6: Priznaky symbolu X.



1.2.1 Konvoluéna vrstva

Pri vlozeni nového obrazku CNN nevie, kde konkrétne sa priznaky nachadzaju, preto
ich zacne hladaf na kazdej moznej pozicii — z priznaku spravime filter. Pre vypocet
miery zhody priznaku a prave zvolenej casti obrazka sa pouziva operacia, ktorej
zékladom je 2D konvolicia [13]. Operécia konvolicie je fundamentélnou operédciou
konvolu¢nych neurénovych sieti, po ktorej dostali aj svoje meno.

Na vypocitanie zhody priznaku s aktualne zvolenou ¢astou obrazka jednoducho
vynasobime vsetky pixely priznaku s prislusnymi pixelmi na obrazku (obr. .
Tieto stuciny nasledne séitame a vydelime poctom pixelov priznaku. Ako vysledok

dostaneme mieru zhody, ktora sa pohybuje v intervale od —1 po 1.

1|x 1 =|1]

H

' '
=
H

nE
oEs
nE

Obr. 1.7: Princip 2D konvoltcie.

Pre dokoncenie konvolucie tito operaciu opakujeme s kazdym kuskom obrazka.
Po zobrazeni vsetkych vysledkov na ich prislusnych pozicidach v obrazku dostavame
novu dvojrozmernt maticu (obr. . Téato matica zhdd je zaroven filtrovanou ver-
ziou nasho povodného obrazka, ktord ndm pomocou miery zhody urcuje casti ob-
razka, v ktorych sa nachadza dany priznak. Hodnoty blizke 1 reprezentuju silni
zhodu, hodnoty blizke —1 zobrazuju zhodu s fotografickym negativom nasho pri-
znaku (tzn. invertované hodnoty kazdého jedného prvku matice) a hodnoty blizke 0
znamenaju nulovi zhodu akéhokolvek typu.

Dalsim krokom je opakovanie konvolicie so vSetkymi priznakmi. Vysledkom je
sada filtrovanych obrazkov (obr. [1.9)), jeden na kazdy filter (priznak). Spravidla ma
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Obr. 1.8: Vysledok 2D konvoltcie vstupného obrazka a priznaku.

vysledny obrazok mensie rozmery ako povodny, ¢o je dané charakterom samotnej
konvolicie. Tato vlastnost bude doblezita v nasledujicich vrstvach. Sthrn vsetkych
operacii konvolicie mézeme povazovat za jeden procesny krok, ktory reprezentuje

prave konvoluéna vrstva [14].
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Obr. 1.9: Vysledok konvolicie so vSetkymi priznakmi.

1.2.2 Zdruzovacia vrstva

Dalsim z rady mocnych néstrojov konvoluénych neurénovych sieti je zdruzovanie
alebo pooling. Zdruzovanie je spésob, akym je mozné zmensit velké obrazky a zaro-
ven zachovat podstatné informacie v nich. Podstata zdruzovania spociva v postuvani
malého okna (zvycajne 2 x 2 alebo 3 x 3 pixely) o uréity krok a vyberani najvyssej
hodnoty z okna pri kazdom kroku. Po dokonceni zdruzovania ma vysledny obra-
zok priblizne Stvrtinu (resp. devétinu) pévodnych pixelov (obr. [L.10). Pretoze tato
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funkcia vybera iba najvyssie hodnoty z okna, informécie o najpravdepodobnejsom

vyskyte priznakov zostdvaji nedotknuté [15].

maximum

0,11
0,11 0,11 0,11
1,00 § 0,33 | 055 | 0,33
0,11 0,33
0,33 | 1,00 | 0,33 | 0,55
0,33 0,33 »
0,55 | 0,33 | 1,00
0,33 0,11
033 | 0,55 0,77
0,11 0,11 0,11
0,33 [EEN 0,55 0,11

Obr. 1.10: Vysledok zdruzovania.

To znamend, ze nezalezi na tom, kde presne sa priznaky nachadzaji, pokial
sa v danom obrazku vyskytuji. Vdaka tejto vlastnosti dosahuju CNN tspech aj
s obrazkami, ktoré si rozne deformované, posunuté alebo otocené, c¢o je pri deter-

ministickych metodach spracovania jednym z najvacsich problémov.

1.2.3 Plne prepojena vrstva

V tejto vrstve prichadza na rad ucenie a samotné rozhodovanie. Plne prepojend
vrstva zoberie vysoko filtrované obrazky spracované predoslymi vrstvami a spravi
z nich hlasy. V nasom pripade je mozné hlasovat len o dvoch moznostiach, X alebo
O. Plne prepojené vrstvy st hlavnymi stavebnymi blokmi tradi¢nych neurénovych
sieti. Namiesto spracovavania dvojrozmernych obrazkov (matic) st vSetky vstupné
hodnoty spracované ako jednorozmerny vektor. Kazda hodnota reprezentuje jeden
hlas, avSsak jednotlivé hlasy nie su spracovavané rovnocenne. Kazdy jeden hlas ma
totiz svoju vahu (istotu), s akou vie o danom obrazku povedat, do ktorej kategorie
patri. Hlasy s vyssou vahou maju pri rozhodovani vacsi vplyv a po séitani hlasov
je vystupom jedna hodnota, ktora ziskala najviac hlasov a definitivne rozhoduje
o prislusnosti daného objektu k skupine (obr. .

V praxi sa pre rozhodovanie vyuziva vacsi pocet plne prepojenych vrstiev, ktoré
sa nazyvaju vstupné (prva v rade), vystupnd (posledna v rade) a skrytd (vsetky os-
tatné). Kazda dalsia plne prepojend vrstva umoznuje neurénovym sietam naucit sa
ovela komplexnejsie vztahy medzi priznakmi a tym vykonéavat presnejsie rozhodnu-

tia [16]. Dolezitym prvkom tejto vrstvy je ucenie, ku ktorému sme sa este nedostali.
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Obr. 1.11: Vysledok hlasovania.

Odkial pochadzaju priznaky, ako nastavit vahy v plne prepojenych vrstvach? Pokial
by boli tieto parametre nastavované rucne, stratilo by sa vSetko ¢aro neurénovych
sieti a ich ucenia. Tu sa dostava do popredia maly trik strojového ucenia, BPE —
algoritmus spatného Sirenia chyby [17].

Aby bolo mozné BPE pouzit, je nutné CNN predlozif sériu obrazkov, ktorych
prislusnost k urcitej skupine vieme. To znamend trpezlivého cloveka, ktory stov-
kam az tisickam obrazkov priradi popis X alebo O. Na zaciatku mame netrénovani
konvoluénti neurénovu siet, ktorej priznaky v konvolucénej vrstve a vahy v plne pre-
pojenej vrstve su nastavené ndhodne. Nasledne sieti predlozime obrazky, jeden po
druhom.

Po spracovani kazdého obrazka dostdavame z roznych vrstiev rézne vystupy. Po
porovnani so spravnou hodnotou dostavame mieru chyby, ktora urcuje, ako dobre
sme na zaciatku nastavili priznaky a vahy. Nésledne st priznaky a vahy upravené,
o maly krok hore alebo dole (obr. , obrazok je znovu spracovany a vysledkom
je novy hlas, ktory je taktiez znovu porovnany s ocakavanym hlasom.

V pripade, zZe je chyba vécsia ako povodnd si zmeny zahodené, v opa¢nom pri-
pade sa zachovaji a pokracuje sa dalej. Po upraveni kazdého pixelu v priznakoch
a kazdej vahy v plne prepojenych vrstvach dostavame vysledok, ktory je o kusok
presnejsi ako predosly. Proces opakujeme az do spracovania vsetkych trénovacich
obrazkov. Nahodné odchylky vyskytujuce sa v niektorych obrazkoch zapric¢inuju
zvysovanie chyby, avSak vdaka ich malému poctu je tento ,krok spat® rychlo za-
budnuty. Po spracovani velkého mnozstva obréazkov sa priznaky a vahy ustalia na
urc¢itych hodnotach, ktoré budu o dalsich pripadoch rozhodovat s vysokou presnos-

tou.
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Obr. 1.12: Nastavovanie vah.

1.2.4 Aktivaéné funkcie

Aktivacnd funkcia sa aplikuje pre aktivaciu neurénu na jeho vystup. Pod aktivac-
nou funkciou moézeme chapat Tubovolnt matematickt funkciu, avsak podmienkou je
jej nelinearita. V pripade zvolenia linearnej aktivacnej funkcie by kazda sekvencia
neurénov vykondvala iba linearne transformacie, v dosledku ¢oho by sme mohli celt
neurénovu siet reprezentovat iba jedinym neurénom [I§].

V poslednych rokoch si velkt popularitu ziskala aktivacna funkcia Rectified Li-
near Unit (ReLU) [19] (obr. [1.13)), ktord plni jednoducht, aviak pre CNN velmi
dolezitu dlohu.

RelU

o
0,11 m 0,11 E -0,11
0,11 0,33
0,11 0,33 -0,11

0,11 H -0,11 -0,11
-0,11

Obr. 1.13: Obrazok po aplikacii ReLLU.
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Jej aplikacia sposobi to, ze vsetky zaporné hodnoty sa nahradia 0 a kladné hod-
noty sa bez zmeny prevedi na vystup, podobne ako to vyjadruje vztah

f(z) = max(0,x), (1.2)

kde x je vstupom neurénu. Prinos tejto funkcie spociva vo vyraznom zlepseni
rychlosti ucéenia CNN.

Dal$ou funkciou je funkcia Softmaz [20]. Je to vystupna logicka funkcia, ktora
sa pouziva pri klasifikaénych dlohéch, kedy je cielom urcit objektu (obrézku) pri-
slusnost k jednej z mnohych skupin. Funkcia priraduje pravdepodobnostné hodnoty
vsetkym vystupom siete tak, aby boli splnené vsetky definicie a vety o pravdepo-
dobnosti (kazdd hodnota je z intervalu (0, 1) a stcet vsetkych pravdepodobnosti je

rovny 1). Funkciu je mozné definovat nasledovne:

(1.3)

Jej jednoduchsim ekvivalentom je sigmoidnd funkcia, ktord je vyzivanad pri
klasifikacii do dvoch skupin.

1.3 Hyperparametre neurénovej siete

Nanestastie, priznaky a vahy nie st jediné parametre, ktoré su pre fungovanie kon-
voluénych neurénovych sieti dolezité. Musime si polozit aj nasledujice otazky:
e Pre kazdu konvoluéni vrstvu — kolko priznakov a akych rozmerov?
o Pre kazdu zdruzovaciu vrstvu — aka ma byt velkost okna a krok?
o Pre kazdu plne prepojent vrstvu — kolko skrytych neurénov a v akom zapojeni?
o Ktoru aktivacni a optimaliza¢niu funkciu zvolit?

o Ako nastavif rychlost ucenia a zmien?

Vsetky tieto parametre mézeme zaradif medzi hyperparametre neurénove;j siete.
Nesmieme zabudnit ani na to, ze velké neurénové siete mézu pozostavat az z tisicok
vrstiev. Ktoré typy vrstiev? V akom poradi? Vsetky predoslé otdzky nam poskytuju
nespocetné mnozstvo moznosti, ktorymi vieme zostavit konvolu¢ni neurénovu sief.
V praxi bol otestovany len zlomok kombinécii a velka ¢ast vyskumu neurénovych
sieti sa venuje prave tejto problematike. Aj pre ¢loveka nepodstatné zmeny mozu
mat obrovsky dopad na presnost a vykonnost vyslednej siete. V stc¢asnosti existuju
pokusy navrhntt nové architektiry neurénovych sieti pomocou inych neurénovych
sieti [10].
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1.4 Segmentacia obrazu pomocou CNN

Rozhodovanie o tom, ¢i je na obrazku X alebo O nie je nasim hlavnym cielom.
Nasou tlohou je nie len rozhodnuf, ale aj urcit, v ktorej casti obrazku sa dany
symbol nachadza. Doteraz sme sa stretli len s vrstvami, ktoré svojou c¢innostou
kvalitu obrézka znizili, resp. zachovali. Na vystupe poslednej plne prepojenej vrstvy
mame vektor pravdepodobnosti, ktory percentualne vyjadruje istotu, s akou je dany
utvar X alebo O.

Pokial sa chceme dostat k pévodnému obrazku spolu s mapou vyskytu segmen-
tovaného objektu, je nutné vykonat operaciu nadvzorkovania alebo inak povedané
dekonvolicie s rovnakou velkostou okna a kroku ako pri konvolicii. Proces dekon-
volicie patri k jednej z najzlozitejsich operacii v procese segmentécie obrazu a jej
konkrétne prevedenie méa vyrazny vplyv na vyslednu kvalitu segmentéacie. Napriklad,
konvoluéna neurénova siet s nazvom U-Net pouziva k dekonvoltcii vystupy z vrstiev
na rovnakej irovni, ¢o umoznuje presnejsiu rekonstrukciu obrazu a vyrazné zlepsenie
dosiahnutych vysledkov [21].

Segmentacia obrazu je proces rozdelovania obrazku na viacero segmentov (¢asti).
Cielom segmentacie je zjednodusenie reprezentacie obrazku na nieco zmysluplnej-
sie a jednoduchsie reprezentovatelné. Zvycajne je pouzivana na lokalizaciu objektov
a ich hranic v obrazkoch. Pokial by sme chceli nasu definiciu spresnif, jednd sa
o proces priradovania popisu jednotlivym pixelom, ktoré zdielaji spolo¢né charak-
teristiky. Vysledkom segmentacie je sada segmetov, ktoré pokryvaju cely obrazok
alebo skupina kontur reprezentujicich hranice objektov. V nasom pripade mdzeme

vidief priklad segmentacie, kde st symboly X oznacené c¢iernou farbou, symboly

O bielou a pozadie sedou (obr. [1.14)) [22].

o

Obr. 1.14: Segmentécia obrazu.
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Samotnu segmentéaciu je mozné rozdelit na dva pripady. Prvy, kedy st jednou
znackou (farbou) oznacené vsetky objekty spadajice do segmentovanej skupiny
(vSetky X st ciernou). Tento typ segmentécie sa nazyva sémantickd a vyuZiva sa
pri detekcii vyskytu istych prvkov v obrazku, ako napriklad detekcia Tudi vo vy-
hradenych oblastiach. Druhym pripadom je tzv. instance-aware segmentacia, ktora
nielenze deteguje vyskyt prvkov v obrazku, ale zaroven rozlisuje ich jednotlivé vy-

skyty (jednotlivé osoby) [23].
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2 ANALYZA PROBLEMU A IMPLEMENTA-
CIA RIESENIA

Nasledujuca kapitola bude zamerana na analyzu zadaného problému a navrh kon-
krétneho riesenia. Bude vysvetleny princip vzniku medicinskych dat a predstavené
v sticasnosti pouzivané metédy spracovania tychto dat. Nasledny navrh bude zahinat

neurénové siete a jeho predpokladom budua poznatky z predoslej kapitoly.

2.1 Analyza problému

V ramci bakalarskej prace bolo tlohou nastudovat sticasné metédy segmentécie ob-
razu, ktoré vyuzivajui hlboké ucenie. Zo skiimanych metod bola nasledne vybrata
jedna, ktora bola najvhodnejsia na automaticka 3D segmentaciu snimok mozgu sni-
manych pomocou MRI — Magnetic Resonance Imaging, magnetickej rezonancie.
Vstupné data predstavuje mnozina 22 3D snimok lebky nasnimanych pomocou
magnetickej rezonancie. Kazdy 3D snimok je zlozeny z 257-mich rezov o rozliseni
400 x 400 pixelov. Ulohou je automatickd segmentécia mozgu z poskytnutych snimok

a nasledné porovnanie presnosti segmentacie s ITudskym spracovanim.

2.1.1 Magneticka rezonancia

Zobrazovanie magnetickou rezonanciou patri medzi moderné radiologické metody,
pomocou ktorej je mozné diagnostikovat patologické zmeny v Tudskom tele bez nut-
nosti invazivneho zasahu a poskodenia tkaniva. Skiimand cCast tkaniva (pacientovho
tela) je vloZzena do pristroju generujiceho velmi silné homogénne magnetické pole.
Nésledne je do tela pacienta vyslany kratky radiofrekvecny impulz vyvolavajuci ne-
patrné zmeny v atomoch vodika, ktoré pristroj nasledne deteguje a spracovava do
grafickej podoby [24].

Vysledkom takéhoto snimania je séria obrazkov v 8-bitovej farebnej palete re-
prezentujuca kompletni biologicki stavbu skiimanej casti tela. V stcasnej dobe st
vysledky spracovavané a reprezentované Iudmi, ¢o vytvara priestor na chybovost

a nespravnu diagnostiku pacienta.

2.1.2 Popis dat

Ako uz bolo spomenuté, na bakalarsku pracu bolo poskytnutych 22 3D snimok
lebky (obr. 2.1)). K snimkam st dostupné aj 1-bitové referenéné masky (obr. [2.2)
reprezentujice vysegmentovany mozog a takisto masky vysegmentované ludmi, ktoré

slizia k porovnaniu presnosti strojového a ludského spracovania.
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Obr. 2.1: Snimka z magnetickej rezonancie mozgu.

Obr. 2.2: Referencéna maska mozgu snimky z obr.
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Ulohou bude naucit neurénovi siet rozpoznat a oznacit mozog v snimkach lebky:.
Druhy krok spociva v naslednom pouziti neurénovej siete na nespracované data
a kontrole dosiahnutych vysledkov. K segmentacii sa v dnesnej dobe pouziva mnoz-

stvo metdd, z ktorych niektoré si popiseme v nasledujicej casti.

2.2 Stucasné metdédy segmentacie obrazu

Drviva vécésina doteraz pouzivanych metdd pocitacového spracovania obrazu, kon-
krétne segmentacie, bola zalozend na matematickych operaciach urcujucich hranice
objektu na zaklade istych charakteristik ako su jas, textura a iné. Tento pristup
nevyzaduje blizsiu znalost segmentovanej ¢asti obrazu, postacuje len jej popis voci
okoliu v ktorom sa nachéadza.

S rozvojom vypoctovej techniky a umelej inteligencie vznikol isty trend pouziva-
nia neurénovych sieti na spracovanie obrazu. Oproti spomenutému postupu umoz-

nuji neurénové siete segmentaciu bez blizsej znalosti charakteristik obrazu.

2.2.1 Metody zalozené na znalosti obrazu

Metody zalozené na znalosti obrazu je mozné rozdelif do troch hlavnych skupin.
Prvou st metédy vyuzivajice globalne znalosti obrazu, zvycajne reprezentované
histogramom urcitych vlastnosti. Segmentaciu je dalej mozné rozdelit na postupy
vychadzajtice z hranic medzi oblastami obrazu a na postupy vytvarajice priamo
tieto oblasti. Nie je pritom podstatné z akych charakteristik (jas, texttra, rychlostné
pole, ...) pri hladani ¢i tvorbe hranic vychadzame.

Kombinaciou nasledujicich postupov by bolo mozné vytvorit systém, ktory by
plnil zadanu tlohu, avsSak jeho implementacia by bola nesmierne zlozita a neflexi-

bilna. Napriek tomu si takéto riesenie stale hojne pouzivané.

Segmentacia prahovanim

Najjednoduchsim segmenta¢nym postupom je prahovanie. Vychadza zo skutoc¢nosti,
ze mnozstvo objektov ¢i oblasti obrazu je charakterizovanych konstantnym jasom.
Tuato skutocénost je nasledne mozné vyuzit na stanovenie jasovych konstant — prahu,
pomocou ktorého su objekty oddelené od pozadia. Prahovanie patri k najstarsim

segmentaénym metédam a v istych pripadoch je aj nadalej vyuzivané [25].

Segmentacia na zaklade detekcie hran

Velku cast segmentacnych metdd tvoria prave metddy zalozené na detekeii hrén.

Tento pristup patril k historicky prvym a zaroven najdoélezitejsim pristupom v seg-
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mentacii obrazu.

Vyuziva skutoc¢nosti, ze hranice oblasti obrazu pozostavaju z hran, ktoré je mozné
najst aplikaciou niektorého z hranovych operatorov. Takto st oznacené miesta, na
ktorych dochédza v obraze k istej nespojitosti, zvycajne v hodnote jasu alebo tiez
vo farbe alebo texture.

Vysledok aplikacie samotného hranového operatoru je vo svojej podobe prakticky
nepouzitelny. Preto je nutné dalSie spracovanie, ktoré spaja jednotlivé hrany do hra-
nic objektu. V zavislosti od pouzitého hranového operatoru a algoritmu na spajanie

hrén je mozné dosiahnut réznu tspesnost vysledkov na réznych problémoch [25].

Segmentacia narastanim oblasti

Urcit oblasti obrazu pri dokonalej znalosti ich hranic nie je zlozité, rovnako ako nie
je problém néasledne zostrojif ich hranice. V praxi sa ¢asto stretavame so zasumenym
obrazom, v ktorom sa hranice urcéuju velmi tazko. Spojenim predoslych dvoch met6d
je mozné tento problém vyriesif.

7 hladiska segmentéacie je vyznamnou vlastnostou oblasti ich homogenita. Za-
kladnou myslienkou segmentacie s narastanim oblasti je rozc¢lenenie obrazu do ma-
ximélne suvislych oblasti tak, aby boli z hladiska zvoleného popisu homogénne.
Kritérium homogenity sa moze opierat o rézne vlastnosti obrazu, od jasu az po
zlozitejsiu strukturu. Kritérium sa voli v konkrétnom pouziti algoritmu a vyrazne

ovplyviuje dosahované vysledky [25].

Segmentacia porovnavanim so vzorom

Princip segmentécie porovnavanim so vzorom (angl. matching) je ofividny — obrézok
sa porovnhava so zadanym vzorom a urcuje sa ich miera sihlasu — vzajomna kore-
lacia. Okrem detekcie oblasti umoznuje tento pristup aj sledovanie pohybu v sérii
obrazkov. Pre ndjdenie najlepsSej zhody je pouzivané optimaliza¢né kritérium, ktoré
moze byt od jednoduchej korelacie az po domyselné porovnavanie grafov tvorenych

podla ndjdenych vlastnosti porovnavanych objektov [25].

2.2.2 Metddy zalozené na neurénovych sietach

Spracovaniu obrazu pomocou neurénovych sieti sa venovala cela prva kapitola —
jedna sa o typ neurdnovej siete, ktory sa vyhradne pouziva k spracovaniu obrazu.
Kazda takato siet je postavena na troch vrstvach — konvolu¢na, zdruzovacia a plne

prepojend — vykonavajucich operacie veduice k segmentécii obrazu.
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Na zaciatku si zvolené priznaky, ktoré su v konvolucnej vrstve porovnavané
s prave spracovavanym obrazkom a je pocitand miera ich zhody s obrazkom. Na-
sledne st z obrazka vyclenené len vyznamné hodnoty, ¢im dochadza k jeho vy-
raznému zmenseniu, ktoré zabezpecuje zdruzovacia vrstva. Po opakovanej aplikacii
tychto dvoch vrstiev prichadza na rad plne prepojend vrstva, ktora zabezpecuje roz-
hodovanie a tvori ,,inteligenciu®“ neurénovej siete. Vystupom plne prepojenej vrstvy
je rozhodnutie o prislusnosti objektu k danej skupine — v pripade segmentacie mozgu
z lebky sa jedné o rozhodnutia je to mozog a nie je to mozog. V pripade segmentacie
viacerych objektov nie je vystupom len prislusnost k istej skupine, ale aj skupina,
do ktorej dany objekt patri. Po rozhodnuti je obraz zrekonstruovany a vysledkom je
segmentovany obraz.

Oproti metédam zaloZzenym na znalosti obrazu umoznuji neurénové siete ob-
rovsku flexibilitu v spracovani konkrétnych obrazkov. Systém zaloZzeny na znalosti
obrazu je uzko Specializovany softvér navrhnuty na konkrétnu ilohu — napriklad
segmentacia mozgu. V pripade zmeny tejto ulohy je prisposobenie systému velmi
obtiazne, niekedy dokonca az nemozné.

RiesSenia zalozené na neurénovych sietach sa nezameriavajui na ziadnu konkrétnu
segmentaciu obrazu, pretoze maji moznost ucit sa. Jedinymi predpokladmi st vstupné
data a vzorové vysledky, pomocou ktorych vie neurénova siet upravit svoje rozho-
dovanie k dosiahnutiu zelanych vysledkov. V pripade zmeny problému stac¢i sieti
poskytnit nové data a razom je mozné upravit systém na segmentaciu mozgu na
systém na segmentaciu srdca zo snimky hrudnika, Tudi z fotky, aut z kamerovych
zaznamov. Na riesenie zadaného problému bola zvolena architektira U-net, ktora je
vSeobecne pouzivana na segmenticiu obrazu neurénovymi siefami s velmi vysokou

presnostou [21].

2.3 U-Net

U-Net je konkrétnym prikladom konvolu¢nej neurénovej siete urcéenej na precizne
a rychle spracovanie obrazu. Svoj nazov dostala na zdklade vyraznej podoby jej
usporiadania s pismenom U. Vyhodou takto implementovanej CNN je jej prehlad-
nost, rekonstrukcia obrazu pomocou dat z predoslych vrstiev a malé mnozstvo dat

potrebné na jej natrénovanie [21].

2.3.1 Architektiura a implementacia

Na obr. [2.3| [26] je zobrazené konkrétne zapojenie U-Netu.
Ako je mozné vidief, celd architektira tvori 5 pomyselnych trovni spracova-

nia. Kazda troven s vynimkou poslednej pozostava z dvoch konvolu¢nych a jednej

32



64 64

128 €4 64 2
input
imapge > ol e output
i segmentation
tle St S 2 3
Al S B & map
B 2] I I I
x > x<
| Off ©
~| sl e
W wjw
'128 128
256 128
=SB B
B QLN el g
N N N
M 512 256 t
S i Q[I?I?I = conv 3x3, ReLU
SH SHl 3 S Ll g
R SH copy and crop
512 S12 1024 512
sl=l-0 El . ., § max pool 2x2
[{o) < o
CEEE R AT ¢ 5 B 4 up-conv 2x2
o [ > S I
o ) % = conv 1x1
™ ~

Obr. 2.3: Zapojenie U-Netu.

zdruzovacej vrstvy, resp. dvoch konvoluénych a jednej nadvzorkovacej vrstvy. Medzi
vstupnou a vystupnou casfou rovnakej tirovne je mozné vidiet signalovy tok obsa-
hujici vystupy danych vrstiev, vdaka ktorym je mozna preciznejsia rekonstrukcia
vysledného obrazku.

Najspodnejsia uroven U-Netu predstavuje pomyselny most medzi vstupnou a vy-
stupnou castou. Na poslednej vrstve je vystup, na ktory je aplikovana aktivacna
funkcia, ktora ., jednoduchy* obrazok prevedie na vystupnu masku tak, ze kazdému
voxelu priradi istd triedu (v nasom pripade st len dve moznosti — je (1) alebo nie je
(0) mozog).

Implementacia celého systému je rozdelena do troch samostatnych casti. Prvou
z nich je nacitanie a spracovanie vstupnych dat. Vzhladom na paméfovi naroc¢nost
riesenia je nutné zmensit rozlisenie vstupnych snimok. Spracované snimky st ulozené
na pevny disk do rychlo dostupného formatu .npy.

Po spracovani dat nasleduje samotné trénovanie siete. Po natrénovani su vsetky
potrebné parametre neurénovej siete (priznaky, vahy, ...) ulozené do jediného binar-
neho suboru, ktory umoznuje dalsie pouzitie bez predoslého trénovania. V praxi to
predstavuje sposob, akym je mozné distribuovat parametre siete dosahujtce lepsie
vysledky bez nutnosti vypoctov u vsetkych klientov.

Tretiu cast tvori systém na samotni segmentaciu, ktory vyzaduje bindrny su-

bor z predoslej casti a subor so snimkami urcenymi na segmentaciu. Po vykonani
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segmentacie si vystupné binarne masky prevedené na formu ¢ierno-bielych obraz-
kov a ulozené do priec¢inkov, ktorych adresdrova struktira zodpoveda adresarovej

struktire snimok urcéenych na segmentaciu.

2.3.2 Behové prostredie a poziadavky

Téato konkrétna architektira konvoluénej neurénovej siete prinasa aj svoje nevy-
hody. Prvou z nich je kritérium pre rozmery vstupnych obrazkov, ktoré musia byt
nasobkom ¢isla 16. Tento fakt je sposobeny tym, ze s vyuzité 4 zdruzovacie vrstvy
s velkostou okna 2, ktoré vstupny obrazok pred spracovanim mostom zmensia 16-
nasobne. Samotny U-Net je postaveny na Pythone vo verzii 3.6.3 a niekolkych v nom

naprogramovanych knizniciach, ktoré si popiseme na nasledujicich riadkoch.

TensorFlow

TensorFlow je otvorena kniznica urcend k programovaniu datovo prepojenych tloh
a tvori zaklad zvoleného riesenia. Je to symbolickd matematicka kniznica hojne po-
uzivand pri strojovom uceni a vyvoji neurénovych sieti. Jej flexibilnd architektira
umoznuje rozdelenie vypoctov medzi jedno alebo viac jadier procesoru alebo grafic-
kej karty. TensorFlow bol vyvinuty vyskumnikmi a inziniermi z Google Brain timu
v ramci organizacie zaoberajicej sa vyskumom hlbokého ucenia a neurénovych sieti,

avsak je rovnako vhodny aj pre Siroké spektrum inych aplikdcii [27].

Keras

Keras je otvorena kniznica ur¢enda pre priamy vyvoj neurénovych sieti. Je navrhnuta
s dorazom na umoznenie rychlych experimentov na poli neurénovych sieti a zame-
riava sa hlavne na jednoduchost, modularitu a rozsiritelnost. K svojej funkcénosti
vyzaduje niektoru z kniznic urc¢eni pre spracovanie dat, v tomto pripade TensorF-
low. Rovnako umoznuje paralelizovat vypocty na grafickej karte a procesore, ¢o mé

za nasledok vyrazné zrychlenie vykonavanych ¢innosti [28].

Scikit-image

Scikit-image je balicek v Pythone zahrnajtci sadu algoritmov pre pracu s obraz-
kami. Prostrednictvom tohto balicku st nacitavané, predspracované a ulozené vsetky
vstupné déata spolu s maskami. K svojmu fungovaniu vyzaduje dalsie baliky pre
pracu so subormi, poliami a pre organizaciu dat. Blizsie informéacie je mozné néjst

v oficidlnej dokumentacii [29].
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h5py

Balik h5py prestravuje pre Python rozhranie pre pracu s binarnymi datami. Umoz-
nuje ukladat a spravovaf obrovské mnozstva numerickych dat na pevny disk a je

nevyhnutny pre uloZenie jednotlivych parametrov neurénovej siete [30].

2.4 Rozsireny U-Net

Prvotny navrh U-Netu mal jednu velkii nevyhodu, ktorou bola pamédtova naroc-
nost, kvoli ktorej bolo nutné vstupné data zmensit, ¢im doslo k nenavratnej strate
dolezitych udajov. Zaroven bolo potrebné trénovat na CPU, ¢o vyrazne zvysSovalo
¢as trénovania. Upravend verzia U-Netu vSetky tieto problémy riesi vdaka pozmene-
nému konceptu nacitavania a predspracovania dat. Ten umoznuje plne automatické
3D spracovanie fubovolného poc¢tu snimok na grafickej karte bez akékoholvek zasahu

do vstupnych dat.

2.4.1 Predspracovanie a koncept

Vstupné data su k dispozicii s velkostou 400 x 400 x 257 voxelov. Povodne sa data
zmensovali tak, aby bolo mozné nac¢itat celi 3D snimku mozgu. Novy pristup spociva
v tom, zZe cely mozog sa rozdeli na skupiny snimok o velkosti 3, ktoré sa budu
vzajomne prekryvat. Tym padom je mozné na vstup dodat lubovolny pocet snimok
bez nutnosti redukcie ich poc¢tu. Prva skupina bude obsahovat snimky 1 az 3, druhé
2 az 4, tretia 3 az 5, ... ako je mozné vidiet na obrazku [2.4]

Takymto prepojenim jednotlivych skupin zostane zachovana 3D informécia o ce-
lom mozgu (tzn., pri segmentdcii strednej snimky moze siet nahliadnut do susednych
snimok a podla toho sa rozhodnut). Praktickym prinosom je zniZenie pamétove;
narocnosti a novovzniknutd moznost trénovat na grafickej karte, dokonca bez zmen-
Sovania rozliSenia vstupnych dat.

K vedlajsim produktom takéhoto pristupu patri aj zvéicSenie trénovacej mnoziny,
ktoré priaznivo ovplyvnuje vysledni presnost a znizuje pocet epoch potrebnych na
ucenie. Po natrénovani siete nasleduje predikcia, ktord pouziva rovnaké predspra-
covanie dat, v zavere vSak vyberie vzdy iba stredny snimok z kazdej skupiny, ¢im

dochadza k strate krajnych dvoch snimok, ktoré neobsahuju Ziadne casti mozgu.

2.4.2 Architektara

Okrem zmeny sposobu spracovavania dat bola vykonana aj zmena v architektire

— boli pridané nové interkonekcie v jednotlivych tdrovniach, ktoré zlepsuju presnost
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Obr. 2.4: Spracovanie vstupnych dat.

siete vdaka moznosti spracovavania dat so znalostami z inych vrstiev. Tym vznikol
husto prepojeny U-Net, tzv. Dense U-Net.

Hrubou ¢iaru v obrazku st znazornené prepojenia existujice aj v pévodnom
U-Nete, tenké ciary reprezentuji nové interkonekcie. Stcasné riesenie ma iba tri
urovne a tomu zodpovedajice mnozstvo parametrov. Kazdou dalSou troviou sa
tento pocet moze zvysit az do momentu, kedy je vycerpand cela pamat grafickej
karty. Otazka znie, akym spdsobom je mozné pridat dalSie tirovne bez zvicSovania

paméatovej narocnosti? Odpovedou je rekurentna siet.

2.5 Rekurentny U-Net

Myslienkou rekurentného U-Netu je znovupouzitie jednotlivych drovni. Tym je mozné
virtudlne vytvorit niekolkotirovnovu struktiaru, ktora ma rovnaké paméfové naroky
ako jednotrovnovy U-Net.

Hrubou ¢iarou na obrazku [2.6| st zvyraznené znovupouzitia jednotlivych trovni,
ktoré je mozné takmer neobmedzene zvysSovat bez zvySovania zlozitosti a poctu
parametrov siete. V tomto konkrétnom pripade sa jedné o znizenie poc¢tu parametrov

neurénovej siete o viac ako 80% oproti nerekurentnej verzii s tromi tiroviiami.
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3 VYHODNOTENIE VYSLEDKOV

Posledné cast bakalarskej prace bude venovand prezentacii dosiahnutych vysledkov
a ich vyhodnoteniu. Po nacitani boli data predlozené jednotlivym neurénovym sie-
tam a bolo spustené ucenie. V pripade prvotného U-Netu bolo nutné zredukovat
vstupné data na rozmery 256 x 256 x 128 voxelov. Uc¢enim vznikol binarny sibor
s priponou .h5 s ulozenymi parametrami siete, ktory je nacitany a pouzity pri kazdej
predikcii (pozn. kazda siet ma vlastny binarny sibor). Findlnym vystupom je séria

masiek predikovanych zo zadanych dat.

3.1 Presnost vysledkov

Oproti teoretickému popisu, kedy bolo rozhodnuté o prislusnosti pixelu k urcitej
skupine na plne prepojenej vrstve bol zvoleny iny postup. Ako vysledok boli ulozené
istoty vyjadrujice pravdepodobnost s akou je dany pixel mozog alebo nie. To ndm
umoznuje experimentovat s rozhodovacim prahom a optimalizovat tak rozhodova-
nie pre ¢o najlepsie vysledky. Z dovodu grafickej reprezentacie boli hodnoty 0 az 1
prevedené do 8-bitovej farebnej palety, ktord nadobuda rozsah od 0 (¢ierna) az po
255 (biela). Na obrazku ¢. nalavo mozeme vidiet reprezenticiu masky z vystupu
neurénovej siete. Zjavné su aj artefakty a pixely mimo mozgu, ktoré vznikli ako
chyba pri redukcii rozmerov dat alebo pri predikcii siefou. Zvolenim vhodnej rozho-

dovacej trovne je mozné tieto chybné casti odstranif a tym ziskat presnejsi vysledok

(obr. ¢. [3.1] napravo).

Obr. 3.1: Vystupné maska pred a po upraveni rozhodovacej tirovne.
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Pri vyhodnocovani presnosti jednotlivych sieti budi pouzité nasledujice metriky
ziskané néastrojom Visceral — FvaluateSegmentation [31] a rozhodovaci prah 50%,

ktory vyjadruje predvolené spravanie siete (tj., zaokrihlovanie).

Per voxel accuracy — voxelova presnost

Voxelova prenost vyjadruje absolitnu mieru zhody dvoch 3D snimok X a Y. pricom
sa bert do tvahy:

e Nyp — pocet TP — true positive — skutoéne pozitivnych voxelov (tj., spravne
oznacenych ako mozog (1)),

o Npx — pocet TN — true negative — skutocne negativnych voxelov (tj., spravne
oznacenych ako pozadie (0)),

e Npp — pocet FP — false positive — falosne pozitivnych voxelov (tj., nespravne
oznacenych ako mozog (1)),

o Npn — pocet FN — false negative — falosne negativnych voxelov (tj., nespravne
oznacenych ako pozadie (0)),

nasledujicim spoésobom [31]:

Nrp + Ntx

Apv(X.,Y) = .
PV( ’ ) Nrp + N + Npp + Npx

(3.1)

Dice koeficient

Dice koeficient vyjadruje mieru podobnosti dvoch datasetov. Oproti predoslej met-
rike neberie do uvahy true negative voxely, ¢im je dosiahnuté objektivnejsie hodno-
tenie datasetov s velkym mnozstvom pozadia (voxelov oznacenych ako 0). Vztah pre
vypocet je nasledujici [31]:

2 * NTP

D(X)Y) = . 3.2
( ¥ 2% Ntp + Ngp + Npn ( )

Jaccard index

Jaccard index oproti Dice koeficientu berie true positive voxely do tvahy len raz,
v Citateli aj menovateli, ¢im je este prisnejsi pri hodnoteni kvality segmentéacie.

Jaccard index je reprezentovany vzorcom [3.3] [31]:

NTP

J(X.Y) = .
(X, Y) Ntp + Nyp + Npx

(3.3)
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3.1.1 U-Net

Pri vsSetkych troch sietach bola ako trénovaci dataset pouzité séria 21 kompletnych
3D skenov mozgu, z ktorych 10% snimok bolo vyuzitych na validaciu. Nésledne bol
sieti predlozeny 3D sken, ktory nikdy nevidela a bola vykonana predikcia. Presnost
Tudskej segmentacie porovnanej podla vyssie spominanych metrik voci referenénym

maskam reprezentuje tabulka (3.1}

Tab. 3.1: Presnost Tudskej segmentacie.

Per voxel accuracy | Dice koeficient | Jaccard index
0.995210 0.980368 0.961493

Velkou nevyhodou tohto U-Netu je nutnost zmensovania vstupnych dat, ktord
sa odrazila na vyslednej presnosti. Problémom je takisto doba trénovania — sief
sa ucila len 20 epoch, ¢o je v porovnani s beznou praxou, rddovo stovky epoch,
vyrazne menej. Dovodom takto kratkej uciacej doby bolo zdielanie vypoctového
serveru s ostatnymi studentmi — ucenie pocas adekvatneho poctu epoch by zabralo

desiatky dni. Presnost U-Netu v porovnani s ¢lovekom je mozné vidiet v tabulke |3.2]

Tab. 3.2: Porovnanie presnosti ¢loveka a U-Netu.

Zdroj Per voxel accuracy | Dice koeficient | Jaccard index ‘
Clovek 0.995210 0.980368 0.961493
U-Net 0.992613 0.964964 0.932299
Porovnanie —0,002597 —0,015404 —0,029194
Relativne zlepsSenie —0,260950% —1,571247% | —3,036320%

3.1.2 Rozsireny U-Net

Rozsireny U-Net zmenil pristup k spracovaniu tidajov a umoznil spracovanie v plnom
rozliseni, preto bola eliminovana strata presnosti sposobena kompriméaciou udajov.
Ako je mozné vidiet v tabulke ¢.|3.3|, presnost rozsireného U-Netu dokazala prekonat
Tudski segmentaciu. Siet sa ucila pocas 30-tich epoch a z praxe je isté, ze v pripade
dostatocne dlhého ucenia by siet svoje vysledky este zlepsila.

Oproti prvej verzii U-Netu dosiahla segmentécia rozsirenym U-Netom ucenym
v plnom rozliseni na grafickej karte presnost o viac ako 4,12% vyssiu (Jaccard index).
Viac detailov je mozné vidiet v tabulke [3.4]
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Tab. 3.3: Porovnanie presnosti ¢loveka a rozsireného U-Netu.

Zdroj Per voxel accuracy | Dice koeficient | Jaccard index
Clovek 0.995210 0.980368 0.961493
Rozsireny U-Net 0.996758 0.985147 0.970730
Porovnanie +0,001548 +0,004779 +0,009237
Relativne zlepsSenie 0,155545% 0,487470% 0,960693%

Tab. 3.4: Porovnanie presnosti rozsirného a pévodného U-Netu.

Zdroj Per voxel accuracy | Dice koeficient | Jaccard index
U-Net 0.992613 0.964964 0.932299
Rozsireny U-Net 0.996758 0.985147 0.970730
Porovnanie +0,004145 +0,020183 +0,038431
Relativne lepSenie 0,417585% 2,091581% 4,122175%

3.1.3 Rekurentny U-Net

Rekurentny U-Net pozostaval na rozdiel od rozsireného U-Netu len z 3 drovni —
uroven smerom dolu, ktora sa opakovane vyuzivala, prepojovacia uroven, tzv. most
a uroven, ktora sa takisto opakovane pouzivala smerom hore. To zaistilo vyrazne
nizsiu pamétovi narocnost a cas trénovania, dokonca aj vyssiu presnost ako v pre-
doslych verzidch. Ako je mozné vidiet v tabulke [3.5] rozdiel medzi ¢lovekom a reku-

.....

dlhého trénovania by rekuretny U-Net svoju presnost eSte zvysil.

Tab. 3.5: Porovnanie presnosti ¢loveka a rekurentného U-Netu.

Zdroj Per voxel accuracy | Dice koeficient | Jaccard index
Clovek 0.995210 0.980368 0.961493
Rekurentny U-Net 0.997210 0.987221 0.974764
Porovnanie +0,002000 +0,006853 +0,013271
Relativne zlepsenie 0,200963% 0,699023% 1,380249%

V tabulke je vidiet porovnanie doteraz najpresnejsieho (rozsireného U-Netu)
s rekurentnym U-Netom. Ten oproti povodnému U-Netu zaznamenal zlepsenie pres-
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nosti o 4,55% a oproti rozsirenému U-Netu viac ako 0,41% pri porovndvani najpris-

nejsieho sledovaného kritéria — Jaccard indexu.

Tab. 3.6: Relativne zlepsenie presnosti rekurentného U-Netu oproti povodnému

a rozsirenému U-Netu.

Porovnané s

Per voxel accuracy

Dice koeficient

Jaccard index

U-Net

0,463121%

2,306511%

4,554869%

Rozsireny U-Net

0.045347%

0.210527%

0.415564%

Na zaver je v tabulke prehlad vsetkych metrik kazdej zo skiimanych sieti,

v tabulke je mozné vidief porovnanie presnosti segmentacie neurénovych sieti

s ¢lovekom podla Jaccard indexu.

Tab. 3.7: Porovnanie vSetkych sieti.

Zdroj Per voxel accuracy | Dice koeficient | Jaccard index
Clovek 0.995210 0.980368 0.961493
U-Net 0.992613 0.964964 0.932299
Rozsireny U-Net 0.996758 0.985147 0.970730
Rekurentny U-Net 0.997210 0.987221 0.974764

Tab. 3.8: Porovnanie presnosti segmentacie vSetkych sieti s ¢lovekom podla Jaccard

indexu.
Siet Absolutne zlepsenie | Relativne zlepsenie
U-Net —0,029194 —3,036320%
Rozsireny U-Net +0,009237 +0,960693%
Rekurentny U-Net +0,013271 +1,380249%

3.2 Naroc¢nost spracovania udajov

Prvym krokom kazdého U-Netu bolo predspracovanie dat. Jedna sa o proces, kedy st

trénovacie a testovacie data spojené do jedného stuboru pre nasledné vyuzitie neuro-

novou siefou. Doba tohto spracovania zavisi od mnozstva vstupnych dat a rychlosti

disku a pohybuje sa na trovni niekolkych mintt. Pre kazdu siet je tento krok nutné
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vykonat iba raz, vzniknuté stbory je mozné pouzit opakovane aj pri inych siefach.
Povodny U-Net v ramci predspracovania dat zmensoval velkost vSetkych vstupnych
dat na rozmery 256 x 256 x 128 voxelov, ¢im sa trvanie tohto kroku predizilo zhruba
0 30%. Vyhodou neurénovych sieti je ukladanie vSetkych vah a konfiguracie do je-
diného binarneho stboru, ktory je jednoducho prenositelny a odstranuje potrebu

ucenia pri kazdom pouziti siete.

P6vodny U-Net

Povodny U-Net spracovaval kompletné 3D snimky mozgu, ¢im bol pamétovo velmi
narocny a bolo nutné ho spustif na procesore, ktory mal dostupny dostatoéné mnoz-
stvo pamate. Pocas celej doby spracovania zaberal proces priblizne 50 GB operac-
nej pamate pri dobe trvania jednej epochy 2 hodiny. Pri 20-tich epochach sa jedna
0 40 hodin ¢istého vypoctového casu, ku ktorému treba pripocitat dobu potrebni na
priebezné ukladanie aktudlneho stavu siete (rddovo minuty). Siet celkovo pozosta-
vala z 22 575 329 trénovatelnych parametrov. Samotné predikcia masky kompletnej

3D snimky trvala priblizne 1 minitu (jedna sa o rozmerovo redukované snimky).

Rozsireny U-Net

Zmena konceptu nacitavania dat pri zachovani 3D spracovania umoznila spustif siet
na grafickej karte, ktora v porovnani s procesorom vyrazne zrychlila proces ucenia.
Rozsireny U-Net pozostaval z 2 531 650 trénovatelnych parametrov, pricom jedna
epocha trvala priblizne 2,5 hodiny a celkova doba ucenia viac ako 3 dni. Je to viac ako
pri pévodnom U-Nete, avsak treba braf do tivahy predspracovanie, ktoré virtualne
zvacsilo pocet vstupnych dat na trojnasobok. Po natrénovani trvala predikcia jednej
3D snimky v plnom rozliSeni 2 mintty. Pre zaujimavost, v tabulke je mozné

vidiet narast poctu parametrov siete v zavislosti od poc¢tu pouzitych trovni.

Tab. 3.9: Pocet parametrov v zavislosti od poc¢tu trovni rozsireného U-Netu.

Pocet tirovni | Pocet parametrov
3 irovne 2 531 650
4 drovne 4 139 842
5 urovni 6 135 106
6 drovni 8 517 442
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Rekurentny U-Net

Poslednou zo skimangych sieti bol rekurentny U-Net. Jedna sa o experimentalnu sief,
ktora patri k jednej z prvych rekurentnych sieti pouzitych za ticelom 3D segmentacie
obrazu. Znovupouzitim trovni sa podarilo znizit pocet trénovatelnych parametrov
na 443 553 a ako je mozné vidiet v tabulke[3.10] tento pocet zostéval konstantny bez
ohladu na pocet pouzitych trovni. Siet bezala ako v predoslom pripade na grafickej
karte s dlzkou jednej epochy jedna hodina a 20 mintt. Predikcia masiek nasledne

trvala len o nieco menej ako jeden a pol minuty.

Tab. 3.10: Pocet parametrov v zavislosti od poc¢tu drovni rekurentného U-Netu.

Pocet arovni | Pocet parametrov

3 drovne 443 553
4 drovne 443 553
5 urovni 443 553
6 trovni 443 553

Vsetky vypocty prebiehali na skolskom serveri Gravy a na grafickej karte NVI-
DIA GeForce GTX 1080.

3.3 Uplatnenie v praxi

Zvoleny systém vie najst siroké uplatnenie v praxi. Aktudlne riesenie poskytuje le-
karom moznost plne automatizovaného procesu 3D wvolumetrie Iudského mozgu,
ktora nachadza uplatnenie pri diagnostike neurodegenerativnych chordb, pri kto-
rych dochadza k ubytku mozgovej hmoty. V stcasnosti je volumetria vykonavané
lekdrmi v ramci ich pracovného casu. Zvoleny systém dokaze nielenze usetrit tento
drahocenny cas, ale dosahuje vyssej presnosti, ¢im zamedzuje ludskym chybam.

Vyhodou neurénovych sieti je ich moznost rychleho prispésobenia na tplne iny
problém behom kratkeho casu, len zmenou trénovacich dat. Navrhnuté riesenie je
vseobecne pouzitelné na problém 3D segmentacie obrazu, jedinou podmienkou je
dodrzanie potrebnej adresarovej struktuary.

Netreba zabudat ani na prinos samotnej prace, ktora predstavuje ivod do konvo-
luénych neurénovych sieti a problematiky 3D segmentacie obrazu. Rekurentné siete
patria jednej k z mala oblasti, o ktorych neexistuju rozsiahle studie. V ¢ase pisania
nebol dostupny ziadny vedecky ¢lanok skiimajuci rychlost, presnost a obmedzenia
rekurentnych sieti v oblasti 3D segmentacie, ¢im tato praca okrem vyzadovaného

prinosu poklada aj zaklady dalsieho vyskumu.
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4 7ZAVER

Téato bakalarska praca sa venovala problému 3D segmentacie obrazu pomocou kon-
voluénych neurénovych sieti. Cielom bolo vytvorenie systému pre automaticki 3D
segmentaciu mozgu zo snimkov magnetickej rezonancie. Po teoretickom tvode do
problematiky a naslednom popise a analyze problému bola zvolend konvoluéna ne-
urénova siet U-Net. V ramci riesenia bolo vytvorenych niekolko verzii U-Netu, z kto-
rych kazda vyuzivala rozdielny pristup k danému problému. Siete boli natrénované
na konkrétny problém a pouzité na samotnu segmentaciu. Vysledky ukazali, Ze po
vhodnej tprave predspracovania dat je mozné znizit paméatové naroky natolko, ze je
mozné spustit sief na grafickej karte bez znizovania rozliSenia vstupnych dat a zaro-
ven zvysit jej presnost. Praca takisto ukazala, ze rekurentné neurénové siete dokazu
konkurovat svojim nerekurentnym verziam a tym polozila zaklad pre dalsi vyskum.
Navrhnuté siete dokazali segmentovat cely mozog behom niekolkych desiatok se-
kind, a to dokonca presnejsie ako c¢lovek.

Zvoleny systém umoznuje velmi rychlu adaptaciu na iny typ spracovania obrazu
a takisto velmi jednoduchy sposob distribicie nauc¢enych poznatkov. Parametre na-
ucenej siete s ulozené v jednom binarnom stbore, ktory je mozné nahradit sitborom
zo siete, ktord bola trénovana na vicsej vstupnej mnozine a po dlhsiu dobu.

Prva verzia U-Netu musela kvoli svojej paméfovej narocnosti znizovat rozlise-
nie spracovavanych dat takmer na polovicu v kazdom rozmere. Paméfova naro¢nost
takisto neumoznovala trénovanie siete na grafickej karte, ale na procesore, ¢o ju
zaradilo k jednym z pomalsich rieSeni. Takto vznikla potreba optimalizacie, ktorej
vysledkom bol rozsireny U-Net. Prva vec, ktord presla zmenou, bol spésob nacitava-
nia vstupnych dat. Povodny U-Net spracovaval kompletny 3D sken mozgu. Rozsireny
U-Net nacitaval prekryvajice sa skupiny troch snimok, ¢im zostala zachovana 3D
informécia a znizila sa pamatova narocnost natolko, ze data nebolo nutné zmenso-
vat a sief bolo mozné trénovat na grafickej karte. Okrem spracovania dat sa zmeny
dockala aj architektura, v ktorej pribudli interkonekcie zvysujtce kvalitu a presnost
vykonadvanych operécii. Vysledkom bol systém, ktory bol niekolkokrat rychlejsi a aj
vyrazne presnejsi ako povodné riesenie.

Po dokonceni a overeni rozsireného U-Netu bola pozornost venovana dalsej opti-
malizacii, z ktorej vznikol rekurentny U-Net. Jeho myslienkou je znovupouzitie uz
existujucich urovni nachadzajucich sa v sieti, ¢im dochadza k zniZeniu poctu para-
metrov neurénovej siete a zrychleniu celého procesu ucenia a naslednej predikcie.
Navrhnuté riesenie takisto umoznuje zvysovanie po¢tu urovni bez vplyvu na pocet
parametrov siete. Tato siet patri k prvym rekurentnym siefam pouzitym na prob-
lém 3D segmentacie a vytvara velké mnozstvo otazok spolu s priestorom na dalsi

vyskum.
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Medzi prinosy tejto prace moézeme urcite zaradif teoreticky obsah, ktory po-
skytuje stru¢ny a prehladny tvod do neurénovych sieti. Poskytuje uceleny prehlad
o spoOsobe segmentécie obrazu konvoluénymi neurénovymi sietami a popisuje roz-
diely medzi tymto riesenim a tradi¢nymi metodami spracovania obrazu. Popisané
boli 3 riesenia urcené k automatickej 3D segmentacii mozgu, z ktorych menovite
posledné, rekurentny U-Net, predstavuje zdklady pre dalsi vyskum. Vystupom sii

takisto aj programy umoznujtce plne automaticki 3D segmentaciu mozgu.
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ZOZNAM SYMBOLOV, VELICIN A SKRATIEK

BPE Spéatné sirenie chyby — Back-Propagation of Error

CNN Konvoluéna neurénova siet — Convolutional Neural Network

GB Gigabajt — GigaByte

MRI Zobrazovanie magnetickou rezonanciou — Magnetic Resonance Imaging
ReLU Rectified Linear Unit

SSD Mechanika s nepohyblivym médiom — Solid State Drive

TP Skutocéne pozitivne — True positive

TN Skutocne negativne — True negative

FP Falosne pozitivne — Fualse positive

FN Falosne negativne — Fualse negative
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ZOZNAM PRILOH

IA° Obsah prilozeného disku |
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A OBSAH PRILOZENEHO DISKU

Nasledujuci zoznam obsahuje zoznam siiborov na prilozenom disku spolu s ich struc-
nym popisom. Priec¢inky a stbory oznacené symbolom * sa nenachddzaju na disku
a vzniknu az ¢innostou programu. Priec¢inky a sibory s nazvom pisanym velkymi

pismenami su prikladom vyzadovanej adresarovej a stuborovej struktury.

L e e korenovy adresar prilozeného disku
h 186025.pAf coeee et e digitdlna verzia bakalarskej prace
oL = o =Y P A priec¢inok programu

o o o= T program na pripravu dat
data_unet.py.........counnnn. program na pripravu dat pre povodny U-Net
*IMES_Lrain . OPY .. cvvrriiiiiie i spracované trénovacie data
*imgs _Mask_Train.nPY «covertereeteemiinaaaaeeeennn. spracované masky
*¥IMES TOST . IPY « vt spracované data k predikcii
*imgs_train_unet.npy....... spracované trénovacie data pre pévodny U-Net
*imgs_mask_train_unet.npy.......... spracované masky pre povodny U-Net
*imgs_test_unet.npy........ spracované data k predikcii pre povodny U-Net
LU= v o U-Net

S LAy T e Py e ettt e rozsireny U-Net
3_layer _reCUTTent . Py .vue ittt i, rekurentny U-Net

KL OZS/ i e logy z trénovania

*unet.txt

*3_layer.txt
*3_layer_recurrent.txt
MASKS/ t ittt e e masky k trénovaniu
| TRAIN_01_MASK
IMG_001.png
IMG_002.png

IMG_XXX.png
|  TRAIN_O02_MASK
|  TRAIN_O3_MASK
-
| TRAIN_XX_MASK
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L e korenovy adresar prilozeného disku
Lg,software/ ................................................. priec¢inok programu
L RPTedS/ e predikované masky
| *unet/
| *TEST_01

*IMG_001.png

*IMG_002.png

*IMG_XXX.png
| *TEST 02

| *TEST_03

[

| *TEST_XX

. *x3_layer/

| *3_layer_recurrent/

I v =Y vl PO PP data k predikcii
| TEST 01

IMG_001.png

IMG_002.png

IMG_XXX.png

| TEST_02

| TEST_03

I

. TEST_XX

I v - s 2 PO déata k trénovaniu
| TRAIN_O1

IMG_001.png

IMG_002.png

IMG_XXX.png

| TRAIN_02

|  TRAIN_O03

|

| TRAIN_XX

= = X v ulozené vahy
*unet.hb

*3_layer.hb

*3_layer_recurrent.hb
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