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ABSTRAKT

Tato diplomova praca sa venuje klasifikaénym metddam metagenomickych signalov,
nezavislych na referencnej databéze, ktoré su ziskané sekvenaciou pomocou sekvenatora
MinlON. Popisuje ako vznik a druh dat, s ktorymi sa v metagenomike pracuje, tak uz
existujuce metody klasifikdcie metagenomickych dat nezéavislych na referenc¢nej
databaze. Rovnako je v tejto praci popisané, aky velky prielom v metagenomike
znamenalo objavenie sekvendcie DNA tretej generdcie a konkrétne sa tato praca
Specializuje na funkciu sekvenatora MinlON od spolo¢nosti Oxford Nanopore. Cielom
prace bolo na zaklade modelovych dat metagenému navrhnat a zrealizovat” vlastna
metddu klasifikacie metagenomickych dat ziskanych zo sekvenatora MinlON a na zaver

ju porovnat’ s uz existujucou metddou klasifikacie.

KLIiCOVA SLOVA

metagenomika; sekvendcia tretej generacie; Oxford nanopore; klasifikacia

metagenomickych dat; squiggle

ABSTRACT

This diploma thesis deals with taxonomy independent methods for classification of
metagenomic signals, aquired by a MinlON sequencer. It describes the formation and
character of metagenomic data and already existing methods of metagenomic data
classification and their development. This thesis also evaluates an impact of the third
generation sequencing techniques in the world of metagenomics and further specialises
on the function of the Oxford Nanopore MinlON sequencing device. Lastly, a custom
method for metagenomic data classification, based on data obtained from a MinlON

sequencer, is proposed and compared with an already existing method of classification.
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UVOD

S pokrokom technologie sekvenacie, ktora nabera na rychlosti a presnosti, pri klesajucej
cene na jednu nasekvenovanu bazu, sa umoznil zrychleny rozvoj v oblasti vedného oboru

metagenomiky.

Cielom tejto diplomovej prace preto je najskor ozrejmit Citatelovi, o je
metagenomika a preco nachadza tak $iroké vyuzitie, popisat’ druh dat, s ktorym sa Vv tejto
oblasti vedy pracuje a ako vznikaji a aké st hlavné problémy klasifikacie tychto dat.
Dalej si vnej predstavené rozne, uz existujuce, metody klasifikicie spracovania
metagenomickych dat a ich vyvoj. Ked’Ze sa praca sustredi na pracu so sekvenatorom
MiInlON od spolo¢nosti Oxford Nanopore, je potrebné vseobecne uviest vyvoj
sekvenacie tretej generacie, na ktorého konci je prave sekvenator MinlON a rovnako

podrobne popisat’ spdsob jeho funkcie.

Podstatna cCast’ tejto prace je venovana navrhu a realizacii vlastnej metody
klasifikacie metagenomickych signalov, ktord pouZiva novy pristup analyzy
metagenomickych signdlov, pouzitim Poincarého map. Jedna sa o novy pristup, ktory
doteraz nebol na tieto Gcely nikdy pouZzity a zaroven sa prejavil ako pomerne efektivny a
vypoctovo nendro¢ny. Poincarého deskriptory st v sii€asnej dobe pouZzivané hlavne pri
analyze variability srdecného rytmu, ale vtejto praci boli tie isté deskriptory,
S minimalnou upravou, aplikované na vystupné data sekvenatora MinlON za ucelom
klasifikacie dat ziskanych zo sekvenacie modelového metagenomu. Po vypocte
Poincarého deskriptorov bolo potrebné ziskané data zaradit' do zhlukov, na ¢o bolo
potrebné vybrat’ spravnu metddu zhlukovania vzhl'adom na povahu ziskanych dat, kedy

boli testované zhlukovacie metody k-means a DBSCAN.

Na zaver bola navrhnutd metdda porovnana s uz existujicou metddou klasifikacie

metagenomickych dat - VizBin.



1 METAGENOMIKA V PRAXI

Metagenomika vznikla v dosledku zistenia, ze vel'ké mnozstvo mikroorganizmov nie je
mozné kultivovat' v laboratornych podmienkach klasickym sposobom, ked’ze tento
proces nie st schopné prezit’ [1]. Jedna sa o metédu analyzy komunit mikroorganizmov
zijucich v réznych prostediach, vyuzitim extrakcie DNA a nasekvenovania celych

genomov organizmov, z ktorych sa dané komunity tohto prostredia skladaja.

Tento pristup umoznil objavenie novych druhovych linii mikroorganizmov, ktoré
dovtedy neboli zname prave v dosledku ich straty pri snahe o izolaciu mikroorganizmov
pri kultivacii [2] a navySe sa preukazalo, ze komunity mikroorganizmov sa spravaju vo
svojom prirodzenom prostedi uplne inak ako po ich izol4cii. Preto sa pomocou
metagenomiky zacali skumat" mikrobidlne komunity a ich funkcie v roznych
prostrediach. Ako jedny z najdolezitejSich komunit, vplyvajicich priamo na zdravie
¢loveka, su mikrobidlne komunity ¢reva ¢loveka, ktoré priamo oplyvituji schopnosti
travenia a ich zloZenie moZe priamo suvisiet’ napriklad S vyt'azkom mnoZstva energie z
potravy, ¢o mdze mat priamy stvis napriklad s obezitou [3], ich diverzita méze priamo
stvisiet so zapalovymi ochoreniami Criev [4] a nedavne Stadie dokonca potvrdili
moznost’ regulacie mnozstva zeleza v krvi, pomocou regulacie baktérie E. coli v
mikrobidlnej komunite Creva, ktord moze podporit’ efektivitu vstrebavania Zeleza z
potravy do organizmu [5].

Vsetky tieto Stadie teda dokazuji, aké moéze byt Stidium zloZenia bakteridlnych
komunit v l'udskom creve prinosné vo svete mediciny, no mikrobidlne komunity maji
velky vyznam aj v oblastiach rastlinnej biologie a v oblasti pol'nohospodarstva, ked’ze st
schopné priamo ovplyvnit mnoZzstvo vyzivnych latok v pode a regulovat’ tak trodnost’
pody [6]. Mikroby zohravaja svoju tlohu napriklad aj vo vodach mori, kedy st schopné
ovplyvnit hydrotermalne procesy vody, ktoré maja priamy vplyv ako na ekosystém zijuci
v tychto vodach, tak aj na meteorologické procesy nasej planéty [7].

Dolezitost’ metagenomiky je teda velmi vel'ka vo vsetkych oblastiach vedy a jej
napredovanie sa priamo odvija od nasich moznosti generovat’ metagenomické data cez
sekvendciu celych gendémov organizmov, z ktorych sa skladaji jednotlivé mikrobialne

komunity a rovnako od schopnosti spracovavat tak obrovské mnozstvo dat, ktoré



sekvendcia generuje, aby sme potom boli schopni identifikovat’” organizmy, ktorym
jednotlivé nasekvenované genomy patria.

Ked’Ze sa v mikrobidlnych komunitach stretavame s vel'’kou diverzitou druhov v rdmci
jednej vzroky, znamena to vysoké mnozstvo genomov, ktoré musia byt’ nasekvenované a
teda vysokl naro¢nost na sekvenacné metddy. Spdsob sekvenacie, ktory sa v
metagenomike vyuziva je metéda shotgun sekvenovania, kedy su jednotlivé gendomy
rozdelené na mensie Casti, ktorych dizka zalezi na d’alej pouzitej metode sekvenacie a az
tieto Casti genomov st nasekvenované [9].

Vystupom shotgun sekvenacie je teda velmi velky pocet nasekvenovanych Casti
gendmov, ktoré nie su priradené k Zziadnemu genému zo skupiny gendomov
nachddzajucich sa vo vzorke. Toto spdsobilo rozvoj metdd klasifikécie metagenomickych
dat, ktoré sa vSeobecne rozdel'uju do dvoch skupin — moZnosti klasifikacie dat zavislych
a nezavislych na referencnej databaze, ktorych ucelom je priradit’ jednotlivé casti
gendmov k danym gendémom, rekonStuovat’ tieto genomy a podl'a toho identifikovat’
organizmy, ktoré sa nachadzaji v analyzovanej vzorke. [9]

Alternativa K celogenémovej sekvenacii, ktora sa snazila vyhnut' sekvenovaniu
celych gendmov a obist’ vSetky problémy s tym spojené, bola metdda, ktoréd sa zarad’uje
do pseudo metagenomiky, kedy sa jednotlivé organizmy vo vzorke klasifikovali pomocou
sekvenacie len konkrétnych fylogenetickych génov (16S rRNA, rboP, atd.), ktoré slazili
ako identifikatory danych organizmov [10]. Toto ulah¢ilo a urychlilo rozvoj metdd
klasifikacie metagenomickych dat, pretoZe nadhle nebolo potrebné sekvenovat celé
genomy organizmov, ale stacili len jednotlivé ¢asti genomov, ktoré zodpovedali danym
génom. To spdsobilo obrovsky narast v pocte identifikovanych organizmov, ktoré sa
aktualne nachadzaju v niekol’kych databazach. Pre predstavu, k roku 2012 boli na svete
3 databaze sekvencii génu 16S rRNA - Greengenes, SILVA a EzTaxon-e, ktoré
obsahovali dohromady asi 1 700 122 bakterialnych 16S rRNA sekvencii. [11]



2 MOZNOSTI KLASIFIKACIE
METAGENOMICKYCH DAT

Ako bolo uz v predchadzajucej kapitole nacrtnuté, moznosti klasifikdcie shotgun
metagenomickych dat sa vSeobecne rozdel'uju na dve skupiny — moznosti klasifikacie
zavislé a nezavislé na referencnej databdze. Klasifikacia shotgun metagenomickych dat
zavisla na referenCnej databaze je metoda klasifikacie, ktora sa pri vyhodnocovani
prisluSnosti asti gendmov opiera o porovnavanie ¢asti genomov s gendmami ulozenymi
Vv referen¢nej databaze, za pomoci réznych metdd zarovnavania sekvencii ako st BLAST,
BLAT, Bowtie, BWA, vyuziva r6zne Markovské modely, pozerd sa na dany problém
Zpohladu obsahu GC parovych baz v sekvencii, alebo vyskytu jednotlivych
oligonukleotidovych vzorov v danom genéme a na zaklade zhody s jej zodpovedajicemu
genomu v databaze [8]. Takyto pristup ma dva velké nedostatky, ktorymi st vysoka
vypoctova naro¢nost’ a obmedzena velkost’ referen¢nej databaze. Podla zdroju [12] sa
predpoklada, ze v prirode je priblizne 10*° druhov prokaryotickych organizmov, pii ¢om
v databaze NCBI sa k roku 2018 nachadzalo len 11 829 kompletne nasekvenovanych
gendmov prokaryotickych organizmov, ¢o je vel'mi maly zlomok odhadovaného poctu
prokaryotickych organizmov. Preto metoda klasifikacie metagenomickych dat, ktora je
zavisla na referencnej databaze, bude mat’ len vel'mi obmedzené vyuzitie, ked’Ze takyto
systém nebude schopny klasifikovat’ vel'a €asti gendémov, pripadne ziska vela faloSne
pozitivnych vysledkov. Ztohto dovodu sa v tejto praci zaoberame hlavne metodou
klasifikacie metagenomickych dat, ktoré st nezavislé na referen¢nej databaze a teda st
Vv tomto ohlade vSestrannejSie, ked'Zze sa ich vysledky nemusia opierat o Ziadnu

referenénu databazu.



2.1  Metody klasifikacie nezavislé na referencnej databaze

Oproti klasifikacii metagenomickych dat za pouzitia referencnej databaze, sa klasifikacia
nezavisla na referenc¢nej databaze opiera o princip, kedy tato metdda porovnava sekvencie
proti sebe navzajom, podla ¢oho vytvara distanéni maticu, pre nasledné zhlukovanie
jednotlivych casti gendémov do zhlukov, alebo inak povedané do taxdénov, ktoré
reprezentuju jednotlivé gendmy organizmov, nachadzajtcich sa vo vySetrovanej vzorke
[13]. Takato metoda nie je odkazana na nijaku referen¢nu databazu a preto je schopna
identifikovat’ aj pritomnost’ dovtedy nepoznanych druhov organizmov vo vySetrovanej

vzorke.

Metody klasifikacie shotgun metagenomickych dat, ktoré st nezavislé na referencne;j
databaze, mo6zu byt’ rozdelené do troch skupin: metddy zalozené na kompozicii, hojnosti

zatlipenia a hybridné metody.
Metody zaloZené na kompozicii

Tieto metody su zalozené na predpoklade, Ze kazdy taxon sa od ostatnych 1isi svojou
genomovou kompoziciou a preto su zalozené na porovnavani obsahu jednotlivych
nasekvenovanych usekov genomov. Prvym krokom takejto analyzy je najskor prevedenie

znakovych sekvencii na ¢iselny vektor. [8]

NajpouzivanejSou metddou prevodu je normalizovana frekvencia vyskytu k-mérov
o istej velkosti [13]. Takyto vypocet sa opiera o najjednoduchsi mozny model genému,
kedy sa predpoklada, Ze gendm moze byt reprezentovany ako jedina pravdepodobnost
vyskytu pa, ktord znaéi vyskyt baze A na danom mieste v gendme. Potom podla
komplementarity baze vyplyva, ze pa=pt a d’alej pc=1/2 — pa=pc. O nieco pokrocilejsi
model potom je, Ze jeden genom sa sklada z istého mnozstva k-mérov. Ak je teda k=1,
tak je nukleotid na danej pozicii v genome nezavisly od predchédzajuceho nukleotidu.

Ak je k=2, tak je genom nahodnym stiborom dimérov a tak d’alej. [15]

Obyc¢ajne sa na vypocet vyuzivaju tetra-méry, ktoré sa ukazali jako optimalne [16].
Takymto najjednoduch$im nastrojom, ktory vyuziva porovnavanie tetera-mérov, je
nastroj] TETRA, ktory vyuZiva korelacie medzi vSetkymi parmi nasekvenovanych casti
gendmov a tie potom podl'a tohoto parametra rozdel'uje k jednotlivym taxénom. Tento

nastroj je jeden z prvych nastrojov klasifikdcie metagenomickych dat a z dévodu jeho



vysokej vypoctovej naro¢nosti sa dnes uz nepouziva a nie je ani dostupny.

Dal§im nastojom, ktory vyuZiva porovnavanie kompozicii nasekvenovanych &itani
je LikelyBin, ktory vyuziva pristup Markovovych retazcov Monte Carlo na efektivne
znizenie dimenzionality priestoru a vypocitanie najpravdepodobnejSej kombinacie
nasekvenovanych ¢itani, ktoré tvoria jeden gendém. Tento nastroj ma ale len obmedzeny
pocet gendémov, ktoré sa moézu nachadzat’ v subore analyzovanych gendmov a to od 2 do

10 genémov, pri minimalnej dizke &itani 400 bp, s 90% presnostou [15].

Nastrojom, ktory na svdj vypocet vyuziva opdt Markovove modely, je ndstroj
SCIMM (Sequence Clustering with Interpolated Markov Models) [17]. Tento néstroj
vyuziva Interpolované Markovove modely, aby ur¢il pravdepodobnost vyskytu
nukleotidu na danej pozicii v genome, na zdklade w nukleotidov, ktoré sa nachadzaju
Vv sekvencii pred nim. Takymto spdsobom potom pomocou modifikovanej verzie k-means
rozdel'uje jednotlivé Citania do zhukov, ktoré figuruju ako genomy. Tato metdoda ma ale
nevyhodu v tom, ze metéda k-means potrebuje na svoj vypocet dany pocet zhlukov, do
ktorych ma jednotlivé Citania zarad’'ovat, ¢o musi byt uvedené¢ bud’ ako vstupny
parameter, alebo musi byt pred tito metédu zaradend ind metdda, ktora urci aspon
priblizny pocet zhukov, s ktorymi potom metéda SCIMM ma pracovat. Toto vyrazne
znizuje presnost’ a pouzitelnost’ tejto metddy, ked'Ze je priamo zavisla na tychto

parametroch.

Na rieSenie problému zhlukovania sa neskor zacali vyuzivat umelé neurdvé siete a
to kontrétne SOM (self-organizing maps) [18], ktoré boli adaptované na tcely genomove;j
informatiky v nastroji BLSOM  (Batch-Learning  Self  Organising  Maps).
Samoorganizujlice sa mapy sa ukazali ako vhodny nastroj na zhlukovanie a vizualizaciu
vysokodimenziondlnych dat na dvojdimenziondlnu mapu, ale ich velkou nevyhodou je

vysokd ndro¢nost’ findlneho zhlukovania a vysoka ¢asova naro€nost’ vypoctu.

Dal§im podobnym nastrojom je nastroj VizBin, ktory opit’ vyuZziva na vizualizaciu
mnohodimenzionalnych dat do dvojdimenzionalneho priestoru podobny princip ako
vyssie spominané SOM a to sice BH-SNE (Barnes-hut stochastic neighbor
embedding) [19]. Tento nastroj vyZaduje ako vstupné data mnozstvo parametrov ako
dizka sekvencii, pokrytie, percentualne zloZenie GC parov, popisky jednotlivych zhukov

a sekvencie, ktoré obsahuji niektory zo znaCkovacich génov ako napriklad gén 16S



rRNA. Po zadani vstupnych parametrov sa spusti vypocet BH-SNE, ktory na vystupe
zobrazi reprezentaciu jednotlivych cCitani v 2D priestore, ktoré v idedlnom pripade
vykazuju tendencie zhlukovania sa. Potom je to uz na uzivatel'ovi, aby presne vymedzil
hranice jednotlivych zhlukov v 2D mape. Vyhodou tohto néstroja je moznost’ ziskania

¢itani jednotlivych zhlukov znovu v jednom FASTA sutbore.

Nastroj 2Thinning (2-tier binning) zvolil pristup, kedy zarad’uje sekvenované ready
do zhlukov podla dvoch parametrov. Najskor vypocita zhlukovanie podl'a parametru
OFDEG (oligonucleotide frequency derived error) a potom tento nastroj urobi druhé
zhlukovanie pomocou obsahu GC parov baz v ¢itaniach a vysledné zhluky st priemerom
tychto dvoch metdd [20]. Nastrojom 2Tbinning bol zavedeny novy parameter, ktory
nebol doteraz obsiahnuty v Ziadnom z predschadzajucich nastrojov a to parameter
OFDEF. Tento parameter sleduje odchylku v oligonukleotidovej frekvencii celého
genému, ktory sa rekonstruuje a jeho vyslednd hodnota je pokles tejto odchylky
Vv priebehu postupného pridavania ¢itani k danému genému. Podl’a tejto hodnoty potom

st jednotlivé ¢itania zaradené do zhlukov a priradené jednotlivym taxonom [21].
Metody zaloZené na hojnosti zastupenia

Metddy zalozené na kompozicii maju jeden vel'ky nedostatok a zlyhavaja v pripade, ked’
sa v subore genomov nachadza genom s mensou hojnost'ou zatipenia ¢itani. Jeho ¢itania
st preto Casto falo$ne priradené do zhlukov, do ktorych nepatria a preto hrozi zlyhanie
detekcie takychto gendmov. NavySe druhym problémom tejto metddy je, Ze so
znizujucou sa dizkou &itani, sa znizuje presnost metddy, pretoze je k dispozicii
nedostato¢ny pocet parov baz, kvoli priliz vysokej variabilite kratkych usekov v sekvencii
DNA.

Ako odpoved’ na tento problém vznikli metddy zalozené na hojnosti zastipenia k-
mérov v Citaniach, miesto porovndvania podobnosti sekvencii. Takéto metdody umozituju

potom presne klasifikovat aj &itania o mensich dizkach.[8]

Jednym z takychto nastrojov je AbundanceBin, ktory dokaze presne klasifikovat
metagenomické data, u ktorych je dizka Gitania vicsia ako 75 bp [22]. Nastroj
AbundanceBin je postaveny na predpoklade, Ze distribucia nasekvenovanych citani sa
riadi Lander-Watermanovym modelom, ktory vypocitava pokrytie kazdého nukleotidu

pomocou Poissonovho rozloZzenia. Kazdy jeden geném vnima ako samostatné



Poissonovo rozlozenie, kedy hl'ada hojnost populacie vSetkych moznych I-tupletov
(Casti) Citani pre jednotlivé gendmy v siibore metagenomickych dat, ktorych vyskyt sa
podla predpokladov riadi samotnym Poissonovym rozlozenim. Najprv teda algoritmus
zisti vSetky kombinacie I-tupletov, ktoré je mozné ziskat’ z danych nasekvenovanych
¢itani a Vv nasledujucom kroku je potom ulohou algoritmu optimalizovat’ logaritmus
pravdepodobnosti ziskania konkrétneho vektora, ktory je danym citanim. Tento
optimalizacny proces sa riadi algoritmom maximalizovaného o¢akavania (Expectation —

Maximization - EM). [23]

Natroj, ktory spada do rovnakej kategorie nastrojov, je aj MBBC (Metagenomic
Binning Based on Clustering), ktory vyuziva, podobne ako AbundanceBin, ku
Klasifikovaniu ¢itani algoritmus EM a to hned’ v prvom kroku klasifikacie, kedy tento
algoritmus pouziva na vytvorenie skupin Citani, ktoré su rozdelené¢ podla frekvencii
vyskytu k-mérov v jednotlivych ¢itaniach [24]. Predpoklad, na ktorom si zaklada tento
algoritmus je, ze frekvencie vyskytov k-mérov v ¢itaniach, budi podobné pre rovnaky
druh organizmu a teda ¢itania s podobnymi hodnotami tohoto parametru budt zaradené
do jednej skupiny. Nasledne po prvotnom rozdeleni ¢itani do skupin vypocita néstroj
MBBC Markovove parametre pre vSetky Citania zo skupiny, pricom stale zachovava
predchadzajtci predpoklad a teda pocita s moznostou, ze Citania v danej skupine
pochadzaju od jedného druhu organizmu a teda vysoko pravdepodobne su sti¢astou toho
istého Markovovho retazca. Na zaver algoritmus rozdeli ready do definitivnych zhlukov
iterativnym vypoctom ich Markovovych vlastnosti v rovnakej skupine, az kym tento

vypocet Uplne nekonverguje.

Poslednym nastrojom, ktory si predstavime v tejto kategorii, je MetaCluster 5.0,
ktory sa $pecializuje na vyhodnocovanie zaSumenych metagenomickych dat s obsahom
druhov s nizkym zastipenim citani vo vzorke [25]. MetaCluster 5.0 chape ako Sum vo
vzorke citania druhov organizmov, s extrémne niskym zastipenim, teda hojnostou
Vv subore ¢itani, o spdsobuje ich pravdepodobné chybné zaradenie ku druhom s vy$$im

zastipenim a teda zaSumenie ich gendmov c¢itaniami, ktoré ku nim nepatria.

Odstranenie takéhoto Sumu prebicha hned” v prvom kroku algoritmu, kedy
algoritmus na zaklade pozorovania frekvencie k-mérov jednotlivych citani rozhoduje, ¢i

dané ¢itanie pochadza z gendmu druhu, ktory ma extrémne nizku hojnost’ a ak tomu tak



je, tak je toto ¢itanie automaticky odstranené. Rozhodovanie je polozené na predpoklade,
ze ak Citanie pochadza z takéhoto genomu, frekvencia jeho k-mérov bude v stibore ¢itani
extrémne nizka, pretoze ako uz bolo pred tym spomenuté, predpokladd sa, ze Citania
pochédzajuce z rovnakého gendmu budu obsahovat’ podobné zlozenie k-mérov a navyse
sa predpoklada, ze frekvencia k-mérov ma linearny vztah s hojnost'ou zastipenia ¢itani
jednotlivych druhov organizmov [22]. Takto odfiltrované data maja aj ti vyhodu, Ze ich
vel'kost’ sa tymto zmensi a teda sa znizuje aj vypocetna narocnost’ algorimu. Stcast'ou
prvého kroku je aj uréovanie ¢itani, ktoré naopak patria k druhom organizmov s vysokou
hojnost’ou zatiipenia. Toto uréovanie je postavené na vyskyte dlhych w-mérov vo vicsom
mnozstve Citani, ktoré sa nachadzaju len v ¢itaniach pochadzajticich od organizmov

S vysokou hojnostou.

Po identifikacii c¢itani patriacich k organizmom s vysokou a extrémne nizkou
hojnostou zatupenia, algoritmus zhlukuje ¢itania od druhov organizmov s nizkou
hojnost’'ou. Zhlukovanie takychto ¢itani prebieha ako uzavretie medzery medzi detekciou
organizmov s vysokou a extrémne nizkou hojnostou zastupenia, kedy sa velkost w-
mérov detekovanych pri organizmoch s vysokou hojnost’ou zastipenia, zacne postupne
zmenSovat’ a teda sa zacnu detekovat’ Citania prislichajice k druhom organizmov
s menSou a mensSou hojnostou zastipenia. Velkost w-mérov sa zmenSuje az kym sa
nedosiahne stavu, kedy sa dostaneme na dizku q, ktora je este dostatoéne dlha na to, aby
sme mohli ¢itania priradit’ do jedného zhluku, ale nie je priliz nizka na to, aby boli do
tychto zhlukov zaradené ¢itania, ktoré patria k organizmom s extrémne nizkou hojnostou
zastipenia. V pripade, Ze sa dostaneme do tohoto stavu, st prevdepodobne identifikované

vSetky zhluky a algoritmus sa ukon¢i.



Hybridné metody

Ako uz znéazvu kategoérie hybridnich metéd vyplyva, ide o metddy klasifikacie
metagenomickych dat, kedy je na tento ucel pouzitych niekol'ko metdd zaroven, ¢im sa

zvysuje presnost’ vytvarania zhlukov.

Takymto néstrojom je napriklad néstroj CompostBin. Ked’ze pri pouziti tetramérov,
S ktorymi sme sa prvykrat stretli u nastroja TETRA, nastava vytvorenie euklidovského
kompozi¢ného priestoru o rozmere 4%, teda 256 dimenzii, nastala potreba tento rozmer
znizit’, ¢im by sa zniZila aj vypoctova naro¢nost’ daného nastroja. Tuto tlohu splnil prave
nastroj CompostBin, ktorého postup je taky, Zze vypocita najskor frekvenciu k-mérov
roznych diZzok a potom PCA analyzou, ktoré je vahovana prevratenou hodnotou pokrytia
sekvencie, znizi kompozi¢ny priestor na mozné minimum. Stale tu ale ostaval jeden
nedostatok, ktory CompostBin zdielal spolu s nastrojom TETRA, ktorym je zavislost’
efektivity oboch nastrojov na dizke sekvenovanych &asti genomu, ktoré museli byt’ dlhé

aspon 700 bp. [26]

Nastroj, ktory je svojou konStrukciou a pouzitim metod klasifikacie ¢itani podobny
nastroju CompostBin, je CONCOCT [27]. Tento nastroj zlucuje vyuzitie frekvencie k-
mérov a vypoCtu pokrytia sekvencie, za vyuzitia nevahovanéj PCA analyzy na znizenie
dimenzionality kompozi¢ného priestoru. Charakteristikou tohoto néstroja je, ze jeho
presnost’ je priamo umerna s po¢tom ¢itani, pri ¢om najnizsi pocet ¢itani, pri ktorom je
tento nastroj dostatocne presny, bol experimentalne uréeny na 50 ¢itani. Na vytvorenie
samotnych zhlukov ¢&itani potom kombinuje CONCOCT Bayesovsky pristup s GMM

(Gaussian mixture model), Co z neho robi nastroj nezavisly na 'udskom vstupe.

Nastroj, ktory vyuziva va¢sie mnozstvo podnastrojov je MyCC [28]. MyCC vyuziva
na vytvorenie zhlukov jednak detekovanie markerovych génov v genomoch a tak isto aj
metddy podobné nastroju VizBin, kedy miesto uzivatelom stanovanych zhlukov, je na
ten isty ucel pouzity algoritmus Affinity Propagation (AP) [29]. Workflow tohoto
programu je, Ze najskor pomocou nastroja FetchMG[30], ktory z metagenomickych dat
ziska 40 markerovych génov pomocou vyuzitia skrytych Markovovych modelov, ktoré
sa neskOr pouZiji na spresnenie vytvorenych zhlukov. Dalsim krokom je vytvorenie
prvotného odhadu zhlukov pomocou vizualizacie metagenomickych dat metodou BH-

SNE, ktora bola prvykrat vyuzita nastrojom VizBin a redukuje 2D data na 1D zobrazenie.

10



Dvojdimenzionalita dat spociva vo vyhodnocovani ¢itani pomocou dvoch parametrov a
to vyskytu jednotlivych k-mérov a ich reverznych komplementov v konsenzuélnej
sekvencii. Vzniknutd vizualizacia sa v nasledujuicom kroku podrobi samotnému
zhlukovaniu, kedy zhluky st vytvorené pomocou algoritmu AP. V d’alSom kroku su
potom pouzité detekované markerové gény, kedy na zaklade vyskytu Citani, ktoré kéduju
tie isté gény, st zluCované zhluky s tymi istymi génmi a zaroven nachadzajice sa blizko
pri sebe. Takto vytvorené zhluky st potom finalnymi zhlukmi ¢itani patriacich k jednému

druhu organizmov.

Nastroj, ktory kombinuje vyuzitie ako metdd zalozenych na kompozicii, tak metod
zalozenych na hojnosti zastupenia a dopliiia ich vyuZitim pravdepodobnostnych metéd, je
nastroj MetaBAT. [31] Tento nastroj vypocitava pravdepodobnostni maticu medzi
jednotlivymi sekvenciami za vyuzitia frekvencie k-mérov a na zaklade hojnosti
zastupenia sekvencii Citaniami. Pravdepodobnostné vzdialenosti tetranukleotidovych
frekvencii v tejto matici su vypocitané na zaklade empirického modelu, ktory bol ziskany
na zéklade vnutro- a medzidruhovymi vzdialenostami uz znamich genémov. Samotné
zhlukovanie ¢itani potom prebieha za vyuzitia algoritmu EM, ktory bol prvykrat
spomenuty pri nastroji MBBC, pricom je na odhadnutie prvotného poctu zhlukov vyuzita

detekcia markerovych génov, ktoré st pre kazdy geném jedinecné.

Nastroj s vyrazne odliSnym workflow od tych predchadzajucich, je nastroj GroopM.
Vstupnymi datami tohoto nastroja st uz assemblované metagenomické data, ktoré st
vystupom niektorého assemblovacieho néstroja. GroopM potom vypocitava pokrytie a
GroopM pre zniZzenie dimenzionality vyuZiva len principidlne komponenty tohoto
vektora. Tieto data su potom d’alej transformované do trojdimenzionalneho priestoru pre
vizualizaciu vSetkych contigov, ktoré boli obsiahnuté vo vstupnych datach. Vsetky
contigy s potom zoradené podl'a ich pokrytia a ich frekvencie k-mérov a zo zostavy
contigov je vyradeny kazdy druhy contig. Tento krok sa opakuje az kym zostava contigov
dosiahne pocet 1500, z ktorych potom vytvori maticu vzdialenosi na zéklade ich pokrytia
a ku kazdému contigu st priradené jeho ¢itania. Druhym krokom algoritmu je vytvorenie
prvotne odhadovanych zhlukov, kedy st zhlukované contigy s vysoko podobnymi
profilmi pokrytia, frekvenciami k-mérov a dizkami, pricom st pouzité len contigy

s dizkou vicsou jako 1500 bp. Tieto prvotné odhady zhlukov slizia ako ,semena®
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zhlukov, ktoré sa v d’alSej etape vypoctu zvanej recruitment, rozrastaji a postupne
formuju findlne zhluky na zaklade vzdialenosti prepocitavanych z uz spominanych
parametrov contigov. Vystupné data su potom exportované do beznych formatov ako

napriklad FASTA atd. [32]

2.2 Sekvenatory tretej generacie

Vysoky rozvoj metdd spracovania metagenomickych dat by ale nebol mozny vd’aka
sucasnému rozvoju metdd sekvenacie molekal nukleovych kyselin, ked’ze v pripade
metagenomickych dat spracovdvame genetické informécie pochadzajuce z niekol’kych

celych genémov, ktoré musia byt’ najskor nasekvenované.

Velky pokrok v tomto smere znamenal vyvoj sekvendcie tretej generacie, ktora
dokaze sekvenovat obrovské mnozstvo genetickej informécie, pochadzajucej
nasekvenovanie jednej molekuly nukleovej kyseliny ako metdédy predchddzajicich
generacii [32]. Sekvenatory druhej generacie vyuzivali pristup, kedy sa na templatovy
retazec DNA syntetizoval komplementarny retazec, pricom bola tato reakcia detekovana,
véacsinou pomocou detekcie vyziarenia fluorescenénych znaciek, ktorymi boli oznacené
baze, ktoré sa na templatovy ret'azec viazali [35]. Pomocou zaznamenavania poradia
farieb emitovanych fluorescanénych znaciek sa potom zapisovalo poradie baz, ktoré sa
na DNA viazali a z tejto sekvencie sa potom dala predpokladat’ sekvencia baz, ktora
tvorila molekulu DNA. Tento pristup bol oproti sekvenacnym technolégiam prvej
generacie vyraznym pokrokom v rychlosti a V cene na jednu naskvenovanu bazu, ale po
odstartovani projektu na nasekvenovanie celého l'udského genomu (Human Genome
Project), bol vytvoreny tlak na eSte vacSie zefektivnenie sekvenacie, ked'Ze sekvenacia
druhej generacie stale vyuZzivala vel'a reagencii (voI'né oznacené nukleotidové baze, DNA
polymeraza, atd.), ktoré reagovali s templatovou DNA za kontrolovanych podmienok pri
Polymerazovej retazovej reakcii — PCR [35]. NavysSe asi najvacSou nevyhodou pre
metagenomiku bolo, Ze pri sekvenovani druhej generacie, vznikali &itania o dizkach
niekol’ko desiatok, pripade par stoviek bp, ¢o je pre klasifikaciu a presnu rokonstrukciu

genémov nedostato¢na dlzka.
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Preto obrovskym krokom vpred bol prave vznik sekvendcie tretej generacie, ktory
dal za vznik novému pojmu, tzv. single molecule read, kedy v priebehu pripravy ¢itani
na sekvenaciu, bola molekula DNA/RNA na ¢asti o dizkach v jednotkach kbp, ktoré boli
potom Vv réznych kandloch sekvena¢ného Cipu sekvenované naraz. Takyto pristup
umoznil vynechanie amplifikacie pomocou PCR reakcie, ktora bola zdrojom
amplifikaénych artefaktov a rovnako sposobovali chyby pri pokryti genomu. DalSou
vyhodou sekvenovania tretej generacie oproti sekvenovaniu novej generacie (NGS) je aj
odstranenie Castych chyb pri vyskyte homopolymérov, alebo vel'mi €astych kratkych
opakujucich sa usekov. DIhé ¢itania navySe znamenaji aj velktl vyhodu pri spitnej
rekonstrukcii gendmov z &itani, kedy s rastacou diZkou &itani sa tento proces vyrazne

ulahcuje [34].

Medzi sekvenatory tretej generdcie patria rieSenia od firiem Helicos, ktora
predstavila funkény princip single molecule sequencingu ako prva, PacBio vyuzivajaci
princip Single-molecule real-time sequencing (SMRT), Halcyon Molecular vyuzivajici
priame snimanie sekvencii pomocou elektronovej mikroskopie a MinlON, ktory pouziva

metodu sekvenacie pomocou nanoporov (Oxford Nanopore).[36]

Sekvenator od firmy Helicos bol prielomovym sekvenatorom, ktory ako prvy tispesne
aplikoval sekvenovanie gendému z jedinej molekuly DNA. V procese pripravy
sekvenovania je potrebné rozdelit molekulu DNA na &itania o dizkach niekolkych
stoviek bp, na konce ktorych st naviazané poly-A konce a poslednd adeninova baza je
oznacena fluoroforom. Tieto Citania sa v prvej fazi sekvenovania naviazu na poly-T
ret’azce, ktoré su prichytené na stene Cipu, z ktorého sa budu sekvencie sekvenovat. Po
prichyteni ¢itani na stenu Cipu, sa spusti prvé Citanie, ktoré mé za tlohu lokalizovat
polohu aktivnych miest na ¢itanie. Fluorofory na poslednej bdze adeninu st postupne
excitované pomocou laseru a ich emitované svetlo zachytdva CCD kamera umiestnena
nad ¢ipom. Po inicializanej excitacii sa na ¢ipe za¢ne faza vymyvania a navdzovania,
kedy sa vymyje fluorofor poslednej baze adeninu a na vrch polyT znacky sa prichyti prva
baza, komplementarna prvému znaku sekvenoveného retazca, ktora je rovnako znacena
fluoroforom charakteristickym danému druhu baze. Po tejto fazi sa opakuje snimanie
naviazanych fluoroforov a kroky vymyvania a navédzovania, aZ ziskame sekvenciu

vSetkych ¢itani v genome. [37]
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Sekvenator firmy PacBio vyuziva podobny pristup, ktory je ale aplikovany inym
sposobom. Na sekvenaciu sa miesto ¢ipu Helicosu vyuziva nanofotonicka struktura (zero-
mode waveguide - ZMW), ktora sa sklada z komor s priemerom 100 nm, na dne ktorych
sa nachadzaju ukotvené molekuly DNA-polymerdazy. Do tychto komédr sa potom
privadzaju jednovlaknové molekuly ssDNA Ccitani, ktoré st polymerované pomocou
nukleiotidov, opét’ oznaenych fluoroforom, ktory sa pri naviazani na templatovii DNA
excituje a potom uvodlni. Pod tenkou komoérkou sa nachadza kamera, ktora snima svetlo
emitované fluoroformi a podla farieb zableskov sa potom sklada sekvencia znakov baz.
Priemer komorok je presne navrhnuty tak, aby cez neho prenikalo len svetlo aktualne
emitovaného fluoroforu, aby sa minimalizovalo svetlo pozadia a iné zdroje ruSenia. [38]

Dal§i uz spominany pristup sa snazi na sekvenaciu, respektive na rozpoznanie
molekul retazca DNA pouzit’ trasmisnu elektonovia mikroskopiu (TEM). Tento napad
vznikol pri vyuziti TEM na chemicku a Strukturdlnu analyzu materidlov, kedy sa rdzne
materialy dali pomocou TEM skimat’ doslova atom po atome. [39] V roku 1959 bola tato
metoda prvykrat spojena so sekvenaciou, kedy bola navrhnutd metoda, pri ktorej sa
molekula DNA natiahla pomocou vel'mi tenkych ihiel a ret'azec baz by potom mohol byt’
pomocou TEM precitany. Takato metdda nebola potom nikdy pouzita, az kym ju neskor
neaplikovala firma ZS genetics. Na tato aplikaciu ale bohuZial nevznikli Ziadne Studie.
Veduce postavenie v tejto oblasti ma v dneSnej dobe firma Halcyon Molecular, ktora
priamo zobrazuje a chemicky chemicky detekuje atomy, z ktorych sa skladaji nukleotidy
a z ktorych sa sklada templatova DNA. [36]

Pristupov sekvenacie tretej generacie je mnoho. Do prace boli vybrané také pristupy,
ktoré reprezentuju odliSne vyuzité principy s tym istym cielom — sekvenovanie genomu
z jedinej molekuly DNA/RNA. Zo vsetkych tycho pristupov najvacsi ohlas a popularitu
ziskal pristup spolo¢nosti Oxford Nanopore, sekvenator s nazvom MinION, ktory bude

viac do detailov popisany v nasledujucej kapitole 3.
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3 OXFORD NANOPORE

Vznik sekvenatoru MinlON s technoldgiou Oxford nanopore vyvolal vel'mi pozitivne
ohlasy hlavne kvoli jeho kompaktnym rozmerom (10 cm X 3 cm X 2 ¢cm), nizkej cene
sekvenatora a zaroven nizkej cene za detekovanu bazu, nizkej hardwareovej narocnosti

na pripojeny pocita¢ a jednoduchu a rychlu konektivitu pomocou portu USB3.

Sekvenacia prostrednictvom sekvenatoru MinlON pozostava z dvoch krokov, kedy
prvym krokom je priprava kniznice fragmentov DNA, ktoré sa budu sekvenovat a

samotna sekvenacia.

3.1 Priprava kniZnice sekvenovanych fragmentov DNA

Priprava kniznice fragmentov sa velmi neodliSuje od pripravy kniZnice ostatnych
sekvenacnych metod tretej generacie. VacSinou sa sekvenuje dvojity retazec DNA

(dsDNA), kedy sa sekvenuju oba retazce v jednom behu.

Prvym krokom pripravy DNA na sekvenaciu je rozdelenie dSDNA na mensie
fragmenty, (Citania), ktoré budu sekvenované zaroven v rdoznych nanopéroch. Toto
rozdelnie retazca DNA je za vyuzitia zariadenia Covaris g-TUBE, ktoré je schopné
retazec DNA rozdelit’ na ¢asti s dizkou 6 kbp az 20 kbp. Po rozdeleni retazca DNA
nasleduje volitelny krok, kedy sa molekula upravuje tak, aby oba jej konce boli tupé, teda
aby oba retazce DNA mali presne rovnaky pocet baz. Na 3’-koniec molekuly sa potom
naviaZe baza adeninu a na oba konce sa naviazu tzv. adaptéry. Jeden z adaptérov sa vola
Y adaptér kvoli jeho tvaru a tento adaptér je veduci adaptér, ktory bude molekulu DNA
,prevadzat* nanoporom, kedy sa sekvendcia za¢ina na jeho 5'-konci. Druhy adaptér sa
nazyva HP-adaptér, alebo ,hairpin“ adaptér, ktory ma za ulohu prepojit’ dva retazce
dsDNA tej istej molekuly do jedného. Na zaver pripravy kniznice Citani je urobena
purifikacia, kedy sa prostredie ocisti od vsetkych zbytkovych nukleotidov a enzymov. Po
ukonceni pripravy kniznice Citani tzv. motorovy enzym narusi vidzby medzi dvoma
retazcami sekvenovaného ¢itania a vznikne z neho tzv. 2D-read. Pouzitie HP-adaptéru je
volitelné a Vv pripade, ze ho nepouZijeme, v poslednom kroku, kedy sa prerusia vizby

medzi dvoma retazcami DNA, je druhy, komplementarny ret'azec strateny a vnikne tzv.
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1D-read. Zaroven s poslednym krokom sa potom Y-adaptér navazuje na nanopor

a sekvenacia je pripravena.[40]

- . Motorovy enzym
— . HP motor
Delenie pomocou zariadenia Covaris G-tube '
A = S = A

Uprava na tupé konce a naviazanie baz A

v
Naviazanie adaptérov a vycistenie
prostredia od nukleotidov a enzymov v
Naviazanie motorového enzymu na Y-
adaptér a narusenie vézieb dsDNA v

Obr. 1: Schematické znazornenie priebehu pripravy kniznice readov na sekvenaciu. Upravené z

[40]

3.2 Proces sekvenacie

Na samotnt sekvenaciu DNA sa vyuziva sustava nanopérov, ktoré su usporiadané
v prietokovej bunke, tzv. flowcell ana ich vnitornej strane su kovalentne naviazané
syntetické cyklodextrinové senzory. Principom sekvenécie za vyuzitia nanoporov je, Ze
na oboch stranach prietokovej bunky su rozdielne potencialy a teda nanopormi danej
flowcell preteka prad i6nov S konstantnym prietokom. V priebehu sekvenacie potom
jednotlivé molekuly nukleovych baz prechadzaji vplyvom tohto pridu na druht stranu
membrany cez nanopory aV zavislosti na baze, ktord sa v danom okamihu nachadza
V nanopoére, bude vyvolana zmena pretekajiceho pradu iénov danym nanopoérom, ¢o
vyvola pokles trovne pradu systému na troven, ktord je ind pre kazdu bazu a teda podl'a
uroviie priudu sme schopni urcit’ bazu, ktora sa v pore nachadzala v dany okamih. Cely

tento proces na znazorneny na Obr. 2.
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Obr. 2: Tlustracia priebehu sekvenovania za pouzitia nanopéru. Upravené z [41].

Ako mdzme vidiet' na Obr. 2, vystupnymi surovymi datami je vlastne zavislost’
prudu na case. Po zaznamenani tohto signdlu potom nasleduje poslednd faza
sekvenovania, ktora je tieZ naznacena na pravej strane Obr. 2 a to spracovanie surového
signalu a nasledné rozhodovanie na zéklade uroviie spracovaného signalu, akéa baza sa na
danej pozicii v sekvencii nachadza. Tento proces uréovania baz podl'a trovne signalu sa
nazyva basecalling. Problém, ktorému sekvenator MinlION zo zaciatku ¢elil bol prave
v tejto fazi sekvenacie, kedy vroku 2015 bola odhadnuta presnost sekvenovania
bakterialnych gendmov na 28,6% - 70,7% [42]. Ked'Zze ale MinlON v sebe ukryval velky
potencial, odstartoval sa proces optimalizacie algoritmov urcujicich baze zo signélu a
Vv dnesnych diioch sa vySplhala az na 99% [43], preto sa tato metdda ukazuje dnes uz ako

vel'mi spolahliva.
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3.3  Vystupné data sekvenatoru MinlION

Ako bolo v predchadzajicej kapitole spomenuté, surové vystupné data skvenatoru
MinION st v podobe zavislosti pradu, ktory sa vytvara na membrane a na Case. Takyto
signal (squiggle signal) sa ziskava z 512 kanalov, z ktorych kazdy je pripojeny ku 4
¢itacim detektorom, ktoré zaznamenavaji dany signal. Pred samotnou sekvenaciou sa
vykona test tychto detektorov, kedy sa zisti najaktivnejsi detektor tejto Stvorice, ktory pri
samotnom sekvenovani dostava prednost’ a prvych 24 hodin sekvenacie sa signal ziskava
len z tohto detektora a az potom sa zvy$ny ¢as rozvrhne rovnako medzi ostatné detektory
danej skupiny. Kazdy kandl produkuje svoje vlastné data, ktoré st ulozené do zvlast’
suboru. Datovy format, ktory MinlON pouziva, je format FASTS, ktory je vlastne len
adaptovany HDF5 (Hierarchical Data Format 5) format, ktory je prisposobeny na tak
vysoko objemné data ako su data ziskané zo sekvenacie pomocou MinlONu. Format
FASTS obsahuje totiz ako surové data sekvendcie, tak aj vSetky priloZené metadata o

jednotlivych ¢itaniach, ¢o spolu tvori desiatky, az stovky GB dat. [43]

Ukézka procesu ziskania vystupnych surovych dat sekvenatoru su zobrazené na
Obr. 3. Na Obr. 3a mézme vidiet proces, ako sa jedna molekula nukleovej kyseliny, ktora
je prichytend na nanopore, postupne dostdva na druhd stranu membrany, pricom st
farebne odliSené vSetky jej sucasti, ktoré vznikli vo faze pripravy (vid’ kapitolu 3.1 0
priprave kniznice fragmentov DNA). V casti obrazku Obr. 3b potom vidime, ze ako
molekula nukleovej kyseliny prechadza cez nanopor, sqiggle signal je produkovany
Vv realnom Case, takze v tomto signale mézme vidiet’ vSetky casti molekuly v poradi, ktoré
zodpoveda zostaveniu fragmentu molekuly, popisanému v kapitole 3.1. Na Obr. 3c
potom uz vidime len surovy signal s va¢sim Casovym rozliSenim, kde je o¢ividné, ako si
signal pocas prestupu jednej baze cez nanopdr udrZiava rovnaké hladiny napétia, ¢o

zodpoveda teoretickému predpokladu uvedenému v predchadzajicej kapitole.
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Obr. 3: Proces tvorby vystupnych dat sekvenatoru MinION. Upravené z [44].

Surové squiggle signaly su potom v zavislosti na verzii pouzitej chémie uloZzené bud’
len ako zaznamy tzv. udalosti (pri verzii R7), ktoré reprezentuju len priemerna hodnotu
pradu po jeho nahlej zmene, dobu trvania udrzania tejto hodnoty na danej Grovni,
smerodatnii odchylku vykyvov od danej trovne a polohu danej udalosti na ¢asovej osi

celkového signélu. V pripade potreby ziskania squiggle signdlu je preto potrebna najskor
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jeho rekonstrukcia zo spomenutych dat. Prichodom novej verzie chémie R9 sa ale
radikalne meni proces ukladania dat a viacero parametrov squiggle signalov, ako aj
sekvenacie samotnej. Prvym velkym rozdielom je, Ze sa surovy squiggle signal uz
neukladd do udalosti, ale uklada sa kompletne cely jeho priebeh v celku, tak ako bol
nasnimany. M4 to vyhodu zachovania presnej podoby signalu a mensiu pravdepodobnost’
skreslenia dat pri rekonstrukcii. Daldim rozdielom medzi verziami chémie R7 a R9 je, Ze
Vv pripade chémie verzie R7, je aktudlna hodnota pradu ovplyvnenad piatimi, alebo Siestimi
nukleotidmi, ktoré sa v danom monente nachadzaji v pore. Pri verzii R9 sa podarilo pocet
tychto nukleotidov znizit na 3 a teda pomocou chémie R9 je dosiahnuta vyssia
rozliSovacia schopnost’ a pocet moznych detekovanych k-mérov vyrazne narasta. [46]
Prechodom z chémie R7 na R9 rovnako prichadza do hry aj moznost’ rychleho rezimu
prietoku nukleotidov pdérom, kedy sa rychlost’ prietoku nukleotidov zvySuje zo 70
baz/sekundu na 250 baz/sekundu pri zachovani rovnakej presnosti pri znizeni ceny
jedného Gb genomickej informécie. Vzhl'adom na tito zmenu musela byt zvysena aj
vzorkovacia frekvencia signalu zo 4000 Hz (R7) na 5000 Hz (R9) pre zanechanie asponl
rovnakej. Squiggle signaly st v oboch pripadoch ulozené do suborov formatu FASTS5.
[47]

Takéto surové data su potom Standardne nahrané na cloudové tlozisko Metrichor
[45], kde je vykonany samotny proces uréovania baz a po dokonceni tohto procesu si
uzivatel moZe spracovanu sekvenciu stiahnut' naspit’ z tohto UloZiska. Sekvencia
surenymi bazami je uloZena v subore formatu FASTQ [48]. Tento format je
Stvorriadkovym formatom, kedy sa v hlavicke zacinajicej znakom (@ nachadzaji
anotaéné data, ktoré identifikuju a popisuji danu sekvenciu. V druhom riadku sa
nachadza samotna sekvencia baz, ziskana zo surovych dat, bez akéhokol'vek uvodného
znacenia a v poslednom riadku sa opit’ nachadza identifikator sekvencie S popisom.
Obsah treticho riadku je volitelny a v pripade, ze ostava prazdny, bez opakovaného
zadania identifikatora, je povinné do neho vloZit’ aspon jeho inicializacny znak, ktorym
je symbol ,,+“. V poslednom riadku sa potom nachadzajii znaky kvality pre sekvenciu
Z druhého riadku, ktoré urcuju kvalitu, s ktorou bola baza na zodpovedajicej pozicii
uréena. Tieto symboly maji dané poradie, ktoré zodpoveda kvalite urcenia, kedy toto
poradie je presne Specifikované pre format FASTQ. Priklad kratkej sekvencie ulozene;j

vo FASTQ formate mézme vidiet’ na d’alSej strane, na Obr. 4.
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©SRR014849.1 EIXKN4201CFU84 length=93
GGGGGGGGGGGGGGGGCTTTTTTTGTTTGGAACCGAAAGG
GTTTTGAATTTCAAACCCTTTTCGGTTTCCAACCTTCCAA
AGCAATGCCAATA

+SRR014849.1 EIXKN4201CFU84 length=93
3+&$#II IRIRINININININIn]] II7F@71 5 n ;C?,B;?GB; :EAlEA
1EA5’9B: 7 :#9EAOD@2EAS’ : >57:%A; A8A; 79B; D@
/=<?T=9<2A8==

Obr. 4: Priklad FASTQ formatu. Prevzané z [48].

21



4 NAVRHNUTA METODA

Ciel'om tejto prace je navrhnut’ vlastni metodu klasifikacie metagenomickych dat, so
zameranim na sekvena¢nu platformu MinlON. V ¢lanku [51] sa pojednava o Poincarého
mapach ako o deskriptore variability biologickych signalov, ktorti popisuju celkovo tri
parametre: SD1, SD2 a pomer SD2/SD1, ktoré su vypocitané podla vzt'ahov (1). Tieto
parametre popisuji smerodatni odchylku bodov Poincarého mapy v smere osy zhluku

a v smere kolmom na os zhluku. Tieto parametre si nazorne zobrazené na Obr. 5.

V2
SD1 = 70'(9511 — Xn-1),

$D2 = (2060 ~ 20 — 10V, )

Kde SD1 je hodnota smerodatnej odchylky v smere osi 2 a SD2 je hodnota smerodatne;j
odchylky v smere osi 1 elipsy, ktora je zobrazena na Obr. 5, hodnota x» je hodnota
aktudlneho vzorku vypoctu, hodnota xn-1 je hodnota predchadzajiiceho vzorku vypoctu a

¢ je potom smerodatnd odchylka z hodnot x, @ Xn-1.

axis 1

Obr. 5: Priklad Poincarého mapy s vyzna¢enymi parametrami SD1 a SD2. Upravené z [51]
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Navrhnutd metoda sa opiera o tento vSeobecny fakt, ked’ze metdda popisu variability
biologického signalu sa uz dlht dobu pouziva pri vyhodnocovani variability srde¢ného

rytmu z EKG signalov a preto je jej fungovanie pochopené a vel'mi dobre popisané [52].

Pre pouzitie Poincerého map a ich deskriptorov je ale potrebné niektoré detaily
prisposobit’ pre pouzitie na squiggle signaly ziskané zo sekvenatora MinlON. Prvym
rozdielom pouzitia Poincarého map na vyhodnocovanie variability srde¢né¢ho rytmu a
vyhodnocovanie squiggle signalov je, ze pri EKG signaloch pouzivame ako suradnice
v mape velkosti intervalov medzi dvomi R vrcholmi vsignale — hodnota R;

a nasledujuaceho intervalu d’alsieho R vrcholu — hodnota Ri+1.

Ked'ze v squiggle signaloch takéto intervaly nie su definovatel'né, v navrhnutej
metode su stradnice map tvorené z kazdého jedného vzorku, Cize za stradnicu x je
povazovany aktudlny vzorek iterdcie xj aza suradnicu y povazujeme hodnotu
nasledujuaceho vzorku Xi+1. Len takto zostrojena Poincarého mapa poskytovala dostatocnti
variabilitu signalu na to, aby boli squiggle signaly ro6znych organizmov od seba navzajom
odlisitelné pomocou Poincarého deskriptorov. Pri vypocte Poincarého deskriptorov
Z map pozostavajucich len z reprezentacie udalosti, ako su uloZzené v suboroch danych
squiggle signalov pri pouziti verzie chémie R7, rozlisitelnost’ poinarého map klesla pod

detekovatel'nu aroven.

Preto tspesnost’ tejto metddy je zospodu ohranicena istou vzorkovacou frekvenciou,
ktora v pripade, Ze je priliz nizka, mdze sposobit’ nefunkcénost’ metddy. V pripade
sekvenatora MinlON tato moznost ale nehrozi, ked’ze vzorkovacia frekvencia ma
hodnotu 5000 Hz pri pouziti chémie verzie R9 apri pouziti chémie verzie R7 je
vzorkovacia frekvencia 4000 Hz. Co sa tyka rozdielnej frekvencie pri pouziti roznych
verzii chémie, tak vplyv by mal byt’ na pouziti metdédu minimalny, pretoze ajked ma
verzia R9+ vyssiu vzorkovaciu frekvenciu, je zvySeny aj prietok cez nanopor a teda
udalosti v signale by mali mat’ sice kratSie trvanie, no to je vykompenzované viac¢Sou
vzorkovacou frekvenciou ateda variabilita signalu by mala byt ovplyvnena len
minimalne. Tento fakt ale nie je potvrdeny z dévodu nepristupnosti celogenomovych dat

sekvenovanych za pouzitia chémie verzie RO.
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Obr. 6: Poincarého mapa pre jedno Citanie

Takymto spésobom vznikne Poincarého mapa pre kazdé Citanie v behu a teda pre
kazdé Citanie behu dostavame rovnako tri vysSie spominané deskriptory SD1,SD2 a ich
pomer SD*. Ponicarého mapa na Obr. 6 je mapa ziskana z jedného z ¢itani patriaheho
organizmu E. coli. z modelového gendmu, ktory je popisany v kapitole 4.1. Pri uréovani
variability signalu pomocou pomeru hodnét SD1 a SD2 je zauzivané tento pomer pocitat’
podl'a vzt'ahu (2), ale lepSiu rozliSovaciu schopnost’ preukdzal vypocet prevratenej
hodnoty tohto pomeru, teda vypocet podla vztahu (3), v éom spociva dalSie
prispdsobenie danej metody pre vyuzitie klasifikacie Citani ziskanych zo sekvenatora
MinION.

SD1
SD = Y (2)
-1 Sb2
SD™ = D1 3)

V d’alSom kroku analyzy je potom zo vSetkych troch deskriptorov vytvoreny 3D
priestor, kedy na ose x sa nachadzaju hodnoty SD2, na ose y sa nachddzaju hodnoty SD1
a na ose z sa nachadzaju hodnoty SD™%. Takyto priestor vytvoreny zo vietkych squiggle
signalov ziskanych zo sekvenacie genoému organizmu Microcystis aeruginosa je

zobrazeny na Qbr. 7.
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Obr. 7: 3D priestor Poincarého deskriptorov organizmu Microcystis aeruginosa

Ked'Ze ma navrhnutda metdda na klasifikovat’ data pochadzajice z metagendému, je
potrebné vybrat’ spavnu metddu zhlukovej analyzy, ktoréd ziskané €itania roztriedi podl'a
ich povodu do zhlukov patriacich jednotlivym organizmom. Vyberom vhodnej zhlukove;j
analyzy sa budeme zaoberat’ v kapitole 5. Po tejto zaverecnej fazi su potom vystupnymi
datami  metody roztriedené Citania metagendému, ziskané zo sekvenacie
metagenomickych dat, ktoré by potom uzivatel' po d’alSej analyze mal byt schopny
priradit’ konkrétnym organizmom.

Ako prvy bol testovany algoritmus zhlukovej analyzy k-means. Tento algoritmus
funguje na principe ndhodného umiestnenia centroidov zhlukov, stanovenia
euklidovskych vzdialenosti jednotlivych bodov dat k centroidom a iteracnym postupom
sa potom snazi upravit umiestnenie centroidov tak, aby minimalizoval priemernu
vzdialenost’ k zhlukom prislichajucim k danym centroidom. Na konci iteraéného postupu
su potom kone¢né zhluky stanovené na zaklade toho, ku ktorému centroidu su najblizsie.

Ako druhy bol testovany algoritmus Density-based spatial clustering of applications
with noise (DBSCAN) [53]. Tento zhlukovaci algoritmus sa vyrazne 1i$i od fungovania

algoritmu k-means, pretoze funguje na zaklade hustoty umiestnenia dat. Na vstupe je
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treba algoritmu zadat dva parametre — MinPoints a . Parameter MinPoints urcuje pocet
bodov, ktory analyzovany bod musi vo svojom susedstve o velkosti € obsahovat’, aby bol
povazovany za bod niektorého zhluku a nie za bod Sumu. Body, ktoré tieto podmienky
nespliiiajt, su potom povazované za $um. Samotné zhluky su potom tvorené len z bodov,
ktoré spiiiaji dané podmienky a tvoria sa na principe dosiahnutel'nosti, kedy za bod toho
istého zhluku sa povazuju body priamo susediace s niektorymi z bodov zhlukov, alebo

ku ktorym vedie cesta skrz iné body zhluku. Tento postup je znaznorneny na Obr. 1.

Obr. 8: Tlustracia algoritmu DBSCAN. Prevzaté z [54]

Pozn.: V préci bola pouzita implementacia algoritmu DBSCAN v Matlabe, ktora bola
vytvorena uZivatel'om Yarpiz a nahrand na oficidlnu stranku spolo¢nosti Mathworks, pre

zdielanie uzivatel'sky vytvorenych funkcii pre Matlab. [55]

4.1 Modelovy metagenom

Pre ucely vytvorenia modelu umelého metagenomu boli vybrané genomy troch
organizmov - Escherichia coli, Microcystis aeruginosa a Pseudomonas fluorescens, ktoré
boli stcastou umelo vytvoreného metagenomu stadie [49] a data zo sekvenovania boli
nahrané do volne pristupnej databaze ENA (European Nucleotide Archive) na portali
www.ebi.ac.uk spravovanom EMBL-EBI, pod stadiou s kodom PRJIEB8672. Genomy

patria organizmom, ktoré boli kultivované v spolo¢nej kultare, kde mali kazdy iné

pocetné zastupenie a preto sa bude 1iSit" aj pocet ziskanych ¢itani na jeden organizmus.
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Po kultivacii bola z organizmov vyextrahovand DNA nasekvenovanad pomocou

sekvenatora MinlON, pri pouziti chémie verzie R7.

Modelovy metagendm bol potom vytvoreny nacitanim dat kazdého gendému zvIast
apodla postupu v predchadzajucej kapitole 4, boli data vlozené do rovnakého 3D
priestoru, kde sa vytvorili data metagenomu pre d’al$iu klasifikaciu. Tento priestor je

zobrazeny na Obr. 9.
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Obr. 9: 3D priestor Poincareho deskriptorov pre modelovy metagenom
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5 VYSLEDKY NAVRHNUTEJ METODY

Ako je uz na Obr. 9 vidite'né, v 3D priestore vytvoreného z troch organizmov, mame
vytvorené 4 viditel'né zhluky, pricom najlepsiu rozliSovaciu schopnost’ ndim poskytuje
préave osa z, na ktorej su hodnoty SD. Ked’ sa ale pozrieme na 3D priestor obsahujuci data
gendému organizmu Escherichia coli, je zrejmé, odkial’ sa vo vytvorenom priestore objavil
jeden zhluk navySe. Hodnoty deskriptorov tohto organizmu totiz vytvaraju dva rdzne
zhluky a teda pre jeden organizmus ziskavame dva zhluky. Pévod tohto dvojitého zhluku
nie je zrejmy, ked’Ze v popise $tadie [49] bolo uvedené, ze gendmy pochadzaju od
organizmov Zz jednej zmieSanej kultary, z ktorych bola po istej dobe kultivacie

vyextrahovana DNA.
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Obr. 10: 3D priestor Poincarého deskriptorov genomu Escherichia coli

Z toho vyplyva, ze vo vytvorenom priestore su rozliSitelné vSetky tri organizmy
metagenomu podla osi SD a medzi nimi su jasne viditeIné hranice. Preto tloha
klasifikacie dat pomocou zhlukovej analyzy by pri spravne zvolenej metdéde mala

fungovat’ spolahlivo.
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Na analyzu spravnosti fungovania zhlukovania boli pouzité tri kritéria — Accuracy
(presnost), ktora popisuje pomer medzi spravne identifikovanymi ditam a celkovymi
datami, Recall (spolahlivost), ktora popisuje pomer medzi spravne identifikovanym
pozitivnymi detekciami a celkovymi detekciami daného zhluku a Precision (preciznost),
ktord popisuje pomer medzi spravne detekovanymi pozitivhymi datami a celkovym
poctom pozitivne detekovanych dat. Tieto tri parametre boli vypocitané samostatne pre

kazdy detekovany zhluk podl'a vztahov (4).

TP+TN
Accuracy = ————,
TP+FP+FN+TN
TP
Recall = ——,
TP+FN
.. TP
Precission = ——, (4)
TP+FP

kde TP — pocet pravdivo pozitivne vyhodnotenych dat, TN — pocet pravdivo negativne
vyhodnotenych dat, FP — pocet faloSne pozitivne vyhodnotenych dat a FN — pocet falosne
negativne vyhodnotenych dat.

Vyhodnotenie dat bolo urobené pre kazdy jeden zhluk zv1ast’, kedy medzi TP hodnoty
boli zaradené také data, ktoré redlne patrili medzi data organizmu nachadzajiiceho sa na
pozicii detekovaného zhluku. Medzi hodnoty TN boli zaradené také data, ktoré boli pocas
zhlukovej analyzy vyhodnotené ako déata neprislichajice danému zhluku a zaroven
realne naozaj pochadzali od iného organizmu, ako toho, ku ktorému detekovany zhluk
patril. Za hodnoty FP boli povaZzované také hodnoty, ktoré redlne patrili organizmu
inému, ako tomu, ku ktorému dany zhluk prislucha, ale napriek tomu boli vyhodnotené
tak, Ze do tohto zhluku patria. Na zaver za hodnoty FN boli povaZzované data, ktoré redlne
prislichali organizmu daného zhluku, ale boli zhlukovou analyzou vyhodnotené

negativne, teda do daného zhluku neboli zahrnuté.
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Ako prva metdéda zhlukovania bola pouzitd metéda k-means, ktorej vysledky su

uvedné v tabul’ke Tab. 1 a rozdelenie zhlukov je zobrazené na Obr. 11.

Tab. 1: Tabul’ka vysledkov zhlukovania pre metodu k-means.

Povodny o
Detekovany  Accuracy Precision
pocet Recall [%]
pocet ¢itani [90]
éitani
Escherichia
_ 1112 1286 73.08 40.65
coli
Microcystis
) 569 454 70.84 100
aeruginosa
Pseudomonas
778 719 43.92 7.58
fluorescens
150 —
140 —
130 —|
120 —
o 10— ' o 2 AR
[} ,"1. = % :
100 —| : >
90 —| ; " .
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Obr. 11: Vysledok zhlukovania pre metodu k-means.
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Ako druha testovana metoda zhlukovania bola metdda DBSCAN, ktora sa od k-means
1isi tym, ze sa jedna o metddu zhlukovania, ktora je zalozena na zhustovani dat v jednom
zhluku a teda pri pohlade na vstupné data na Obr. 9 je zrejmé, Ze by tato metoda mala byt
efektivnejsia. Vysledky jej pouzitia si uvedné v tabulke arozdelenie zhlukov je

zobrazené na Obr. 11.

Tab. 2: Tabul’ka vysledkov zhlukovania pre metodu DBSCAN.

Pévodny .
Detekovany  Accuracy Precision
pocet Recall [%]
pocet Citani [9%6] [9%6]
¢itani
Escherichia
_ 1112 1516 83.41 73.16 100
coli
Microcystis
) 569 458 95.74 91.43 99.76
aeruginosa
Pseudomonas
778 485 87.96 99.79 62.08

fluorescens
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110 —
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Obr. 12: Vysledok zhlukovania pre metédu DBSCAN.
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5.1  Diskusia vysledkov navrhnutej metody

Podla vysledkov uvedenych v predchadzajucej kapitole 5 je vybrand ako efektivnejsia
ateda vhodnejSia metdda zhlukovej analyzy metdéda DBSCAN, ktord reprezentovala
zhlukovacie metddy zaloZzené na hustote dat. Tato metoda totiz dokdzala zhluky
organizmov identifikovat’ s ovel’a vi¢sou presnostou, preciznost’ou a spolahlivost'ou ako
metdda k-means. To je rovnako viditeI'né aj pri vizualnom porovnani dat, kedy sa metode
DBSCAN podarilo spravne odliSit zhluky reprezentujiice organizmy Microcystis
aeruginosa a Pseudomonas fluorescens, ktorych zhluky st vel'mi blizko seba. Z tohto
dovodu metdda k-means zlyhala prave v tomto bode, pretoze neberie do uvahy hustotu
zhlukov, a jej parameter zhlukovania je len minimalizacia euklidovskych vzdialenosti
vramci zhlukov a kedze v modelovych datach sa nachadzaju organizmy s vacSimi
vzdialenostami medzi jednotlivymi datami — Escherichia coli a organizmy s malymi
euklidovskymi vzdialenostami medzi datami — Microcystis aeruginosa a sseudomonas
fluorescens, k-means tieto rozdiely spriemerovala a tym padom zaradila do jedného

zhluku dva organizmy a genom Escherichie coli rozdelila na dva zhluky.

Matdéda DBSCAN nopak s rozdielnymi vzdialenostami v ramci jedného zhluku
pocita apreto, ako je to zvysledkov viditelné, zhluky identifikovala s vysokou

presnostou, pri jej po€iatocnom nastaveni vstupnych parametrov MinPoints =41 ag=1.

Dalsou nevyhodou pouzitia metody k-means bola aj Gast’ jej metody, kedy
pociatocné umiestnenie centroidov funguje na principe nahody. Z tohto dévodu boli
vysledky zhlukovania pri kazdom behu algoritmu vyrazne odlisné od seba navzajom
a s kazdym behom boli preto obdrzané vyrazne odlisné vysledky. Priklad iného behu
zhlukovania pomocou algoritmu k-means je zobrazeny na Obr. 13, kedy je viditeI'né
chybné rozdelenie 3D priestoru V smeroch 6s SD a SD2, pri ¢om smer osi SD2 nema
vobec Ziadnu rozliSovaciu schopnost a vysledné zhluky teda vobec nereprezentuju

odli$né organizmy.
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Obr. 13: Vysledok opakovaného behu zhlukovacej metody k-means.

Metoda DBSCAN oproti tejto metdode funguje spolahlivo, ked’ze pri opakovanych
behoch vzdy poskytla rovnaké vysledky a zaroven ako je to z tabulky Tab. 2 viditeI'né,
jej detekcia je vysoko efektivna, kedy do zhluku organizmu Escherichie coli priradila len
pomerne malu Cast’ ¢itani z ostatnych organizmov a jednotlivé zhluky st od seba stale
dostato¢ne odliSitel'né aj po vizualnej stranke.

V tabul’ke potom vidime spriemerované hodnoty Accuracy, Precision a Recall pre
metddu vyuzivajicu zhlukovaciu metdédu DBSCAN a aj z tychto hodndt je viditeI'na
vysokd efektivita vyhodnotenia navrhnutej metddy. Preto je do navrhnutej metody
priamej klasifikace metagenomickych signalov zo sekvenacie nanopérom zaradena
zhlukova metoda DBSCAN.

Tab. 3: Celkové spriemerované hodnoty Accuracy, Precision a Recall pre metodu s vyuzitim

metddy zhlukovania DBSCAN.

Accuracy [%] Precision [%] Recall [%0]
89,04 88,13 87,28
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5.2  Porovnanie vysledkov

V nasledujucej kapitole bude navrhnutd metdoda porovnana s uz existujicou metddou
klasifikacie metagenomickych dat — VizBin. Software VizBin je napisany
V programovacom jazyku Java a je spustitelny v operacnom systéme Windows. Z
hardwarového hladiska ide o pomerne jednoduchy software, ktory je schopny
metagenomické data pomerne rychlo a efektivne klasifikovat’. Ako vstupné data pozaduje
software subory Citani, ktoré si vo formate FASTA, teda data zo sekvenatoru MinlON
musia najskor prejst’ tzv. basecallingom, Vv ktorom st zo surového signédlu squiggle
ziskané znakové postupnosti bdz. Po basecallingu ziskavame sekvenciu bdz v subore
formatu FASTQ, ako je to popisané v kapitole 3.3. Tu sa stretavame s prvou nevyhodou
z uzivatel'ského hladiska, kedy software VizBin nie schopny pracovat s datami vo
formate FASTQ a uzivatel je donuteny data z formatu FASTQ preformatovat’ do formatu
FASTA, pricom pri navrhnutej metdde tato potreba nevznikd, ked’ze pracujeme uz so
surovymi squiggle signalmi. Toto zamedzuje vzniku réznych potencialnych chyb ¢i uz
Vv priebehu basecallingu, alebo preformatovania dat a navySe je to uzivatel'sky ovela

jednoduchsie.

Data, ktoré st uvedené v kapitole 4.1 boli vyhodnotené softwareom VizBin
rovnakym spdsobom, ako pri navrhnutej metoéde v predchadzajicej kapitole a vysledky

tohto vyhodnotenia st uvedené v tabul'ke Tab. 4.
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Tab. 4: vysledky vyhodnotenia modelovych dat softwarom VizBin.

Pévodny .
Detekovany  Accuracy Precision
pocet Recall [%]
pocet Citani [9%6] [9%6]
¢itani
Escherichia
_ 1112 1038 95,50 92,77 97,08
coli
Microcystis
) 569 491 95.24 96,54 83,60
aeruginosa
Pseudomonas
778 783 95,84 91,83 95,74

fluorescens

Ako je z tabulky Tab. 4 viditeI'né, modelové data boli vyhodnotené s vysokou
efektivitou, ktora bola ale od odladenej metddy pouZivanej v praxi o¢akavana. Pozitivne
je, ze efektivita klasifikacie je porovnatelna s navrhnutou metdédou a teda po dlh§om
odlad’ovani navrhnutej metoédy by sa pravdepodobne mohla svojou efektivitou priblizit
K uz existujucim metédam. Po blizSom preskiimani ale bol odhaleny d’alsi nedostatok
metddy VizBin. Po zobrazeni reprezenticie Citani v 2D priestore je uZivatel nuteny
manualne ohrani€it’ zhluky, ktoré v 2D priestore vidi a po ich oznaceni sa mu automaticky
vygeneruje FASTA subor s ¢itaniami, ktoré sam oznacil za jeden zhluk. Ohranicenie

zhlukov v pripade tejto klasifikacie je zobrazené na obrazkoch Obr. 14, Obr. 15 a Obr. 16

Obr. 14: Prvy ohranic¢eny zhluk v 2D priestore reprezentacie ¢itani metody VizBin.
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Obr. 16: Treti ohrani¢eny zhluk v 2D priestore reprezentacie ¢itani metody VizBin.

Takato metéda mé dve velké nevyhody. Prvou je subjektivne vnimanie rozloZenia
bodov ako zhluk, ktoré moZe mat’ za nasledok, Ze zhluky budu ohrani¢ené nespravne
Vv pripade, kedy by Slo o nejednoznacnost’ ohrani€enia zhlukov, €o je pri biologickych
datach vzdy velmi pravdepodobné. V pripade modelovych dat su zhluky od seba
navzajom dobre rozoznatelné, ale aj v tomto pripade bolo tazke exaktne urc¢it’ hranicu

hlavne medzi druhym a tretim zhlukom.

36



Druhou nevyhodou takéhoto pristupu je moznost’ vynechania niektorych ¢itani,
ked'Ze po oznaceni jedného zhluku a exportu citani do FASTA suboru, hranice tohto
zhluku zmiznu a vznikd nebezpecenstvo, ze niektoré Citania budu zaradené do roznych
zhlukov dvakrat, alebo ako sa to stalo vtomto pripade, niektoré ¢itania nebuda do
zhlukov zaradené vobec. V tomto pripade bolo zo zhlukov uplne vynechanych 147 Citani
kvoli uzivatelI'skej chybe. V navrhnutej metode moznost’ vzniku takejto chyby neexistuje,

ked’ze je proces kvalifikacie plne automaticky, bez vonkajSieho zasahu uzivatela.

S vybranym pristupom metddy VizBin sa spdja aj ziskavanie roznych vysledkov pri
opakovani kvalifikécie tych istych dat. Existuje vysoka pravdepodobnost’, ze uzivatel pri
opakovanom vybere ohrani¢enia zhlukov nevyberie presne tie isté¢ hranice a teda Citania
kazdym d’al§im pokusom budu do zhlukov vybrané mierne odli§né skupiny Citani. Tento
fakt eSte posiliiuje aj to, Ze metdda klasifikdcie VizBinu je zaloZzena na principe BH-SNE,
ako je to spomenuté v kapitole 2.1, kedy tato metdda pri kazdom behu ziskava mierne
odlisné data. Pri deterministickom vypocte Poincarého deskriptorov ¢itani a pri zvolenej
metodde zhlukovania dat DBSCAN, ktora je rovnako deterministickd, pri kazdom
opakovanom behu na tych istych datach uréuje zhluky rovnako, a tento nedostatok je teda

rovnako odstraneny.

Zaujimavym pozorovanim je, ze zhluk 3 na obrazku Obr. 16 javi znovu znamky
dvoch casti. Jedna sa o zhluk organizmu Escherichi coli a jej gendém, ktory je rozdeleny
na dva zhluky aj u navrhnutej metddy a je viditeIny na obrazku Obr. 10. Navrhnuta
metdda poskytuje pre tieto dva zhluky lepsiu rozliSovaciu schopnost’ a je schopnd ich
oddelit’ vyraznejSie. Rovnako sa vizualne javia zhluky jednotlivych organizmov ako
lepSie a vyraznejSie ohranicené u navrhnutej metody, preto by sa dalo konStatovat, Ze

navrhnutd metéda ma vizudlne lepSiu rozliSovaciu schopnost’ ako metdda VizBin.

Velkou nevyhodou metddy VizBin je aj jej graficky vystup. Ako je na obrazkoch
Obr. 14, Obr. 15 a Obr. 16 vidiet, graficky vystup klasifikacie metédou VizBin ma
nepopisané osi a preto posobi vel'mi stroho a uZivatel preto nemusi mat’ istotu o aké data
sa konkrétne jedna. Rovnako v pripade potreby d’alSej analyzy dat je znemoznené ziskat’
presné sturadnice bodov citani, Co sice pre potreby zistenia obsahu zhlukov nemusi byt’
pre uzivatel'a problém, ale pre hlbsiu analyzu funkcie metddy sa to ako problém prejavilo.

Preto bol medzi vystupné data navrhnutej metody zaradeny aj presny zoznam nazvov
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gitani priradenych do jednotlivych zhlukov ako aj ich presné hodnoty SD1, SD2 a SD*,
¢o sa rovnako zarad’uje medzi vyhody tejto metody, ktora prispieva k poskytnutiu

exaktnejSich vysledkov ako metdda VizBin.

Zaverom porovnania navrhnutej] metddy klasifikacie metagenomickych dat a uz
existujucej metddy VizBin teda je, Ze tieto metddy st porovnatel'né. Pri vyssej efektivite
klasifikovania dat u metody VizBin, ktora je ale eSte stale porovnatelna s navrhnutou
metodou, ma samotny software niekol’ko designovych nedostatkov, ktoré st jednak
uzivatel'sky nepohodIné a zéroven mézu byt zdrojom zbytoénych chyb pri klasifikacii
dat. Tieto chyby klasifikacie st pri navrhnutej metdde eliminované a klasifikacia je, ajked’
s mensou efektivitou, uzivatel'sky ovela priatel'nejsia a jej detekcia je opakovatel'na stale

s rovnakym vysledkom.
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6 ZAVER

V tejto diplomovej praci boli splnené vsetky ciele vytycené v tvode a zadani prace. Na
zaCiatku teoretickej Casti prace bol popisany vznik vedného oborou metagenomiky,
sposob jeho uplatnenia a bol popisany druh dat, s ktorymi sa v metagenomike pracuje.

V druhej Casti prace bol popisany problém klasifikacie metagenomickych dat a
zarovenn boli predstavené uz existujuce metddy klasifikdcie metagenomickych dat
nezavislych na referen¢nej databaze, spolu s ich postupnym vyvojom.

Dalej bola predstavena technoldgia sekvenacie tretej generacie a jej vyhody a rozdiely
od sekvenacie druhej generdcie. Jednym z najpopularnejSich sekvenatorov tretej
generacie je prave sekvenator MinION od spolo¢nosti Oxford Nanopore, ktory je
stredobodom tejto prace. Preto je d’alej detailnejSie vysvetleny princip jeho funkcie a
rovnako st popisané vystupné data tejto platformy.

Po popise vystupnych dat sekvenatora MiInION, je navrhnutd vlastna metoda
klasifikacie metagenomickych dat, ktora na klasifikdciu metagenomickych signalov zo
sekvenacie nanopoérom vyuziva reprezentaciu pomocou deskriptorov Poincarého map a
na samotnu klasifikaciu vyuziva zhlukovaciu metodu DBSCAN.

Vyber zhlukovacej metddy je v predposlednej kapitole 5.1 odévodneny porovnanim
vysledkov klasifikacie zhlukovacych metod DBSCAN a k-means, kde sa metoda
DBSCAN ukazala ako efektivnejSia, vzhl'adom k povahe dat.

Na vyhodnotenie efektivity klasifikacie boli pouZité parametry Accuracy, Recall a
Precision, kedy navrhnutd metdéda dosiahla vysokej efektivity Accuracy = 89,04%,
Precision = 88,13% a Recall = 87,28%. Pre lepsi prehl'ad su dané parametre v tabul’ke
Tab. 2 uvedené aj pre kazdy jeden organizmus zvlast. Na zaver prace bola potom
navrhnuta metéda porovnana s uz existujicou metodou klasifikacie VizBin a dosiahla
porovnate'nych vysledkov a nie je ovplyvnend uzivatel'skym vstupom. Ked'Ze ale
navrhnutd metdda pracuje priamo so squiggle signalmi, je robustnd voci chybam, ktoré
mdzu nastat’ pri procese basecallingu a pri prevode dat z formatu FASTQ na FASTA az
toho istého dovodu je aj uzivatel'sky priatelnejSia. Na zdklade skusenosti z pouzivania
nastroja VizBin boli potom poskytnuté také vystupné data, ktoré su ovel'a exaktnejSie a

presnejSie ako vystupné data nastroja VizBin.
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