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Abstrakt

Cilem této prace je sestrojit a experimentalné oveérit i¢innost jazykového modelu pri iden-
tifikaci posloupnosti ¢teni (Reading Order). K tomuto ucelu byl sestrojen jazykovy model
vyuzivajici rekurentni neuronovou sit LSTM. Prace dale navrhuje a implementuje celkem tii
metody, jazykovou analyzu, prostorovou analyzu a kombinovanou analyzu, pomoci kterych
je posloupnost ¢teni identifikovana. Jazykova a kombinovand analyza ke své ¢innosti piimo
pouzivaji vytvoreny jazykovy model. Uspésnost identifikace posloupnosti prostiednictvim
vSech tii{ metod byla zméfena na tfech datasetech obsahujici novinové ¢lanky s rtiznym roz-
loZzenim. Jazykova analyza dosahuje tspésnosti 57,6 %, prostorova analyza dosahuje 91,6 %.
Nejlepsich vysledku dosahuje kombinovand analyza, kterd vykazuje tispésnost 92,9 %. Préace
ukazuje, ze jazykovy model Ize pro identifikaci posloupnosti ¢teni pouzit, avSsak vysledky
experimenti naznacuji, ze je vhodné zpracovani odhadu posloupnosti doplnit o dalsi infor-
mace, jako je to napiiklad v kombinované analyze, ktera pracuje jak s jazykovym modelem,
tak s prostorovymi informacemi.

Abstract

The aim of this work is to construct and experimentally verify the effectiveness of the
language model in identifying the reading order. For this purpose language model with
LSTM architecture was constructed. This work designs and implements three methods
which are used to identify reading order. These methods are Language analysis, Spatial
analysis and Combined analysis. Language analysis and combined analysis used constructed
language model. The success of the language model, and all three methods, was measured on
three datasets containing newspaper articles. Language analysis reaches 57,6 % and spatial
analysis reaches 91,6 %. Combined analysis achieved the best results 92,9 %. The work shows
that the language model can be used to identify reading order but use of additional data
(e.g. spatial data) is recommended.
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Kapitola 1

Uvod

V dobé modernich informac¢nich technologii 1ze zaznamenat Gstup od pouzivani dokumentu
v jejich listinné podobé, které se snazime nahradit jejich digitdlni formou. Spousta doku-
mentl vSak vznikla v dobé pred nastupem elektronickych systémi. Proto jsou dokumenty
casto digitalizovany. Dtvody pro digitalizaci dokumenti jsou rtizné. Od zachovani podoby
a obsahu historickych prament pres obchodni a legislativni divody az po cileny prevod
puvodné tisténych a rucné psanych dokumentt do elektronické podoby. V nékterych pripa-
dech muze byt dostacujici porizeni fotky nebo skenu dokumentu a jeho uchovani ve formeé
digitdlniho obrazku. Jindy je vSak vhodné ziskat ze snimku dokumentu informace v ném
obsazené, jako je napriklad textovy obsah, pripadné identifikovat vhodné segmenty doku-
mentu (nadpis, autor, jednotlivé odstavce) pro cilené vyhledavani ¢i strojové zpracovani
téchto segmentii. Jednou z komplexnich tloh digitalizace je kompletni rekonstrukce snimku
dokumentu do jeho elektronické podoby se zachovanim formatovani, struktury, pripadné
i typem pisma. Rekonstrukce se sklada z nékolika dil¢ich krokd a jednim z téchto krokiu
je identifikace posloupnosti ¢teni (Reading Order) jednotlivych elementu stréanky, ktera
definuje tok textu dokumentem.

Bézné identifikace posloupnosti pouziva geometrickych metod, pomoci kterych analyzuje
rozlozeni textu v dokumentu a na zékladé vzdalenosti mezi regiony, sousednosti a jinych
prostorovych tdajich definuje mezi témito regiony posloupnost ¢teni. Cilem této prace je
experimentalné ovérit, zda lze posloupnost ¢teni identifikovat pomoci modernich jazykovych
modelti, konkrétné pomoci jazykového modelu postaveného na rekurentni neuronové siti
LSTM. Jazykovy model, na rozdil od geometrickych metod, nepracuje s prostorovymi daty,
ale s textovym obsahem regionil. V této préci je jazykovy model pouzit pro odhadovani
pravdépodobnosti ndvaznosti regionii.

K identifikaci posloupnosti jsou navrzeny a implementovany tii metody, pomoci kterych
je posloupnost ¢teni definovana. Témito metodami jsou jazykova analyza, prostorova ana-
lyza a kombinovana analyza. Jazykova analyza odhaduje posloupnost ¢teni ¢isté z textového
obsahu prvkt dokumentu. Prostorova analyza vyuziva k definici posloupnosti prostorové in-
formace, jako je umisténi prvku na strance, ¢i vzajemné vztahy prvki. Kombinovana analyza
spojuje obé zminéné metody tak, aby vyuzila vSech jejich vyhod.

P1i tvorbé jazykového modelu a implementaci jednotlivych metod bylo nutné vyuzit
poznatki jak z odvétvi zabyvajicich se digitalizaci dokumentt, tak také z oboru statistic-
kého jazykového modelovani, ktery se zabyva stavbou jazykovych modeld. Tyto informace
jsou v praci detailné popsany v kapitolach 2 a 3. Navrh a implementace zminénych metod
jsou podrobné popsany v kapitole 4, respektive 5. Metody pro identifikaci posloupnosti
byly experimentalné vyhodnoceny na trech datasetech obsahujici novinové ¢lanky s riz-



nym rozlozenim elementi. Vysledky jsou uvedeny v kapitole 6 spolu s popisem pouzitého
jazykového modelu.



Kapitola 2

Digitalizace a rekonstrukce
textového dokumentu

Proces digitalizace sestava z nékolika ¢asti. Prvnim krokem je samotné porizeni snimku
dokumentu, jehoz kvalita ma zasadni vliv na jeho nasledné zpracovani. Textovy obsah je
z dokumentu extrahovan pomoci néstroje poskytujici optické rozpoznavani znaka (OCR).
Nésleduje proces analyzy rozlozeni (Layout Analysis), ktery se zabyvéa segmentaci stranky
a identifikaci jednotlivych komponent (slova, véty, odstavce), ovSem bez jejich hlubsiho po-
chopeni a rozdéleni. Veskeré dosud ziskané informace jsou predany procesu, ktery analyzuje
logickou strukturu dokumentu (Logical Structure Analysis nebo také Logical Layout Ana-
lysis). Analyza a detekce logické struktury se snazi identifikovat logické oblasti (naptiklad
nadpis, autor ¢lanku, tabulky obsahu) a jejich vzdjemné vztahy (Reading Order). Proces
analyzy logické struktury oznacujeme také jako Document Understanding, protoze v ramci
této analyzy se snazime pochopit vyznam elementil a vyuzit je pti dalsim zpracovani, na-
priklad pri extrakci informaci nebo celkové rekonstrukci dokumentu.

Pri digitalizaci je nutné rozlisovat, zda zpracovavame dokumenty tiSténé ¢i rucné psané.
Predevsim z hlediska rozpoznavani znaki, kdy u tisténych dokumentt jsou zpravidla po-
uzity standardizovana pisma, pro kterd dokazeme vyrobit vhodny klasifikdtor, digitalizace
ru¢né psanych dokumentl je vSak odvisla od autorova rukopisu. Néastroje zpracovavajici
rucné psané dokumenty musi obsahovat robustni klasifikator pro rozpoznavani znaki, ktery
spravné klasifikuje ru¢né psané znaky od rtznych autoru.

Principy a postupy popsané touto praci se pro oba typy dokumentt ¢astecné shoduji,
avsak tato prace popisuje primarné algoritmy pro zpracovani tisténych dokumenta.

2.1 Optické rozpoznavani znaku

Optické rozpoznavani znakiu (OCR) je proces prevodu obrazku tisténého nebo ruéné psa-
ného symbolu do elektronické podoby [42]. Prvni zminky o optickém rozpozndvani se ob-
jevuji na pocatku 19. stoleti s patentem popisujici pomocné zatizeni pro nevidomé, v roce
1912 je OCR vyuzito pro prevod textu do Morseovy abecedy a prenos skrze telegram. Prv-
nim zafizenim povazovanym za moderni OCR systém je GISMO vyvinuty v roce 1954 D.
Shepardem pracujici rychlosti 1 znak za minutu [42]. Dnesni OCR systémy pracuji mnohem
rychleji, podporuji rizné jazykové sady a jsou standardni soucasti nejen domécich skenerti,
ale lze je pouzivat i v mobilnich telefonech.



o . o Extrakce pfiznakd,
Lokalni segmentace Predzpracovani klasifikace
Sken . L . Vystup
> - lokalizace symbolu |- blnarlzgce > - template rpatcvhlng D
- segmentace symbolu - normalizace - neuronové sité
- izolace symbolu - odstranéni Sumu - statistické techniky

Obrazek 2.1: Rozvrzeni jednotlivych procest pii prevodu snimku dokumentu, respektive
obrazki znak do jejich odpovidajici elektronické podoby.

Proces rozpoznavani znakia se sklada z nékolika dil¢ich krokt, které jsou znazornény
na obrazku 2.1. Prvnim a kritickym krokem je samotné porizeni snimku dokumentu, jehoz
kvalita ma zasadni vliv na nasledné zpracovani. V dalsi fazi probiha lokalizace, segmentace
a izolace jednotlivych symbolid, pro ktery bude proveden prevod do elektronické podoby.
Nasleduje faze predzpracovani, kterd zpracuje a upravuje obrazky znaku pro jejich lepsi roz-
poznani klasifikatorem. Predzpracovani vyuziva radu algoritmii, pomoci kterych je obrazek
upraven, od binarizace (pfevod do ¢erné a bilé barvy pro odstranéni pozadi), normalizace
(jednotna velikost symbolu, odstranéni sklonu pisma, identifikace orientace stranky a jeji
spravné nato¢eni), az po vyhlazeni a odstranéni sumu v obrazku [12]. Cést z téchto technik
je znazornéna na obrazku 2.2.

Upravené obrazky symbolii jsou vstupem procesu segmentace, béhem kterého jsou z ob-
razku symbolu separovany jednotlivé komponenty, jako napriklad vertikalni a horizontalni
linky, smycky a podobné. Kvalita segmentace a mnozstvi separovanych komponent primo
ovliviiuje miru ispésnosti rozpoznavani. Protoze pro nékteré klasifikatory nemusi byt repre-
zentace v podobé oddélenych linek symbolu dostacuji, je vystup segmentace vstupem faze
reprezentace, kterd identifikuje dalsi charakteristiky symbolu. Mize se jednat o statistické
nebo topologické charakteristiky. Veskeré vlastnosti symbolu jsou extrahovany a predany
klasifikatoru, ktery na zakladé téchto vlastnosti klasifikuje a vrati tridu symbolu, pripadné
vrati ptimo symbol. Posledni fazi je post-processing, ktery mtze vyuzit syntaktickych a sé-
mantickych pravidel cilového jazyka pro rozpoznani pripadné chyby a zpétné tpravy klasi-
fikatoru [9, 13].

Pro klasifikaci symbolu na zakladé jeho charakteristik existuji rizné pristupy. Jednim
z nich je rozpoznani symbolu na zékladé Sablony (Template Matching nebo také Matrix
matching). Metoda je zaloZena na porovnani vstupu se sadou prototypu z kazdé tiidy,
do které muze znak patrit. Porovnavaji se jednotlivé pixely vstupu s pixely prototypu,
pro které je na zakladé shody definovano skore. Pokud dojde ke shodé, skére je navyseno,
a naopak pokud ke shodé nedojde, skére se snizi. Jako vhodny znak je vybran ten, jehoz
skére podobnosti je ze vSech porovnani nejvyssi [35].

Dalsi metody jsou zalozeny na statistickém pristupu maximalizujici pravdépodobnost
zatazeni vzoru do urcité tiidy. Pouzivany jsou také techniky vyuzivajici rtiznych struktur,
které reprezentuji jednotlivé znaky ve formé grafi, predevsim v podobé stromu (uzivané
napiiklad u rozpoznévani ¢inskych znak).

Modernim pristupem pro rozpoznavani znaka na zdkladé extrahovanych priznaki je
uziti neuronovych siti [9]. Pfi pouziti neuronovych siti je mozné vynechat nékteré kroky
procesu predzpracovani, protoze neuronova sit je schopna se vlastnostem dokumentu pfti-
zpusobit, pokud k tomu byla natrénovana.

Optické rozpoznavani a celkové zpracovani se odlisuje dle typu transkripce, celosvé-
tové se pouziva 26 ruznych typu pisma (latinka, cyrilice, arabské a hebrejské pismo atd.).
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Obrézek 2.2: Ukolem piedzpracovani je upravit snimek dokumentu nebo symbolu do vhodné
podoby tak, aby snimek dokazaly zpracovat navazné procesy segmentace, extrakce priznakt
a klasifikace symboli. V prubéhu predzpracovani probihd naptiklad identifikace orientace
dokumentu na snimku a jeho rotace do spravné polohy 2.2b. Pomoci binarizace 2.2c¢ je
odstranéno pozadi a zvyraznén samotny obsah dokumentu.

U nékterych jazykt je rozpoznavani zna¢né narocné. Naptiklad systém pro zapis japonstiny
Kandzi obsahuje pres 3300 ruznych znakd. Pro takto rozsahlé znakové sady se zpravidla
pouzivaji dva klasifikatory. Prvni klasifikdtor definuje na zédkladé hrubého odhadu mnozinu
moznych kandidétu (naptiklad 100) které odpovidaji zkoumanému znaku. Druhy klasifiké-
tor vyuziva takto definovanou mnozinu a s pomoci komplexnich informaci provadi kone¢né
rozhodnuti o t¥idé, do které symbol prislusi [42].

Optické rozpoznavaci systémy délime dle typu uziti. Prvnim typem jsou obecné OCR,
které pracuji s riznymi druhy dokumenti. Z divodu své obecnosti nemusi byt presné a jsou
zaméfeny predevsim na tisténé dokumenty. Druhym typem jsou doménové specifické OCR,
které zpracovavaji urcity typ dokumenti, napiiklad bankovni seky, faktury, dopisy (hledani
adresdta) ¢i jinak strukturované a ptipadné ruéné psané dokumenty [12].

Vystup OCR je dostacujici v pripadé, kdy pozadujeme prosty prevod znaku do digitalni
podoby. Pokud pozadujeme dukladnéjsi rozpoznani elementii na strance, naptiklad rozpo-
znani slov, odstavci nebo obrazki, je nutné navazat dukladnéjsi analyzou ve formé analyzy
rozlozeni.

2.2 Analyza rozloZeni

Cilem analyzy rozlozeni je identifikovat homogenni komponenty vyskytujici se na snimku
dokumentu. Homogenni komponentou mize byt obrazek, graf, odstavec a nebo slovo. Zpra-
vidla maji hierarchickou strukturu, kazda komponenta se miize skladat z jinych jednodussich
komponent. Napriklad odstavec se sklada z vét, véty ze slov a slova z pismen (které byly
identifikoviny pomoci OCR) [12]. Rizné typy komponent a jejich sloZeni jsou zobrazeny
na obrazku 2.3. Analyza rozlozeni se déli na dvé c¢asti: segmentaci stranky a klasifikaci
komponent.

2.2.1 Segmentace

Segmentace je proces, ktery rozdéluje stranku na jednotlivé komponenty a identifikuje jejich
hierarchickou strukturu. Nezajima se vSak o konkretni tfidu komponenty. Ta je urcena az
ve fazi klasifikace (podsekce 2.2.2). Segmentaci délime na metody, které jsou zalozeny na
pravidlech a metody vyuzivajici strojového uceni.

Metody zaloZené na pravidlech pouzivaji dvé strategie: Top-down a Bottom-up. Top-
down analyzuje a nahlizi na celkovou strukturu dokumentu, kterou se postupnymi kroky
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Obrazek 2.3: Schéma komponent dokumentu. Prevzato z [12].

snazi rozdélit na mensi celky (splitting). V kontextu obrazku 2.3 prochézi od korene a jed-
notlivé komponenty rozdéluje na subkomponenty. Bottom-up pristupuje k segmentaci presné
naopak, kdy za¢ina s trividlnimi komponentami, napiiklad znaky, které déle slucuje (mer-

Standardnim zdstupcem strategie Top-down je XY Cut [16]. Jedna se o algoritmus,
ktery postupné déli komponenty na zakladé nejvétsi mezery mezi nimi, a to jak ve verti-
kélnim sméru (Y cut), tak i horizontalnim sméru (X cut). Postupnym délenim vznik4 stro-
mova struktura, jejiz listy predstavuji jednotlivé komponenty stranky. Dal$imi algoritmy
pracujici na principu Top-down jsou napiiklad algoritmus RLSA (Run-Length Smearing
Algorithm) [44] ktery kéduje vstupni snimek sekvenci bindrnich hodnot jak ve vertikdlnim,
tak horizontalnim sméru. Slou¢enim vysledku z obou sméru logickym operatorem AND
jsou identifikovany jednotlivé komponenty. Dalsi algoritmy pracuji s hranicemi komponent,
které jsou definovany pomoci Voroného diagramu [27, 2]. Ty pracuji na principu soused-
nosti, kterou definuje Voroného diagram mezi jednotlivymi regiony. Snahou je identifikovat
a odstranit ty hrany mezi takovymi sousednim regiony, které spolu sémanticky souvisi. Vy-
hodou algoritmii pracujici s Voroného diagramy je, ze tyto algoritmy jsou invariantni vici
rotaci stranky:.

Strategie Bottom-up je zalozena na spojovani komponent, proto jsou jejimi zastupci
predevsim algoritmy pracujici se vzajemnou vzdalenosti jednotlivych komponent. Jeden
z takovych algoritmu pracuje s MST (Minimum Spanning Tree) [25] a s euklidovskou vzdé-
lenosti geometrickych stfedi komponent. Pomoci Kruskalova algoritmu hledd minimalni
kostru grafu, kterd spojuje uzly s minimalni vzdélenosti. Vystupem je stromova struk-
tura, kde jednotlivé podstromy reprezentuji komponenty stranky. Ve skutecnosti ne vzdy
plati, Ze nejmensi vzdalenost na strance je mezi komponentami, které spolu sémanticky
souvisi. Pro tento problém je optimalizovin algoritmus Docstrum [36], ktery nepracuje
pouze s nejmensi vzdalenosti, ale definuje shluky komponent pomoci k-nejblizsich sousedu
(k-nearest neighbors).

Pro segmentaci se dale pouzivaji metody strojového uceni a neuronovych siti. Autori
prace [43] segmentaci provadi pomoci t¥i modelt: SVM (Support Vector Machine), GMM



(Gaussian mixture models) a doprednou neuronovou sit. Z dokumentu extrahuji pro kazdy
pixel priznaky v podobé souradnic, barvy a informace o jeho okoli. Néasledné je provedena
klasifikace vSemi tfemi modely, které klasifikuji do jedné ze ¢tyr t¥id, kterymi jsou text,
pozadi, okraj stranky a obrazky. Ttida je zvolena dle vétsinového rozhodnuti, piipadné dle
jiné heuristiky, pokud dojde k situaci, ze kazdy klasifikator predikuje odlisnou t¥idu.

Dalsi moznosti je segmentace pomoci moderni konvolu¢ni neuronové sité, které jsou
schopny Tesit nejen problém segmentace, ale také klasifikace jednotlivych komponent (nad-
pis, autor apod.). Vstupem takové neuronové sité je ptimo obrazek dokumentu. Neuronova
sit provede extrakci priznaku, na zakladé kterych se rozhoduje o prislusnosti komponenty
do dané tridy. Vystupem takovych siti je casto také bounding-box, ktery definuje hranice
dané komponenty [29].

2.2.2 Klasifikace komponent

V prubéhu klasifikace je cilem zatadit identifikované komponenty do vhodné ttidy. Zakladni
rozdéleni definuje textovou a grafickou tridu. Graficka trida se déle déli na podtiidy zahr-
nujici obrazky nebo geometrické tvary (vertikdlni nebo horizontdlni ¢ara). Ke klasifikaci
se pouzivaji ruzné klasifikatory, napriklad rozhodovaci stromy. Ty o tfidé rozhoduji na za-
kladé rtznych priznaka, napriklad dle rozméru komponenty, poctu ¢ernych pixelt, poméru
¢ernobilych prechodt kopirujicich pomyslnou vodorovnou linku a podobné. Nékteré klasifi-
katory jsou schopny jemnéjsiho rozliseni komponent a rozsituji tridy na velky a maly text,
matematické zapisy, tabulky, loga a podobné [12].

2.3 Analyza logické struktury

Analyza logické struktury (Logical layout analysis) je proces, ktery se snazi pochopit sé-
mantiku dat a zpracovat informace vyskytujici se na snimku dokumentu. Ucel zpracovani
informaci muze byt rizny od pokrocilého hledéni (napiiklad dle autora dokumentu), pres
automatickou tvorbu obsahu s odkazy na prislusné obrazky, grafy a tabulky, klasifikaci
dokumentt az po jejich celkovou rekonstrukci do digitdlni podoby. Proces je casto nazy-
van také jako porozuméni dokumentu (Document understanding) nebo extrakce informaci
(Information extraction) [12].

Prace popisuje tii oblasti analyzy logické struktury, kterymi jsou kategorizace doku-
mentl, logicka klasifikace komponent a identifikace posloupnosti ¢teni.

2.3.1 Kategorizace dokumenti

Spravna kategorizace dokumenti (Document categorization) je dulezitou prerekvizitou pro
uspésnou analyzu struktury a extrakci logickych komponent z dokumentu. Naptiklad lo-
gicka klasifikace (sekce 2.3.2) silné zavisi na typu dokumentu, u kterého chceme komponenty
klasifikovat. Jiné t¥idy komponent budeme hledat u védeckych praci, kde nas bude primarné
zajimat nazev, autor, abstrakt, a jiné hleddme u dopisti, kde se miizeme snazit najit odesi-
latele, respektive prijemce. Také posloupnost ¢teni je u kazdého typu dokumentu odlisna.
Kategorizace by se méla umét vyporadat se situaci, kdy dva dokumenty vypadaji rozdilné,
ale nesou obdobné nebo stejné informace (napiiklad faktury) [12].

Jednim ze zptsobu kategorizace dokumentu je klasifikace pomoci struktury XY stromu
dokumentu (vystup XY Cut algoritmu, viz sekce 2.2.1) [8]. Vyslednd stromové struktura je
klasifikovana pomoci neuronové sité, kterd odhadne prislusnost dokumentu do urcité tridy.



2.3.2 Logicka klasifikace

Stejné jako se klasifikace komponent v analyze rozlozeni (sekce 2.2.2) zaobirala zarazenim
komponenty do urc¢ité t¥idy, i logickéd klasifikace (Logical labeling) se snazi ur¢it typ kom-
ponenty, avsak na pokrocilejsi trovni. V ramci logického klasifikace se snazime zjistit, zda
je textova komponenta titulkem, popiskem, zda definuje ¢islo stranky, abstrakt a podobné.
Vsechny tyto informace mohou poté slouzit ptfi pokrocilém vyhleddavani, kdy hledani fe-
tézce omezime jen na urcity typ komponent [15]. Je jednim z nejbéznéjsich procest analyzy
logické struktury, protoze jeho vystup se pouziva v dalsich procesech, naptiklad pti urcéeni
posloupnosti ¢teni.

Nékteré metody vyuzivaji specifickych pravidel a predpokladi, napiiklad ze velikost
titulku je bézné vétsi nez velikost pisma, kterym je psany obsah, pripadné je sazeny ji-
nym typem pisma nebo ze ¢islovani se standardné nachézi na hornim nebo spodnim okraji
stranky [3].

Neékteré prace pouzivaji ke klasifikaci jazykovy model, textovy obsah a umisténi kom-
ponenty v prostoru. Pii odhadovani t¥idy pro danou komponentu vyrobi vektor obsahujici
emebeddingy textové sekvence a souradnice komponenty. Na zakladé téchto priznaki primo
odhaduje tfidu komponenty [45]. Jiné metody misto jazykového modelu pouzivaji dopted-
nou neuronovou sit, kterd zpracovava priznaky v podobé souradnic, morfologickych vlast-
nosti (tucné pismo, velikost pisma a podobné) a sémantickych vlastnosti textu (napiiklad
zda se jedna o klicové slovo apod) [40].

Dalsi moznosti je rozdéleni dokumenti na zény (mfizka m xn), kdy se pro kazdou zénu,
dle jejiho obsahu, definuje vektor priznaku [23]. Tyto vektory popisuji obsah stranky a jsou
vstupem skrytého Markovova modelu, ktery rozhoduje o tridé dokumentu.

Kategorizace muze byt zalozena také cisté na klasifikaci obrazku pomoci konvolu¢nich
neuronovych siti [1]. V tomto pripadé je vstupem ¢ernobily obréazek, ze kterého jsou ¢tyfmi
konvoluénimi vrstvami extrahovany priznaky. Na konci sité jsou t¥i plné propojené vrstvy,
z nichz posledni vrstva klasifikuje do deseti tiid (védecky ¢lanek, novinovy ¢lanek, reklama,
formulafr a podobné).

2.4 Posloupnost cteni

Posloupnost ¢teni (Reading order) definuje tok textu v dokumentu. Je jednim z cili analyzy
logické struktury (viz sekce 2.3), v prubéhu které se ze snimku dokumentu snazime ziskat
informace dulezité pro dalsi zpracovani. Odhad posloupnosti ¢teni je pro ¢lovéka intuitivni
zalezitosti, kterd je zna¢nou mérou ovlivnéna kulturou. V nékterych pripadech vsak i ¢lovék
musi identifikaci vénovat zvysenou pozornost, protoze tok textu nemusi byt na prvni pohled
ziejmy. K nalezeni posloupnosti ¢asto pouzivame ruzna voditka, jako je zarovnani textu,
grafické separatory, pripadné si dopomiizeme jazykovymi vlastnostmi textu, ¢i prectenim
kratké ¢asti a pochopenim jejtho vyznamu. Tyto aspekty je vhodné zohlednit také pti
automatickém odvozeni posloupnosti z obrazku dokumentu.

Automaticka identifikace je klicova naptiklad pri celkové rekonstrukci dokumentu, kdy
je zapotiebi zachovat puvodni tok textu [11]. Zpravidla ji proto odvozujeme pouze pro
textové regiony, jako jsou odstavce, titulky, pripadné radky nebo slova. Zatimco pro jedno-
dussi rozlozeni (knihy) je automaticka identifikace posloupnosti veelku piimocara, u slozitéji
strukturovanych dokumentt muze byt identifikace posloupnosti znacné obtizna. V nékte-
rych pripadech nelze bez sirsitho kontextu, naptiklad bez jazykové ¢i jiné analyzy, urcit,
kterd posloupnost je spravnd, viz obrazek 2.4. Na strance muze existovat vice nezavislych



posloupnosti. Kuprikladu stranka novin muze obsahovat vice riznych ¢lanku, které jsou na
sobé vzajemné nezavislé. I kdyz ¢lovék bézné posloupnost ¢teni jednotlivych ¢lankd intui-
tivné odhadne, nebo ke ¢teni pristupuje dle zvyklosti, ve skutecnosti 1ze takové clanky cist
samostatné nehledé na jejich poradi. Modelovat a identifikovat nezdvislé posloupnosti po-
moci algoritmii je znac¢né obtizné, proto je bézné, Ze posloupnost mezi nezavislymi clanky
nerozlisuji a definuji posloupnost i mezi témito ¢lanky, napriklad na zakladé polohy na
strance (¢lanek umistény vyse je v posloupnosti definovany diive, nez ¢lanek umistény na
konci stranky).

L | N o A

/ /

\/ N /
C D C D C > D
(a) Dokument (b) Vertikalni posloupnost  (c¢) Horizontélni posloupnost

Obréazek 2.4: Znazornéni posloupnosti ¢teni. Posloupnost miize byt v nékterych pripadech
nejednoznacna. V pripadé rozlozeni stranky 2.4a existuji dvé varianty posloupnosti. Zatimco
posloupnost 2.4b respektuje smér ¢teni po sloupcich vertikalné, posloupnost 2.4c udéva smér
¢teni horizontalné.

(a) Complete chain (b) Chain reduction

Obréazek 2.5: Grafické znazornéni relace Complete chain a jeji redukce, jejiz vysledek lze
interpretovat jako posloupnost ¢teni mezi regiony a—d. Diagram vychézi z rozlozeni uvedené
na obrazku 2.4, vysledny Chain reduction respektuje horizontélni posloupnost. Pro zjedno-
duseni grafu nebyl uvazovan titulek T, ktery by ve skutecnosti byl zahrnut jak v Complete
chain, tak Chain reduction.

Formalné lze posloupnost Cteni definovat jako Complete chain 2.4.1, respektive jako
Chain reduction 2.4.2 [30].
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Definice 2.4.1 (Complete chain) Necht
e A je mnoZina textovych regioni stranky
e D je slabé cdstecné usporaddni nad A
e B={a€A|dbe A:(a,b)e DV (ba)e€ D}
Pokud D U{(a,a)la € B} je uplné usporddani nad B, pak D je Complete chain nad A.

Complete chain je mnozina dvojic textovych regioni, které v dokumentu maji vztah pred-
chidce a naslednika. Protoze definice vychézi z usporadani, lze zachytit nékteré informace
o strukture dokumentu, napriklad zacatek a konec posloupnosti. Pokud budeme uvazovat
graf z obrazku 2.5a a dvojice jako hrany grafu, pak pro vrchol, stojici na pocatku po-
sloupnosti plati, Zze neexistuje orientovanad hrana smérujici k tomuto vrcholu. Naopak konec
posloupnosti charakterizuje vrchol, ze kterého zadné hrana nevychazi. Takovymi vrcholy
jsou na obrazku 2.5a a, respektive d.

Definice 2.4.2 (Chain reduction) Necht D je Complete chain nad A. Relace
C ={(a,b) € D | =3c€ A: (a,c) € DA (c,b) € D} je redukci D nad A.

Chain reduction eliminuje takové dvojice z D, které tvori, vici jinym, tranzitivni relaci.
V kontextu grafu z obrazku 2.5a je vytvorena takova posloupnost vrcholi, kterou mizeme
povazovat za jednu z moznych posloupnosti ¢teni textovych regioni v dokumentu. Uvedme
priklad pro rozlozeni stranky uvedeného na obrazku 2.4c. Ptiklad pro zjednoduseni neuva-
zuje titulek T.

Necht A = {a,b,c,d}. Pokud D = {(a,b),(a,c),(a,d),(b,c),(b,d),(c,d)} je Complete
chain nad A, pak C' = {(a,b),(b,c),(c,d)} je jeji redukci, kterou lze interpretovat jako
posloupnost ¢teni, kterd je dana poradim regionu a, b, ¢, d. Prvky, které tvori dvojici, jsou
sousednimi regiony, napiiklad (a,b). V takové dvojici je b bezprostrednim ndslednikem a.
Prvek c je vaci a prostym ndslednikem. Grafické znazornéni relace je na obrazku 2.5.

2.4.1 Identifikace posloupnosti

Existuji ruzné pristupy, jak posloupnost ¢teni identifikovat. Jeden z pristupu je zalozeny
na geometrickych vztazich s vyuzitim textového obsahu a zpracovani pomoci jazykového
modelu [3]. Autofi pracuji s prostorovymi vztahy textovych regionu a s jejich sousednosti,
kterou urcuji pomoci Voroného diagramu. Definuji celkem 13 vztahti, napiiklad precedes
urcujici, ze region A predchézi regionu B, overlaps ktery definuje, Ze region A se s regionem
B na dané ose prekryva nebo equals urcéujici, ze A i B jsou na ose shodné postaveny a po-
dobné. 7 vztahu je standardnich, 6 je inverznich, tedy naptiklad i _precedes je inverzni vztah
a Tikd, Ze region A nésleduje az po regionu B. Kompletni vycet vztahu a jejich vyznam je
znazornén na obrazku 2.6. Pro takto identifikované vztahy identifikuji cestu grafem, ktera
predstavuje posloupnost ¢teni. Pokud je identifikovdno vice cest, je s pomoci jazykového
modelu, konkrétné s pomoci part-of-speech-tagging vypoctena pravdépodobnost jednotli-
vych posloupnosti. Pomoci taggeru jsou pro jednotliva slova identifikovany slovni druhy a
dalsi role, které v textu zastupuji. Tedy zda se jedna o spojku, sloveso, pripadné zda se slovo
dle interpunkce nachéazi na konci véty. Nésledné je pro odhad pravdépodobnosti pouzit tri-
gramovy model. Cesta s nejvyssi pravdépodobnosti je oznacena jako konecné posloupnost.

Dalsi metoda naopak uziti jazykového modelu odmité z duvodu ztréty obecnosti (ja-
zykovy model je zaméfeny na konkrétni jazyk) [14]. Tato metoda navrhuje identifikaci
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Exact R TBRR

T ToT
[ >

Precedes_x X b X2

X% < X a — X% < x0T

Meets_x

X3 = X% a x0T < X% < X+ T
Overlaps_x
{ X2, <% X3 < x0T

X2 <x,<x; 2 X2 +T< x5 < x0T
Starts_x a
{ Xa1=Xb1 Xb1 T<xy< Xb1 +T
X< X2 X < X2, -T
During_x
b a

X3> XP; { x> X +T

X< X0 X< X°5-T
Finishes_x

X3> XPy —8 x> X0+ T

x3= X%, X0 -T < x5 < X% +T
Equals_x

a
X3= XP; X0 -T < % < X0, +T
x3= %%, o X0 -T < X% < X% +T

Obrazek 2.6: Znazornéni vztaht moznych vztahi regioni A a B a podminek, které dany
vztah musi spliovat. Mezi regiony je v kazdé ose pravé jeden vtah. Vypocet ve sloupci
Exact se spoléha na konkrétni hodnoty souradnic regionii. Ty mohou byt vlivem mnoha
faktoru pii digitalizaci nepresné. Proto zavadi prahovou hodnotu T, pomoci které rozsiruje
hranice regiont, viz sloupec TBRR. Prevzato z [3].

posloupnosti ¢teni pomoci jednoduchych pravidel vychéazejicich z lidského chovani. Pro
vstupni dokument v prvé radé identifikuje strukturu rozlozeni dokumentu, tedy zda se
jedna o knihu, noviny a podobné, obdobnym zptisobem, jako je popsano v 2.3.1. Z rozlo-
zeni extrahuje textové regiony a separatory, které vizualné oddéluji bloky textu, naptiklad
jednotlivé ¢lanky. Nasledné definuje a vyuziva tri zakladni pravidla, podle kterych sestavi
dvojice, které by mély v toku textu ndasledovat po sobé. Prvnim pravidlem je kontrola
sousednosti textovych blokdl v horizontalnim a vertikdlnim sméru. Druhé pravidlo defi-
nuje, ze posledni textovy blok ve sloupci by mél byt nasledovan prvnim textovym blokem
v sousednim sloupci. Obdobné tteti pravidlo specifikuje, ze textovy blok umistény v daném
segmentu nejvice vpravo muze byt nasledovan textovym blokem nejvice vlevo na dalsim,
sousednim radku. Takto sestavend mnozina dvojic je analyzovana pomoci argumentacniho
frameworku, ktery je postaveny na nemonoténni logice a konceptu zrusitelnych argumenti
(protichudnych informaci). Protichidnou informaci jsou napiiklad dvojice (a,b) a (a,c).
Prvni dvojice v kontextu posloupnosti ¢teni definuje, ze b je bezprostfednim naslednikem
a, ale zaroven druha dvojice fika, ze c¢ je bezprostiednim naslednikem a. Tyto dvojice se
argumentacni framework snazi eliminovat a tim identifikovat kone¢nou posloupnost ¢teni.

Dalsi moznosti pro definici posloupnosti je vyuziti XY-Cut algoritmu. Jednd se o seg-
mentacni algoritmus, pomoci kterého je stranka postupné, dle pomyslného nejvétsiho obdél-
nika, rozdélena horizontalnimi a vertikalnimi fezy (vice viz sekce 2.2.1). Prace [24] obdobné
jako vyse uvedené metody definuje pravidla (vzdalenost, sousednost), dle kterych textové
regiony zaradi do jednotlivych skupin. Na tyto skupiny je nésledné aplikovan XY-Cut alo-
goritmus, pomoci kterého je identifikovana posloupnost mezi témito skupinami. Nésledné
je aplikovan XY-Cut lokalné v jednotlivych skupinach. Tim je urcena posloupnost jednotli-
vych elementti na lokalni Grovni. Sdruzenim informaci z lokalni posloupnosti mezi elementy
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a globalni posloupnosti mezi skupinami je vytvorena konec¢na posloupnost Cteni jednotli-
vych textovych regioni. Obdobnym zpusobem je algoritmus pouzit také v praci [31], ktera
navic upravuje nedostatek XY-Cut. Ten v zakladni verzi nedokéaze provést fez pro elementy
tvaru L, ¢imz muze byt vyslednd posloupnost ptivodni metody zkreslena.

2.4.2 Metriky

Pro méreni tspésnosti identifikované posloupnosti ¢teni proti ground truth prace pracuje se
dvéma metrikami: Recall a Prima. Recall je jednoducha metrika pocitajici pomér spravné
identifikovanych dvojic posloupnosti proti vSem dvojicim ground truth. Prima je komplexni
metrika, kterd pracuje s bezprostfednimi i s prostymi nasledniky a porovnava jejich umisténi
v posloupnosti.

Recall

Recall je zékladni metrika, kterd udéava podil poc¢tu spravné identifikovanych dvojic (#Hits)
vici celkovému poctu dvojic v ground truth posloupnosti ¢teni (#Total). Jednoduchost
vypoctu této metriky je také jeji nevyhodou, protoze bere v tivahu pouze bezprostiredni
nasledniky a nepocitd s pripady spravné identifikovanych prostych nasledniki.

#Hits
#Total

Recall = (2.1)

Prima

Prima [11] je komplexni metrika, kterd kromé bezprostredniho a prostého naslednika zavadi
také pojem usporddané (Ordered) a neusporddané (Unordered) skupiny. Usporddand sku-
pina je synonymem pro posloupnost ¢teni. V takové skupiné zalezi na poradi jednotlivych
textovych regioni. U neusporadané skupiny naopak na potradi nezalezi.

Pomoci téchto skupin je mozné zachytit, které textové regiony na strance spolu souvisi
a které ne. V pripadé novinové stranky jsou textové regiony jednoho ¢lanku v jedné uspo-
radané skupiné, protoze zalezi na poradi ¢teni téchto regionti. Na poradi ¢teni jednotlivych
¢lankid na strance zpravidla nezalezi, tedy alespon ne primo, a proto je mozné ¢lanky za-
fadit do neusporadané skupiny. Skupiny je do sebe mozné rtizné zanorovat a tim vytvorit
stromovou strukturu zavislosti.

Metrika nejdrive stanovi pro kazdy prvek vztah vic¢i vsem ostatnim prvkam ve stromové
strukture. Tim vznikne matice vzajemnych vztahti mezi jednotlivymi prvky. Matice vztaht
se sestavi jak pro identifikovanou posloupnost ¢teni I, tak pro ground truth posloupnost
¢teni G. Metrika definuje celkem 7 riiznych vztahti, které ve stromové struktuie identifikuje,
viz obrazek 2.7a. Néasledné jsou porovnany jednotlivé vztahy téchto dvou matic vztahu
a udéleny penalizace pomoci chybové matice M, viz obrazek 2.7b. Méjme textové regiony
i a j, identifikovany vztah x = I; ; a ground truth vztah y = G; ; téchto regioni. Hodnotu
penalizace ziskdme jako:

p = Mgy (2.2)

Nasledné je spoctena celkova chyba e, kterd je sumou hodnot penalizaci jednotlivych dvojic

k.
e= Zpk (2.3)
k
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unordered relation & 2:Region vz:l > =
@ 3:Region 3
nd. 20 20 10 0 0 10 10
Relation not defined $ Group (ordered)
n.d (one or both regions & 1:Regionl —— 0 20 5 5 0 0 10
| notin reading order @ 2:Regionr2 —l a
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o . . . .
(a) Tabulka vztaht metriky (b) Chybova matice metriky

Obrazek 2.7: Tabulka 2.7a pfedstavuje vztahy, které jsou v ramci metriky mezi jednotli-
vymi textovymi regiony identifikovany. Matice 2.7b definuje velikost chyby identifikovaného
vztahu vici vztahu ground truth. Pokud jsou vztahy stejné, neni udélena zadna penalizace.
Pokud se vztahy nerovnaji, je na zdkladé rozdilnosti vztahti definovana velikost penalizace.
Prevzato, respektive v pfipadé matice inspirovano z [11].

Ta je déle normalizovana maximalni hodnotou chybové matice ppq: & poctem textovych
region v ground truth posloupnosti ¢teni ngr a vyjadrena procentualni hodnotou s vyja-
diujici celkové skoére.

50 = Pmaz - NGT (24)
2
1
=TI (2.5)
€50
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Kapitola 3

Statistické jazykové modelovani

Statistické jazykové modelovani je obor zabyvajici tvorbou modeld, které jsou schopné ur-
¢it pravdépodobnost vyskytu sekvence o dané skladbé slov. Pravdépodobnost sekvence slov
w1 . . . w; je pravdépodobnost spoleéného vyskytu téchto slov P(ws ... w;). Takovou pravdé-
podobnost je mozné rozdélit na jednotlivé slozky:

P(w; ... w;) = P(wy) - P(wa|wy) - ... Plw;|wy ... wi—1) (3.1)

kde P(w;) je pravdépodobnost vyskytu slova wi, P(wz|w;) je podminénd pravdépodob-
nost vyskytu slova ws, a tak dale. Jazykové modely nachazi uplatnéni v oblastech jako je
zpracovani reci, v prekladech jazyka nebo v systémech zabyvajicich se opravou gramatiky
a preklepii.

Metrikou pro vyhodnoceni jazykového modelu je perplexita. Perplexita se pocita jako
geometricky prumér inverznich pravdépodobnosti jednotlivych slov. Neni zavisld na tloze,
pro jejiz feseni byl jazykovy model vytvoreny. Proto ji je mozné pouzit pro porovnani jed-
notlivych modeli. Hodnoty vsak lze porovnat pouze, pokud byly méfeny na stejné datové

vV,

ného modelu, tim lépe tento model aproximuje chovani hypotetického realného modelu [18].

N 1
PPL = ¥ 3.2

3.1 Modely zalozené na cetnostech

Pii vypoctu pravdépodobnosti P(w;|wy ...w;—1) ziskdvdme pro velkd i méné spolehlivé
odhady [33]. Modely zalozené na ¢etnostech proto takovou pravdépodobnost aproximuji
pomoci n-gramovych modelu, kde n predstavuje pocet slov sekvence se kterou model pra-
cuje. Pro ilustraci je dale v textu uvazovan model pracujici se tfemi slovy, ktery nazyvame
jako trigram. Trigram odhaduje pravdépodobnost nasledujiciho slova na zakladé dvou pred-
chozich slov:

P(w;|wy ... wi—1) = P(w;|wi—2w;—1) (3.3)

Pokud model odhaduje pravdépodobnost nésledujiciho slova na zdkladé jednoho predcho-
ziho, pracuje takovy model s bigramy, P(w;|lw;—1). S unigramy model pracuje pokud odha-
duje pravdépodobnost slova nezévisle na predeslych slovech, P(wj).
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N-gramové modely vyuzivaji statistiky frekvenci spolecného vyskytu n-grami v tré-
novaci sadé. Pokud C(w;_sw;_1w;) reprezentuje Cetnost sekvence w;_sw;_1w; a obdobné
pokud C(w;_sw;_1) reprezentuje ¢etnost sekvence w;_sw;_1, pak lze pravdépodobnost apro-
ximovat jako [18]:

C(wi—ow;—w;)

P(wj|w;—ow;_1) ~

C(wi—2w;—1) (34)

Problémem modelt zaloZenych na cetnosti je, ze sady, ze kterych jsou statistiky cetnosti
pocitany, pokryvaji konecny prostor. Pokud odhadujeme pravdépodobnost sekvence slov,
ktera se nevyskytuje trénovaci sadé modelu, je takové sekvenci pritazend nulova pravdépo-
dobnost vyskytu. Tento problém se prohlubuje tim vice, ¢im bohatsi je morfologie jazyka,
ktery modelujeme (slovanské jazyky, arabstina) [34]. Proto se u n-gramovych modeli pou-
zivaji techniky vyhlazeni, smoothing [10].

Smoothing jsou techniky, pomoci kterych se snazime eliminovat nulové pravdépodob-
nosti vyskytu sekvence v trénovaci sadé. Zakladni technikou je Laplaceho smoothing (adi-
tivni smoothing), ktery k vyskytu kazdé sekvence pri¢itd jednicku. Pravdépodobnost je pak
aproximovana jako:

C(wi—gwi—qw;) + 1
Clwi—awi—1) + |V|

kde |V| je velikost slovniku. Problémem této techniky je v prifazeni vysoké pravdépo-
dobnosti nezndmym n-gramum, jejichz vyskyt je ve skutecnosti nepravdépodobny. Proto se
uzivaji dalsi techniky jako naptiklad Lambda smoothing (stejny princip, misto jednicky pri-
¢itd konstantu znacenou jako \), interpolace (odhad pravdépodobnosti je ur¢en kombinaci
n-gramovych modelu zpracovavajici ruzné délky sekvence, napiiklad unigramu a trigramu),
caching (vychézi z predpokladu, ze jednou uzité slovo bude v blizké budoucnosti pou-
zité znovu), skipping (misto P(w;|w;_sw;_1) po¢itd pravdépodobnost jako P(w;|w;_3w;—2))
a dalsi techniky [18, 33]. Limity n-gramovych modeli v podobé omezené historie pfi odhadu
pravdépodobnosti je mozné Tesit pomoci neuronovych jazykovych modela.

3.2 Neuralni jazykové modely

Neuronové sité jsou jednou z technik strojového uceni. Jejich pomoci se snazime modelovat
a Tesit problémy realného svéta od zpracovani zvukovych nahravek (naptiklad prepis feci),
pres zpracovani obrazu (detekce objektu, identifikace osob v obraze apod.) az po zpracovani
textu a jazykové modelovani.

Zakladni slozkou neuronovych siti je neuron. Kazdy neuron pocita skalarni funkci nad
svym multidimenzionalnim vstupem:

y=gwlix+b) (3.6)

kde x predstavuje vstupni vektor a w je vektor vah neuronu, b je bias a g je aktivacni
funkce (nékterd z nelinedrnich spojitych nebo skokovych funkei, napiiklad hyperbolicky
tangens, sigmoida). Neurony jsou seskupeny do vrstev, které jsou vzajemné propojeny.
ProtoZe v rdmci jedné vrstvy provadi kazdy neuron j stejnou operaci y; = g(w;‘-FXj +b;),
miizeme celou vrstvu uvazovat jako vektor téchto neuront h; vrstvy <. Potom lze vypocet
jedné vrstvy definovat jako:

h;4 1 = g(Whi + b) (37)
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kde W je matice vah (vektory vah jednotlivych neuronti) vrstvy i a b je vektor biastu. Akti-
vacni funkce g je aplikovana po jednotlivych slozkach. Jednotlivé architektury neuronovych
siti se ve zpracovani a vypoctech zpravidla odlisuji.

Vahy a biasy jsou pro spravnou aproximaci pozadované funkce klicové. Jejich hodnoty se
proto upravuji v pribéhu trénovani neuronové sité, pri kterém jsou siti predavana trénovaci
data, ze kterych je pocitan vystup sité. Vystup sité je porovnan s pozadovanym vysledkem
pomoci objektivni funkce (nékdy také loss funkce, chybova funkce), ktera hodnoti rozdil
mezi vystupem a pozadovanou hodnotou (urcuje velikost chyby). Prikladem takové objek-
tivni funkce je stfedni kvadratické chyba:

b= Z(ti —0;)? (3.8)
i=1
kde n je celkovy pocet prvku trénovaciho datasetu (pfipadné dévky), t; je pozadovand hod-
nota a o; je aktualni vystup sité pro prvek i. Cilem trénovani je upravit vahy neuronu
tak, aby vystup sité vykazoval proti o¢ekdvanym vysledkiim co nejmensi chybu (minima-
lizace hodnoty objektivni funkce) [17]. Véhy jsou upravovény iterativné pomoci algoritmu
Back-Propagation.

Back-propagation je algoritmus, pomoci kterého je vypoctena hodnota gradientu pa-
rametru sité vici hodnoté chybové funkce, znaceno jako VE(w). Hodnota gradientu vuci
parametrum sité VE(w) uddvé, jak hodnoty vah w ovliviiuji vystup sité, respektive jaky
maji vliv na celkovou chybu. Algoritmus pocita gradient od vystupu sité smérem k jejimu
vstupu. Pfi vypoctu gradientl jednotlivych vrstev vyuziva fetézcového pravidla, pri kterém
pouziva difve spoctené parcidlni derivace z predchozich vrstev [17].

Po vypocteni gradientu pro vSechny parametry jsou tyto parametry, na zakladé jejich
gradientu, upraveny. O to se stard optimaliza¢ni algoritmus, napfiklad SGD [7]. Ten upra-
vuje parametry ode¢tenim hodnot gradientu s ucicim krokem 7 (learning rate):

w=w —nVE(w) (3.9)

Dalsim optimalizaénim algoritmem je RMSProp [20]. Ten pfi tpravé vah vyuzivad nejen
aktualni hodnoty gradientu, ale také primérnou energii gradienti z minulych iteraci. Pii
Upravé parametru sité je aktudlni gradient touto primérnou hodnotou normalizovan. Al-
goritmus Adam [26] vyuzivd podobného mechanismu jako RMSProp, ale do vipo¢tu navic
zavadi setrvacnost, kterd vyjadruje prumérnou rychlost zmény gradientu.

Trénovani probiha v jednotlivych iteracich, které nazyviame epochy. Pocet epoch ne-
musi byt presné stanoven, zpravidla je sif trénovana, dokud po dokonceni epochy vykazuje
zlepseni oproti predchozi. V ramci jedné epochy je vzdy zpracovan cely trénovaci dataset.
K vypoctu chyby, gradient a tipravé vah lze pristoupit dvéma zpiisoby; pomoci Gradient
Descent (GD) nebo pomoci Stochastic/Mini-batch Gradient Descent [41]. Gradient Descent
pocita chybu sité a upravuje vahy az poté, co je siti zpracovan cely trénovaci dataset, tedy
az na konci epochy. Protoze je trénovaci dataset zpravidla zna¢né rozsahly, je vypocet velmi
naroc¢ny a pomaly.

Z toho duvodu ¢astéji pouzivame Stochastic/Mini-batch Gradient Descent, ktery oproti
GD trénovaci dataset rozdéli na mensi Casti o urcité velikosti, kterym rika ddvka (mini-
batch). Kazda dévka obsahuje ndhodny vzorek dat z trénovaci mnoziny. Vypocet chyby
a Uprava vah sité probihd po kazdé zpracované davce. Stéle plati, ze béhem jedné epochy je
zpracovan cely trénovaci dataset, tedy v pripadé Mini-batch Gradient Descent je zpracovano
nékolik davek. K vypoctu chyby a tpravé vah dojde v pribéhu epochy hned nékolikrat. To
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ma za nasledek urcité zkresleni hodnot gradientu, avsak metoda je oproti Gradient Descent
efektivnéjsi.

V oblasti statistického jazykového modelovani lze pouzit rizné architektury neuronovych
siti. Tato prace popisuje dvé z nich; dopredné neuronové sité a rekurentni neuronové site.

3.2.1 Dopredné neuronové sité

Statistické jazykové modelovani pomoci dopfednych neuronovych siti (FFNN) je v nékte-
rych ohledech podobné n-gramovému modelovani. Model neuronové sité pracuje stejné jako
n-gramovy model s omezenou délkou sekvence na vstupu. Vystup v podobé rozdéleni prav-
dépodobnosti vSak neni ovlivnén pouze ¢etnosti vyskytu slov v trénovacim datasetu, ale také
jazykovymi vlastnostmi jako je syntaxe, sémantika a podobnost slov (dvojice slov auto; au-
tobus je si vyznamem vice podobnd, nez dvojice auto; kvétina) [5]. Dopfednd neuronova sit
pouzitd jako jazykovy model, je vyobrazena na obrazku 3.1. Lze ji definovat jako funkci f
zpracovavajici vstupni vektor x na zdkladé parametriu @ (parametry, které se uci) [17]:

y = fo(x) (3.10)

Vstupem dopfedné neuronové sité je sekvence slov, pro kterd je pocitana pravdépodob-
nost. Jednotlivad slova mohou byt reprezentovina pomoci one-hot kédovani, kdy je kazdé
slovo slovniku V' reprezentovano vektorem o velikosti |V| obsahujici nuly, pouze na misté
indexu slova se nachazi jednicka, pripadné je dané slovo reprezentovano cislem vyjadrujici
pozici slova ve slovniku.

Jednotliva slova se posléze prevadi do n-dimenziondlniho spojitého prostoru pomoci
projekce C. Kazdému slovu je prifazen vektor redlnych cisel o velikosti n. Pomoci projekce
se sit snazi zachytit a naucit podobnost slov. Podobnd slova pak maji podobné vektory,
respektive se v n-dimenzionalnim prostoru nachazi blizko sebe. V kone¢ném disledku se
neodhaduje pravdépodobnost P na zakladé sekvence slov, ale na zakladé jejich priznaku [5],
tedy:

Projekce C' je zpravidla jednou z vrstev (standardné vstupni vrstvou) neuronové sité.
Hodnoty vektoru slova se v priibéhu trénovani sité upravuji tak, aby sémanticky podobna
slova spolu v n-rozmérném prostoru sousedila. Pro prevod je také mozné pouzit samostatné
predtrénované modely jako napiiklad Word2Vec [32] nebo GloVe [39].

Ostatni (skryté) vrstvy dopfedné neuronové sité jsou standardné plné propojené line-
arni vrstvy. Pocet skrytych vrstev definuje hloubku sité, kterda muze mit rizny vliv na
uspésnost modelu, stejné jako maji vliv ruzné velikosti vektoru piiznaki [4]. Poc¢et neuront
vystupni vrstvy odpovidd poctu slov slovniku V' (po provedeni projekce). Aplikovanim
funkce Softmax ziskame na vystupu sité distribuci pravdépodobnosti pres vSechna slova ve
slovniku.

ay exp(ay)
a 1 exp(a
softmax _2 = ( 2) (3.12)
. 27;:1 eXp(ai>
ay exp(ay)

Slabinou dopfednych neuronovych siti je omezeni délky sekvence, ktera je predkladana
na vstup modelu. Rozhodnuti o velikosti vstupu musi byt navic definovano jiz pfi navrhu
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sité pred jejim trénovanim, velikost zpracoviavaného kontextu je poté pevné dand. Tento
problém se snazi fesit rekurentni neuronové sité, které se diky prenosu hodnot skrytych
vrstev dokazou ucit vlastnosti i mezi jednotlivymi vstupy a tim prodlouzit kontext, ze
kterého odhaduji pravdépodobnost.

Skryté vrstvy —
= P(w; =1 | wiunwswy)

Plw; = j | wiwswswy)

C(ws)

w3

-
|

,-/'

Wy

— P(w; =V | wiwswswy)

Projekce do spojitého Projekce na velikost slovniku a
prostoru a konkatenace aplikace Softmax

Obrazek 3.1: Schéma architektury dopredného neuralniho jazykového modelu. Vstupem je
sekvence slov, které jsou na vstupu pomoci projekce prevedeny na vektory v n-rozmérném
prostoru. Tyto vektory jsou zkonkatenovany a vyslednd struktura je dale zpracovana skry-
tymi vrstvami sité. Vystupni vrstva provadi projekci na velikost slovniku a aplikuje funkci
Softmax. Vystup pak lze interpretovat jako rozdéleni pravdépodobnosti pres vsechna slova
slovniku. Konkrétneé se jednd o podminénou pravdépodobnost slova w;, pokud jeho prefixem
je sekvence wiwowswy.

3.2.2 Rekurentni neuronové sité

Rekurentni neuronové sité (RNN) jsou sité specializujici se na zpracovani sekvencnich dat
o variabilni délce [17]. Klicovym prvkem jsou rekurentni spoje, pomoci kterych je mozné
uchovat informace predeslych vstupu ve vnitinim stavu sité, jenz posléze ovliviiuje vy-
stup [19]. Ve srovnani s dopfednou siti (rovnice 3.10) je vystup rekurentni sité h; v case ¢
zavisly nejen na aktudlnim vstupu x;, ale také na vstupech predeslych, které jsou zastou-
peny ve stavu sité hy,_; [17]:

ht = fg(ht_l,Xt) (313)
Hodnota hy predstavuje jak vystup, tak také skryté stavy sité, které je mozné pouzit v case
t+1 (rekurence), 0 jsou parametry sité (vahy, biasy, word-embedding), natrénované a nasta-
vené tak, aby sit aproximovala pozadovanou funkci. Vektor x; lze v souvislosti jazykového
modelovani chépat jako vektor pfiznaku slova wy, tedy naptiklad x¢ = C'(wy), vektor hg_1,
respektive hy pak predstavuji kontext, na zdkladé kterého odhadujeme pravdépodobnost
slova wyy1:
P(wt+1|w1 e wt) = P(wt+1|ht) (314)

Projekei na hy je vystup preveden na velikost slovniku V Aplikovanim funkce Softmax, lze
na vysledek nahlizet jako na rozdéleni pravdépodobnosti pires vSechna slova slovniku V, viz
obrazek 3.2.
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Skryta vrstva Projekce na velikost slovniku a
aplikace Softmax

Obréazek 3.2: Schéma architektury rekurentni neuronové sité. Vstupem je kromé w, také
vektor hy_; predstavujici skryté stavy z predeslého kroku. Tento vektor tvori kontext prede-
slych vstupi, které ovlivnuji aktualni vystup hy. Projekei na velikost slovniku a aplikovanim
funkce Softmax ziskdme rozdéleni pravdépodobnosti.

Viahy sité jsou upravovany pomoci algoritmu BPTT (Back-Propagation Trough Time,
propagace chyby v ¢ase). Ten pii vypoctu gradientu a dpravé vah provadi rozvinuti vypo-
¢etniho grafu v ¢ase (unfolding). To umoznuje upravovat vahy zpétné napric historii vstupu
obdobnym zptsobem jako v pripadé algoritmu Back-Propagation [6]. Vyuziti rekurentniho
spojeni a rozvinuti v ¢ase je vyobrazeno na obrazku 3.3.

Wy

ht—l

OE

ohy

Obrazek 3.3: Rozvinuti vypocetniho grafu rekurentni sité pro vypocet gradientu pomoci
BPTT. Srafované sipky znazoriuji smér vypoctu gradientu.

Hlavnim problémem pfi vypoctu gradientu do vzdalené historie, je vySumeéni gradi-
entu (gradient vanishing) nebo jeho exploze (gradient explode) [17]. Pfi vySuméni dochazi
k tomu, ze informace, kterd je v ¢ase vzdalend oproti aktualnimu vstupu ma mnohem mensi
vliv na vystup sité, nez informace zachycena pomérné nedéavno a obdobné se tento efekt pro-
jevuje pri zpétné upravé vah sité. Pii explozi gradientu naopak dochazi k exponencidlnimu
rustu, coz ma za nasledek nestabilitu sité. Takova sit se pak neni schopna ucit zavislosti
v dlouhych sekvencich. Pamét sité je tak omezena na nékolik predchozich kroku (kratko-
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dobéd pamét). Tyto problémy fesi specidlni architektury rekurentnich siti, napriklad Long
Short-Term Memory, LSTM.

3.2.3 LSTM

LSTM (Long Short-Term Memory) je typ rekurentni sité, kterd fesi problém vySumeéni a
exploze gradientu, ktery se projevuje u standardnich rekurentnich siti [21]. LSTM umoziuje
uchovavat a prendset informace v del$im casovém horizontu, a to diky specialné navrzené
strukture vypocetnich jednotek. Ty zpracovavaji a napri¢ siti prendsi dvé hodnoty; stav
sité hy (obdobny vyznam jako u RNN) a stav bunky C;. Pravé stav bunky C; je dulezitym
prvkem LSTM, skrze ktery se siii informace na delsi vzdalenosti. V pribéhu trénovani se
bunka uéi, jak tyto informace regulovat, od drobnych tprav az po uplné zapominéani [37].
Struktura bunék RNN i LSTM je srovnana na obrazku 3.4.

C?P ®
1, >

- B
( > ‘ @
® &
(o] &) [0
> >
| ),

® ®

(a) RNN (b) LSTM

A V—*O

Obrézek 3.4: Schéma bunék RNN a LSTM. Zatimco RNN 3.4a aplikuje jednu operaci (na-
Dulezity je predevsim stav bunky C; (horni kanal), skrze ktery lze prendSet informace
v delsim ¢asovém horizontu. Pievzato z [37].

3.2.4 Tokenizace

Pted zpracovanim prirozeného jazyka je nutné provést transformaci vstupnich dat, v piipadé
této prace textového korpusu, do podoby, které jsou jazykové modely schopné porozumét.
Této transformaci fikdme tokenizace. V pribéhu tokenizace probiha zpracovani korpusu
dat (nejcastéji trénovaci mnoziny) a jeho rozdéleni na mensi jednotky, které nazyvame
tokeny. Tokeny jsou zakladnimi prvky, jejichz vzajemné vztahy se jazykové modely udi.
V prubéhu tokenizace vznikd slovnik, ktery obsahuje jednotlivé, unikatni tokeny. Pozici
tokenu ve slovniku pak lze pouzit jako vstup jazykového modelu. Tokenizaci lze rozdélit na
tii typy [38]; tokenizace slov (word tokenization), tokenizace znaku (character tokenization)
a tokenizace podslov (subword tokenization). Ptiklady jednotlivych metod jsou uvedeny
v tabulce 3.1.

Tokenizace slov vytvari tokeny délenim korpusu dle bilych znak, napiiklad mezer. Tim
dojde k separaci jednotlivych slov korpusu. Velikost vzniklého slovniku roste s velikosti
korpusu a predeviim u flektivnich' jazyk@t mize byt velikost enormni. Zaroven je nutné
umeét oddélit a zpracovat tecky, ¢arky a jind interpunkéni znaménka, ktera zpravidla nejdou
jednoduse separovat pomoci bilych znaku, protoze byvaji piimo spojena se slovem.

1Jazyky s funkcemi ¢asovani a sklofiovani. Mezi tyto jazyky se Fadi eStina nebo rustina.
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Tokenizace znakii déli korpus na jednotlivé symboly. Vyhodou takové tokenizace je ome-
zend a velmi malé velikost slovniku v fadu desitek (latinka) az nizkych tisicu (Kandzi, sys-
tém pro zapis japonstiny) znaki. Diky tomu lze s vytvorenym slovnikem snadno formovat
sekvence, které se v trénovaci mnoziné nevyskytovaly. Nevyhodou takového rozdéleni je,
ze nepracujeme se slovy, ale se znaky. U rekurentnich siti pak nezachytavame kontext po
sobé jdoucich slov, ale zpracovavame kontext v podobé znaki. To v pripadé jazykového
modelovani znamena, ze vysledek sité je ovlivnén nékolika predchazejicimi znaky, namisto
nékolika slovy a tim je tedy zachycen mnohem kratsi kontext.

Tokenizace podslov provadi déleni jednotlivych slov na podslova, napiiklad dle jejich
frekvence vyskytu v korpusu. Vyhodou tohoto pfistupu je moznost definovat pozadovanou
velikost vystupniho slovniku. V prubéhu trénovani subwordového modelu je slovnik redu-
kovan tak dlouho, dokud neni dosazeno pozadované velikosti (napiiklad dal$im délenim
podslov na mensi jednotky). Z vytvofenych podslov lze jejich opétovnym skladanim tvorit
i takova slova, ktera se ve vstupnim korpusu nevyskytovala.

Jednim z néstroji umoznujici vytvorit slovnik metodou tokenizace podslov je nastroj
SentencePiece [28]. Jednd se o jazykové nezavisly tokenizér (zpracuje jak CeStinu, tak ja-
ponstinu), ktery je schopny natrénovat subword model ze vstupnich dat a se slovnikem
o pozadované velikosti. Sklada se ze 4 komponent; normalizer, trainer, encoder a decoder.
Normalizer prevadi a normalizuje sémanticky ekvivalentni Unicode znaky do kanonické
formy. Trainer trénuje z normalizovaného korpusu subword model o pozadované velikosti.
Encoder provadi normalizaci textové sekvence, kterou pomoci vytvoreného subword mo-
delu prevadi na tokeny. Tokeny jsou v tomto ptipadé ¢iselné hodnoty reprezentujici pozici
jednotlivych podslov ve slovniku. Decoder provadi prevod seznamu tokenti do textové re-
prezentace.

SentencePiece byl v rdmci této prace pouzit pro vytvoreni vhodného subword modelu
na jehoz zakladé byl nasledné postaven a trénovan LSTM jazykovy model. Pomoci Traineru
byl natrénovat subword model se slovnikem o velikosti 20K podslov. V ramci préce je dale
vyuzit Encoder, pomoci kterého jsou prevadény vstupni textové sekvence na odpovidajici
seznam tokentl pro Ucely trénovani jazykového modelu a vyhodnoceni pravdépodobnosti
sekvence timto modelem. Decoder naopak prevadi tokeny zpét na textovou reprezentaci.
Decoder neni v této praci explicitné pouzit, uplatnéni by nasel naptiklad v generovani textu
pri automatické sumarizaci.

Tabulka 3.1: Ptiklad tokenizace sekvence ’ttista tficet t¥i’ jednotlivymi metodami. Slovnik
obsahuje jednotlivé prvky z trénovaci mnoziny, jejich podoba je odvisla od zvolené metody
tokenizace. Kédovani zndzornuje prevod sekvence na odpovidajici vektor. Jednotlivé hod-
noty vektoru predstavuji pozici prvku ve slovniku. Symbolem ')’ je znazornén konec slova.
Slovnik mtze ve skutecnosti obsahovat i dalsi symboly, naptiklad zacitek a konec véty,
symbol zastupujici neznamy token a podobné. Tyto nejsou v prikladu uvedeny.

Tokenizace Slovnik Ko6dovani
Tokenizace slov trista, tficet, tii [trista,,, tTicet,, t¥i ] [1,2,3]
Tokenizace znaku t. T i s t at... [t,1,1,8,a 5,C,e,t i ] 1,2,3,4,1,5,1,2,3,...]
Tokenizace podslov — tfi_sta, t¥i_cet t¥i, [tFi, sta ., cet., tFi]  [1,2,1,3,4]
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Kapitola 4

Navrh analyzy posloupnosti ¢teni

Cilem této prace je navrhnout a experimentdlné ovérit tspésnost jazykového modelu pri
identifikaci posloupnosti ¢teni. V této kapitole je popsany zvoleny postup a na néj navazujici
navrh systému.

Jazykovy model, pouzity v této praci, bude vyuzivat architektury LSTM, se slovnikem
vytvoreny pomoci nastroje SentencePiece. Vystup jazykového modelu bude interpretovan
jako rozdéleni pravdépodobnosti pres vsechny tokeny slovniku.

7 hlediska funkcionality budou uvazovany tri pristupy. V prvni radé jde o jazykovou
analyzu, ktera definuje posloupnosti ¢teni na zakladé textového obsahu regiont analyzované
stranky. Jazykova analyza provede, pomoci jazykového modelu, odhad pravdépodobnosti
navaznosti jednotlivych textovych regiont. To provede tak, ze jeden z textovych regiont po-
uzije k inicializaci skrytych stavi jazykového modelu a tyto skryté stavy nasledné pouzije
pro odhad pravdépodobnosti ostatnich textovych regioni. Takovy postup je mozné interpre-
tovat jako vypocet podminéné pravdépodobnosti, kde textova sekvence regionu pouzitého
k inicializaci skrytych stava I predstavuje prefix pro region C, pro ktery pravdépodobnost
odhadujeme, P(C|I). Jazykova analyza provede odhad pravdépodobnosti pro vSechny re-
giony. Ty dva regiony, pro které bude jejich podminénd pravdépodobnost nejvyssi, budou
v posloupnosti tvorit dvojici (vice viz sekce 2.4). Jazykova analyza zpracovava dokument
tak dlouho, dokud nejsou vSechny prvky zarazeny v posloupnosti.

Pro srovnani bude implementovana prostorovd analyza. Ta, na rozdil od jazykové ana-
lyzy, pracuje pouze s prostorovymi informacemi regioni vyskytujicich se na strance. Na
zékladé vzajemnych vlastnosti a vztahii v podobé vzdalenosti, sousednosti, primé viditel-
nosti a podobné bude mezi textovymi regiony definovana posloupnost ¢teni. Identifikace
vztaht bude vychézet z ¢lanku [3], ktery je popsany v sekci 2.4.1.

Vyuzivat vyhod, a naopak usilovat o eliminaci pripadnych nevyhod obou metod bude
kombinovand analjzy. Jak z ndzvu vyplyva, metoda kombinuje prvky jazykové a prostorové
analyzy. Metoda tak pracuje jak s prostorovymi daty, tak textovymi informacemi s pomoci
jazykového modelu.

Pro podrobnéjsi nastin funkcionality jsem vytvoril objektovy ndvrh, ktery jsem posléze
implementoval v jazyce Python. Implementovany byly struktury a metody zpracovavajici
vstupni data, metriky pro méreni uspésnosti, a nakonec také jazykova, prostorova a kom-
binovana analyza.
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Obréazek 4.1: Diagram tiid s rozdélenim do jednotlivych balicki. Modrou barvou je zobrazen
bali¢ek obsahujici rozhrani pro praci se vstupnimi daty. Tato rozhrani implementuji t¥idy
v balicku PageXML a ke své praci jej vyuzivaji jednotlivé analyzatory. Fialovou barvou
jsou znazornény balicky, které tyto analyzatory obsahuji. Balicek LanguageModel obsahuje
analyzator pracujici na principu jazykové analyzy. Balicek Spatial obsahuje analyzatory
pracujici s prostorovymi udaji regiont.

4.1 Navrh systému

Tato sekce popisuje ndvrh systému z hlediska objektového nédvrhu. Na obrizku 4.1 je kon-
ceptualni diagram trid, které jsou v programu pro analyzu posloupnosti pouzity. V balicku
DocumentStubs jsou umisténa rozhrani, kterda definuji metody pro zpracovani vstupnich
dat. Tato rozhrani jsou implementovany tfidami v balicku PageXML, které maji na starost
zpracovani konkrétni struktury dat ve formatu xml. Zaroven jsou rozhrani z DocumentStubs
pouzita napric¢ systémem tak, aby implementace analyz byla na konkrétni strukture dat ne-
zévisla. Zasluhou této abstrakce je mozné rozsitit podporu vstupnich dat o dalsi formaty.
V prostiedi jazyka Python budou rozhrani implementovany jako t¥idy definujici metody.
Balicek ReadingOrder sdruzuje tiidy pro zpracovani posloupnosti ¢teni, a to jak iden-
tifikované programem, tak definované jako ground truth. Balicek LanguageModel obsahuje
kromé samotného jazykového modelu a jeho slovniku také jazykovy analyzator. Ten ze
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vstupnich dat pomoci jazykového modelu identifikuje posloupnost ¢teni na zakladé podmi-
néné pravdépodobnosti dvou sekvenci, inicializacni sekvence I a kandiddta C.

Balicek Spatial shromazduje analyzatory vyuzivajici prostorovych vlastnosti dat. K to-
muto tcelu vyuzivaji tiidy z balicku SpatialData. Ty obsahuji metody pro identifikaci
prostorovych vztahli mezi regiony, na zakladé kterych je identifikovand posloupnost ¢teni.
Chovani jednotlivych tfid je rozebrano v samostatnych sekcich.

4.2 Vstupni data

Zakladni strukturou pro zpracovani vstupnich dat budou v této praci xml soubory, kon-
krétné PageXML'. PageXML je standardizovany xml format. Xml soubory, respektujici
tento format, obsahuji veskeré informace o digitalizovaném dokumentu, véetné OCR vy-
stupu, informace o umisténi regiond, typu regionu a dalsich anotaci. Struktura rozlisuje
nékolik typh regionti jako naptiklad textovy region, obrazek, separator a podobné. Umis-
téni v prostoru je pro kazdy region definovano pomoci sourfadnic polygonu, které tvori
hranice daného regionu. Vyhodou PageXML je podpora pro ulozeni struktury posloupnosti
¢teni. Ta umoznuje zachytit jak usporadané, tak neusporadané skupiny (viz sekce 2.4.2,
ve které jsou tyto skupiny vice popsané). Jeden PageXML soubor obsahuje pravé jednu
digitalizovanou, anotovanou stranku.

Néavrh pro analyzu posloupnosti ¢teni nabizi objektovou obalku, pomoci které pracuje
nad vstupni strukturou. K tomuto ucelu definuje nékolik tiid nabizejici metody pro zpra-
covani vstupnich dat.

Trida Document

Stézejni tiida definujici zdkladni metody pro praci se vstupnimi daty je tfida Document. Jeji
struktura je pouzita predevsim jako rozhrani, téla jednotlivych metod je nutné implemen-
tovat tridou, kterd Document dédi. Instance této tfidy je vstupem jednotlivych analyz pro
identifikaci posloupnosti. Ty jsou diky abstrakci nezédvislé na konkrétni vstupni strukture
dat. Program proto bude mozné jednoduse rozsitit o podporu riiznych formata vstupnich
dat.

class Document (object):
def get_regions(self) -> {Region}: ...
def get_text_regions(self) -> {TextRegion}: ...
def get_box(self) -> Polygon: ...

Trida PageXML

Ttida PageXML dédi Document a implementuje jeji metody pro zpracovani konkrétni struk-
tury dat, v tomto pripadé xml souboru sledujici strukturu PageXML. Kromé toho imple-
mentuje metodu get_reading_order (), kterd vraci instanci tfidy ReadingOrder s anotova-
nou posloupnosti ¢teni. Soucasné jsou definovany tridy pro zpracovani regionu z PageXML
struktury, které dédi tiidy Region, respektive TextRegion.

class PageXML(Document) :
def get_reading_order(self) -> ReadingOrder: ...

"https://www.primaresearch.org/schema/PAGE/gts/pagecontent/2019-07-15/
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Trida Region

Ttida Region je zdkladni jednotkou, kterda pokryva jednotlivé objekty stranky, at uz se
jedna o objekty textové nebo grafické. Obdobné jako tiida Document, také tato trida je
rozhranim, které definuje metody nutné k implementaci. Poskytuje metody uréené pro ori-
entaci v prostoru. Obecnou tiidu Region rozsiruje t¥ida TextRegion, kterd navic poskytuje
metodu pro nacteni textového obsahu regionu. Instance této tiidy budou nabyvat pouze
regiony s textovym obsahem. Posloupnost ¢teni je v jednotlivych analyzich identifikovana
praveé pro textové regiony.

class Region(object):

def get_id(self) -> str:

def get_coords(self) -> [tuple]l: ...
def get_box(self) -> Polygon:

class TextRegion(Region):
def get_text(self) -> str:

4.3 Struktura posloupnosti ¢teni

Pro zachyceni posloupnosti ¢teni slouzi tf¥idy z balicku ReadingOrder. Pomoci téchto trid
bude v programu modelovana jak ground truth posloupnost ¢teni z PageXML souboru, tak
také posloupnost identifikovana analyzatorem.

Trida Item

V kontextu posloupnosti ¢teni Item zastupuje pravée jeden textovy region. U kazdé instance
této tridy lze definovat bezprostiedniho naslednika, pripadné predchtdce, stejné tak zara-
zeni do konkrétni skupiny. Zretézenim nékolika instanci lze vytvorit jednoduchy linearni
seznam, ktery definuje posloupnost regionu.
class Item(Q):

def get_successor(self) -> Optional[Item]:

def get_predecessor(self) -> Optional[Item]:
def get_parent(self) -> Optional[Group]: ...

Trida Group

Trida Group sdruzuje instance ttidy Item, pfipadné instance sebe sama. Tim umoznuje do
sebe jednotlivé skupiny zanorovat a vytvaret tak stromovou strukturu. Pomoci priznaku je
mozné definovat, zda se jedna o usporadanou skupinu, kde zalezi na potradi prvki, nebo
jestli se jednd o neusporadanou skupinu. Pokud je skupina zafazena v jiné, usporadané
skupiné, muze také ona mit naslednika ¢i predchidce. Proto tiida Group dédi t¥idu Item,
ktera posloupnost umoznuje definovat.
class Group(Item):

def is_ordered(self) -> bool:

def is_unordered(self) -> bool:

def add(self, item: Item):
def add_candidates(self, source: TextRegion, successor: TextRegion):
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Trida ReadingOrder

Ttida ReadingOrder tvori koren struktury. Vlastni pravé jednu instanci tfidy Group, ktera
se muze dale vétvit. Nabizi podpirné metody pro zpracovani posloupnosti ¢teni, napriklad
metodu get_chain_reduction(), kterd pro kazdou usporddanou skupinu vraci mnozinu
dvojic tvorici posloupnost ¢teni dané skupiny. ReadingOrder plné podporuje vyhodnoceni
jak pomoci metriky Recall, tak i pomoci komplexni metriky Prima.
class ReadingOrder(Item):

def get_all_items(self) -> [Item]:

def get_by_id(self, id) -> Optional[Item]:
def get_chain_reduction(self):

4.4 Metriky

V ramci prace budou pouzity obé metriky predstavené v sekci 2.4.2. Obé metriky budou
implementovany jako samostatné metody. Metrika Recall ptijima parametrem dvé instance
tfidy ReadingOrder, jednu pro identifikovanou posloupnost ¢teni a druhou pro ground
truth.

Metrika Prima obdobné jako Recall ptijme parametrem identifikovanou a ground truth
posloupnost. Kromé toho prijme parametrem také instanci t¥idy Document a to protoze
Prima pro vypocet tspésnosti detekce pouziva celkovy pocet textovych regionii na strance
(ne vSechny textové regiony musi byt zafazené v ground truth posloupnosti). Z pfijatych
posloupnosti identifikuje matice vztaht. Ty nédsledné porovna a pro kazdy vztah z chybové
matice nacte penalizace. Z téchto penalizaci vypocte koneénou celkova tspésnost. Kromé
¢iselnych hodnot je mozné ziskat textovy popis chyb, viz priklad vypisu 4.1.

Vypis 4.1: Piiklad textového popisu chyby identifikované metrikou Prima.

Ground Truth region r35 - region r36: Relation [-x-] instead of [->]
Ground Truth region r35 - region r38: Relation [<-] instead of [-x-]
Ground Truth region r36 - region r37: Relation [<-] instead of [->]

4.5 Analyzator

Analyzatory jsou tridy, které po predloZeni instance Document provedou analyzu posloup-
nosti ¢teni textovych regioni vyskytujicich se v tomto dokumentu a vrati instanci tridy
ReadingOrder obsahujici identifikovanou posloupnost ¢teni. V ramci této prace jsem na-
vrhl a implementoval t¥i zdkladni analyzatory pro jazykovou, prostorovou a kombinovanou
analyzu.

Trida LmAnalyzer

LmAnalyzer provadi jazykovou analyzu identifikujici posloupnost na zakladé pravdépodob-
nosti textové sekvence. Ke své funkci potiebuje a vyuziva vytvoreny jazykovy model a jeho
slovnik vytvofeny ndstrojem SentencePiece (viz sekce 3.2.4). Pomoci slovniku jsou vstupni
textové sekvence prevedeny na tokeny. Jazykovy model nasledné odhadne podminéné prav-
dépodobnosti soucasného vyskytu sekvenci dokumentu, kdy na zakladé nejvétsi pravdépo-
dobnosti provede spojeni odpovidajicich textovych regionti do vysledné posloupnosti.
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class LmAnalyzer(object):
def __init__(self, model: Model, vocab: Vocabulary):
def analyze(self, doc: Document) -> ReadingOrder:

Tridy DiagonalAnalyzer, ColumnarAnalyzer

Ttidy DiagonalAnalyzer a ColumnarAnalyzer definuji posloupnost na zdkladé prosto-
rovych vlastnosti regioni a vzajemnych vztahu. Po predloZeni instance Document pro-
vedou prislusné akce pro identifikaci posloupnosti a vrati jej v podobé instance tridy
ReadingOrder. Konkrétni chovani jednotlivych ttid je popsano dale, viz sekce 5.3.

class DiagonalAnalyzer():
def analyze(self, doc: Document) -> ReadingOrder:

Trida ColumnarLmAnalyzer

ColumnarLmAnalyzer je zastupcem kombinované analyzy, kterd pracuje jak s prostorovymi
daty, tak také s textovym obsahem dokumentu. Proto ke své praci potfebuje nejen instanci
tTidy Document, pro ktery se provadi analyza posloupnosti, ale také instanci LmAnalyzer,
pomoci kterého provadi v ptripadé nutnosti jazykovou analyzu. Implementace t¥idy je vice
popséana v sekci 5.4.

class ColumnarLmAnalyzer():
def analyze(self, doc: StubDocument, lm_analyzer: LmAnalyzer) -> ReadingOrder:
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Kapitola 5

Implementace analyzy
posloupnosti cteni

Kapitola popisuje implementaci jednotlivych tiid a metod analyzy posloupnosti ¢teni. Pro-
gram byl implementovan v jazyce Python ve verzi 3.9. Vycet pouzitych knihoven je uveden
ve zdrojovém kdédu implementace v souboru requirements.txt. Implementace vychazi
z navrhu, ktery je vice popsan v kapitole 4. Kromé t¥id a metod, uvedenych v této kapitole,
byla implementovana tfida Plotter, kterd ma na starosti vizualizaci struktury dokumentu
a posloupnosti ¢teni. Obrazky pouzité v této kapitole jsou generované instanci této tridy.

Implementace je vefejné dostupnd na adrese https://github.com/holubecmichal/
reading-order.

5.1 Pouziti jazykového modelu pro analyzu posloupnosti ¢teni

Jazykova analyza posloupnosti cteni je zaloZena cisté na pravdépodobnosti vyskytu sek-
vence o dané skladbé slov. Zavadi dva pojmy; inicializacni sekvence a kandiddtni sekvence.
Inicializa¢ni sekvence je sekvence, pomoci které jsou inicializovany hodnoty skrytych vrs-
tev jazykového modelu. Inicializované hodnoty skrytych vrstev jsou dale pouzity pti odhadu
pravdépodobnosti ndvaznosti kandidatnich sekvenci, pro které se snazime odhadnout, ktera
ze sekvenci skutecné navazuje. Vice nazvoslovi priblizuje obrazek 5.1.

Vypocet pravdépodobnosti inicializa¢ni sekvence ¢ a kandidatni sekvence ¢ probiha ve
tTech krocich. V prvnim kroku je jazykovému modelu predana inicializacni sekvence o délce
n, pomoci které jsou jak inicializovany hodnoty skrytych vrstev, tak ziskdn vystup podmi-
nénych pravdépodobnosti vyskytu tokent inicializa¢ni sekvence. Vystup ma podobu matice
J, kde tadky jsou podminéné pravdépodobnosti nasledujiciho tokenu sekvence t; na zakladé
prefixu, P(t;|t1...t;—1). Pocet fadki je roven délce inicializa¢ni sekvence n. Sloupce matice
pak definuji pravdépodobnost pres vsechny tokeny slovniku a pocet sloupci je tedy ro-
ven velikosti slovniku. Posledni fddek matice J predstavuje podminénou pravdépodobnost
tokenu c¢1, tedy prvniho tokenu za inicializa¢ni sekvenci.

V druhém kroku je, spolu s inicializovanymi hodnotami skrytych vrstev, na vstup mo-
delu pfedan kandidat o délce m. Vystupem je matice K s hodnotami podminénych prav-
dépodobnosti tokenu kandidata ¢; na zakladé prefixu, P(c;|ty ... .the1 ... cim1).

Ve tretim kroku je vytvofen vektor y, ktery obsahuje pouze ty prvky z obou matic, které
jsou smérodatné pro vypocet pravdépodobnosti. V tomto ptripadé se jedné o posledni radek
matice J. Dale pak vsechny radky matice K, kromé radku posledniho. Z téchto vybranych
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Obrazek 5.1: Priklad inicializa¢ni sekvence, pomoci které jsou inicializovany hodnoty skry-
tych vrstev jazykového modelu a kandidatnich sekvenci, pro které odhadujeme pravdépo-
dobnost navaznosti.

radki jsou dale vybrany prvky z téch sloupci, které nesou pravdépodobnost odpovidajiciho
tokenu. Vektor y obsahuje pravé m prvki, coz je hodnota udavajici pocet tokenu kandidata.

P(Cl ’tl...tn)

P(ey | t1...ther)
y = : (5.1)

P(Cm | tl...tncl...cm,l)

Vysledna pravdépodobnost navaznosti pro daného kandidata k je spoctena jako geome-
tricky prumeér hodnot vektoru y.

Stejny postup vypoctu névaznosti je zopakovan pro vsechny zbylé kandidatni sekvence.
Region inicializa¢ni sekvence tvori dvojici s tim regionem (kandidétem), jehoz hodnota py
je, v porovnanim s ostatnimi kandidaty, nejvyssi.

5.2 Jazykova analyza

Jazykovou analyzu provadi tiida LmAnalyzer, respektive je provedena po zavoldni metody
analyze(document), kterd parametrem pfijima dokument urceny k analyze. Na zacatku
jazykové analyzy jsou ze vstupniho dokumentu ziskany vSechny textové regiony, které budou
néasledné podléhat analyze. Ty tvori mnozinu kandidatd, ktera je zpracovavana v cyklu,
dokud neni v mnoziné posledni zbyvajici prvek:

1. Pro textové regiony v mnoziné kandidati spocte matici pravdépodobnosti M.

2. Identifikuje nejvétsi hodnotu matice max(M; ;), kterda udava nejvyssi pravdépodob-
nost névaznosti. Index ¢ je poté identifikdtorem textového regionu predstavujici inici-
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aliza¢ni sekvenci a j je identifikatorem kandidata, pro kterého byla pravdépodobnost
navaznosti nejvyssi.

3. Odstrani textovy region ¢ a j z mnoziny kandidati.

4. Vlozi textové regiony i a j do posloupnosti ¢teni, j je v tomto pripadé bezprostiedni
néslednik textového regionu s.

5. Spoji obsah textovych regioni ¢ a j a vlozi jej jako novy prvek do mnoziny kandidata.

6. Dokud jsou v mnoziné kandidatu alespon dva prvky, cyklus se opakuje. V opac¢ném
pripadé posloupnost ¢teni byla plné identifikovana a cyklus je ukoncen.

Na konci cyklu jsou vSechny textové regiony dokumentu zarazeny do posloupnosti ¢teni,
respektive do instance tf¥idy ReadingOrder, kterd je vracena jako vysledek analyzy. Na
obrazku 5.2 je znazornén jeden krok cyklu, béhem kterého je vybrana nejvétsi hodnota
max(M; ;), odstranéni ptuvodni kandidati ¢ a j a pfidan novy prvek vznikly ze spojeni
puvodnich kandidati ¢ a j.

K1 K2 K3 K4 K5

K1 P11 P12 P13 P14 P15 K1 K3 K5 K24

K2 P21 P22 P23 P24 P25 K1 P11 P13 P15

K3 P31 P32 P33 P34 P35 K3 P31 P33 P35

K4 | P41 | Pa2 | P43 | Pas | P55 Ks | P51 | P53 | P55

K5 P51 P52 P53 P54 P55 K24
(a) Matice M po dokonceni 3. kroku (b) Matice M po dokonceni ce-
cyklu. 1ého cyklu.

Obréazek 5.2: Zndzornéni matice pravdépodobnosti M. Réadky zndzoriuji inicializa¢ni sek-
vence (oranzova barva), ve sloupcich jsou kandidatni sekvence. Cervené podbarvené pole
na obrazku 5.2a je nejvyssi hodnota pravdépodobnosti navaznosti. Tato hodnota je v pru-
béhu cyklu zpracovavana. Béhem zpracovani jsou regiony ks a k4 odstranény z mnoziny
kandidatu a jsou zarazeny do posloupnosti ¢teni, kde k4 je bezprostfednim naslednikem k.
Je vytvoren novy prvek ko4, ktery se skladd z téchto odstranénych regionu. Hodnoty na
diagonale nejsou brany v Gvahu, region nemiize byt sam sobé bezprostiednim naslednikem.
Cervené ramovani na obrazku 5.2b zndzorfiuje nové vytvoreny prvek a nutnost vypocétu
hodnot tohoto prvku jazykovym modelem v nasledujicim cyklu.

Proces vypoc¢tu matice M je vypocCetné narocny, konkrétné je c¢asova slozitost rovna
O(n?), kde n je pocet textovych regionit dokumentu. Z toho diivodu jsou implementovany
ruzné optimalizace, které ukladaji hodnoty skrytych vrstev jednotlivych inicializa¢nich sek-
venci. Diky tomu se od druhé iterace cyklu nepocitaji znovu vsechny hodnoty matice, ale
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vypocita se pouze jeden radek, odpovidajici novému prvku jako inicializa¢ni sekvence, a je-
den sloupec, ve kterém je novy prvek povazovan za kandidata. Vypocet radku a sloupce je
znazornén na obrazku 5.2b.

5.2.1 Odhad na zakladé pevného poctu tokenti kandidatni sekvence

Pii vypoctu pravdépodobnosti ndvaznosti pomoci pevného poctu tokenu nejsou pouzity
vSechny podminéné pravdépodobnosti tokent kandidata tak, jak jej definuje vektor y v 5.4,
ale jen urcity pocet. Ten je definovan pri volani metody use_hard_limit(tokens: int).
Pokud je parametrem vyziddano, aby se pravdépodobnost pocitala pro dva tokeny, bude
vektor y obsahovat pouze dva prvky, ze kterych je posléze vypoctena konecnd pravdépo-
dobnost.

Pler | ... ty)

Pca | t1...ther) (5.3)

y:

5.2.2 Odhad s vyuzitim pravdépodobnosti kandidatni sekvence

Metoda use_score_hard_limit(tokens: int) definuje jiny vzorec pro vypocet pravdépo-
dobnosti, nez jak jej pocital drive uvedeny vzorec 5.2. Kromé vektoru y, ktery predstavuje
podminénou pravdépodobnost kandidatni sekvence na zdkladé inicializac¢ni P(C|I), zavadi
vektor z, ktery predstavuje pravdépodobnost samotné kandidatni sekvence P(C'). Aby bylo
mozné spocitat pravdépodobnost sekvence, je nutné inicializovat skryté stavy jazykového
modelu vhodnym pocateénim tokenem c;¢. Timto tokenem byl zvolen specidlni token <s>,
ktery predstavuje pocatek véty.

P(c1 | cinit)
z= : (5.4)
P(Cm | Cinit -« - Cm—l)

Celkové skoére se vypocte jako geometricky primér rozdilu podminéné pravdépodobnosti y
a pravdépodobnosti kandidata z.

m
pe =, - ¥z (5.5)
i=1
Stejné jako v pripadé predchozi metody, predstavené v 5.2.1, i tato metoda prijiméa para-
metrem pocet tokent, se kterymi bude pracovat.

5.3 Prostorova analyza

Prostorova analyza pii identifikaci posloupnosti pracuje s prostorovymi tdaji jednotlivych
regiont. Hranice region mohou byt k dispozici na vystupu nékterého z OCR néstroju,
pripadné je mozné hranice dodate¢né anotovat manualné. Podobu regioni, se kterymi pro-
storovd analyza pracuje, lze spattit na obrazku 5.3.

Podstatou prostorové analyzy je identifikace prostorovych vztahti mezi regiony. V ramci
implementace jsem se pro identifikaci vztaha inspiroval ¢lankem Document Understanding
for a Broad Class of Documents [3], ktery je vice popsén v sekci 2.4.1. Program pro iden-

tifikaci téchto vztahd implementuje t¥idu DocTBRR.
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Obrazek 5.3: Priklad digitalizované stranky novin a rozpoznani hranic regionti stranky.
Vsechny tyto regiony jsou v priibéhu prostorové analyzy pouzity pro orientaci a identifi-
kovani posloupnosti ¢teni mezi textovymi regiony. Fialova barva oznacuje textové regiony,
svétle modrou barvou jsou ramovany obrazky. Riizové jsou zbarveny regiony jejichz smyslem
je oddélovat text nebo znazornit hranici stranky, tzv oddélovace.

5.3.1 Trida DocTBBR a identifikace vztahu

Identifikace vztaht mezi regiony je implementovana ve tiidé DocTBBR. Instance je vytvo-
fena pro konkrétni instanci t¥idy Document, ze které cerpa informace o regionech a jejich
prostorova data.

Pri vytvareni instance DocTBBR je spoctena prahova hodnota T'. O tuto hodnotu se pii
identifikaci vztahi rozsifuji hranice regionti. Tim se eliminuj{ nepfesnosti v souradnicich
jednotlivych regioni, které mohly vzniknout pri digitalizaci dokumentt napriklad jejich
pootoc¢enim nebo nepresnosti snimace, OCR nebo anotace. Pri identifikaci vztahi se tedy
program nespoléhd na presnou hodnotu souradnic, ale na jejich upravenou podobu (TBRR).
Vyznam hodnoty T je detailnéji zndzornén na obrazku 2.6.

Hodnota T je vypoctena z aktudlné analyzovaného dokumentu a neméla by presahovat
polovinu délky nejmensi strany, nejmensiho regionu na strance. V programu jsou k vypoctu
pouzity pouze textové regiony. Mezi témito regiony je nalezen region s nejmensi plochou
Tsmallest- U tohoto regionu rgyqiest je nasledné nalezena jeho nejmensi strana Sgportest- 4 t€
je posléze vypoctena hodota T.

T — Ssho2rtest (56)

Hodnotu T pouzivd metoda get_relations() identifikujici vztahy mezi regiony (viz
obrazek 2.6 kde jsou vztahy a princip identifikace zndzornény). Vystupem metody je struk-
tura obsahujici dvé matice. Jedna matice nese prostorové vztahy pro osu x a druhé pro osu
y. Velikost matice je n2, kde n je pocet regiontl na strance. V této matici lze nisledné dohle-
dat vztah jakéhokoli regionu vici jinému. Vysledna struktura je obalena tfidou Relations,
kterd nabizi metody pro ovéreni konkrétniho vztahu tak. Vytvareni matic vztahi je opti-
malizované a vyuziva faktu, ze pokud region A je vaci B ve vztahu precedes, pak B je vuci
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A ve vztahu inverznim, tedy 7 _precedes. PTi zpracovani jednoho regionu jsou identifikovany
hned dva vztahy.
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(a) Textové regiony (b) Sloupcové regiony (¢) Voroného diagram

Obrazek 5.4: Vizualizace nahrazeni textovych regionti sloupcovymi regiony a analyzy sou-
sednosti pomoci voroného diagramu.

Pro zpresnéni identifikace vztahti jsem navrhl a implementoval metodu pro identifikaci
sloupcii. Sloupce se pouziji pti identifikaci vztahti namisto regionti, které do téchto sloupcu
spadaji. Je tim jednak redukovan pocet regionti a pocet vztaht, ale také zpresnéna identi-
fikace posloupnosti, protoze pro regiony ve sloupcich je jiz implicitné uvazovan smér ¢teni
odshora smérem doli.

Tuto metodu implementuji ve t¥idé DocTBBR, metodou get_columns (). Ta vyuziva iden-
tifikovanych vztahti mezi regiony a snazi se odhadnout, které regiony spolu tvori sloupcovou
strukturu. Vztahy mezi regiony jsou pro tucely identifikace sloupct vytvoreny s jinou pra-
hovou hodnotou T,,;. Pii vypocétu této prahové hodnoty je nalezena nejkratsi horizontalni
linie hgportest, jejiz délka je nasledné pouzita pri identifikaci vztahi.

Tcol = hshortest (5 . 7)

Program sloupce identifikuje na zakladé nékolika faktort. Regiony ve sloupci musi byt
v prvé radé vertikalné zarovnany, tedy na ose x musi splnovat vztah equals a na y ose musi
byt ve vztahu precedes, respektive i_precedes.

V druhé radé musi tyto regiony spolu sousedit, aby nedoslo ke spojeni dvou regioni,
které spolu nesouvisi. K tomu je implementovana analyza sousednosti na zakladé Voroného
diagramu, viz obrazek 5.4c. Analyza sousednosti pomoci Voroného diagramu rozdéli prostor
dle mnoziny bodu A, okolo kterych vytvori Voroného polygony. Pro kazdy bod x € A plati,
ze kazdy pomyslny bod uvniti Voroného polygonu pattici k z, je blize pravé k bodu =z,
nez k jakémukoli jinému bodu z mnoziny A. V této praci je mnozinou bodt, pro kterou
se vytvari Voroného diagram, mnozina geometrickych stredii jednotlivych regiona stranky.
Jako sousedi jsou identifikovany ty regiony, jejichz polygony se dotykaji polygonu patiiciho
k x.

Predposlednim kriteriem je, ze mezi dvéma sousednimi regiony ve sloupci musi existovat
prim4 viditelnost, tedy nesmi mezi nimi existovat zadny jiny region (obrazek, oddélovac,
pripadneé jiny textovy region).
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Posledni kriterium je faktor vzdalenosti. Vzdéalenost mezi takovym dvéma regiony nesmi
presdhnout vzdalenost definovanou vzorcem:

d = mean(distances) + std(distances) (5.8)

kde funkce std pocita smérodatnou odchylkou a mean pocitd pramérnou vzdalenost vsech
sousednich regionti distances, které splnily vSechna predchozi kritéria. Rozdil mezi doku-
mentem obsahujici textové regiony, a dokumentem se sloupcovymi regiony je zndzornén na
obrazku 5.4.

Ttidu DocTBBR vyuzivaji DiagonalAnalyzer, ColumnarAnalyzer a ColumnarLmAnalyzer.
class DocTBRRQ):

def get_relations(self) -> Relatioms:

def get_columns(self) -> {Column}:
def is_in_col(self, id) —-> bool:

5.3.2 Diagonalni analyza

Diagonalni analyza vyuziva identifikovanych vztahii ulozenych v instanci t¥idy Relations.
Ta implementuje dvé, pro analyzu zdsadni metody; is_vertical_before_in_reading(a,
b) a is_horizontal_before_in_reading(a, b). Ty vraci booleovskou hodnotu, ktera
znaci, zda je region a v posloupnosti ¢teni pred b ve vertikdlnim, respektive horizontalnim
sméru. Téla metod jsou vice rozebrany v ¢lanku [3], ze kterého jsou tyto metody prevzaty.

Analyza porovnava pouze textové regiony. Ta dvojice, kterd splni obé vyse uvedené
podminky, je ulozena do seznamu pro pozdéjsi zpracovani. Po dokonceni cyklu s porovnanim
vSech regionti je k dispozici struktura before_in_reading predstavujici Complete chain,
definovany v 2.4.1.

Vypis 5.1: Kéd diagonalni analyzy pracujici s identifikovanymi prostorovymi vztahy mezi
regiony. Na zakladé vztahi identifikuje, zda se region a nachézi v prostoru pred regionem b
jak ve vertikdlnim smeéru (osa y), tak ve sméru horizontalnim (osa x). Pokud ano, je dvojice
pridana do struktury predstavujici Complete chain.
class DiagonalAnalyzer():

def analyze(self, doc: StubDocument) -> ReadingOrder:

tbrr = DocTBRR(doc)
r = tbrr.get_relations()

before_in_reading = []

for a in doc.get_text_regions():
for b in doc.get_text_regions():
if a ==
continue

if r.is_vertical_before_in_reading(a, b)
and r.is_horizontal_before_in_reading(a, b):
before_in_reading.append((a, b))

chain = list(topological_sort(before_in_reading))
return chain_to_reading_order(chain, doc)

Strukturu lze interpretovat jako acyklicky orientovany graf, kde kazda dvojice predstavuje
hranu mezi vrcholy. Abychom ziskali Chain reduction, definovany v 2.4.2, je nad grafem
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aplikované topologické fazeni. Vystupem topologického fazeni je usporadéni vrcholi (tex-
tovych regiontl) v podobé linedrni cesty grafem, od jeho pocatku k jeho konci. Tato cesta
zaroven predstavuje identifikovanou posloupnost ¢teni. Diagonalni analyza pracuje pouze
s textovymi regiony stranky, viz obrazek 5.4a. Implementace topologického fazeni byla pie-
vzata z vefejné dostupného zdroje'.

5.3.3 Sloupcova analyza

Sloupcovéa analyza pracuje na stejném principu jako analyza diagonélni. Hlavnim rozdilem je
ve vyuziti sloupct a tim redukovani poctu elementi, které je nutné porovnavat metodami
pro ovéreni horizontalni a vertikdlni posloupnosti. V konec¢ném dusledku je posloupnost
¢teni identifikovana mezi textovymi regiony, které nejsou ve sloupcich a novymi sloupcovymi
regiony. Nahrazeni textovych regionu sloupci je zndzornéné na obrazku 5.4b.

Po ziskani cesty grafem aplikovanim topologického Tazeni na vyslednou strukturu jsou
sloupcové regiony nahrazeny ptvodnimi textovymi regiony. U téchto regionti je predpokla-
dand implicitni posloupnost ¢teni odshora sloupce smérem doli.

Vypis 5.2: Kod sloupcové analyzy. Zaklad metody je podobny diagondlni analyze, pouze
se neporovnava vztah mezi vSemi regiony, ale mezi sloupci a regiony, které se ve sloupcich
nenachazeji. V zavéru analyzy jsou sloupcové regiony nahrazeny textovymi regiony, které
v téchto sloupcich nachézeji, viz radek 15.
class ColumnarAnalyzer(object):
def analyze(self, doc: Document) -> ReadingOrder:
tbrr = DocTBRR(doc)

r = tbrr.get_relations()
before_in_reading = []

regions = tbrr.get_cols_and_independent_regions()
for a in regions:
for b in regions:
# kod shodny s~diagonalni analyzou, preskoceno

chain = []
for i in topological_sort(before_in_reading):
if tbrr.is_col(i):
chain += tbrr.get_col(i).get_region_ids()
else:
chain.append (i)

return chain_to_reading_order(chain, doc)

5.4 Kombinovana analyza

Predstavené analyzy vykazuji nékteré nedostatky. Jazykova analyza se o posloupnosti ¢teni
rozhoduje pouze na zakladé textovych dat jednotlivych regiond. Tim muze dojit ke spojeni
dvou regiont, o kterych jazykovy model na zakladé pravdépodobnosti sice usoudil jejich
jazykovou navaznost, ale které spolu logicky nesouvisi. Naptiklad spolu tyto regiony viibec
nesousedi nebo jsou mezi nimi jiné regiony, které mély ve skutecnosti stat v posloupnosti
mezi spojenymi regiony.

"https://pythonwife.com/topological-sort-algorithm-in-python/
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Podobny problém existuje také u prostorové analyzy, kterd naopak posloupnost usuzuje
pouze na zdkladé prostorovych informaci a nehledi na jazykovou navaznost textu. Muze
tak dojit ke spojeni dvou regiont, které spolu sice sousedi a splnuji vSsechny podminky
névaznosti prostorové analyzy, ale skutecny tok textu je jiny.

Kombinovana analyza se snazi tyto nedostatky eliminovat a vyuzit vyhod obou analyz
jejich spojenim. Nejprve zpracuje vstupni dokument pomoci prostorové sloupcové analyzy.
Jeji vystup nésledné upravuje jazykovy model. Pfed zpracovinim jazykovym modelem se
identifikuji vSechny textové regiony, které jsou na konci sloupce. Sloupce, ve kterych se tyto
regiony nachézi, predstavuji inicializa¢ni sekvence. Pro kazdy koncovy region se dle sestave-
nych pravidel identifikuji regiony, které mohou po tomto regionu ve skutecnosti nasledovat.
Pravidla jsou nasledujici:

o Vyber region se kterym je jiz nyni koncovy region spojen (vystup prostorové analyzy).

e Vyber nejblizsi region z osy x napravo od koncového regionu. Ovér, zda se nad timto
regionem na ose y nenachazi jiny region a pokud ano, pridej tento region k analyze.

e Vyber nejblizsi region z osy y, ktery se nachazi pod koncovym regionem a ktery na
ose x spliuje podminky starts, ©_starts, during, finishes, overlaps, i _overlaps, equals.
Tyto dva regiony se tedy urc¢itym zpiisobem na ose x prekryvaji zleva, zprava nebo
jsou shodné.

e Pokud je néktery z vybranych regionti ve sloupci, pouzij misto néj prvni region v tomto
sloupci.

IL

Obrazek 5.5: Kombinovana analyza spojuje funkce prostorové a jazykové analyzy. Nejprve
provede prostorovou analyzu, jejiz vystup posléze koriguje jazykovym modelem. Jazykové
analyze podléhaji regiony na konci sloupce. Na obrazku je takovy region ordmovan zelenou
barvou a z pohledu jazykové analyzy sloupec, ve kterém se tento region nachézi, predstavuje
inicializacni sekvenci. Cervené jsou ordmované regiony, pro které jazykovy model odhaduje,
zda jsou navazné vuci inicializac¢ni sekvenci a predstavuji tak kandidatni sekvence. I kdyz
je region r35 zprava nejblize analyzovanému regionu, neni vybran k analyze, protoze se
vyskytuje ve sloupci. Misto néj je pouzit prvni region tohoto sloupce r32.
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Pro kazdy region (sloupec) predstavujici inicializacni sekvenci je jazykovym mode-
lem odhadnuta pravdépodobnost nédvaznosti kandidétnich sekvenci. Pokud jazykovy model
svym rozhodnutim o navaznosti (dle nejvyssi pravdépodobnosti) potvrdil ptuvodni rozhod-
nuti prostorové analyzy, pokracuje se zpracovanim dalsiho koncového (inicializa¢niho) regi-
onu. Pokud vsak jazykovy model odhadl ndvaznost jiného regionu, je pristoupeno ke korekci
a vhodné upravé tak, aby posloupnost respektovala toto rozhodnuti.

P1i rozhodovani jazykového modelu je pouzita prahova hodnota, pomoci kterého je roz-
hodnuti jazykového modelu fizeno. Ke korekci posloupnosti dojde pouze v pripadé, kdy
jazykovy model odhadne podminénou pravdépodobnost dvou sekvenci alespon 85 % v pri-
padé dvou kandidatnich sekvenci. Pokud je pocet kandidatnich sekvenci vyssi jak dvé, pak
je préh nastaven na 65 %. Hodnoty byly zvoleny na zékladé pozorovani a experimentovani
s vyslednou implementaci jako nejvice vhodné.

5.5 Ukazka analyzy posloupnosti ¢teni

V této sekci je pro nazornost uveden vystup popsanych analyz na novinové strance z ob-
razku 5.2a. Na strance se vyskytuje celkem 54 regionti, z nichz 42 je textovych. Analyza
posloupnosti ¢teni je provedena pouze nad témito textovymi regiony. Pocet regionti v ground
truth je 30. Rozdil je zptsoben tim, ze v ground truth jsou v tomto pripadé zahrnuty pouze
regiony, které maji definovanou posloupnost, a naopak nejsou zahrnuty regiony, které po-
sloupnost definovanou nemaji (¢islo stranky, datum, ndzev rubriky a podobné). Vystup
jednotlivych metod je znazornén na obrazku 5.6. Pomoci Sipek je ilustrovana identifikovana
posloupnost ¢teni. Zelenou znackou je na obrazku vyznacen pocatek posloupnosti, ¢ervena
znacka znaci konec posloupnosti ¢teni. Vystup byl vyhodnocen pomoci metrik Prima a Re-
call, jejichz hodnoty jsou uvedeny v tabulce 5.1.

7 vystupu jazykové analyzy byla vybrana metoda s nejvyssi ispésnosti, konkrétné me-
toda pocitajici s pravdépodobnosti kandidata (skére), viz 5.6b. Uspésnost jazykového ana-
Iyzy pii urceni posloupnosti je velmi nizka. Protoze jazykovy model nemd, kromé texto-
vého obsahu regiont, zadné jiné informace, vyhodnocuje se pravdépodobnost navaznosti
i takovych textovych regiont, které spolu logicky nijak nesouvisi. Z hlediska vyhodnoceni
posloupnosti by bylo vyhodnéjsi, kdyby byly vyhodnoceny pouze ty regiony, které mohou
ve skuteCnosti tvorit posloupnost, tedy napiiklad sousedici regiony.

Prostorova analyza 5.6c v podobé diagonalni metody dosahuje mnohem lepsich vy-
sledkti. Presto stale vykazuje nepresnosti predevsim v oblastech sloupcti, u kterych je po-
sloupnost vcelku zfejma. V tomto pripadé napriklad chybi posloupnost mezi regiony r39
a r40, respektive r61 a r63. Takové chyby je schopna identifikovat a opravit sloupcova ana-
lyza 5.6d. Ta vsak v nékterych pripadech nedokaze v posloupnosti spojit sloupce samotné,
jako napriklad r35 s r36.

Obrazek 5.6e znazornuje kombinovanou analyzu, kterda spojuje vlastnosti prostorové
a jazykové analyzy. Diky tomu, Ze ma pristup jak k prostorovym, tak textovym dattim,
se dokaze lépe rozhodnout o posloupnosti. V pripadé této novinové stranky je tispésnost
kombinované metody nejvyssi.
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Obréazek 5.6: Graficky vystup metod pro urceni posloupnosti ¢teni. Ground truth 5.6a
nemd v anotaci definované neusporadané prvky, ty vsak jsou jednotlivymi metodami do
posloupnosti zahrnuty.

Tabulka 5.1: Vyhodnoceni jednotlivych metod z obrazku 5.6

Prima Recall

Jazykové analyza, skore, 5 tokentl 47,73 % 16,67 %
Prostorova diagondlni analyza 82,35 % 76,67 %
Prostorova sloupcova analyza 89,36 % 83,33 %

Kombinovana analyza, skore, 5 tokena 93,33 % 90,00 %
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Kapitola 6

Experimenty

Kapitola popisuje charakteristiky pouzitého jazykového modelu a experimenty, které byly
s timto jazykovym modelem provedeny. Dale kapitola predstavuje experimenty s jednotli-
vymi metodami identifikace posloupnosti ¢teni na pripravenych datasetech.

6.1 Sestrojeni jazykového modelu

Pro tucely experimentalniho ovéreni schopnosti identifikace posloupnosti ¢teni jsem vytvo-
til jazykovy model, ktery jsem natrénoval na vynatku ceské Wikipedie. Jako implemen-
tacni prostredi pro sestrojeni jazykového modelu jsem vybral jazyk Python s vyuzitim
frameworku pro strojové uc¢eni PyTorch (kompletni soupis knihoven a jejich verzi je pri-
lozen u zdrojovych kédu v souboru requirements.txt). Jazykovy model je zalozen na
architekture LSTM. Architektura a trénovaci skript byly prevzaty z vefejné dostupného
PyTorch repozitiie'. Zdrojovy kéd trénovaciho skriptu byl upraven pro tcely této prace,
kromé odstranéni nepouzitych segmentii byla hlavni zménou tprava zpracovani vstupnich
dat z tokenizace slov na tokenizaci podslov. Vysledny model pracuje se slovnikem o velikosti
20K tokent a dosahl perplexity 31,79. Pribéh trénovani je zobrazen na grafu 6.1.
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Obréazek 6.1: Prubéh trénovani jazykového modelu. Trénovani bylo zastaveno po dokonceni
28 epochy s vyslednou perplexitou 31,79.

"https://github.com/pytorch/examples/tree/main/word_language_model
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6.1.1 Trénovaci korpus

Jazykovy model byl trénovan a vyhodnocen na vynatku ceské Wikipedie poskytnuty vedou-
cim prace. Korpus byl rozdélen na trénovaci, valida¢ni a testovaci sadu. V tabulce 6.1 jsou
uvedeny zakladni statistiky datovych sad. Obsah pokryval nejriznéjsi témata od historie
pres geografii, popis rtznych fyzikdlnich jevi az po biografii umélct.

Puvodni pokus trénovat model metodou tokenizace slov selhal z divodu velikosti mo-
delu, respektive z divodu nedostatecné pamétové kapacity GPU. Proto jsem ptikro¢il k to-
kenizaci za pomoci podslov.

Slovnik byl vytvoren pomoci nastroje SentencePiece, ktery je popsany v sekci 3.2.4.
Subword model byl natrénovan z trénovaci sady korpusu. Vysledny subword model je pouzit
jako enkodér, pomoci kterého je textovy fetézec preveden na sekvenci tokenu (token = po-
zice podslova ve slovniku). Statistiky jednotlivych sad po prevodu na podslova jsou uvedeny
v tabulce 6.1.

Kromé tokenu predstavujici jednotliva podslova jsou ve slovniku také 3 specialni tokeny;
<unk>, <s> a </s>. Token <unk> je pouzit v pripadé, kdy se textové sekvenci nachazi
podslovo, které se nevyskytuje ve slovniku. To muze byt podslovo, které se viibec neobjevilo
ve zdrojové sadé, ze které slovnik vznikl, nebo specidlni znak typu copyright © a podobné.
Tokeny <s> a </s> pak predstavuji zacatek, respektive konec véty.

Tabulka 6.1: Statistiky korpusu. Pocet slov spocitan pomoci nltk.word_tokenize (). Pocet
tokenii spocitdn pomoci vytvoreného subword modelu.

Velikost [MB]  #slov celkem #unikatnich slov  #tokenu celkem

train.txt 725,1 115 271K 2 356K 332 083K
valid.txt 3,1 489K 82K 706K
test.txt 2,7 424K 73K 617K

6.1.2 Architektura jazykového modelu

Architektura modelu sestavé ze tii vrstev; enkodéru, LSTM a dekodéru. Enkodér prevadi
vstupni token do spojitého prostoru, kde je tokenu pritazen 400 rozmérny vektor realnych
¢isel (embedding). Vektor je vstupem LSTM. LSTM sestava ze dvou vrstev (stacked LSTM),
kazd4 z vrstev obsahuje 1700 jednotek. Vystupem je nékolik 1700 rozmérnych vektori. Jeden
vystupni vektor LSTM predstavuje vektor piiznakti, ktery je dale zpracovany dekodérem.
Zbyvajici vektory tvori dvojici (cell state, hidden state) a reprezentuji hodnoty skrytych
stavll rekurentni sité, které jsou prenaseny na vstup LSTM jako kontext pro zpracovani
dalsich sekvencnich dat. Dekodérem je plné propojena linedrni vrstva, kterd prevadi vektor
priznakt na vektor o velikosti slovniku |V|. Architektura a tok dat jsou zndzornény na
obrazku 6.2.

Obecné je vstupem jazykového modelu vektor x o n prvcich. Jednotlivé prvky vektoru
jsou tokeny puvodni textové sekvence. Vystup enkodéru, respektive vstup LSTM je pak
matice o rozméru n x 400. Obdobné vystup LSTM, ktery je vstupem dekodéru je matici
o rozmeéru n x 1700. Dvojice hodnot (cell state, hidden state) skrytych vrstev neni na n
zéavisla. Pro kazdou sekvenci existuje pravé jedna dvojice, kterd reprezentuje stav modelu,
respektive hodnoty skrytych vrstev, které jsou z této vstupni sekvence inicializovany.
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Obrézek 6.2: Schéma architektury jazykového modelu. Vstupni hodnota je prevedena na 400
rozmeérny vektor, ktery je vstupem LSTM. Vystupem LSTM je vektor priznakd a hodnoty
skrytych stavi. Vektor priznaku je dekodérem preveden na vystupni vektor o velikosti slov-
niku. Hodnoty skrytych vrstev jsou v pripadé zpracovani dalSich sekven¢nich dat predany
na vstup LSTM. Hodnota z na obrazku predstavuje pravé jeden token.

6.1.3 Trénovani

Trénovani jazykového modelu probihalo na GPU a celkem probéhlo 28 epoch. Model byl
trénovan metodou Mini-batch gradient descent, kdy gradient byl pocitdn a vahy sité byly
upraveny po kazdé zpracované davce dat (minibatch). Kazdy batch obsahoval 20 sekvenci,
kazda sekvence pak obsahovala 35 tokenu. Délka sekvence zaroven definovala rozsah vypo-
¢tu algoritmu Back-propagation Through Time (BPTT), béhem kterého se pocital gradient
napric¢ skrytymi stavy. Jako objektivni funkce byl pouzit Negative Log Likelihood, NLLLoss.
Tomu byl predan vystup modelu, po pouziti funkce Softmax, a hodnoty ve formé tokeni,
viuci kterym byla nasledné spoctena chyba modelu. Po vypocteni chyby a gradientu algorit-
mem BPTT doslo k Gpravé vah odeétenim hodnoty gradientu s ucicim krokem o hodnoté
2 (SGD).

Po dokonceni kazdé epochy probéhlo ovéreni tispésnosti modelu na valida¢ni sadé. Pokud
model vykazoval oproti predeslé epose na této sadé mensi chyby, doslo k ulozeni modelu.
Po dokonceni posledni epochy byl model s nejlepsimi parametry vyhodnocen na testovaci
sadé, na které bylo dosazeno perplexity 31,79. Tento model je dale v textu uvazovan jako
stézejni, ktery byl pouzit pri vSech publikovanych experimentech.

6.2 Experimenty s jazykovym modelem

Po sestrojeni jazykového modelu jsem provedl sadu experimenti s cilem zjistit chovani ja-
zykového modelu. Prvnim experimentem je ovéfeni chovani modelu zakladé riizné dlouhych
sekvenci, ddle nazyvany jako experiment délky (popséno v sekci 5.2.1). Druhy experiment je
obdobny, avSsak méri uspésnost modelu s vyuzitim pravdépodobnosti kandidatni sekvence
(popséno v sekci 5.2.2), déle nazyvany jako experiment skére.

Pri experimentu zjistovani vlivu razné dlouhych sekvenci byly jazykovému modelu pred-
kladany sekvence o délce 1-64 tokent a méfen pocet spravného vybéru kandidata. Rozsah
délek byl pouzit jak pro méreni vlivu délky inicializacni sekvence, tak také vlivu délky kan-
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didatni sekvence. Pro kazdou konfiguraci bylo vyhodnoceno 10K vzorkd, v kazdém vzorku
bylo vybirano z 8 kandidatt, z nichz 1 byl spravny. Ostatni kandidéti byly vybrani ndhodné
a proti inicializa¢ni sekvenci obsahuji ndhodny text. Pravdépodobnosti byly pocitany dle
vzorce 5.2. Méfeni bylo provedeno na testovaci sadé korpusu Wikipedie.

Vysledkem experimentu jsou tspésnosti jednotlivych konfiguraci, které jsou zobrazeny
pomoci heatmapy, viz 6.3a. Z experimentu vyplynulo, Ze model lépe odhaduje, pokud je
délka inicializac¢ni sekvence co nejvétsi. Naopak délka kandidatnich sekvenci by méla byt,
pro uspésny odhad navaznosti, omezena na par pocatecnich tokent. Toto chovani je za-
cializacni sekvence jsou skryté stavy sité lépe inicializovany a model poté lépe odhaduje.
Naopak s pribyvajici délkou kandidatni sekvence dochézi k postupnému vytraceni informace
inicializa¢ni sekvence, coz ovliviiuje konecné rozhodnuti modelu.

Nejmensi naméfend uspésnost je 16.2 % pri konfiguraci (64,1), maximélni je 87.3 % pfi
konfiguraci (3, 64). Graf 6.4a predstavuje prumérnou uspésnost pres vSechny délky inicia-
lizacni sekvence. V pripadé pouziti jazykové analyzy, konkrétné metody s pevnym poctem
tokent use_hard_limit(tokens: int) (sekce 5.2.1), je tedy vhodné pracovat se dvéma az
tfemi tokeny.
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Obréazek 6.3: Vysledky tspésnosti modelu na zakladé jednotlivych konfiguraci, vybér jed-
noho kandiddta z 8 moznych. Osa x udava pocet tokenil kandidatni sekvence, v daném
vzorku méli vSichni kandidati stejnou délku. Osa y znaci délku inicializa¢ni sekvence. Kazda
dlazdice zahrnuje 10K vzorkt a znazornuje primérnou hodnotu tspésnosti v dané konfigu-
raci. Méritko je uvedeno v procentech. Oproti 6.3a vykazuje 6.3b vétsi ispésnost i v pripadé
delsich kandidatnich sekvenci.

Druhy experiment, experiment skére, je v principu podobny prvnimu s tim rozdilem,
ze pro urc¢eni vybéru kandidata je vypocteno skére s pomoci pravdépodobnosti kandidatni
sekvence (popsano v sekci 5.2.2). I v tomto pfipadé bylo cilem zjistit vliv délky sekvenci.
Vypocet pravdépodobnosti kandidata P(C') je specificky, protoze pro odhad pravdépodob-
nosti s vytvorenym jazykovym modelem je nejdiive nutné vhodné inicializovat skryté stavy
modelu a tedy vybrat vhodny token, kterym budou stavy inicializovany. Experiment byl
proto proveden pro dvé rtzné inicializace skrytych stavi, v jednom pripadé byly pouzité
vynulované skryté stavy, v druhém pripadé byly skryté stavy inicializovany tokenem <s>,
ktery predstavuje pocatek véty. Pri pouziti tokenu <s> model dosahoval lepsich vysledku
a je proto popsan v ramci tohoto experimentu a také pouzit v implementaci.
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Obréazek 6.4: Primérna tspésnost pro ruzny pocet kandidati. Graf 6.4a ukazuje, ze pri
vypoctu podminéné pravdépodobnosti tispésnost jazykového modelu, s rostouci délkou kan-
didatni sekvence, klesa. Naopak tispésnost pri pouziti skére 6.4b je trend zpocatku rostouci
a se zvysujici se délkou kandiddtni sekvence se uspésnost stabilizuje. Osa x neni linearni.

Experiment byl proveden s nastavenim délek 1-64 tokent, pti 8 kandidatech. Pro kazdou
konfiguraci bylo vyhodnoceno 10K vzorki. Vysledek méfeni je vyobrazen v grafu 6.3b.
Vypocet skére eliminoval nevyhody jazykového modelu, ktery s delsi kandidatni sekvenci
potlacoval informace z inicializa¢ni sekvence.

Nejmensi namérend tspésnost je 44.2 % pii konfiguraci (1,1), maximalni je 89.5 % pfi
konfiguraci (5, 64). Graf 6.4b predstavuje prumérnou uspésnost pies vsechny délky iniciali-
zacni sekvence. Na rozdil od predchoziho experimentu, viz graf 6.4a, se primérnd uspésnost
dobnosti kandidata P(C'), protoze jeho pouzitim pfi vypoctu skére je potlacen vliv kandi-
data, ktery se projevuje ovlivnénim skrytych stavi pii vypoctu podminéné pravdépodob-
nosti P(C|I) jazykovym modelem, jak ukazal experiment délky.

Ve vysledku experimentu skére 6.3b se na diagonale objevil zajimavy artefakt, ktery
ukazuje, ze pokud jsou délky inicializa¢ni sekvence a kandidatni sekvence priblizné stejné,
uspésnost skore je nizsi, nez kdyz jsou tyto délky rozdilné. Pri¢inu tohoto chovani se mi
nepodarilo odhalit.

Pro experimenty s vyuzitim této metody use_score_hard_limit (tokens: int) budou
pouzity délky sekvenci v rozsahu 4-6 tokeni.

6.3 Popis experimentu identifikace posloupnosti ¢teni a po-
uzitych dat

V této sekci jsou popsany experimenty identifikace posloupnosti ¢teni na pripravenych data-
setech. V experimentech jsou pouzity vsechny predstavené analyzy pro identifikaci posloup-
nosti, tedy jazykova, prostorova a kombinovand analyza. V piipadé jazykové a kombinované
analyzy jsou ovéreny obé metody pro nastaveni chovani jazykového modelu: metoda pev-
ného poctu tokent 5.2.1 a metoda pracujici s pravdépodobnosti kandidatni sekvence 5.2.2.
V pripadé metody pevného poctu tokeni jsou pro experimenty pouzity 2—3 tokeny. U druhé
zminéné metody je v experimentech pouzit rozsah 4-6 tokenu.
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6.3.1 Datasety

Vyhodnoceni probéhlo na 3 datasetech. Prvnim datasetem je dataset Hospodarskych novin,
ktery jsem vytvoril pro tcely této prace. Jedna se o vydani ze dne 12. 1. 2022, obsahujici
celkem 16 stranek, z nichz k analyze bylo vybrano 14 stranek. Zbyvajici obsahovaly pouze
reklamy nebo jeden textovy region. Vydani jsem mél k dispozici ve formatu PDF, ktery
obsahoval pouze obrazky jednotlivych stranek (bez moznosti extrakce textu). Stranky jsem
vyexportoval do formatu TIFF a zpracoval OCR enginem Tesseract v nstroji Aletheia’. Ve
stejném nastroji jsem vytvoril ground truth posloupnost ¢teni, proti kterému je identifiko-
vané posloupnost porovnana. Prostorova data jednotlivych regiont byla identifikovana au-
tomaticky, pripadné nesrovnalosti byly manualné upraveny. Kazda takto upravena stranka
byla exportovana do samostatného PageXML souboru. Kazdy soubor obsahuje primérné
46 regionti, prumeérné 36 je textovych. Kazdy textovy region obsahuje prumérné 234 znaki.
Dataset obsahuje celkem 491 textovych regiont, token <unk> obsahuje 10 z nich (2 %).

Druhym datasetem je dataset Lidovych novin. Tento dataset mi byl poskytnut vedoucim
této prace. Obsahuje vzorek riznych novinovych stranek, které byly zpracoviany v ramci
projektu PERO?. Vychozi dataset sestdval z PageXML soubort, které obsahovaly textovy
obsah a soutfadnice definujici hranice jednotlivych regionti. Pomoci nastroje Aletheia jsem
pro jednotlivé stranky definoval ground truth posloupnosti ¢teni. Celkem dataset obsahuje
66 soubort. Obsahuje pouze textové regiony, kterych je prumérné 22 na soubor. Prumérné
kazdy textovy region obsahuje 1119 znak. Dataset obsahuje celkem 1442 textovych regioni,
96 textovych regionu (7 %) obsahuje token <unk>.

Treti dataset byl vytvoren v rdmci projektu Furopeana Newspapers Project. Jedné se
o projekt zabyvajici se shromazdovanim, digitalizaci a anotaci historickych novinovych
¢lankt. K databézi jsem ziskal pifstup na pozddani skrze systém Salfordské univerzity”.
Z databéaze bylo stazeno celkem 117 dokumentu ve formatu PageXML s ground truth po-
sloupnosti ¢teni. Jedna se o novinové stranky s klasickym sloupcovym rozlozenim. Nékteré
novinové stranky obsahuji neusporadany obsah, napriklad reklamy. V pruméru je v kazdém
souboru 66 regiond, z nichz 53 je textovych. Pramérné kazdy textovy region obsahuje 301
znakil. Dataset obsahuje celkem 6181 textovych regionti, token <unk> obsahuje 4458, to je
72% z nich. Tedy témér tii étvrtiny regiont obsahuji alespon jeden symbol, ktery nebyl
rozpoznan. Nejcastéji jde o chybu v OCR.

Textovy obsah dokumentt tohoto datasetu je v némeckém jazyce. Z toho duvodu byl pro
vyhodnoceni textového obsahu natrénovan samostatny jazykovy model pro némecky jazyk.
Architektura modelu, velikost slovniku a dalsi nélezitosti jsou shodné s ¢eskym jazykovym
modelem, ktery je predstaven v kapitole 6.1. Trénovan byl na némeckém korpusu, ktery mi
byl poskytnut vedoucim prace (velikost trénovaci sady 576 MB). Model na testovaci sadé
dosahuje perplexity 82,48 po 27 epochéch.

6.3.2 Prezentace vysledku

Vysledky jednotlivych experimenti jsou zobrazeny ve formé grafi, které ukazuji primeérné
vysledky jednotlivych metod pres cely dataset. Pro prehlednost jsou metody v grafu uvedeny
pod zkratkami.

e 1m: jazykova analyza

2https://www.primaresearch.org/tools/Aletheia
3https://pero-ocr.fit.vutbr.cz/
‘https://www.primaresearch.org/datasets/ENP
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e diag: prostorova analyza, diagonalni metoda
e col: prostorova analyza, sloupcova metoda
e comb: kombinovana analyza
Vyhodnoceni dale rozliSuje nastaveni jazykového analyzatoru.
e H: odhad s pevnym poctem tokenu
e S: odhad s vyuzitim pravdépodobnosti kandidatni sekvence

Hodnoty ve zkratkach udévaji pocet tokent, ktery byl pro dané nastaveni pouzit. Napriklad
zkratka comb-H-3 tik&, ze vysledek byl dosazen pomoci kombinované analyzy s pevnym
poctem tokenil, konkrétné se tfemi tokeny.

6.4 Identifikace posloupnosti cteni

6.4.1 Dataset Hospodarskych novin

Prvnim vyhodnocenym datasetem je dataset Hospodaiskych novin. Vysledek vyhodnoceni
je zobrazen na obrazku 6.5. Nejlepsich vysledkt dosiahla kombinovand analyza s metodou od-
hadu pravdépodobnosti kandidata, comb-S-4, respektive comb-S-6. Obé metody dosahuji
velmi podobnych hodnot, hodnota metriky Prima dosahuje témér 93 %. Recall se pohybuje
okolo hodnoty 88,64 %, respektive 88,33 %. Rozdil je minimélni, avSak je pravdépodobné
zpusoben pouzitym rozsahem délek, kdy v pripadé comb-S-4 jazykovy model lépe korigoval
vystup prostorové analyzy.

Je vsak potteba fict, ze takového vysledku je dosazeno predevsim zasluhou prostorové
sloupcové analyzy. Ta je soucasti kombinované analyzy a jeji vystup je upraven pravé ja-
zykovym modelem. Samostatné dosahuje prostorova sloupcova analyza v Prima metrice
hodnoty 91,66 %, a v Recall 86,19 %. Rozdil mezi kombinovanou a prostorovou sloupcovou
analyzou je 1-2 % dle metriky. Tento mirny posun je zasluhou jazykového modelu, ktery je
v rdamci kombinované analyzy pouzit ke korekci vystupu prostorové analyzy.

Samotnd jazykovd analyza dosahuje nejvyssi dspéSnosti v 1m-S-5, 57,66 % metriky
Prima a 30,12 % metriky Recall. Jazykova analyza obecné dosdhla nejnizsich vysledku ze
vsech testovanych metod. To je zptisobeno predevsim proto, ze v ramci jazykové analyzy jsou
spolu porovnany i takové regiony, které spolu logicky nijak nesouvisi, napiiklad region na
zacatku stranky a region na konci stranky, pripadné regiony mezi dvéma nezavislymi ¢lanky.
Jazykovy model neméa k vyhodnoceni zddné dodatecné informace a pracuje pouze s texto-
vym obsahem. Oproti tomu kombinovana analyza, kterd dosahuje nejlepsich vysledkt, tézi
z vlastnosti prostorové sloupcové analyzy, ktera je jeji soucasti a ktera samostatné dosahuje
obdobné dobrych vysledkil. Jazykovy model, ktery vystup koriguje, pak pracuje jen s témi
kandidaty, které jsou pobliz regionu predstavujici inicializa¢ni sekvenci a tim je redukovan
pocet moznych kandidata.

6.4.2 Dataset Lidovych novin

Druhym vyhodnocenym datasetem je dataset Lidovych novin. Vysledek vyhodnoceni je
vyobrazen na obrazku 6.6. Oproti vyhodnoceni nad Hospodaiskymi novinami je v tomto
pripadé vidét obecné znatelny pokles tispésnosti. To muize byt zpiisobeno nékolika faktory.
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Obrazek 6.5: Vyhodnoceni jednotlivych metod pro identifikaci posloupnosti ¢teni nad data-
setem Hospodarskych novin. Na ose = jsou uvedeny jednotlivé metody vyhodnoceni, na ose
y je procentualni hodnota tspésnosti v dané metrice. Nejnizsi ispésnosti dosahuje jazykova
analyza s dvéma tokeny. Nejlepsich vysledki dosahuje kombinovana analyza s vyuzitim
pravdépodobnosti kandidéta.

Prvnim faktorem je, Ze jsou stranky tohoto datasetu mnohem rozmanitéjsi. Na jedné
strance lze nalézt jak clanky, které maji definovanou posloupnost, tak také mnoho jinych ele-
ment1, jako napriklad reklamy, které posloupnost definovanou nemaji. Program nedokaze
identifikovat nezavislé prvky, respektive tyto automaticky zahrne do posloupnosti s defi-
novanym poradim. To je také divod razantniho poklesu metriky Prima, ktera kontroluje
nejen sefazené posloupnosti, ale také skupiny, které obsahuji nezavislé elementy.

Druhym faktorem je uziti specifickych rozlozeni, napriklad uziti tvaru L pro postaveni
¢lanku na strance. V takovém pripadé je tok textu souvisly a zarovnany se sloupcem. Ve
svém zavéru se vsak tok ldme a zanoruje dovnitt stranky, kde je text shora i zespodu obaleny
nesouvisejicimi elementy, napiiklad dalsimi ¢lanky. Z toho divodu selhava diive tspésna
prostorova sloupcova analyza, kterd nedokaze tvar L spravné podchytit. Priklad ¢lanku ve
tvaru L je zndzornén na obrazku 6.8.

Nejvyssi ispésnosti dosahuje prostorova diagondlni metoda diag. Ta v metrice Recall
ziskala 73,13 %. V metrice Prima dosahuje hodnoty 33,07 %. V rdmci této metriky se sice
jedné o nejvyssi hodnotu, avsak celkové je tato hodnota velmi nizka. Predevsim z divodu
existence nezavislych prvki na strance, které vsak program automaticky zahrne do posloup-
nosti ¢teni. Stejny problém nastava u sloupcové metody col.

Dale nésleduje kombinovana analyza s nejvyssim vysledkem v comb-S-6, kde dosahuje
31,34 % Prima a 59,46 % Recall. Oproti pfedchozimu experimentu se naopak zlepsila jazy-
kové analyza, kterd v 1m-S-6 dosahuje sice nizké hodnoty Prima 29,28 %, predevsim kvuli
zalazeni neusporadanych elementu do posloupnosti, ale pocet spravné uhodnutych dvojic
hodnoceny metrikou Recall je 41,9 %. To tedy znamend, ze v pruméru byla, na tomto data-
setu jazykovou analyzou, spravné identifikovana vice jak tretina, respektive témeér polovina
dvojic. To muze byt predevsim z toho divodu, Ze pocet textovych regionu na strance je
v tomto datasetu v prumeéru nejmensi ve srovnani s ostatnimi datasety a zaroven textové
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Obrazek 6.6: Vyhodnoceni jednotlivych metod pro identifikaci posloupnosti ¢teni nad da-
tasetem Lidovych novin. Na ose x jsou uvedeny jednotlivé metody vyhodnoceni, na ose y
je procentualni hodnota tspésnosti v dané metrice.

regiony, v porovnani s ostatnimi datasety, obsahuji primérné nejvice textu. To mé vliv na
inicializaci skrytych stava jazykového modelu, ktery poté mize 1épe odhadovat pravdépo-
dobnosti jednotlivych kandidata.

6.4.3 Europeana Newspapers Project Dataset

Poslednim datasetem je dateset novin v némeckém jazyce, pro ktery byl natrénovan samo-
statny model. Kromé odlisného jazykového modelu je proces experimentu shodny s pred-
chozimi. Vysledky experimentu jsou zobrazeny na obrazku 6.7.

Vysledek je podobny experimentu s Hospodafskymi novinami. Uspésnost jazykové ana-
Iyzy neni velkd, nejvice dosahuje 1m-S-6 35,27 % v ptripadé metriky Prima a 20,25 % v pii-
padé Recall a to pri pouziti 6 tokenu. AvSak pouzitim prostorové analyzy se tispésnost
zvySuje. Zakladni diagondlni metoda diag dosahuje 61,65% v metrice Prima a 84,08 %
Recall. Divodem nizs$i hodnoty metriky Prima je vyskyt vétstho mnozstvi regioni, pro
které neni definovand posloupnost. Zatrazeni takovych regionti do posloupnosti ¢teni je ze
strany metriky penalizovano. Na vypocet celkové chyby pak maji vliv vSechny prvky za-
fazené v ground truth, tedy jak prvky v sefazené tak v nesefazené posloupnosti. Recall
oproti tomu pracuje a vyhodnocuje identifikované prvky pouze proti prvkiim v sefazené
posloupnosti. To tedy znamend, ze pocet spravné identifikovanych dvojic byl pomérné vy-
soky (vyssi Recall), ale zaroven bylo do posloupnost zahrnuto vétsi mnozstvi prvku, které
jsou ve skutecnosti neusporadané (nizsi Prima).

Mirné vyssiho vysledku nez diagondlni metoda, dosdhla prostorova sloupcova metoda
col, 62,89 % Prima a 85,92 % Recall. Pouzitim kombinované analyzy naopak doslo k mir-
nému zhorseni. To muze byt zptsobeno bud horsi kvalitou sestrojeného jazykového modelu
anebo kvalitou OCR vystupu dokumentu. Pokud by zhorseni bylo zptisobeno kvalitou jazy-
kového modelu, je mozné jej dotrénovat na vétsim korpusu, pripadné na stavajicim korpusu
provést vice epoch. Kvalitu OCR vystupu vsak ovlivnit nelze. Nejlepsiho vysledku v ramci
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Obrazek 6.7: Vyhodnoceni jednotlivych metod pro identifikaci posloupnosti ¢teni nad da-
tasetem némeckych novin. Na ose = jsou uvedeny jednotlivé metody vyhodnoceni, na ose y
je procentualni hodnota tspésnosti v dané metrice.

kombinované analyzy dosahla metoda, ktera pracuje s pravdépodobnosti kandidatni sek-
vence a 6 tokeny, comb-S-6. Ta dosdhla hodnoty 62,35 % Prima a 85,43 % Recall, coz je
zhorseni vici sloupcové analyze zhruba o pll procenta.

6.5 Zhodnoceni

Experimenty ovérily tspésnost jazykového modelu pri identifikaci posloupnosti ¢teni a Gspés-
nost identifikace navrzenymi metodami. Nejnizsi Gspésnost vykazuje jazykova analyza (1m),
kterd proti ostatnim dosahovala velmi nizkych hodnot. Divod je vsak ziejmy. Jazykovy
model se ridi pouze textovym obsahem regionti. To nemusi byt vzdy dostacujici, protoze
nejen v pripadé novinovych ¢lanku se na strance vyskytuji rizné elementy, napiiklad ¢islo
stranky, jméno autora a podobné, u kterych nelze na zakladé jazykovych vlastnosti spravné
odhadnout potradi v posloupnosti. Protoze jazykova analyza neméa k dispozici zadné dalsi
informace nez textovy obsah, porovnavé pravdépodobnost posloupnosti i u takovych prvki,
které spolu logicky nijak nesouvisi. Jak vSak ukézal experiment s Lidovymi novinami (sekce
6.4.2), tispeésnost identifikace posloupnosti ¢teni pomoci jazykové analyzy se zvysuje, pokud
textové regiony obsahuje vétsi mnozstvi textu. Mnozstvi textu vSak pri analyze jiz vytvo-
feného dokumentu nelze nijak ovlivnit. Jazykova analyza proto dosahuje, v této oblasti,
nejnizsi ispésnosti.

Prostorova analyza vykazuje mnohem lepsi vysledky a to proto, ze pri identifikaci po-
sloupnosti ¢teni pracuje predevsim se svym okolim. V takovém pripadé se zvysuje Sance
na spravny odhad posloupnosti dvou prvku a snizuje pocet regiont, mezi kterymi je rozho-
dovano o posloupnosti. Kombinovana analyza, kterd spojila vyhody prostorové i jazykové
analyzy, dosahuje podobnych vysledki, jako prostorova analyza. Podstatna ¢ast ispésnosti
kombinované analyzy vsak zdvisi na vystupu prostorové analyzy, kterd je posléze korigovana
jazykovym modelem.
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V kone¢ném disledku lze tedy fici, ze pouziti samostatného jazykového modelu pro
urceni posloupnosti ¢teni bez dalsich doprovodnych informaci, na zdkladé kterych by se
jazykovy model lépe rozhodoval, neni vhodné. Alespon ne v pfipadé analyzy novinovych
stranek, kterymi se tato prace v pfevazné vétsiné zabyvala. Vhodnost jazykové analyzy pro
jiné typy dokumentu nelze vyloucit, avsak lze se domnivat, ze uspésnost analyzy by i na
jinych typech dokumentti byla nizké, pokud bychom k rozhodovani pouzily pouze textovy
obsah a nevyuzili bychom dalsi uzitecna data, jako napiiklad prostorové informace.
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Obrazek 6.8: Priklad novinové stranky obsahujici ¢lanek, ktery ma tvar pismene L. V nékte-
rych piipadech mtze byt ¢lanek takového tvaru ohranic¢en jinym c¢lankem nejenom shora,

ale také zespodu.
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Kapitola 7
Zaver

Cilem préce bylo seznamit se se statistickym jazykovym modelovanim a s problematikou
usporadavani fragmentii textu ve vystupu OCR, navrhnout postup, jak pro usporadavani
vyuzit jazykovy model a experimentalné ovérit jeho ti¢innost.

V ramci prace jsem sestrojil jazykovy model a ovéril a popsal jeho chovani, predevsim
uspésnost odhadu pravdépodobnosti na riuzné dlouhych textovych sekvenci. Dale jsem na-
vrhl a implementoval celkem t¥i metody pro identifikaci posloupnosti ¢teni. Jsou jimi jazy-
kova analyza, prostorova analyza a kombinovand analyza.

Jazykové analyza pracuje s jazykovym modelem a s textovym obsahem regiont. Provadi
analyzu nad jednotlivymi regiony dokumentu a dle nejvyssi pravdépodobnosti postupné tyto
regiony spojuje, ¢imz vytvari posloupnost ¢teni. Prostorova analyza definuje posloupnost
na zakladé prostorovych dat regionti. Vytvari strukturu prostorovych vztahti, pomoci kte-
rych pro kazdé dva prvky identifikuje jejich vzajemny vztah, ktery je vyuzit pii sestaveni
posloupnosti ¢teni. Kombinovand analyza pracuje jak s textovym obsahem, tak s prostoro-
vymi informacemi regionti. Nejprve provede prostorovou analyzu, jejiz vystup je nasledné
Upraven pomoci jazykového modelu.

Uspésnost jsem experimentélné ovéfil na t¥ech datasetech s pomoci metrik Prima a Re-
call. Obsah datasetti sestaval primarné z novinovych stranek, které jsou kvili své struktute a
nosti na vSech tfech datasetech dosdhla jazykovd analyza, kterd ziskala maximum 57,6 %
v metrice Prima. Lepsi vysledky vykazovala prostorova analyza, kterda dosdhla maxima
91,6 %. Obdobnych vysledki dosahla kombinované analyza, kterd ziskala 92,9 %. Z téchto
hodnot lze odvodit, zZe pouziti samotného jazykového modelu pro odhad posloupnosti ¢teni
neni vhodné, pokud rozhodovani modelu neni podpoteno dalsimi podptirnymi informacemi.
Toto se tyka predevsim rozhodovani posloupnosti nad novinovymi strankami, kterymi se
tato prace prevazné zabyvala.

Praci jsem publikoval na studentské konferenci Excel@FIT 2022, kde ziskala ocenéni
odbornym panelem [22].

51



Literatura

1]

ArzAL, M. Z., CAPOBIANCO, S., MALIK, M. I., MARINAI, S., BREUEL, T. M. et al.
Deepdocclassifier: Document classification with deep Convolutional Neural Network.
In: 2015 13th International Conference on Document Analysis and Recognition
(ICDAR). 2015, s. 1111-1115. DOI: 10.1109/ICDAR.2015.7333933.

AGRAWAL, M. a DOERMANN, D. Context-Aware and Content-Based Dynamic
Voronoi Page Segmentation. In: Proceedings of the 9th IAPR International Workshop
on Document Analysis Systems. New York, NY, USA: Association for Computing
Machinery, 2010, s. 73-80. DAS ’10. DOI: 10.1145/1815330.1815340. ISBN
9781605587738. Dostupné z: https://doi.org/10.1145/1815330.1815340.

AI1ELLO, M., MONZ, C., TODORAN, L. a WORRING, M. Document Understanding for
a Broad Class of Documents. International Journal on Document Analysis and
Recognition. Srpen 2002, 5(1). DOI: 10.1007/s10032-002-0080-x.

ARrIsov, E., SAINATH, T. N., KINGSBURY, B. a RAMABHADRAN, B. Deep Neural
Network Language Models. In:. USA: Association for Computational Linguistics,
2012, s. 20—28. WLM ’12.

BENGIO, Y., DUCHARME, R., VINCENT, P. a JANVIN, C. A Neural Probabilistic
Language Model. J. Mach. Learn. Res. JMLR.org. mar 2003, sv. 3, s. 1137-1155.
ISSN 1532-4435.

BoDEN, M. A Guide to Recurrent Neural Networks and Backpropagation. Prosinec
2001.

BorTou, L. et al. Stochastic gradient learning in neural networks. Proceedings of
Neuro-Nimes. Nimes. 1991, sv. 91, ¢. 8, s. 12.

CESARINI, F., LASTRI, M., MARINAI, S. a SODA, G. Page classification for meta-data
extraction from digital collections. In: Springer. International Conference on
Database and Expert Systems Applications. 2001, s. 82-91.

CHAUDHURI, A., MANDAVIYA, K., BADELIA, P. a GHOSH, S. K. Optical Character
Recognition Systems for Different Languages with Soft Computing. 1st. Springer
Publishing Company, Incorporated, 2016. ISBN 3319502514.

CHEN, S. F. a GOODMAN, J. An empirical study of smoothing techniques for
language modeling. Computer Speech € Language. 1999, sv. 13, ¢. 4, s. 359-394.
DOI: https://doi.org/10.1006/csla.1999.0128. ISSN 0885-2308. Dostupné z:
https://www.sciencedirect.com/science/article/pii/S0885230899901286.

52


https://doi.org/10.1145/1815330.1815340
https://www.sciencedirect.com/science/article/pii/S0885230899901286

[11]

[19]

[20]

[21]

[24]

[25]

CLAUSNER, C., PLETSCHACHER, S. a ANTONACOPOULOS, A. The Significance of
Reading Order in Document Recognition and Its Evaluation. In:. Srpen 2013. DOI:
10.1109/ICDAR.2013.141.

DoOERMANN, D. a ToOMBRE, K. Handbook of Document Image Processing and
Recognition. Springer Publishing Company, Incorporated, 2014. ISBN 0857298585.

EikviL, L. Optical Character Recognition. In:. 1993. Dostupné z:
http://home.nr.no/~eikvil/0CR.pdf.

FERILLI, S., GRIECO, D., REDAVID, D. a EsposiTO, F. Abstract Argumentation for
Reading Order Detection. In: Proceedings of the 2014 ACM Symposium on Document
Engineering. New York, NY, USA: Association for Computing Machinery, 2014,

s. 45-48. DocEng '14. DOI: 10.1145/2644866.2644883. ISBN 9781450329491.
Dostupné z: https://doi.org/10.1145/2644866.2644883.

GAO, L., TANG, Z., LIN, X., L1u, Y., Qiu, R. et al. Structure Extraction from
PDF-Based Book Documents. In:. New York, NY, USA: Association for Computing
Machinery, 2011, s. 11-20. JCDL ’11. DOI: 10.1145/1998076.1998079. ISBN
9781450307444. Dostupné z: https://doi.org/10.1145/1998076.1998079.

GEORGE, N. a SHARAD, S. Hierarchical representation of optically scanned
documents. In:. 1984, s. 347 — 349.

GOODFELLOW, 1., BENGIO, Y. a COURVILLE, A. Deep Learning. MIT Press, 2016.
http://www.deeplearningbook.org.

GOODMAN, J. A Bit of Progress in Language Modeling. CoRR. 2001,
¢s.CL/0108005. Dostupné z: https://arxiv.org/abs/cs/0108005.

GRAVES, A. Supervised Sequence Labelling with Recurrent Neural Networks.
In: Studies in Computational Intelligence. 2008.

HINTON, G., SRIVASTAVA, N. a SWERSKY, K. Neural networks for machine learning
lecture 6a overview of mini-batch gradient descent. Clited on. 2012, sv. 14, ¢. 8, s. 2.

HOCHREITER, S. a SCHMIDHUBER, J. Long Short-term Memory. Neural computation.
Prosinec 1997, sv. 9, s. 1735-80. DOI: 10.1162/neco.1997.9.8.1735.

HoruBEC, M. Usporadani zprehazenych radka s pomoci jazykového modelu.
Excel@FIT. 2022. Dostupné z:
https://excel.fit.vutbr.cz/submissions/2022/023/23.pdf.

Hu, J., KasHi, R. a WILFONG, G. Comparison and Classification of Documents
Based on Layout Similarity. Information Retrieval. Prosinec 1999, sv. 2. DOIL:
10.1023/A:1009910911387.

ISHITANI, Y. Document Transformation System from Papers to XML Data Based
on Pivot XML Document Method. In: Pivot XML Document Method, International
conference on document analysis and recognition, ICDAR 2003. 2003, s. 250-255.

ITTNER, D. a BAIRD, H. Language-free layout analysis. In: Proceedings of 2nd
International Conference on Document Analysis and Recognition (ICDAR ’93). 1993,
s. 336-340. DOI: 10.1109/ICDAR.1993.395720.

53


http://home.nr.no/~eikvil/OCR.pdf
https://doi.org/10.1145/2644866.2644883
https://doi.org/10.1145/1998076.1998079
http://www.deeplearningbook.org
https://arxiv.org/abs/cs/0108005
https://excel.fit.vutbr.cz/submissions/2022/023/23.pdf

[26]

[27]

[28]

[29]

KINGMA, D. P. a BA, J. Adam: A method for stochastic optimization. ArXiv
preprint arXiv:1412.6980. 2014.

Kisg, K., SATO, A. a IwATA, M. Segmentation of Page Images Using the Area
Voronoi Diagram. Computer Vision and Image Understanding. 1998, sv. 70, ¢. 3,

s. 370-382. DOLI: https://doi.org/10.1006/cviu.1998.0684. ISSN 1077-3142. Dostupné
Z: https://www.sciencedirect.com/science/article/pii/S1077314298906841.

Kupo, T. a RICHARDSON, J. SentencePiece: A simple and language independent
subword tokenizer and detokenizer for Neural Text Processing. In: Proceedings of the
2018 Conference on Empirical Methods in Natural Language Processing: System
Demonstrations. Brussels, Belgium: Association for Computational Linguistics,
Listopad 2018, s. 66-71. DOI: 10.18653/v1/D18-2012. Dostupné z:
https://aclanthology.org/D18-2012.

L1, X.-H., YIN, F. a Liu, C.-L. Page Object Detection from PDF Document Images
by Deep Structured Prediction and Supervised Clustering. In: 2018 24th
International Conference on Pattern Recognition (ICPR). 2018, s. 3627-3632. DOL:
10.1109/ICPR.2018.8546073.

MALERBA, D., CECI, M. a BERARDI, M. Machine Learning for Reading Order
Detection in Document Image Understanding. In:. Prosinec 2007, sv. 90, s. 45—69.
DOI: 10.1007/978-3-540-76280-5__3. ISBN 978-3-540-76279-9.

MEUNIER, J.-L. Optimized XY-cut for determining a page reading order. In: Eighth
International Conference on Document Analysis and Recognition (ICDAR’05). 2005,
s. 347-351 Vol. 1. DOI: 10.1109/ICDAR.2005.182.

Mikorov, T., CHEN, K., CORRADO, G. a DEAN, J. Efficient Estimation of Word
Representations in Vector Space. Proceedings of Workshop at ICLR. Leden 2013,
sv. 2013.

Mikorov, T. Modelovini jazyka v rozpozndvani cestiny. Brno, CZ, 2007. Diplomova
prace. Vysoké uceni technické v Brné, Fakulta informacnich technologii. Dostupné z:
https://www.fit.vut.cz/study/thesis/3645/.

Mikovrov, T. Statistical language models based on neural networks. Brno, CZ, 2012.
Diserta¢ni prace. Vysoké uceni technické v Brné, Fakulta informacnich technologii.
Dostupné z: https://www.fit.vut.cz/study/phd-thesis/283/.

Mubpa, N., Isma1L, N. K. N., BAKAR, S. A. A. a ZaIN, J. M. Optical character
recognition by using template matching (alphabet). In: National Conference on
Software Engineering & Computer Systems 2007 (NACES 2007). 2007.

O’GoRrMAN, L. The document spectrum for page layout analysis. IEEE Transactions
on Pattern Analysis and Machine Intelligence. 1993, sv. 15, ¢. 11, s. 1162-1173. DOL:
10.1109/34.244677.

OvraH, C. Understanding LSTM Networks [online]. 2015 [cit. 2021-12-28]. Dostupné z:
https://colah.github.io/posts/2015-08-Understanding-LSTMs/.

54


https://www.sciencedirect.com/science/article/pii/S1077314298906841
https://aclanthology.org/D18-2012
https://www.fit.vut.cz/study/thesis/3645/
https://www.fit.vut.cz/study/phd-thesis/283/
https://colah.github.io/posts/2015-08-Understanding-LSTMs/

[38]

[39]

[40]

Pa1, A. What is Tokenization in NLP? Here’s All You Need To Know [online]. 2020
[cit. 2022-04-11]. Dostupné z:
https://www.analyticsvidhya.com/blog/2020/05/what-is-tokenization-nlp/.

PENNINGTON, J., SOCHER, R. a MANNING, C. Glove: Global Vectors for Word
Representation. In:. Leden 2014, sv. 14, s. 1532-1543. DOI: 10.3115/v1/D14-1162.

RANGONI, Y., BELAID, A. a VAJDA, S. Labelling logical structures of document
images using a dynamic perceptive neural network. IJDAR. Brezen 2012, sv. 15.
DOI: 10.1007/s10032-011-0151-y.

RUDER, S. An overview of gradient descent optimization algorithms. CoRR. 2016,
abs/1609.04747. Dostupné z: http://arxiv.org/abs/1609.04747.

SRIHARI, S. N., SHEKHAWAT, A. a LAM, S. W. Optical Character Recognition
(OCR). In:. GBR: John Wiley and Sons Ltd., 2003, s. 1326-1333. ISBN 0470864125.

WEI, H., BAECHLER, M., SLIMANE, F. a INGOLD, R. Evaluation of SVM, MLP and
GMM Classifiers for Layout Analysis of Historical Documents. In: 2013 12th

International Conference on Document Analysis and Recognition. 2013, s. 1220-1224.
DOI: 10.1109/ICDAR.2013.247.

Wong, K. Y., Casey, R. G. a WaHL, F. M. Document Analysis System. IBM
Journal of Research and Development. 1982, sv. 26, ¢. 6, s. 647-656. DOI:
10.1147/rd.266.0647.

ZULFIQAR, A., UL HASAN, A. a SHAFAIT, F. Logical Layout Analysis using Deep
Learning. In:. Prosinec 2019, s. 1-5. DOI: 10.1109/DICTA47822.2019.8946046.

55


https://www.analyticsvidhya.com/blog/2020/05/what-is-tokenization-nlp/
http://arxiv.org/abs/1609.04747

	Úvod
	Digitalizace a rekonstrukce textového dokumentu
	Optické rozpoznávání znaků
	Analýza rozložení
	Analýza logické struktury
	Posloupnost čtení

	Statistické jazykové modelování
	Modely založené na četnostech
	Neurální jazykové modely

	Návrh analýzy posloupnosti čtení
	Návrh systému
	Vstupní data
	Struktura posloupnosti čtení
	Metriky
	Analyzátor

	Implementace analýzy posloupnosti čtení
	Použití jazykového modelu pro analýzu posloupnosti čtení
	Jazyková analýza
	Prostorová analýza
	Kombinovaná analýza
	Ukázka analýzy posloupnosti čtení

	Experimenty
	Sestrojení jazykového modelu
	Experimenty s jazykovým modelem
	Popis experimentu identifikace posloupnosti čtení a použitých dat
	Identifikace posloupnosti čtení
	Zhodnocení

	Závěr
	Literatura

