VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGII
FACULTY OF INFORMATION TECHNOLOGY

USTAV POCITACOVE GRAFIKY A MULTIMEDII
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

AKTIVNI UCENI S NEURONOVYMI SITEMI

ACTIVE LEARNING WITH NEURAL NETWORKS

BAKALARSKA PRACE
BACHELOR'S THESIS

AUTOR PRACE TOMAS BURES
AUTHOR

VEDOUCI PRACE Ing. MICHAL HRADIS, Ph.D.
SUPERVISOR

BRNO 2019



Vysoké uceni technické v Brné
Fakulta informaénich technologii

Ustav po&itadové grafiky a multimédii (UPGM) Akademicky rok 2018/2019
Zadani bakalafské prace [ IINANTRTH
22072
Student: Bures Tomas
Program: Informacni technologie
Nazev: Aktivni u¢eni s neuronovymi sitémi

Active Learning with Neural Networks

Kategorie: Zpracovani obrazu
Zadani:

1.

Prostuduijte zaklady konvolu€nich neuronovych siti a aktivniho uceni.

2. Vytvorte si pfehled o sou¢asnych metodach vyuzivajicich aktivni u€eni a neuronové sité.
3.
4
5

Vyberte konkrétni metody a aplikace vhodné pro experimenty.

. Implementujte navrzené metody a proved'te experimenty nad vhodnou datovou sadou.
. Porovnejte dosazené vysledky a diskutujte moznosti budouciho vyvoje.
6.

Vytvorte strucné video prezentujici vasi préci, jeji cile a vysledky.

Literatura:
¢ Krizhevsky, A., Sutskever, I. and Hinton, G. E.: ImageNet Classification with Deep Convolutional Neural

Networks, NIPS 2012

« St&pan Benes: Aktivni ugeni s neuronovymi sitémi, VUT, 2018.
Pro udéleni zapoctu za prvni semestr je pozadovano:

e Body 1az 3.
Podrobné zavazné pokyny pro vypracovani prace viz http://www.fit.vutbr.cz/info/szz/
Vedouci prace: Hradi§ Michal, Ing., Ph.D.
Vedouci Ustavu: Cernocky Jan, doc. Dr. Ing.
Datum zadani: 1. listopadu 2018
Datum odevzdani: 15. kvétna 2019
Datum schvaleni: 1. listopadu 2018

Zadani bakalarské prace/22072/2018/xbures30 Strana 1z 1



Abstrakt

Prace se vénuje problematice aktivniho ucCeni a jeho spojeni s neuronovymi sitémi. Nejprve
obsahuje tivod do problematiky, nastinéni metod prozkoumanych metod aktivniho uceni.
Nasleduje prakticka ¢ast s experimenty zkoumajici jednotlivé strategie a jejich vyhodnoco-
vani.

Abstract

The topic of this thesis in active learning in conjunction with neural networks. First, it deals
with theory of active learning and strategies used in real life scenarios. Followed by practical
part, experimenting with active learning strategie and evaluating those experiments.
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Kapitola 1

Uvod

Tato prace se zabyva metodami aktivniho uceni a jejich spojeni s neuronovymi sitémi. Cilem
spojeni téchto dvou oblasti je redukce finanéni narocnosti na ziskavani velkych datovych
sad, potfebnych pro trénovani neuronovych siti.

Cilem mé préace je pomoci experimentu spojujicich tyto dvé oblasti pozorovat dopad
aktivniho uceni na efektivitu modelu a jeho srovnani s pouzitim nahodného vzorkovani a
trénovani na celé datové sadé.



Kapitola 2

Aktivni uceni a jejich spojeni s
neuronovymi sitémi

2.1 Aktivni uceni

Aktivni uceni v informatice oznacuje specialni pripad strojového uceni, ve kterém ucici se
algoritmus aktivné dotazuje uzivatele data na nichz se bude trénovat. Tento dotazujici se
algoritmus je pak schopen podéavat lepsi vysledky i pfi uéeni na mensim mnozstvi dat. Tato
vlastnost jesté dale nabyva na vyznamu pri spojeni s neuronovymi sitémi, které pro podani
co nejlepsich vysledk vétsinou potrebuji obrovské mnozstvi trénovacich dat. V mnoha
oblastech jsou oznacené vzorky na nichz by se algoritmus mohl ucit snadno ziskatelné,
naptiklad ve spojeni se socidlnimi sitémi, kdy uzivatelé sami svoji aktivitou poskytuji do-
state¢né mnozstvi trénovacich dat. Ovsem v rlznych scénatich vyuzivajicich strojové ucend,
jsou kvalitné oznacené vzorky obtizné nebo velmi draze ziskatelné [23]. Naptiklad:

o Rozpozndni reci. Pfesné oznacovani mluveného slova je ¢asové velmi narocné a vy-
zaduje zkuSeného lingvistu. Anotace nahravky na trovni slova mize trvat desetkrat
délku nahréavky a na trovni fonému az 400 nasobek délky audia [36].

e FEuxtrakce informace. Dobré systémy pro extrakci informaci musi byt trénovany velmi
detailné anotovanych dokumentech. Uzivatel oznacuje entity a vztahy, jenz nas v textu
zajimaji, jako tfeba osoby a nazvy organizaci, nebo jestli doty¢na osoba pracuje pro
konkrétni organizaci. Lokalizace entit muze zabrat pul hodiny i pro stru¢ny novinovy
¢lanek [24].

e Klasifikace a filtrovani. Uéeni klasifikace dokumentu (napf.: ¢lanku nebo webovych
stranek) nebo jinych typt médii (napi.: obraz, zvuk, video) vyzaduje aby uzivatel v
kazdém dokumentu nebo souboru oznacoval znackami, jako "dulezité"a "nedulezité".
Nutnost oznaceni tisicti vzorkt muze byt inavné a nekdy i redundantni [23].

Aktivni uceni tento problém fesi optimalizaci uciciho procesu pomoci dotazovani vétSinou
lidského anotdtora na neoznacené vzorky. Model si tedy sdm vybira nejvhodnéjsi vzorky
jejichz anotaci pozaduje. Timto se aktivné ucici model snazi dosahnout co nejvyssi efekti-
vity s vyuzitim co nejmensiho mnozstvi dat. Snizuje se tedy ¢asova a financni naro¢nost
samotného oznacovani. Aktivn{ uceni tedy nabyva na vyznamu hlavné v oblastech, kde neni
problém ziskat trénovaci data ale je velmi naroc¢né jejich oznacovani.

Modely strojového uceni ve spojeni s aktivnim uc¢enim mohou pracovat riznymi zpusoby,
vétsinou vsak nasleduji podobny princip. Uéici se model za¢ind s malou oznacenou sadou,



pricemz dle algoritmi aktivniho uceni vybira vhodné vzorky z mnohem vétsi neoznacené
sady. U téchto vybranych vzorkt pozaduje anotaci, u¢i se na nich a nasledné je ptrida do
oznacené sady [23].

2.2 Pokladani dotazu

Existuje nékolik zptisobi jakymi mtize model poklddat dotazy. Tremi hlavnimi zminova-
nymi v literatufe jsou Syntéza dotazu (Membership query syntehis), Selektivni vzorkovdni
(Stream-based selective sampling) a Aktivni uceni na fondu (Pool-based active learning)
23)].

2.2.1 Syntéza dotazu

Jednd se o jeden z prvnich zptisobtl dotazovani zkoumanych ve spojitosti s aktivnim ucenim
[23] [1]. V tomto pripadé ucici se model mize dotazovat anotaci jakéhokoliv neoznaceného
vzorku vstupniho prostoru, véetné vzorku uméle vytvoreného modelem, coz se v tomto
pripadé predevsim predpoklada. Efektivni syntéza dotazli se je Casto velmi uc¢inna pro
uceni modelu v oblasti kone¢nych problému [2] [23]. Syntéza dotazu byla také rozsifena pro
regresni tikoly strojového uceni [7].

Ackoliv syntéza dotazu muze byt pouzita pro mnoho druhi praktickych problémi, na-
razi na zdsadni problém, znaceni téchto nové vytvorenych vzorku miuze byt pro lidského
anotatora pomeérné obtizné. Napiiklad Baum a Lang ve svoji praci [4] vyuzili syntézu dotazi
s lidskymi anotatory k natrénovani neuronové sité k rozpozndvani ruc¢né psanych znaku. Na-
razili vSak na necekany problém: velka ¢ast obrazt generovanych neuronovou siti sestavala
z nerozpoznatelnych symbolu bez jakéhokoliv sémantického vyznamu [23] [4]. Podobné si
Ize predstavit jak by vypadalo zapojeni syntézy dotazu pro uceni ve spojitosti s psanym ¢i
mluvenym slovem.

2.2.2 Selektivni vzorkovani

Alternativou k syntéze dotazu je selektivni vzorkovani [6]. Klicovym predpokladem je, ze
neoznacend trénovaci data lze ziskat snadno a levné, takze data ze vstupni distribuce mo-
hou byt vzorkovana a ucici se model se rozhoduje bude-li chtit znéat jejich oznaceni nebo
je zahodi. Tento pristup je obcas nazyvan sekvencni aktivni ucent, jelikoz vzorky jsou vy-
tahovany z neoznacené sady jeden za druhym a model se rozhoduje zda-li se na né bude
dotazovat nebo je zahodi. Pokud je vstupni distribuce uniformni selektivni vzorkovani se
muze podobat syntéze dotazu. Pokud ovSem vstupni distribuce neni uniformni nebo je ne-
znama, selektivni vzorkovani zarucuje smysluplnost dotazt, jelikoz pochézeji ze vstupni
distribuce [23].

Rozhodnuti zda-li se dotazovat na vzorek lze ucinit nékolika zptsoby. Jednim z nich je
ohodnotit vzorky "mérou infomativnosti'nebo "dotazovaci strategii'a ucinit vazeny ndhodny
vybér s tim, ze u informativnéjsich vzorka bude vétsi pravdépodobnost, ze budou vybrany
[9]. Dalsim zptisobem je vypocet explicitniho regionu nejistoty [6], nebo-li ¢asti vstupnich
dat jimiz si model neni jisty a dotazovat se pouze na vzorky spadajictho do tohoto regi-
onu. Nejjednodussim zptisobem jak tohoto dosdhnout, je stanoveni miniméalni hranice miry
informativnosti definujici tento region. Vzorky vyhodnocené jako nad touto hranici jsou
pak dotazovany. Jiny pristup k vypoctu tohoto regionu muze byt stanoveni neoznacenych
vzorki jen jsou pro tfidu modelu stale nezndmé. Jinymi slovy pokud se dva modely stejné



tridy, ale s jinymi parametry, shoduji na vSech oznacenych datech, ale rozchazi u néjakého
neoznaceného vzorku, pak tento vzorek spadéd do regionu nejistoty. Vypocet tohoto regionu
je vsak velmi ndro¢ny a musi dojit k jeho vypocitani znovu po kazdém dotazu. V praxi jsou
tedy pouziviny pouze aproximace [6] [27] [10].

Selektivni vzorkovani bylo pouzito v praxi naptiklad ¢asovani senzoru [15] nebo ziskavani
informaci [34].

2.2.3 Aktivni ucéeni na fondu

V mnoha realnych pripadech mohou byt najednou sesbirany velké kolekce dat. S touto mys-
lenkou vzniklo aktivni uceni na fondu [18], jenz predpokladd existenci malé sady L ozna-
¢enych dat a velké sady U dat neoznacenych. Vzorky jsou pak vybirdny "hladové'(greedy)
podle miry jejich informativnosti pouzité k ohodnoceni celé sady U. Aktivni uéeni na fondu
bylo studovano pro mnoho realnych problémi strojového uceni zahrnujicich klasifikaci textu
[18] [20] [31] [13], extrakce informace [29] [25], klasifikace obrazu [30] [35], klasifikace videa
[33] [12], rozpoznani mluveného slova [32], diagnézu rakoviny [19] a mnoha dalsich.

Hlavni rozdil mezi selektivnim vzorkovdnim a aktivnim ucenim na fondu spociva v tom,
ze prvni prochézi datovou sadou sekvencéné a vybird vzorky individudlné, zatimco druhy
ohodnocuje celou sadu nez si vybere nejlepsi vzorek.

2.3 Strategie vybéru

Vsechny metody poklddani dotazt zahrnuji vyhodnocovani informativnosti neoznacenych
vzorki, jenz moho byt generovany de novo nebo vybirany z datové sady. Proto bylo vyvinuto
mnoho strategii dotazovani (query strategies). Tato sekce se zabyva témi nejznaméjsimi [23].

2.3.1 Nejistota modelu

Pravdépodobné nejjednodussi strategii je ta, pracujici s nejistotou modelu (uncertainty
sampling) [23] [18]. V tomto pfipadé se aktivné ué¢ici model dotazuje na vzorky u nichz si
je nejméné jisty jak by je sam oznacil. Pro probabilistické ucici se modely je tento pristup
jednoduchy. Napiiklad, pti trénovani probabilistického modelu pro binarni klasifikaci model
jednoduse vybere k dotazovani ty vzorky u nichz si je svym oznacenim jisty s pravdépo-
dobnosti 0,5 [18] [17]. Obecnéjsi strategie pracujici s nejistotou modelu vyuzivaji jako miru
nejistoty entropii [28]

vy = argmax — > P(y;|x;0)log P(y;|x; 0),

(3

kde y; nabyva hodnot vSech moznych oznaceni. Entropie je mira v oblasti teorie informace
reprezentujici miru informace potiebnou k zakdédovani distribuce. Jako takova je ¢asto brana
jako mira nejistoty, ¢i necistoty ve strojovém uceni. Pro bindrni klasifikaci se chové identicky
jako dfive zminéné uréeni pravdépodobnosti s jakou si je model jisty. Avsak je mozno ji
jednoduse zobecnit pro probabilistické klasifikatory pro klasifikaci vice t¥id a pro praci s
komplexnéjsimi strukturovanymi vzorky jako jsou sekvence [25] a stromy [14]. Alternativou
k entropii je takzvand nejnizsi jistota (least confident)

7} = argmin P(y" |z 6),
X



kde y* = argmax, P(y|z;) je nejpravdépodobnéji oznacenf t¥idy. Tato strategie se ukdzala
jako velmi u¢innd pro tkoly extrakce informace [25] [8]. Pro bindrni klasifikaci je tento
pristup ekvivalentni k pristupu s entropii.

2.3.2 Vybor modela

Dalsi, spiSe teoretickou strategii vybéru vzorku je algoritmus wvgbor modeli (query-by-
committee) [27]. Tento pifstup zahrnuje udrzovani viboru C = {#V ... 6} modeln, jenz
jsou vsechny trénovany na soucasné oznacené sadé L, ale reprezentuji odlisné hypotézy.
Kazdy ¢len vyboru potom voli oznaceni kandidatt pro dotaz. Jako nejinformativnéjsi vzo-
rek je pak vybran ten, na némz se modely nejméné shoduji. Zakladni premisou je minima-
lizace prostoru verzi, coz je soubor hypotéz jenz jsou konzistentni se soucasnou oznacenou
sadou L. Literatura se neshoduje na idealni velikosti vyboru, jenz se méni s tridou modeli
nebo se zpisobem pouziti. AvSak i malé vybory citajici dva az t¥i ¢leny se v praxi ukazaly
jako velmi t¢inné [27] [20].
Pro urcovani miry nesouhlasu existuji dva hlavni pfistupy. Prvni je entropie hlasi [9]
popsana jako ) )
" V(y: V(yi
TyE = arginax Z C log ol

7

kde y; opét nabyva hodnot vSech moznych oznaceni a V' (y;) je pocet "hlasi"jenz toto ozna-
¢eni obdrzelo od ¢lent vyboru. Tato metoda lze chapat jako zobecnéni nejistoty modelu
zalozené na entropii. Dalsi navrhovanou mérou je pramérnd Kullback-Lieblerova divergence
[9]
1 C
Ty = argmax C Z D(Py||Fe),

z c=1
kde Pl 9(6))
_ RP(e) Yil L5
D(Pyo||Fe) Z:P(ZM%@ ) log Pl
Zde ') reprezentuje jednotlivé modely vyboru a C reprezentuje cely vybor. Pe(y;|x) =
é Zle Py (yi|z) je modely dohodnuta pravdépodobnost, Ze y; je spravné oznaceni. Kullback-
Lieblerova divergence [16] je v teorii informace mira odliSnosti mezi dvéma pravdépodob-
nostnimi rozdélenimi. Tato mira povazuje za nejinformativnéjsi vzorek ten, jenz ma nejveétsi
prumérny rozdil jakéhokoliv ¢lena vyboru oproti usnesené distribuci.

2.3.3 Ocekavana zména modelu

Dalsi strategii vybéru je dotazovani vzorku jenz by souCasnému modelu pfinesl nejvétsi
zménu, pokud bychom znali jeho oznaceni. Prikladem strategie tohoto typu je ocekdvand
délka gradientu (expected gradient length) pro diskriminativni probabilistické modely [26].
Jelikoz diskriminativni probabilistické modely jsou vétsinou trénovany pomoci optimalizace
gradientu, zména v modelu muze byt méfena jako délka trénovactho gradientu. Jinymi
slovy, trénovany model dotazuje takovy vzorek x, jenz by po oznaceni a pridani do L
vyustil v nerosdhlejsi trénovaci gradient. Necht V/(L; 0) je gradientem funkce ¢ vzhledem k
parametrum modelu 6. Necht V(LU (z,y);0) je novy gradient jenz by byl ziskdn pfidanim
trénovaci dvojice (z,y) do L. Jelikoz dotazovaci algoritmus neznd opravdové oznaceni y



predem, je tfeba vypocitat délku jako predpoklad pres vSechna mozné oznaceni

Tparn = argmaxZP(yﬂx; G)HVK([, U (z,v:); G)H,

kde || - || je Euklidovskd norma kazdého vysledného gradientu vektoru. Metoda preferuje
vzorky jenz pravdépodobné nejvice ovlivni model, bez ohledu na vysledné oznaceni vzorku.
Tento pristup se ukdzal byt velmi dobre fungujici v empirickych studiich, ovSsem miize
byt velmi vypocetné naroény pokud prostor rysi a mnozina moznych oznaceni jsou velmi
rozsahlé [23].

2.3.4 Ocekavana redukce chyby

Strategie méfici potencidlni redukci chybovosti modelu. Muzeme odhadnout budouci chy-
bovost modelu jenz by nastala, pokud by vzorek x byl oznacen a pridan do trénovaci sady
L a potom vybrat vzorek jenz minimalizuje toto o¢ekavani. Strategie podobné predchozi,
Metoda se zda byt témér optimélni a zadroven neni zavisla na tiidé modelu. Vse co vyzaduje
je spravna loss funkce a zplsob jak odhadnout pozdéjsi pravdépodobnosti oznaceni. Tato
strategie byla s ispéchem pouzita s riznymi modely véetné naivniho Bayesova klasifikatoru
[22], Gaussovskymi ndhodnymi poli [37], podpirnymi vektorovymi stroji [21] a logistické
regrese [11]. Nanestésti také ve vétsiné pripadu tato strategie bude vypocetné nejnarocnéjsi
mezi vsemi zminénymi. Nejen ze vyzaduje odhadovani budouci chyby pro kazdy dotaz v celé
U, ale novy model musi byt znovu trénovan pro kazdé oznaceni vzorku. Toto vede k drastic-
kému naristu ceny vypoctu. Pro nékteré tfidy modeld, jako jsou Gaussovskd ndhodna pole
[37], je inkrementdlni ucici procedura G¢inna a presnd, coz tuto strategii déla velmi parktic-
kou. Ovsem pro vétsinu ostatnich toto neplati. Napfiklad binarni logisticky regresni model
by vyzadoval O(ULG) ¢asovou komplexitu jen pro vybér dalsitho dotazu, kde U je velikost
neoznacené sady U, L je velikost soucasné trénovaci sady £ a G je pocet vypoctl gradientu
potfebnych k optimalizac¢ni procedure az do konvergence. Klasifika¢ni tiloha se tfemi a vice
t¥idami oznaceni vyuzivajici MaxEnt model [5] vyZaduje ¢asovou komplexitu O(M2ULG),
kde M je pocet oznacovacich tiid. Sekvencéni znackovaci tlohy vyuzivajici podminkovd nd-
hodnd pole (conditional random fields) ¢asovd komplexita dosahuje O(TMTH2ULG), kde
T je délka vstupni sekvence. Z téchto davodl se strategie s ocekavanou redukci chyby
pouzivaji pouze u tloh s binarni klasifikaci [23].

2.3.5 Metoda vazené hustoty rozlozeni vzorkt

Jak bylo zminéno strategie pracujici s nejistotou modelu a strategie s vyborem modeli
jsou néachylné k dotazovani anomalnich vzorkd, coz byl hlavni motivacéni faktor pro vznik
strategie s o¢ekavanou redukei chyby [22] [37]. Hlavni mySlenkou strategie s vaZenou husto-
tou rozlozeni vzorku je, ze informativni vzorky nejsou jen ty u nichz si je model nejisty, ale
hlavné ty, jenz jsou reprezentativni pro vstupni distribuci. Proto v této strategii dotazujeme
vzorky podle

U 8
1
Tip = arginax a(x) X (U; ~ (x,x(“))> .

Zde @ 4(x) reprezentuje informativnost x podle néjaké bazové dotazovaci strategie A, jako
je nejistota modelu nebo vgbor modeli. Druhé polovina rovnice vazi informativnost vzorku



x podle jeho primeérné podobnosti k ostatnim vzorktim vstupni distribuce. Parametr 3 ridi
dilezitost tohoto dil¢iho vysledku [23].

2.4 Efektivita aktivniho uceni

Zasadni otazkou je, zda-li aktivni uceni v praxi opravdu funguje a jestli skutecné prinasi
néjaké vyhody. Vétsina literatury a analyz se shoduje, ze odpovéd na prvni ¢ast otazky
je kladna [6] [29] [26]. Stejné tak tato literatura poukazuje na nesporné vyhody aktivniho
uceni, jako je mensi oznacend datova sada. Ovsem jsou zde i nevyhody. Trénovaci sada je
pevné spjatd s modelem jenz byl vyuzit v konkrétnim pripadé. Pokud bychom chtéli tento
model zménit (coz se v oblasti strojového uceni déje velmi ¢asto), je tfeba zménit také
trénovaci sadu [23]. Krom toho v nékterych pripadech se ukazalo, ze aktivné ucici model
pozadoval dokonce vétsi mnoztvi oznacenych vzorki, nez pasivné se ucici model [3].



Kapitola 3

Implementace a experimenty

K implementaci jsem zvolil Python knihovnu PyTorch. Postupné jsem implementoval me-
tody pracujici s nejistotou modelu a zkoumal jejich efektivitu v porovnani s ndhodnym
vzorkovanim a ucenim na celé datové sadé.

Obecné vSechny zvolené metody dokazaly predcit ndhodné vzorkovani, dle ocekdvani,
trénovani na mensi datové sadé nedosahuje kvalit trénovani na sadé vétsi.



Kapitola 4
Zaver

Pii experimentovani se strategiemi aktivniho uceni jsem pozoroval jejich lepsi efektivitu
oproti ndhodnému vzorkovani. OvSem i pfes tyto Uspéchy aktivni uceni stale zaostava za
pasivnim uceni na velkych datovych sadach coz jej pro praktické vyuziti ¢ini nevhodnym.

Vv

pripadé pasivniho uceni. Ve vysledku tedy pouziti téchto metod neprinasi prilis pozitiv.
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Priloha A

Popis odevzdaného CD

Na ptilozeném CD jsou zdrojové kddy, toto pdf a vSechny soubory k jeho tispésné kompilaci.
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