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Abstrakt

Tato prace se zabyva shlukovou analyzou se zamétenim na problémy stanoveni nezbytnych
parametrd shlukovani. Jeji pfevazna ¢ast je vénovana popisu implementace metody DENCLUE,
zalozené na hustoté, a navrhu zptisobu automatického nastavovani jejiho kli¢ového parametru

oznacovaného jako .
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Shlukova analyza, shlukovani, shlukovaci algoritmy, DENCLUE

Abstract

This work deals with the theme of cluster analysis, focusing on problems of determining necessary
parameters of these methods. Most of the work is dedicated to describing implementation of
DENCLUE method based on density and proposing appropriate way to set up it’s key parameter,

known as o, automatically.
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Cluster analysis, clustering, clusterging algorithms, DENCLUE
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Uvod

Prvni kapitola strué¢né nastifiuje co je to ziskavani znalosti z dat a k ¢emu se vyuziva.

Ve druhé kapitole pojednavam o shlukové analyze a jejim vyuziti a nastinuji nékolik
nejobvyklejsich metod shlukové analyzy, resp. tifid metod — metody zaloZzené na rozdélovani, metody
hierarchické a metody zalozené na hustoté, specialné metodu DENCLUE.

Ve treti kapitole pak popisuji implementaci metody DENCLUE. Po definovani cile
implementace nasleduje teoreticky ramec, kterym je popis riznych moznych typl atributii a prace
s nimi a metody vypoctu vzdalenosti objektil, nacez popisuji konkrétni implementaci, od piipravy dat,
pres vypocet vzdalenosti objektll a funkce hustoty nad nimi, az po samotné shlukovani a vystup
programu. Posledni casti tieti kapitoly je diskuze nad moZznostmi nastaveni parametrd metody
DENCLUE a vysvétleni navrhu feSeni nastaveni parametru o, pouzitého pfi implementaci.

Ctvrta kapitola obsahuje ukazky testovacich dat, na nichz byla ovéfena funké&nost programu.

Pata kapitola ve formé zavéru shrnuje vysledky a navrhuje nékteré upravy, které by bylo
vhodné provést pfi pouziti programu v praxi.



1 Ziskavani znalosti z dat

1.1  Co je ziskavani znalosti z dat

Ziskavani znalosti z databazi je proces, ktery umoziuje ve velkém mnoZzstvi dat nalézt zajimavé
informace, které dosud nebyly znamy . V soucasné dobg, kdy v informa&ni spole&nosti asto uz neni
informatiky, nebot’ umoziuje data efektivn¢ vyuzit.

Ziskavani znalosti je proces, ktery — i kdyZ je na statistice do zna¢né miry zalozen — umoznuje
vice nez statistické metody; ziskavani znalosti umoznuje v datech (zpravidla velkém mnozstvi dat)
automaticky nalézt potencialn¢ uzite¢né vzory a modely. Tim dochazi k nalezeni netrivialnich, dosud
neznamych skrytych znalosti, k jejichz uchovavani neni databaze urcena (nelze je tedy napiiklad
ziskat sebekomplexnéjsim SQL dotazem nad databazi).

Fazi samotného dolovani dat, ktera tvofi jadro procesu, a jejimz vysledkem je pravé nalezeni
dosud neznamych znalosti, zpravidla pfedchazi n€kolik ptipravnych fazi (ptedzpracovani dat). Data
pouzita pii ziskavani znalosti jsou zpravidla ulozena v datovych skladech, které obsahuji velké
mnozstvi dat, Casto shromazdénych za delsi obdobi a z n€kolika riznych zdroji. Prvni fazi je tak
Cisténi a integrace dat. Jejim ukolem je jednak vyporadat se se Sumem a jednak zajistit konzistenci dat
pochazejicich z vice zdroju a riznych dob.

Druhou fazi procesu je vybér dat. Jeho ukolem je identifikovat data, ktera jsou pro zadanou
ulohu relevantni. Jde v praxi o vybér sloupcii databaze ¢i dimenzi datové kostky.

Tteti fazi je transformace dat — jejim cilem je zmensit objem dat tim, Ze se vhodné seskupi
(napft. agregace, sumarizace, shlukovani).

Nasleduje samotné dolovani dat. Je vhodné upozornit, Ze dolovani dat poskytne podklady pro
rozhodnuti, ale jejich interpretace je zalezitosti mysliciho ¢lovéka. Jeho tikolem je identifikovat pro
n¢j uzitecné vysledky a provést rozhodnuti, opirajici se o tyto vysledky.

1.2 Vyuziti ziskavani znalosti z dat

-----

ptiklady jsou analyza nakupniho kosiku a analyza trhu. Analyza nakupniho kosiku je proces hledani
vzorl v provedenych nakupech za Ucelem piedvidani chovani zakaznika. Typickym vysledkem je
zjisténi, ze zékaznici kupujici vyrobek X si Casto kupuji i vyrobek Y, a nebo (s rozsifenim o ¢asové
udaje) zjisténi zavislosti poptavky po uritém zbozi na datu ¢i Case. Vysledkem analyzy trhu mize
byt zjisténi profilu zakaznikd, tedy ktefi zakaznici jak nakupuji (viz kapitola 2.2).

Dalsimi oblastmi, kde se ziskavani znalosti uplatituje, jsou tlohy predikce vyvoje rizika ¢i cen,
ziskdvani znalosti ztextu se da vyuzit napf. pro filtrovani nevyzadané posSty, vyhledavani
neobvyklych vzort je pak vyuzitelné v oblasti zabezpeceni (viz kapitola 2.2). Neni pochyb o tom, Ze
s t€émito metodami n¢jakym zpisobem pracuji i tajné sluzby.

" Pii vytvafeni prvni kapitoly jsem Gerpal predevsim z [2]



2 Shlukova analyza

2.1  Definice pojmu

Shlukovani je proces rozdé€lovani objektti do tfid (shluki) na zaklad€é své podobnosti. Podobnost je
definovana na zakladé¢ podobnosti hodnot jednotlivych atributl objektti. Podobnost atributii se
zpravidla urcuje na zakladé vzdalenostni funkce [2]. V tomto grafickém vyjadieni (které je asi
nejnazornéjsi) pak atributy predstavuji hodnoty v n-rozmémém prostoru (kde n je rovno poctu
atributtl).

Shlukovani je ptirozenym zpltsobem prace s daty, které kazdy ¢loveék pouziva. Vsechny
predmeéty ve svété kolem nas si automaticky rozdélujeme do tfid na zékladé své podobnosti. Nékteré
jsou jasngji definovatelné (napt. rozdéleni lidi na muze a zeny), jiné hiife (napft. rozdé€leni filmt podle
zénru); ve skuteCnosti neexistuje pro dany soubor objektd jednoznaén€ ,,spravné“ rozdeleni do
shlukd.

Stejné dulezité jako shluky podobnych objektl jsou i tzv. odlehlé hodnoty, tedy objekty, které
se nedafi zatradit do zadného shluku, nebot’ jejich atributy se vyrazné lisi od vSech ostatnich.

Nejnazorngj$im je shlukovani v prostoru, jak uz jsem zminil, naptiklad n€kolik bodd v roving
dokaze kazdy automaticky rozdé€lit do odd€lenych skupin bodi, které jsou blizko u sebe.
Implementovat tento postup automaticky za pomoci vypocetni techniky vSak neni trivialni.

2.2 Vyuziti shlukové analyzy

Jak jsem uvedl v kapitole 1.1, shlukovani mtize byt soucasti tieti faze procesu ziskavani znalosti z dat
(transformace dat). Cilem shlukovani je — stejn¢ jako u ostatnich vySe zminénych metod — zmensit
pocet dat vstupujici do dalSiho procesu ziskavani znalosti z dat, konkrétné tim, ze podobna data jsou
oznacena za shluk a nadale jsou reprezentovéana jednou hodnotou.

Shlukova analyza se vSak uplatiiuje i samostatné. V ramci analyzy trhu napiiklad v hledani
skupin (shluki) zakazniki, ktefi se chovaji (nakupuji) podobné. Tyto vysledky lze pak velmi dobie
vyuzit napfiklad pro cilenou reklamni kampan. Druhym zptisobem vyuziti shlukové analyzy je
naopak hledani neobvyklych, podezielych objektl, tedy takovych, které se vyznamné lisi od vétSiny
ostatnich — napt. detekce neobvyklého pohybu osoby ve sledovaném prostoru miize spustit vystrazny
systém .

2.3 Metody shlukovani

Shlukovéani se z hlediska strojového uéeni fadi k metoddam uleni bez ugitele’. Existuje cela fada
metod shlukovani, které by mély vSechny spliovat n¢kolik kritérii:

"V oblasti zabezpe&eni se s takovymito metodami pracuje velice opatrné. Je zde nutno jednak pouzivat zcela
spolehlivé a vyzkousené metody, a jednak pamatovat na mimotadné situace — bylo by jisté velmi nest’astné,
kdyby vystrazny systém, ktery by kuptikladu zablokoval néktery prichod ¢i funkci uréitého zafizeni, svym
neobvyklym chovanim spustil pracovnik, fesici mimotadnou situaci.

" Popis metod shlukovéni v této praci vychazi piedevsim z [1] a [2]



Skalovatelnost — shlukova analyza se vét§inou provadi na velkém mnozstvi dat, proto by
algoritmus mél byt schopen vypotadat se s velkym mnozstvim dat stejn€ jako s malym

Schopnost pracovat s riiznymi typy dat — v praxi jsou parametry objektd nejen Cisly, ale nékdy
téz binarni hodnotou, ordinalni hodnotou apod.; algoritmus by mél byt schopen zpracovat data
rizného typu (a to i dohromady)

Schopnost najit shluky libovolného tvaru — algoritmus by nemél preferovat urcity tvar shluku,
ale najit vzdy takové, jaké nejlépe odpovidaji datim

Schopnost vyporadat se s Sumem a odlehlymi hodnotami — chybéjici nebo neznamé hodnoty by
nemely zkreslit vysledky

Schopnost zpracovavat data o velkém poctu atributi — data o dvou az trech atributech
(dimenzich) je mozné analyzovat pfi grafickém znazomeéni pouhym okem; shlukovaci algoritmy by
m¢ély byt schopny pracovat stejné dobie s daty o vice atributech

Moznost provést shlukovani pii zadani co nejméné dodateCnych informaci — nejvetSim
problémem vsSech shlukovacich algoritm je nastaveni rlznych parametri, které ke svému pribéhu
vyzaduji od uzivatele, a které mohou vyrazné ovlivnit vysledek shlukovani; na tento faktor se budu
v celé praci specialné zamétovat.

2.3.1 Metody zaloZené na rozdélovani

Metody zaloZzené na rozd€lovani jsou nejjednodussi shlukovaci metody (metoda K-Means byla
predstavena roku 1967"), pracuji tak, Ze rozdé&luji objekty do & tiid. Principem je najit k center shluki
tak, aby suma ¢tvercti vzdalenosti jednotlivych bodd, které jsou piifazeny vzdy k nejbliz§imu centru

V prvnim kroku jsou centra shluki zvolena libovolnym zpisobem (vétSinou nahodng).
Nasledné jsou vSechny body pfifazeny k nejbliz§imu centru a je nové vypocitan stred takto vzniklych
shlukti. U metody K-Means je to fiktivni centralni objekt, jehoz atributy jsou vypocitany jako stfedni
hodnota atributli objektd prislusejicich danému shluku, u metody K-Medoids je to skute¢ny objekt,
ktery je vypocitanému fiktivnimu stfedu nejblize (tim se dosahuje snizeni vlivu odlehlych hodnot na
vysledek shlukovani). Nasleduje opétovné ptifazeni objektii k novym stfediim shlukd, kteryzto proces
se opakuje, dokud se pfi piepocitdvani poloha stiedit méni.

Existuji i varianty tohoto algoritmu, které nefadi objekt vzdy jen do jednoho ze shlukti, ale do
vice zaroven (FCM — Fuzzy C-Means).

Nevyhodami téchto metod je to, ze nenaleznou vzdy feSeni optimalni, nybrz Casto jen
suboptimalni, Ze nalézaji pouze shluky kulového tvaru a ze vysledek shlukové analyzy zavisi na volbé
pocatecniho umisténi center shluki.

Co se tyce zadavanych parametrl, metoda vyzaduje zadani poctu shlukii, coz je jeji nejvetsi
slabina. Pfedpoklada totiz, ze uz pti spusténi zname (aspon ¢astecné) vysledek shlukovani.

* MacQueen, J. B. Some Methods for classification and Analysis of Multivariate Observations, Proceedings of
5-th Berkeley Symposium on Mathematical Statistics and Probability. Berkeley, University of California Press,
1967, s. 281-297



2.3.2  Hierarchické metody

Zakladni hierarchicka metoda byla piedstavena ve stejném roce jako metoda K-Means”, piedstavuje
vSak vyrazné jiny piistup ke shlukovani. Hierarchické metody provadéji hierarchicky rozklad
mnoziny objektll a vytvareji tak strom shlukii, kdy na nejnizsi urovni je kazdy objekt zvlastnim
shlukem a na nejvyssi n-té urovni (kde » je pocet objektli) tvofi vSechny objekty jeden shluk. V kazdé
i-t€ urovni mezi témito dvéma extrémy je pak pocet shluki o jeden niz$i nez v Grovni i-1.

Existuji metody shlukujici (zdola nahoru) a rozdé€lujici (shora dold); v praxi se pouzivaji
vétsinou shlukujici. Ty zacinaji tim, Ze kazdy objekt povazuji za shluk (nejnizsi tiroven) a vypocitaji
vzdalenosti mezi kazdou dvojici shluki. V kazdém nasledujicim kroku pak spoji dva nejblizsi shluky
a nahradi je novym, pro né&jz piepocitaji vzdalenost ke kazdému z ostatnich shlukd. Kon¢i dosazenim
stavu, kdy existuje jediny shluk (tj. nejvyssi Grovné), piipadné dosazenim poctu shlukti zadaného
uzivatelem.

Vyhodou této metody oproti pfedchozi je, ze nepozaduje pfedem zadat pocet shlukd, ale
umoziuje uzivateli ze vzniklé hierarchie shlukii vybrat uroven, ktera mu vyhovuje. Na druhou stranu
diky postupnému tvofeni shlukli neni mozno jednou spojené shluky v dalSich krocich rozdé¢lit ani
presunout objekty mezi shluky (i kdyz by to mnohdy vedlo k lepSimu vysledku). Vysledky, které tato
metoda produkuje, proto nemusi byt nutné pro dany pocet shlukti optimalni.

Co se tyCe zadavani parametrti, metoda nevyzaduje vlozeni zadnych parametrti, namisto toho je
tteba provést vybér vhodné urovné z hierarchie vyslednych shlukd. To je pro uzivatele jisté
prijemngjsi zptisob jak zvolit pocet shlukti. Stejného efektu, bez zminéného nebezpeci nepiesnosti
vysledkd, 1ze dosahnout nékolikandsobnym pouzitim jiné metody (napi. K-Means) s postupné
ménénym parametrem udavajicim pozadovany pocet shlukd.

2.3.3  Metody zaloZené na hustoté

Metody zaloZené na hustoté povazuji objekty za body v n-rozmérmém, kde 7 je pocet atributti objekti,
a umisténi jednotlivych objektl v tomto prostoru pak odpovida hodnotdm atributd. Za shluky jsou
povazovany oblasti v tomto prostoru s velkou hustotou objektl oddélené oblastmi s malou hustotou
objektl (jednotlivé objekty mezi shluky jsou povazovany za Sum nebo odlehlé hodnoty).

2.3.3.1 Metoda DBSCAN

Metoda DBSCAN (Density-Based Spatial Clustering of Applications with Noise), navrzena v roce
1996, je asi nejznaméjsim zastupcem metod zaloZenych na hustoté. Pracuje s pojmem okoli bodu o
poloméru g, tedy tzv. g-okoli. Jestlize e-okoli bodu (objektu) obsahuje stanoveny minimalni pocet
objektl, je objekt oznacen za centrum shluku. Nasledné do shluku ptida vSechny objekty, které se
nachazeji v g-okoli centra shluku, coz vede zpravidla ke spojovani shlukd.

Nevyhodou této metody je nutnost nastavit parametry (¢ a minimalni pocet objektl potiebny
k tomu aby byl objekt prohlasen za centrum shluku). Tyto parametry ovliviuji pocet shluki, které
budou nalezeny, toto nastaveni je vSak jeSté méné prithledné nez u metod, kde se pocet shlukl
nastavuje piimo.

* Johnson, S.C. Hierarchical Clustering Schemes. Psychometrika, 2, 1967, s. 241-254



23.3.2 Metoda DENCLUE
Metoda DENCLUE (Density-based Clustering) provadi shlukovani na zakladé funkce hustoty. Vliv
kazdého objektu na své okoli je modelovan matematickou funkei, a funkce hustoty, definovana nad
celym prostorem dat, je soucet vSech funkci vlivu (hodnota funkce hustoty v kazdém bodé¢ je dana
souctem funkci vlivu jednotlivych objektll v daném bod¢€). Shluky jsou pak mista, kde tato funkce
hustoty dosahuje lokélniho maxima.

Funkce vlivu je jakakoliv funkce odvozena od vzdalenosti objektl, v nejjednodussim piipade je
definovana tak, Ze jeji hodnota je 1 ve vzdalenosti mensi nez o a 0 ve vzdalenosti vétSi nez o.

Podrobné;jsi popis viz kapitola 3.3.3.

Problémem metody je stanoveni parametru 6. MozZné feSeni nastinuje kapitola 3.4.3.



3 Implementace metody DENCLUE

3.1  Specifikace cile

Cilem této bakalarské prace je navrhnout a vytvofit program schopny pomoci metody DENCLUE
provést shlukovou analyzu zadanych dat (objektti). Program by mél byt schopen zpracovavat data o
mnoha rozmérech (objekty o mnoha atributech) a data rizného typu — tedy nejen realna cisla.
Vstupem je soubor v textovém formatu a vystupem je také jednoduchy textovy format (grafické
znazornéni shlukl o vice rozmérech je prakticky nemozné). Cilem programu je demonstrovat
funkénost metody DENCLUE a ptfedev§im navrzeného feSeni problému stanoveni parametrii této
metody.

3.2  Teoreticka vychodiska

3.2.1 Typy atributi

Atributy objektli mohou nabyvat riznych typi.

Zékladnim je intervalova proménnd, coz je spojité meéftitko, tedy realné Cislo. Pro intervalové
atributy se odliSnost objektd vyjadfuje jako jejich vzdalenost. Obecné lze pouzit jakoukoliv
vzdalenostni funkci, nejcastéji se pouziva klasicka euklidovska vzdalenost:
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kde i = (x;,x5,...,x,) aj = (x1,X3,...,x,) jsou dva n-dimenzionalni objekty.

Dal§im typem proménné je proménnd binarni, kterd miize nabyvat jen dvou hodnot
(oznacovanych vétSinou 0 a 1). Stémito hodnotami nelze pracovat stejné jako s intervalovymi
proménnymi. Binarni proménné 1ze rozdélit na dva typy — na binarni proménné symetrické a binarni
proménné asymetrické.

U symetrickych binarnich proménnych maji oba stavy stejnou pravdépodobnost a tudiz maji
stejnou vahu. Vzdalenost objektl s binarnimi atributy lze vypocitat jako:
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kde » je pocet proménnych, které maji pro objekt i jinou hodnotu nez pro objekt j a sje pocet
proménnych, které maji pro oba objekty hodnotu stejnou.

Asymetrické binarni proménné jsou takové, jejichz jedna hodnota je vyznamnéjsi nez druha
(ma mensi pravdépodobnost vyskytu) — napiiklad vyhodnocovani atributii predstavujicich konicky
jednotlivych lidi, kdy shoda v pozitivni hodnoté je vyznamnéj$i nez v negativni. Vzdalenost se pak
uréuje jako:
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kde r je pocet proménnych, které maji pro objekt i jinou hodnotu nez pro objekt j a ¢je pocet
proménnych, které maji pro oba objekty hodnotu 1 (pozitivni shoda) — negativni shody se neberou
V potaz.

Zobecnénim binarnich proménnych jsou proménné nominalni, které mohou nabyvat vice nez
dvou hodnot. Zpravidla nejsou ciselné, ale vyjadiené slovné. Vzdalenost proménnych s atributy
tohoto typu lze spocitat jako:

kde p je celkovy pocet proménnych a m je pocet proménnych které maji stejnou hodnotu pro
oba objekty.

Dale existuji jes$té proménné ordinalni, které jsou podobné nominalnim s tim rozdilem, ze
hodnoty, kterych mohou nabyvat, jsou sefazeny v ur¢itém potadi — jejich vzdalenost se pocita tak, ze
jejich hodnoty nahradime ciselnymi hodnotami tak aby tyto odpovidaly jejich sefazeni a pouZzijeme
stejny postup jako u intervalovych proménnych. Pfipadné mizeme za zvlastni typ proménnych
povazovat i proménné pomeérové, které jsou hodnotami vyjadfenymi na nelinearni stupnici (Casto
exponencialni). S témi se pracuje bud’ stejn€ jako s linedrnimi (poté co se transformuji do linedrni
stupnice, piipadné i bez toho), nebo jako s ordinalnimi.

3.2.2  Vypocet vzdalenosti objekta s atributy riznych typi

V praxi je bézné, ze objekty, nad nimiz je provadéno shlukovani, maji atributy vice riznych typt. Je
tudiz tfeba pii vypoctu vzdalenosti objektd kombinovat vyse uvedené postupy pro jednotlivé typy
proménnych tak, aby nedochazelo ke zkresleni vysledkd. Vzdalenost dvou objektt s atributy riznych
typt Ize vypocitat podle tohoto vztahu:
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kde O';].f V=0 jestlize ptislusny atribut u jednoho z objektii chybi a nebo jestlize jde o atribut

typu asymetricka binarni proménna a ob€ hodnoty jsou nulové (negativni shoda) a dlg/ ) je vzdalenost
objektd vypocitana podle f~tého atributu.
Hodnoty dij(.f ) je tieba normalizovat tak, aby pfi shlukovani mély vSechny atributy stejnou

vahu a nedoslo k deformaci prostoru dat zplsobené tim, Ze rozsah hodnot riznych proménnych je



rizny. VéEtSinou se hodnoty transformuji do intervalu <0,1> (hodnoty binarnich proménnych tuto
podminku splituji bez transformace) timto zptsobem:
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kde 4 jde ptes vSechny hodnoty proménné f pro jednotlivé objekty.

3.3  Popis implementace

3.3.1 Priprava dat

3.3.1.1 Vstup

Vstupni data programu jsou vkladana v jednoduchém textovém souboru uréen¢ho formatu, ktery
umoznuje uzivateli zadat libovolny pocet objektt s libovolnym poctem parametri. Kazdy objekt ma
nazev a seznam atributi. V ivodni deklaraci je téeba specifikovat nazvy a typy atributi. Podrobny
popis formatu vstupniho souboru viz priloha ¢. 1.

3.3.1.2 Normalizace dat

Prvni operaci, kterou je nutno provést s natenymi daty, je normalizace hodnot atributli, aby bylo
mozno u¢inné pracovat s atributy riiznych typt a riznych rozsahda.

Nejdiive je nutno atributy typu nominalni proménné pfevést na Ciselné hodnoty, a to tim
zpuisobem, ze kazda nova (textova) hodnota vyskytujici se ve vstupnim souboru dat je mapovana na
celé Cislo o 1 vyssi nez nejvyssi uz pouzité. Konkrétni hodnoty nejsou diilezité, nebot’ nominalni
proménné nejsou sefazeny, nelze rozhodnout, ktera je veétsi a ktera mensi, rozliSuje se pouze rovnost
nebo nerovnost této hodnoty u dvou objektil; dilezité je pouze zachovat mezi nimi stejné rozestupy,
v tomto ptipad¢ konkrétng 1.

Po nacteni vSech vstupnich dat a pfevedeni nomindlnich proménnych na ¢isla je mozno provést
samotnou normalizaci podle vztahu uvedeného v kap. 3.2.2. Je tieba zjistit interval, do né¢hoz spadaji
vSechny hodnoty jednotlivych atributli (tedy nejvyssi a nejniz§i hodnotu). Tento interval se pak
povazuje za rozsah <0;1> a vSechny realné hodnoty jsou do n&j mapovany na ptislusna mista.
Vznikne tak normalizovany prostor dat jakozto n-rozmérna krychle o strané 1.

V dal§im pribéhu shlukovani uz se pouzivaji vyhradné tyto normalizované hodnoty, az na
vystup jsou vytistény opét hodnoty plivodni.

3.3.2 Vypocet vzdalenosti objektu

Pro dalsi pribéh shlukovani je tieba znat vzdalenosti jednotlivych objektd. Toto je vypocetné a
¢asové nejnarocnéjsi Cast programu — je totiz nutné spocitat vzdalenost kazdého objektu ke kazdému
dalsimu objektu. SlozZitost tohoto kroku je proto kvadraticka a zavisi na po¢tu objektu.

Samotna operace spoc¢teni vzdalenosti dvou objektd je pomérné snadnd. Jelikoz do ni vstupuji
uz normalizované hodnoty a pouzivim Manhattanovskou vzdalenost, je mozno prost¢ secist
vzdalenosti objektl v jednotlivych rozmérech — to znamena secist absolutni hodnoty rozdild hodnot
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jednotlivych atributd danych dvou objektti (s vyjimkou nominalnich proménnych, kde vzdalenost
nabyva pouze hodnoty 0 pokud jsou obé hodnoty daného atributu stejné a nebo hodnoty 1 pokud jsou
rozdilené — nelze je tedy odecitat — a asymetrickych binarnich proménnych, kde je tfeba ignorovat
atributy nabyvajici shodné negativni hodnoty). Vysledek se pak normalizuje pod€lenim pocétem
rozméri, takze vzdalenosti mezi objekty nabyvaji opét hodnot z intervalu <0;1>.

3.3.3 Vypocet funkce hustoty

Pouzil jsem jednoduchou obdélnikovou funkci vlivu jednotlivych objektl na své okoli, coZ znamena,
ze funkce hustoty v jakémkoliv bodé prostoru je rovna poctu objektl, které se nachazeji ve
vzdalenosti mensi nez o. Ackoliv je funkce hustoty nad prostorem dat teoreticky definovana
v kazdém bodé¢, nema smysl pocitat ji kdekoliv jinde nez v bodech, kde se nachazeji jednotlivé
objekty.

Jelikoz pro kazdy objekt uz mam spocitanou vzdalenost ke vSem ostatnim objektiim, staci tyto
vzdalenosti setadit od nejmensich po nejvétsi a postupné prochazet, dokud neni nalezen prvni objekt,
jehoz vzdalenost je vétsi nez 6. Pocet objektd se vzdalenosti mensi nebo rovnou o je pak roven funkci
hustoty v daném bod¢ neboli nad danym objektem.

3.3.4 Rozdéleni objektti do shluki

Jestlize mame spoctenu hodnotu funkce hustoty pro kazdy objekt v prostoru dat, je mozno konecné
pristoupit k rozdéleni objektl do shlukt. Jak jiz bylo feceno vyse, shluky jsou lokalni maxima hodnot
funkce hustoty.

K nalezeni lokalnich maxim funkce Ize s ispéchem vyuzit ,,Hill Climbing* metod (Cesky by se
dalo pfelozit nejspiSe jako ,,metoda nejvétSiho stoupani*). Princip metody je v tom, Ze prohledava
okoli bodu a hleda bod, v némz je hodnota funkce vyssi nez v pivodnim bodé. Pokud takovy najde,
povazuje ho za novy vychozi bod a procedura se opakuje, dokud neni nalezen bod, v jehoZ okoli se
nenachazi bod s vy$si hodnotou funkce. To je pak nalezené lokalni maximum.

Polomér okoli bodu je roven parametru 6. Ve svém programu pouzivam variantu algoritmu,
ktera vybere ze vSech bodl v okoli ten, k némuz je stoupani nejstrméjsi. To brani zbytecné
zdlouhavému postupu algoritmu. Strmost stoupani urcuji jako smérnici spojnice hodnot funkce
hustoty v obou bodech, jak ukazuje obrazek:

11
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f(x1) je hodnota funkce hustoty v bod¢ x1, f(x2) je hodnota funkce hustoty v bodé x2, d(x1,x2)
je vzdalenost obou bodu a tihel B, resp. jeho tangens, urcuje strmost stoupani; 1ze ho spocist jako
pomér rozdilu f(x2) - f(x1) a d(x1,x2)

Timto zptisobem lze tedy pfi startu z kteréhokoliv bodu najit lokalni maximum, k némuz bod
piislusi. Toto lokalni maximum je pak oznaceno za stfed shluku a vychozi bod i vSechny body, které
se nachazeji do vzdalenosti ¢ od pravé nalezeného nového stiedu shluku (zde se opét vyuZzije
sefazeného seznamu vzdalenosti jednotlivych objektil) je moZzno okamzité ptiradit do dané¢ho shluku,
nebot’ je jisté, Ze kdyby metoda nejvyssiho stoupédni zacala od nekterého z nich, skoncila by u toho
stiedu shluku.

Pokud tedy projdeme vSechny objekty v prostoru dat a aplikujeme na né tuto metodu, mame
jistotu, ze nalezneme vSechny shluky (resp. jejich stfedy) a zaroven kazdy objekt prifadime shluku,
kterému piislusi (pokud se jednd o odlehlou hodnotu, bude tvofit samostatny shluk). Pii praktické
implementaci pochopitelné¢ mizeme algoritmus optimalizovat tim, ze miZzeme vynechat objekty,
které uz byly ptitazeny v nékterém predchozim kroku, a navic nemusime vzdy hledat centrum shluku,
ale staci najit jakykoliv objekt, ktery uz je do n¢jakého shluku ptitazen, nebot je jisté, Ze od néj uz by
algoritmus hledajici stied shluku postupoval stejnou cestou jako pii jeho pfifazovani a nasel by tedy
tentyZ stied.

3.3.5 Vystup

Zasadni informace pro uzivatele je, kolik vzniklo shluki, jaké jsou jejich stfedy a které objekty jsou
pritazeny do kterého shluku. Proto jsem vystup rozd¢lil na ti ¢asti, v prvni program vypisuje pocet
nalezenych shlukii a pouzity parametr o (viz kap. 3.4.), ve druhé jednotliva centra shluki (sefazena od
nejvyznamngj$iho po nejméné vyznamné — odlehlé hodnoty) vcetné¢ hodnot vSech svych atribut a
pocet objektli, které dany shluk tvofi, a ve tfeti kompletni vypis veskerych objektt a vSech jejich
atributti roztfidénych do shluki.
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3.4  Nastaveni parametru

3.4.1 Parametry metody

V popisu implementace algoritmu DENCLUE se vyskytuje stéZejni parametr této metody, o, ktery
uréuje, jak moc objekty ovliviuji své okoli, resp. do jaké vzdalenosti ho ovliviiuji. Riizné nastaveni
tohoto parametru vede k riznym poctim shlukii ve vysledku. Nastaveni ¢ je navic pro uzivatele
nepftili§ pruhledné a tézko urcit, podle ¢eho by ho mél nastavovat — nelze dost dobfe odhadnout, ke
kolika shluktim jaka hodnota ¢ povede.

Vysledek vsak lze ovlivnit také parametrem, urcujicim, jaké hodnoty musi minimalné
dosahnout funkce hustoty pro dany objekt, aby mohl byt oznacen za centrum shluku (objekty, které
jsou piitazeny k lokalnim maximim o hodnotg¢ niz§i nez €, jsou povazovany za odlehlé hodnoty).

3.4.2 Parametr ¢

Vyznam parametru € neni zasadni. Jeho ucelem je odfiltrovat odlehlé¢ hodnoty z vysledku. Nicméné
ucelem shlukovani nékdy mize byt pravé nalezeni zvlastnich nebo podezielych hodnot, tedy
odlehlych hodnot.

Proto se domnivam, Ze neni problém parametr € neuvazovat, respektive povazovat ho za
nulovy. To znamena, ze ve vysledku se objevi v§echny shluky, jakkoliv malé. Je pak na uzivateli, aby
si sam vybral ty, které jsou pro n¢j relevantni a neuvazoval ty, které mu pfijdou uz jako pfili§
bezvyznamné. K tomu mu pomuze sefazeni vysledkd od shluki, jejichz stfed ma nejvyssi hodnotu
funkce hustoty k tém, které maji hodnotu nejnizsi. Na konci seznamu se tak budou nachazet odlehlé
hodnoty ve formé shlukti o jednom objektu (nebo malém poctu objekti).

3.4.3 Parametr ¢

Parametr ¢ je pro metodu DENCLUE zasadnim udajem. Jeho nastaveni pfimo (i kdyz ne zcela
prihlednym zptisobem) rozhoduje o poétu shlukli, do nichz budou objekty rozdéleny. V piipadé
nastaveni 0=0 bude kazdy objekt tvofit samostatny shluk, v pfipad¢ nastaveni na maximalni hodnotu,
coz je v piipadé normalizovanych hodnot atributii, se kterymi tato implementace pracuje, hodnota
o=1, budou naopak vsechny objekty tvofit jeden shluk. Cilem je najit vhodnou hodnotu ¢ nékde mezi
témito dvéma extrémy.

Obecné nelze urcit, jakd hodnota ¢ je spravna. To vyplyva ztoho, Ze neexistuje nic jako
»spravné® rozdeéleni objektd do shlukl. Proto je tieba prozkoumat vliv parametru ¢ na vysledek
shlukovani podrobnéji.

3.4.3.1 Zavislost vysledku shlukovani na hodnoté ¢

Parametr ¢ vystupuje ve vztahu pro vypocet funkce vlivu, tedy vzdalenosti, do jaké je objekt
povazovan za sousedni. Dv€ nejpouzivanéjsi funkce vlivu jsou obdélnikova funkce vlivu:

quuareZO pro d(l,]) >0
quuare:1 pro d(l,]) <o
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a Gaussovska funkce vlivu:

_d(i,))’

_ 262
f Gauss ~— e

Je ziejmé, ze pii zvySovani hodnoty ¢ se zvysuje hodnota funkce hustoty v jeho okoli, resp.
zvétsuje se oblast, v niz ma pritomnost objektu vliv na hodnotu funkce hustoty. Z toho vyplyva, ze se
zvySujici se hodnotou ¢ bude pocet lokalnich maxim této funkce, tedy pocet nalezenych shluku,
klesat nebo ziistavat stejny, nikdy vSak nemiize vzrist. Jinymi slovy, funkce vyjadfujici pocet
nalezenych shlukti v zavislosti na hodnoté parametru ¢ je nerostouci funkce, ktera nabyva pro =0
hodnoty max, ktera je rovna pocétu objektii, a pro maximalni hodnotu ¢ hodnoty 1, jak je vidét na
nasledujicim obrazku:

MIOW-

na vodorovné ose je vynesena ¢ v normalizovanych hodnotach, na svislé vysledny pocet shlukt; max
je pocet objektli v prostoru dat; graf je pouze schematicky, osa y neni v linearnim metitku

3.43.2 Nalezeni nejvhodnéjsi hodnoty parametru ¢

Na zéklad¢ tohoto faktu se mizeme pokusit urcit, jakd hodnota o je nejvhodnéjsi. Jak jsem jiz
zminil, obecné nelze rozhodnout, jaky vysledek shlukovani je absolutn€ spravny. Proto nelze ani urcit
absolutné spravnou hodnotu 6. Za optimalni rozdé€leni do shlukd se da povazovat takové rozde€leni,
které je nejstabilnéj$i ze vSech moznych. Jinymi slovy takové, u n¢hoz je tieba co nejvétsi zmény
vstupnich parametrti, zde konkrétné parametru o, aby se zménil vysledek. To v praxi znamena, Ze
optimalni hodnota ¢ by méla byt vybrana z nejdelSiho intervalu, ve kterém pocet shlukl zlstava
stejny. Rozdéleni provedené s takovou hodnotou parametru ¢ mizeme povazovat za piirozené pro
dany prostor dat, a tedy optimalni [4].
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MOX

obrazek se zvyraznénym nejdel§im intervalem neméniciho se poctu shlukil, z n€hoz by méla
byt vybrana hodnota ¢ aby mohl byt vysledek povazovan za pro dana vstupni data ptirozené rozd¢leni
do shlukd

Implementace tohoto postupu tedy spociva v tom, Ze shlukovou analyzu je tfeba provést
vicekrat pro rizné hodnoty parametru o, a to tolikrat, aby bylo mozno identifikovat nejdelsi interval,
na némz nedochazi ke zméné poctu shlukli. Vzhledem k tomu, Ze vypocetné nejndrocnéjsi Casti
algoritmu je vypocet vzdalenosti objektl, a ta se neméni, nepfispiva opakované provadéni shlukovani
zésadné k celkové vypocetni narocnosti programu.

Ve své implementaci postupuji tak, ze provedu shlukovou analyzu nejdfive pro minimalni
hodnotu ¢ a pak pro maximalni. Nasledné rekurzivn¢ provadim shlukovou analyzu pro hodnotu ¢
rovnu vzdy poloving intervalu mezi uz spocitanymi vysledky (na polovinu zmensuji krok, se kterym
prohledavam interval mezi minimalni hodnotou ¢ a maximalni hodnotou o). Po kazdém cyklu
zjist'uji, jaky je nejdelsi nalezeny interval, a proceduru je mozno ukoncit, kdyZz je dvojnasobek kroku
mensi, nez rozdil nejdelsiho a druhého nejdelsiho nalezen¢ho intervalu. Postup hledani nejdel§iho
intervalu lze znazornit témito ilustracemi:
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(1) zjednoduseny piiklad znazornéni zavislosti poctu shlukt
na hodnoté parametru ¢

(2) v prvnim kroku jsou zjistény hodnoty na obou koncich intervalu

(2) v kazdém dalsim kroku jsou zjistény hodnoty vzdy v poloviné
intervalu mezi uz znamymi; nejdiive pouze jedna

(3) ve tretim kroku je nalezena dvojice stejnych hodnot poctu shluk,
protoze vsak rozdil nejdel§iho a druhého nejdelsiho intervalu (kterym

je v tomto pripad¢ kterykoliv z ostatnich nalezenych) neni vétsi nez
dvojnasobek kroku (tedy pocet nalezenych bodu z nejdelsiho intervalu
neni o dvé vétsi nez pocet bodl z druhého nejdelsiho), hledani pokracuje
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(4) ve ¢tvrtém kroku jsou nalezeny dalsi dva body nejdelsiho intervalu,

z n¢hoz tak nyni mame uz ¢tyii body, zatimco do druhého nejdelsiho intervalu
(at’ uz je jim kterykoliv z obou krajnich) padly pouze body dva; je tedy zaruceno,
ze nemuzou byt delsi nez prvni kandidat a algoritmus konci

Na zavér je jeSté nutno vybrat, kterou konkrétni hodnotu z nalezeného intervalu pouzit. Zvolil
jsem nejnizsi hodnotu o, tedy levy okraj nalezeného intervalu, nebot” shluky jsou s pouzitim nizsich
hodnot ¢ kompaktnéjsi; v praxi to ma vliv na to, ktery objekt bude urcen jako stfed shluku, pii pouziti
niz§i hodnoty ¢ je toto rozhodovani méné ovlivnéno ptipadnym vlivem objektt ze sousednich shluki.

3.433 Problémy spojené s automatickym urcovanim nejvhodnéjsi hodnoty ¢

Pokud stanovime hodnotu parametru ¢ vy$e uvedenym zptisobem, setkame se s problémem stanoveni
maximalni hodnoty o, do kterych ma jest¢ smysl zjistovat pocet shlukii, do nichz budou objekty za
jejiho uziti rozdéleny. Nejde vSak jen o optimalizacni divody. Graf zavislosti poctu shlukii na
hodnoté o totiz — pokud vyuzijeme cely rozsah moznych hodnot o, tedy interval <0;1> — ve
skutec¢nosti vypada ¢asto podobné jako na nasledujicim obrazku:

Mo X

ve skutecnosti je zavislost po¢tu shlukti na hodnoté o podobna tomuto schématu — nejdelSim
intervalem je interval posledni
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Nejdelsim intervalem, v némz se pocet shlukli nezméni, je interval koncici hodnotou =1, a pii
pouziti hodnoty o z tohoto intervalu bude vysledkem jediny shluk. To jisté neni nejvhodnéjsi feSeni.

Prostou uvahou Ize dospét k tomu, Ze takovyto vysledek je témér jisty v pfipadé, Zze hodnota o
je vyssi nez 0,5, nebot’ v tom ptipadé vlivova funkce vSech objektl saha do stfedu prostoru dat a
objekt nachazejici se mu nejblize se tak stdva stfedem jediného shluku, ktery bude nalezen. Prvnim
krokem je tedy omezeni hodnoty ¢ na hodnoty nizsi nez 0,5.

Toto omezeni vSak jesté nezaruci, ze shlukova analyza neskonci nalezenim jednoho shluku
obsahujici vSechny objekty. Pokud jsou data rozmisténa tak, Ze tvofi nékolik shlukd, které vsak od
sebe nejsou vyrazné oddeéleny (vzdalenost mezi jednotlivymi objekty ve shluku je relativné velka
v poméru ke vzdalenosti mezi shluky), budou pravdépodobné na zakladé¢ vyse uvedeného kriteria
nejdelsiho intervalu, pro néjz se pocet shlukli neméni, sloucena do jediného shluku. V takovém
pripadé€ by bylo mozné se na takovy vysledek divat jako na korektni, nebot’ vyse bylo uvedeno, ze
prave takovéto rozdéleni lze pro dané rozlozeni objektli povazovat za ptirozené. Protoze vSak uzivatel
pravdépodobné takovyto vysledek nebude povazovat za piinosny, upravil jsem vySe popsany
algoritmus hledani nejdelsiho intervalu tak, aby interval odpovidajici rozdéleni objektt do jediného
shluku ignoroval. Takovéhoto vysledku tudiz neni mozné dosédhnout, v tomto pifipad¢ bude nalezen
druhy nejdelsi interval a hodnota o bude vybrana z n¢;.

Opacnym extrémem, ke kterému mize dojit, je nalezeni tolika shlukii, kolik je na vstupu
objektd. K tomu dochazi podobnym zptisobem jako k predchozimu vysledku, a to tehdy, kdyz shluky
nejsou vyrazné oddeleny a rozmisténi objektti v prostoru dat je relativné tidké (zatimco k nalezeni
jediného shluku dochazi v ptipad€, Ze objekty jsou rozmistény relativné husté). Zde plati to co u
jednoho shluku — uzivatel zfejmé nebude s takovymto vysledkem spokojen, a proto je vhodné i tady
donutit program nalézt druhy nejdelsi interval.

Nakonec se ukazuje jako vhodné poskytnout uzivateli moznost vkladat maximalni a minimalni
hodnotu ¢ jako parametr programu. Takovyto parametr je pro uzivatele sice dosti neprithledny, ale
prakticky se da pouzit v piipad€, ze vysledkem shlukovani bude takovy pocet shluki, ktery bude
uzivatel povazovat za prili§ maly; pak prosté snizenim hodnoty maximalni ¢ mize program donutit
nalézt jiné rozd€leni, s vétSim poctem shluki. Stejné Ize postupovat i se zadavanim minimalni
hodnoty o, kterou je mozno ruc¢né zvysit v pfipadé€, Zze nalezeny pocet shlukd uzivateli ptipada pfili§
velky. Manipulaci s intervalem hodnot, kterych mize nabyvat o, vlastné uzivatel pfiméje program
nalézt nikoliv pfirozené rozdé€leni objektd do shlukd, ale ,nejpfirozenéjsi rozdéleni z téch, které
umoziiuje zadany interval hodnot o.

Dale je nutno upozornit na jeden negativni disledek popsaného algoritmu na nalezeni
nejvhodngj$i hodnoty parametru o. Ackoliv metody zaloZzené na hustoté obecné nemaji zadny
problém vypotadat se s odlehlymi hodnotami, ve specialnich pfipadech mohou mit odlehlé hodnoty
velmi vyrazny vliv na proces automatického nalezeni nejvhodnéjsi hodnoty parametru ¢. Konkrétné
jde o vstupni data, v nichz se odlehlé hodnoty nachézeji na okraji prostoru dat, tedy takova, u nichz
n¢ktery z atributd nabyva hodnot vyznamné mensich/vétSich nez tytéz atributy u objekti, které nejsou
odlehlé (jsou soucasti nékterého ze shlukil). Takova situace je zndzornéna na nasledujicim obrazku:
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Ukéazka rozlozeni vstupnich dat, kdy jeden objekt ma hodnotu jednoho z atributti (x-ovou
soufadnici) vyrazné vzdalenou od hodnot téhoZ atributu ostatnich objekti

Dusledkem existence byt jediného objektu s hodnotou atributu takto vzdalenou hodnotdm
odpovidajicich atributli ostatnich objekti je deformace procesu hledani nejvhodnéjsi hodnoty
parametru o, nebot’ existuje zna¢na pravdépodobnost, ze bude jako optimalni nalezena hodnota
parametru ¢ takova, ktera objekty rozdéli do dvou shlukt, z nichz jeden bude tvofit onen odlehly
objekt a druhy ostatni objekty. Nelze presn¢ matematicky vyjadfit, kdy k tomuto pfipadu dojde, nebot’
pomér vzdalenosti odlehlého objektu od nejbliz§iho shluku ke vzdalenostem shlukd navzajem. Tuto
pravdépodobnost naopak snizuje pocet dalSich atributli (rozmérG prostort dat) v nichz objekty
s vyrazn¢ odlehlymi hodnotami neexistuji.

Takovyto vysledek je zcela ptirozeny a teoreticky i on je spravny, nebot’ prostor dat je prosté
uréen minimalnimi a maximalnimi hodnotami jednotlivych parametrd a ty jsou v tomto ptipadé od
sebe mnohem vyraznéji vzdaleny nez hodnoty atributt ostatnich objektt, které potom splituji
podminku pro vytvoreni shluku, tedy malou vzdalenost jednotlivych objekti ve shluku oproti
vzdalenosti objektl mimo shluk. Problém je spise ve vyznamu, ktery se odlehlym hodnotam ptiklada
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— vét§inou jsou povazovany za Sum a nebo neobvyklé hodnoty, které by nemély ovliviiovat vysledek
shlukovani. Je tedy vhodné odlehlé hodnoty takovéhoto typu ze shlukovanych dat predem rucné
odstranit a provadet shlukovani bez nich. Avsak pokud se tak nestane, je samoziejmé mozno vysledek
upravit dodate¢nym snizenim maximalni hodnoty o.

Konecné je vhodné zamyslet se nad tim, co se stane, pokud budou na vstup vloZena nahodna
data. Takova data lze tézko né&jak pfirozené rozdelit do shlukt. Implementovany algoritmus vsak
n¢&jaké rozdéleni vZzdy najde. MizZe to byt jeden extrém — jediny shluk, a nebo druhy extrém — tolik
shlukt, kolik je na vstupu objektil. Jak jsem vSak uz psal vyse, v té€chto piipadech algoritmus hleda
druhou nejlepsi hodnotu o (respektive tteti, pokud druhd je druhy extrém). Pokud jde o ndhodné
rozlozeni objektd na vstupu, ¢asto se stane, Ze je nalezeno vice ,,nejdel§ich® intervall, resp. vice
intervalli o tém¢éf stejné délce. Pro tuto eventualitu je proto tieba do algoritmu pro hledani nejdelsiho
intervalu pfidat dodate¢nou podminku, ktera algoritmus ukonéi pii dosaZeni urcitého nejmensiho
kroku, nebot’ jinak hrozi, ze bude vypocet bud’ piilis§ dlouhy a nebo dokonce nekonecny. Je totiz
ziejmé, ze nema smysl uréovat, ktery z nékolika témér stejn¢ dlouhych intervall je o nepatrny kousek
delsi, nebot to znaci, ze vSechny vysledky zalozené na jednotlivych intervalech jsou prakticky stejné
,prirozené®. V ptipad¢ Ze jde o shlukovani nahodn¢ rozlozenych objektl pak uz vitbec nema smysl se
tim zabyvat, nebot’ to je z principu bezvysledné.
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4 Ovéreni funkénosti, testovani

4.1  Nazorny priklad

K zakladnimu ovéteni funkénosti jsem zvolil ptiklad, z néhoz je na prvni pohled patrné, jaky by mél
byt vysledek shlukovani — jde o dvourozmérnou plochu s 20 body, rozmisténymi podle nasledujiciho
obréazku (vstupni soubor je obsahem pfilohy ¢. 2):

=orogy = o, oo

1 2 2 45 & 7 8 9 1011 1213 1415 16 17 1819 20 21 22 23 24 29

Ocekavame, ze by mélo byt nalezeno 9 shlukd, resp. tfi skute¢né shluky a Sest odlehlych
hodnot, které se projevi jako shluky tvorené jedinym objektem. Vysledky programu vypadaji takto:

Pocet nalezenych shluku: 9
Hodnota parametru sigma: 0.078125

21



stred: objekt5 - x: 5; y: 13;
pocet objektu: 6

stred: objekt8 - x: 15; y: 19;
pocet objektu: 6

stred: objektl7 - x: 21;y: 7;
pocet objektu: 11

stred: objekt25 - x: 9; y: 4;
pocet objektu: 1

stred: objekt26 - x: 14; y: 13;
pocet objektu: 1

stred: objekt27 - x: 7; y: 19;
pocet objektu: 1

stred: objekt28 - x: 2; y: 4;
pocet objektu: 1

stred: objekt29 - x: 23; y: 15;
pocet objektu: 1

stred: objekt30 - x: 17;y: 1;
pocet objektu: 1

Lze tedy konstatovat, Ze program naSel pfirozené rozdéleni téchto dat do shlukd, tak jak clovék
intuitivné odvodi z pohledu na grafické znazornéni vstupnich dat.
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4.2  Prakticky priklad

Jako druhy piiklad jsem vybral seznam svétovych statd se dvéma atributy, a to rokem vzniku a
kontinentem, na némz stat lezi. Vstupni udaje jsou obsahem pfilohy ¢. 3. Vysledkem shlukové
analyzy bez omezeni parametru ¢ je v tomto piipadé rozd€leni do shlukii podle kontinenti. To je
zpiisobeno normalizaci dat, kdy vysledny prostor dat je deformovén tim, Ze na ose Casové nabyvaji
atributy hodnot od 1776 po 2008, kdezto na ose kontinentl, ktera diky normalizaci je stejné
vyznamna jako osa rokil, nabyvaji jen péti hodnot a jako pfirozené se tudiz jevi rozd€leni podle
kontinentt. Toto vyplyva z podstaty nominalniho typu atributu a je ziejmé, Ze s timto typem atributu
je tieba zachazet opatrné a s ohledem na tyto souvislosti.

V kazdém pripad¢ toto asi neni prili§ pfinosny vysledek, a tak se tady uplatni moznost nastavit
si horni hranici parametru ¢ — jestlize nam piedchozi vysledek nevyhovuje a chtéli bychom provést
rozdéleni do vice shlukli, vS§imneme si, ze byla pouzita hodnota parametru ¢ = 0.103125. Nastavime
tedy ru¢né maximalni hodnotu sigmy na naptiklad 0.1 a dostaneme tyto vysledky:

Pocet nalezenych shluku: 10
Hodnota parametru sigma: 0.06875

stred: Algeria - rok: 1962; kontinent: Afrika;
pocet objektu: 52

stred: Trinidad and Tobago - rok: 1962; kontinent: Amerika;
pocet objektu: 15

stred: Argentina - rok: 1816; kontinent: Amerika;
pocet objektu: 19

stred: Syria - rok: 1961; kontinent: Asie;
pocet objektu: 37

stred: Thailand - rok: 1776; kontinent: Asie;
pocet objektu: 1

stred: Albania - rok: 1913; kontinent: Evropa;
pocet objektu: 11

stred: Netherlands - rok: 1839; kontinent: Evropa;
pocet objektu: 9

stred: Belarus - rok: 1990; kontinent: Evropa;
pocet objektu: 14

stred: Australia - rok: 1901; kontinent: Oceanie;
pocet objektu: 1

23



stred: Fiji - rok: 1970; kontinent: Oceanie;
pocet objektu: 12

Vysledné rozdéleni uz velmi dobte odpovida historickym souvislostem. Vidime jeden, a to ten
nejvetsi, shluk zahrnujici africké staty, nebot’ ty ziskaly svou nezavislost témér vSechny v 60. a 70.
letech 20. stoleti, americké staty jsou rozdéleny do dvou shluki, jeden zahrnujici vinu vzniku
nezavislych statti na pocatku 18. stoleti, druhy novéjsi (vétsinou staty tzv. Zapadni Indie, které ziskaly
nezavislost v prib&hu druhé poloviny 20. stoleti). Asijské staty ziskaly svou nezavislost zpravidla ve
2. poloviné 20. stoleti, ale shlukova analyza identifikovala vyjimku, Thajsko, které vzniklo uz roku
1776 a tvoti tak odlehlou hodnotu. Podobnou vyjimku ve své oblasti tvofi i Australie, nebot’ ta je
nezavisla od roku 1901, kdeZto ostatni staty v Oceanii vznikly az ve druhé poloviné 20. stoleti. A
kone¢né v Evropé byly identifikovany tfi shluky, odpovidajici tfem fazim vyraznéjSich zmén na
tomto kontinenté, a to obdobi kolem poloviny 19. stoleti, obdobi kolem prvni svétové valky, a obdobi
po rozpadu SSSR a byvalé Jugoslavie.
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Z.aver

Tato prace demonstruje funkcénost metody DENCLUE pro shlukovou analyzu. Pokusil jsem se
navrhnout postup feseni problému zadavani zakladniho parametru metody, hodnoty o. Ukézalo se, ze
tzv. ptirozené rozdélovani do shlukii, zalozené na nejdel§im intervalu, v némz se pocet shluku se
zvySujici se hodnotou o neméni, funguje teoreticky velmi dobie (jak ukazuje nazorny ptiklad ¢. 1),
ale v praxi po shlukové analyze Casto neocekavame toto teoreticky optimalni feSeni. Je proto vhodné
umoznit uzivateli do procesu vybéru hodnoty o aktivné zasahnout, i kdyz nemusi teorii za ni zcela
rozumet.

V praxi by bylo vhodné bud’ aplikaci navrhnout tak, aby rovnou nabizela nékolik variant
vysledkil (tedy nejen vysledek za pouziti hodnoty ¢ z nejdelsiho intervalu beze zmény poctu shlukt,
ale vice vysledki znékolika nejdelSich intervalll), a nebo umoznit uzivateli, aby po shlédnuti
vysledku prosté zadal, Ze chce prostor dat rozdélit na vétsi pocet shlukti (pfipadné mensi) a novou
maximalni (pfipadné minimalni) hodnotu o stanovit na zakladé pfedchozi automaticky. V této
ukazkové aplikaci jsem ponechal ru¢ni zaddvani hodnoty o, aby bylo mozno nazorné ukazat, jak
ovliviiyje vysledek a jak se s ni pracuje.

Hlavnim pfinosem zptisobu urcovani optimalni hodnoty ¢ popsaného v této praci je fakt, ze po
uzivateli nevyZaduje zadné zadavani ¢iselnych hodnot, jejichz smyslu by nerozumél, nybrz pokusi se
nalézt pfirozené rozdéleni objektti do shlukt, a pokud toto uzivateli nevyhovuje, ten jednoduse
stanovi, zda chce nalézt vétsi (snizeni maximalni hodnoty ¢ pod optimum) nebo mensi (zvySeni
minimalni hodnoty ¢ nad optimum) pocet shluk.
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Priloha 1;:

Format souboru se vstupnimi daty

Soubor se vstupnimi daty je textovy soubor v nasledujicim formatu:

nazev_atributu_1
typ_atributu_1

objekt 1 | hodnota 11

objekt 2 | hodnota 21
e | .

objekt n | hodnota nl

<CR><LF>

kde:

nazev_atributu_2
typ_atributu 2
hodnota 12
hodnota 22

hodnota_n2

nazev_atributu_n
typ_atributu_n
hodnota 1n
hodnota 2n

hodnota nn

- nazev_atributu je fetézec identifikujici atribut (mtize obsahovat mezery a nemusi byt

unikatni; slouzi k zpfehlednéni vysledného vypisu)

- typ_atributu urcuje typ proménné a miize nabyvat jedné z téchto hodnot:

- interval — intervalova proménna (napt. 14, 126.47...)

- binarni — binarni proménna (0 nebo 1)

- binarni_asym — binarni proménna, u niz je kladna hodnota vyznamnéj$i nez zaporna

- nominalni — nominalni proménna, nabyvajici libovolnych (i textovych) hodnot (napt. malo,

hodng, stiedn¢)

- objekt je fetézec identifikujici atribut (mtize obsahovat mezery a nemusi byt unikatni; slouzi

k zptehlednéni vysledného vypisu)

- hodnota je hodnota daného atributu daného objektu, odpovidajici typu (viz. vyse)

- <CR><LF> je prazdny tadek, znacici konec vstupnich dat; piipadny zbytek souboru se

nebere v potaz
Priklad vstupniho souboru:

soufadnice x

interval

bodl | 6
bod2 | 14
bod4 | 12.6
bod5 | 2.7
bod6 | 1.6
bod7 | 16.45
bod8 | 0.3

soufadnice y
interval
14
3
17
4
76
9
16
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Priloha 2:
Soubor vstupnich dat pro priklad ¢. 1

x|y
interval | interval

objektl | 2 |11
objekt2 | 3113
objekt3 | 4 |11
objekt4 | 4114
objektS | 5113
objekt6 | 5111
objekt7 | 7112
objekt8 | 15119
objekt9 | 16 |20
objekt10 | 16|19
objekt11 | 1720
objekt12 | 17119
objekt13 | 16|18
objekt14 | 187
objekt15 | 197
objekt16 | 207
objekt17 | 2117
objekt18 | 21|16
objekt19 | 2217
objekt20 | 226
objekt21 | 2316
objekt22 | 23 |5
objekt23 | 22115
objekt24 | 243
objekt25 | 9 |4
objekt26 | 14|13
objekt27 | 7119
objekt28 | 2 |4
objekt29 | 23|15

objekt30 | 171



Priloha 3:
Soubor vstupnich dat pro priklad ¢. 2

rok | kontinent
interval | nominalni
Algeria | 1962 | Afrika
Angola | 1975 | Afrika
Benin | 1960 | Afrika
Botswana | 1966 | Afrika
Burkina Faso | 1960 | Afrika
Burundi | 1962 | Afrika
Cameroon | 1960 | Afrika
Cape Verde | 1975 | Afrika
Central African Republic \ 1960 | Afrika
Chad | 1960 | Afrika
Comoros | 1975 | Afrika
Congo, DR | 1960 | Afrika
Congo, Rep. | 1960 | Afrika
Cote d'Ivoire | 1960 \ Afrika
Djibouti | 1977 | Afrika
Equatorial Guinea | 1968 | Afrika
Eritrea | 1993 | Afrika
Ethiopia | 1941 | Afrika
Gabon | 1960 \ Afrika
Gambia | 1965 | Afrika
Ghana | 1957 | Afrika
Guinea | 1958 | Afrika
Guinea-Bissau | 1974 | Afrika
Kenya | 1963 | Afrika
Lesotho | 1966 | Afrika
Libya | 1951 | Afrika
Madagascar | 1960 | Afrika
Malawi | 1964 | Afrika
Mali | 1960 | Afrika
Mauritania | 1960 | Afrika
Mauritius | 1968 | Afrika
Morocco | 1956 | Afrika
Mozambique | 1975 | Afrika
Namibia | 1990 | Afrika
Niger | 1960 | Afrika
Nigeria | 1960 | Afrika
Rwanda | 1962 | Afrika
Sao Tomé and Principe | 1975 | Afrika
Senegal | 1960 | Afrika



Seychelles
Sierra Leone
Somalia
South Africa
Sudan
Swaziland
Tanzania
Togo
Tunisia
Uganda
Zambia
Zimbabwe
Antigua and Barbuda
Argentina
Bahamas
Barbados
Belize
Bolivia
Brazil
Canada
Chile
Colombia
Costa Rica
Cuba
Dominica
Dominican Republic
Ecuador

El Salvador
Grenada
Guatemala
Guyana
Haiti
Honduras
Jamaica
Mexico
Nicaragua
Panama
Paraguay
Peru

Saint Kitts and Nevis
Saint Lucia

Saint Vincent and the Grenadines|

Suriname

Trinidad and Tobago
United States
Uruguay

1976
1961
1960
1931
1956
1968
1961
1960
1956
1962
1964
1980
1981
1816
1973
1966
1981
1825
1825
1931
1818
1810
1821
1868
1978
1865
1822
1821
1974
1821
1966
1844
1821
1962
1810
1821
1903
1811
1821
1967
1979
1979
1975
1962
1776
1830

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Afrika

Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
Amerika
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Afghanistan
Armenia
Azerbaijan
Bahrain
Bangladesh
Bhutan
Brunei
Cambodia
Georgia
India
Indonesia
Iraq

Israel

Jordan
Kazakhstan
Korea, North
Korea, South
Kuwait
Kyrgyzstan
Laos
Lebanon
Malaysia
Maldives
Mongolia
Myanmar
Pakistan
Philippines
Qatar

Saudi Arabia
Singapore
Sri Lanka
Syria
Taiwan
Tajikistan
Thailand
Timor-Leste
Turkmenistan
United Arab Emirates
Uzbekistan
Albania
Andorra
Belarus
Belgium
Bosnia and Hercegovina
Bulgaria
Croatia

1919
1990
1991
1971
1971
1885
1984
1989
1991
1947
1945
1932
1948
1946
1991
1945
1945
1969
1991
1949
1941
1957
1965
1911
1948
1947
1946
1971
1927
1959
1948
1961
1949
1991
1776
1975
1991
1971
1991
1913
1813
1990
1830
1992
1908
1991

Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Asie
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
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Cyprus
Czech Republic
Estonia
Finland
Germany
Greece
Iceland
Ireland

Italy
Kosovo
Lithuania
Latvia
Liechtenstein
Luxembourg
Macedonia
Malta
Moldova
Monaco
Montenegro
Netherlands
Norway
Poland
Romania
Serbia
Slovakia
Slovenia
Ukraine
Australia
Fiji

Kiribati
Marshall Islands
Micronesia
Nauru

Palau

Papua New Guinea

Samoa

Solomon Islands
Tonga

Tuvalu

Vanuatu

Egypt

1960
1918
1991
1917
1870
1829
1944
1922
1870
2008
1990
1990
1813
1839
1991
1964
1991
1861
2006
1839
1905
1918
1877
1918
1918
1991
1991
1901
1970
1979
1979
1979
1968
1981
1975
1962
1978
1970
1978
1980
1922

Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Evropa
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Oceanie
Afrika
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