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Abstrakt

Umelé neuronové siete sii naro¢né na vypoctovu silu pocitacu. Ich urychlenie méze zname-
nat otvorenie novych moznosti vyskumu ¢i aplikacie v tejto oblasti. Prave to je cielom tejto
prace. Pouzitie grafickych kariet na ucenie neurénovych sieti je jeden sposob ako spominané
urychlenie dosiahnut. Tato praca rozoberd teoretické vychodiskd a nasledne implementa-
ciu softvérovej kniznice pre ucenie algoritmom Backpropagation s podporou urychlenia na
grafickej karte.

Abstract

Artificial neural networks are demanding to computational power of a computer. Increasing
their learning speed could mean new posibilities for research or aplication of the algorithm.
And that is a purpose of this thesis. The usage of graphics processing units for neural
networks learning is one way how to achieve above mentioned goals. This thesis is offering a
survey of theoretical background and consequently implementation of a software library for
neural networks learning with a Backpropagation algorithm with a support of acceleration
on graphics processing unit.
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Kapitola 1

Uvod

V histdrii vypoctovych systémov sa niekolko desatroci zrychlovali procesory najméi zmenso-
vanim tranzistorov v ¢ipe a zvySovanim ich pracovnych frekvencii. Okolo roku 2005 vSak
technoldgia kremikovych ¢ipov zacala narazat na fyzikalne limity. Kvoli exponencidlnemu
narastu spotreby energie pri zvysovani pracovnej frekvencie existuje hranica, nad ktorou
uz zvyseny vykon nestoji za znizenie efektivity. NavySe by bolo problematické, ¢i dokonca
nemozné odvadzat vznikajice teplo. Z toho dovodu je dalSie zrychlovanie jedného pro-
cesorového jadra ¢oraz komplikovanejsie a preto narastd s dalsimi generdciami pomalSie
ako v minulosti. Preto sa od spominaného obdobia zacali procesory vybavovat viacerymi
vypoc¢tovymi jednotkami (jadrami). Pri pridani dalSieho jadra sa zvysi spotreba energie
vzhladom k nérastu vypocétového vykonu linearne, ¢o je ovela priaznivejsia situdcia. Na
druhej strane je ale potrebny softvér, ktory dokéaze vyuzit viac procesorovych jadier. Ak
teda chceme riesit tlohu, ktord sa dé& rozdelit na paralelne riesitelné podilohy, potom je
pre nich vyhodnejsi procesor s velkym poc¢tom jednoduchsich a pomalSich jadier. Presne
tato myslienka sa vyuziva v grafickych akceleratoroch. Grafické karty st navrhnuté na ras-
terizaciu grafickych entit, ¢o je tloha, ktord je vhodné na paralelné spracovanie. Grafické
karty boli v minulosti navrhované len s ohladom na tento jeden tucel. To sa ale zhruba
v poslednych piatich rokoch zmenilo a sticasné grafické karty od dvoch hlavnych vyrobcov
v oblasti osobnych pocitacov (nVIDIA a AMD) st prispdsobené na vSeobecné vypocty.
Vdaka tomu je mozné efektivne vyuzit ich vypoctovi silu, ktord obvykle niekolkonisobne
prevysuje vykon klasickych procesorov [20]. Iné tloha vhodna pre paralelné spracovanie je
ucenie umelych neurénovych sieti, ktoré mozeme definovat ako Struktdru zloZent z husto
prepojenych adaptivnych a jednoduchych vypoctovych elementov (nazyvanych umelé ne-
urény alebo uzly [12]. Uz z tejto definicie vyplyva, Ze umelé neurénové siete si vo svojej
podstate paralelny systém, kde sa v kazdom kroku vykonava mnozstvo operacii stucasne
a preto sa da ocakavat, Ze tato tloha bude vhodné pre akcelerdciu na grafickej karte, ¢o je
jeden z dovodov, preco som si vybral tito tému. Druhy dévod je, ze programovy vystup
tejto prace by mohol byt vyuzity aj v dalsich Studentskjch pracach a vdaka urychleniu
vypocétov by mohol ulah¢it préacu inym Studentom.



Kapitola 2

Principy fungovania a architektary
grafickych kariet

V tejto kapitole sa budem venovat zdkladnému principu fungovania grafickych kariet. Na-
értnem v nej zakladné principy, aké sa pouzivaji u grafickych procesorov a poukazem
na odlisnosti medzi klasickymi a grafickymi procesormi. Dalej bude nasledovat prehlad
existujucich architektar grafickych kariet. Zameriam sa tu na grafické akceleratory dvoch
poprednych vyrobcov a to konkrétne od priekopnika na trhu s grafickymi akceleratormi -
spolo¢nost nVIDIA a od spolo¢nosti, ktord nVidiu nasledovala - ATIT, ktora je uz dnes stca-
stou spolo¢nosti AMD (Advanced Micro Devices). V ¢asti 2.1 uvediem klasick architekttru
grafickych kariet. V nasledujtcej casti 2.2 vysvetlim odlisnosti grafickych procesorov a pro-
cesorov pre vieobecné pouzitie. Dalej v nej budi vysvetlené principy, ktoré sa pri grafickych
procesoroch vyuzivaju pre dosiahnutie ¢o najvyssej aritmetickej priepustnosti. Nasledujtice
Casti st venované existujicim modernym architektiram grafickych kariet. Predovsetkym
tym, ktoré si vhodné pre vSeobecné vypocty.

2.1 Klasicka architektura grafickych kariet

Grafické akceleratory generuju zobrazenia virtualnej scény. Tieto scény si urcené geomet-
riou, orientaciou a materidlovymi vlastnostami povrchu objektov, ich poziciou a charakte-
ristikou zdrojov svetla. Zobrazenie tejto scény je potom definované umiestnenim virtualne;
kamery. Princip rasterizacie takejto scény je dobre vysvetleny na zjednodusenom modeli
zretazenej linky (pipeline) ktoru ilustruje obrazok 2.1. T4 sa sklad4 z viacerych stupnov, pri
ktorych sa striedaju programovatelné stupne s jednotkami s nemennou funkciou. Vystup
kazdého stupiia je vstupom do nasledujticeho stupna [9)].

e vertex generation (VG): nacitava vrcholy poskytnuté aplikdciou a posiela ich dalej
v podobe deskriptorov vrcholov. Tie zvy¢ajne obsahuju poziciu v scéne (x,y,z) pri-
padne farbu povrchu a normalovy vektor.

e Vertex processing (VP): Jeho spravanie je programovatelné. Jeho vystupom je presne
jeden deskriptor vrcholu na kazdy vstupny zaznam. Typickou opericiou vykonavanou
vo VP je dvojrozmerna projekcia vrcholov na obrazovku.

e Primitive generation (PG): Spaja zdznamy o vrcholoch do zaznamov o primitivach.



e Primitive processing (PP): Druhad programovatelnd ¢ast. Spractva kazdua graficka
primitivu zvlast. Jej vystupom modze byt 0 alebo viac primitiv.

e Fragment generation (FG): V tejto Casti zrefazeného spracovania sa rasterizuju primi-
tivi. Vytvaraju sa ich obrazy v priestore obrazovky zlozené z fragmentov. Vystupom
je tok zaznamov o fragmentoch, kde kazdy obsahuje svoju poziciu na obrazovke,
vzdialenost od virtudlnej kamery a tiez vysledky interpoldcie parametrov vrcholov
zdrojovej primitivi.

e Fragment processing (FP): Je posledné programovatelnd ¢ast zretazenej linky. Vyuzi-
va sa na urcenie farby jednotlivych fragmentov. Farba sa zvycajne urcuje pomocou
priradenych textir a polohy a parametrov svetiel.

e Pixel operation (PO): Vytvara vystupny obraz z fragmentov. Pomocou informécii
o vzdialenosti od virtualnej kamery PO zahodi fragmenty, ktoré nie st viditelné,
lebo ich blokuje iny fragment blizsi ku kamere. Pripadne pri ¢iasto¢ne priesvitnych
objektoch vypocita farbu pixelu zo vsetkych prekryvajucich sa fragmentov.

Memory Buffers

vertex descriptors
vertex data buffers

global buffers
Textures

vertex topology

global buffers
textures

global buffers
textures

output image

== fixed-function stage
=== shader-defined stage

Obréazok 2.1: Klasické graficka pipeline. Prevzaté z [9]

Programovatelné casti zrefazenej linky sa nazyvaju ”shader” procesory. Vdaka vzajom-
nej nezavislosti mnohych vypoctov pri spracovani objektov scény a naslednom renderingu je
mozné spracovavat tieto data paralelne. Preto bolo logické urychlovat zobrazovanie grafiky
pomocou velkého poctu procesorov. Aj vdaka tomu maji dne$né grafické karty mmnoho-
nasobne vyssiu maximalnu teoretickii vypoctovu silu ako bezné procesory. Pre predstavu,
napriklad grafickd karta nVIDIA GeForce 280 so 480 aritmeticko-logickymi jednotkami
s pracovnou frekvenciou 1,3 GHz je schopna vykonu 933 GFLOPS (Giga Floating point
Operations Per Second - miliard operacii s desatinnymi ¢islami za sekundu). Naproti tomu
procesor Intel Core 2 Quad so Styrmi jadrami o frekvencii 3 GHz je schopny dosiahnut ma-
ximalne 96 GFLOPS [9]. Vyssi teoreticky vykon bol dévodom snah vyuzit tento potencial
eSte v dobach, ked boli grafické karty stavané len pre rendering priestorovych scén. Uz pri



prvom pohlade na klasickt zrefazenu linku na obrazku 2.1 je zrejmé, Ze neslo o jednodu-
cht tlohu. Bolo nutné transformovat polia na textiry a pre samotny vypocet pouzit tzv.
off-screen rendering. Jedna sa o princip, kedy sa vyuziva na ukladanie vysledkov off-screen
buffer namiesto zobrazovacieho buffera [15].

2.2 (Odlisnosti vSeobecnych a grafickych procesorov a ich prin-
cipy

Ako uz bolo naznacené v tivodnej Casti, pokial je to mozné, je vyhodnejsie vykondvat urci-
ty algoritmus na viacerych procesoroch beziacich na pomalSej frekvencii, ako na jednom
extrémne rychlom procesore a to hlavne z hladiska efektivity a spotreby energie. Pri grafic-
kych algoritmoch je obvykle potencial pre paralelizmus zna¢ny a preto sa grafické procesory
vyvijali prave tymto spésobom, ¢im vznikol rozdiel v koncepcii klasickych a grafickych pro-
cesorov. V tejto Casti textu preto uvediem niektoré zakladné rozdiely na ktoré treba mysliet
pri programovani grafickych kariet.

Najzékladnejsi rozdiel, uz bol naznaceny, je nim rozdiel medzi malym poctom velmi
rychlych procesorovych jadier pri klasickych procesoroch a velkom pocte (v niektorych
pripadoch aj viac ako tisic) pomalych jadier pri grafickych procesoroch.

Z toho sa odvija dalsi podstatny rozdiel a to typické vzory pristupov do paméte u pro-
cesorov na vseobecné pouzitie a grafickych procesorov. V prvom pripade sa obvykle vyko-
navaju jednovldknové programy s ndhodnym pristupom do pamiite. Pri kazdom pristupe
dolezitejsim parametrom doba odozvy (angl. latency). Naopak, pri vysoko paralelnych
vypoctoch na grafickej karte sa obvykle jednéd o éitanie/zapis pamétovych blokov, kedy
sa nacita vela dat z opera¢nej pamite naraz. A preto v tomto pripade je doba odozvy
druhoradé a najdélezitej$im parametrom je datova priepustnost. Pri vysoko paralelnych
architektturach je dolezité preniest dostatoéné mnozstvo dat za urcity ¢as a to v takom
objeme, aby mohli vSetky jadra pracovat sicasne.

Samozrejme aj v pripade grafickych procesorov je doba odozvy pamiite nezanedbatelny
parameter. Ak by vSetky jadrd museli cakat stovky cyklov na data z operacnej pamiite,
vyrazne by to znizilo ich vykonnost pri rieSeni danej tllohy. Preto sa grafické procesory sna-
zia skryvat dobu odozvy pamiite (angl. latency hiding). Pre tento tcel je u nich umoznené
prepnut vykonévanie instrukcii z vlakien, ktoré ¢akaji na pristup do paméte na vldkna,
ktoré s pripravené na vykonévanie instrukcii. Tento princip sa zvykne oznacovat ako har-
dware multithreading. Rovnaky princip sa vyuziva aj u modernych procesorov spolo¢nosti
Intel, kde kazdé jadro dokdze prepinat medzi dvomi vldknami. Tento princip je zndmy pod
nazvom hyperthreading. U grafickych kariet je ale mozné striedat o mnoho viac vldkien,
ako v pripade spominanych procesorov.

2.3 Moderna architektura grafickych kariet

Velky pokrok v oblasti GPGPU nastal vydanim grafickych kariet nVIDIA série 8 v roku
2006. Islo o prvi architektiru s unifikovanymi shader procesormi, ktoré sa vsetky dali vyuzit
ako pri spracovani vrcholov, tak aj na spracovanie primitiv a fragmentov (pixelov). Tieto
procesory teda nahradili predchadzajici pipeline model. Oproti pévodnému navrhu tato
architektira umoznila lepSie vyuzitie zdrojov, na rozdiel od zrefazeného spracovania, kde
shader procesory na niektorej trovni v zretazenej linke boli menej vytazené ako ostatné [4].



Vdaka tymto architektonickym zmenam to bola prva grafickd karta vhodné pre vykonavanie
vSeobecnych vypoctov. Navyse spolocnost nVIDIA pri vydani tejto generacie vydala aj
nastroje pre programovanie vseobecnych vypoctov v mierne pozmenenom jazyku C nazvany
CUDA (Compute Unified Device Architecture)®.

2.4 nVIDIA série 8

Najvykonnejsou grafickou kartou tejto série sa stala Geforce 8800 GTS, ktorej architekttru
mozeme vidief na obrazku 2.2. Typ jej jadra ma kédové oznacenie G80. Shader procesory,
nazyvané aj ako Stream procesory (SP), st ozna¢né zelenymi Stvorcekmi. Povodné shader
procesory v predchadzajicej generacii grafickjch ¢ipov boli v novej architekture vlastne
zjednotené do procesorov jedného typu. Preto sa Casto stretdvame aj s pomenovanim {iini-
fied shaders”. Namiesto jednej zretazenej linky nové architektira opakovane posiela data
cez zredukovany pocet stupniov. Vstup je najprv poslany cez zjednoteny procesor, nasledne
je vysledok uloZeny do registrov a v dalSej faze je znova poslany na vstup jadra pre vyko-
nanie dalsej operacie. Dalsim rozdielom oproti star§im generaciam je pouzitie skaldrnych
procesorov namiesto vektorovych. Povodne boli tieto procesory vektorové, zvycajne VLIW
architekttira so Styrmi vykonnymi jednotkami. Mali takii podobu z toho dévodu, ze pri
spracovani priestorovej scény sa Casto vykondvali operacie nad vektorom o Sirke 4 (napri-
klad farba pixelu udané v tvare R-G-B-A, alebo matice 4x4 pri vypocte 3D transformaécii).
Nevyhodou bolo to, ze v pripade skalarnych instrukcii sa vyuzila len stvrtina dostupnych
vypoctovych prostriedkov[4].
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Obrazok 2.2: Grafickd karta nVIDIA série 8. Prevzaté z [4]

.....

SP. V dokumentoch od nVIDIE [5] st oznacené ako ” Thread Processing Cluster TPC. Jeden
TPC sa deli na dve ¢asti nazyvané ” Streaming Multiprocessor” (SM). Tieto jednotky zlozené
z viacerych procesorov su typické pre moderné grafické karty oboch prednych vyrobcov.
Jeden TPC v karte GeForce 8800 GTS je zobrazeny na obrazku 2.3. V oboch SM st
instrukcie vykonavané synchrénne. Moze sa jednat o instrukcie MAD (Multiply Add), MUL
(Multiply), alebo pristupu do paméti. Kazdy SM teda mozeme oznacit za SIMD cluster. Na
rozdiel od vlékien v SP, v kazdom TPC moze byt vykonévany tplne rozdielny program. Nad

"http://www.nvidia.com/object /cuda_home_new.html



jednotkami TPC je planovaé, ktory priraduje vldkna jednotlivym SP a vyvazuje vytazenie
jednotlivych procesorov tak, aby sa celkovy vykon vyuzil ¢o najlepsie. Architektaru tejto
grafickej karty mozeme v kratkosti oznacit za MIMD (Multiple Instruction Multiple Data)
architektiru zlozent zo SIMD clusterov [11].

Streaming Processors

+ SP = Streaming
Processors

* TF = Texture Filtering
Unit
* TA = Texture
Address Unit
* L1/L2 = Caches
| 17| TF | TF | TF

Texture Units

Obrézok 2.3: Streaming multiprocessor grafickej karty nVIDIA série 8. Prevzaté z [4]]

Okrem SP obsahuje TPC aj jednotky pre filtrovanie textur (TF) a adresovacie jednotky
pre textiry (TA). V SM je mozné nacitavat textiry z pamiti ¢o znizuje zdrzanie SP pri
pristupoch do paméti.

2.5 nVIDIA G86M

Cip s ozna¢enim G86M vychadza z ¢ipu G80. Odlisuje sa vo vyrobnom procese (80nm
oproti 90nm pri G80) a pouzitim pamite DDR2 namiesto GDDR3. Dévodom, preco tento
¢ip tu spominam je to, Ze na tejto architektire je postavend karta v mojom pocitaci (Quadro
NVS 140M), ktora bude pouzitd najmé v poéiatoénych testoch. Je fazké néjst Specifické
informécie o ¢ipe G86M, ale zo Specifikacii sa dajiu vyvodit uré¢ité uzavery. Tento graficky
procesor obsahuje len Sestnast SP. Pocet texturovacich jednotiek je tak isto osemkrat mensi
ako pri grafickej karte 8800 GTS. D4 sa teda predpokladat, ze Quadro NVS 140M obsahuje
len jeden z 6smych SM jednotiek. Ako mobilna grafickd karta tieZ pracuje na niZsich
frekvencidch. Podla informécii z internetovych stranok nvidia.com maji obe tieto karty
"CUDA computing capability”1.1, ¢o je akdsi troven urcujuca funkcie a schopnosti pre
GPGPU vypocty jednotlivych grafickych kariet. KedZze ide v zdsade o rovnaka generédciu
ako u ¢ipoch G80, da sa ocakévaf, Ze program optimalizovany na ¢ipoch G86M by mal
fungovat optimélne aj na ¢ipoch G80.

2.6 nVIDIA GTX 280

Druhou generaciou kariet so zjednotenou architekttrou od spolo¢nosti nVIDIA sa stala
séria oznacend GT200. Vychadza zo zadkladov, ktoré boli polozené architektirou G8O0.



Architektiara GT200 je zobrazena na obrazku 2.4. Oproti G80 sa zvysil pocet TPC z osem
na desat. Okrem toho sa v TPC zvysil pocet SM z dvoch na tri, pricom pocet procesorov
v SM ostal nemenny. Celkovy pocet procesorov sa tym zvysil zo 128 na 240 a teoreticky
vykon sa tiez zvysil z 518 na 933 GFLOPS. Tato generacia tiez priniesla podporu dvojitej
presnosti desatinnych ¢isel (FP64). V kazdom SM sa nachadza jedna vypoctové jednotka
pre pocitanie s dvojitou presnostou, ¢o je celkovo tridsat 64 - bitovych procesorovych jadier
pre vypocty s dvojitou presnostou. Grafické karta GTX 280 je schopné pri dvojitej presnosti
dosiahnut vykon 78 GFLOPS [5].

Obrazok 2.4: Architektira grafickej karty nVIDIA GTX 280. Prevzaté z [5]

2.7 nVIDIA Fermi

Fermi je oznacenie kariet série 4xx, ktorych kédové oznacenie je GF100. V tejto architekttare
bol kladeny doraz na zvySenie schopnosti karty vykonédvat vieobecné vypocty. K tomu tGcéelu
priniesla tato architektura nasledujice vylepsenia [7]:

e Zvysend vykonnost vypoctov s desatinnymi ¢islami s dvojitou presnostou.
e Podpora pamiiti s Error Correction Code (ECC).

e Skutoc¢ne hierarchické cache pamite.

e Viac lokélnej pamite shader procesorov.

e Rychlejsie prepinanie kontextov

e Rychlejsie atomické operacie.

e Vyssia presnost operécii s desatinnymi ¢islami podla Standardu IEEE 754-2008. Im-
plementuje operaciu ”fused multiply add”(FMA), ktora zvysuje presnost instrukcie
MAD tym, Ze nezaokrthluje medzivysledok.

Pohlad z vysokej irovne na architekturu grafickych procesorov Fermi je na obrézku 2.5.
Obsahuje 3 miliardy tranzistorov a 512 CUDA jadier (SP). Kazdé jadro moze za kazdy



hodinovy cyklus vykonat jednu celo¢iselnti instrukciu, alebo jednu instrukciu s desatinnymi
¢islami. Tieto jadra st organizované v Sestnéastich SM jednotkach po tridsatdva SP. O pri-
delovanie tloh jednotlivym SM jednotkdm sa stard GigaThread planovac, ktory posiela
ulohy lokalnym planovacom na trovni SM. Architekttira Fermi obsahuje dva planovace na
arovni jednotiek SM 2.6. Tieto planovacée planuju vldkna do skupin vlakien po 32 nazy-
vanych ”"warps”. Dva planovace st v jednom SM za Gc¢elom stcasného spracovania dvoch
warpov. Tie mozu byt naraz pridelené ku skupine Sestnéstich SP, k Sestnastim Load/Store
jednotkam, alebo ku $tyrom jednotkam pre Specialne funkcie (SFU - Special Function Unit).
Vdaka tomuto pristupu je na SM jednotkéch dosahovany takmer vrcholny vykon [7].

To, Ze tato architekttra bola navrhnutd z ohladom na vSeobecné vypocty, je vidno aj
na jej schopnosti vykonévat operécie s dvojitou presnostou. Fermi je schopna 256 FMA
operécii s dvojitou presnostou oproti 512 FMA operéacii s jednoduchou presnostou. Pri
vysSej presnosti sa teda vypocty spomalia len o polovicu. Naproti tomu pri GT200 to bolo
240 MAD operacii s jednoduchou presnostou a 30 FMA operécii s dvojitou presnostou.
V tomto pripade je teda spomalenie osemnasobné.
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L2 Cache
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Obrazok 2.5: Architektira grafickej karty nVidia Fermi.Prevzaté z [7]

Najvykonnejsia karta tejto série nVIDIA Geforce GTX 480 vraj musela mat z technic-
kych problémov niektoré SM jednotky vypnuté. Tieto problémy boli vyrieSené pri dalSej
generacii Cipov s oznacenim GF110. Najvykonnejsia graficka karta tejto série bola GTX
580 a d& sa povazovat za vynovenu verziu GF100 2.

2http://www.tomshardware.com /reviews/geforce-gtx-580-gf110-geforce-gtx-480,2781.html
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Obrazok 2.6: Streaming multiprocessor grafickej karty nVidia Fermi.Prevzaté z [7]

2.8 nVIDIA Kepler

Grafické karty nVIDIA Kepler boli vydané v prvej polovici roku 2012. Oproti predchadza-
jacej generacii maju vyrazne vyssi pocet procesorov - SP. St zrejme jednoduchsie a teda
zaberaji mensiu plochu ¢ipu. Konkrétne graficka karta GTX 680 obsahuje 1536 Cuda ja-
dier. Grafické jadro je taktované na 1005 MHz, ¢o vo vysledku umoznilo velmi vysoky vykon
pri poditani s ¢islami v jednoduchej presnosti FP32; ktory sa blizi k teoretickému maximu
3090 GFLOPs. V materidloch od spolocnosti nVIDIA sa v8ak neuvadza vykon v dvoj-
itej presnosti desatinnych ¢isel FP64. Ani jednotky SM neboli popisané do takej miery,
aby sa tento tdaj dal odhadnif. Tato karta v testoch Uidajne v tomto smere zaostava za
predchadzajicou sériou. Neoficidlne je vykon pri pocitani s desatinnymi ¢islami v dvojitej
presnosti u tejto karty Sestnastkrat nizsi, ako pri jednoduchej presnosti 3. Odzrkadluje to
fakt, ze ide o graficka kartu urenti priméarne na hry, kde je doélezity predovSetkym vykon
pri jednoduchej presnosti. Na GPGPU st urcené grafické karty rady Tesla.

Blokovy diagram zobrazujuci architekttiru grafického jadra v karte GTX 680 je na ob-
razku 2.7. Sklada sa zo Styroch casti ktoré nVIDIA nazyva ” Graphics Processing Clus-
ters” (GPC). V kazdom z nich je jeden SM, ktory teraz v nVIDII nazvali ”next-generation
Strieaming Multiprocessors” (SMX). Cip je vybaveny tyrmi radi¢mi pamiti. V karte GTX
680 ma kazdy GPC dve SMX jednotky. S celkovo 6smimi SMX po 192 SP obsahuje celkovo
1536 SP - Cuda jadier. Tak, ako aj v predchadzajicej architektire, je v nad SMX jadrami
planova¢ nazvany Giga Thread Engine. SMX jednotky zdielaju pamit L2 Cache, ktora je
pripojend k pamétovym radic¢om.

3http://parallelis.com /kepler-underperform-on-gpgpu-gtx680/
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PCI Express 3.0 Host Interface

Obrazok 2.7: Graficka karta nVidia Kepler. Prevzaté z [8]

Detailnejsi pohlad na SMX Cluster je na obrazku 2.8. Procesory SP v tejto paméti
vykonavaji operacie nad pixelmi, vrcholmi a geometriou a tiez vSeobecné vypocty. Jednot-
ky Load/Store (Na obrazku LD/ST) sa staraju o zapis a ¢itanie z paméte a textirovacie
jednotky vykonavaju filtrovanie texttr. Naproti tomu jednotky pre $pecidlne funkcie (SFU
- Special Function Unit) zvladaja transcendentalne instrukcie a graficka interpolaciu. Na
koniec Polymorph Engine vykonava nacitanie vrcholov z paméte, teselaciu a iné. SMX
obsahuje tiez $tyri planovace, kde kazdy z nich je schopny vyslat dve inStrukcie na jeden
warp v kazdy hodinovy cyklus [8].
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Obrézok 2.8: Streaming multiprocessor grafickej karty nVidia Kepler. Prevzaté z [8]

2.9 Grafické karty ATI/AMD Radeon

Prvé grafické karty od spolo¢nosti AMD, ktoré podporuji OpenCL bola séria HD 4000.
Predchadzajica generacia HD 3000 (RV670) s architekttrou VLIWS5 mala tiez ur¢itt soft-
warovi podporu pre GPGPU. Spolo¢nost AMD poskytovala vysoko troviiovy jazyk BRO-
OK+, ¢o bolo rozsirenie jazyka C/C++ o nové klicové slova a syntax. Okrem jazyka BRO-
OKS sa dal pouzit aj nizko uroviiovy jazyk nazyvany compute abstraction layer (CAL).
Navyse v jadre RV670 bola implementovanad podpora pre vypocty s desatinnymi cislami
o dvojitej presnosti. [14]. Tieto generacie ale pri GPGPU vypoctoch esSte neboli velmi
efektivne. Dalgia generacia, HD 5000, uz bola lepsie navrhnuta pre véeobecné vypocty [15].
Najnovsia séria, architekttra nazyvana ” Graphics Core Next” (GCN) posuva este dalej kon-
cept grafickej karty vhodnej na vSeobecné vypocty. Aj preto sa o nej velakrat hovori ako
o Fermi od AMD.

Spolo¢nost AMD sa dlho drzala architektiry VLIW. Prva generédcia s architekttirou
VLIW od AMD bola vydana uz v roku 2007 ako séria HD2000 [20]. Ako uZz bolo spome-
nuté v predchadzajucich castiach, architektiira VLIW bola vhodné najmi na spracovanie
grafiky. Aj pri hrach sa zavedenim API (Application Programming Interface) DirectX ver-
zie 10 sa zacali menit aritmetické tlohy ¢i zloZenie inStrukcii, ktoré vynakladali grafické
karty. Okrem grafiky sa navyse zacali spracovavat vypoc¢ty fyzikalnych simulécii v hernych
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prostrediach. Aby boli pri v8eobecnych vypoctoch aj pri modernych grafickych aplikaciach
vypoctové prostriedky lepSie vyuzité, spoloénost AMD presla z architektiry VLIW5 na
VLIW4 s architektirou Cayman (HD6970). Najvécsie zmeny a prispdsobenie pre vSeobec-
né vypocty vsak prisli o dalsiu generéaciu neskor s architektrou GCN [20]. V nasledujucich
castiach budi popisané architektary VLIWS, VLIW4 a GCN.

2.10 ATI/AMD Evergreen

Evergreen (karty Radeon HD 5xxx) je architektira zalozend na principe VLIW5. V dalsej
generéacii po AMD Evergreen uz AMD prechadzalo na VLIW4, aj ked len pri najvykonne-
jSom modeli HD6970. Architektira VLIWS5 sa podobne ako pri architektarach od spolo-
¢nosti nVIDIE rozdeluje na viacero clusterov, v tomto pripade nazvanych SIMD Engine.
Jej blokova Strukttra je na obrazku 2.9. MdéZeme ju prirovnat k SM jednotke pri architekti-
rach od spolo¢nosti nVIDIE. Ulohy prideluje jednotliviym clusterom Ultra-Thread Dispatch
Processor. Tiez sa tu uplatiiuje princip viacerych trovni cache paméte. Okrem pamiite L2
je este v kazdom multiprocesore 32KB cache L1. Architektira Cypress obsahuje dvadsat
tychto multiprocesorov. V kazdom SIMD multiprocesore sa nachédza Sestnast vypoctovych
jednotiek nazvanych Thread Processor (TP). Na tejto tirovni sa dostdvame k vyznamu néz-
vu tejto architektiury - VLIW5. V kazdom TP sa totiz nachéddza piaf procesorov Stream
Core (SC), z ktorych posledny je rozsireny o schopnost vykonavat $pecidlne funkcie, ako
napriklad transcendentalne operacie. Styri jednoduchsie procesory dokazu v jednom hodi-
novom cykle vykonat jednu z nasledujicich moznosti [17]:

e 4x 32- bitova operacia FP Fused MUL + ADD

e 2x 64-bitovéa operacia Dual Precision (DP) néasobenie alebo sc¢itanie

e 1x 64-bitova opericia DP Fused MUL + ADD

e 4x 24-bitova operacia s celymi ¢islami (Integer) nésobenie alebo séitanie

Funkcia tychto procesorov je riadend instrukciou, kde nachadza kdéd pre kazdy proce-
sor. V pripade potreby niektoré jadra nemusia vykonévat ziadnu instrukciu, ak sa program
nedé rozdelif na pét navzdjom nezavislych instrukcii. V tom pripade sa samozrejme zni-
Zuje vykon, aky tento graficky procesor dosahuje. Prave zlepSenie vyuzitia vypoctovych
prostriedkov, ako uz bolo naznacené, je dévod prechodu z architektary VLIWS5 na VLIW4.
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Obréazok 2.9: Graficka karta AMD/ATI Evergreen. Prevzaté z [17]

2.11 ATI/AMD Cayman

Architektura Cayman sa nachadzala v grafickych ¢ipoch Radeon HD6970, pripadne v ni-
z8ich modeloch s vypnutou ¢astou procesorov. Schéma danej architektary je zobrazend na
obrazku 2.10. Zariadenie je rozdelené na dve polovice, kde sa v kazdej z nich stard o plano-
vanie a zasielanie instrukcii jeden planovaé¢ (Ultra-Thread Dispatch Processor, alebo wave
scheduler). Celkovo sa na jednom ¢ipe nachddza dvadsatstyri SIMD Engines, kde kazdy
obsahuje Sestnast VLIW procesorov (SPU). Kazdy z tychto procesorov obsahuje privatnu
cache pamif trovne L1, ako aj lokdlnu zdiefani pamif [20]. Na rozdiel od VLIW5, vsak
kazdy SPU obsahuje len styri vypoctové jednotky. Z SP bol teda odstraneny piaty pro-
cesor urceny pre Specidlne funkcie. Transcendentilne operécie teda teraz vykonavaja tri
zo Styroch vypoctovych jednotiek vo VLIW procesore. Vdaka tomu sa zjednodusili VLIW
procesory, na plochu ¢ipu sa ich zmestilo viac. Vo vysledku to znamenalo zvysenie vykonu

na plochu ¢ipu.
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Obrazok 2.10: Grafickd karta AMD/ATI Cayman. Prevzaté z [20]

2.12 AMD Graphics Core Next (GCN)

V dobe pisania tejto prace ide o najnovsiu architekttaru grafického ¢ipu od spolo¢nosti AMD.
Logika ¢ipu je zalozena na viacerych vypoctovych jednotkach, ktorych vntatorna struktira
je zobrazena na obrazku 2.11. V pripade karty AMD Radeon HD 7970 je ich tridsatdva
a v kazdom z nich sa nachadzaji maximalne $tyri SIMD procesory, pricom kazdy z nich je
schopny vykonévat paralelne Sestnast programovych vldkien, ale kazdy z tychto procesorov
je schopny pracovaf na inom wavefronte. Vypoctové jednotky - GCN jadra maju Gplne no-
vu inStrukénu sadu, ktora je jednoduchsia pre prekladace a vyvojarov. Kazdé GCN jadro
mé kombindciu zdielanych a privatnych zdrojov. Zasobniky instrukcii, registre a vektoro-
vé aritmeticko-logické jednotky st privatne pre vSetky Styri SIMD jadra. Iné zdroje, ako
napriklad datova cache pamit su zdielané kvoli energetickej efektivite. V pripade cache pa-
miti bol u novej architektire implementovany koherenény protokol, ktory zdiela data cez
L2 cache pamiit, ktord je vyrazne rychlejSia a efektivnejsia ako grafickd pamit mimo ¢ipu
grafického procesora. Okrem tychto vylepSeni bola cez hardware a programové ovladace
v architektire GCN implementovand virtualna paméit kompatibilnd s virtudlnou pamétou
u procesorov x86, ¢o ulah¢uje prenasanie dat medzi procesorom a grafickou kartou. Tiez je
to dalsi krok k blizsej integréicii procesorovych a grafickych jadier na jednom ¢ipe a k hete-
rogénnej architekture [13]. Tymto kombinovanym ¢ipom bude venovand nasledujica cast
textu.
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Obrazok 2.11: Grafické jadro GCN. Prevzaté z [13]

Najrychlejsi graficky ¢ip tejto série, AMD Radeon HD 7970 GHz dosahuje maximélny
vykon pri dvojitej presnosti viac ako 1 TFLOPS a 4 TFLOPS pri jednoduchej presnosti
FP32. Jeho blokovy diagram je na obrazku (Obrazok 12).
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Obrazok 2.12: Grafickd karta AMD/ATI Cayman. Prevzaté z [13]

2.13 Accelered processing unit (APU)

Termin uvedeny v nadpise pouziva spolo¢nost AMD ako oznacenie pre sériu svojich ¢ipov
obsahujucich procesorové jadra, ako aj grafické jadro. Ako APU médZeme oznacit aj mo-
derné procesory od spolo¢nosti Intel generacie Sandy Bridge a tiez najnovsej generacie vy

17



Bridge. Takéto skombinované vypoctové jednotky s typické uz dlhsiu dobu pre procesory
v mobilnych zariadeniach, kde sa vo velkej miere uplatiiuji integrované obvody oznacované
ako System on Chip (SoC). V nich je na jednom ¢ipe umiestnend logika, ktora je u inych
zariadeni umiestnend na viacerych ¢ipoch pospajanych doskou plosného spoja.

Vyhodou tychto kombinovanych procesorov je moznost zdielania niektorych zdrojov,
ako napriklad operacnej pamite. To umoziuje zésadne znizit ¢as na kopirovanie zadania
vypoctovej tlohy do grafickej karty. Tym je aj umoZnend uzsia integracia algoritmu medzi
GPU a CPU jadrami, ¢o pri diskrétnej grafickej karte nie je mozné kvoli zdrzaniu na
zbernici PCI Express. Na druhej strane to prindSa nevyhodu v tom smere, Ze grafické
jadro musi vyuzivat rovnakt pamit, ktord je prispdosobend skor na rychlu odozvu, ako na
velki priepustnost, ¢o méze pri uréitych algoritmoch sposobit zniZzenti vykonnost, ktoré
potrebuju casto pristupovat do paméti. Ale algoritmy, ktoré nemoézu fungovat efektivne na
grafickych kartach kvoli tomu, Ze grafické karty nie st optimélne na vykonévanie sériového
kédu, mozu lepsie fungovat na zariadeniach typu APU, ak sa vypocet vhodne rozdeli medzi
CPU a GPU.

Ako priklad pre APU moézeme uviest procesor AMD E350 ” Zacate”2.13. Ide o procesor
pre mobilné zariadenia, ako st lacné notebooky a tablety. Na jeho ¢ipe st dve procesorové
jadra a graficky procesor, ktory sa skladéd z dvoch SIMD jadier, kde kazdé z nich je schopné
vykonat naraz osem VLIW instrukcii zloZenych z piatich elementarnych instrukcii. Jeho
grafickd karta je teda zrejme zalozend na architektire AMD VLIWS.
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Obrazok 2.13: AMD E350 Zacate. Prevzaté z [10]
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Kapitola 3

Nastroje pre programovanie
vSseobecnych vypoctov na
grafickych kartach, OpenCL

Dnes sa na vyuzitie grafickych kariet na vSeobecné vypocty nemusi pouzivat Ziaden trik
v podobe kdédovania tlohy do grafickych entit. Ako uz bolo vysSie spomenuté, grafické karty
sa dnes uz aj navrhuju s ohladom na ich vyuzitelnost v Sirokej skdle tiloh. Zéroven s nimi
sa vyvijaju aj nastroje, ktoré umoznuju Sirokej skupine vyvojarov a programaéatorov tieto
procesory vyuzit. V tejto kapitole stru¢ne popiSem nastroje pre programovanie vseobecnych
vypoctov na grafickych kartach. Déraz bude kladeny hlavne na standard OpenCL, z toho
dovodu, Ze ten bude pouzity pri mojej praci.

Najznamejsie z tychto programovych nastrojov st CUDA Toolkit od spolo¢nosti nVI-
DIA, otvoreny standard OpenCL[10] a néstroj vyvijany spolo¢nostou Microsoft nazyvany
Direct Compute. CUDA Toolkit podporuje iba grafické karty od spolo¢nosti nVIDIA. Di-
rectCompute vSak umoznuje pouzitie grafickjch kariet od réznych vyrobcov. Na druhej
strane je vSak pouzitelny len na opera¢nom systéme Microsoft Windows a nie je prenosite-
Iny medzi opera¢nymi systémami.

OpenCL je otvoreny Standard pre heterogénny programovaci systém, ktory spravuje
neziskové technologické konzorciom Khoros Group. Vdaka otvorenosti spominaného Stan-
dardu moze kazdy vyrobca vypoctovych systémov vytvorif svoju vlastn(i implementiciu
OpenCL. Vdaka tomu tiez OpenCL podporuje velké mnoZstvo zariadeni. To je hlavny
rozdiel oproti nastroju CUDA Tookit, ¢o je uzavrety néstroj a jeho vyuzitie je viazané
len na grafické karty od spolo¢nosti nVIDIA. OpenCL okrem grafickych kariet od réznych
vyrobcov umoziuje tvorif program aj na viacjadrové procesory a dokonca aj na niektoré
zariadenia typu FPGA. Vdaka tomu je OpenCL, ¢o sa tyka prenositelnosti velmi dobré
rieSenie. Na druhej strane jeho nevyhodou oproti CUDA Toolkitu je, Ze sa jedna o mlady
standard. Pre ucely tejto prace je ale prenositelnost velkou vyhodou, lebo vdaka nej bude
moct vysledok tejto prace pouzif Sirsia skupina vyvojarov. Prave preto bude tato kapi-
tola venovana hlavne OpenCL. Inak st ale principy oboch nastrojov v podstate rovnaké
a mnohokrat sa odliSnosti len v terminolégii.

Ako uz bolo spomenuté vyssie, Standard OpenCL umozituje programovat siroka skalu
procesorov a inych akceleratorov. OpenCL API (Application Programming Interface) sa
vyznacuje nielen obecnostou, ale aj adaptabilitou umoziiujicou dosiahnut vysoky vykon na
réznych platforméch.
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V specifikicii OpenCL je definovana akési abstraktna reprezentacia pouzitého vypo-
¢tového zariadenia. Tato Specifikicia je definovand na Styroch trovniach, st to: model
platformy, model spastania, pamétovy model a model programovania.

3.1 Model platformy (Platform model)

Model platformy Specifikuje vypoctovy systém ako procesor koordinujici vykondvanie prog-
ramu nazyvany ako ”host” (hostitelské zariadenie) a jedno alebo viac procesorov schop-
nych vykonavat OpenCL C kéd - zariadenia oznacované ako ”device” (OpenCL zariadenie).
OpenCL C je obmedzena verzia jazyka v Standarde C99 s rozsirujicimi kluc¢ovymi slovami
vhodnymi pre tvorbu datovo-paralelného kédu. Funkcie definované v tomto jazyku pre
vykonavanie na strane OpenCL zariadeni sa nazyvaju kerneli (kernels).

Model platformy je zndzorneny na obrazku 3.1. Vykonavanie programu riadi jedno
hostujtice zariadenie ako napriklad procesor architektiry x86. K tomuto procesoru je pri-
pojenych niekolko OpenCL zariadeni. Ako typicky priklad mozno uviest graficky procesor
pripadne iny akcelerator schopny vykonévat kéd definovany jazykom OpenCL C.

Device ‘

Com i
Device |
Host <~ Co

Device

Compute unit

Compute unit

P e
E

Obrazok 3.1: Model platformy OpenCL. Prevzaté z [10]

Na platformu sa mozeme pozerat ako na implementaciu OpenCL API od $pecifického
vyrobcu hardvéru. Ak je zvolena platforma jednej spolo¢nosti, nemodzeme vyuzit zariadenie
od inej spoloc¢nosti. Platforma tiez definuje mapovanie abstraktnej architektary na fyzicky
hardvér. Ako priklad moZeme uviezt mapovanie abstraktnej architektiry a graficki kartu
AMD Radeon 6970. V abstraktnej architektire patri pod OpenCL zariadenie (Device). Ta-
to karta obsahuje dvadsatstyri SIMD jadier. Tieto st modelované ako vypoctové jednotky
(Compute unit). Kazdé SIMD jadro obsahuje Sestnast VLIW procesorov, ktoré prislichaja
k jednotke spracovavania (Processing Element).

3.2 Model spuistania

Model spustania definuje ako je konfigurované prostredie OpenCL na strane hostitelského
zariadenia (host) a ako st kerneli vykondvané na strane OpenCL zariadeni. To zahfiia
vytvorenie kontextu OpenCL na hosfujicom zariadeni, poskytnutie mechanizmu pre inte-
rakciu medzi hostujicim a OpenCL zariadenim a definovanie modelu sitbezného spracovania
pouzitého pri vykonévani kernelu na OpenCL zariadeni.

Ako vela inych nastrojov pre programovanie paralelnych vypoctov , aj OpenCL je syn-
takticky podobny s jazykom C. Prindsa navyse klucové slova, ktoré rozsiruju tento prog-
ramovaci jazyk. Medzi najdolezitejsie patria funkcie pre identifikaciu jednotlivych progra-
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movych vladkien pomocou jednorozmernych az trojrozmernych indexov. Indexovanie jed-
notlivych procesov je zndzornené na obrazku (obrazok 19). Na najvy$Sej trovni mame
"NDRange” (n-dimensional range, n-rozmerny rozsah), ¢o je vlastne jedno-, dvoj- alebo
trojrozmerny indexovy priestor vldkien . Pri spistani kernelu sa Specifikuje jeho velkost
v jednom, dvoch alebo troch rozmeroch a tym sa aj uréi maximalny pocet beziacich pro-
cesov v aplikicii, ktory sa zvycajne mapuje na rozmery vstupov, alebo vystupov. Tieto
procesy potom mozeme rozdelif do mensich skupin nazyvanych ”work group”, na ktoré sa
dalej budem odvolévat ako na skupinu procesov. Rozdelenie sa uréi nastavenim velkosti
tychto skupin procesov vo vSetkych pouzivanych rozmeroch. OpenCL vyzaduje, aby bol in-
dexovy priestor rovhomerne rozdelitelny na skupiny procesov o danych rozmeroch. Vldkna
v jednej skupine procesov maji medzi sebou $pecidlny vztah. MoZzu sa vzajomne synch-
ronizovat Specidlnym prikazom ”barrierd navySe maja vSetky pristup do jednej zdielane;j
pamiiti. U grafickych kariet je tdto vlastnost dosiahnuté tym, Ze st vSetky vldkna v jednej
skupine procesov spustané na jednom SM. Pre optimélne vytaZenie zariadenia a Skélovate-
Inost algoritmu je dolezité nastavit NDRange vhodne. Velakrat ale nie je jednoduché uréit
najvhodnejsie parametre a je nutné ich zistif testovanim.

NDRange Workgroup (i, J)
e e p— WI WI WI
<0,0> | <1,0> <K, 0> <0,0= | <1,0> <M, 0>
- WI
i _—] <0,1>
0,1 -
—
WG
<i,J
“ 1 s — WI WI
- | | <0,1= <M, N>
L <K e |

work-item

Obrazok 3.2: OpenCL NDRange. Prevzaté z [10]

V modeli sptustania sa dalej definuje spdsob komunikacie medzi hostujicim zariadenim
a akceleratorom, prostredie pre spustenie (vytvorenie kontextu, fronty prikazov, udalosti
pre reprezentaciu zavislosti, sposob alokovania pamite na OpenCL zariadeni) a podobne
[10].

3.3 Pamitovy model

Vo vypoctovych zariadeniach sa ich paméfovy podsystém obecne odliSuje. Preto je pre
prenositelnost programov medzi rozlicnymi zariadeniami nutné, aby bol v OpenCL defi-
novany paméitovy model. Ten poskytuje programéatorovi rozne druhy paméte, s ktorymi
moze pracovat. Je potom na vyrobcovi hardvéru, aby pri svojej implementécii Standardu
OpenCL definoval mapovanie z abstraktného modelu do fyzickej pamite.

V paméitovom modeli OpenCL st definované nasledujtce typy pamite: Globalna paméit
je viditelna pre vSetky vypoctové jednotky a tiez je to pamiit vyuzivand na komunikaciu
s hostujtcim zariadenim, lebo hostujtce zariadenie moze pri zdpise a ¢itani pristupovat len
do tejto pamiti. Pamiit konstant je navrhnuté pre pripad, kedy na kazdy element pristu-
puje simultanne viac vlakien. Lokalna pamit mé pre kazdy multiprocesor (SM) unikatny
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adresovy priestor. Do tejto paméte maja pristup len tie vlakna, ktoré sa v tej istej sku-
pine procesov podla definicie NDRange pri spusteni kernelu. Vdaka obmedzeniu pristupu
moze byt pristup do nej mnohonasobne rychlejsi, ako v pripade globalnej paméti. Privatna
pamit je unikdtna pre individudlny proces (work-item). Vyuziva sa pre uloZenie lokalnych
premennych a parametrov kernelu, ktoré nie st ukazovatelom.

Pamiitovy model OpenCL a priklad jeho mapovanie na grafickii kartu AMD Radeon
HD6970 je na obrazku (Obrazok 20).

Kernel AMD Radeon™ HD6370
- -
’
————————————————— | ’ T T Ty
:WurkgroupN I # : SIMD core 23 |
e __ ‘ | . e ___ . :
| Workgroup 1 P R | SIMD core 1 1 !
********************* o e R |
} ‘Workgroup 0 I } } . } SIMD core 0 I : :
I I
| Rt ‘ o
| Lo } o
1 e H [ !
i ) o ol H [ 1
. Work- : Work- Work- | ‘(’ | H ! ! !
1 o . ’ I I |
H L4l [
}E item - item item ", | } 1 Register file [256KE) L :
] [ ol
}E private || private prate ||| | pr
¥ | }’77 ! I :777
: T I
il I | i
H | 1 !

Obréazok 3.3: Mapovanie pamétového modelu OpenCL na fyzicky hardware. Prevzaté z [16]
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Kapitola 4

Umelé neuronove siete

Obsahom tejto kapitoli budu zékladné principy umeleych neurénovych sieti. Hlavne do-
prednéd neurdnové siet a algoritmus backpropagation. Tento algoritmus bude rozobraty
podrobnejsie a to z toho dévodu, Ze stcastou tejto prace bude jeho implementécia.

Umel4 neurénové siet (UNS) je abstraktny pocitacovy model Tudského mozgu. Odha-
duje sa, ze Tudsky mozog obsahuje 10'1 malych jednotiek nazjvanjch neurdny, ktoré si
prepojené 10'5 spojeniami. Aj ked o funkcii mozgu vela veci nevieme, povazuje sa za zdroj
inteligencie, ktora zahfnia vnimanie, poznavanie a ucenie sa zivych bytosti [18]. Myslien-
kou UNS nie je presne kopirovat ¢innost mozgu, ale vyuzit to, ¢o je zndme o fungovani
biologickych sieti pre rieSenie komplexnych problémov [12].

Podobne ako pri ludskom mozgu, je UNS zlozend z umelych neurénov a spojeni medzi
nimi. Aj ked pri umelych neurénovych sietach pocéitame zvycajne s ovela menej neurénmi, aj
tak pomdhaju riesit problémy umelej inteligencie, pri ktorych sa stretdvame s neuréitostou
a chybami vo vstupnych datach.

V tejto kapitole bude najprv nacrtnuty zakladny princip umelych neurénovych sieti.
Potom budt predstavené najpouzivanejsie typy neurénovych sieti s dérazom na tie, ktoré
budl implementované v programovej Casti tejto prace. Na zaver bude uvedeny zakladny
algoritmus pre ucenie vybranych typov sieti.

4.1 Zakladné principy umelych neurdnovych sieti

Ako uz bolo spomenuté v tivode tejto kapitoly, UNS je abstraktny model inSpirovany Iud-
skym mozgom. Inspiraciou pre zakladny stavebny prvok UNS je biologicky neurén, ktorého
zjednoduseny nakres je zobrazeny na obrazku 4.1. Biologicky neurén obsahuje tri hlavné
funkéné casti a to dendrity, bunkové telo a axén. Dendrity prijimaja signaly z ostatnych
neurénov a posielaja ich do tela bunky. Axén, ktory sa rozvetvuje do sibeznych vybezkov
nesie signal z tela bunky do synapsii (mikroskopickd medzera) a do dendritov susednych
neurénov. Schématické znazornenie prenosu signalu v synapsijach je uvedené na obrazku
4.2. Impulz vo forme elektrického signdlu putuje smerom k pre-synaptickej membréane. Pri
prichode signdlu k membréne je z dutin (vesicles) vylu¢end chemikalia nazyvana neurot-
ranzmiter a to v mnozstve timernému k intenzite prichddzajtceho signdlu. Neurotranzmiter
sa rozptyli v synaptickej medzere k post-synamtickej membrane a nakoniec do dendritov
susediaceho neurénu , ¢im ho printti (podla prahu prijimajiceho neurénu) generovat novy
elektricky signal. Intenzita signalu, ktora prejde cez prijimajici neurén zavisi od intenzity
signalu kazdého neurénu, ktory je k nemu pripojeny, od sily ich synaptického spojenia a pra-
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hu prijimajiceho neurénu. Vstupné signdly moézu pomahat (excitovat), alebo potlacovaft
spustanie generovania signalu daného neurénu [12].

Dendrites

Colaterals

=

e

Obrazok 4.1: Biologicky neurén. Prevzaté z [12]

Axon

Electric signal

Vesicles

Presynaptic membrane

Postsynaptic membrane
A
Electric signal
Obrazok 4.2: Synaptickd medzera. Prevzaté z [12]

Pri UNS biologicky neurén nahriddzame jeho abstrakciou, ktora je zobrazena na ob-
razku 4.3. Tento umely neurdn je zdkladnym stavebnym kameriom pre UNS. M4 niekolko
vstupov z predchadzajucich neurénov (z1, x9,...x,), ktoré st pripojené k neurénu cez pri-
pojenia s prisluchajacimi vdhami (wy, we....wy,). Pri simulédcii priechodu signalu sa najprv
vynésobia vystupné hodnoty predchadzajtcich neurénov (x1, z2, ...zy) s ich odpovedajucimi
véhami (wy, ws....wy,). Celkovy vstup do neurénu je spocitany ako stucet vsetkych vazenych
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vstupnych hodnét. V terminoldgii neurdnovych sieti sa tato hodnota vic¢sinou oznacuje ako
net. Funkcia, ktorti neurénové siet pouziva na spocitanie hodnoty net sa zvycajne oznacuje
ako bazova funkcia (f) [1]. Bazova funkcia opisana v predchadzajucich riadkoch vyjadrena
vzorcom ako

n
net = Zwiaji (4.1)
i=1

sa nazyva linedrna bazova funkcia. Okrem linedrnej bazovej funkcii sa zvykne ¢asto pouzivat
aj radidlna bazova funkcia vyjadrena nasledujicim vzorcom.

net = ||Z — || = (z; — w;)? (4.2)

Z1
w1

€2 w9

/

y = f(net) —

Tn
Obrazok 4.3: Schéma umelého neurénu

Hodnota net je vstupom takzvanej aktivacnej alebo prenosovej funkcie, ktori mozeme
oznacit ako g(net). Kazdy umely neurén ma svoju aktiva¢nt funkciu. Obecne sa da vy-
pocet intenzity vystupného signalu zo vstupov vyjadrit vztahom y = g(f(¥)). Na zaver je
vysledok aktiva¢nej funkcie distribuovany do vstupov ostatnych neurénov cez vazené spo-
jenia. Model neurénu na obrazku 4.3 s linedrnou bazovou funkciou sa nazyva Perceptron.
Jeho vystup je dany vztahom:

n+1 n+1

y=flnet)=fw &) =f | Y ww; | =f D wjz;—0 (4.3)
=1 =1

Pri tejto notéacii predpokladame, Ze ma umely neurén n + 1 vstupov. Posledny vstup je
vzdy rovny —1 a wy4+1 = 6, ¢o je hodnota prahu excitécie (angl. hreshold) [2].

Ked st vahy nastavené v uciacej fdze UNS by mala byt schopnd mapovat vstupné vzory
na spravne vystupné vektory.

Vystup neurénu ovplyviiuje aktivacnd funkcia. Aktiva¢nd funkcia hlavne obmedzuje
rozsah vystupnej hodnoty neurénu. Zobrazené aktivacné funkcie umozniuju aby vystup
neurénu nadobtidal hodnoty 0,1 v pripade funkcie typu prah, a hodnoty v rozsahu < 0,1 >
alebo < —1,1 > v pripade ostatnych. Obecne sa vSak aj tento rozsah moéze u jednotlivych
implementéacii 1isit.
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4.1.1 Topolodgie neuronovych sieti

Existuje vela druhov umelych neurénovych sieti a tiez mnozstvo faktorov, podla ktorych sa
daju klasifikovat. Klasifikicia UNS moze byt zalozena na [12]

e funkcii, pre ktorti bola UNS navrhnuta

e stupen prepojenosti neurénov (plne/¢iastocne)

smer toku informécii v sieti (rekurentnd / nerekurentnd)

typ uciaceho algoritmu, ktory reprezentuje sada systematickych rovnic

e uciace pravidlo

typ riadenia ucéenia (supervised/unsupervised)

4.1.2 Dopredna siet so spitnym Sirenim chyby

Za najviac prakticky pouzivany typ UNS sa povazuje doprednd neurénova siet so spatnym
Sirenim chyby (angl. Backpropagation model). Aj ked nebol v tomto smere vykonany
prieskum, predpoklada sa ze viac ako 90 percent vSetkych komerénych a priemyselnych
aplikacii neurénovych sieti vyuziva prave model so spéatnym Sirenim chyby alebo model
z neho odvodeny [18]. Dalsou prednostou tohto modelu popri jeho popularite je flexibilita
a adaptabilita v Sirokom spektre riesenych problémov [12].

Architekttra (vzor spojeni medzi neurénmi [18] doprednej neurénovej siete so spatnym
sirenim chyby je na obrazku 4.4. Jedné sa o vrstvenu architektiiru, pretoze jej neurény si
rozdelené vo viacerych vrstvach. Tento typ siete sa nazyva doprednd z toho dévodu, Ze sa
v nich nachadzaju len dopredné spojenia, ktoré prendsaji signal od vstupnej vrstvy smerom
k vystupu. Kazdy neurdn jednej vrstvy vysiela signal na kazdy neurdén nasledujtcej vrstvy.
Naopak spojenia prendsajice signal v ramci vrstvy pripadne alebo do predchéadzajicej
vrstvy tu neexistuji. V tomto pripade méa neurdnova sief tri vrstvy, ktoré sa nazyvaju
vstupné, skryté a vystupné vrstva. Obecne pri tomto type UNS mézeme mat jednu vstupn,
jednu vystupnit a lubovolny podet skrytych vrstiev. Tri alebo viac skrytych vrstiev sa
ale pouziva len zriedka. Medzi autormi zaoberajicimi sa neurénovymi sietami ale nie je
zjednoteny nazor ¢i povazovat vstupnu vrstvu medzi vrstvy tejto siete, alebo nie a to preto,
Ze neurény vo vstupnej vrstve ni¢ nepocitaja, len preposielaja signal z prislichajiceho
vstupu vSetkym neurénom dalSej vrstvy. Preto je lepSie pocitat len pocet skrytych vrstiev
[18].

Pocet neurdénov vo vstupnej a vystupnej vrstve zalezi od poctu vstupov a vystupov,
teda od konkrétneho problému a sposobu jeho riesenia. Pocet neurénov v skrytej vrstve sa

.....

Algoritmus spitného Sirenia chyb

V tejto sekcii uvediem princip fungovania algoritmu spétného Sirenia chyb pre potreby jeho
implementacie. Podrobnejsie je tento princip vysvetleny v mnohych zdrojoch[18][1][2].
Ucenie alebo trénovanie umelej neurénovej siete je proces, v ktorom sa nastavuju vahy
jej spojeni tak, aby naucena siet bola schopnd mapovat vstupné vzory na spravne odpove-
dajtce vystupy. Pre ucenie doprednych neurénovych sieti sa pouziva algoritmus spétného
Sirenia chyb (angl. Backpropagation). Algoritmus pre ucenie neurénovej siete potrebuje
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Vstupna vrstva Skryta vrstva Vystupna vrstva

1 — — Y1
T2 —

— Y2
r3 —
T4 — — U3

Obrézok 4.4: Doprednd sief so spiatnym Sirenim chyby

tzv. tréningovd mnozinu. Prvky tejto mnoziny st dvojice vstupov a spravnych vystupov.
Bez nich algoritmus spitného $irenia chyb nie je schopny tito neurénova siet ucit a teda
sa jedna o metédu ucenia s uéitelom (angl. supervised learning).

Prvym krokom ucenia je inicializacia vah. Typicky sa vahy inicializuji ndhodne v do-
predu uré¢enom rozsahu, ktory zavisi od Specifickej aplikacie. Niekedy sa vahy inicializuju
konstantami, ¢o mé vyhodu v opakovatenosti vysledku ucenia.

Algoritmus spétného Sirenia sa snaZi minimalizovat chybovi funkciu pomocou tpravy
vah. Chybovt funkciu definujeme ako:

K
By = 53 (i — i’ (4.4)

k=1
Teda je to stcet Stvorcov chyb na vsetkych vystupnych neurénoch. Algoritmus spitného
Sirenia chyby [18] obsahuje dva hlavné cykly. Vonkajsi cyklus, ktory sa opakuje az kym
je neurdnova siet schopnd mapovat spravne vSetky vzory a vnutorny cyklus, v ktorom sa
opakuju nasledujice tri kroky az kym je vystupny vektor ¢/ rovny alebo dostatocne blizky

pozadovanému vektoru d pri pozadovanom vstupnom vektore T.

e Krok 1: Poloz vektor ¥ na vstup siete.

e Krok 2: Vypocitaj vystupny vektor 4/ postupnym prechodom cez siet od vstupnej
vrstvy cez skryté vrstvy az po vystupnu vrstvu.

e Krok 3: Spitné sirenie korekcii chyb. Porovnaj i's d. Ak st Ja d dostatocne podobné,
chod na zaciatok vonkajsieho cyklu. Inak $ir spiétne korekcie chyby cez neurénovi
siet pre nastavenie vah, aby bolo ¥ blizsie k d a potom sa vrat na zaciatok vnatorného
cyklu.

Prvé dva kroky st jednoduché a staci nam postupne vyhodnocovat vystupy neurénov
aplikovanim bézovej funkcie a nésledne aktivacnej funkcie na ich vstupy. Celd podstata
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algoritmu spétného Sirenia chyb je ukryta az v poslednom bode. Ako uz bolo spomenuté
ide o tipravu véah tak, aby sa minimalizovala chybova funkcia E,. Na to sa vyuziva inkre-
mentalna metdéda negativneho gradientu, nazyvand aj metdda najprudsieho spadu, alebo
najstrmsieho zostupu (angl. steepest descent). Pri tejto inkrementélnej metdde sa kazda
vaha upravi tak, aby sme sa posunuli v priestore funkcie £}, smerom, ktorym jej hodnota
klesd najviac. Za tym Ucelom upravime kazdt vahu neurénu vo vystupnej vrstve podla
vztahu:
0E, 0E, OJ(nety)

Wik a@wjk aa(netk) ow;y, 0ok (4.5)

Kde o je rychlost uenia a zapornd derivacia —0E,/0(nety) = 0 je zovseobecneny chybovy
signal produkovany k-tym vystupnym neurénom. Pre d,; plati:

0E, 0E, Oypk

= - = — — _ /
dok = d(nety,) dypr. O(nety,) (dpk = ypi) [ (4.6)

Kde f; je derivécia aktivacnej funkcie neurénu podla net;. Pravidlo pre zmenu j-tej
vahy k-teho vystupného neurdénu je potom:

Awjr, = a(dpk — Ypi) [175 (4.7)

Vztah pre Gpravu skrytych vrstiev dostaneme velmi podobne:

0E, O0E, O(net;)
o =—o = Qlp;ix; 4.8
81)1'3' 6(netj) (%Z-j hii ( )
Zaporna derivacia —E,/0(net;) = d5; je zovseobecneny chybovy signal produkovany
J-tym skrytym neurénom.

A’L)Z'j = —

OE, OE, Oy OE, |,
o - _ — 4 4.
Ony J(net;) Oy, O(net;) 0y, 1 (4.9)

fj je derivacia vystupnej funkcie skrytého neurénu podla net;.

K K

0E, O{ f(nety)} Of (nety) Onety,
By, 1;:1( k — Ypk) dy; 1;:1( k — Ypk) Onety  Oy;

- (4.10)
= (dpk — yp) frwi
k—y

A teda pre chybovy signél plati:

K
5hj = (Z 5Okwjk> f]/ (411)
k=1

Véhy v skrytej vrstve upravime podla nasledujiceho vztahu:

K
Avij = (Z 5okwjk> fJ/JZZ (4.12)

k=1
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Tym mame vzfahy pre Upravu vah vystupnej aj skrytej vrstvy. Ak mame viac skrytych
vrstiev, pouzivame rovnaké rovnice a vzdy dosadime do rovnice pre chybovy signal vysledny
chybovy signal z predchadzajicej vrstvy.
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Kapitola 5

Analyza a navrh riesenia

V tejto kapitole sa budem zaoberaf predchédzajicimi pracami na tému ucéenie neurénovych
sieti. Druhd ¢ast bude venovand analyze ndvrhu programovej kniznice pre uéenie neurénovej
siete s podporou akceleracie ucenia na grafickej karte.

5.1 Predchadzajice prace na tému paralelného riesenia al-
goritmu Backpropagation

Mygslienka riesit uéenie neurénovej siete paralelnym algoritmom z daleka nie je nova. Nako-
niec samotny princip fungovania neurénovych sieti je vo svojej podstate paralelny. Napri-
klad uz v roku 1993 robili Faramarz Valafar a Okan K. Ersoy vyskum v oblasti paralelnej
implementéacii tohto algoritmu na paralelnom vypoctovom zariadeni typu SIMD MASPAR
MP-1 [25]. Vo svojej préci autori delia paralelizmus pri u¢eni doprednej neurénovej siete na
paralelizmus na trovni architektary a na datovy paralelizmus. Na trovni architektury sa
vypocty daji vykondvat na jednotlivych neurénoch naraz, kedze medzi nimi nie st spoje-
nia a ich vystupy st vzdjomne nezavislé. Datovy paralelizmus vysvetluju tak, Ze je mozné
pocitat zmeny vah na viacerych datach s roznymi tréningovymi vzormi. Vysledné zmeny
vah sa potom mozu spriemerovat a tieto priemerné hodnoty sa daju pouzit na tpravu po-
vodnych vah. Implementacia vyssie spominanych autorov nazvana SIMD-BP vyuZivala na
urychlenie oba druhy paralelizmu. KedZe problémy v oblasti strojového ucenia st viiésinou
vypoctovo narocné, su pre ne obvykle vhodné paralelné riesenia. Napriek tomu este existu-
je len zopéar programovych kniznic riesiacich tieto problémy na GPU (Graphics Processing
vznik programovej kniznice GPUMLib predstavent v [16]. GPUMLib vyuZiva architekttru
CUDA, ktora dokéze fungovat na grafickych kartach od spolo¢nosti nVIDIA. Autori tvr-
dia, Ze ich rieSenie bolo schopné ucif umeld neurénovu sief algoritmom backpropagation,
pripadene multiple backpropagation, az 175 krat rychlejsie ako rieSenie na procesore s pou-
zitim grafickej karty nVIDIA GTX 280. Okrem tychto algoritmov vSak spominand kniznica
implementuje mnoho inych algoritmov pre ucenie neurénovych sieti. V praci autori tiez
uviedli prehladny zoznam implementécii roznych uciacich algoritmov s podporov graficke;
karty 3.3.
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Obrézok 5.1: Prehlad existujucich implementéacii kniznic pre strojové ucéenie s podporou
grafickej karty. Prevzaté z [16]

Dalsia implementacia algoritmu, ktord sa vol4 GNeuron je popisané v [21]. Ide o mierne
starsiu publikiciu, na ktorej je zaujimavé to, Ze bola testovand na grafickej karte z generacie
este pred uvedenim prvej grafickej karty s unifikovanymi ”shader” procesormi. Konkrétne
sa jednalo o nVIDIA GeForce 6150 Go. Namiesto CUDA ¢i OpenCL tu bola pouzita
kniznica Microsoft Research Accelerator GPGPU library. Prezentované vysledky ukazo-
vali, Ze pri siefach s malym poc¢tom neurénov bol vypocet na procesore rychlejsi, ale ako
narastala velkost siete, zacala sa prejavovat vyhoda paralelného spracovania. Clanok [3]
popisuje implementaciu uciaceho algoritmu na architektire CUDA. V ¢lanku st tiez nacr-
tnuté niektoré problémy s aritmetikou desatinnych ¢isel pri uceni velkych sieti . Posledné
publikacia, ktort tu uvediem je venovana implementéacii algoritmu backpropagation pomo-
cou OpenCL(citacia 24). Praca obsahuje zaujimavé porovnanie, nielen verzii na procesor
a OpenCL implementécii na grafickej karte, ale aj OpenCL program beziaci na Sestjadrovom
procesore od spolo¢nosti AMD. Vysledky tam ukazuja, Ze klasickd sériovd implementécia
je pri malych siefach (priblizne menej ako 200 neurénov v skrytych vrstvach) rychlejsia ako
rieSenie na grafickej karte.

5.2 Analyza algoritmu Backpropagation a moznosti jeho pa-
ralelizacie

Zakladny princip algoritmu Backpropagation je uvedeny v predchadzajicej kapitole. V tej-
to Casti textu sa na neho pozrieme skor z pohladu programéatora a bude navrhnuté jeho
implementéacia.

Ucenie pomocou algoritmu Backpropagation mozeme rozdelit na dve zékladné fazy a to:
1. dopredné sirenie signalu (feedforward) 2. spétné sirenie chyb (error backpropagation)

Prva faza ucenia opakuje rovnaké vypocty nad vSetkymi vrstvami od vstupnej vrstvy po
vystupni, pri¢om vstupnd vrstva je vynechand a za jej vystupy povazujeme vstupy siete.
Vypocet na ostatnych vrstvach je vyjadreny vzorcom 4.5. Tento krok pri m neurénoch
v predchadzajlcej vrstve a n neurénov vo vrstve. pre ktori pocitame vystup je vlastne
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nésobenie vektora s maticou, kde nasobime stipcovy vektor o m prvkoch obsahujtci vstupy
z predchadzajicej siete s maticou o rozmeroch m x n, v ktorej na pozicii [k, (] je vdha medzi
k-tym neurénom predchadzajicej vrstvy a l-tym neurénom pocitanej vrstvy. Naroc¢nost
tohto kroku vypocétu na pocet instrukcii je mn + (m — 1)n = (2m — 1)n flop kde mn je
pocet instrukcii s pohyblivou desatinnou ciarkou pri nasobeni kazdej vahy s prislusSnym
vstupom a (2m-1)n je pocet instrukcii na redukciu vsetkych spocitanych m-tic s operaciou
sCitania. Pri tomto kroku je potrebné, aby sa uchovali vystupy z kazdej vrstvy, lebo buda
potrebné pri spitnom Sireni chyb.

Druhé faza je odlisnd v zavislosti od toho, ¢i ju pocitame na skrytej vrstve, alebo
vystupnej. V obidvoch pripadoch ale potrebujeme najprv spoéitat chybovy signal §.

Vo vystupnej vrstve ho spocitame podla vzorca 4.6. V fiom derivacia aktivaénej funkcie
f;. mame zvycajne vyjadrena ako funkciu vystupu og. Pri aktiva¢nej funkcii typu sigmoida
so strmosfou (angl. steepness) A sa jej derivacia spocita z vystupu ako Aog(1 — o). Teda
pri pocte vystupnych neurénov o ndm tento vypocet zaberie 50 instrukcii.

V skrytej vrstve uciace signaly spocitame podla vzorca 4.9. V tomto pripade sa jedna
znova o nasobenie vektora s maticou a to konkrétne vektora chybovych signalov z predcha-
dzajicej vrstvy a transponovanou maticou vdh medzi vrstvou, pre ktort pocitame udciace
signaly s predchadzajicou vrstvou. Néaro¢nost tohto kroku je teda rovnakd ako v pripade
jedného kroku dopredného Sirenia signdlu. Skutoc¢nost, Ze v tomto pripade sa v redukénej
faze s¢itavaji vysledky zo stlpcov matice namiesto riadkov znaéne komplikuje efektivny pri-
stup do pamiite grafickej karty pri tomto kroku vypoc¢tu. Vysvetlenie bude podané v dalSej
Casti.

Po spoditani chybovych signdlov je potrebné vypocitat zmeny vah podla vzorca 4.12

Tu musime vynasobit kazdt véhu vstupom z predchadzajtcej vrstvy, ktory prechadza
spojenim, ktoré reprezentuje dana vaha a s konstantou urc¢ujicou rychlost uéenia. Celkovo
teda v pripade m neurdnov v predchiddzajicej vrstve a n neurénov vo vrstve, nad ktorou
pocitame krok spidtného Sirenia chyby je potrebné v tejto faze vykonat 3mn flop.

Po vykonani prvej (feedforward) a nasledne druhej faze (feedbackward) postupne pre
vSetky vrstvy méame pripravené diferencie vsetkych vah. Poslednym krokom teda bude
pripocitat ich k povodnym vdham. Pre kazd( maticu vah o rozmeroch m X n je potrebné
vykonat mn operacii. Tento krok je v podstate totozny so s¢itavanim vektorov, kedy vektory
utvorime uloZenim jednotlivych riadkov matice vah a matice diferencii vah za seba. Potom
mozeme algoritmus ukondit, alebo pokracovat dalSou iterdciou.

7Z predchadzajuceho textu vyplyva, ze v jednotlivych fazach je potrebné vykonat radovo
podobny pocet instrukcii. Pri sériovom algoritme sa bude ¢asova naroc¢nost optimalneho
algoritmu odvijat od poc¢tu instrukcii, ktoré treba vykonat. Pri paralelnom vypocte modze
byt ¢asova zlozitost nizsia pokial méme k dispozicii dostatoény pocet procesorov na dany
algoritmus. V pripade nésobenia vektora a matice je pri roznasobovani prvkov z vekto-
ra s prvkami z matice mozné teoreticky dosiahnut konstantni ¢asovi zlozitost (ndsobenie
kazdej z dvojic mozno vykonat stcasne). Nasledné redukcia vysledkov za uvedenych pod-
mienok méZe dosahovat logaritmick( ¢asova zlozitost. Posledny krok - Gprava vah moZeme
vykonat teoreticky za idedlnych podmienok tiez v konStantnom c¢ase, lebo nie st medzi
jednotlivymi operaciami datové zavislosti. V skutoc¢nosti ale budeme mat vzdy obmedzeny
podet procesorov a navyse, ako uvidime v dalSej ¢asti textu, je velmi problematické vyuzit
vSetky potrebné procesory na grafickej karte kvoli komplikovanej synchronizécii ¢i zdielani
medzivysledkov medzi procesormi, ktoré nie st na tom istom SM a tiez kvoli obmedzeniam
v sposobe pristupu do jej globédlnej pamite, alebo pre maximalnu priepustnost zbernice.

Vo vysledku teda mozeme povedat, Ze pri algoritme Backpropagation st jednotlivé kroky
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vypocétu rddovo podobne ndro¢né a preto nemozeme urcit jeden krok, ktory by bol vyrazne
zlozitejsi ako ostatné kroky. Preto sa javi ako najlepsie riesit vSetky hore spominané kroky
na grafickej karte a pre procesor prenechaf tlohu riadenia vykondvania a synchronizicie
jednotlivych dloh.

Pri navrhu paralelného algoritmu musime okrem vSeobecnych znalosti o paralelnych
algoritmoch uplatnit aj informécie o principoch a procesoch dejucich sa na grafickych kar-
tach. Kedze v dispozicii mam grafick(i kartu od vyrobcu spolo¢nosti nVIDIA, primérne je
paralelna ¢ast kédu orientovand na ich hardvér. Velmi uZitocné informécie o tom, ¢omu sa
programator musi vyvarovat aby vysledny paralelny kéd fungoval optimélne na grafickych
kartach spolo¢nosti nVIDIA moézeme najst v [6].

Aby boli jednotlivé jadré optimélne vytazené, musi im byt priradené dostatoéné mno-
Zstvo vldkien. Dovodom je uz spominany princip hardwarového prepinania kontextu. Ak
totiz SM nema dostatok tloh, potom v pripade, kedy vlakna ¢akaja napriklad na pristup
do pamiite, stratime mnozstvo hodinovych cyklov, kedy sa nevykonavaju ziadne vypocty.
Naopak ak je dostatok ¢akajicich tiloh jednoducho sa prepne kontext a pokracuje sa s mi-
niméalnou, alebo dokonca ziadnou stratou ¢asu dalej. Z toho vyplyva, Ze je vhodné, aby
pocdet procesov na grafickej karte bol niekolkondsobne vyssi ako pocet jej procesorov.

Zastavenie vykondvania kernelu u ¢asti procesorov moze sposobit aj vetvenie programu
a nasledna divergencia vldkien. V jednom SM totiz mozu sucasne bezat len tie vldkna,
ktoré vykondvaju tu istd instrukciu. To znamend, Ze v extrémnom pripade sa moze staf,
7e sa na grafickej karte nevykonaju instrukcie tridsiatich dvoch vlakien ale len jedného.

Pre optimélne vyuzitie prenosovej rychlosti pri ¢itani z globalnej paméte je potrebné
pristupovat do nej ”zarovnane” (angl. coalesced). Globalnu paméf je potrebné vidiet ako
jeden celok pozostavajuci so zarovnanych segmentov dlhych 16 pripadne 32 bitovych slov.
Zarovnany pristup sa vztahuje na jeden ”pol-warp”teda Sestnédst procesov. Aby bol pristup
do pamite zarovnany, musia vSetky procesy pristupit do pamiite, tak ako to zobrazuje ob-
razok (obrazok 22). Tu plati, ze nemusi kazdy proces ¢itat z paméte, ale vSetky ostatné
musia pristupit do spravnej bunky paméte. V opa¢nom pripade bude naéitanie fungovat
sériovo a teda postupne pre kazdy proces, vysledkom ¢oho je znizenie prenosovej rychlosti
priblizne osemkrat. Kvoli presnosti treba dodat, Ze toto plati len pre grafické karty spolo-
¢nosti nVIDIA s verziou ”computing capability” 1.0 alebo 1.2. V pripade novsich grafickych
kariet spomalenie spdsobené nezarovnanym pristupom nie je az tak vyrazné.

Este pomalsi prenos déat ako pri globélnej pamiti je prenos dat medzi hostujicim zaria-
denim a OpenCL zariadenim cez zbernicu PCI Express. Preto je potrebné minimalizovat
tito komunikéciu. Je to dalsi dovod na to vykonavat vSetky kroky algoritmu backpropa-
gation na grafickej karte. Inak by zrejme bolo potrebné prenasat medzivysledky cez tuto
zbernicu.

Kvoli vyssie uvedenému spdsobu pristupu globalnej do pamite je problematické vy-
konavat vypocet chybovych signalov pre skryté vrstvy. Problém nastiva v pripade, ak
chceme umoznit, aby sa pre kazdy neurdn skrytej vrstvy poéital chybovy signal v roznej
OpenCL pracovnej skupine, potom by programové vldkna v kazdej skupine museli pristu-
povat do pamiéte k informacidm o vahach nezarovnane. Nepomohlo by ani zoradif vahy na
grafickej karte tak, aby pristupy do pamite v tejto faze vypoctu boli zarovnané, pretoze
by to sposobilo rovnaky problém s nezarovnanym pristupom pri doprednom Sireni chyby.
Druhé riesenie, ktoré sa zdanlivo pontka je do jednej pracovnej skupiny rozdelif procesy,
ktoré pristupuji do paméfovych buniek v jednom bloku. Tento princip by zas sposobil
problém pri redukcii vysledkov, pretoze by procesy boli rozdelené v réznych pracovnych
skupinach a v tom pripade nemdzu si posielat medzivysledky cez zdielanti paméf. Okrem
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toho nemozno pouzit ani obvyklé metddy na ich synchronizaciu.

5.3 Rozdelenie paralelného algoritmu na mensie celky

Pred navrhnutim paralelnej implementécie je potrebné rozhodnut, ¢i je lepSie algoritmus
backpropagation naprogramovat do jedného kernelu, alebo ho rozdelit do viacerych. Na
jednej strane je pravda, ze s prepnutim vykondvaného programu na grafickej karte suvisi aj
urcitd rézia. Vo vysledku sa teda algoritmus spomali. Na druhej strane ale hostujtce za-
riadenie poskytuje synchroniza¢ny mechanizmu nielen na trovni jednej OpenCL pracovnej
skupiny, ale umoziuje synchronizovat cely vypocet. Na synchronizovanie vldkien v odli-
$nych pracovnych skupinach sice moéZeme pouzit atomické instrukcie na globalnej pamiiti,
tie ale zo sebou prinasajt aj nevyhody a je dobrym zvykom vyhnit sa takejto koordinécie .
Nevyhodou je, Ze pre synchronizaciu musime pouzivat pomalt globélnu pamit a pouzitim
tohto principu moézeme zaviest do systému ”deadlock”. Okrem toho atomické instrukcie
tiez limituja prenositelnost daného rieSenia, lebo sa jedna o rozsirenie (angl. extension)
OpenCL, ktoré je podporované len niektorymi zariadeniami. V pripade jedného kernelu
by sme sa synchronizacii medzi OpenCL pracovnymi skupinami nevyhli, aj ked medzi ne-
urénmi v jednej vrstve nie st ziadne zavislosti, medzi vrstvami je to uplne naopak. Pred
poditanim vystupu ur¢itého neurénu musime mat spocitané vystupy vsetkych neurénov
v predchéadzajicich vrstvach. NavySe je pravdepodobné, Ze ak by sme chceli pouzit jeden
kernel, pravdepodobne by sme museli pouzit viac instrukcii pre riadenie toku programu, ¢o
by mohlo zvysit divergenciu warpov. Rozdelenie programu na viac kernelov tiez umozni
ich jednoduchsie ladenie a testovanie po c¢astiach. KedZe paralelné aplikicie sa tazko ladia
ide o velktu vyhodu. Z uvedenych dévodov preto kernel rozdelim na mensie funkcie, ktoré
budu volané v spravnom slede za sebou.

5.4 Spravovanie kontextu a zdrojov grafickej karty

Pred spustenim kernelu na grafickej karte je potrebné vykonat nutnu inicializaciu. V prvom
kroku sa musia ziskat dostupné platformy na systéme. Z nich je potrebné vybrat jednu
a vybraf zariadenie pod danou platformou. V tomto kroku obmedzime vyber na zariadenia
typu GPU. Po zvoleni zariadenia musime vytvorit OpenCL kontext. N&sledne musime
vytvorit frontu prikazov nad kontextom a prelozit program kernelov a vytvorit ich objekty.
Téato ¢ast inicializacie vypodtu na grafickej karte nie je zavisla od konkrétnej neurénovej siete
a jej parametrov. Pokial teda nebudeme menit zariadenie pre vypocet, potom pocas behu
programu staci vykonat tieto kroky len raz a potom ich drzat v pamiiti, aj ked v niektorych
pripadoch by to mohlo byt vhodné ich z paméti odstranit. V dalSej Grovni inicializécie
musia byt vytvorené a inicializované pamétové struktiary na grafickej karte. V tomto kroku
musia byt zndme parametre neurdnovej siete. Konkrétne musime poznat podet vrstiev
a mnozstvo neurénov v kazdej z nich. Od toho sa totiz odvija kolko blokov pamiite a v akej
velkosti budeme potrebovat. Z toho tiez vyplyva, Ze v pripade ak sa menia spomenuté
parametre, potom sa stane abstraktny pamifovy model neurénovej siete na grafickej karte
neplatny. V tom pripade je potrebné uvolnit alokovanti pamiit a v pripade novej poZziadavky
na ucenie na grafickej karte vytvorit nové struktiry. Podobné pravidla platia aj pre képiu
neurénovej siete v grafickej karte. Tie data sa ale stand neplatné aj v pripade, ak sa spusti
ucenie tejto neurdnovej siete na procesorovej ¢asti.

"http://www.codeproject.com/Articles/143395 /Part-3-Work-Groups-and-Synchronization
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Kapitola 6

Implementacia

V tejto kapitole opisem postup implementécie programovej kniznice pre pracu s neuro-
novymi sietam. Uvediem tu svoje uvahy nad problematikou a tiez zdovodnenia svojich
rieseni.

Pre implementéciu tohto programu som sa rozhodol pouzit jazyk C+-+ spolu s OpenCL.
Dévody preco je OpenCL vhodnym nastrojom pre tato pracu uz bolo naznacené v pred-
chédzajucich kapitolach. Aj ked je v stiGasnosti tazké predpovedat budiicnost OpenCL a do
akej miery sa bude pouzivat o niekolko rokov, fakt Ze sa jedné o otvoreny Standard, ktory
prijalo mnozstvo vyznamnych spolo¢nosti je velkou vyhodou. Na jednej strane je dobré, ak
sa nebude pouzitie vyslednej softwarovej kniZnice viazat na jeden operacny systém alebo
na zariadenia od jedného vyrobcu. Aj pre miia mézu byt nadobudnuté skiisenosti o to
cennejsie v budicnosti.

Na rieSenie som sa rozhodol pouZif operaény systém Linux ale nepouzival som Ziadne
nastroje a kniznice, ktoré by neumoziovali, aby bolo moje riesenie prenesené aj na Windows
pripadne iny opera¢ny systém. V prvom kroku riesenia som sa rozhodol najprv implemento-
vat uéiaci algoritmus fungujtci len na procesore. To umozni vyuzitie vysledného programu
aj na pocitacoch ktoré neobsahuju ziadne zariadenie podporujice OpenCL.

6.1 Datova reprezentacia neuronovej siete

Pre reprezentaciu umelej neurénovej siete ucenej pomocou algoritmu Backpropagation je
potrebné uchovévat nasledujtce data:

e pocet vrstiev (vo svojej implementéacii budem povazovat aj vstupnt vrstvu za skuto-
¢na vrstvu)

e maticu vah pre kazdu skryta vrstvu a pre vystupna vrstvu

e pre kazdu vrstvu dalej musime uchovat podet neurénov v danej vrstve a tip aktivacnej
funkcie

Pri implementécii bol vyuzity objektovy navrh. Neformélny diagram tried medzi ktorjmi
bola rozdelena funkcionalita softvérovej kniznice je na obrazku 6.1. Tento diagram neobsa-
huje Gplny zoznam ¢lenov znazornenych tried, ale len tie, ktoré st podstatné pre ukazanie
ucelu jednotlivych tried v navrhnutom objektovom modeli. Prvou tlohou pri tvoreni tej-
to softvérovej kniznici bolo vytvorif abstraktny model umelej neurénovej siete. Ten sa
nachadza v triede BackpropagationNetwork. Okrem modelu neurénovej siete obsahuje aj
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metddy pre pracu nad danou neurénovou siefou a poskytuje rozhranie pre vonkajsie aplika-
cie. V tejto triede architekttru neurénovej siete reprezentuji nasledujiice datové elementy:

GPUContext

-numGPUs

-GPUsPtr

-gpulnitlevel

-numLayers

-neuronCount

“e BackpropagationNetwork

+getGPUs () n .

+sendDataToGPU() ovarpate TrainData

+initContextKernelsQueue() _weights -initialized

+C leanContextKernelsQueue() _totalWeights -samples

+allocGPUMemary () — -inputs

+cleanGPUMemory () +initNetwork() -outputs

+LoadDataToGPU() +1“15W9%9“;S,()ht o -data

+cleanContext() 1 +randomlzelelghts +init()
——<">t+trainSample() - - -2ddsamp1e ()

+trainEpoch()

. +getInputCount()
:::::[E)g?;?)() +getOutputCount ()

Layer runt) +getSampleCount ()
+weightsPtr +setlearningRate() :gz‘;_sramg}?%mters()
meurons . ) +setActivationFunctionParameter () +Eead¥?omFﬂe()
+activationFunction 3..n +autoInitGPUContext () i
+parameter +trainSampleGPU () +readFromP roben1File()
+outputs +trainOnDataGPU ()
+deltas
+computeDeltasOutput()
+computeDeltasHidden ()

Obrazok 6.1: Objektovy model aplikacii

Pole objektov typu Layer , kde kazdy z tychto objektov uchovava informéacie o jednej
vrstve umelej neurénovej siete. Celoc¢iselni premennu totalLayers , v ktorej je informéa-
cia o celkovom pocte vrstiev neurénovej siete. Ukazovatel na pole s desatinnymi ¢islami
weights reprezentujicimi vahy neurdénovej siete. Celociselnd premenné total Weights s infor-
maciou o celkovom pocte vah. Zvysné informacie o neurénovej sieti st v objektoch triedy
Layer. Konkrétne sa jedna o ¢lenov: celoc¢iselnd premennd neurons, ktora uchovava infor-
maciu o pocte neurénov v konkrétnej vrstve. Premennd activationFunction urcujica typ
aktiva¢nej funkcie. Premenna typu float pod nazvom parameter urcujica konstantny pa-
rameter aktivacnej funkcie ako napriklad strmost (angl. steepness) pri aktivacnej funkcii
typu sigmoida. V triede Layer sa nachadzaji navyse vektory vystupov a chybovych signalov
konkrétnej vrstvy (outputs a deltas). Tieto informdcie st spo¢itané pri doprednom S$ireni
signalu ale vyuzija sa aj pri spitnom Sireni chyby a preto je vhodné ich ukladat. Trieda
Layer obsahuje tiez metédy pre vypocet chybovych signalov.

Tym je popis tried reprezentujicich umelt neurdénovi sief so spiatnym Sirenim chyb
uplny. Pre jej ucenie je ale vhodné maf v programovej kniznici pripravené nastroje pre
pracu s tréningovymi vzormi. Pre tento 1cel sa v popisovanej kniznici nachadza trieda
TrainData.

Pre spravne pouzivanie triedy TrainData musi byt objekt tejto triedy zinicializovany
pre rovnaku Sirku vstupnych a vystupnych vzorov, ako je pocet neurénov vo vstupnej a vy-
stupnej vrstve neurénovej siete, pre ktort tieto tréningové data pripravujeme. Této trieda
umoziiuje okrem pridavania a vracania tréningovych vzorov aj ich nacitanie z textového si-
boru. V stcéasnosti podporuje dva typy sitborov. Prvym je jednoduchy textovy sibor, ktory
obsahuje na prvom riadku tri ¢isla vyjadrujice po rade pocet tréningovych vzorov, pocet
vstupov a pocet vystupov. Pod nimi si1 potom striedavo riadky so vstupnym a vystupnym
vektorom vsetkych vzorov postupne. Priklad stiitboru s datami pre ucenie neurdénovej siete
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na vykonavanie funkcie exkluzivnej disjunkcie (XOR) je zobrazeny nizsie . Druhym forma-
tom suboru je format pouzivany v databéaze pre testovanie neurénovych sieti PROBEN1
[22].

Myslienka spravovania kontextu uz bola vysvetlena v predchadzajicej kapitole. A pra-
ve na ten ucel sluzi trieda GPUContext. Tato trieda uchovava informacie o inicializacii
OpenCL zariadenia a stara sa o ukazovatele do pamite grafickej karty. Stupen inicializacie
OpenCL zariadenia je v nej reprezentovany aj vnutornym stavom, ktory sa moze menit pri
volani metéd tejto triedy. Stavy, v akej sa modze nachddzat st uvedené v tabulke 6.1.

Stav triedy GPUContext: Vyznam:
GPU_INIT_LEVEL_DEVICE NOT_SELECTED zakladny stav, ziadne zariade-

nie nie je vybrané

GPU_INIT_LEVEL_GPU_SELECTED je vybrand grafickd karta
a trieda GPUContext uchovéa-
va jej ID

GPU_INIT_LEVEL_CONTEXT_KERNELS_QUEUE | je vytvoreny kontext, pripra-
vené kerneli aj prikazova fron-
ta
GPU_NIT_LEVEL_GPU_MEMORY_ALLOCATED | na grafickej karte je alokovana
pamiit pre neurénovu siet, ale
este nie je skopirovand
GPU_INIT_LEVEL_LOADED data potrebné pre ucenie ne-
urénovej siete st ulozené na
grafickej karte a vsetko je pri-
pravené na zahdjenie vypo-
étov

Obréazok 6.2: Stavy triedy GPUContext

6.2 Programy vykonavané na grafickej karte.

Predchadzajuca cast bola venovand predovsetkym objektovému navrhu a datovym Struk-
taram programu. V tejto Casti bude naopak strucne vysvetlené ako funguje paralelny
algoritmus. V predchadzajucej kapitole boli tiez vysvetlené dévody, preco sa javi program
rozdeleny na viacero kernelov ako lepsie riesenie. Takjto pristup bol nakoniec aj zvoleny
a algoritmus backpropagation bol rozdeleny do nasledujicich podprogramov:
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e Feedforward - z vektora vstupov a matice vah spocita vystupy vrstvy, nad ktorou je
spusteny. Tento program vykonéva nasobenie matic ale navyse vykona nad vysledka-
mi aktiva¢nt funkciu.

e BackpropagateOutput - spocita chybové signali na vystupnej vrstve a néasledne spo-
Cita diferencie vah spojeni medzi poslednou skrytou vrstvou a vystupnou vrstvou.
Vystupom budt teda dva vektory v paméiti. Jeden s chybovymi signdlmi a jeden
obsahujuci za sebou nasledujtce riadky matice diferencii vah.

e ComputeLearningSignals - spocita chybové signaly pre zadant skrytt vrstvu. Jedna
sa vo svojej podstate o dalSie nasobenie vektoru a matice s tym rozdielom, Ze z pohladu
tejto funkcie st vahy rozmiestnené v paméti inak. Vahy, ktoré sa maju zucastnit tej
istej redukcie totiz nie su za sebou. Tento problém bol popisany v predchadzajucej
kapitole.

e BackpropagateHidden - spocita chybové signdly na skrytej vrstve. Jej rozdiel oproti
funkcii

e BackpropagateOutput spociva v tom, ze vo vystupnej vrstve je pocitanie chybovych
signalov triviadlne a BackpropagateOutput si ich spocita sam. BackpropagateHidden
ale vyuziva chybové signély z funkcie ComputeLearningSignals. Kerneli ComputeLe-
arningSignals a BackpropagateHidden teda spolo¢ne pocitaji na skrytych vrstvach to,
¢o kernel BackpropagateOutput na vystupnej vrstve a ich odlisnost vychédza z faktu,
7e na skrytych vrstvach je vypocet chybovych signalov komplikovanejsi ako na vrstve
vystupne;j.

o UpdateWeights - vykona posledny krok a tym je Gprava vah. Tento kernel vlastne
paralelne pripocita vsetky diferencie vah k povodnym vaham.

Vyvojovy diagram zobrazujaci algoritmus, ktory spusta kerneli na grafickej karte je na
obrazku 6.3. Vysledkom je jedna iteracia nad jednym uciacim vzorom. Cely postup sa
opakuje pre vSetky uciace vzory a v kazdej iteracii sa navyse pocita celkovd chyba nad
tréningovym vzorom. Tato operacia sa vykonava na procesorovej Casti.

38



Zober dalfiu vrstvu

Feedforward

Existuje
daliia vrstva?

3 Zober predchadzajicu
vrstvu

v

ComputelearningSignals

I BackpropagateHidden I——)

Y

BackpropagateOutput

Existuje

predcddzajica vrstva?

UpdateWeights

Obrazok 6.3: Objektovy model aplikacii
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Kapitola 7

Testovanie

V tejto kapitole budiu prezentované vysledky testov zvoleného rieSenia a porovnanie medzi
vykonom grafickej Casti a procesorovej. V prvej casti tejto kapitoly bude popis pouzitych
testovacich databdz a sposob merania jednotlivych parametrov. Nasledujtca ¢ast bude ve-
novand vysledkom jednotlivych testov. Na zdver posledné cast tejto kapitoly bude venovana
kratkemu zhodnoteniu vysledkov.

7.1 Metodika testovania

Analyzovanie vykonu kernelov fungujicich na grafickom jadre je mozné vykonat pomocou
nastroja od spolo¢nosti nVIDIA pod nézvom Compute Visual Profiler. Umoziiuje ziskavat
rozne Statistické udaje ziskané za behu a tiez ich prezentaciu prostrednictvom grafov a ta-
buliek. Na testovanie riesenia zadaného problému boli pouzité testovacie vzory z databazy
PROBENT1 [22]. Ide o subor dat k viacerym redlnym tloham, ktoré boli riesené pomocou
metdd strojového ucenia. Filozofiou tejto testovacej sady je, aby sa usetril ¢as potrebny pri
zbierani d4t potrebnych na testovanie vysledkov vedeckych prac. Dalsou myslienkou je, aby
vysledky testovania jednotlivych prac na tému strojového ucenia boli porovnatelné a aby
sa predislo nejasnostiam ktoré vznikaja v pripade horsie dokumentovanych testovacich da-
tabaz ktoré nie st zverejnené. Databaza PROBENI bola pouzita v mnohjch pracach ako
aj v [3].

Na testovanie bol pouzity pocita¢ s procesorom Core 2 Duo T8100 na frekvencii 2.1
GHz. Pouzita grafickd karta je NVIDIA Quadro NVS 140M. Prvé testy boli spustené
s jednoduchym ucenim funkcie XOR. Jednalo sa teda o neurénovu siet s dvomi vstupnymi
neurénmi, s jednym vystupnym a s dvadsatimi skrytymi neurénmi. Na obrazku 7.1 je
zobrazeny priebeh jednej iteracie uCenia. Vidno na niom ako dlho boli jednotlivé kerneli
spustené. MozZeme usudit, Ze medzi ukoncenim jedného kernelu a spustenim dalSieho je
s pravidla doba necinnosti.
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BackpropagateHidden
BackpropagateOutput
ComputelearningSignals
Feedforward
UpdateWeights
memcpyDtoHasync

I IR |

memcpyHtoDasync

82379 82446 82513 82581 82648 82715 82783 82850

Obrazok 7.1: Kerneli pocitajice sief s malym poc¢tom véah.

Po spusteni programu nad tréningovou mnozinou Gene z databizy PROBEN1 so 400
skrytymi neurénmi vyzerd diagram hustejsie a zd4a sa, ze sa vyuziva vicsie percento ¢asu
na vypocty kernelov. Vysledky mozeme vidiet na obrazku 7.2.

B BackpropagateHidden
= BackpropagateOutput
mm Computel earningSignals
= Feedforward

3 UpdateWeights

B memcpyDtoHasync

=1 memcpyHtoDasync

0 251 582 874 1165
GPU Time

Obrazok 7.2: Kernely pocitajtce siet s velkym poc¢tom véh.

Testovanie programu bolo zamerané na vykonnost. Pre porovnanie rychlosti vykonu
algoritmu pracujiceho na procesor s algoritmom pocitajucim na grafickej karte bola pouzita
tréningovd mnozina Gene z databazy PROBEN1. Zvolena databaza obsahuje vzory so
stodvadsiatimi vstupmi a tromi vystupmi. Takychto vzorov obsahuje 3175. Testy boli
vykonané na umelej neurénovej sieti s tromi vrstvami, pri ktorych pocet neurénov v skrytej
vrstve boli menené, aby sa vyskusal vplyv poc¢tu neurénov na vykon. Postupne boli spustené
testy s 50, 100, 200, 300, 400 a 500 neurénmi v skrytej vrstve. Ucenie sa ukoncilo pokial
bola prekrocend hranica Sestdesiatich sektind. Po skondeni kazdej epochy sa ukladal cas
od zaciatku ucenia, vyslednd chyba a ¢islo ukoncenej epochy. Vysledky znazornuje graf
na obrazku 7.3. Z uvedeného obrazku mozeme vidiet, Ze v pripade mensSej siete, ktora
obsahovala menej ako 200 neurénov je vypocet na procesore rychlejsi. V pripade 200
neurénov a viac ale bola rychlejsia grafickd karta. Podobné vysledky boli publikované uz
v minulosti, ako napriklad v pracach, ktoré boli spomenuté v predchadzajacich kapitolach
tejto diplomovej prace [21][19].
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Obréazok 7.3: Pocet epoch za minut pri réznom pocte skrytych neurénov.
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Kapitola 8

Moznosti rozsirenia navrhnutej
kniZznice o dalSie algoritmy

Vytvorena kniznica podporuje dopredni neurénovu siet s neobmedzenym poctom vrstiev
(obmedzenie je dané len pamifou) a algoritmus spéitného Sirenia chyby. Zhotovené riesenie
tiez umoznuje zvolit Tubovolny pocet neurénov v kazdej vrstve. Napriek tomu ale existuju
aj iné moznosti konfiguracie, ktoré by prospeli lepSou prispésobivostou na rieSent tilohu.
Mbzeme si zobraf priklad z injch kniznic ako napriklad FANN . Kniznica FANN umoziiuje
definovat aj siete s riedkym (sparse) prepojenim, kedy sa pri inicializacii vytvoria spojenia
medzi jednotlivymi neurénmi len s uréenou pravdepodobnostou. Tieto principy umoziiuja
zjednodusit ¢i urychlit ucdenie, pri ktorom to moze, ale nemusi zhorsit schopnost siete naucit
sa spravne mapovat dané vzory. Na druhej strane v pripade u¢enia na grafickej karte by
to mohlo priniest viac komplikécii ako prinosu. Bolo by totiz nutné uchovévat s vahami
eSte dodato¢né informaécie, ktoré by umoziovali urc¢it, ktoré vahy v matici vah st aktivne.
Pripadne by bolo potrebné uchovavat informéacie o tom, medzi ktorymi neurénmi prenasa
signal konkrétna vaha. Tieto komplikacie by mohli znizif efektivitu u¢iaceho algoritmu.

Inou moznostou rozsirenia by bolo inkrementédlne ucenie, pri ktorom sa zacina s prazd-
nou siefou a postupne sa pridévaji spojenia. Aj v tomto pripade by ale rieSenie na grafickej
karte komplikovali dovody uvedené vyssie. Jednoduchou upravou by mohlo byt tiez pridat
do ucenia tzv. momentum , ktoré moze prispiet k tomu, aby sa siet blizila k spravnemu
stavu vah rychlejsie.

Velmi uzitoénym vylepSenim by mohol byt algoritmus RPROP [23]. Ide o tpravu po-
vodného algoritmu, ktory sa snazi znizit negativny dopad velkych parcidlnych derivacii na
krok v priestore definovanom vektorom vah. Preto pre urcenie diferencie vahy nepouziva
spocitant hodnotu tak, ako pri klasickom algoritme Backpropagation, ale iba jej znamienko.
Velkost zmeny véhy je uréené len podla parametru $pecifického pre vahu, takzvana obno-
vovacia hodnota (angl. update-value), ktory sa upravuje v kazdom kroku podla danych
pravidiel.

Niektoré ulohy rieSené strojovym udenim maji t0 vlastnost, Ze spravny vystup sie-
te nezavisi len od sucasnych vstupov, ale aj od vstupov minulych. Ako priklad mozZno
uviest moju predchédzajicu bakaldrsku pracu [24]. Pre tento typ tloh sa hodia rekurziv-
ne neurénové siete a preto by ich pridanie do vytvorenej kniZznice bolo velkym prinosom.
V rekurzivnych neurénovych sietach mozu existovat spojenia aj medzi neurénmi v tej istej
vrstve. Tieto spojenia umoziiuju reprezentovat urcity stav vo vnutri sieti vdaka ¢omu st

'Fast Artificial Neural Network Library http://leenissen.dk/fann/wp/
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schopné odpovedat spravne na naudené sekvencie vstupov. Pre udenie sa pouZiva algorit-
mus ”Backpropagation through time”, ktory funguje na principe rozbalovania cyklov v sieti
v Case. Paralelné riesenie na grafickej karte by ale bolo kvdli spojeniam na trovni jednej
vrstvy komplikovanejsie.

V pripade vysSie uvedenych rozsireni by bolo mozné vyuzit pévodni triedu Backpropa-
gationNetwork a v nej, bud pridat nové metddy s rozsirujicimi algoritmami, alebo pripadne
aj vykonat potrebné upravy v datach uchovévajtacich neurénova siet. Vicsina z nich by
ale komplikovala vypocet na grafickej karte a pravdepodobne by sa znizil celkovy pocet
instrukcii, ktoré by sa dali vykonat paralelne.

Existuje mnoho neurénovych sieti odlisnych topoldgii a inym spdésobom ucenia ako pri
tych, ktoré sa ucia algoritmom backpropagation alebo algoritmom od neho odvodenym. Pre
ich implementécii by ale kéd v triede BackpropagationNetwork nebol pouzitelny pre toto
rieSenie. V takom pripade by bolo potrebné pravdepodobne implementovat nova triedu.
Ostatné triedy v kéde by ale mohli byt uzitoéné aj pre takéto odlisné riesenia. V pripade
rozSirovania tejto programovej kniznice by podla mo6jho nézoru bolo najvhodnejsie zamerat
sa na pribuzné typy neurénovych sieti.

44



Kapitola 9

Z.aver

V mojej praci som sa venoval moznostiam akceleracie umelych neurnovych sieti pomocou
grafického procesoru. Na tvod som urobil prierez problematikou stcasnych grafickych pro-
cesorov GPU, prestudoval som si principy vyuzitia GPU na obecné vypocty. Blizsie som
pochopil uciace algoritmy pre ucenie neurénovych sieti, predovsetkym algoritmus Backp-
ropagation. Vysledkom mojej prace je softvérova kniznica, ktord je pouZitelnd na riesSenie
uloh s vyuzitim principov strojového ucenia. Akcelerdciou na grafickej karte sa mi podarilo
dosiahnut zrychlenie u¢enia pri dostatocne velkych siefach. Zrychlenie nebolo také vyrazné
ako pri niektorych pracach, ktoré som tu citoval, ale moje vysledky potvrdili niektoré zavery
vyplyvajtce z predchadzajicich prac. Graficka karta totiz potrebuje ¢o najviac paralelizmu.
Vysledky by bolo mozné v budicej praci vylepsit hlbsou optimalizéciou programu alebo vy-
uzitim aj paralelizmu na trovni tréningovych dat. Umelé neurénové siete su isto pritazliva
téma. Clovek sa pri ich §tudovani moéze dozvediet aj nie¢o o svojej podstate a o principoch
myslenia. Algoritmy zaloZzené na biologickych neurénovych sietiach sa uplatiiuji, nielen
pre automatizaciu a rieSenie netrividlnych tloh, ale aj na simuldciu svojho vzoru a mozno
nam raz odhalia niektort zo zdhad fungovania Tudského mozgu. MoZno aj preto ma praca
s neurénovymi sietami tak zaujala.
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Dodatok A

Obsah CD

e Sources - zdrojové kédy.
e Dokumenticia - programova dokumentéacia.

e Text - text prace vo forme zdrojovych stuborovu programu LaTeX a vo formate pdf.
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Dodatok B

Manual

Poziadavky pre tspesny preklad:
e Grafické ovladace s podporou OpenCL (kniznica libOpenCL).
e Hlavickové sibory OpenCL. Je mozné ich ziskat zo stranky http://www.khronos.org/registry/cl/.
e Gnu prekladac jazyka C++4-, pripadne kompatibilny.
Rychly preklad a vyskiisanie:

$make
$./test

Stubor test.cpp obsahuje kratky priklad konfiguricie a spustenia kniznice. Podrobnejsia
dokumenticia sa nachiddza na CD v prie¢inku Dokumentéacia.
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