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Abstrakt

Cielom tejto bakalarksej prace je navrh, implementéacia a trénovanie modelov posilnovaného
ucenia na hru typu Bomberman. Je postavend na prostredi Bomberland od firmy CoderOne.
Toto prostredie bolo vyvinuté za tc¢elom vzdelavania a vyskumu v odveti umelej inteligen-
cie. V tejto praci rozoberdm rézne nastavenia a problémy s implementovanim agenta do
prostredia. Vyskusal som 2 politiky (MLP a CNN), 2 algoritmy (PPO a A2C) a 5 druhov
neurénovych sieti pre extrakciu vlastnosti za pomoci kniznic stable baselines 3 a pytorch.
Celkovy cas trénovania tychto modelov bol dokopy 1207 redlnych hodin, 4168 strojovych
hodin a 271 miliénov hernych krokov. Aj ked bolo trénovanie netspesné, tato praca ukazuje
proces implementécie modelu posilnovaného ucenia do prostredia Gym.

Abstract

This bachelor’s thesis aims to develop, implement and train reinforcement learning models
for a Bomberman-type game. It is based on Bomberland environment from CoderOne. This
environment was created for education and research in the field of artificial intelligence. In
this thesis I tackle the settings and problems of implementing agent into the environment.
I used 2 policies (MLP and CNN), 2 algorithms (PPO and A2C) and 5 setups of neural
networks for feature extraction with the use of libraries stable baselines 3 and pytorch. Total
training time resulted in 1207 real-world hours, 4168 computing hours and 271 milions
of time steps. Although the training was not successful, this thesis shows the process of
implementing a reinforcement learning model into a Gym environment.
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Kapitola 1

Uvod

Odkedy existovali pocitacové hry, ludia sa zaoberali tym, ako by mohli hrat proti niekomu,
ale bez druhého ¢loveka [6]. Preto sa snazili napodobnit Tudského protihraca. Tato mys-
lienka dala podnet k prepojeniu umelej inteligencie (AI) a hier. Umeld inteligencia vSak
neznamena, ze tento protihrac je inteligentny.

V zaciatkoch sa stévalo, ze Al hraci (taktiez nazyvani boti) dostévali rézne vyhody
oproti ludskym hracom, aby sa im mohli vyrovnat [20]. Jedna z najéastejsich foriem tychto
vyhod byva napriklad vyssia rychlost botov v zavodnych hrach alebo ziskanie informécie
o pozicii protihraca z enginu herného prostredia, namiesto réznych zvukovych alebo vizu-
alnych senzorov, ktoré by skor pripominali Tudského protihraca.

Tato éra sa vsSak s vyvojom coraz lepsej umelej inteligencie pomaly blizi ku koncu.
Hlavne v poslednej dobe prichddzaji na svetlo nové tspechy strojového ucenia, ktoré sa
vo vela veciach dokazu vyrovnat ¢loveku a v niektorych ho dokonca dokazu prekonat a to
aj bez tychto vyhod.

Najuspesnejsie odvetvie strojového uCenia na hranie hier je posilinované ucenie. S dob-
rym algoritmom a vhodnymi nastaveniami je schopné dosahovat nadludskych vykonov. Ta-
kyto model je viak potrebné trénovat. Proces trénovania je viak niekedy obtiazny, zdihavy
a taktiez vypocetne narocny.

Toto odvetvie je vsak stile mladé a tak je potrebné stile skimat nové prostredia, kde
moze byt tento sposob ucenia aplikovany a to nie len pri hrach, ale aj v redlnom svete.
V hernom svete je vsak integracia a trénovanie ovela jednoduchsie oproti tomu realnemu.
V redlnom svete vSak mézu mat tieto systémy véicésie vyuzitie avsak trénovanie v redlnom
svete je ovela narocnejsie a drahsie. Preto je potrebné stile vyvijat nové riesenia v tychto
hernych prostrediach, aby sa raz podarilo simulovat prostredie ¢o najrealnejsie a teda dostat
to najlepsie z oboch svetov, cenu a rychlost trénovania v tom virtudlnom a vyuzitie v tom
redlnom.

Mojim cielom v tejto bakalarskej praci je navrhnuit, implementovat a natrénovat model
posiliiovaného ucenia na hre Bomberland. Vyuzijem pri tom algoritmus PPO, ktorym firma
OpenAl natrénovala model na jednej z najkomplexnejsich hier dnesnej doby [18]. Docielim
to vyuzitim kniznic stable baselines 3 a pytorch. Stable baselines 3 je jeden z najpokroci-
lejsich frameworkov v oblasti posiliovaného ucenia a poskytuje predpripravené algoritmy
modelov. Kniznica pytorch poskytuje zase funkcie na tvorbu neurénovych sieti, ktoré su
pouzivané v tychto modeloch.



Kapitola 2

Herné prostredie

Tato kapitola bude zamerana na podrobné popisanie prostredia. Je potrebna ku tplnému
pochopeniu implementac¢nych detailov interakcii s prostredim. Je urcend hlavne pre Tudi
nestotoznenych s touto hrou alebo jej varidciami.

2.1 Hra Bomberman

Bomberman [11] je arkddova pocitacovd hra, ktord je zalozend v blokovej aréne, kde proti
sebe bojuji dvaja alebo viaceri hraci. Arkadova implikuje, Ze sa jednd o hru, kde je dolezita
koordindcia medzi vystupnymi signdlmi (zvuk a obraz) a vstupnymi signalmi hraca (akcie,
ktoré mo6ze v danom hernom prostredi vykonavat, pohyb a iné akcie pomocou stlac¢eni klaves
alebo mysi).

Cielom hry je prezit dlhsie ako nepriatel. To je mozné za pomoci bémb, ktoré st pokla-
dané na pozicii hraca, ktory chce bombu polozit. Ak bomba zasiahne ktoréhokolvek hréca,
dany hrac straca jeden zivot. Ak prisiel hra¢ o vietky Zivoty, je z hry vyluceny. Dalsf sposob
ako vyhrat je vyhybat sa bombam ostatnych hracov a ohnu, ktory zacne vychadzat zo stran
na konci hry, vac¢sinou v spiralovej postupnosti. To znamend, ze hra¢ by sa mal idedlne c¢o
najskor dostat do stredu, a tiez si ten stred udrzat, kedZe tam sa ohen dostane ako na
posledné miesto.

Prostredie Bomberland

Aj ked bolo popisané, ¢o to je Bomberman, tak je potrebné vysvetlit aj podrobnejsie detaily
tejto variacie.

Bomberland je prostredie inSpirované hrou Bomberman. Toto prostredie bolo vytvo-
rené firmou Coder One [5] a je na nom postavena tato bakalarska prica. Bolo vytvorené
za ucelom studia a vyskumu technolégii v oblasti umelej inteligencie. Ukazky a obrazky
z tohto prostredia boli ziskané z datasetu replayov baseline agentov z githubu od uzivatela
fxtentacle'.

Jednéa sa o ndhodne generované prostredie o rozmere 15x15, kde hrac¢ ovlada za normal-
nych okolnosti az 3 herné postavy naraz. Taktiez aj siper ma 3 herné postavy. Kazda herna
postava zacina s 3 zivotmi a vitazi ten hrac¢, ktorému na konci hry ostane aspon 1 zivot.
Hra moze taktiez skoncit remizou, ak o posledny zivot pridu obaja hraci v rovnaky moment
(v 1 herny krok = 1 tick).

"https://github.com/fxtentacle/gocoder-bomberland-dataset
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Obr. 2.1: Ukazka herného prostredia bomberland. Na obrazku je zobrazena mechanika
kone¢ného ohna (krajny ohen), vybuchy bomb (okrithly ohen v krizovom tvare) a nesmr-
telnost postav po strateni zivota (priehladné postavy). Postavy si rozdelené na rytierov
a carodejnikov. Toto radenie je cisto kozmetické a slizi len na rozliSenie prislusnosti jednot-
livych postav ku stperiacim timom. Taktiez je mozné vidiet tri druhy prekazkovych kociek
v hernom prostredi (Kovové kocky, orné kocky a drevené kocky).




Toto prostredie je teda z hladiska implementacie:

e Diskrétne: herny cas je odkrokovany. Teda akcie sa vykondavaji po krokoch a kroky
st od seba vzdialené 100 milisektind.

e Synchronizované: vsetky akcie, ktoré dostane vykonava v jednom hernom kroku a teda
je jedno v akom poradi ich dostane medzi krokmi, vykona ich aj tak naraz.

o Ciasto¢ne pozorovatelné: niektoré veci si pred agentom skryté. Napriklad: ndhodne
sa generuju na réznych miestach v réznych casovych intervaloch vylepsenia: municia
a pod.

Interakcia s prostredim

Kazda jednotka zac¢ina s 3 bombami so silou 3. Sila bomby znézornuje dosah bomby. Bomby
sa daji doplnit za pomoci zdvihnutia kocky typu ammo (municia). Aj dosah bomby sa
d4 zosilnit zdvihnutim kocky typu blast power-up (zosilnenie vybuchu). Bomby vybuchnu
najneskor 100 hernych krokov (tickov) od poloZenia. Dalsie sposoby ako sa d4 bomba odpélit
skor st bud zasiahnutie druhou bombou, ¢o sa mdze stat ihned po polozeni, alebo akciou
odpélenia bomby (detonate) hra¢om, ktory ju polozil, najskér 5 hernych krokov po polozeni
bomby. Hrac¢ si moéze vybrat, ktort zo svojich polozenych bémb chce odpalit.

AXk je hra¢ zasiahnuty ohniom z bomby alebo hru ukonc¢ujicim ohnom, strati jeden zivot.
V tomto prostredi je vSak implementovand mechanika nesmrtelnosti. Hned po zasiahnuti
ohnom sa jednotka stdva nesmrtelnou na niekolko hernych krokov, pocas ktorych nestraca
zivoty a moze sa hybat cez ohen. Odstranenie tejto mechaniky by znamenalo, ze jednotka
moze zomriet z plného zivota uz za 3 herné kroky.

V tomto hernom svete tvoria prekazky 3 typy hrou vygenerovanych kociek, cez ktoré sa
neda prejst.

o Drevené kocky (Wooden Block): daju sa znic¢it bombami a majua 1 zZivot,
o Rudné kocky - Ruda (Ore Block): daji sa zni¢it bombami a maji 3 Zivoty,
o Kovové kocky (Metal Block): nedaji sa znicit.

Kocky, tak ako aj hraci, stratia jeden zivot pri kazdom zasiahnuti vybuchom z bomby. Ked
su znic¢ené, zmiznu a da sa cez policko, na ktorych boli, prechadzat.

Ku neprechodnym objektom v hernom prostredi patria aj ostatni hréci (¢i uz zivi alebo
mftvi), bomby, okraj mapy a v pripade, Ze sa na to isté policko snazia dostat dvaja hraci
naraz v jednom momente, nepohne sa ani jeden a policko ostane prazdne. Je to spdsob,
ako vyriesit synchronizované pohyby v hernom prostredi a teda nikto nedostane prednost
a teda ani vyhodu.

V Bomberlande sa niektoré zname vylepsenia z ostatnych varidcii tejto hry nenaché-
dzaju. Napriklad sa jedna o zrychlenie jednotky (vicsinou v spojitom prostredi, v diskrét-
nom by mohlo sposobit zlé odkrokovanie, musela by byt akcia rozsirend o pocet policok,
ktoré chce jednotka prejst v danom kroku) alebo hddzanie/kopanie bomby.



Kapitola 3

Posilnované ucéenie

Tato kapitola bola cerpand z knihy doktora Suttona a doktora Barta o ivode do posilno-
vaného ucenia. Vysvetluje ¢o vlastne je posilnované ucenie a popisuje jeho zdkladné casti
a principy.

3.1 Kilasifikacia posilnovaného ucenia

Posiliované ucenie nepatri ani k forme ucenia s ucitelom (supervised learning) ale ani
k forme ucenia bez ucitela (unsupervised learning) [22]. Co to teda je?

Od ucenia s ucitelom je posilnované ucenie rozdielne v tom, ze pri uceni s uc¢itelom mame
trénovaciu sadu, ktord pozostava z oznacenych prikladov, ktoré si poskytnuté vonkajsim
ucitelom. Toto vSak nie je velmi praktické, v niektorych pripadoch priam nemozné, pri
interakcii s prostredim a jeho meniacimi sa stavmi. A to preto, ze ¢asto nie su tieto priklady
spravne alebo nereprezentuju vsetky mozné situacie, ktoré méze dané prostredie priniest
[22].

Na druhej strane, od ucenia bez ucitela, je posiliiované ucenie odlisné zase v tom, ze
ucCenie bez ucitela hladd skryté podobné Struktiry v neoznacenych datach. Mohlo by sa
zdaft, ze je to to isté, pretoze ani jedno sa nespolieha na spréavnosti prikladov pri trénovani.
Posilnované ucenie sa avsak snazi maximalizovat odmeny, nie hladat skryté struktary, aj
ked to moze byt uzitoéné pre agenta, samotné to neriesi ziskavanie maximélnej moznej
odmeny [22].

Znamena to, ze posilnované ucenie je samostatnd forma strojového ucenia.

3.2 Casti posilnovaného ucenia

Hlavné casti posiliiovaného ucenia st agent a prostredie.

Agent moze mat rozne podoby. Je to program, ktory vykonava akcie, ktoré s mu
posielané svojou politikou (policy) na zéklade informacii, ktoré dokéze pozorovat v danom
prostredi [22].

Prostredie nemusi znamenat len veci externé. Napriklad v pripade Bomberlandu st
aj vlastnosti postdv sucastou prostredia. Vo vsSeobecnosti to moézu byt vsetky dostupné
informécie, ktoré agent moze ziskat, popripade aj predvidat, respektive simulovat (hlavne
v Ciastocne pozorovatelnom prostredi) [22].



Dalsia doélezita ¢ast tohto systému je odmeniovacia funkcia. Jej hlavnou ¢nnostou je
dévat odmeny alebo tresty agentovi na zaklade jeho akcii. Je to jedna z najtazsich veci pri
implementéacii posiliiovaného ucenia.

Agent

state reward action

S R A
t t t

Rt+1
S« | Enviroment

A

Obr. 3.1: Markovov retazec popisujici interakciu agenta a prostredia v kontexte posil-
novaného ucenia [22]. Prostredie posiela agentovi akciu, aktudlny stav S a odmenu R, pre
¢as t, na ktoru agent reaguje akciou A pre ¢as t, ktoré prostredie vyhodnoti a posle stav .S
a odmenu R pre ¢as t + 1.

3.3 Princip fungovania posilnovaného ucenia

Posilnovanie pozitivneho spravania (positive reinforcement) je zndma cast psycholégie a vy-
chovavania. Pouzivanie odmien a trestov je jedna z najrozsirenejsich metod vychovy deti
a trénovania zvierat na spoluprdcu s ¢lovekom [7]. Posiliované ucenie v strojovom uéeni
funguje na rovnakom principe ako posilnovanie pozitivneho spravania, z ktorého je odvo-
dené.

Jeden z najznidmejsich behavioristov Burrhus Frederic Skinner, ktory sa zaoberal touto
tematikou hovori o tom, Ze existuji Styri druhy odmien a trestov [7]:

o Pozitivne posilnenie (positive reinforcement): Zavedenie pozitivnej stimuldcie (od-
meny), ked je dosiahnuty chceny vysledok.

 Pozitivne potrestanie (positive punishment): Zavedenie negativnej stimulacie (trestu),
ked je dosiahnuty nechceny vysledok.

o Negativne posilnenie (negative reinforcement): Odstranenie negativnej stimulacie (trestu),
ked je dosiahnuty chceny vysledok.

o Negativne potrestanie (negative punishment): Odstranenie pozitivnej stimulécie (od-
meny), ked je dosiahnuty nechceny vysledok.



Tato metdéda by mala docielif zvysenie vyskytu akcii, ktoré vedd ku chcenému vysledku
pokial sa subjekt dostane do rovnakej situdcie, ako pri trénovani. Taktiez by mala znizit
pravdepodobnost, ze subjekt vyberie jednu z akcii, ktoré budu viest ku nechcenému vy-
sledku. B. F. Skinner to pomenoval ako princip posiliiovania (principle of reinforcement)
[3].

Obr. 3.2: Rozhodovanie v Bomberlande. Cast 1 Jednotka, ktora stoji v strede (kiizelnik
na pozicii 7,7) vyhodnocuje stav. Drzi vyhodnd poziciu a vidi, Ze sa préve zrodila kocka
typu municia, ku ktorej mé priamu cestu. Z predchadzajiceho ucenia vie, ze sa mu oplati
tieto kocky zbieraf.



Obr. 3.3: Rozhodovanie v Bomberlande. Cast 2 KedZe nechce prenechat poziciu, na
ktorej je, nepriatelovi, ¢o vie, ze je zlé, polozi bombu na zem a rozhodne sa ist po municiu.
Neodpalil vSsak bombu hned ako to bolo mozné (po 5 hernych krokoch) ale pockal, kym
sa bude vracat spaf do stredu a az potom ju odpalil, aby mal ¢as na navrat. Ked bomba
vybuchla, zobrala zivot nepriatelovi a uvolnilo sa stredné policko.



Obr. 3.4: Rozhodovanie v Bomberlande. Cast 3 Nakoniec sa dokézal vratit spit do
stredu. Z kratkodobého hladiska by sa tejto jednotke neoplatilo odist z tejto pozicie avsak
z dlhodobého hladiska sa to velmi oplatilo. Zobral zivot nepriatelskej jednotke, ziskal kocku
typu municia a znovu obsadil vyhodnil poziciu a to bez stratenia vlastného zivota.
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Takze ak agent vykond akcie, ktoré ho dovedd ku chcenému vysledku, tak ho prostredie
odmeni. Naopak, ak vykona akcie, ktoré ho vedi ku nechcenému vysledku, tak ho potresta.
Popripade, ak nevykond idedlny krok, tak dostane mensiu odmenu, popripade ziadnu. Na
druhej strane, ak je v zlej situdcii ale zlepsuje sa, tak sa znizi alebo odstrani trest [7].

o Pozitivne posilnenie (positive reinforcement): Zavedenie pozitivnej stimuldcie (od-
meny), ked je dosiahnuty chceny vysledok.

o Pozitivne potrestanie (positive punishment): Zavedenie negativnej stimulacie (trestu),
ked je dosiahnuty nechceny vysledok.

o Negativne posilnenie (negative reinforcement): Odstrdnenie negativnej stimulécie
(trestu), ked je dosiahnuty chceny vysledok.

o Negativne potrestanie (negative punishment): Odstréanenie pozitivnej stimuldcie
(odmeny), ked je dosiahnuty nechceny vysledok.

Dalsie rozdelenie méze byt podla odstupu dodania odmeny od vykonania akcie a od pocétu
posilneni. V posililovanom uceni sa tomu hovori okamzité odmeny (immediate reward)
a oneskorené odmeny (delayed reward) [13]. Podla poctu posilneni ide zase o husté (dense
reward) a riedke (sparse reward) odmenovanie [7].

o Nepretrzity prehlad (Continuous schedule): akcia je odmenend alebo potrestand
ihned a po kazdom vyskytnuti (kroku). V realite tazké udrzat - nemame subjekt stéle
pod dohladom - avsak v hernom svete je to vac¢sinou mozné.

o Pevny pomer (Fixed ratio): akcia je posilnena po pevne stanovenom pocte vyskytov.
Napriklad po kazdych piatich rovnakych akcidch dostane agent odmenu alebo trest.

o Pevny interval (Fixed interval): akcia je posilnend v pevne stanovenych c¢asovych
intervaloch, respektive po pevne stanovenom pocte krokov. Napriklad kazdych desat
krokov. Rozdiel od pevného pomeru je v tom, Ze akcie moézu byt rozne.

o Pohyblivy pomer (Variable ratio): akcia je posilnend po meniacom sa pocte vy-
skytov. Napriklad najprv pri jednom, potom pri troch a postupne sa zvysuje alebo
znizuje.

o Pohyblivy interval (Variable interval): akcia je posilnend v meniacich sa ¢asovych
intervaloch, respektive hernych krokoch. Napriklad ak zaciatok hry nie je taky dolezity
ako jej koniec, agent bude hodnoteny menej casto na zaciatku, len ¢i ide dobrym
smerom, moze teda tvorit volnejsie stratégie, koniec hry je dblezitejsi, bude hodnoteny
Castejsie.

Je dolezité dobre rozvrhnit velkosti odmien a taktiez aj za ¢o ich agent dostava. V nie-
ktorych pripadoch aj kedy odmenu dostéva. Je potrebné sa vyhnit odmenadm, ktoré mézu
sposobif predlzovanie hry. Moze to byt spésobené tym, zZe agent dostane vyssiu odmenu za
predlzovanie hry aj ked cielom je porazif sipera ¢o najrychlejsie. Toto sa da osSetrif napri-
klad aplikovanim zliav na odmeny (discount). Odmeny za ti isti vec na zaciatku hry st
teda vyssie ako v neskorsich stadiach hry.
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3.4 Existujice rieSenia

Pri vytvarani tejto bakalarskej prace som taktiez skimal, aké existujtice rieSenia pre po-
dobnu problematiku uz existuju. Ako prostredie, kde je jedna z hlavnych vlastnosti to, Ze
sa v nom nachidza viacero jednotiek, ako priatelskych tak aj nepriatelskych, tak som sa
rozhodol, inspirovat jednou z najznamejsich implementacii posilnovaného ucenia v hrach
a pravdepodobne aj jednou z najuspesnejsSich v tomto odbore.

Jedna sa o agenta na hru Dota 2 vytvoreného firmou OpenAl. Tento agent dokézal
porazit najsilnejsi tim na svete: Team OG. Jedna sa o obrovsky tuspech a to z dévodu,
ze Dota 2 mé velmi komplexny herny priestor, zndzornené na obrazku 3.5. Najzlozitejsie
vlastnosti si: velmi dlhé hry (Sach ma priemerne 80 krokov za epizédu, pre porovnanie Dota
2 m4 20000 krokov za epizddu), ¢iastoéne pozorovatelny priestor (agent nevidi superov stéle,
vidi ich len ked st v priestore, ktory ma viditelny a teda musi vela predvidat, kde stperi st1)
a vysoko dimenzionélny pozorovaci priestor (mnoho entit a vlastnosti). Taktiez mé najvyssie
vitazné odmeny zo vsetkych e-Sportov na svete. V roku 2021 na turnaji The International
bola celkova vyhra az 40 miliénov doldrov '. Zaujem o tito hru je obrovsky a teda je tam
aj velka konkurencia. O to vacsi tispech je porazit najlepsi tim na svete. Bol uskutoc¢neny
aj verejny test, kde Open Al five vyhralo 7,215 hier a prehralo iba 42 hier proti Tudskym
hrac¢om. To sa rovnd 99.4% tspesnosti.

Tym sa potvrdilo, Ze posilliované ucenie, v kombinécii s hranim proti sebe (self-play),
je mozné vyuzit na dosiahnutie nadludskych vykonov. Podarilo sa im to za pouzitia modi-
fikovaného algoritmu PPO (Proximal Policy Optimization), ktory vyuzival zdielany LSTM
(Long-Short Term Memory) blok, z ktorého potom vychédzali dve plne prepojené neurénové
siete pre ¢initela (actor) a kritika (critic) [18]. Jediny problém je, Ze sa jedné o zlozité pro-
stredie a PPO je on-policy algoritmus, ¢o znamenad, ze sa ud¢i len z akcii, ktoré vykona. Tym
padom je ucenie ¢asovo a vypocetne narocnejsie. Kedze sa vSsak Bomberland zlozitostou
nepriblizuje Dote tak som si myslel, ze to nebude problém.

Tymto zistenim som si vybral algoritmus, ktory by som chcel pouzit. LSTM vsSak nie
je vhodné na pouzitie s obrazkami [3], v Dote 2 pouzivali ako pozorovanie vektory a teda
som to musel nahradit.

Podla ¢lanku Jasona Brownleeho [3], som dospel k zéveru, ze by mohlo fungovat MLP
(Multi-Layer Perceptron) a CNN (Convolutional Neural Network), pretoze moje prostredie
je reprezentované ako obrazok.

Thttps://www.esportsearnings.com/tournaments
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Obr. 3.5: Nahliadnutie na rozhodovacie moZnosti agentov v hre Dota 2. Aj ked sa
jednd o spojité prostredie v spojitom Case, je potrebné ho diskretizovat. To je dosiahnuté
tym, Ze agent vykondva akciu kazdy 4. snimok (to je 1 herny krok) [18] a prostredie,
je taktiez diskretizované, relativne podla entit tak, ako je zndzornené na obrazku. Zdroj:
https://openai.com/blog/openai-five/

3.5 Pouzité algoritmy posilnovaného ucenia

Rétajme so standardnym posilnovanym ucenim, kde agent interaguje s prostredim ¢ v dis-
krétnom case. V kazdom ¢asovom kroku ¢ agent dostane stav s; a vyberie akciu a; z priestoru
akcii A podla svojej politiky 7, kde 7 je mapovanie stavov s; ku akcidm a;. Ako ndvratnu
hodnotu dostane agent dalsi stav s; + 1 a skaldrnu odmenu r;. Tento proces pokracuje,
dokym agent nedocieli terminalneho, respektive konec¢ného, stavu. Nasledne sa cely cyklus
zatne odznova. Ndvratovd hodnota Ry = Y oo, v*r: + k pozostdva zo vietkych ziskanych
hodnét v kroku ¢ so zlavovym faktorom ~ € (0, 1] [9].

Hodnota akcie Q™(s,a) = E[Rys; = s,a] je ofakdvand navratovd hodnota pri vy-
brani akcie a v stave s pri nasledovani politiky 7. Optimélna hodnota funkcie Q*(s,a) =
maz,Q™(s,a) ddva maximélnu hodnotu akcie pre stav s a akciu a dosiahnutelnou akoukol-
vek politikou. D4 sa teda povedat, ze hodnota stavu s pod politikou 7 je definovana ako
V7(s) = E[Ry|s; = s] a je to teda o¢akavand navratova hodnota pri nasledovani politiky 7
zo stavu s. Cielom agenta je teda maximalizovat o¢akdvani navratovi hodnotu z kazdého
stavu s; [9].

Optimalizacia proximalnej politiky

Proximal Policy Optimization (PPO) je algoritmus pre posiliiované ucenie, ktory vychadza
z metéd Policy Gradient (Gradient Politiky). Alternuje medzi vzorkovacimi datami cez
interakciu s prostredim a optimalizaciou skrytého ciela za pomoci ndhodnych stipani po
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gradiente. Tato metéda vychadza z TRPO (Trust Region Policy Optimization) a mala by
byt lahSia na implementaciu, viac vSeobecnd a mat lepsiu vzorkovu efektivitu [17].

“actor” network “critic” network

(: state  (): action distribution @: predicted discounted reward
(): hidden neuron

Obr. 3.6: Aktor Kritik neurénova siet v PPO. Zdroj: [12]

Vyhoda Aktor Kritik

Ako alternativny algoritmus som taktiez vybral Advantage Actor Critic (A2C). Podla do-
kumentécie by mal dosahovat rychlejSiecho ucenia na procesore ako na grafickej karte. Je
rovnako alebo v niektorych pripadoch aj viac efektivny ako algoritmus A3C (Asynchronous
Advantage Actor Critic), z ktorého je A2C odvodeny [9].

Kritik odhaduje funkciu hodnoty. Toto mdze znamenat aj hodnotu funkcie ) alebo
hodnotu stavu V. Aktor aktualizuje politiku v navrhovanom smere kritika (tak ako pri
policy gradient) [23].

Tento algoritmus som vybral po tom, ¢o som nemal tspesné vysledky s PPO. Aj ked je
A2C horsi od PPO, je mu dost podobny a teda ak by sa mi podarilo nédjst nejaki chybu
na nom, tak by som skor vedel kde je chyba v PPO.

3.6 Pouzité neurdénové siete

Neurénové siete sa Casto pouzivaji na vyriesenie problémov spojenych so strojovym uce-
nim. Su zlozené z mnohych jednoduchych procesnych uzlov, ktoré s spojené a st vzdialene
podobné Tudskému mozgu. Vacésinou st ulozené vo vrstvach. Prepojenia medzi uzlami maji
medzi sebou vahy, ktorymi sa nasobi vstup. Cielom neurénovych sieti je upravit tieto vahy
tak, aby docielili pozadovaného vystupu s danym vstupom. To je docielené mnohymi po-
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suvaniami vpred (feed-forward) a spéatnou propagaciou (back propagation) trénovacich dat
po celej sieti [4].

Neurdnova siet typu MLP

hidden layers

input

Obr. 3.7: Neurénova siet typu MLP. Této siet je plne prepojend a je to jedna zo zaklad-
nych druhov neurénovych sieti. Pri obrazkoch mapuje jeden pixel ku jednému perceptrénu
na vstupnej vrstve. Je teda jednoducha na implementaciu avSak nie je najefektivnejsia na
spracovanie obrazkov. Kazda vrstva v skrytych vrstvach by taktiez mala byf zakoncena
nelinearitou, napriklad ReLU (Rectified Linear Unit), ktord odstrani vSetky negativne hod-
noty, ktoré by sa na vystupe danej vrstvy mohli objavit. Na vystupe sa mézu nachiadzat
rozne formaty hodndt. V niektorych pripadoch sa pouzivaji sigmoid funkcie: napriklad pri
binarnych klasifikaciach, v niektorych zase bez aktivacnej funkcie: napriklad pri regresnych
problémoch. Pri klasifikaciach viac ako dvoch tried je potrebné pouzit softmax funkciu,
ktord vyda pravdepodobnosti pre kazdua klasifikacni triedu [2]. Zdroj obrazka: [16].

Multi-Layer Perceptron (Viac-Vrstvovy Perceptron) je plne prepojend umeld neurénova
siet (ANN, Artificial Neural Network) [21]. Na spracovanie obrazkov je tiprava celkom jed-
noduchd. Obréazky sa narezi po stipcoch a ulozia pod seba. Pri dvojrozmernom hracom
poli o velkosti 15x15 tym vznikne jednorozmerné pole o velkosti (15x15)x1, teda 225x1.
Nasledne sa kazdy pixel priradi ku jednému perceptrénu na vstupnej vrstve. Toto je sice
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jednoduché na tupravu prostredia pre vstup do tejto siete, avsak tieto siete byvaju kvoli
tomu velmi velké. Z tychto dévodov sa taktiez fazsie trénuju.

Jedna cast je, Ze majui vela vah (weights), ktoré treba aktualizovat pri uceni. Druh4 ¢ast
je to, ze ak sa tadto neurénova siet nauci rozpoznavat macku v lavom hornom rohu obrazku,
tak ju pravdepodobne nerozpoznd ak sa objavi na inom mieste. Ak sa zaCne objavovat na
inom mieste, neurénova siet sa znova zac¢ne ucit od zaciatku, ze byva tam a zabudne, Ze
byvala vlavo hore. Pre tento isty dévod je lahsie tento typ siete pretrénovat, respektive
tazsie natrénovat na zovseobecnovanie [10]. Z tohto dévodu je konvoluénd neurénova siet
efektivnejsia na riesenie obrazkovych vstupov.

Konvoluéni neurdnova siet

Convolutional Neural Network (CNN) je narozdiel od MLP len ¢iastocne prepojend umeld
neurénova siet (obrazok 3.8). Na spracovanie vstupu vyuziva konvolucie. Stéle je vSak zakon-
¢ena plne prepojenou neurénovou castou, ktora sa uci. Tito cast tvoria skryté vrstvy. Kon-
volucné vrstvy vyuzivaju funkciu konvolicie na vytahovanie potrebnych vlastnosti, ktoré
s nasledne predavané do tejto plne prepojenej siete [15].

Konvoluéné vrstvy funguji na principe nasobenia vstupu filtrami a vysledok tejto ope-
racie je s¢itany. Konvoliciou st menené pocty kanalov. Mo6ze ich aj zvySovat aj znizovat.
Pre konvoliciu st délezité tieto parametre: rozmery vstupného obrazu, rozmery filtra, typ
filtra, vyplnenie (padding) a posun (stride) [15]. Ak je potrebné zvysit alebo znizit pocet
kanalov bez straty informdcii, moéze sa pouzit kernel (filter) o velkosti 1x1.

Rozmer filtra by mal byt mensi ako rozmer vstupného obrazu z dévodu, ze bude tento
filter postvany po celej ploche vstupného obrazku. Blizsi popis pri obrazku 3.9.

Typ filtra zase urcuje, aka vlastnost bude zvyraznend. Méze obrazok rozmazat, zaostrit,
vytiahnut vertikdlne alebo horizontélne ¢iary (detekcia hrany). Tato funkcia vsak potrebuje
vzdy byt zakoncend nejakou nelinearitou, respektive aktivac¢nou funkciou. Najvyuzivanej-
sia aktivacnd funkcia je ReLU: f(x) = max(0,z) (Rectified Linear Unit), ktord odstrani
zaporné hodnoty [15].

Taktiez mozu byt vyuzivané roézne poolingy, ktoré menia rozmery jednotlivych kané-
lov. Najpouzivanejsie je MaxPooling (Maximélna hodnota) a AveragePooling (Priemerna
hodnota). MaxPooling z pola (napriklad 2x2), vyberie najvyssiu hodnotu a ulozi ju. Toto
efektivne zmensi velkost rozlisenia obrazku na jednu stvrtinu povodnej velkosti. Nevyhoda
vsak je, Ze sa mdzu niektoré informécie stratit. AveragePooling na druhej strane taktiez
znizuje velkost rovnako ako MaxPooling, avsak nevybera najvyssiu hodnotu ale spracuje
dané pole na priemernt hodnotu [15].

Cely proces konvolu¢nej neurénovej siete je znazorneny na obrazku 3.10.
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lutional fully-connected
M et hidden layers

Obr. 3.8: Konvolu¢na neurénova siet. [16] Na obrazku je zndzornend 1D konvolu¢n4 siet.
Sklada sa zo styroch druhov vrstiev. Prva vrstva je vstupné, nasledujti konvoluéné vrstvy,
ktoré vedi do plne prepojenej neurénovej siete v skrytych vrstvach a nakoniec vystup. Tu
st vstupné data o velkosti 5, s vyplnenim 1, posun 1 a filtrom o velkosti 3.

1|0f1]o |10 1|01 1123 31
o|1|1]of1]1 0|11k |[4]|5|6 |—p
1|10f1jo0of1]oO 110(1 71819

1|{0|1f1]1]0 Image patch Kernel

ol1l1lol 1|1 (Local receptive field) (filter) Output
110(1j0|1]O

Input

Obr. 3.9: Proces konvolicie[14]. Filter je postvany o hodnotu posunu (stride) po celom
obrazku (z lavého horného rohu az po pravy dolny roh) po riadkoch. Vynésobuje hodnoty
obrazku s hodnotami filtra, ktoré nasledne sc¢ita a dosadi do nového obrazka na poziciu
stredu filtra v starom obrazku. Aby sa zabranilo strate vlastnosti na kraji obrazka, mdze
sa vyuzit vyplnenie (padding), tak, aby kazdy pixel bol aspon raz v strede filtra. Na vypo-
¢itanie velkosti vystupného obrazku sa pouziva tento vzorec:

OUTPUT = (INPUT — KERNEL + 2+ PADDING)/STRIDE) + 1.
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Obr. 3.10: Vysoky nahlad na spracovanie obrazka konvolu¢nou neurénovou
sietou[15]. Na obrazku je vykresleny nazorny priklad spracovania obrézku konvolu¢nou
neurénovou sietou. Kazda konvolu¢nd vrstva je zakoncend aktivacnou funkciou ReLU a na-
sledne je vykonany pooling na znizenie rozlisenia. Ked je dosiahnuty chceny pocet kandlov
a rozliSenie, vystup z extrakcie vlastnosti je zrovnany do jednej dimenzie (flatten) a nasledne
predany plne prepojenej neurénovej sieti.
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Vstupny obraz o velkosti

Kernel (Filter) o velkosti Vystupny obraz o velkosti

(w*h*d) (wg*hsd) (W - ws + 1)*(h - hg + 1)*1
* — h-he+1
W
w- Wi+ 1
w
vstup | |- — | vystup
kanal 1 filter 1 kanal 1
vstup | « | — | vystup — |
= = |vystup 1
kanal 2 | [Mer 1 = |\anai 2 ystup
vstup : vystup
kanal 3| [Me" 1 = |kanal 3

Obr. 3.11: Konvoliicia viacerych vrstiev. Obrazok 1 [15]: Vstupny obraz o velkosti Sirka
w, Vyska h a Hibka, respektive pocet kanslov, d je vynasobena filtrom o velkosti Sirka Filtra
wy, Vyska Filtra hy a Hibka (rovnaky pocet kandlov ako vo vstupnom obraze) d. Vystupny
obraz bude velkosti Sirka w — w ¢+ 1, Vyska h —hy +1 a Hibka, teda pocet kanalov, 1.
Obréazok 2: KedZze sa na obrazku 1 nedalo prehladne vysvetlit ¢o je o, znazornil som to
druhym obréazok, ktory vysvetluje, ze filter je pre vsetky vstupné kandly rovnaky. Tie sa
nasledne s¢itaju a dostaneme jeden vystupny kanal. Takze ked mame x vystupnych kanalov,
tak to zndzornuje x pouzitych filtrov a nie pocet vstupnych kanslov. Na vystup je nasledne
aplikované aktivaénd funkcia, ktord vytvori potrebni nelinearitu (odstrdnenie zapornych
hodnét) a tym ziskame mapu vlastnosti (feature map).
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Kapitola 4

Priprava trénovacieho prostredia

4.1 Komunikacia medzi klientmi a hernym serverom

Ako uz bolo spomenuté Bomberland je diskrétne a synchronizované prostredie. Komunika-
cia medzi klientmi a serverom vsSak nie je synchronizovand, klienti odosielaji svoje akcie
v roznych casoch a taktiez prichadzaji na server v réznom c¢ase, nie naraz. Server teda vzdy
¢aka 100 ms na vsetky akcie a az potom hru odkrokuje a nasledne posle vSetkym klientom
aktualizacie stavu.

Tato komunikacia prebieha vo formate JSON. Celé stavy, aj tie zaciato¢né, si vo forméte
JSON a teda sa dé vytvorit vlastné herné pole. Daji sa zmenit rézne nastavenia, o ktorych
sa hovorilo v kapitole 3. Napriklad moézeme zmenif pocet jednotiek, ktoré mé kazdy hrac
k dispozicii, kde sa nachddzaji, kolko maji bémb na zaciatku hry, silu vybuchov a dokonca
aj pocet zivotov.

Aj akcie zo strany klienta st vo formate JSON. Viac informéacii je dostupnych v oficidlne;j
dokumentacii [5].

Toto je klasicky méd fungovania prostredia Bomberland. Taktiez existuje trénovaci mod,
kde mo6zu vsetky akcie prichddzat z jedného zdroja a herny server len vyhodnocuje vsetky
akcie a stavy. Je postaveny na Al-gym platforme.

4.2 Platforma Al-gym

Gym (z angli¢tiny, znamend telocvicna, miesto kde sa cvici, respektive trénuje) je néstroj
na vyvoj a porovnavanie algoritmov posiliiovaného ucéenia. Nevytvara ziadne predpoklady
na struktiru agenta a je kompatibilny s mnohymi numerickymi vypocetnymi kniznicami,
ako napriklad Tensorflow alebo Theano [19].

Kniznica Gym je kolekciou testovacich problémov alebo prostredi, ktoré sa daji pou-
zit na pracu s réznymi algoritmami posiliiovaného ucenia. Vytvara teda rozhranie medzi
funkciami Standardizovanych kniznic zo strojového ucenia a hernym prostredim [19].

Popis rozhrania Gymu

Zakladné funkcie, ktoré musi rozhranie gym obsahovat si: step (krok), reset (vynulo-
vat) a render (vykreslit). Taktiez musi obsahovat aj nasledujice atribity: action__space
(priestor akcii), observation__space (priestor pozorovania), metadata (ddta o détach,
metadata) a reward__range (rozsah odmien).
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V/ybrana akcia

Funkcie algoritmov Agent

Pozorovanie

A A
Pozorovanie na
spracovanie Pozorovanie, -
Odmeny @CE'
Odmeny na
Upravu politiky Vystupné
pravdepodobnosti akcii
Prostredie
Neurdnova siet na Pl L
vytahovanie ne prepojena
Viastnosti Spracované neurénova siet
pozorovanie (Fully connected
(Feature extractor  network A |
neural network) neural network) [ Vyhodnot aktudlny stav a akcie |
I v
Herny server

Obr. 4.1: Model funkcionality prostredia Bomberland v trénovacom méde gym.
Zaciatok tohto cyklu zacina v prostredi. Vygeneruje sa nahodné prostredie a posle sa agen-
tovi. Agent spracuje vstup (prva iteracia bez odmeny, agent eSte nevykonal akciu), zasle
pozorovanie cez funkcie algoritmov do neurénovej siete na extrahovanie vlastnosti. Spraco-
vané pozorovanie sa posle do plne prepojenej neurénovej siete (Cast neurénovej siete, ktora
sa mé ucit na zéklade odmien, neurénova siet na extrahovanie vlastnosti sa nemeni). Této
siet spracuje vstup a vrati pravdepodobnosti akcii naspét do funkcii algoritmov. Tieto prav-
depodobnosti spracuji a vratia agentovi index akcie, ktord mé pouzit. Agent zasle index
do prostredia, ktoré ho spracuje do formatu na komunikovanie so serverom. Ten vyhodnoti
novy stav a posle ho naspéat prostrediu. Prostredie tentokrat vrati aj odmenu za akciu, ktort
agent vykonal. Na zdklade tejto odmeny sa postupne bude upravovat (ucit) plne prepojena
neurénova sief.
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Funkcie Gymu

Step: Tato funkcia je volanad po vybrati akcie, ktori chce agent poslat, v aktualnom kroku,
serveru na vyhodnotenie. Jej ndvratové hodnoty si observation (pozorovanie), reward
(odmena), done (ukoncend epizéda) a info (dodatocné informaécie).

Vsetky procesné tkony by mali byt zabezpecené touto funkciou, teda aspon na ide-
alne pracovanie s funkciami algoritmov z kniznice stable baselines. Pretoze sa tato funkcia
vola zvnutra agenta, len s argumentom c¢isla indexu akcie, ktort chce vykonat, je nutné
ho spracovat do vhodného formatu pre komunikaciu na server4.3. To isté plati aj pre vy-
stupné hodnoty funkcie. Pozorovanie (observation) by teda malo byt spracované do formétu
popisanom atributom priestoru pozorovania 4.3.

Reset: Volanie tejto funkcie, vacsinou po ukonceni hry, respektive dokoncenie epizddy,
uvedie prostredie do zaciatocného stavu a znazornuje inicializaciu novej hry. Tato funkcia
vracia len jednu navratovii hodnotu a to je pozorovanie (observation), ktorda musi byt, tak
ako pri navratovych hodnotéch funkcie Step, podla forméatu definovanom atribiitom pries-
toru pozorovania. Tato hodnota sa pouzije na vykonanie prvého kroku. Funkcia nevracia
odmenu, pretoze agent este nevykonal ziadnu akciu.

Render: Implementacia tejto funkcie je volitelna. Vola sa pri vykreslovani prostredia,
ktora je uzito¢na napriklad pri hladani chyb ¢lovekom. M6ze mat viacero médov, definova-
nych v atribiite metadata (metadédta) danej triedy.

Priestory

Kazdé trénovanie za¢ina nahodnymi akciami. Priestory slizia na popisanie tychto veci aby
bolo mozné ich vyuzivat v réznych generickych prostrediach, teda zabezpecuji normaliziciu
rozhrania prostredi. St typu Space a popisuju format validnych akcii a pozorovani. Je mozné
vyberat z roznych typov alebo vytvorit vlastny priestor [19].

Ja som zvolil Box pre pozorovanie a Discrete pre akcie. Box je definovany ako n dimen-
ziondlne pole, v mojom pripade st to 3 dimenzie (pocet kandlov, vyska prostredia, sirka
prostredia). Discrete znézornuje diskrétny priestor, ¢ize sa jednd o zoznam s velkostou n
(pocet akcii) [19].

GymWrapper

GymWrapper je zabalenie prostredia do standardov kniznice Gym. Korektnost implemen-
tacie zabalenia (wrapperu) sa dé skontrolovat za pomoci funkcie check__env z kniznice
stable baselines.

GymWrapper v prostredi Bomberland bol ¢iastoéne pripraveny v Starter kite od Code-
rOne. Jednd sa o funkcie na komunikaciu so serverom. Funkcie na komunikaciu s kniznicou
stable baselines 3 som vytvaral ja za pomoci dokumentacie ku kniznici stable baselines 3

[1].

4.3 Reprezentacia herného prostredia

Prostredie nemoézeme jednoducho posielat do neurénovej siete v akomkolvek formate. Je ho
potrebné upravit.
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Uprava prostredia pre vstup do neurénovej siete

Rozhodol som sa prostredie upravit do podoby Sedych (gray-scale) obrédzkov. To znamen4,
ze kazdy kanal o rozmere hracieho pola bude mat hodnoty od 0-254, ktoré budi zndzornovat
normalizované hodnoty réznych vlastnosti.

Rozhodol som sa dat maximalnu hodnotu 254, pretoze kniznica zo stable baselines
predpokladala, ze ked je maximalna hodnota 255 tak sa jedna o obrazok s 3 kanalmi (RGB)
a snazila sa zmenit tvar tohto vstupu. S tym by nebol problém, avsak funkcia predpoklada,
ze kanal bude najmensia dimenzia vo vstupe. Vstup je ale velkosti 24x15x15 a prave toto
robilo problémy, ked sa funkcia snazila zmenit tvar vstupu na 15x24x15.

Vsetky hodnoty st normalizované. Normalizoval som ich tak, Ze som si stanovil nejakt
maximalnu hodnotu, ktord mézu vlastnosti dosahovat. A teda hodnoty vlastnosti si potom
vydelené stanovenou maximalnou hodnotou daného typu a néasledne vynasobené hodnotou
254.

Kanaly jednotiek

Prvych desat kandlov je urcéenych pre vlastnosti jednotiek.

Prvy kandl zobrazuje jednotku, pre ktord ma agent aktualne vybrat akciu.

Kandly dva az Styri pozostavaju zo zobrazenia vSetkych priatelskych jednotiek (spolu
s tou ovlddanou) a v kandloch pat az devit zase len nepriatelské jednotky. Hodnoty re-
prezentujuce vlastnosti (v uvedenom poradi) st zivoty, sila bémb jednotiek, pocet bomb
k dispozicii danej jednotke a nesmrtelnost. Tieto hodnoty st umiestnené na pozicii postavy,
ktorej tato hodnota patri.

Desiaty kandl zobrazuje mftve jednotky. Je to dolezité z toho dévodu, Ze sa cez tieto
jednotky neda prechadzat.

Grafické zobrazenie je na obrazku 4.2.

Kanaly kociek

Nasledujucich devat kanalov je urcenych pre kocky.

Prvé tri z tychto kanalov popisuju drevené kocky, kovové kocky a orné kocky.

Drevené a kovové kocky su reprezentované len ako jednotky (resp. 254, maximalna
hodnota). Drevené kocky sice si rozbitné, no maji iba jeden zivot. To znamend, Ze sa bud
v hracom poli nachadzaju alebo nie, mézeme to klasifikovat binarne, teda jednotkou alebo
nulou. Kovové kocky sa naopak rozbif nedaji, takze buda maf taktiez konstantni hodnotu
jedna.

Orné kocky st rozbitné a tak maji normalizovanti hodnotu reprezentujicu zivoty jed-
notlivych kociek. Pévodne som rozmyslal nad oddelenim ornych kociek podla poc¢tu zZivotov
do jednotlivych kandlov. Neskor som vsak od toho upustil, kanaly by boli vi¢sinou prazdne
a tak sa domnievam, Ze by to bol zbyto¢ny sSum pre neurénovu sief a tak som sa drzal len
tejto reprezentacie.

Dalsi kanal v poradi ozna¢uje pozicie municie. Hodnota tychto kociek oznacuje dobu
expiracie. To znamend, ze kocka zmizne a nebude sa dat zobraf.

Bomby st popisané nasledujticimi dvoma kanalmi. St na pozicii kde bomba lezi a maji
hodnoty expiracie a sily vybuchu.

Nasleduja vylepsenia vybuchu bomby a taktiez, ako municia, reprezentuji hodnoty dobu
expiracie.
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Posledné dva v tejto skupine st kocky typu ohen. V prvom z tychto dvoch kandlov
je hodnota expiracie. Toto je kanal, kde sa objavi ohen z vybuchu bomby a reprezentuje
hodnotu, za ktorti zmizne. Druhy kandl zase popisuje len konstantnou jednotkou vsetky
pozicie ohna. Tu uz je aj koneény ohen, ktory expiraciu nema. Spojil som ohne z bémb a z
konca hry, aby model vedel, ze v podstate je to rovnaky typ kocky a tymto polickam sa ma
vyhybat.

Grafické zobrazenie je na obrazku 4.3.

Pomocné kanaly

Poslednych péat kandlov pozostava z pomocnych funkcii.

Prvi z nich som nazval vyhoda pozicie a znazornuje zjednoduseny model pre hracie pole
a ktoré kocky na niom by mala chcief jednotka obsadit. P6vodne bol tento model pouzity
ako jednoduchéd odmenovacia funkcia.

Kanaly dva a tri popisuji lokdlnu poziciu na kazdej z osi. Mali by sluzit ku navadzaniu
agenta pri tom, kde sa v hracom poli nachddza. V podstate by sa podobne dal pouzit aj
kanal vyhody pozicie.

Predposledny kandal oznacuje, kedy pride koneé¢ny ohen do hracieho pola. Ide v Spiré-
lovitej forme z lavého horného a spodného pravého rohu, na striedanie, kazdé dva herné
kroky.

A posledny kanil jednoducho popisuje, ktory herny krok je aktuélny. Delitel pre nor-
malizéciu ju vypocitany ako maximélna dizka hry. D4 sa vypoditat z hernych nastaven,
takze zakazdym agent vie, v ktorej faze hry sa prave nachadza. Avsak v kratsich hrach budu
hodnoty v tomto kandly rast rychlejsie a v dlhsich zase pomalsie.

Grafické zobrazenie je na obrazku 4.4.
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Obr. 4.2: Kanaly jednotiek. Sluzia ako vstup pre neurénovu siet.

25



drevené_kocky-1

-'il

|;-.r

56 7 8 91011121314
X

municia-expiracia

14 4
13 1
12 4
111
10 4
94
8 -

6
5
4
34
2
14

04

vylepSenie_vybuchu_bomby-expiracia

T T T
1011121314

14 4
13 1
12 4
111
10 4
94
8 -
> 74
6 -
5 -
4 4
34
24
14
04

Kanaly kociek

kovové_kocky-1

L
8 91011121314

bomby-expiracia

T T T T T T T T T T T T T T
0123456 8 91011121314

ohen-expiracia

T T T T T T
8 91011121314

o_
-
~
w
o
o
o
x ~

Obr. 4.3: Kanaly kociek.

26

orné_kocky-zivoty

14
13
12
11
10 +
9
s
7
6
5
4
34
24
14
0

T T T T T T
8 91011121314

-
~
w4
-
w4
o4
X~

bomby-sila_vybuchu

14 4
13 1
12 4
111
10 4
94
8 -
74
6 -
5 4
4 4
34
24
14
04

T T T T T T
8 91011121314

14 4
13 1
12 4
111
10 +
94
8 -
74
6 -
5 4
44
34
24
14
04

T T T T T T
8 91011121314

- 4
~ 4
w -
s o
o 4
o 4

X ~




Pomocné kanaly
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Obr. 4.4: Pomocné kanaly.
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Spracovanie vystupu z neurénovej siete

Vystup z neurénovej siete je spracovany funkciami kniznice pouzitého algoritmu, teda stable
baselines. Z funkcie model.predict(obs) nasledne vyjde uz len ¢iselny index akcie v poli akcii.
Tato hodnota musi byt upravena pred poslanim na herny server na spracovanie. Robim to
vkladanim potrebnych tdajov do JSON 8Sablén, ktoré si formatované do datovej struktiary
slovnik. Vsetky tieto slovniky nakoniec vlozim do datovej strukttury list.

[
{
"action": {
"type": "move",
"unit_id": unit_id,
"move": u_action
1,
"agent_id": agent_id
1,
{
"action": {
"type": "bomb",
"unit_id": unit_id
1,
"agent_id": agent_id
1,
{
"action": {
"type": '"detonate",
"unit_id": unit_id,
"coordinates": bomb_coords
1,
"agent_id": agent_id
}
]

Akény priestor som navrhol tak, aby agent mohol vykonévat nasledujice akcie: Pohyb
vpravo, pohyb vlavo, pohyb hore, pohyb dole, polozenie bomby, odpéalenie 3. bomby od
konca, odpalenie 2. bomby od konca, odpalenie 1. bomby od konca a stat na mieste. Napadlo
mi zakomponovat az tri moznosti odpélenia bomby, pretoze je tam moznost vyberu, ktort
bombu chce agent odpalit. V originadlnom starter kite sa nachadzala moznost odpalit len
poslednii polozent bombu, to vsak nemusi byt prave ta bomba, ktort by agent chcel odpalit.
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Kapitola 5

Priprava a trénovanie agenta

Po vybrani frameworku stable baselines 3 a vybrani algoritmov, ktoré chcem pouzit v mo-
jom agentovi, bolo implementovanie pripravy a vytvorenie agenta relativne priamociare.
Po inicializacii agenta s vybranym algoritmom z ponuky kniZnice a vybranou politikou
algoritmu, bol agent ihned pripraveny na ucenie.

To ale neplatilo pri prostredi, ktoré pozostavalo z asynchréonnych funkcii pythonu. Tie
sa totizto mozu volat len z dalsich asynchrénnych funkcii. Po dlhom skiimani moznosti, som
uvazil, ze bude najlepsie vyuzit funkcie z kniznice asyncio, ktora umoznuje vytvorit cyklus
pre asynchrénne funkcie, aby sa navonok spravali ako synchrénne. Je to dolezité z dévodu,
ze funkcie modelu agenta si vsSetky synchrénne a nevedia zabalit volanie asynchronnych
funkcif gymu do funkcii asyncio. Toto rieSenie pravdepodobne nie je idedlne avsak v Case
rieSenia som na lepsi spésob neprisiel. Po zabaleni asynchréonnych funkcii bolo aj prostredie
pripravené na komunikaciu s agentom.

5.1 Proces trénovania

Zacatie trénovania bolo taktiez relativne jednoduché. Prebieha na zaklade volania funkcie
learn. Tato funkcia nasledne vykonava vsetky potrebné kroky ku uceniu modelu. Vola fun-
kcie step a reset z priradeného prostredia. Pri ¢itani roznych fér (zdroj chyba) som sa
docital, ze prednastavené hyperparametre by mali fungovat v podstate na akomkolvek pro-
stredi, avSak ich blizsie nastavenie by malo zvysit vykon a efektivitu agenta. Takze som
pouzil tieto nastavenia a zacal trénovanie.

1. iteracia trénovania

e MLP politika

o PPO algoritmus

o ziadne nastavené hyperparametre

e sparse odmenovacia funkcia: len na konci hry
e fixné p6vodné prostredie

e bez pohybu nepriatelov

e kanaly: bez pomocnych kandlov 4.4

Na zaciatku som bol velmi optimisticky a tak som chcel vyskusat riedku (sparse) metédu
odmenovania. Je postavend na odmenovani agenta az na konci hry, podla toho, ¢i vyhra
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alebo prehra. V teorii je toto najlepsi sposob, ako najst idedlnu hernu stratégiu, pokial
nechceme agenta nijak ovplyvnit Tudskym pozorovanim prostredia. Ako som ale zistil, je
taktiez velmi pomaly, pretoze agent hra naslepo a dostane odmenu az po (v priemere)
350+ hernych krokov. Taktiez je velmi fazké pre agenta usudit, ktoré kroky presne, ho
viedli ku vitazstvu. Odmenovacia funkcia vyzerala nejak takto:

reward = (100*n_my_units + 10*sum_my_hp)
punishment = (100*n_enemy_units + 10*sum_enemy_hp)

if done:
return (reward - punishment)
return 0O

Model sa za 2 dni vobec ni¢ nenaucil (predvidatelne), preto som sa rozhodol tito iterdciu
ukoncit.

2. iteracia trénovania

e MLP politika

e PPO algoritmus

e ziadne nastavené hyperparametre

o dense odmenovacia funkcia: kazdy krok + discount
e fixné povodné prostredie

e bez pohybu nepriatelov

o kandly: bez pomocnych kandlov 4.4

Druhé iteracia pozostévala z rovnakych nastaveni az na fakt, ze odmenu dostdval agent
po kazdom kroku. Odmenovacia funkcia sa teda trochu upravila. Taktiez mi napadlo rovno
implementovat zlavu na odmenu:

reward = (100*n_my_units + 10*sum_my_hp)
punishment = (100*n_enemy_units + 10*sum_enemy_hp)

to_return = ((reward - punishment) - last_reward)
last_reward = (reward - punishment)
if done:

to_return = to_return * (MAX_GAME_LENGTH/current_tick+1)
return to_return

Takze kazdy krok dostane rozdiel odmeny aktuélnej od predchdadzajicej a to preto, aby
nedostaval odmenu stale, ked je vo vyhode. Dostane ju len v momente, kedy tato vyhodu
nadobudne. Ak je hra ukon¢end, je vynasobend maximalnou dizkou, ktord je vydelend ak-
tudlnym c¢asovym krokom. Teda ak agent prehra velmi skoro v hre, je velmi velkd negativna
odmena ale ak velmi skoro vyhrd, je odmena zase velmi velka v pozitivnych ¢islach.
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3. az 6. iteracia

e MLP politika

e PPO algoritmus

o ziadne nastavené hyperparametre

e dense odmenovacia funkcia: kazdy krok + discount 4+ odmena za poziciu
e zjednodusené prostredie: mélo az ziadne prekazky

o bez pohybu nepriatelov (1v1, 1v3): postaveny nepriatel do stredu

e kanaly: bez pomocnych kandlov 4.4

e nahodné zaciato¢na pozicia

Niekde medzi tymito iteraciami som prisiel na to, ze mézem zaznamenavat logovanie
v TensorBoarde. A teda mat aj lepsi prehlad o tom, ako sa trénovanie vyvija. Doteraz bolo
trénovanie odvodené z testovania a vypisovanim vykonanych pohybov.

Jedny z najvyznamnejsich zmien v tychto iteraciach boli ipravy na odmenovacej funkcii
a prostredi. Taktiez som pridal aj klipovanie odmeny, ¢o si vS8ak nemyslim, ze malo akykolvek
vplyv na trénovanie. Je vSak vhodné to ponechat z dévodu normalizécie.

Podstatnejsia zmena odmenovacej funkcie spocivala v odmenovani agenta, ak sa pribli-
zoval blizsie ku stredu. Je vypocitana manhattanskou vzdialenostou, kde hodnota aktudlnej
pozicie H = |x1 — 2| + |y1 — y2| je definovand ako sicet absolitnych hodnot rozdielov x
a y suradnic pozicie od x a y stradnic stredu.

Zmena prostredia spocivala v jeho zjednoduSeni, odstranil som vSetky (alebo skoro
vSetky) prekazky a skisal trénovat tymto Stylom.

Nova funkcia teda vyzerala priblizne takto:

position_reward = position_advantage [my_y] [my_x]

reward = (100*n_my_units + 10*sum_my_hp)
punishment = (100*n_enemy_units + 10*sum_enemy_hp)

to_return = ((reward - punishment) - last_reward) + position_reward
last_reward = (reward - punishment) + position_reward

if done:
to_return = to_return * (MAX_GAME_LENGTH/current_tick+1)
return to_return

Teda to isté ako naposledy ale aj s pric¢itanou vyhodou pozicie. Agent sa naudil v prazd-
nom poli chodif do stredu, to mi vsak nestacilo a tak som pridal nepriatelskt jednotku do
stredu pola nech donutim méjho agenta pokladat bomby, inak bude stale dookola prehra-
vat. Naucil sa pokladat bombu no iba na to isté miesto, aj ked bolo iné volné miesto blizsie.
Podla mna sa tento agent pretrénoval a ked som vlozil na toto miesto kocku, nedokazal najst
cestu okolo prekéazky. Podla zdznamov z tensorboardu sa traja zo styroch agentov trénovali
dokopy 31 hodin (nie paralelne). Posledny, opisovany model, sa u¢il okolo 87 hodin, teda 3
dni a 15 hodin, za ktoré dosiahol 10.77 miliénov hernych krokov.
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Vsetky zobrazené grafy z tensorboardu maji na osi Y priemerni odmenu za epizédu
a na osi X pocet hernych krokov (pokial nie je napisané pod grafom ina¢). Grafy nemajui rov-
naké herné nastavenia, takze ich porovnavanim nedostaneme spravne porovnanie vysledkov.
Kazdy graf by mal byt brany len v skupine, v ktorej sa nachédza, respektive porovnavat len
modely vramci jedného grafu. Ak je nejaky nezmyselny skok v grafe, je to pravdepodobne
zapri¢inené tym, ze som zacal trénovanie a potom si vsimol niekde chybu, popripade som
nieco chcel vyskisat s inymi nastaveniami a nechcel som zacinat trénovanie od zaciatku.

ep_rew_mean
tag: rollout/ep_rew_mean

v go_mid2\th_log-go_mid2 0
v go_mid_reward\tb_log-go_mid_reward_0
v walk_mid_reward\th_log-go_mid_reward_0

T T
2.5M 3M

Obr. 5.1: Prvé 3 nahrané MLP modely. Ako je vidno na tychto grafoch, vsetky modely
sa prestali uc¢it medzi 250 az 500 tisic hernymi krokmi.

ep_rew_mean
tag: rollout/ep_rew_mean

mip_clipped_reward\tb_log-go_mid_rewar

r T
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Obr. 5.2: Posledny nahrany MLP model. Asi jediny model, ktory dokazal polozit a od-
palit bombu pri nepriatelskej jednotke. Nanestastie, nedokazal toto zovseobecnif a obist
prekazku.

7. iteracia trénovania
e CNN politika
« PPO algoritmus
e ziadne nastavené hyperparametre
o dense odmenovacia funkcia: kazdy krok + discount + odmena za poziciu

e zjednodusené prostredie: mélo az ziadne prekazky
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o bez pohybu nepriatelov (1v1, 1v3): postaveny nepriatel do stredu
e kandly: bez pomocnych kandlov 4.4

e nahodna zaciatocna pozicia

CNN vsak nebolo mozné spustit tak jednoducho ako MLP. Bolo potrebné navrhnut
vlastnii neurénovi siet na vytahovanie vlastnosti (feature extractor), pretoze vstavand CNN
vyzadovala najmensi mozny rozmer 36x36. Prvii navrhnutd neurénovi siet som si nanestas-
tie neulozil a nepamétam si, ako vyzerala. Mam ju vSak ulozent v tensorboarde a na grafe
je vidno, ze sa prestali zvysovat odmeny okolo rozmedzia 200 az 400 tisic hernych krokov.

ep_rew_mean
tag: rollout/ep_rew_mean

cnn_clipped_reward\tb_log-go_mid_rewar
do

cnn_2_layer_flatten\tb_log-go_mid_reward

Obr. 5.3: Prvé dva CNN modely. Ako je vidno na grafe tieto modely nedospeli ani
ku jednej vyhre (vSetky, aj nespriemerované, data st pod 0). Tu som si uvedomil, Ze asi
nie je najlepsi napad dévat statického nepriatela presne do stredu. Agent by totizto musel
vykonat velmi Specifické tahy aby sa mu podarilo zvitazit.

8. iteracia trénovania

e CNN politika: 4 nové neurénové siete na vytahovanie vlastnosti

« PPO algoritmus

e ziadne nastavené hyperparametre

e dense odmenovacia funkcia: kazdy krok + discount + odmena za poziciu

e zjednodusené prostredie: 40 prekazok, ndhodné generovanie prostredia

o bez pohybu nepriatelov (3v3): postaveny nepriatel do stredu, spoluhraci sa nehybu

e kandly: pridany kanal na vyhodu pozicie

e nahodna zaciatocna pozicia

Tu zacina cast, kedy som zacal trénovat viac modelov paralelne. Kazdy proces bezal
v osobitnom docker kontajneri takze by sa nemali ovplyviiovat, ¢o sa tyka dosiahnutych
vysledkov. Jediné v ¢om sa ovplyviovali bol vykon.

Tu st popisané neurénové siete na vytahovanie vlastnosti (feature extractors). Kazdy
proces mal aktivovanu ini neurénovu siet. Prvé tri vyuzivaju aj AdaptiveAvgPooling na

rozmer 1x1 ako posledni vrstvu (pred vyhladenim do jednej dimenzie). Posledny je bez
adaptive poolingu.
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self .nn_options = {
1: nn.Sequential(
nn.Conv2d (n_input_channels, 16, kernel_size=3, padding=1, stride=1),

nn.ReLU(Q),
nn.Conv2d (16, 16, kernel_size=3, padding=1, stride=1),
nn.ReLUQ),
nn.Conv2d (16, 32, kernel_size=3, padding=1, stride=1),
nn.RelLUQ),

nn.AdaptiveAvgPool2d (1),
nn.Flatten()),

2: nn.Sequential(
nn.Conv2d(n_input_channels, 16, kernel_size=3, padding=1, stride=1),

nn.RelLUQ),
nn.Conv2d (16, 32, kernel_size=3, padding=1, stride=2),
nn.RelLUQ),
nn.Conv2d (32, 32, kernel_size=3, padding=1, stride=1),
nn.RelLUQ),

nn.AdaptiveAvgPool2d (1),
nn.Flatten()),

3: nn.Sequential(
nn.Conv2d (n_input_channels, 16, kernel_size=3, padding=1, stride=1),

nn.RelLUQ),
nn.Conv2d (16, 32, kernel_size=3, padding=1, stride=2),
nn.ReLU(Q),
nn.Conv2d (32, 64, kernel_size=3, padding=1, stride=2),
nn.ReLUQ),

nn.AdaptiveAvgPool2d (1),
nn.Flatten()),

4: nn.Sequential(
nn.Conv2d(n_input_channels, 16, kernel_size=3, padding=1, stride=1),

nn.RelLUQ),
nn.Conv2d (16, 32, kernel_size=3, padding=1, stride=2),
nn.RelLUQ),
nn.Conv2d (32, 64, kernel_size=3, padding=1, stride=2),
nn.ReLU(Q),

nn.Flatten()),
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Obr. 5.4: Originalny tréning CNN sieti. Okolo kroku 6 a pol miliéna bolo zmenené
nastavenie, na znovu polozenie nehybajiceho sa nepriatela do stredu hracieho pola. Pred-
pokladal som, ze tym vyriesim aspon to, Ze sa agenti hybu stéle len do jedného smeru, alebo
len stoja na mieste (nie kombindcia tychto dvoch).

9. iteracia trénovania
e CNN politika: 4 neurénové siete na vytahovanie vlastnosti
e A2C algoritmus
o ziadne nastavené hyperparametre
e dense odmenovacia funkcia: kazdy krok + discount + odmena za poziciu
e zjednodusené prostredie: 40 prekazok, ndhodné generovanie prostredia
» bez pohybu nepriatelov (3v3): postaveny nepriatel do stredu, spoluhraci sa nehybu
e kandly: pridany kandl na vyhodu pozicie
e nahodné zaciato¢na pozicia

ep_rew_mean
tag: rollout/ep_rew_mean

a2c_cnn_1\tb_log-a2c_cnn_1_0
a2c_cnn_2\tb_log-a2c_cnn_2_0
a2c_cnn_3\tb_log-a2c_cnn_3_0

a2c_cnn_4\th_log-a2c_cnn_4_0

Obr. 5.5: Prvé trénovanie s A2C, stile na CNN. V podstate sa jednd o identické
vysledky ako v predchadzajicej iteracii s PPO. Po netispesnom trénovani na 24 miliénoch
krokoch som zacal pouzivat algoritmus A2C. Po 10 miliénoch som trénovanie ukon¢il s rov-
nakym vysledkom.
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10. iteracia trénovania

e CNN politika: neurénové siete 3 a 4 na vytahovanie vlastnosti 5.1

e« PPO a A2C algoritmus

o ziadne nastavené hyperparametre

e dense odmenovacia funkcia: kazdy krok + discount

e zjednodusené prostredie: 40 prekazok, ndhodné generovanie prostredia
o ndhodny pohyb nepriatelov (3v3): spoluhraci sa nehybu

o kandly: pridany kanal na vyhodu pozicie

e nahodné zaciato¢na pozicia

KedZe sa trénovanie nikam nehybalo, pokusil som sa nastartovat ndhodny pohyb ne-
priatelskych jednotiek. Jednotky mali definované aby sa 40% ¢asu hybali a 60% casu stéli.
Dévodom je, Ze som chcel aby chvilu stali aby bolo Tahsie ich pripadne zasiahnut bombou.
Taktiez som tu odstranil odmenu za poziciu.
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Obr. 5.6: Prvé trénovanie s nahodnym pohybom nepriatelov. Z predchadzajicich
trénovani som odhadol, Ze by sa tento model aj tak uz po 250 tisic fahoch nezacal ni¢ ucit
tak som presiel na dalsi experiment.

Trénovanie trvalo len okolo 250 tisic krokov, kedze som nevidel ziadnu zmenu a na
zéklade predchadzajicich trénovani som videl, Ze sa to zhruba okolo tohto kroku uz moc
nevyvijalo, skusil som nieco iné. Stéle sa model snazi vykonavat rovnaké akcie a to bud
opakovane pohyb do jednej strany alebo nevykonavat ziadnu akciu. Je to zvlastne, pretoze
nemali ziadnu penalizaciu za pohyb a to ani zly. Je jasné, Ze sa naucia nedavat bomby,
pretoze ich zrejme vacsinou trafili a hra sa skoncila. Je mozné, ze nikoho nimi niekolko kol
netrafili, trafili seba a tak od nich navzdy upustili.

11. iteracia trénovania

e CNN politika: neurénové siete 3 a 4 na vytahovanie vlastnosti 5.1
« PPO a A2C algoritmus

e ziadne nastavené hyperparametre
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dense odmenovacia funkcia: kazdy krok + discount + odmena za polozenie bomby
a uspesnu detondciu a dostava vyssiu odmenu ak zoberie zivot, nerata sa pocet jed-
notiek pocas trvania hry, rata sa az na konci, pridand odmena pozicie

zjednodusené prostredie: 40 prekazok, ndhodné generovanie prostredia
nahodny pohyb nepriatelov (3v3): spoluhraci sa nehybu
kanaly: pridany kanal na vyhodu pozicie + X a Y pozicia

nahodnd zaciatoCna pozicia
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Obr. 5.7: Implementovania odmena za polozenie bomby a detonaciu bomby. Mo-
dely sa zase bohuzial nenaucili pokladat bomby a vlastne ani vyhravat hru, aj ked to vyzera
podla odmien ind¢. Model A2C__cnn_ 4 (tyrkysova) sa naudil stat na mieste a dosiahol tym
winrate 39% na 560 hrach. Model PPO_cnn_ 4 (Cervend) sa naucil chodit stale iba doprava
(s par vychylkami ndhodnych akcii) a dosiahol 28% winrate na 550 hrach. Testovanie pre-
bieha trochu inac¢ ako trénovanie v tom, ze vsetci traja agenti vyuzivaju natrénovanu policy,
pri trénovani vykonava akcie iba jeden agent.

12. az 14. iteracia trénovania

CNN politika: neurénové siete 3 a 4 na vytahovanie vlastnost{ 5.1
PPO a A2C algoritmus
od 12. iteracie: Zvyseny learning rate (PPO: 0.0003 -> 0.01, A2C: 0.0007 -> 0.01)

dense odmenovacia funkcia: od 14. iteracie upravené hodnoty a opravend chyba v tré-
novani, odpocitavanie odmien za vybranie zlej akcie

zjednodusené prostredie: 40 prekazok, nahodné generovanie prostredia
ndhodny pohyb nepriatelov (3v3): spoluhréaci sa nehybu
od 13. iteracie vSetky pomocné kanély (vzorec koncového ohna a aktudlny cas hry)

nahodné zaciatocna pozicia
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Obr. 5.8: Experiment so zvysenym learning rate.

15. iteracia trénovania

e CNN politika: neurénové siete 3 a 4 na vytahovanie vlastnosti 5.1
« PPO a A2C algoritmus
o Znizeny learning rate (PPO: 0.0003 -> 0.00005, A2C: 0.0007 -> 0.00005)

o dense odmenovacia funkcia: upravené hodnoty a opravend chyba v trénovani, odpoci-
tavanie odmien za vybranie zlej akcie

e zjednodusené prostredie: 40 prekazok, ndhodné generovanie prostredia
o néhodny pohyb nepriatelov (3v3): spoluhraci sa nehybu
o vSetky pomocné kandly (vzorec koncového ohna a aktudlny cas hry)

e nahodna zaciatocna pozicia
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Obr. 5.9: Experiment so znizenym learning rate.

16. a 17. iteracia trénovania

e CNN politika: neurénové siete 3 a 4 na vytahovanie vlastnosti 5.1

« PPO a A2C algoritmus

o 2. iterdcia: Zvyseny learning rate (PPO: 0.0003 -> 0.001, A2C: 0.0007 -> 0.001)

e dense odmenovacia funkcia: iplne zjednodusena odmena za pohyb

e zjednodusené prostredie: 40 prekazok, ndhodné generovanie prostredia

o nahodny pohyb nepriatelov (3v3), spoluhraci sa nehybu

o vsetky pomocné kandly (vzorec koncového ohtia a aktudlny ¢as hry)

e ndhodné zaciatocné pozicia

Posledny experiment. Chcel som nim zistit, ¢i je cely ¢as chyba v mojej odmenovacej
funkcii. Takze v 16. iterdcii som spravil iiplne novii odmenovaciu funkciu, ktora sa podobala

tej na absolitnom zacdiatku trénovania. V podstate spoc¢iva v tom, ze ak sa agent hybe (a
teda aj zije) dostdva odmenu.

if current_location != last_location:

return 2
return O
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Obr. 5.10: Experiment s jednoduchou odmenovacou funkciou 1.

Toto vsak tvorilo chybu v testovani, tak som ju upravil v 17. iteracii do tejto podoby:

if not domne:
if current_location !'= last_location:
return 2
return 0O
else:
final_count = n_my_units - n_enemy_units
if final_count > O:
return 1 #win
elif final_count == O:
return 0 #draw
else:
return -1 #lose
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Obr. 5.11: Experiment s jednoduchou odmenovacou funkciou 2.

Vysledky testu boli také, ze sa agent len hybal v podstate na tom istom mieste, kde sa
narodil, dolava a doprava alebo hore a dole.
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Kapitola 6

Zaver

Cielom prace bola integracia, navrh, implementacia a trénovanie modelov posilnovaného
ucenia do herného prostredia typu Bomberman.

Modely vytvorené kniznicou stable baselines 3 sa mi podarilo integrovat s vybranym
prostredim. Navrhol a naimplementoval som rozne riesenia, ktoré by mali umoznit ucenie.
Patri medzi ne napriklad vyber algoritmov, politik, neurénovych sieti a ich navrh, tvorba
odmenovacich funkcif a inych hernych nastaveni. Dalsou délezitou ¢astou je aj tiprava pro-
stredia do formatu citatelného neurénovymi siefami a reprezenticia vystupu neurdénovej
siete pre vstup do herného servera na spracovanie tychto akcii. V rdmci implementacie som
vyskusal dve politiky (MLP a CNN), dva algoritmy (PPO a A2C) a pét neurénovych sieti
na extrakciu vlastnosti za pomoci kniznic stable baselines 3 a pytorch.

Celkovy cas trénovania tychto modelov bol dokopy 1207 realnych hodin, 4168 strojovych
hodin a 271 miliénov hernych krokov. Aj napriek tomuto tsiliu sa mi nepodarilo natrénovat
uspesny model, ktory by prekrocil vyhernii hranicu 50% proti ndhodnému protihrécovi. Pro-
tihraci mali viacero verzii. Niektori boli postaveni do stredu, ini mali ndhodne vygenerované
zaciatocné sturadnice a nakoniec protihraci, ktori vykonédvali ndhodné pohyby.

Treba taktiez poznamenat, Ze sa jednalo o ndhodne generované prostredie, kde agent
zacinal vzdy z inej zaciatoénej pozicie a kazdé herné prostredie vyzeralo inak a aj nepriatelia
v nom sa pohybovali ndhodne. Toto mohol byt jeden z dévodov, preco sa agent nedokazal
uspesne natrénovat. Prostredie bolo prilis zlozité.

Dalsf dévod méze byt taktiez z14 praca s prostredim. Prostredie bezalo v rozmedzi medzi
10 az 30 hernych krokov za sekundu. To je na akékolvek trénovanie velmi méalo, coho som
si nebol vedomi v Case trénovania. Zistil som to az ku koncu prace, ked sme s doktorom
Hradisom skusali vlastné velmi zjednodusené prostredie, kde sa kroky za sekundu pohybo-
vali v rozmedziach 20 az 200 krat vyssich. V tomto prostredi sa mi z ¢asovych dévodov uz
nepodarilo natrénovat fungujici model.

KedZze hra Bomberman nie je stale vyrieSena a toto je moja prva praca v tomto odvetvi,
nedokéazal som identifikovat presné chyby, ktoré zapri¢inili netspech trénovania. Ak by
som mal tito pracu zacat nanovo s tym, ¢o viem teraz, urcite by som si navrhol vlastné
zjednodusené prostredie, ktoré by fungovalo rovnako ako Bomberland. Som si isty, ze by som
dostal vyssie rychlosti pri trénovani a teda aj viac vysledkov a experimentov. Taktiez by som
sa viac zameral na nastavovanie hyperparametrov a parametrov neurénovych sieti vo vnutri
modelov. Pri pisani tejto prace mi napadlo aj viac generalizovat kanaly a tym zredukovat
ich pocet. To by vsak pravdepodobne nemalo vplyv na funkcionalitu, len efektivitu.
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