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Abstrakt

Ciel'om préace je implementacia metddy Multipass-Apriori pre ziskavanie asociaénych pravidiel z
textovych dat. Po Gvode do problematiky dolovania z dat je spomenutd Specifickost’ dolovania
znalosti z textovych dat. Ve’'mi délezita ulohu v tomto procese zohréva predspracovanie, v tomto
pripade najméa pouZitie stemmingu, a vytvorenie slovnika nepotrebnych slov (stopwords). Vyznamu,
vyuZzitiu a procesu ziskavania asociatnych pravidid je venovana dalSia cast prace. NajvacSia
pozornost’ je venovana metdde Multipass-Apriori, ktord bola naimplementovana a bol popisany
princip jg fungovania. Na zéklade vykonanych testov bol stanoveny optimélny spdsob rozdelenia
particii a spbsob usporiadania mnozin. Pri praktickych testoch bola metéda Multipass-Apriori

porovnavana s metddou Apriori.
KTruéove dova

frekventovand mnoZina, asociatné pravidlo, Apriori, Multipass-Apriori, stemming, slovnik

nepotrebnych slov, predspracovanie textovych dat
Abstract

The aim of this thesis is to implement Multipass-Apriori method for mining association rules from
text data. After the introduction to the field of knowledge discovery, the specific aspects of text
mining are mentioned. In the mining process, preprocessing is a very important problem, use of
stemming and stop words dictionary is necessary in this case. Next part of thesis deals with meaning,
usage and generating of association rules. The main part is focused on the description of Multipass-
Apriori method, which was implemented. On the ground of executed tests the most optimal way of
dividing partitions was set and also the best way of sorting the itemsets. As a part of testing,
Multipass-Apriori method was compared with Apriori method.

Keywords

frequent itemset, association rules, Apriori, Multipass-Apriori, stemming, stop words, text data

preprocessing,
Citace
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1  Uvod

Textova podoba je g v dobe rozSirujuce sa multimedializécie najrozSirengjSim spdsobom uchovania
informacii. Kazdy ¢lovek na svete v priemere vyprodukuje 333MB dét za rok[1]. Textové data su
va&csinou nedtruktdrované a ako takeé nie si implicitne vhodné na ziskavanie novych, na prvy pohrad
nezndmych znalosti z dat. Proces dolovania znalosti, ako sa této ¢innost’ odborne nazyva bol pévodne
vyuZivany na ziskavanie novych znalosti z transakénych databéz, napriklad nékupnych koSikov.
Textové databaze byvaju omnoho rozsiahlgiSie, avSak po vhodnom predspracovani méze byt
podobna ¢innost’ vykonavana aj nad takymito datami.

Jazyk a jeho textova reprezentacia je znacne roznoroda a rozsiahla, preto je prvoradou Ulohou
predspracovania textovych dat najma znizit' pocet poloziek (slov) nad ktorymi bude dolovanie
vykondvané. Struktirou jazyka sa zaoberd celd rada vednych odvetvi, ako napriklad lexikéna
analyza, syntakticka analyza, morfoldgia atd’. Priamym néstrojom na zniZenie poctu slov je napriklad
vyuZitie slovnika nepotrebnych slov a tym odstrénenie slov, ktoré maja malt informacnd hodnotu.
Dalsim vhodnym krokom zniZenia poctu tvarov slov je vyuZitie stemmingu, ktory slGZi na redukciu
slov naich slovny zaklad. Nad takto upravenymi slovami uz méze byt’ ef ektivne vykonané dolovanie.
Klasicky algoritmus Apriori vSak pri dolovani zlyhdva najmé pre svoju vel’kd pamét’ova naro¢nost’.
Vhodnou ndhradou méze byt pouZzitie algoritmu Multipass-Apriori, ktory rozdel'uje frekventované 1-
mnoziny do particii atie postupne spracovava. Takymto postupom sU ziskané frekventované k-
mnoZiny aznich nasedne vygenerované asociacné pravidl& Tie si vhodné na reprezentovanie
znalosti ziskanych z textovych dét.

Ciel'om mojgj préce je implementacia algoritmu Multipass-Apriori pre ziskavanie asociatnych
pravidiel ztextovych da ajeho porovnanie sklasickym algoritmom Apriori. V problematike
predspracovania som sa venoval najma vyuZzitiu stemmingu a vyuZzitiu slovnika nepotrebnych slov pri
predspracovani testovych dokumentov kolekcie Reuters-21578.

Diplomova praca navdzuje na semestralny projekt, v ktorom som nastudoval a spracoval
problematiku ziskavania znalosti z textovych dat, problematiku predspracovania a vyuZitia réznych

metdd pre ziskavanie asociaénych pravidiel z dat.

1.1  Prehrad kapitol

Po Gvodng kapitole nasleduje kapitola, v ktorg) s vysvetlené pojmy z oblasti ziskavania znalosti z
dat. Takisto st tu uvedené kroky v ktorych ziskavanie znal osti prebieha. Podstatna ¢ast’ tejto kapitoly
sa venuje Specifickému typu dolovania z dét, a to text miningu, teda ziskavaniu znalosti z textovych

dat. Su tu popisané jednotlivé fazy dolovania, Ulohy text miningu ako aj oblasti jeho vyuZzitia.



Rozsiahlou kapitolou je kapitola tretia venovana predspracovaniu. Po vSeobecnych dévodoch k
predspracovaniu nasleduje podkapitola zaobergjlica sa predspracovanim textovych dét. Po uvedeni
Specifik textovych dat si podrobnejSie rozobrané techniky predspracovania textovych dét, ako
napriklad lematizacia, syntakticka analyza, morfologicka disambiguacia, atd’. V dalsg casti je
uvedeny spdsob predspracovania textovych dat vyuzity v aplikacia, a to proces tokenizécie,
syntaktickg analyzy vyuzitia Porterovho stemmovacieho algoritmu a slovnika nepotrebnych slov
(stop words).

Kapitola Stvrtd sa zaobera asociatnymi pravidlami, ich definiciou, tvorbou, vyuZitim
aspbsobom ziskavana z textov. V Zzvere kapitoly si uvedené priklady asocia¢nych pravidiel
ziskanych z niektorych dokumentov kolekcie dat Reuters.

V piatg kapitole je pomocou pseudokddu opisany zakladny algoritmus na ziskavanie
asociacnych pravidiel z dét, a to algoritmus Apriori. V dalSg casti je popisany princip fungovania
algoritmu Multipass-Apriori.

V Siestg kapitole dochadza k porovnaniu oboch algoritmov z hl'adiska pamét'ovel a casove
efektivity. Na konkré&nom pripade je podrobne vysvetleny postup vytvarania frekventovanych
mnozin pomocou algoritmu Multipass-Apriori. Vyznamnym faktorom ovplyviujlicim pamétovu
naro¢nost’ algoritmu Multipass-Apriori je volba velkosti particie. Tejto problematike je venovany
zvySok tejto kapitoly.

Aplikécii ako takegl sa venuje kapitola siedma. Je v ngl uvedeny prehl’ad tried spolu s ich
popisom. Dalgj nasleduje popis &ruktiry konfigurainého siboru, ktorym je aplikécia riadena. V
zavere kapitoly je ukézka vzhl'adu a vystupu aplikacie.

Siesta kapitola je zaver, kde st zhrnuté vysledky préace a mozné smery d’al&ieho rozvoja



2  Zakladné pojmy

2.1 Ziskavanie znalosti z databaz a dolovanie
z dat

Prudky rozmach informacnych technol6gii so sebou prindSa nahromadenie obrovskych objemov dét.
Tieto dadta mézu v sebe obsahovat’ mnozstvo velmi cennych vedecky, komeréne, obchodne i inak
zuZitkovatelnych vztahov a zavislosti, ktoré dovtedy neboli zname alebo podlozené. Pojmy ako
Ziskavanie znalosti z databaz (Knowledge Discovery in Databases - KDD) a dolovanie déat (Data
Mining) saV tejto stvislosti v poslednych rokoch velmi ¢asto objavuju v informatickom priemysle
najma kvoli ich Sirokému spektru pouZitia v podobe ziskavania uZitocnych informacii a znalosti
z tychto dét.

Ziskavanie znalosti z databdz sa da charakterizovat’ ako netriviaine ziskavanie implicitnych,
pred tym neznamych a potencial ne uzito¢nych informacii z dat [1].

Dolovanie dat znamené ziskavanie alebo ,,dolovanie* znalosti z vel’kych objemov dat[2].

Na prvy pohl'ad by sa mohlo zdat’, Ze oba pojmy su totozné. V d’aSom texte ich skuto¢ne
budeme brat’” ako synonyma, avSak prisne vzato dolovanie z dét je len jednym z krokov ziskavania
znalosti z databéz.

Ziskavanie znal osti z databdz KDD je interaktivny aiterativny proces tvoreny krokmi:

1. Selekcia (Selection): vytvorenie cielove) mnoZiny dat - z vel’kého mnoZstva dat vyberieme
td mnoZinu, ktord mbZe obsahovat uZitocné data alebo eSte predtym zlU¢ime viac
heterogénnych datovych zdrojov do jedného. MdZzeme sa ststredit’ aj na konkrénu mnozinu
atributov.

2. Predspracovanie (Preprocessing): vycistenie vzoriek dat, ktoré sme vybrali vo faze selekcie
od nespravnych, chybajucich, nerelevantnych dét a od umu. Dalej doplnenie chybajlcich
hodnét atribatov, vynechanie ve’mi odlahlych hodnét a pouzitie vhodnych algoritmov pre
predspracovanie dat (napr. vypocet novych, uzitoénejSich atribltov z existujucich).

3. Transformécia (Transformation): formét vystupu systému pre predspracovanie dét, ktory
sme pouzili v predchéadzajice faze je potrebné transformovat’ do formétu, ktory je vhodny
pre systém samotného Data Mining-u. Dal&im ciefom transformécie je aj redukcia dét, ktora
umoZni skimanie len jedng vzorky z databazy.

4. Dolovanie (Data mining): reprezentuje kl'i¢ovu cast’ celého KDD procesu. V ¢asti Data
Mining je aplikovany na transformované data neaky uciaci sa, analyzacny, objavovaci

algoritmus - sumarizacia, klasifikéacia, regresia, zhlukovanie atd’. s Gcelom ziskavania



generalizécie dét. Bez dobre pripravy dét sa nedaju dosiahnut’ dobré vysledky, akokol'vek
rozvinuty je dolovaci algoritmus.
5. Evaluécialinter pretacia (Evaluation/inter pretation): v tejto faze st interpretované ngjdené
vzory.
Dolovanie dat méze byt v principe aplikovatelné na T'ubovolny subor informacii (dét).
Z ngjiznamejSich  spomefime relacné databéze, détové sklady, transakéné databaze, pokrocilé
databazové systémy zahtigjlce objektovo-orientované aobjektovo-relacné databaze, 3pecifické
aplika¢ne orientované databaze ako napriklad priestorové databaze, multimedialne databaze a textové
databéze.

2.2  Ziskavanie znalosti z textu - text mining

Analogicky k data mining-u, ktory extrahuje uZito¢né informacie z vel’kého mnoZstva dét hocijakého
typu, je text mining proceddra aplikovana na textové data ucelom ndjst’ zaujimavé pravidelnosti,
sémantické a abstraktné informéacie. Dévod oddel enia tychto dvoch oblasti spoc¢iva v rozdielnosti dat,
ktoré spracivavaju. Hlavny rozdiel je v tom, Ze kym v klasickom data mining-u pracujeme so
Struktrovanymi datami, v text mining-u st vzory extrahované zo zdrojov v prirodzenom jazyku. Této
rozdielnost’ viedla k potrebe vytvorit’ nové metédy predspracovania textu.

Text je vo vSeobecnosti hodne nestruktirovany - ma len mall alebo takmer Ziadnu vnatornu
Struktdru, je amorfny a tazko sa s nim pojednava. Ked'ze textovy formét je velmi flexibilnym
spbsobom popisu a uchovania rozliénych typov dét, uskladnuji obrovské mnoZstvo informécii ako
text, ktoré potenciondlne mézu obsahovat’ vel'ké mnozstvo poznatkov. Tieto informécie si viak
zakodované formou, ktord sa da len tazko deSifrovat” automaticky. V dnesnej dobe je vacsina (takmer
80%) vSetkych informécii uloZzend v podobe textovych dokumentov [4].

Ako jednotlivé fazy KDD procesu, aj text mining mbze vyzerat'’ nasledujicim spésobom [7]:
1. Selekcia- vyber dét: vyhl'adavanie, kategorizacia a zhlukovanie dokumentov.
2. Predspracovanie dat - lematizécia, morfologickd desambiguécia, parcidlna syntakticka
analyza.
Transformécia - kontrukcia atributov, zhlukovanie termov.
Dolovanie.
Interpretécia - sumarizacia a vizualizacia.

Dolovanie znalosti ztextu sa vo ve'mi velkg miere vyuZiva v oblasti filtrovania
avyhradavania (napr. spamové filtre). Uplatnenie text mining-u ngdeme a v nasledujucich
oblastiach:

Marketing - zhromazd’ovanie tatistik, prieskum trhu.
Manazérske rozhodovanie - predpovedani e trendu.

Klasifikécia a organizacia dokumentov podl'aich obsahu.



Identifikovanie vazieb medzi dokumentmi (napr. genetika - vzajomné pdsobenie proteinov
sinymi proteinmi na zaklade hradania slov, ktoré sa spoluobjavuju v ¢lankoch, ktoré sa
venuju predpovedaniu takychto vzdjomnych interakcii; biologia - hl'adanie moznych pricin
zriedkavych choréb metédou nepriamych spojeni v rozdielnych pramenoch biologicke
vedeckg literatary)

Ziskavanie asociacnych pravidiel z dokumentov.

Zdrojmi dét pri dolovani mézu byt napriklad elektronicka posta, internetové dokumenty

(pozndmky, prezentacie), technické spravy, ktoré popisuji nové technolégie, internetové noviny,

novinové archivy, www stranky atd’. Velka ¢ast’ textovych dét je v sicasnosti pristupna nainternete,

avSak gj vo firemng sfére existuje velké mnozstvo e ektronickych dét, nakolko vd’aka informatizacii

firmy uchovavaju svoje data v e ektronickej podobe.

Na dolovanie v textoch sa mdZeme g pozrie ako na ¢innost’ skladajlicu sa z dvoch ¢asti [4]:
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Uprava textu (text refining) - text je prevedeny pomocou metdd predspracovania do tzv.
medzipodoby.

ziskavanie znalosti (knowledge destilation) - v tejto ¢asti spracovania st odvodzované vzory
alebo znalosti z medzipodoby.

Ulohy text mining-u

Hlavné tlohy text mining-u st nasledujuce [4]:

Kategorizacia textov (Text categorization) - pri Ulohe kategorizécie textov si dokumenty
automaticky zarad’ované do jednotlivych preddefinovanych tried. M6zu byt delené podra
obsahu, Zanru, autora, atd’.
Extrakcia informacii (Information extraction) - prevadza sa neStruktdrovany text do
Struktrovaného formétu (napriklad do databézy) podl'a obsahu, aby tak dodal informécie
d’alSim metédam v procese spracovania. Pristup Ulohy je vybrany podl'a Struktary textu. Ta
mbZe nadobudat’ tieto podoby:
0 neStruktlrovany text (free text) - text celymi gramatickymi vetami, ktoré umoznuju
spracovanie pomocou metdd spracovania prirodzeného jazyka (NLP — vid’ 3.2.2).
Vzory sU ziskané pomocou syntaktickej a sémantickel analyzy;
o Struktdrovany text - text s dopredu definovanou Struktirou, v ktorom su vzory
oddel ené ur¢itym pevne danym spésobom;
0 semi-StruktUrovany text - text, ktory nie je gramaticky StruktGrovany, ale ma
jednoducht Struktaru napr.: text pisany heslovitym spésobom.
Zhlukovanie textov (Clustering): Zhlukovanie textov je plne automaticky proces, ktory
rozdeli dokumenty do skupin podl'a nejakych kritérii. Dokumenty st ¢asto rozdelené podla

obsahu. K identifikécii témy dokumentov zhlukovacie nastroje pouZivaju slova, ktoré su



bezné v dokumentoch dang skupiny. Cie’'om tejto analyzy je rozliSit mnoZinu skupin
(cluster), v ktorych je podobnost s inymi mnozinami skupin minimana, ale vnatorna
podobnost’ dokumentu je maximalna.

Filtrovanie textov: Tento typ Ulohy dolovania v textoch sltzi k vyhr'adavaniu informécii v
dynamickom datovom prude na zéklade konkrétnych podmienok.

Dal&imi moZnostami dolovania v textoch su:

automaticka identifikacia jazyka dokumentov,

automatické rozdel enie dokumentov,

uréeni e autora dokumentov,

rozpoznavanie plagiatorstva,

automaticky preklad textov ainé.



3 Predspracovanie

3.1 Dovody k predspracovaniu

Jeden z doévodov spociva v rozliénosti zdrojov dat. M6zu pochédzat’ od I'udi, od senzorov a ani jeden
z nich nie je 100 % spol'ahlivy zdroj. Preto méZzeme mat’ vel'a problémov stymito datami. Nez
zaéneme aplikovat’ algoritmy dolovania zda (DM algoritmy), je potrebné ich vyradit. Ked’
nediminujeme chyby, DM algoritmy nam moézu dat Uplne iné vysledky, nez v pripade
predspracovanych dat. Rastlce mnoZstvo dét, ktoré je hlavne dosledkom moderného , process
monitoring” -u a systému zbierania dat, vyZaduje pouzivanie ef ektivnych technik predspracovania[8].
Dalsim dévodom predspracovania dat méze byt napriklad, Ze déta nie sii v takej podobe, aku
vyZaduje systém, ktorym v nich chceme dolovat’. Preto pred samotnym dolovanim ich musime
urc¢itym spdsobom upravit’.
S datami redlneho sveta je vZdy nejaky problém. Charakter problémov je taky, Ze sa vyskytuju
g napriek Tudskeg snahe ich eliminovat’. Problémy s détami mdZzeme ¢lenit’ do troch hlavnych
skupin[8]:
1. prilisvela dat - k tejto skupine patria problémy, ked’ disponujeme s vel’kym mnoZstvom dét,
ktoré ndm st’aZuju dolovanie uzitoénych informacii.
- NaruSené déta
- Extrakcia ¢it
- Nepodstatné data
- Obrovsky objem déat
- Numerické/ symbolické data
2. prilis mélo dat - tu sa vyskytuje presne opac¢ny stav, nez v prvom pripade. Vyhl'adavanie
informacii ndm st'azuje situacia, ze mame k dispozicii mélo dat.
- Chybajuce atribaty
- Chybajuce hodnoty atribitov
- MaémnoZstvo dét
3. poskodené data - v tejto skupine sa problém nachadza v tom, Ze mame data z viacerych
zdrojov alebo ich ziskame vo viacerych forméatoch.
- Nekompatibilné data
- Viac datovych zdrojov

Rozli¢na Uroven charakteru dat



3.2 Predspracovanie textovych dat

3.21  Specifika textovych dat

Metédy dolovania v textoch pracuju s datami, ktoré maju kvéli svojg Struktire odliSné viastnosti nez
data pouZivané v data miningu. Metddy musia vel’'mi ¢asto zdpasit' s velkymi stbormi dét, ¢astymi
zmenami dét v nich uloZenych, ich vel’kym Sumom a inymi problémami. Najvacsim problémom vSak
je, Ze texty nie sl navrhované pre jednoduché a pohodiné vyuZivanie po¢itacmi, ale pre Fudi. Texty
maju zle definovanu Struktdru, zloZitd sémantiku, ¢asto sa mozu objavovat’ dvojzmyselnosti a st
pisané v mnohych jazykoch. Vysledkom toho vSetkého je Uplne odlisny pristup dolovania v textoch
neZ dolovanie v ostatnych datach[10].

3.2.2 Spracovanie prirodzeného jazyka

Spracovanie prirodzeného jazyka (Natural language processing - NLP) je efektivnym nastrojom pre
text mining. Tato disciplina sa zaobera budovanim jazykovych zdrojov a néstrojov, ktoré umoziuju
uchopit’ prirodzeny jazyk strojovymi prostriedkami. Text prirodzeného jazyka je mozné analyzovat’ v
Styroch rovinéch, ktoré na seba postupne nadvéazu;jU.

S toroviny [9]:

=

morfologicka
2. syntakticka
3. sémantickd
4. pragmatick&

Hlavnymi spracovavanymi jednotkami na morfologickej arovni, z ktorych sa skladaju slovg, st
morfémy. Rovina syntakticka skima stavbu vety, t.j. ako si budované jednotlivé druhy vyrazov z
jednoduchsich jednotiek. Sémantickd rovina sa snaZi zachytit' vyznam vety v zavisosti na je
syntaktickg Struktare - hl'ada vzajomné slvislosti medzi vyznamom a Struktarou. Na Stvrtg Grovni,
ktor4 sa nazyva niekedy a textova rovina, kde zakladnou spracovavanou jednotkou je text, su
hradané vzgjomné vzt ahy medzi vyznamom jednotlivych viet.

Pri predspracovani textovych dat st pouzivané nasledujtice techniky:
Lematizacia
Parcidlna syntakticka analyza
Morfol ogicka desambiguécia

Vyber atribitov
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3.2.3 Lematizacia

Lematizacia znamena priradit’ k slovu jeho zékladny tvar (tzv. lemma). Toto sa v&Sinou dee na
morfologicke Urovni a vykonavaju ju morfologické analyzétory. Tie si este schopné uréit’ vSetky
pripustné gramatické interpretacie ako slovny druh a hodnoty vSetkych gramatickych kategérii, ktoré
sa s tvarom slova spdjaju (napr. pad, ¢islo a rod). Gramaticky vyznam je oznatovany gramatickou

znackou, ¢o je refazec gramatickych kategorii sich prislusnymi hodnotami.

3.24  Syntakticka analyza

Na syntaktickej rovine je tlohou ngjst’ a formulovat’ pravidld, podra ktorych sa daju kombinovat
slova do skupin a skupiny do vetnych schém [9]. Skupiny (zloZzky) st retazce slov spgjajuce sa k sebe
podra riadiaceho slova, ktoré nemozno vynechat’, t.j. celd skupina sa da redukovat’ prave na toto
slovo.

Syntakticka analyza sa zaobera uréenim zavislostng aebo zloZkove Struktlry vety.
Zavislostna Struktira je zaloZzena na vzt'ahu syntaktickej zavislosti, ¢o je vztah medzi riadiacim
vetnym prvkom a prvkom jemu podriadenym. Analyzovat’ Struktdru vety z tohto hradiska znamena

ngjst vo vete vSetky skladbové dvojice, t.j. dvgjice (riadiaci prvok, zavidy prvok) [9].

3.24.1 Problémy syntaktickej analyzy

Hlavnym problémom pri syntaktickg analyze je ngjednoznacnost’, ktorymi sa prirodzené jazyky
vyznaduju. Nejednoznagnosti sa vyskytuji na lexikding a &ruktdrng drovni. Struktdrnu
nejednozna¢nost’ je mozné ukazat' napriklad na vete , Vypocuaval ho s fajkou v Ustach.“, kde nie je

jasné, ¢i fajku mal v Ustach ten, kto vypocuval alebo ten, koho vypocavali.

3.24.2 Par cidlna syntakticka analyza

Ciel'om &tandardnych syntaktickych analyzétorov je previest’ pokial’ mozno Uplnid a presnd analyzu
vstupng vety. Predpokladaju, Ze gramatika pokryva cey spracovavany jazyk apotom analyzétor
vyhl'ada najlepSiu analyzu [9]. Taky pristup ale nie je mozné pouzit’ pre texty obsahujlce chyby.
Texty, ktoré s urcené k automatickému spracovania vak nikdy nebyvaju bezchybné. RieSenim na
tento problém je parcidlna analyza. Ta sa snazi ziskat'" syntaktické informacie z potencionane
chybného textu na dkor Gplnosti a hibky analyzy. Hlavnou myslienkou parcidlng analyzy je ngdenie
vetnych skupin, ktorych rozpoznanie vyZaduje minimalne syntaktické znalosti a sta¢i k nim pomerne
jednoduché gramatika [9].

3.25 Morfologickd desambiguacia

Morfologicka analyza zna¢ne ul'ah¢uje analyzu na vysSich Urovniach. Problémom ale je, Ze neberie

do Uvahy textovy kontext analyzovaného slova, dokonca i viacslovné pojmy si vyhodnocované
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jednotlivo. Ked’Zze ¢edtina (ako g slovencéinag) je synteticky jazyk, pouziva k vyjadreniu uréitého
jazykového javu spravidla vhodny tvar slova na rozdiel od jazykov analytickych, ktoré k rovnakému
Gcelu vyuzivaja skér pomocné slova. Takym jazykom je napriklad angli¢tina. Vysledkom tohto faktu
je, Ze mnozstvo slov ma viac moznych interpretacii a tak morfologickd analyza poskytuje
nejednoznacny vysledok: niekolko moznych gramatickych interpretécii, ale niekedy & niekol’ko
moznych zakladnych tvarov. Priklad negjednozna¢nosti na Urovni lemmatu ngdeme vo vetach: ,On je
obed.“ a, On je Student.“. Kym zékladny tvar slova ,je" jeVv prve vetejest, v druhg vete je byr. Na
arovni znaciek mdzeme spomenult’ tvar slova kost’ - , kosti“ - méze byt v druhom, v trefom g v
Siestom pade jednotného ¢isla[10].

Ur¢it’ spravnu gramatickd interpretaciu slova v danom kontextu pre pocitace je vel'mi zloZity

problém. Morfol ogickéa desambiguécia sa zaobera prave s tymto problémom.

3.2.6 Vyber atributov

Vyber atribltov hréa vel’ku rolu g pri predspracovani textovych dét. V tejto oblasti mame zdrojové
data k dispozicii v obrovskom mnozstve. Pri predspracovani ¢asto potrebujeme selektovat’ data, ¢o je
nevyhnutné pre naSe konkrétne dolovanie a ¢o nie. Tym padom mézeme urychlit’ proces text mining-

u. Do tejto skupiny predspracovania patria napriklad extrakcia informacii alebo filtrovanie textov.

3.2.7 Korpusy

V pocitacove lingvistike pod pojmom korpus chapeme rozsiahly, vnitorne &ruktirovany a uceleny
stibor pisanych textov prirodzeného jazyka, ktoré su elektronicky uloZzené a spracovatel’né [9].
Korpusy mézu byt' vSeobecné alebo Specializované, takisto a znackované alebo neznackované. V
korpusoch sa nachadzaju jazykové data v prirodzeng podobe, teda obsahuju g vela chyb. S
néstrojmi, tzv. korpusovymi manazérmi, je mozné ich skimat’ a z nich vyvodzovat’ rézne teoretické
informacie. Zd'aleka v SirSom spektre pouzivaju korpusy obsahujuce okrem cistych textov g dalSie

jazykové informacie (znacky na arovni slov alebo na Urovni viet).

3.28 Stemming

Stemming je proces redukovania sklonovanych, ¢asovanych alebo odvodenych slov na ich koren
alebo slovny zaklad - vo vSeobecnosti pre slova v pisang podobe. Stem (slovny zéklad) nemusim byt’
identicky s morfologickym korenom slova, obycajne je dostacujuce, ked slvisiace slova su
namapované na rovnaky zaklad, aj ked’ tento nie je pravoplatnym koreiom. Problematika stemmingu
je dihodobym problémom v pogitacovel vede, prvy dokument na téma stemming bol publikovany
vroku 1968. Proces stemmingu, je hojne vyuZivany vo vyhladavacich algoritmoch, rozSirovani
dotazov, indexovani aostatnych problémoch spracovania prirodzeného jazyka. Stemmovacie

programy sa niekedy nazyvaju a ako stemmovacie algoritmy alebo stemmery.
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Algoritmus stemmingu pre angli¢tinu by mal identifikovat’ reazec , fishing” ako g ,fished”,
»fish*, fisher* ako slovo vzniknuté zo zékladu ,fish* anapriklad slovo , stemmer”, , semming®,
»Stemmed” ako slova odvodené od z&kladu ,, stem*[ 12].

Existuje niekor'ko stemmovacich algoritmov. Jednoduchym je napriklad S-stemmer v ktorom je
odstréanenych iba niekorko beznych ukonceni sov: ,ies*, ,es* ,s* (s niekolkymi vynimkami). Jeho
vysledky st v&ak konzervativne a zriedka produkuje vysledky, ktoré prekvapia uzZivatela.

Dalsou stemmovaciou metédou je Levinov stemmer vyuZivajici najdihdi algoritmus zhdd
a zoznam vynimiek na odstranenie viac nez 260 rozli¢nych pripon. Algoritmus sa vyznaguje znacnou
agresivitou pri odstrarovani pripon[13].

Stemmer, ktory sa stal de-facto Standardnym algoritmom na stemming anglického jazyka bol
napisany Martinom Porterom abol publikovany vjali 1980 v ¢isle casopisu Program. Pri
porovnavani tohto algoritmu s ostatnymi uvedenymi vykazoval Porterov stemer najlepsie vysledky ¢o
sa tyka UspeSnosti (97%) a 90% pokrytie ¢o sa tyka spojeni. Preto je prave Porterov stemmovaci

algoritmus vyuZivany v aplikacii[13].

3.3 Predspracovanie pouzitév aplikacii

Na to, aby mohlo byt z textovych dokumentov ziskané asocia¢né pravidla, potrebujeme dokumenty
upravit’ do vhodng podoby. Proces predspracovania v aplikacii je zamerany na kolekciu dét Reuters-
21578. V principe je nutné vytvorit' z textového dokumentu stibor obsahujuci transakénd databéazu,
kde kazdy riadok je uvedeny znakom ,T“ nasledovanym c¢islom transakcie (napr. T254). Zatymto
oznatenim uz nasleduju slova z dokumentu, ktoré presli procesom predspracovania. Nad tymto
vystupnym dokumentom bude vykonavany proces ziskavania frekventovanych mnozin a neskor g
asocia¢nych pravidiel. Vystupom je aj stbor v ktorom st za rovnakym oznacenim transakcie (napr.

T254) nazvy titulkov prislusnych dokumentov.

3.3.1 Kolekciadat Reuters-21578

Ako uz nazov napoveda, jednd sa o novinové ¢lanky agentiry Reuters uverginené v roku 1987.
Kolekcia pozostava z 22 stborov, pricom v kazdom z nich sa nachadza 1000 dokumentov v SGML
forméte. Podrobny formét stborov je zachyteny v SGML DTD sibore a vysvetleny v README
slibore, pricom oba sl sU¢astou tar.gz balicka spolu sdokumentmi[14]. Z mnozstva znagiek
pouzitych v kazdom dokumente st pre naSe U¢ely potrebné a pouzité iba znacky:

<REUTERS. . .> ktor4 uréuje zatiatok aznatka </ REUTERS> ktor4 urcuje koniec

dokumentu

<TI TLE> a</ Tl TLE> vymedzuijuce titulok dokumentu

<BODY> a </ BODY> vymedzujlce textovy obsah dokumentu
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<TEXT TYPE="BRI EF" ktoraznagi, Zzetento dokument je stru¢ny
V3etky ostatné znacky su ignorované, pretoze ich vyznam pre Ucely ziskavania asociaénych

pravidiel v tomto pripade nie je dolezity.

3.3.2 Tokenizacia

Na najniZzSg Urovni st dokumenty reprezentované ako postupnost’ znakov. Dokument je ¢itany po
riadkoch atie sl postupne rozdelené na jednotlivé lexikdlne jednotky - tokeny (preto sa tento proces
nazyva tokenizécia, respektive lexikalna analyza). Token je postupnost znakov, ktoré maja nejaky
vyznam. NajcastejSie st takymito lexikélnymi jednotkami samotné slova. Tieto lexikélne jednotky sa
musia previest na vysdedné termy, ktoré buda pouZzité pri reprezentécii dokumentu. Tento prevod
mbZe byt vel'mi jednoduchy, napriklad |exikélne jednotky budl( prevedené na termy konvertovanim
vSetkych znakov na malé pismena, ale mbze takisto pozostavat' z viacerych zlozitgjSich krokov.

Tokeny su postupne spracovavané a podl'a ich obsahu st vykonavané prislusné akcie.

3.3.3 Syntakticka analyza

Slbory dokumentov Reuters obsahuju formétovacie tagy, ktoré musia byt spracované. Pokial’ sa na
riadku vyskytuje sekvencia znakov <TEXT TYPE="BRI EF" jeto znakom toho, ze tento dokument
obsahuje sice tagy <Tl TLE> a</ Tl TLE> avSak neobsahuje tagy <BODY> a </ BODY> ¢o by
mohlo viest' k nekonzistencii medzi dvoma vyslednymi stibormi obsahujicimi obsah a popis (vid'.
vySSie). Preto je do ret'azca, ktory uchovava obsah dokumentov medzi tagmi <BODY> A </ BODY>
vloZené ozna¢enie transakcie (napr. T542) nasledované znakom konca riadku.

Ked’ token obsahuje znacku <TI TLE> do refazca, ktory uchovéava obsah dokumentu medzi
znackami <TI TLE> a</ Tl TLE> je vloZené oznacenie transakcie. Nasledne je znacka <TI TLE>
z tokenu odstranena a na zvySok z tokenu, ktory vnikol po odstraneni ako aj na vSetky nasledujuce
tokeny az po vyskyt tagu </ TI TLE> je volana samotna funkcia predspracovania. Po je vykonani st
predspracované tokeny ukladané do refazca na to uréeného (vid'. vysSie).

Podobny proces je vykonavany stokenmi medzi znackami <BODY> a</ BODY>, na ktoré je
takisto aplikovana funkcia predspracovania vysledné tokeny st uchovévané v refazci uréenom na
uchovanie textového obsahu dokumentov. Oba refazce st na konci predspracovanie uloZzené do

stiborov nato ur¢enych (vid’. 3.3)

3.3.4  Funkcia na predspracovanie

Funkcia predspracovania, ktord je volana na kazdy token dokumentu vyskytujaci sa medzi tagmi
<BODY> a <BODY>, <TITLE> a </ Tl TLE> pozostava zniekol’kych casti. Najskor dojde
k nahradeniu HTML zn&tiek , &It za ,<* a ,&amp;“ za ,&". V druhg faze dbjde k prevodu

vSetkych pismen na jednotnl vel’kost’, ato na malé pismena (okrem anglickych ndzvov mesiacov).
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V d’aSg casti sU odstranené interpunkéné znamienka (bodky, cGiarky, otézniky) acelkovo znaky,
ktoré nie su alfabetické (, Gvodzovka', , (“, ,<“, ,)", ,>*, ,apostrof‘, ,—*). NajzloZitejSou ¢astou je
aplikovanie Porterovho stemmovacieno algoritmu na kaZzdy token. Takto upravené tokeny su
v posledngj faze porovnané so slovnikom nepotrebnych slov av pripade vyskytu daného tokenu vo

slovniku jetoto slovo takzvane zahodené.

3.35 Porterov stemmovaci algoritmus

Porterov stemmovaci algoritmus (alebo , Porterov stemmer”) je proces odstranovania prostych
morfologickych asklonovanych koncoviek zanglickych slov. Jeho hlavné vyuZitie spociva
v normalizécii termov ako st¢asti procesu automatického vyhl'adavania informacii[15].

Algoritmu je zalozeny na idey, Ze vSetky pripony angli¢tiny (priblizne 1200) si v&tSinou
zlozené z kombinacie menSich ajednoduchSich pripon. Stemmer pracuje linearnym spbsobom,
pozostavajucim zo Siestich krokov na ktoré st aplikované pravidla. V kazdom kroku sa zistuje, ¢i
suffixové pravidlo je aplikovatel’né na dané slovo. Pokial’ tomu tak je, tak si testované podmienky
vztahujuce sa ktomuto pravidlu azistuje sa, aky by bol vysledny stem, pokial’ by bol suffix
odstraneny. Prikladom takého pravidla modze byt pocet samohlasok, ktoré si nasledované
spoluhlaskou v danom slove (= Measure = Vel'kost)), ktord musi byt’ vacSia nez jedna, aby mohlo byt’
pravidlo aplikovatel'né.

Pokial’ si splnené podmienky stanovené pravidiom, akcia naviazana na toto pravidlo je
vykonand, teda dan& pripona je odstranena a riadenie je predané do d’alSieho kroku. Pokial’ pravidlo
nie je akceptované nasledujuce pravidlo v danom kroku je otestované az pokial’ nie je splnené
nejaké pravidlo v danom kroku, ariadenie je predané do d'alSieho kroku, alebo uz v danom kroku
neexistuju d'alSie pravidla ariadenie je automaticky predané do d’alSieho kroku. Tento proces
pokracuje pre vSetkych Sest’ krokov, vysledny stem je vrateny zo Stemmera po tom, ¢o riadenie bolo
predané z kroku Sest[16].

Origindlny Porterov stemmovaci algoritmus je znaéne agresivny k niektorym typom slov.
Zatial’ ¢o napriklad slova , connect”, , connected”, , connecting”, , connection”, connestions* upravi
spravne na zaklad , connect, tak napriklad slovo ,adding® zmeni na ,ad“, ,since’ na ,sinc‘,
»SEcurity na ,secur”, ,certificates* na ,certif* atd. Ztychto dévodov bolo nutné originany
algoritmus pozmenit, ato vasinou ad-hoc spdsobom pre jednotlivé pripady. Kroky apravidla

algoritmu st uvedené v prilohe 1.

3.3.6  Slovnik nepotrebnych dov

Vela slov v dokumente vobec nepopisuje jeho obsah (Castice, spojky, prislovky). Jednym z krokov
v transformacii lexikalnych jednotiek natermy je odstranenie tychto nevyznamnych slov, ¢im sa znizi

pocet termov. Odobergju sa g tie termy, ktoré sa vyskytuju prilis ¢asto (v celgf mnozine
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dokumentov), mdzu byt' oznacené ako nevyznamné respektive méalo vyznamné. TaktieZ sa pouZiva
takzvany stoplist - zoznam slov, ktory obsahuje bezné nevyznamové slova (stop words, stopsiovd).
Vo vSeobecnosti pomocou stoplistu sa da odstranit’ 40 - 50% z celkového poctu slov.

Slovnik nepotrebnych slov obsahuje 130 slov, ktoré sa vyskytovali v dokumentoch ¢asto a nest
Ziaden alebo prilis maly vyznam. Jedné sa najma o vetneé ¢leny, spojky, predliozky, prislovky, zamend,
atd’. Takéto slova sa vyskytovali v asociaénych pravidlach ¢asto, avSak tieto asocia¢né pravidla bali
pre ziskavanie znalosti nepouZitel'né. Slovnik je vlastne textovy slibor, kde je kazdé slovo na
samostatnom riadku. Slova st usporiadané abecedne ¢o umoziuje rychlgsie vyhladavanie v slovniku
pouzitim funkcie vyuzivajuceg vlastnosti bindrneho stromu. Pouzitim slovnika bolo do vystupného
stiboru zaradenych 044% meng slov ako pred pouzitim slovnika. Ukézka slovnika sa nachadza

v prilohe 2.

16



4  Asociaénépravidla

4.1 Definicia asocia¢nych pravidiel

Dolovanie asocia¢nych pravidiel v transakénych databazach bolo dokézané ako prospedné a technicky
uskutocnitel’né v niekol’kych aplikacnych oblastiach, najma v obchodng sfére.

Nech | = {iy, iy, i3,..., im} j& mMnoZina poloZiek. Nech D je mnoZina transakcii, kde kazda
transakcia T je mnoZina poloZiek taka, ze T 1 |. Asociacné pravidio je implikécia vo forme X b Y ,
kdeX1 I, Y1 laXCY =/ AsociaénépravidioX b Y mapodporu s, pokial’ s% transkakcii v D
obsahuje X E Y aspolahlivost ¢, pokial’ ¢% transkakcii v D, ktoré obsahuji X obsahuju zéroven &
Y. Dolovanie asociacnych pravidiel znamena hl'adanie v3etkych asociacnych pravidiel, ktoré maju
podporu a spol'ahlivost’ vatSiu alebo rovna zvoleng minimalngl podpore, nazvanegj minsup, a zaroven
minimalne spol'ahlivosti, nazvaneg minconf (prevzaté z [5]).

Prikladom z praxe m6Zu byt polozky nakupného kosika. Vezmime si napriklad tovary ako pivo
aplienky. Pivo b plienky je asociaéné pravidlo vydolované z databaze, pokial’ spolo¢ny vyskyt piva
a plienok (v rovnake transakcii) nie je menSi nez minsup avyskyt piva v transakciach obsahujucich
plienky nie je menSi neZz minconf.

Prvym krokom v ziskavani asociacnych pravidiel je ziskanie v3etkych mnozin poloZiek takych,
ktoré maju mieru spolo¢ného vyskytu vySSiu ako je minimalna podpora. Takéo mnoziny sa nazyvaju
frekventované mnoZiny. Velkost mnoZiny je dana poctom poloZziek mnoZiny, ateda mnoZina
obsahujuca k poloZiek sa bude nazyvat’ k-mnoZina. Napriklad: mnozina {pivo, plienky} mdze byt
frekventovand 2-mnoZina. Njdenie vSetkych frekventovanych mnozin je ve’'mi néro¢na uloha na
zdroje, ktord v poslednom obdobi zaznamenala znaéné mnozstvo béadania.

Druhy krok pri vytvarani asociacnych pravidie z frekventovanych mnoZin prebieha podla
nasl edujuceho postupu: pre kazdd mnozinu f ngjdi vSetky neprézdne podmnoziny f. Pre kazdu takdto
podmnoZinu a vytvor pravidlo vtvare a b (f — a) pokial’ pomer podpory (f — @) k podpore (a) je

pringjmensom rovné minconf.

4.2  Vyuzitie asociaénych pravidiel

Asocia¢né pravidla vydolované z obchodného hradiska transakénych databaz moézu byt pouzité na
predpovedanie nakupovania zakaznikov. V textovych databdzach existuje niekolko pouZiti
vydolovanych asociacnych pravidiel.

MoZu byt pouzité napriklad na vytvorenie Statistického slovnika. Uvazujme pripad, Ze mame

asociatné pravidlo B b C, kde B aC si slova. Hradanie dokumentu obsahujiceho C méze byt
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rozSirené o pridanie B. Toto rozsirenie ndm umozni hl'adanie takych dokumentov pomocou C, ktoré
neobsahuju C ako pojem.

Uzko sivisiace pouZitie je indexécia latentngj sémantiky (Latent Semantic Indexing), kde
dokumenty s povaZované za navzajom blizke, pokial’ zdiel'aju dostatocny pocet asociacii. |ndexacia
latentngj sémantiky moze byt’ pouzita na ziskanie dokumentov, ktoré nemaju Ziadne spolo¢né pojmy
soriginanym hl'adanym vyrazom, ato pridanim dokumentov do mnoZiny vysledkov dotazu, ktoré su
blizko origindlngg mnoZiny vysledkov dotazu.

RozloZenie pocetnosti textove) databaze moze byt vel'mi odlisné od rozloZenia pocetnosti
poloziek v transakéng databaze. NavySe pocet jednoznainych slov v textove databaze je znacne
vySSi, nez pocet poloziek v transakéng databaze. A nakoniec pocet jedinecnych slov v typickom
dokumente je omnoho vysSi, nez pocet unikdtnych polozZiek v transakciach. Tieto skuto¢nosti su
dbévodom, preco su klasické algoritmy ako Apriori a Direct Hashing and Pruning (DHP) neefektivne

v dolovani asociacnych pravidid v textovych databézach.

4.3  Ziskavanie asociaénych pravidiel z textov

Tradicnym oborom hradania frekventovanych mnozin a nésledne asocia¢nych pravidiel sti obchodné
transakéné databazy a databazy kataldgu objednavok. Zvycajnymi polozkami vyskytujacimi sa v
transakciach su transakéné polozky, avSsak mézu byt pritomné g iné typy, napriklad individuana
historia zakaznika. Taka polozka mdze mat’ detailnu identitu, ako napriklad urcity druh chleba,
velkost’, alebo naopak mdze byt namapovana na vSeobecnu identitu ako napriklad , chlieb”. Pocet
poloZiek v typickegl obchodnej transakcii je znacne pod sto. Stredna hodnota poloZiek a rozloZzenia je
zna¢ne zavisla na obchodng operécii. Experimentalnym zist'ovanim sa prislo na pocet poloziek v
transakciach v rozmedzi od 5 do 20.

Charakteristika rozlozenia slov v textovych datach znamend niektoré velké vyzvy pre
algoritmy, ktoré su typicky pouzivané na obchodné transakéné databaze. Uved'me si ako priklad
databazu textovych dokumentov Wall Street Journal z roku 1990, ktoré boli uvedené v stibore déat
TReC. Slubor obsahoval 3568 ¢lankov a 47189 unikétnych slov. VaeSina slov sa vyskytovala iba
v niekor’kych dokumentoch. Strednéa hodnota unikétnych slov v dokumente bola 207 so Standardnou
odchylkou 174,2 slov. V skimang vzorke dat iba 6,8% slov sa vyskytlo vo viac ako v 1%
dokumentov.

Charakteristika tohto rozlozenia slov ma nesmierny dopad na efektivitu algoritmu ziskavania
asocia¢nych pravidiel. NajdoleZitejSie dopady su: 1) vel’ké mnoZstvo poloZiek a kombinacii polozZiek,
ktoré musia byt’ spocitané a 2) vel'ky pocet poloZiek v kazdom dokumente databazy.

Je zndme, Ze slova, ktoré sa vyskytuju rovhomerne v textovych databazach maju mali hodnotu
v rozliSovani dokumentov anavySe tieto slova sa vyskytuji v znaénom pocéte dokumentov. Je

rozumné predpokladat’, Ze frekventované mnoziny zlozené z vysoko frekventovanych slov (typicky
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smierou vyskytu nad 20%) budd mat’ takisto malt hodnotu. Preto pre dolovanie dat st najvhodnejSie
mnoZziny zloZzené zo slov, ktoré nie st prilis frekventované, ale na druhl stranu su frekventované
dostatocne. Presny rozsah minimalng amaximalng podpory vhodng pre ziskavanie asocia¢nych
pravidiel nie je znamy, avSak je jasné Ze minimalna podpora bude omnoho menSia, nez typicky
pouzivana pri obchodnych transakénych databézach.

Relativne nizka minimalna podpora vyZadovana pre dolovanie dat ztextu este zhorSuje
problém dany frekvencnym rozlozenim slov. V textovych databézach sa prevazna ¢ast’ slov vyskytuje
so strednou alebo nizkou mierou vyskytu atieto slova si presne tie, ktoré si pre hladanie
frekventovanych mnoZzin zaujimave.

Nie je jasné aka by mala byt minimalna podpora pre hladanie efektivnych asociécii.
Experimentélne vysledky ukézali, Zze podpora by mala byt niZSia ako 0,5% pre kolekciu dat Wall
Street Journal z aprila 1990 a ako nakoniec bola vybrana minimélna podpora 0,1%.

4.3.1 Asociacné pravidla ziskané z kolekcie dat Reuters-21578

V tgto Casti budld ukézané asociacné pravidld, ktoré vznikli z dokumentov nachédzajucich sa v
stibore reut2-002.sgm. Tento stibor, tak ako ostatné, obsahuje 1000 dokumentov nad ktorymi bolo
najskor vykonané predspracovanie, potom ziskavanie frekventovanych mnozin az nich nakoniec
Ziskavané asocia¢né pravidla
Z dbvodu verkého pocétu dokumentov bola zvolena hranica minimalnej podpory na 0,5%. Aj

pri teto otrochu vySSg hodnote, ako je odporic¢ana hodnota v literatire bolo ziskanych 2609
frekventovanych 1-mnozin, z ktorych bolo vygenerovanych 3,4 milidna kandidatnych 2-mnozin.
Podmienku minimalng podpory splnilo 13381 mnozin atie tvoria frekventované 2-mnoziny.
Frekventovanych 3-mnoZin bolo 28328, frekventovanych 4-mnoZin 22434, frekventovanych 5-
mnozin 13582, frekventovanych 6-mnozin 8066, frekventovanych 7-mnoZzin 4788, frekventovanych
8-mnozin 2515, frekventovanych 9-mnozin 1030, frekventovanych 10-mnoZin 294 akonene
frekventovanych 11-mnoZin 51. Ako uz z jednotlivych poctov frekventovanych k-mnozin vyplyva,
nie je mozné vypisat' v3etky asociacné pravidld, preto sa zameriam iba na niektoré zaujimavé
auvediem g ich mieru spol'ahlivosti (viac asocia¢nych pravidiel sa nachadza v prilohe 3):

asocia¢né pravidlo gporahlivost’ (confidence)

kuwaiti, response => attack, iran, iranian, u.s. 100%

attack, iran, iranian, ship => monday, u.s. 80%

oil, quota, report, stock => production 100%

stop, u.s.,, world => market, policy, subsidy, support 100%

market, reform, subsidy, world => palicy, support, trade 100%

market, rate, trade, unit => many, surplus  100%

need, support, trade=> u.s., world 66%
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5  Algoritmy ziskavania asociacnych
pravidiel v textovych datach

V tgjto kapitole predostriem novy algoritmus na dolovanie asociaénych pravidid medzi slovami v
textovych databézach.

Charakteristika textovych databaz je zna¢ne odlisna od obchodnych transakénych databéz pre
ktoré sa dolovanie dat vacSinou robi. Existujlce dolovacie algoritmy teda nemusia zvladnut’ textové
databaze efektivne z dévodu privel’kého mnoZstva poloziek (t.j. slov) nad ktorymi sa dolovanie robi.
Dobre znamy dolovaci algoritmus Apriori bude konfrontovany s novym algoritmom nazvanym

Multipass-Apriori (M-Apriori) v kontexte dolovania textovych databéz.

5.1  Existujucealgoritmy predolovanie
asocia¢nych pravidiel

Algoritmy na hladanie frekventovanych mnozin vo vé&Sine pripadov vyuZivaju viacnasobného
priechodu databézou. V prvom priechode je spocitana podpora individualnych mnozin a sti ngjdené 1-
mnoziny. Potom 1-mnozny sU pouZzité na vygenerovanie potencialnych 2-mnozin, ktoré sa nazyvaju
kandidatne 2-mnoziny. V druhom priechode spoc¢itame podporu kandidatnych 2-mnozin a urcime
frekventované 2-mnoziny. Frekventované 2-mnoziny sl pouZité na vygenerovanie kandidatnych 3-
mnozin a tak d’algj. Tento proces sa opakuje, aZ nie je mozné vytvorit’ Ziadne d’aSie frekventované
mnoziny. Existuju sekvenéné ako a paraldné algoritmy, ktoré sa pouzivajl na ziskanie
frekventovanych mnozin v transakénych databézach. Algoritmy hladania frekventovanych mnozin
maj U sekvencnu ako aj paralelnu verziu, ktora vznikne zmenou sekvencnej implementacie.

Kazdy z algoritmov je implementovany ako proces, ktory vzajomne pdsobi s lokalnym
stiborom dat. V paralelnych verziach je tento stibor dét rozdeleny na podsibory, pricom kazdy z nich
sa stava lokdlnym pre dany procesor. Existuju g alternativne pristupy, ktoré vyzaduju presun
vSetkych alebo podstatng c¢asti dat z lokdlneho prostredia do ostatnych prostredi na paraleiné
spracovanie. Tieto metddy neboli uskutoénené, pretoze vyzaduju znaéné mnozstvo presunov a
replikacii dat. Kolekcie textov lokalnych pre dany procesor mézu mat’ g niekol’ko gigabytov, a teda

nie st vhodné na prenos areplikaciu medzi desiatky alebo stovky procesorov.
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511 AlgoritmusApriori

Algoritmus Apriori navrhnuty Agrawalom a Srikantom na hl'adanie frekventovanych mnozin, kde

vstupné data pozostavaju z transakcii je nasledovny[5]:

1) Database = mnoZzina transakcifi;

2) Items = mnozina pol oziek;

3) transaction = <TID, {x |x 1T Items}>;

4) Poznadmka: F; je mnozina frekventovanych 1-mnozin
5) Fi=/&

6) Poznamka: Predi transakcie a spocitaj vyskyty vSetkych poloZiek;
7) foreach transactiont 1 Database do begin

8) foreach itemxintdo
9) X.count++;
10) end

11) Poznamka: Vytvor mnoZinu frekventovanych 1-monoZzin

12)  foreachitemil Itemsdo

13) if i.count / |[Database| * minsup then

14) Fi=FEi;

15) Poznamka: Nagjdi F,, mnozinu frekventovanych k-mnozin, kdek 3 2
16) for (k:=2; Fe1t AE k++) do begin

17) Poznamka: C, je mnoZina kandidatnych k-mnozin

18) C=£&

19) Poznamka: Fy.1 * Fy4 je prirodzené spojenie Fy.; a Fy.1 prvych k — 2 mnozin
20) foreachx1 { F1* Fa} do

21) if @y |y = (k - 1)-podmnozinax Uy T Fythen
22) C=CE x;

23) Poznamka: Prehliadni transakcie a spocitaj kandidétne k-mnoZiny
24)  foreach transactiont | Database do begin

25) foreach k-mnozinu x int do

26) if xT Cythen

27) X.count++;

28) end

29) Poznamka: Fy je mnozina frekventovanych k-mnozin
30) F=/AE

31) foreachx1 C.do
32) if X.count / [Database| 2 minsup then



33) F=REX
34) end
35)  vysdedok = Ey Fy;

Vytvéranie kandidatnych mnozin moze byt efektivnejSie, ked’ si polozky v kazdgf mnozine
uloZzené v lexikdlnom poradi a samotné mnoziny su takisto lexika ne usporiadané. Ako je uvedené na
riadku 20 kandidatne k-mnoZiny pre k 3 2 sa ziskaju pomocou operacie prirodzeného spojenia Fy.; *
Fr1 na prvych k — 2 mnoZinéch Fy; za predpokladu, Ze poloZzky si vo vSetkych mnozZinach lexikane
usporiadané.

Na priklade si uved’'me ako dojde k vytvaraniu kandidatnych mnozin. Pokial’ napriklad F, =
(A, B}, {A, C}), potom {A, B, C} je potencidlna kandidétna 3-mnoZina. Na riadku 21 déjde
k obmedzeniu  kandidédtnych k-mnozZin svyuZitim vlastnosti, Ze v3etky (k-1)-mnoZiny
frekventovanych k-mozin musia byt frekventované (k-1)-mnoziny. T&o vlastnost sa nazyva
mnozinova uzaverova vlastnost’ frekventovanych mnozin. A teda pokial’ ma byt mnozina {A, B, C}
kandidatnou 3-mnoZzinou, mnozina{B, C} by takisto mala byt frekventovanou 2-mnoZinou.

Tento obmedzujuci krok zamedzi zaradeniu mnohych potencidlnych mnozin do kandidatnych
mnozin, ¢o ma za nasledok vel'ké zniZzenie narokov na pamét’. Na efektivne pocitanie vyskytov
kandidatnych mnozin v transakciach sa vo vel’ke) miere vyuziva Struktira hashovacieho stromu, kde
hash hodnota kazde polozky sa nachédza na jedng Grovni v strome.

Algoritmus Apriori mdze byt paraléelizovany jednoduchym sp6sobom, a to distriblciou
transakcii procesorom a nazdielanim mnoZin na konci kaZzdého priechodu. Nanest'astie mnozstvo
textu, ktoré je vyhradené pre procesor méze stale byt priliS vel'ké a méze generovat’ vel’'mi velké
pocty kandidatnych mnoZzin pre algoritmus Apriori. Pripomefime si charakter rozloZenia kolekcie déat
z kapitoly 4.3. Bude sa v ng nach&dzat’ zna¢cné mnoZstvo kandidatnych mnoZzin, ktoré nemaju
minimalnu podporu. V danom stbore dét bolo priblizne 15000 slov, ktoré sa vyskytuju vo viac nez
0,1% dokumentov. Pomocou algoritmu Apriori bude vygenerovanych 112 milionov kandidétnych 2-

mnozin.

512 Algoritmus Multipass-Apriori

Algoritmus Multipass-Apriori  (M-Apriori) pre dolovanie asociatnych pravidie je priamym
nasledovnikom algoritmu Apriori. Ako bolo poukézané v predchadzajice stati, algoritmus Apriori,
nie je vhodny pre ziskavanie asociatnych pravidie ztextovych databédz, z dévodu velkych
paméat’ovych narokov na spocitanie vyskytov vel'kého poétu potencidnych frekventovanych mnozin.
Pristup viacnasobného priechodu (Multipass) priamo redukuje potreby na pamét’, ato rozdelenim
frekventovanych 1-mnozin aich osobitnym spracovanim. Kazda particia obsahuje ¢ast’ poloZiek
z celgf mnoziny databéze, takze velkost' paméte potrebng na spocitanie vyskytov mnozin v ramci
dangj particie bude ovel'a mensSia, nez v pripade spocitania vyskytov v3etkych poloziek v databazy.

22



Algoritmus M-Apriori mdze byt popisany nasl edujtcim spésobom[5]:
1. Jespocitany pocet vyskytov kazde polozky databéze a st ngjdené frekventované 1-mnoziny.
2. Frekventované 1-mnoZziny st rozdelené na p ¢asti: Py, Py, ..., Py
3. PouZijeme algoritmus Apriori na ngjdenie vSetkych frekventovanych mnozin v kazdej particii
v poradi Py, Pya,...,P1. Ked’ je prenladavana particia P,, mbZzeme ngjst’ v3etky frekventované
mnoziny, ktorych ¢lenské polozky su v P,. Ked’ je spracovévana d’alSia particia Py.1, m6Zzeme
néjst’ v3etky frekventované mnoZziny, ktorych ¢lenské polozky st v Py, av P,. Jeto z dévodu,
Ze ked’ je spracovavané P,;, frekventované mnoZziny, ktoré sme nasli v P, sU rozSirené
polozkami z Py, a potom spocitané. Takto to pokracuje, aZ nie je spracovana particia P.
Bez straty vSeobecnosti uvaZzujme, Ze polozky st usporiadané lexikalne. Polozky sli rozdelené
na p particii, Py, Py, ..., Pp, takZe pre kazdé i < j, kazda polozkaal P je menSia nez kazda polozka b
T P. V&mnime s, Ze pokial' by particie mali rovnaky pocet prvkov, potencidlny pocet poloziek,
ktoré by boli sformované rozSirenim lexikalne niZSie zoradenych particii by bol vé&si, nez
potencidlny pocet poloZiek z lexikalne vySSie zoradenych particii.
Vzhladom k tomu, Ze polozky s usporiadané lexikalne, je doleZité spracovavat’ particie
v poradi od najvySSie zoradenych po najniZSie zoradené. Toto poradie spracovania je poZzadované na
podporenie prerezania kandidatnych mnozin zalozenom na uzaverove vlastnosti frekventovanych
mnoZzin. Obrézok 5.1 ukazuje priklad particii, kde polozky 0, 1, 2, 3, 4 a5 s frekventované 1-

mnoziny a st rozdelené na Py, P, a Ps.

[0] m 23,45

Wlnoiny, ktoré zafinajina 2, 3
alebo 4 si spracované ako prvé

¥
Idnoany, ktoré zatinapina 1 su
spracovane ako druhe

¥
Mnofiny, ktoré zadinapina 0 0
spracované alko posledné

Obr. 5.1: Rozdelenie mnoZiny Siestich frekventovanych poloZiek pre Multipass-Apriori

Napriklad, ked’ je zistené Ze mnozina {2, 3} je frekventovana ako vysledok spracovania
poloziek v particii P3, potom méZeme spocitat’ polozky {1, 2, 3} ked je particia P, spracovavana.

V praxi, pokial’ je odhadovany pocet kandidatnych mnozin, ktoré st generované po spracovani
urc¢itého poctu particii maly, potom mdzeme spojit’ zvysné particie do jedngj, a tym zredukovat’ pocet
priechodov databézy.
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6 Porovnanie efektivity algoritmov
Apriori a Multipass-Apriori

Pred tym, nez budl porovnané obidva algoritmy a ich vhodnost’ pre ziskavanie asociaénych pravidiel

z dat, uvedieme si na konkrénom pripade princip fungovania algoritmu Multipass-Apriori.

6.1 Priklad fungovania Multipass-Apriori

Na nasledujucom konkrétnom priklade si ukédzeme, ako funguje algoritmus Multipass-Apriori.
Majme nasledujlicu databazu a minimalnu podporu minsup = 3.

T1 cokolada ryba konzerva syr

T2 rybasyr olivy

T3 syr sal

T4 ryba konzerva

T5 syr cokolada ryba konzerva olivy

T6 sol

T7 keksy ryba med

T8 keksy salama jablko

T9 jablko konzerva

T10 maslo chlieb rozok maso

T11 syr kremes maslo maso

T12 syr maslo rozok kremes maso

T13 maslo konzerva dzem

T14 rozok maso maslo chlieb olivy

T15 dzem maslo rozok

T16 maso rozok maslo

T17 keksy rozok jablko

T18 maso konzerva
1. krok

Ziskame kandidatnu 1-mnozZinu spolu spodporou. C; = { chlieb:2, cokolada:2, dzem:2,
jablko:3, keksy:3, konzerva:6, kremes:2, maslo:7, maso:6, med:1, olivy:3, rozok:6, ryba:5, salama:l,
sol:2, syr:6}
Podra podpory, ktora je uvedend za kazdym prvkom mnoziny C; uré¢ime tie, ktoré maju

podporu vySSiu alebo rovna 3. Tieto prvky presunieme do mnoziny frekventovanych jednoprvkovych

mnozin. F, ={ jablko:3, keksy:3, konzerva:6, maslo:7, maso:6, olivy:3, rozok:6, ryba:5, syr:6}
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Tento krok je Uplne rovnaky ako pri Apriori algoritme.
2. krok

Vypogitame pocet prvkov P, ¢asti atieto prvky spracujeme Apriori algoritmom. Do particie P,
dameteda z F, polozky P, = {maso:6, olivy:3, rozok:6, ryba:5, syr:6}.

Najskor si ngjdené kadidatne 2-mnoziny C, = { {maso, olivy}:1, {maso, rozok}:4, {maso,
ryba}:0, {maso, syr}:2, {olivy, rozok}:1, {olivy, ryba}:2, {adlivy, syr}:2, {rozok, ryba}:0, {rozok,
syr}:1, {ryba, syr}:3 }.Z nich podmienku minimélng podpory spiigjt iba mnoziny { {maso,
rozok}:4, {ryba, syr}:3 } ktoré tvoria frekventované 2-mnoZiny. Z nich nie je mozné vytvorit
kandidétne 3-mnoziny.

3. krok

Vypogitame pocet prvkov P, ¢asti avliozime ich do particie P,.1 = { konzerva, maslo}.

Kandidatne 2-mnoZziny (C,) ziskame kombinaciou prvkov z mnoziny P,; ak nim priddme
mnoziny ziskané kartézskym sucinom prvkov z P,; aprvkov z P,. C, = { {konzerva, mado}:1,
{konzerva, maso}:1, {konzerva, olivy}:1, {konzerva, rozok}:0, {konzerva, ryba}:3, {konzerva,
syr}:2, {maslo, maso}:5, { maslo, olivy}:1, {maslo, rozok} :5, {maslo, ryba}:0, {maslo, syr}:2}.

Z mnoziny C, spinaji podmienku minimalne podpory iba mnoZiny F, = { {konzerva, ryba} :3,
{maslo, maso}:5, {maslo, rozok}:5 }. Z nich sa da vytvorit’ kandidatna 3-mnoZina, ktora je zaroven
frekventovanou 3-mnoZinou, pretoZe spina podmienku miniméalng podpory C; = F3 = { {maslo,
maso, rozok} :4}.

4. krok

Vypogitame pocet prvkov P, ¢asti avliozime ich do particie Py, = {jablko, keksy} .

Opét’ ziskame kandidatnu 2-mnozinu (C;) kombinéciou prvkov z mnoziny P,, akartézskym
stctom prvkov z mnoziny P, azjednotenim mnozin P,, aP,. C, = { {jablko, keksy}:2, {jablko,
konzerva}:1, {jablko, maslo}:0, {jablko, maso}:0, {jablko, olivy}:0, {jablko, rozok}:1, {jablko,
ryba} :0, {jablko, syr}:0, {keksy, konzerva} :0, { keksy, masio}:0, { keksy, maso} :0, { keksy, olivy}:0,
{keksy, rozok} :1, {keksy, ryba}:1, {keksy, syr}:0 }. Podmienku minimalng podpory nespiia Ziadna
z mnoZzin, av tomto kroku teda zostava mnozina F, prézdna.

Algoritmus kon¢i a vysledkom st v3etky k-prvkové F, mnoZiny zo v3etkych krokov.

2-prvkové: { {konzerva, ryba}, { maslo, maso}, { maslo, rozok}, { maso, rozok}, {ryba, syr} }

3-prvkovéa: { { maslo, maso, rozok} }

6.2 VolIbaverkosti particii

Rozhodujucim faktorom ovplyviujacim efektivitu Multipass-Apriori agoritmu je volba velkosti
particii. Veliginy, ktoré budli skimané si ¢asova apamarova narocnost. Specifikom Multipass
pristupu je h'adanie kandidatnych mnozin z frekventovanych mnoZzin po ¢astiach (particiach), je teda

predpoklad, tento pristup bude oproti klasickému Apriori z pamét’ového hl'adiska ef ektivnegjsi.
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Z casového a paméatového hradiska je najnaro¢ngSim krokom algoritmu hradanie 2-
prvkovych kandidatnych mnoZzin z 1-prvkovych frekventovanych mnozin. Napriklad pre 155 prvkov
frekventovanych 1-mnoZzin vznikne 11935 kandidatnych 2-mnoZin, z ktorych podmienku minimalnej
podpory spini iba 10 aznich vznikne uz len 1 frekventovana 3-mnoZina. Tento priklad sa da
zovSeobecnit’, a usudit’, Ze o0 pamét’ove narocnosti v hlavngj miere rozhoduje pocet vygenerovanych
kandidatnych 2-mnozin.

Na vypocet poctu kandidatnych 2-mnozin z N frekventovanych polozZiek (1-mnoZin) pouZijeme
vzorec[11]:

N?+N
2

Vzorec 6.1

Existuje niekor'ko pristupov, ako volit’ vel’kost’ particii. Su to:

- Linedrnerozdelenie

- Inkrementalne rozdelenie

- Exponencidlne rozdelenie

- Rozdelenie zamerané na rovnaké (vel'mi podobné) pocty kandidatnych 2-mnozin ktoré
vznikli pridanim novej particie so zameranim na stanoveny pocet particii (striktny
a benevolentny variant)

- Rozdelenie zamerané na rovnaké (vel'mi podobné) pocty kandidatnych 2-mnozin ktoré
vznikli pridanim nove particie so zameranim na pomerové vyjadrenie poctu kandidatnych 2-
mnozin v jednotlivych particiach k celkovému poctu kandidatnych 2-mnozin

V nasledujlcg ¢asti budd popisane jednotlivé pristupy a na konkrénych testoch bude ukézané,
ktoré metody maju aké vlastnosti a ktory z pristupov je ngjefektivngsi. Kritéria, podl'a ktorych boli
jednotlivé pristupy hodnotené boli: ¢as vypoctu, najvacsi kus paméte alokovany pocas vypoctu,
rozptyl po¢tu kandidatnych mnoZin vzniknutych pri spracovani jednotlivych particii.

Pocita¢ na ktorom boli testy vykonané mal takato konfiguraciu: AMD Athlon XP 1800+
(1,53GHz), 768MB DDR RAM 333Mhz.

6.2.1 Linearnerozdelenie particii

Prvotna myslienka na rozdelenie frekventovanych 1-mnoZin na particie je rozdelit’ ich lineérne. To
znagi snazit’ sa rozdelit mnoZinu 1-mnoZin na priblizne rovnaky dopredu stanoveny pocet mnozin
aznich vytvara® pomocou metddy Multipass-Apriori kandidatne mnoZiny aznich nasledne
frekventované mnoziny.

Pokial’ nechame pocet particii nastaveny na hodnotu 1, dostavame vlastne klasicki met6du
Apriori. Po jg vykonani bolo ngdenych 11935 kandidatnych 2-mnozin, vel’kost’ paméte zabranej pri
vypocéte bola 4362,800KB adoba vypoctu bola 48,201s. Ako bude neskdr ukazané, mnozstvo
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vyuzitg paméte niekol’konasobne prevysuje mnozstvo paméte potrebneg pre ktorykol'vek z pristupov
delenia particii za pouZitia Multipass algoritmu.

Cely proces rozdel'ovania bude zachyteny avysvetleny na nasledujucom priklade. Praktické
testy pre tito g ostatné metddy boli vykonané na vzorke dat, ktora obsahovala 155 frekventovanych
1-mnozin, z ktorych je mozné vytvorit’ 11935 kandidatnych 2-mnozin.

Rozdelenie frekventovang 1-mnoZziny (ktora mé spominanych 155 prvkov) na 2 ¢asti: 79 a 76.
Z prve casti bolo vytvorenych 3081 kandidatnych mnozin a z druhg 8854 (z toho 6004 kartézskym
sticinom prvkov prve a druhg particie a 2850 vytvorenych podl'a vzorca 6.1 v ramci dangj particie).
Cas vypoctu bol 49,422s anajvassi kus alokovang) paméte bol 1735,616KB. Smerodajna odchylka
uréena pre pocty kandidatnych 2-mnozin tychto particii bola 2886,5. Pri deleni na 3 ¢asti: 54, 51 a50
vzniklo 1431, 4029 respektive 6475 kandidatnych 2-mnozin. Cas vypoctu bol 49,235s, najvassi kus
alokovang paméte bol 1325,156KB asmerodajna odchylka pre pocty kandidatnych 2-mnozin
v jednotlivych particiach bola 2059,5. Namerané hodnoty pre pocet particii 2 az 9 spolu s uvedenymi

poctami kandid. 2-mnoZzin, ktoré vzniknu spracovanim jednotlivych particii st v nasled. tabul’kéch:

pocet particii 2 3 4 5 6 7 8 9
Pp 3081 1431 861 496 465 276 253 190
Pp-1 8854 4029 2299 1457 1075 759 608 476
_ Pp-2 6475 3743 2418 1700 1243 969 765
kandidéatne 2-
= Pp-3 5032 3379 2325 1727 1330 1054
mnoziny v
. L Pp-4 4185 2950 2211 1691 1343
jednotlivych
. -5 3420 2695 2052 1632
particiach PP
Pp-6 3024 2413 1921
Pp-7 2619 2210
Pp-8 2344
obsadena pamar’ 1735,616 | 1325,156| 1076,656 | 937,060 | 804,016 | 739,264 | 672,672| 627,608
(KB)
smerodajné odchylka 2886,5 2059,5 1561,0| 13159| 1026,8 935,6 797,5 720,1
casvypoctu (s) 49,422 49,235 49,984 50,109 49,25| 49,969 50,047 48,969

Tabu/ka 6.1: Ziskané hodnoty metédy linear neho rozdelenia particii pre pocet particii od 2 do 9

poket particii 10 20 30 40 50 60 70
obsaden& paméar’ 577,784 | 405,664 | 358,232 | 353915| 349,416 | 347,712 292,29
(KB)

smerodajné 620,9 262,6 208,6 119,5 125,9 93,1 77,4
odchylka

casvypoctu (s) 50,407 | 49,859 51,25| 52,386| 54,769| 55594 57,953

Tabu/ka 6.2: Ziskané hodnoty metddy linearneho rozdelenia particii pre pocet particii od 10 do 70
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Z hodnét v taburkéch sa da vycitat', ze pamét’ obsadend pri vypocte kandidatnych mnozin je
v Uzkom vzt'ahu so smerodajnou odchylkou poétu tychto kandidatnych mnozin. Tato skutocnost’
zachycuje g priebeh grafu 6.1.

Zavislost obsadenej pamate a smerodajnej odchylky na
pocte particii

3500,000

3000,000 ‘

2500,000

2000,000

1500,000 \\\

1000,000

500,000
0,000 ‘ ‘ ‘ ‘ ‘ ‘
0 10 20 30 40 50 60 70
pocéet particii
e obsadena pamét (KB) ====smerodajna odchylka ‘

Graf 6.1: Graf zavidosti obsadengj paméte a smerodajnej odchylky na pocte particii

Takisto méZeme zistit’, Ze mnozstvo ¢asu potrebného na vypocet rastie s pribidajdcim poctom
particii. Tato zmena nie je aZ taka vyrazna, ked’Zze napriklad pri rozdeleni na 3 a na 60 particii, ¢o je
20 nasobné zvySenie pocétu particii bola ¢asova zmena iba 6,269 sekdnd.

Velmi podstatny fakt ktory vystihuje nedostatok tejto metddy je, ze vZdy v posledng particii je
vygenerovany najvasi pocet kandidatnych mnozin zo vSetkych particii. Pamét’ova narocnost’ pre
akékol'vek rozdelenie particii je dana prave poétom vygenerovanych hodnét prave v tejito posledneg
particii. Préave z tohto dévodu nie je opodstatnené d’alSie zvySovanie poctu particii, pri ktorom by sice
doSlo k malému znizeniu pamét’ovych narokov, aviak nie idedlne efektivnym spésobom, apreto je

vhodnegjSie hr'adani e novych metdd rozdel enia particii.

6.2.2 Inkrementalnerozdelenie particii

Metdda inkrementdlneho rozdelenia particii je vlastne Specifickym pripadom linearng funkcie.

Pokial’ pocet particii zvolime o 1 mengj ako je skuto¢ny pocet particii, kaZzda particia bude obsahovat’
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1 prvok (okrem particie Pp, ktora bude obsahovat’ 2 prvky). Praktickym testom s touto metédou bolo
nddenych 154 particii, najvacsi kus obsadengl paméte bol 280,992KB avypocet trval 80,938s.
Mnozstvo obsadeng paméte bolo sice 0 11,304KB menSie nez najlepsi testovany pripad rozdelenia
na 70 particii v linearngy metdde, aviak ¢as vypoctu bol podstatne vacsi, ato konkrétne o 23 sekdnd.
Tento fakt nés vedie k zaveru, Ze dany spdsob rozdelenia particii by bol prili$ ¢asovo naro¢ny najma

pre vasSie pocty kandidatnych 2-mnozin.

6.2.3 Exponencialnerozdelenie particii

Neprijemny nedostatok linearng metédy vo vygenerovani ngjvacSieho pocétu kandidatnych 2-mnozin
z posledngj particie (P1) sa snazi odstranit’ metdda exponencidlneho rozdelenia particii. Principom
tejto metddy je rozdelenie frekventovang) 1-mnoZiny podla prednastaveng exponencialngj hodnoty.
Pokial’ zvolime za exponent ¢islo 3, bude mat’ particia P1 3 prvky, P2 9 prvkov, P3 27 prvkov, P4 81
prvkov, P5 243 prvkov atd’.

Konkrétny priklad rozdelenia frekventovang 1-mnoZiny na particie pre exponent 4 je uvedeny
v nasledujucej taburke.

particia rozssh indexov | pocet prvkov z frekventovanej pocet kandidatnych 2-mnozin
1-mnoZziny
P4 64 - 155 91 (9172+91)/2 = 4186
P3 16- 63 48 (48"2+48)/2 + 48*91 = 5544
P2 4-15 12| (12°2+12)/2 + (48+91)* 12 = 1746
P1 0-3 3| (3"2+3)/2 + (12+48+91)*3 = 459

Tabu/ka 6.3: Rozdelenie frekventovangj 1-mnoZiny na particie pre exponent 4

Princip delenia pozostava v prve faze zo zistenia indexov z exponencidlng rady. Pre ¢islo 4
si to indexy: 1, 4, 16, 64, 256, atd. Cislo 64 je najvaidie mende ¢&islo neZ limit dany poctom
frekventovanych 1-mnozin (155). Do particie P4 budi teda pridané prvky od indexu 64 do 155.
Celkovo je to 91 prvkov, z ktorych je mozné vytvorit' 4186 kandidatnych 2-prvkovych mnoZzin.
Dalsim indexom je prvé mendie ¢islo neZ 64 z exponencidlng rady, ato 16. V particii P3 bude teda
48 prvkov, zktorych je mozné vytvorit kombinaciou s particiou P4 4368 (=48*91) plus 1176
(=(48"2+48)/2) v ramci dang particie, spolu teda 5544 kandidatnych 2-mnozin. Pridanim particie P2
bude vytvorenych 1746 novych kandidatnych 2-mnozin akonetne pridanim particie P1 459
kandidatnych 2-mnozin. Uz a na tomto konkré&nom pripade je vidiet trend, v akom pocte su
kandidatne 2-mnoZiny v jednotlivych particidch vytvarané ateda, Ze oproti linedrnemu rozdeleniu
particii je v particii P1 ngjmenegj prvkov.

Rozdelenia particii pre iné exponenty, spolu s nameranymi ¢asmi vypoctov a idajmi o vel'kosti

zabrangj paméte a vypocte smerodajneg odchylky su v tabul'kach 6.4 a6.5.
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exponent 4,0 3,0 2,0 1,9 1,8 1,7

Pp 4186 2775 378 2211 1035 703

Pp-1 5544 5481 3808 3675 3430 3038

Pp-2 1746 2475 3440 2760 2916 2814

o i Pp-3 459 897 2104 1507 2072 2091
kandidétne 2-mnoziny v

. o L Pp-4 307 1148 1022 1132 1365
jednotlivych particiach

Pp-5 598 453 740 867

Pp-6 305 307 303 598

Pp-7 154 307 305

Pp-8 154

obsadend pamér (KB) 1176,896| 1166,640| 869,776 | 856,336| 805,656| 741,992

smerodajné odchylka 1994,16 1804,31| 1364,32| 1151,25| 1109,16| 1015,25

casvypoctu (s) 50,562 52,593| 52,203 49,109 49,125 49,11

Tabu/ka 6.4: Ziskané hodnoty metédy exponencialneho rozdelenia particii pre exponenty od 4 do 1,7

exponent 1,6 15 1,4 1,3 1,2 1,1
obsaden& pamér’ (KB) 694,008 | 644,744 572,792 501,560| 415,736| 337,272
smerodajné odchylka 904,02 801,38 650,52 514,25| 349,00| 165,02
casvypoctu (s) 49,391| 49,625| 49,297| 50,219| 50,563| 53,422

Tabu/ka 6.5: Ziskané hodnoty metddy exponencial neho rozdelenia particii pre exponenty od 1,6 do

11

Ako mbzeme vypozorovat’ z tabuliek ako g z priebehu kriviek grafu 6.2, so zniZzujlicim sa

exponentom sa znizuje g pamat’ova naroc¢nost’ algoritmu. Napriklad pre exponent 1,1 je smerodajna

odchylka 162,02 a obsadena pamét’ najniZsia, ato 337,272KB avSak oproti prechadzajucim pripadom

sa ¢as vypoétu predizZil o 5,7% na 53,422s.
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Zavislost’ obsadenej pamate a smerodajnej odchylky na
exponente
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Graf 6.2: Zavislost' obsadeng) paméte a smerodajnej odchylky na vol/be exponenentu

Napriek tomu, Zze metdda exponencialneho rozdelenia particii vykazuje otrochu lepSiu
efektivitu vypoétu, pri pohl'ade na smerodajni odchylku vidime pretrvavajlce velké rozdiely v pocte
vygenerovanych kandidatnych 2-mnozin v jednotlivych particiach.

6.2.4 Rozdelenie zamerané na poéty kandidatnych 2-mnozin

Cielom teto metddy je rozdelenie frekventovangl 1-mnoziny do particii tak, aby ich
pridavanim vznikali v kazdom kroku rovnaké, resp. vel’mi podobné pocty kandidétnych 2-mnozin. Za
tymto pristupom stoji predpoklad zniZenia smerodajng odchylky, atym & zniZenie pamétove)
nérocnosti Multipass algoritmu.

Této metdda mé dve mozné modifikécie.
a) snaha o striktné dodrzanie prednastaveného poctu particii (striktny variant)

b) pocet particii nemusi byt dodrzany (benevolentny variant)

Proces vypoctu oboch metéd del enia na particie opisuje nasledujlci pseudo-algoritmus:

stavnoveny_pocet particii = ?? (prednastavena hodnot a)

L1 = frekventovana 1-mozi na;

p = stavnoveny_pocet particii;

cel kovy_pocet _kandi d_2mozin = ((pocet_frekv_1mozin — 1) ~ 2 +
(pocet _frekv_1mozin — 1) — mmozin) / 2;
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pocet kandi d_2mozi n_v_kazdej particii = cel kovy pocet kandi d _2mozin /
st avnoveny_pocet _particii;

D=¢(int) (- 4*1* -2* nprO2ltnesinlPartition);

x1 = Math.ceil ((-1 + Math.sqrt(D)) / 2);//v x1 pocet prvkov v particii Pp

[imt_kandid_2mozin_pre_1 particiu = (x172 + x1) [/ 2;

while (nie je spracovana posl edna particia Pl) {
vypocet frekventovanych mmozin v particii Pp;

pocet _novych_prvkov = limt_kandid_2mozin_pre_1 particiu /
pocet uz_spracovanych_prvkov;
i f (pocet_novych_prvkov >= 2) {
pocet _2mmozin_i ba_z_novej _particie = ((pocet_novych_prvkov - 1)"2
+ (pocet _novych_prvkov — 1)) [/ 2;
pocet _novych_prvkov = (limt_kandi d_2mozin_pre_1 particiu -
pocet _2mmozin_iba z novej particie) /
pocet uz_spracovanych_prvkov;
Pp = pridaj nove prvky;
} else {
Pp = pridaj nove prvky;
}

pocet particii++;

/1 "1l rozdel enie algoritnmu podla nodifikacii !!
if (nodifikacia == "a’) {
if (pocet_particii == stavnoveny_pocet_particii) ({

do Pp pridaj vsetky zvysne prvky z frekv_1mozi ny;

}
} else if (nodifikacia =="'b") {
if (p<0) {
i nkrementuj cislovanie particii;
}
}
p--3
}
Popis pseudokodu:

Pri vypocte frekventovang 1-mnoZiny (L1) je zisteny pocet tejto mnoziny. Podl'a vzorca 1l je
z tohto Udaju ziskany pocet kandidatnych 2-mnozin. Algoritmus je zamerany postupné pridavanie
prvkov z mnoziny L1 tak, aby po¢et novovzniknutych kandidatnych 2-mnoZzin bol v kazdom kroku

priblizne rovnaky. Na zatiatku sa teda vypocita odhadovany pocet kandidétnych 2-mnozin ktoré
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vzniknl pri spracovani kaZzdej z particii. Z korena kvadratickg rovnice je nésledne ziskany pocet
prvkov v particii Pp a podlavzorca 6.1 g pocet kandidatnych 2-mnozin, ktoré vznikna pri spracovani
particie Pp. Potom d&jde k procesu ziskavania kandidatnych anasledne frekventovanych mnozin
vramci dang particie. Po tomto kroku je potrebné spracovat’ d’alSiu particiu amusi teda dojst’
k vypoctu poctu prvkov v dalSg particii (Pp-1). Vzhradom k tomu, Ze kandidétne 2-mnoZiny z novej
particie (Pp-1) vzniknl kartézskym sG¢inom prvkov z uz spracovane Pp particie anove (Pp-1)
particie, pocet prvkov sa ur¢i podelenim poctu kandidatnych 2-mnozin z particie Pp poctom uz
spracovanych prvkov. Tento vypocet vSak nezohladnuje kandidatne 2-mnoziny, ktoré vzniknu
kombinaciou prvkov v rdmci novej particie (Pp-1). A teda, pokial’ je pocet novo pridavanych prvkov
Vvacsi ako 2, dojde k spresneniu vypoctu tak, Ze od poctu kandidatnych 2-mnozin z particie Pp sa
odpocita pocet kandidétnych 2-mnoZin vzniknutych z prvkov v ramci nove particie a aZ nasledne je
vysledok tohto rozdielu podeleny poctom uz spracovanych prvkov. Tym sa zabrani vygenerovaniu
privelkého pocétu kandidatnych 2-mnoZzin znovych particii. V nasledujicom kroku dojde
k rozvetveniu algoritmu podla toho, aka modifikéacia bola zvolen&:
a) striktné dodr Zanie poétu particii - pokial’ nie je doviSeny predpisany pocet particii, nasleduje
vypocet kandidatnych a nasledne g frekventovanych mnozin a opét’ vypocet poctu novych prvkov
z dalSg particie. Ked’ pri vypoctoch dojde k naplneniu predpisaného poctu particii, do posledneg
particie sa pridaju vSetky chybajuce prvky z L1 bez ohl'adu na to, kolko kandidatnych 2-mnozin
z nich bude vyprodukovanych.
UZ pri prvotnych testoch stymto variantom je vidie (z tabulky 6.6), Ze dochadza
k neprijemnému javu, ato nahromadeniu kandidatnych 2-mnozin v posledng particii podobne ako
tomu bolo v metéde linearneho rozdelenia. Tym sa potladuje vyhoda vypoétu rovnomerného poctu
kandidatnych 2-mnozin, ktora vznikli pridanim inych particii. Z tohto dévodu sa v modifikacii b
netrva na dodrZani poctu stanovenych particii, pricom tento preddefinovany pocet slUzi iba ako

voditko vypoctu.
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definovany poéet 2 3 4 5 6 7 8 9 10 11 12
particii

skutoény pocet particii 2 3 4 5 6 7 8 9 10 11 12

5995 4005 3003 2415 2016 1711 1540 1326 1225 1128 1035

5940 3498 2668 2145 1812 1529 1386 1159 1053 1017 918

4432 2844 2343 1950 1611 1445 1256 1125 1095 973

3420 2277 1972 1590 1515 1309 1157 1038 990

2755 1980 1687 1495 1278 1218 1078 1034

pocty kandidétnych 2- 2205 1602 1530 1298 1125 1085 936

mnozin 2205 1529 1285 1225 1062 1017

1495 1242 1188 1012 972

1782 1124 1076 903

1495 994 952

1350 1001

1204

obsadena pamér (KB) 1246,512 [ 978,032 | 803,840 | 694,784 | 599,640 | 600,025 | 492,200 | 527,496 | 480,256 | 455,472 | 431,680

smerodajné odchylka 2750 381,77 | 278,35| 204,36 | 11591 | 211,80 48,87 | 167,61 | 113,49 92,08 75,32

casvypoctu (s) 48,688 | 48,672 | 48,906 | 48,938 | 48,938 | 48,672 | 48,234 48,047 | 48,031 | 48,140 | 48,328

Tabu/ka 6.6: Ziskané hodnoty variantu striktného dodrzania poctu particii metédy zamerang na

pocet kandidatnych 2-mnoZin pre definovany pocet particii 2 az 12

b) dodr zanie predpisaného poétu particii nie je nevyhnutné (benevolentny variant) - pokial’ je

skuto¢ny pocet particii vacsi ako prednastaveny, particie si precislované tak, aby nedoSlo

k ¢islovaniu particii zapornymi ¢islami. Do poctu particii nie je pocas vypoctu nijako zasahované,

ateda sa stava, Ze z posledng particie je vytvoreny omnoho mensi pocet kandidatnych 2-mnozin

neZ z predchédzajacich particii. Ako si mdézeme vamnat v tabulkach 6.7 a6.8 ani pocty

definovanych a skuto¢nych particii nemusia sthlasit’.

definovany podet 2 3 4 5 6 7 8 9 10 11 12
particii

skutoény pocet particii 3 3 4 5 6 7 8 9 10 10 11

6105 4095 3081 2485 2080 1770 1596 1378 1275 1176 1081

5523 3780 2805 2268 1925 1633 1485 1250 1210 1102 999

307 4060 3025 2507 2100 1748 1575 1377 1343 1208 1080

3024 2470 2151 1870 1672 1455 1323 1170 1118

pocty kandidétnych 2- 2205 2184 1890 1673 1443 1290 1230 1182

mnosin 1495 1820 1729 1482 1309 1254 1095

1204 1746 1485 1295 1245 1195

459 1455 1395 1206 1161

610 1341 1287 1100

154 1057 1164

760

obsadena pamér (KB) 1265,008 | 921,936 | 746,072 | 659,200 | 599,328 | 551,400 | 525,504 | 481,624 | 466,456 | 450,560 | 433,448

smerodajné odchylka 2606,88 ( 14097 | 105,75| 125,04 | 23559 | 219,39 | 398,54 | 262,54 | 34956| 66,80 115,99

casvypoctu (s) 50,109 | 51,906 | 50,328 50,344 | 51,125| 50,563 | 50,391 | 49,812 | 49,084 | 49,759 | 49,875

Tabu/ka 6.7: Ziskané hodnoty variantu benevol entného dodrZania poctu particii metddy zameranej

na pocet kandidatnych 2-mnoZin pre definovany pocet particii 2 az 12




definovany pocet particii 25 50 75 90| 100] 150] 200] 250
skutoény potet particii 21 45 79 94| 100 113 123 128
obsadena pamé (KB) 340,760 | 303,720 | 279,704 271,104 | 272,008 | 274,456 | 276,056 | 276,856
Zas vypoctu (s) 49,375 | 52,937| 58,078 60,454 61,156| 63,235 65,023| 65,594

Tabu/ka 6.8: Ziskané hodnoty variantu benevol entného dodrZania poctu particii metddy zameranej

na pocet kandidatnych 2-mnoZzin pre definovany pocet particii 25 az 250

Napriek tymto, na prvy pohl'ad nedostatkom, pri porovnani obsadengl paméte pre rovnaké

pocty skutocnych particii (3-11) tohto a predchadzajiceho variantu je tento variant efektivngsi, ¢o

nam dokazuje g graf 6.3.

striktného a benevolentného variantu

Porovnanie obsadenej paméate a smerodajnej odchylky

1200,000

1000,000

800,000 \

600,000

skutoény pocet particii

\
400,000
200,000
0 , 000 T T T T T T T
3 4 5 6 7 8 9 10 11

== obsadena pamat (KB) - striktny v.

= smerodajna odchylka - striktny v.
obsadena pamat (KB) - benewlentny v. ====smerodajna odchylka - benevolentny v.

Graf 6.3: Porovnanie efektivity striktného a benevolentného variantu

NajvhodnejSia vorba poétu particii pre tento pripad bola hodnota 90, kedy algoritmu zaberal

najmensie mnozstvo paméte, ato 271,104KB. Tento fakt dokazuje g graf 6.4 kde okrem tohto Udaju

je zachytena aj zavislost’ ¢asu vypodétu a skutoéného poctu particii na definovanom pocte particii.
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Zavislost’ ¢asu vypoctu, obsadenej paméate a skutoéného
poé€tu particii na definovanom pogéte particii

450
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300 \\
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25 50 75 100 125 150 175 200 225 250

definovany pocet particii

= skutoCny pocet particii == obsadena pamat (KB)
= Cas WpocCtu (s) = (efinovany pocet particii

Graf 6.4: Celkova efektivita benevolentného variantu

Ako je mozné si vSimnut', skutocny pocet particii nema priamy slvis s definovanym poétom
particii. To néds privadza k mySlienke, zmenit' princip algoritmu tak, Ze nebude nutné zadavat’
definovany pocet particii, iba pomer poctu kandidétnych 2-mnozin, ktoré vzniknl z prvkov kazdej

particie k celkovému poctu vSetkych kandidatnych 2-mnozin, tak ako jeto v nasledujlcel metéde.

6.2.5 Pomerovérozdeenie zamerané na poéty kandidatnych 2-

mnozin

V tgjito metdde je postup vel’mi podobny s metddou predchadzajicou, aviak stym rozdielom, Ze sa
nesnazime o urcenie poctu particii, iba o vyjadrenie poétu kandidatnych 2-mnozin v particii Pp, ktoré
vzniknl z prednastaveného koeficientu. Ostatné particie st volené tak, aby pridanim kazdg z nich
vznikali podobné pocty kandidatnych 2-mnozin, podobne ako tomu bolo v predchédzajlcej metdde.
Postup vypoctu zachytava nasledujici pseudokdd:
L1 = frekventovana 1-mozi na;
promile = 0.001 * ??(prednastavena hodnot a)
cel kovy_pocet _kandi d_2mozin = ((pocet_frekv_1mozin — 1) ~ 2 +

(pocet _frekv_1mozin — 1) — mmozin) / 2;
pocet kandi d_2mozi n_v_kazdej particii = cel kovy_pocet kandi d_2mozin *

proml e;
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D=¢(int) (- 4*1* -2* nprO2ltnesinlPartition);

x1 = Math.ceil ((-1 + Math.sqgrt(D)) / 2);//v x1 pocet prvkov v particii Pp
x1++; [/l epsie vysledky

[imt_kandid 2mozin_pre_ 1 particiu = (int)

pocet _kandi d_2mozi n_v_kazdej _particii;

while (nie je spracovana posl edna particia) {

vypocet frekventovanych nmmozin v aktual nej particii

pocet _novych_prvkov = limt_kandid_2mozin_pre_1 particiu /
pocet uz_spracovanych_prvkov;
i f (pocet_novych_prvkov >= 2) {
pocet _2mmozin_i ba_z_novej _particie = ((pocet_novych_prvkov - 1)"2
+ (pocet _novych_prvkov — 1)) [/ 2;
pocet novych_prvkov = (pocet_kandi d 2mozi n_v_kazdej particii -
pocet _2mmozin_iba z novej particie) /
pocet uz_spracovanych_prvkov;
pridaj novu particiu;
} else {
pridaj novu particiu;

Algoritmus vychadza z predchéadzajlice) metddy. Najvacsi rozdiel spocivav zaciatku algoritmu,
kde nestanovujeme definovany pocet particii, ale pomerové vyjadrenie poctu kandidatnych 2-mnozin
k celkovo vygenerovanému poc¢tu kandidatnych 2-mnozin v ramci celg frekventovang 1-mnoziny
(L1). Pocet prvkov (x1) v particii Pp je opédt’ vypocitany z kvadratickej rovnice, avSak vtomto
pripade dojde k ich navySeniu o0 1 prvok, z dévodu vykazovania lepSich vysledkov, kedy v posiednej
particii nezostava zvyskovy pocet mnoZzin z frekventovang 1-mnoziny, pretoze tieto st rovhomerne
rozlozené do zvysnych particii.

Limit kandidatnych 2-mnozin pre particiu Pp je stanoveny jednoduchym zaokruhlenim smerom
dolu predpocitang premenng poétu kandidatnych 2-mnozin v kazdg particii. Daldia ¢ast’ vypoctu je
prakticky totozna s benevol entnym variantom predchadzajlicel metédy.

Tento na prvy pohl'ad maly rozdiel ma za nasledok zvySenie presnosti vypodtu, atym znizenie
potrebng paméte v porovnani smetddou zameranou na stanoveny pocet particii. Porovnanie

paméat’ovel naroénosti tejito metddy s predchédzajlicou zachytava nasledujlca tabulka 6.8 a graf 6.5.
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promile 333,333 | 250,000 | 200,000 | 166,667 | 142,857 | 125,000 | 111,111 | 100,000 [ 90,909 | 83,333
podet particii 3 4 5 6 7 8 9 10 11 12
kandid. 2-mnoziny 3916 2926 2346 1891 1653 1431 1275 1176 1035 946
4085 3069 2407 1937 1750 1495 1353 1239 1110 1007
3934 3185 2507 2058 1748 1539 1377 1240 1176 973
2755 2610 2115 1752 1530 1455 1295 1144 990
2065 2010 1743 1508 1443 1266 1100 1034
1924 1794 1542 1353 1287 1105 1045
1495 1540 1335 1275 1080 1026
1350 1435 1233 1161 980
909 1314 1100 1044
610 1164 966
760 1015
909
smerodajné odchylka 7578 | 160,80 184,33 | 7917| 9430| 6384 157,35 198,00| 110,13| 32,06
smerodajna odchylka - zmetddy 140,97 | 105,75| 125,04 | 23559 | 219,39 | 39854 262,54 | 349,56 | 115,99
zameranej na pocet particii
(benevolentny variant)
¢as vypoctu (s) 50,328 | 49,156 | 49,281 | 49,312 | 50,375 | 49,016 | 48547 | 48500 49,719 49,671
obsadena pamér’ (KB) 925,056 | 769,68 | 674,28 | 588,872 | 534,352 | 494,424 | 475,72 | 453,288 | 429,816 | 410,568
obsadena paméz (KB) - z met6dy 921,936 | 746,072 | 659,200 [ 599,328 | 551,4 | 525,504 | 481,624 | 466,456 | 450,56 | 433,448

zameranej na pocet particii

(benevolentny variant)

Tabu/ka 6.9: Porovnanie efektivity metddy pomerového rozdel enia frekventovanych 1-mnozin na

particie s metédou rozdelenia na definovany pocet particii (benevolentny variant)

Zavislost’ obsadenej pamate a smerodajnej odchylky na
definovanom poéte particii a porovnanie s metédou pevne
stanoveného poé€tu particii

———

330,000

promile z celkového poétu kandidatnych 2-mnozin

= smerodajna odchylka

- smerodajna odchylka - z metody zameranej na pocet particii
obsadena paméat (KB)

= obsadena pamat (KB) - z metody zameranej na pocet particii
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Graf 6.5: Porovnanie ziskanych hodndt metédy pomerového rozdelenia na particie a benevolentného

variantu metédy rozdelenia na definovany pocet particii
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Z grafu mbzeme vycitat’, Ze rozdelenie prvkov z frekventovang mnoziny do particii je v tegto
metdde rovnomernegjSie nez v metdde predchadzajlce. Z toho vyplyva a o trochu menSia pamét’ova
nérocnost’.

Ako najvyhodnejSia vorba hodnoty promile bola hodnota 17 promile vid'. nasledujici graf 6.5.
Pri tgjto hodnote najvassi kus vyhradeng paméte bol 268,712KB. Dalsim znizovanim hodnoty
promile uz nedochadza k zlepSeniu pamé’ove) nérocnosti, na druhG stranu vSak dochédza

k zhorSovaniu ¢asovej ndrocnosti.

Zavislost’ obsadenej pamate, €asu vypo¢€tu a pocétu particii na
stanovenej hodnote promile

350

300

250

200

150

;/ 50

T T T T T T 0
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promile

= pocet particii === obsadena pamat (KB) === ¢as wpoctu (s)

Graf 6.6: Zavislost' obsadeng paméte, ¢asu vypoctu a poctu particii na stanovengl hodnote promile

Pre ini kolekciu d& pozostévajucu z 298 frekventovanych 1-mnoZin, z ktorg je mozné
vytvorit' 44253 kandidatnych 2-mnoZzin viedla volba 9 promile k najlepSiemu vysledku ¢o sa tyka
paméat'ovel naro¢nosti (vid'. taburka 6.9). Cekovo sa teda da usidit’, Ze vorba hodnoty promile od 5

promile do 20 promile je ngjefektivngSia z hl'adiska pamét’ovej naro¢nosti.

promile 25 17 10 9 8 7 5
obsadend pamér (KB) | 503,040 | 445,056 | 377,752 | 371,768 | 371,773 | 374,744 | 380,512
casvypoctu (s) 117,093| 120,390 | 131,125 | 133,578 | 136,172 | 138,938 | 143,875

Tabu/ka 6.10: Zavislost’ obsadengj paméte na vo/be hodnoty promile pre vacsi pocet frekventovanych

1-mnozin
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6.2.6  Zhrnutie pristupov rozdelenia particii

Této kapitola bola venovana réznym pristupom rozdel'ovania frekventovang 1-mnoziny na
particie. Boli zhodnotené prinosy anedostatky jednotlivych metéd anakoniec bola odporucena
metdda pomerového vyjadrenia poctu kandidatnych 2-mnoZzin v jednotlivych particiach k celkovému
poctu kandidatnych 2-mnozin. Pri tgto metéde dochadza krovnomernému rozdelovaniu
frekventovang 1-mnoZiny na particie tak, aby bol pocet kandidétnych 2-mnoZin vzniknutych
z jednotlivych particii priblizne rovnaky. To mé za nésledok relativne nizke hodnoty smerodajnej
odchylky kandidatnych 2-mnozin jednotlivych particii, a ngjméa s tym spojené vel'mi dobré vysledky
z hradiska pamétovel naroénosti. Z ¢asového hladiska sa d& povedat’, Ze medzi metédami nebol
vyrazny rozdiel, az na metédu inkrementél neho rozdelenia, kedy bal ¢as vypoctu priblizne 38% vyssi
ako v ostatnych metodach.

Bez ohl'adu na volbu pristupu rozdelenia , v3etky metédy dosahovali niekol’konasobne (10 az
16 nasobne) nizSie mnozstva obsadengl paméte oproti metéde Apriori. V tom je ngjvacsi prinos
metddy Multipass-Apriori ako takey.

6.3 Vplyv usporiadania na efektivitu vypoctu

Jednou z moznosti, ako sa da ovplyvnit efektivita vypoétu je zvolenie usporiadania v ramci
kandidatnych respektive frekventovanych mnozin. Zvolené usporiadanie ovplyvni usporiadanie vo
vSetkych kandidatnych aj frekventovanych k-mnoZinéch v celg aplikécii. Na vyber mame jedno zo
Styroch moznosti usporiadania:

1. od najniz3ej podpory k najvyssej (napr. jablko:3, keksy:3, ryba:5, konzerva:6, atd’.)

2. od najvysSg podpory k najnizSe (napr. maslo:7, konzerva:6, maso:6, atd’.)

3. abecedné usporiadanie od A do Z (napr. jablko:3, keksy:3, konzerva6, atd’.)

4. abecedné usporiadanie od Z do A (napr. syr:6, ryba:5, rozok:6, atd’.)

Pri vorbe podpory 3% dopadli testy ¢asovej apaméatove narocénosti pre jednotlivé typy

usporiadania nasledovne(pre porovnanie si v tabulke uvedené aj namerané hodnoty pre metédu

Apriori):

¢islo metédy usporiadania | éas vypoctu vyuzita pamat’
1|5min 44,734s| 1MB 688KB 480B
2| 5min 45,823 | 1MB 680KB 174B
3[5min 43,891s | 1IMB 715KB 688B
415min 51,862s [ 1IMB 749KB 564B
metdda Apriori | 5min 42,219s | 27MB 804KB 400B

Tabu/ka 6.11: porovnanie casovej a pamarove efektivity jednotlivych pristupov usporiadania

a metédy Apriori pre podporu 3%
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Z vysledkov mbzeme usudit’, Zze metdda abecedného usporiadania od Zdo A (. 4) ma
najhorSie vysledky ¢o sa tyka pamétove g ¢asove efektivity. Medzi ostatnymi metédami nie je
rozdiel velky, aviak ako najvyhodneiSia sa javi metdda abecedného usporiadania od A do Z (¢. 3)
nasledovana metédou usporiadania od najnizsg podpory k najvyssg (¢. 1). Metéda usporiadania od
najvySSeg podpory k najnizSg (¢. 2) bola vyhodnotena ako tretia najlepSia. Metdda Apriori vysla
z testov paradoxne ako najrychlgjSia, avsak v jg neprospech hovori mnozstvo vyuzitel paméte, ktoré
je 16-nasobne va&cSie nez pri ktorgkol'vek z metdd Multipass.

Na uréenie ngjefektivngSg volby usporiadanie je nutné vykonat d'alSie testy snizSou
podporou. Preto bola podpora znizena na 2% atesty boli vykonané na metédach c¢ido 1, 2, 3
aApriori. Metéda 4 bola z dalSieho testovania vylicena z dévodu najhorSej efektivity uz po prvom
teste. Vysledky testov efektivity pre podporu 2% zachytava nasledujica tabul'ka:

¢islo metédy usporiadania | €as vypoétu | vyuzita pamat’
1|14min 15,266s | 4MB 545KB 408B

2| 14min 32,797s | 4AMB 937KB 40B
3| 13min 36,859s | 4AMB 266KB 672B

Apriori | 58min 46,375s | 61MB 884KB 8B

Tabu/ka 6.12: porovnanie casovej a pamarove efektivity jednotlivych pristupov usporiadania

a metédy Apriori pre podporu 2%

V prvom rade treba poznamenat’, Ze metdda Apriori bola priblizne 4x pomalSia nez vSetky
ostatné metédy. Jg dobry ¢asovy vysledok ztestu spodporou 3% sa nezopakoval, navySe podla
predpokladu bola metéda Apriori priblizne 14x pamét’ovo naro¢neiSia. Ako najvhodnejSia z metod sa
javi metéda abecedného usporiadania od A do Z, ktora g v tomto teste bola ngjefektivngSia. Tato
metéda bude vyhradne vyuZivand pri ziskavani asociacnych pravidiel z dokumentov. Z metdd
usporiadania podl’a podpory bola ef ektivnegiSia metdda usporiadania od najnizsg podpory k najvyssgj,
avSak ako uz bolo spomenuté, nie je taka efektivna, ako metdda abecedného usporiadania.
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7 Aplikacia

Aplikécia je naprogramovana v programovacom jazyku Java 2 Standard Edition 1.5 a naplno vyuZiva
vylepSenia oproti minulym verziam, hlavne generické (parametrizované) typy akonstrukcie stym
spojené. Jednd sa o konzolovu aplikaciu spustant z prikazového riadka. Vyvojovym prostredim

pouzitym na vyvoj aplikécie bolo univerzalne prostredie Eclipse 3.2.

7.1 PrehPadtried

Cdé aplikécia pozostava z celkovo 11 tried, ktoré maju nasledovna funkciu:

Main.java - jedna sa o hlavnu triedu aplikacie. Na zaCiatku je vypisana Uvodna obrazovka a ziskany
vstupny parameter, ktorym je stbor s konfiguratnym nastavenim, na zaklade ktorého sa vytvori
indtancia triedy Configuration. Podl'a nastavenia statickych premennych v triede Configuration, je
vytvorena trieda Preprocess alebo Mining, v zavere je vzdy vytvorena inStancia triedy
AssociationRules.

Configuration.java - trieda slUZiaca na spracovanie XML dokumentu s konfiguréciou, ktor& bola
zadana ako parameter vstupu. NajdoleZitejSou metédou je metdda ParseXML (), ktora ako nézov
napoveda rozparsruje konfiguragny subor, ktory je vo formate XML a podl'a jeho obsahu nastavi
statické vlastnosti, ktorymi sariadi celé aplikacia.

Preprocess.java - tato trieda slUzZi na predspracovanie kolekcia dat Reuters-21578. NajdblezitgjSia
metdda je preprocessSGML () ktoréd robi funkciu parsera SGML dokumentu z ktoré vybera tokeny
nachédzajlce sa medzi délezitymi znactkami, ktoré spracovava. Na kazdy token je voland metéda
advancePreprocess(String token) v ktorg st uplatnené pravidla predspracovania. Vystupom su
dva stibory - v jednom s transakcie vzniknuté z obsahov dokumentov av druhom popisy tychto
dokumentov (vid’. kapitoly 3.3).

Stemmer.java - jedna sa o upravenu verziu implementécie origindlneho Porterovho stemmovacieho
algoritmu. Metédy vyuZivajlice najmé neobjektoveé viastnosti Javy si upravenétak, aby algoritmus
nebol pri odstranovani koncoviek tak agresivny. Snahou je o pokrytie ¢o najvécse Skaly moznych
typov slov a vynimiek.

Mining.java - podl'a nastavenych konfigura¢nych nastaveni sa v tejto rozhoduje, ¢i proces dolovania
bude vykonavany metédou Apriori, alebo Multiapass-Apriori. Je tu vytvorena instancia triedy
Apriori apodla potreby si volané metédy tejto triedy. Takisto s tu vytvorené instancie tried
StopWatch a MemoryUsage.

Apriori.java - trieda, v ktorgj je implementacia metody ziskavania frekventovanych Apriori. Metody
tejto triedy si naprogramovane tak, Ze ich volanim je mozné tato triedu pouzit' ako Multipass-

Apriori.
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StopWatch.java - je trieda ako ndzov napoveda slizZiaca na stopovanie ¢asu. Ziska ¢as, ktory ubehol
medzi zavolanim metdéd tejto triedy start() astop(). Jg vyuZitie je pri ziskavani ¢asu trvania
vypocétu metdd Apriori a Multipass-Apriori.

MemoryUsage.java - funkciou tejto prevzatel metédy je ziskanie rozdielu vyuzitegl paméte pri volani
metod start() aend(). Udaj v bytoch je pomocou metédy memorySizeT oString(long |) prevedeny
do uzivatel'sky privetivej podoby v MB, KB, aB.

AssociationRules.java - trieda zodpovedna za vytvorenie asociacnych pravidiel z frekventovanych
mnozin. Rekurzivnym volanim metédy all Subsets() st postupne vytvorené asociaéné pravidla a na
vystup vypisanétie, ktoré spinajui podmienku minimalnej sporahlivosti.

Itemset.java - vel'mi vyznamna trieda implementujca rozhranie Comparable. InStancie tejto triedy st
polozkami kazdegj kandidatng afrekventovang n-mnoziny. Obsahuje niekol’ko typov
konStruktorov, slliziacich na vytvorenie k+1 mnozin z danych k-mnoZzin. Takisto nutne obsahuje
implementéaciu metddy compareTo() pomocou ktorgl st prvky v k-mnoZinéch usporiadané, ato
bud’ podra podpory alebo abecedne.

ParseError.java - trieda odvodena od triedy Exception slUziaca na vypis chybového hlasenia, ktoré

vzniklo pri spracovavani suboru s konfiguréciou.

7.2 Struktdra konfiguragného stboru

Jedinym a povinnym parametrom aplikécie je ndzov siboru vo formate XML. V iom je uvedend
konfiguracia podl'a ktorej je riadeny cely proces predspracovania a ziskavania asociaénych pravidiel.
Slbor ma pevnua Struktiru, av nasledujice ¢asti uvediem konkrétny priklad konfigurécie:
<?xm version="1.0"7?>
<confi gurati on>
<ver bosi ty>2</ verbosity>
<preprocess>
<dopr epr ocess>0</ dopr epr ocess>
<stopwor dsfil e>st op_words. dat </ st opwor dsfi | e>
<out putfil e>out put.txt</outputfile>
<descriptionfil e>out put-dscr.txt</descriptionfile>
<i nput pr epr ocess>
<fil e>reut2-000. sgnx/file>
<fil e>reut2-001. sgnx/file>
</i nput preprocess>
</ preprocess>
<m ni ng>

<dom ni ng>1</ dom ni ng>
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<support >3</ support >

<confi dence>66%/ confi dence>

<apriori>1</apriori>

<mul ti passapri ori>1</mul ti passapriori>

<i nput mi ni ngfile>test2.txt</inputmningfile>
</ m ni ng>

</ configuration>

Na zaciatku suboru je Gvodny riadok, ktory definuje, Ze sa jedna o sibor XML. Korefiovou
znackou je <configuration> a ukon¢ovacia </configuration>. Medzi tymito znatkami sa nachadzaju
vSetky ostatné znacky, ktoré mdzu byt uvedené v F'ubovol’nom poradi. Jedna sa o znacky:
<verbosity> a </verbosity> - ¢islo uvedené medzi tymito znackami uvadza stupen toho, kolko a aké
informacie sa budl vypisované na vystup.
Hodnota O - na vystup su vypisané jedine ziskané asocia¢né pravidla
Pri zadang hodnote 2 si vypisané vSetky dostupné informécie. Je vypisana hlavicka aj
skomentarom, aka cast’ vypoctu momentédlne prebieha, si vypisané frekventované mnoziny
v hranatych zétvorkach g s uvedenou poéetnostou vyskytu (podporou). Samozrejme si vypisané
asociacné pravidla
Zadana hodnota 1 je kompromisom medzi obidvoma predchadzajucimi vorbami. Rozdiel oproti
hodnote 2 spociva v tom, Ze frekventované mnoziny nemaju uvedent podporu. To méze byt
uzito¢né pri dodatocnom spracovavani vysledkov, kedy tieto hodnoty pocetnosti vyskytov nie st
potrebné.

<preprocess> a </preprocess> - s znacky obalujuce cely rad znagiek tykajucich sa predspracovania.
V nasledujlcg ¢asti, tam kde by nemalo prist’ k omylu budem z dévodu vacsg citatel’nosti textu
uvadzat’ iba uvadzacie znacky. Z definicie XML dokumentu vyplyva, Ze kazda takéto znacka musi
obsahovat’ znacku ukoncovaciu (napr. pre uvedend uvadzaciu zna¢ku <apriori> musi existovat’
znacka </apriori>, ktoru vSak uz v tomto texte neuvediem).
DaleZitou je znactka <dopreprocess> s povolenymi hodnotami O alebo 1, ktoré vyjadrujq, ¢i sa ma
vykonavat’ proces predspracovania (hodnota 1) alebo nema (hodnota 0).
Ret'azec nasledujuci za znackou <stopwordsfile> udava ndzov siboru obsahujuci nepotrebné slova
(stop words).
<outputfile> - uréuje nazov vystupného stiboru predspracovania, ktory bude obsahovat’ transakcie
S predspracovanymi slovami, ktoré vznikli v tejito faze.
<descriptionfile> - uvadza nézov suboru obsahujuci popis dokumentov (transakcii) uvedenych
v predchadzajicom stbore.
Medzi znackami <inputpreprocess> a </inputpreprocess> méze byt uvedenych 'ubovolny pocet
dvojic znatiek <file> a </file> obsahujucich vstupné stbory, ktoré maja byt predspracované.
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Vysledkom predspracovania tychto stiborov ako uz bolo spomenuté bude jediny subor, ktorého
nézov je uvedeny medzi znackami <outputfile> a </outputfile>

<mining> a </mining> - sUl znacky Vv tejto paséZi tentokrat obal’ujlce znacky tykajlce sa dolovania.
Podobne ako v ¢asti tykajucej sa preprocesingu bola dolezitou znackou znacka <dopreprocess> je
tu podobnou znacka <domining> - kde nasledujlce ¢iselné hodnoty udévaj, ¢i sa mé vykonavat’
proces dolovania (hodnota 1) alebo nie (hodnota 0).
<support> - ¢iselna hodnota uvedend za touto znackou mdZe udavat’ absolUtnu podporu(napr. 3)
alebo relativnu podporu (¢ise nd hodnota nasledovana znakom %, napr. 2%).
<confidence> - nasledujlca cel o¢iselnd hodnota so znakom % udava relativnu spolahlivost’ (napr.
66%0).
<apriori> - hodnota 1 nasledujlica za touto znackou oznacuje skutoénost, Zze ma byt na
vyhradavanie frekventovanych mnozin pouzity algoritmus Apriori.
<multipassapriori> - podobne ako vV predchadzajucom pripade, hodnota 1 znagi, Ze na
vyhl'adavanie frekventovanych mnozin pouzity tentokrat algoritmus Multipass-Apriori.
<inputminingfile> - refazec nasledujlci za touto znackou oznaguje nazov suboru, ktory bude
pouzity ako vstup pre dolovanie. Spravidla to byva vystup stiboru predspracovania, teda stbor

uvedeny medzi znackami <outputfile> a </outpuitfile>.

7.3 VzhPad aplikacie

Ako uz bolo spomenuté, jedna sa o konzolovu aplikéciu. Kompilécia sa vykonava z prikazového
riadku prikazom: j avac dat a_m ni ng/ Mai n. j ava.

Po UspeSnom skompilovani je moZzné aplikéciu spustit’ prikazom j ava - cl asspat h
data_m ni ng. Mai n  nazov_konfi guracneho_suboru. Priklad spusteniaa java -
cl asspath . data_m ning. Main configuration. xm .

Vyhodou vystupu na Standardny vystup je moznost’ presmerovania vystupu do stiboru (napr.
prikezom java -classpath . data_mining.Main configuration xm >
associ ation_rul es. txt). Vystupny stubor je mozné modifikovat' podla potreby, pripadne
asociacné pravidla vliozit' do taburkového procesoru (napr. Microsoft Excel alebo OpenOffice Calc)
a tu 'ubovol’nym spdsobom usporiadat’.

SG¢astou odovzdanych suborov je a davka run.bat, ktord méze byt takisto pouZzita na

kompiléciu a ndsledné spustenie aplikécie.
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e CAWINDOWS\system32\cmd.exe

3
C:~Documents and SettingssMartin“workspacesmining_algorithms>run

|

C:~Documents and SettingssMartinsworkspacesmining_algorithms>javac data_mining-M
Pin.jaua

h:\Documents and Settings“Martin‘workspacesmining_algorithms>java —classpath . d
ata_mining.Main configuration.xml

30303030300 oo 30300 0303030300 oo 30 oo 0 e300 e 30300 o303 3eE- 30 e Je- 0 e300 e300 eE-eE e300 Je - 0 e 3o 0o oo oo e
= Program na predspracovanie textovych dat a nasledne ziskavanie asociacnych =
m pravidiel pouzitim metod Apriori a Multipass Apriori. *

f autor: Martin Uhlir <(c)>28.4.2087 =

| 3oE-JoE-Jf-JoE 3o -3mE-JoE - Jof-of o Jof - o Jof-Jof-JuE-JoE-Jof -mf-JoE-JuE-3mE-JoE - JofeE-JeE-Jof-eE-Jof-Jof-oE-JoE-Jof-Iuf-JoE-JmE-3uE-JoE - Jof-oE-JeC-Jf-oE-Jef-Jof-eE-Jef-Jof-eE-JoE-Jof -ef-JoE-JmE-3eE-JoE - Jof-eE-JeC-Jef-eE-Jof- - eE-Jof- e -ef-JoE-JmE-3eE-JoEJef-oE-Jof-Jnf-oE-Jef- el
Datum a cas: 15-85-2887 11:25:59

Prehieha preprocessing...

Subor = nepotrebnymidstop? slovami: stop_words.dat
Uystupny subor: output.txt

Uyztupny subor = popizom dokumentov: output—dscr.txt
Spracovavany subor: reut2—HA80A.sgm

Preprocessing ukonceny.

Prehieha proces ziskavania frekventovanych mnozin...
Prebieha proces ziskavania kandidatnej 1-mnoziny

[ .00 metoda MULTIPASS-APRIORI Oo.
Abzolutna podpora:z: 3

Frekvenovana 1-mnozina, pocet prukouw: 9
[[jablko1:3

[keksy] 3

{[konzerval:6

[[maslol:7

[maso] [

[ulluy] 3

[[rozokl:b

_[ryha]:E

i[syr]:ﬁ

Priebeh vypoctu: 58x 62x 75 87 106
Frekventovana 2-mnozina, pocet prukov: §
{[konzerva. rybal:3

[[maslo, masol:5

[[maslo, rozokl:5

[maso, rozokl:4

[ryba,. syrl:d

|

Frekventovana 3-mnozina,. pocet prukov: 1
I[maslu, maso, rozokl:d4

has vypoctu: Hhod Bmin B.672s
Uynzita pamat: BMB 157HKB 296BYTES
|

Prebieha proces ziskavania asociacnych pravidiel...
Relativna spolahlivost: 663

mazlo =» maso T

maso =2 maslo 83

maslo =» rozok i

rozok = mazlo 83

maso => rozok bb

rozok =¥ maso bf

mazlo,. maso => vrozok 88
maslo,. rozok = maso 88
mazo =» mazlo. rozok bb
maso, rozok => maslo 188::
rozok =»> maslo. maso bb:

|
C:sDocuments and SettingssMartinsworkspacesmining_algorithms>

I
Obr. 7.1 UkéZka vystupu aplikacie

X
)
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8 Zaver

V praci bola popisand implementécia a vyuZitie algoritmu Multipass-Apriori na ziskavanie
asocia¢nych pravidiel z textovych dét. Jedn& sa naslednika algoritmu Apriori, ktory je napriklad
vyuZivany pri ziskavani asociacnych pravidiel z transakénych databaz. Textové databéze sa spravidla
vyznaduju vacsSim poétom poloziek (slov), atak algoritmus Apriori nie je pre svoju pamarovu
naro¢nost’ vhodny pre tlto oblast’ pouZitia. Ako bolo ukazané na praktickych testoch, algoritmus
Multipass-Apriori potrebuje k dosiahnutiu rovnakych vysledkov (ziskaniu frekventovanych mnozin)
podstatne menSie mnozstvo paméte. VyuZitim testov bol takisto uréeny najefektivngsi spésob
rozdel enia frekventovanych 1-mnoZin na particie.

Velmi  vyznamna dlohu pri ziskavani asocia¢nych pravidiel z dat zohrava predspracovanie
tychto dat. V aplikécii je vyuZitych niekol’ko sposobov predspracovania, najma viak vyuzitie slovnika
nepotrebnych slov a stemmovacieho algoritmu. Pouzitim uzivatel'sky menite’ného slovnika, ktory
obsahuje 127 slov sa zredukoval pocet slov vo vystupnom stbore 0 44% ¢im sa vypocet rapidne
zrychlil. Vyuzitie slovnika prinieslo takisto zredukovanie poctu asociacnych pravidiel najméa o takeé,
ktoré nie si prinosné z hladiska ziskavania znalosti. Stemmer pouZity v aplikécii vychadza z
origindineho Porterovho stemmeru. Algoritmus bol zna¢ne prerobeny tak, aby vyhovoval
poziadavkam aplikacie. Zmeny sa tykali ngjma drastického odstrainovania koncoviek, ktoré je rysom
originalneho algoritmu. Ve'mi vel'a pravidiel bolo vytvorenych ad-hoc spésobom ¢o malo dopad na
elegantnost’ algoritmu, nemalo to v3ak vyrazny dopad na ¢asovu efektivitu vypoétu a o je podstatné,
prinieslo to vyrazné zlepSenie korektnosti stemmingu.

Vysledkom dolovania dat ztextov (v tomto pripade kolekcie textov Reuters-21578) su
asociacné pravidla slliziace na ziskavanie znal osti z textovych dét. Po dodato¢nych Upravach metddy
predspracovania by bolo mozné algoritmus pouzit' na ziskavania asociatnych pravidid takmer

z 'ubovor'ného typu textovych dat.

8.1 DalSemoznosti vyvoja

Algoritmus Multipass-Apriori  navzdory svojg pamédtovel efektivite neodstranuje nutnost
generovania vel’kého poctu kandidatnych mnoZzin. Této vlastnost’ je totiZz dana principom algoritmu
Apriori, ktory algoritmus Multipass-Apriori vyuZiva. ZvySenie casove efektivity by sa dalo
dosiahnut’ vyuZzitim pokrogilg hashovacg techniky rozdelenia poloziek do koreSpondujicich koSov.
Takisto vyradenie takych transakcii, ktoré neobsahuju Ziadne frekventované k-mnoziny, by mohlo
viest’ k zvySeniu efektivity, pretoZe takéto transakcie nebudi obsahovat’ ani Ziadne frekventované

k+1-mnoziny.
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V&Sie moznosti vyvoja vidim vo vylepSeni efektivity predspracovania. Cast’ predspracovania
tykgjlica sa parsrovania modze byt prerobend univerzdngiSim spésobom na SirSiu Skdlu
Sruktdrovanych a nestruktdrovanych dokumentov. Slovnik nepotrebnych slov by po vykonani
rozsiahlgj sady testov mohol byt’ rozsireny, prip. redukovany tak, aby vzniknuté asociacné pravidlia
lepSie koreSpondovali s ocakavanymi vysledkami v podobe asociacnych pravidid. K zvySeniu
korektnosti predspracovania by mohli prispiet’” slovniky nazvov Statov, miest, mien, atd’. tak, aby
algoritmus ponechal pociato¢né pismena tychto nazvov vel’kymi pismenami.

Stemmovaci algoritmus mdze byt’ rozSireny o nové pravidla, takisto je moZnost’ zredukovania
poctu pravidie vytvorenim pravidiel komplexngiSich z jednotlivych ciasto¢nych pravidid. Vo faze
predspracovania je moznost' pouzitia d’alSich technik, ktoré by mohli viest' k zvySeniu efektivity

Ziskavania znal osti z textovych dét.
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Priloha 1; Upravy Porterovho

stemmovacieho algoritmu

Origindlny algoritmus preSiel rozsiahlou Upravou. Bolo potrebné zmenit' vSetky kroky algoritmu,
dokonca jeden krok bol vynechany. Upravami sa dosiahlo menegj agresivneho spdsobu odoberania
koncoviek avzniku slov, ktorétzv. maju vyznam.

Ako uz bolo spomenuté v kapitole 3.3.5, algoritmus pracuje v Siestich krokoch, ktoré budu
v nasledujucej casti popisané. Schematickym spésobom si opisané pravidla Uprav v jednotlivych
krokoch. Pre lepSie pochopenie st zavedené niektoré funkcie a znacky:

—: zna¢i proces zmeny slova, koncovky atd’. Na prave strane je originane slovo, resp.
koncovka slova a na 'avej vysledna zmena slova, resp. koncovky (napr. has — have = zmena slova
»has* na, have', ends(ness) — ,,“ = odstranenie koncovky , ness").

funkcia ends(refazec): funkcia znamend, Ze pravidio bude uplatnené pokial’ slovo konéi na
retazec uvedeny v zatvorkéch(napr.: ends(ied) — y = replied — reply)

funkcia m(): (= Measure = Velkost) uréuje, kolkokrdt sa v slove opakuje sled skupin
spoluhlasok a samohlasok (slova ,tr, ,ee’, ,treg’, ,y*, ,by* maji m() = O; slova ,troubl€e’, , oats’,
»treg’, ivy" maja m() = 1; slova ,troubles’, , private*, , oaten”, , orrery* maju m() = 2; viac v [19]).

if (vyraz): funkcia logickg podmienky, pokial’ je vyraz v zatvorkéach pravdivy, je uplatnené
dané pravidlo

add(retazec): funkcia znaciaca pridanie refazca v zatvorkach na koniec slova, na ktoré je
aplikované pravidlo

not(vyraz): funkcia logicke negécie

&: logicky operator AND

Krok 1 — odstranenie plurdlu, koncoviek -ed, -ing, atd’.

Slovo kon¢i na ,,s*: ends(sses) — ss

ends(ies) —» y

ends(‘s) — ,*

has — have

this, was, is, as, focus, taxes, surplus — bez zmeny

ends(ous) — bez zmeny /Inapr. famous

ends(shes) — sh //establishes — establish, crashes — crash
Slovo kon¢i na,,d*: ends(eed) — ee //agreed — agree

proceed — bez zmeny

ends(ied) — y //replied — reply, denied — deny, applied — apply

Slovo kon¢i na,, ed: hundred, urged, continued — bez zmeny
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ends(ed) — ,,“

Slovo kor¢i na ,ing": something, sterling, peking — bez zmeny
ends(ing) — ,,“
Zmena koncového ,at‘ na,ate':  float, treat, coat — bez zmeny
ends(at) — ate

Zmena koncového , bl na,ble’:  ends(bl) — ble
Zmena koncového ,,iz* na, ize": ends(iz) — ize
Odstranenie dvgjitych spoluhlasok: ends(nn) — n //plann — plan, beginn — begin, runn — run
ends(pp) — p //stripp — strip, dropp — drop, shipp — ship
ends(rr) —»r  //preferr — prefer, referr — refer
ends(tt) —»t  //submitt — submit, committ — commit
Krok 2 — tento krok bol z pévodného algoritmu Uplne odstraneny. Funkciou tohto kroku bola
zmena koncového ,.y* na, i“. Vzhladom k tomu, Ze tato zmena nie je potrebna, bol tento krok celkom
vypusteny.
Krok 3 —zmena dvojitych pripon na jednoduché. Teda -ization (= -ize plus -ation) sa zmeni na
-ize. Slova vSak musia vyhovovat’ funkcii m() > 1.
Zmena koncového , ational” na , ate": international — bez zmeny
if (m()>1) ends(ational) — ate
Zmena koncového ,tional“ na ,tion“: if (m()>1) tional — tion //additional — addition
Zmena koncového ,izer* na,ize': if (m()>1) ends(izer) — ize  //fertilizer — fertilize
Zmena koncového , bly* na,ble‘: if (m()>1) ends(bly) — ble //reasonably — reasonable
Zmena koncového , aly” na,a“: if (m()>1) ends(aly) — a /loriginally — original
Zmena koncového , ently* na,ent*: if (m()>1) ends(ently) — ent  //recently — recent
Zmena koncového . éy* na, €': if (m()>1) ends(ely) — e /lprivatdy — private
Zmena koncového ,,ously* na,ous’:if (m()>1) ends(ously) — ous //previously — previous
Zmena koncoveého ,ization na ,ize': if (m()>1) ends(ization) — ize//organization — organize
Zmena koncového , ation” na,ate: destination, application, certification, implication,
communication, information, organisation — bez zmeny
if (m()>1) ends(ation) — ate  //expectation — expectate
Zmena koncového ,ator* na,ate’: if (m()>1) ends(ator) — ate //operator — operate
Zmena koncového ,, alism® na,a“: if (m()>1) ends(alism) — al
Zmena koncového , iveness* na,,ive': if (m()>1) ends(iveness) — ive
[[forgiveness— forgive
Zmena koncového ,, fulness* na,, ful”: if (m()>1) ends(fulnes) — ful
/Iwatchfulness — watchfull
Zmena koncového ,,ousness’ na, ous': if (m()>1) ends(ousness) — ous /Inervousness

— NErvous
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Zmena koncového , ality* na,a“: if (m()>1) ends(ality) — al /Inationality — national
Zmena koncového ,ivity”* na,ive': if (m()>1) ends(ivity) — ive  /lactivity — active
Zmena koncoveého ,, bility* na , ble*: if (m()>1) ends(bility) — ble //inflexibility — inflexible
Zmena koncoveého , logi“ na,log*: if (m()>1) ends(logi) — log

Krok 4 — podobnym spésobom ako krok 3 upravuje koncovky -ic-, -full, -ness, atd’.
Zmena koncového ,icate’ na,ic*: certificate — bez zmeny

indicate — bez zmeny

ends(icate) — ic //publicate — public
Zmena koncového , ative’ na, ate': representative — representate

ends(ative) — ate /lcumulative — cumulate
Zmena koncového , alize* na,a“: ends(aize) — a /Nlibralize — liberal
Zmena koncového ,icity” na,ic*: ends(icity) — ic /Ipublicity — public

Zmena koncového ,ical“ na,ic*:  radica — bez zmeny
ends(ical) — ic // political — palitic

Odstranenie koncového ,, ful“: ends(ful) — ,“ // unsuccessful — unsuccess
Odstranenie koncového , ness*: business — bez zmeny
ends(ness) — ,,“ I/ weakness — weak

Krok 5 — odstranenie -ant, -ence, atd’.
Odstranenie koncového ,, ence': experience — bez zmeny

if(m>0) ends(ence) — ,“

Odstranenie koncového ,,ance': circumstance — bez zmeny
ends(ance) — ,,“
Odstranenie koncového , er*: ends(ber) — bez zmeny /Inovember, december, atd’

minister, ever, liver, register, over, manager, officer,
consumer, manufacturer, newspaper, remainder, consider,
another, passenger — bez zmeny

if(m>0) ends(er) — ,“

Odstranenie koncového ,, able*: if(m>0) ends(able) — ,,“ // available — avall
Odstranenie koncového ,,ible*: imposible — bez zmeny
if(m>0) ends(ible) — ,“
Odstranenie koncového ,, ant*: significant — bez zmeny
if(m>0) ends(ant) — ,,“
Odstranenie koncového ,, ment*: unemployment — bez zmeny

if(m>0) ends(ment) — ,“

Odstranenie koncového ,,ou*: if(m>0) ends(ou) — ,,“

Odstranenie koncového ,,ism"*: mechanism, optimism, pesimism — bez zmeny
if(m>0) ends(ism) — ,,“



Odstranenie koncového ,, ous"*: generous — bez zmeny

if(m>0) ends(ous) — ,,“

Odstranenie koncového ,,ive": if(m>0) ends(ive) — ,*“

Odstranenie koncového ,,iz€e": if(m>0) ends(ize) — ,“

Krok 6 — najkomplikovanejsi a najmenegj elegantny krok. V tomto kroku st ad-hoc pridavané
koncovky -e, ktoré boli v predchédzajucich krokoch odobraté navySe, napr.: requiring — requir —
require, coming — com — come, atd’. Tento krok bol kompletne prerobeny, vzh'adom k tomu, Ze
origindlny algoritmus odstranuje v3etky koncovky , € bez rozdielu. Aplikovanie tohto kroku prindsa
rapidne zlepSenie korektnosti (spravnosti) stemmingu.

Slovo kon¢i na,,c*: ends(nc) — add(e) /lexperiencing — experienc — experience; finance,
france, counterbalance, advance, announce,
pronounce

ends(practic) — add(e) //practicing — practic — practice
ends(oduc) — add(e) //introduced — introduc — introduce; produce
ends(pric) — add(e) //priced — pric — price

Slovo kon¢i na,,d*: ends(lud) — add(e) /lexclude; include, conclude

ends(trad) — add(e) //trade

Slovo kon¢i na,,g“: ends(ag) — add(e) /lencourage, average, envisage, leverage

ends(verg) — add(e) //diverge, converge

ends(odg) — add(e)  //lodge

ends(ang) — add(e)  //arrange, range, change
Slovo kon¢i na , k*: ends(mak) — add(e)  //make

ends(tak) — add(e)  //take

ends(fak) — add(e)  //fake
Slovo kon¢i na,,1“: ends(coupl) — add(e) //couple

ends(handl) — add(e) //handle

ends(fil) — add(e) llfile

Slovo kon¢i na,,m*: ends(com) — add(e)  //come

Slovo kon¢i na,,n*: ends(clin) — add(e)  //decline

Slovo kon¢i na,,r: ends(uir) — add(e) [lacquire, require

ends(nsur) — add(e)  //insure, ensure
ends(mpar) — add(e) //compare
ends(structur) — add(e) /lrestructure
ends(assur) — add(e) //assure

Slovo kon¢i na,,s*: ends(chas) — add(e)  //purchase

ends(hous) — add(e) //house
ends(pons) — add(e) //response



ends(creas) — add(e) //increase
ends(rais) — add(e)  //raise
ends(ris) & not(paris, chris, harris, paris)— add(e) [lauthorise, arise,
surprise, rise, comprise
ends(cis) & not(francis) — add(e) /lexerciseg, criticise
ends(vis) — add(e)  //revise, advise
ends(generalis) — add(e) /lgeneralise
ends(fens) — add(e) //offensive
ends(aus) — add(e)  //cause
ends(oppos) — add(e) //oppose
Slovo kon¢i na ,t“: ends(quot) — add(e)  //quote
ends(ibut) — add(e)  //attribute, distribute, contribute
ends(finit) — add(e)  //definitive
ends(writ) — add(e)  //underwrite
ends(complet) — add(e) /lcomplete
Slovo kon¢i na,,u“: ends(issu) — add(e)  /lissue
Slovo kon¢i na,,v*: ends(ceiv) — add(e)  //receive, conceive
ends(prov) — add(e) //improve, approve
ends(liev) — add(e)  //rdlieve, believe
ends(solv) — add(e) //solve

ends(erv) — add(e)  //serve, deserve, observe, reserve



Priloha 2: Ukazka slovnika nepotrebnych
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Priloha 3: Niektor é ziskané asocia¢né

pravidla z kolekcie textov Reuters-21578

asocia¢né pravidlo sporahlivost’ (confidence)
attack, iranian => gulf, monday, oil 90%

ship, u.s. => attack, iran, iranian, monday 88%

exchange, market, stock => price 67%

gain, profit => 1986, 1987, net 70%

debt, loan => bank 86%

opec, saudi => output, price, report 100

gerhard, stoltenberg => german, minister 100%

file, security => commission  100%

bank, debt => hillion 71%

manage, manager, sdll => fee, issue, lead, underwrite  100%
baker, james, secretary, trade => treasury, u.s. 88%
secretary, trade, u.s. =>dollar 70%

japan, yen => bank, dollar 2%

1986, increase, level =>rise  66%

offer, rgect, twa => order, today, usair 100%

poor, salomon, standard => offer, point, price  80%

opec, price, well => official, ail, report 83%

president, treasury => baker, meet 93%

opec, production, quota => ail, price, report ~ 100%
market, reform, subsidy => support, trade 100%

state, tax, toward => only, rate, reform 100%

trade, washington => country, international, market 66%
japan, problem => market, trade 7%

meet, monetary => fund, next 73%

country, international, monetary => bank 89%
currency, dollar => interest 66%

chairman, paul, term, volcker => alan, federal, greenspan, reserve 88%
reserve, u.s., volcker => aan, federal, greenspan 87%
tax, toward => market, reform, state ~ 80%

louvre, treasury => german, interest, james, secretary, u.s., west 100%



