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Abstrakt

Tato bakaléska prace se zabyva problematikou ziskavani zmalasttabazi. Jsou zde podrébn
probrany metody pro dolovani dat z databazi. Kankrge tato prace zaffuje na metodu ziskavani
znalosti pomoci Asoctaich pravidel a to za pomoci algoritmu Apriori. @il prace bylo
implementovat vybranou metodu a jeji fankst owtit na vybraném vzorku dat. Aplikace je
implementovana v programovacim jazyce Java a vategknad kterymi metoda pracuje je uloZen
v souboru XML. Nejedna se tedy o klasické ziskawzaaiosti z databaze, nybrz z XML souboru.
Informace pro spu&hi dolovaci ulohy jsou rigtany z konfiguraniho(systémového) XML

dokumentu. Ziskané znalosti jsou poté ukladanyydtesového XML dokumentu.
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Ziskavani znalosti z databazi,znalosti, dolovatiataciace, pravidla, Aso¢ia pravidla, Apriori,

Apriori podminka, Java, XML

Abstrakt

This Bachelor work describes knowledge data disgoviéhere are in detail described methods of
data mining in this text. This work is focusingraripally on Associative rules method of knowledge
data discovery, applying Apriory algorithm. The pose of this work was to implement chosen
method and verify its functionality on particulamsple of data. Application is implemented in Java
programming language and the sample of data, wsexmlif method, is saved in XML file.
Application doesnt work with classic database,vaitlh XML file. Information needed to run the
program is loaded from input (system) XML documd&itcovered data are saved to system XML

document.
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Uvod

V sowasneé dob dochazi k velkému nastu objemu uloZenych dat v elektronické potldbiky

Siroké dostupnosti a snaziepenit tato data na uzit@é informace a znalosti si obor Ziskavani
znalosti z databazi ziskal brzy Znau pozornost. Tyto data, jsou p&dsto vyuZita pro vytu@ni
statistik, analyz, gizkumi trhu apod. Ov3em dnesni data neobsahuji pouzgnditiata, ktera by se
dala lehko zpracovat obvyklymi postupy. Data obfiatekvalitni¢i neldplné vzorky dat nazyvané téz
»sum*. Proto bylo vyvinuto &kolik technik, které jsou s@asti celého systému pro zpracovani
velkého objemu dat. Tyto metody musi byt schopmdugpacovat sirznymi UloZisti dat, jako jsou
nagiklad databaze(retai databdze, XML dokumenty, ...), datové sklady apod.

V této praci se &nuji zpracovani dat uloZzenych v XML souborech. \bdni kapitole
popisuji problematiku ziskavani znalosti za datghaké m&asti, jaka data jsou pro ziskavani
znalosti vhodna.

V druhé kapitole se zaftuji na problematiku tykajici se aso&mch pravidel pro ziskavani
znalosti. Jejich rozdeni a popis jednotlivych metod. Déle je v tétoikalp uveden algoritmus
Apriori, ktery je implementovan v aplikaci, kte gowasti této prace.

ProtoZe tato prace se zabyva dolovanim znalogillz soubot, je ve teti kapitole popis
XML standartu spokn¢ s pravidly pro psani XML soubir

Ve ¢tvrté kapitole se zabyvam navrhem koncepce aplikdezede stitné popsan format
uloZzenych dat v XML a format vstupniho konfigémého souboru.

Péaté kapitola obsahuje podrobny popis implemerdatikace. Podrobny popis navaznosti a
funkénosti jednotlivych metod, ze kterych je aplikacaréna.

V predposledni kapitole je uvedenocstavani funknosti aplikace na realnych datech. Je zde
uveden popis testovanych dat, podrobny popis exer a vysledk, které z &chto experimerit
byly dosazeny.

Posledni kapitolou je samotny Zavéto prace. Zde jsou shrnuty poznatky a vyslaéky

prace.



1 Kapitola 1.

1.1 Ziskavani znalosti z databazi

1.1.1  Uvod

Pojem jakym je Ziskavani znalosti z databazi gt pe vystihuje definice podle [2]:

»Jde o dolovani zajimavych, netrivialnich a potémei uZite'nych dat. Tedy tyto informace se
nedaji ziskat jednoduchym dotazem,ifldpd prostednictvim jazyka SQL a cilova data jsou skryta
v datech. Je pttba takova data nejprve nalézt a potégéame pouzit, jako podklady prozna
rozhodnuti. DalSi vyznamnou charakteristikou pekavani znalosti je, Ze jsou podporovany

v mnoha disciplinéach, jeZ jsou nejvice zastoupdigrystatistik, obchodnich analyz a oboructém
inteligence. Déle bych cHtupozornit na rozdil mezieskymi nadzvy Ziskavani znalosti z databazi
(Knowledge Discovery in Databases, KDD) a Dolowdati (Data mining, DM). Ziskavani znalosti

z databazi je ndzev zahrnujici cely projekt ziskauaitenych dat, kdeZto Dolovani dat je pouze
jedna z jeho saiasti. | kdyZz se v dneSni dobplatiuji oba dva nazvy pro ozéeni celého projektu

ziskavani znalosti.

1.1.2 Proces ziskavani znalosti

Proces ziskavani znalosti z databazi je posloupkslika na sebe navazujicich kfoRomoci,
kterych ziskame ptgbné vysledky. ¥Sinou se skteré kroky v ukitych iteracich opakuji. Cely

proces lze roztit na tytocasti:
1. Cidténi a integrace dat

Velmi ¢asto se tyto dva prvni kroky spojuji dohromadylndé proto, Ze WiSténa data je pdeba

nékam ukladat a proto Ze, nekonzistetiasto vznika spojenim dat @znych zdroj. Cilem je



vycisténi dat , odstrami Sumu, nekonzistentnich dat a vigdani se s nelplnymi daty. DalSim cilem

je integrovat vSechna data pochazejicitahych zdroj.

2. Vykrr dat

V tomto kroku se vybiraji data, které jsou pro afskznalosti relevantni (nap rel&ni databaze

vybereme spravné sloupce).

3. Transformace dat

Zde je poteba vybrana data zpracovat do podoby vhodné prouddolovaci metodu. Naijxlad
sumarizace, nebo agregace. Zatojeetimto krokem uko¥eno tzv. Pedzpracovani dat, jedasto
souhrni ozna&ujeme, jako prvni krok ziskavani znalosti z databaz

4. Dolovani dat

Jadro celého procesu. Za pouziti vhodné metodgaitthu pro dany &el ziskame z

e

piedzpracovanych dat poZadované znalosti. JednaeajeldeZitejSi krok v celém procesu.

6. Hodnoceni metod a vzr

Cilem tohoto kroku je identifikace zajimavych ate#iych vzon dat ziskanych zipdchéazejiciho

kroku.

7. Presentace znalosti

Poslednim krokem je samotna presentace ziskanytbsthsrozumitelnou formou koncovému

uzivateli.
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Obr 1.2 — Proces ziskavani znalosti

1.1.3 Druhy dat vhodna pro dolovani

Znalosti Ize teoreticky dolovat z jakychkoliv dfubatabazi. NépsgjSim ulozisém dat jsou relkéni
databaze, dale pak datové sklady, tratisb#tatabdze, objektéwelani databaze, temporalni
databaze, proudy dat, web a dalsi.

V této préci se za#iuje na textové databazéeplevsim pak na dolovani dat z XML
dokument. XML dokument se ve ziaé mte liSi od reléni databazefedevsim uloZenim dat. Data
zde nebyvajéasto uloZena vdkolik samostatnych tabulkach, ale pouze v jednkévdbulce. Kazdy

zaznam je jednozie¢ identifikovatelny a obsahujetkolik atributi.



1.1.4 Typy dolovacich uloh

V podsta& jde o to, jaky druh modelu dat se snazime z d&atziza pouZiti vhodné metody. Tento
krok se provadi v samém jadru celého procesu atmovani dat. Tyto typy dolovacich tloh

miazeme rozdlit do dvou zékladnich skupin.

e Deskriptivni
Tyto dolovaci ulohy charakterizuji obecné vlastnastlyzovanych dat.

*  Prediktivni
VyuZivaji analyzy stavajicich dat, aby mohiedpokladat chovani budoucich dat. Typickym

predstaviteleméchto typi Uloh je klasifikace.
Nyni popiSeme jednotlivé zakladni typy dolovacitdhu

Popis konceptu/Fidy
Jednotliva data mohou byt sdruZzovanactom tfidou nebo konceptem. Takovy popidzeme ziskat

jednim ze dvou zpsohi:
Charakterizace dat jedn& se o sumarizaci obecnych vlastnosti zkoyofadat.

Diskriminace dat popisuje rozdil mezi obecnymi vlastnostmi ciltitidy a

obecnymi vlastnostmi jedné, neléalika rozdilovych tid.

Asociani pravidla

Hledani frekventovanych vzibdat vede k odhaleni zajimavym asociaci a koreRamiZitim
asocig&nich pravidel dostdvame implikaci typu X =>Y, ld¢ika, je li v transakci obsazen prvek X
je obsazen s velkou prasgbdobnosti i prvek Y. Spalaé s pravidly se udavaji i atribupyodporaa

spolehlivost Vysledkem takovych to asociaciize byt fiklad:
vek(X, "50 -59" ) /vaha(X, "90-997) => tlak(X, "vysoky") [podpora=1%npolehlivost=50%)]

kde X je pron¥nna reprezentujici pacienta a pravitll@, Ze pacient, ktery mé&k mezi 50 az 59 a
zarovei vdhu v rozmezi 90 aZz 99 kg mé tendenci mit vyslaly Miry podpory a spolehlivosti
udavaji vyznamnost zastoupetiistusného frekventovaného vzoru v analyzovanyceatatVice o

asocignich pravidlech v nasledujici kapitole 2.



Klasifikace a predikce

Tyto typy uloh se&adi do skupiny prediktivnich uloh. Cilem klasifikaje nalézt takova pravidla a
metody dat, kterd popisuji jednotliva data a zaiigeend sebe odliSuji. Takto klasifikovana data, se
pak daji pouZzit pro predikdiitly objekfi dat, jejichZ tida je neznama. Cely proces klasifikace se
sklada zeii zakladnich krok:

Trénovani- za pouZziti trénovani mnoziny je vyten klasifik&ni model
Testovani za pouZiti testovacich dat se provede hodnaggvidireného modulu

Aplikace— pouZziti vytvdeného modulu pro klasifikaci jehaZdu nezname

Shlukové analyza

Shlukova analyza se pouZziva stgjako klasifikace pro rozteni vzorki dat do fid, ale na rozdil od
klasifikace nejsouigdem znamy Zadné modely, nebo rozdilgidytpodle kterych by mohla byt
data rozdlena. Cilem je tedy najit data s co re&$v podobnosti uvnitshluku a naopak s co
minimalni podobnosti mezi jednotlivymi shluky. Oktie se shlukuji na zakl&dmaximalizace
podobnosti objekittéZe tidy a minimalizace objektraznych tid. Vysledkem jsouitdy podobné

shlukim.

Analyza odlehlych hodnot

Jinak téZ nazyvané dolovani odlehlych hodnot. Zayiérnvzory dat mohouredstavovat i takoveé
hodnoty, které se v analyzovanych datech nevysigasio, ale takove, které se od ostatnich dat
uréitym zpisobem odliSuji. Takové objekty se nazywajlehlé hodnotyproto analyza odlehlych
hodnot. Bchto metod se veliagasto vyuzZiva i odhalovani podvodnych machinaci ti&fad

s kreditnimi kartami. Najklad je li proveden neobvykle velky nakup na roodi jinych,¢i na
neobvyklém mista podobg.

Analyza evoluce
Analyza evoluce popisuje a modeluje pravidelnosteady u objekt, jejichZ chovani se &ni v ¢ase.
| u takovych to dat, Ize pouzitkterou z pedeslych metod. Konkrétmpro tuto metodu existuji

speciali zangrené ulohy.



2  Asociatni pravidla

2.1 Ziskavani asoci&nich pravidel — zakladni
pojmy

2.1.1 Co jsou to asoci@ni pravidla?

Asociani pravidla jsou v podstaimplikace tvar X=Y. Tato implikace vyjatlije to, Zze pokud je

v dané mnoZzi& hodnot obsaZzena poloZzka X, je vni také s velkoavggpodobnosti obsazena
polozka Y. podstétjde o vyhledavani zajimavych asociaci, souvislastiterych nevime a iieme
je povazovat za potencidziteiné, v jisté databazi dat. Asotid pravidla si nasla velka uplatm
piedevsim v oblasti marketingu. Jakidktad miZzeme uvést tvrzeni: Koupi-li si zakaznik X, koupi s

s velkou pravépodobnosti zboZi Y. Podle [2] a [4].

2.1.2 Formalni definice asoci&nich pravidel

Necht' | ={isiz2i3,...} je mnoZina viech polozek, D je mnoZina transdkdide kazda transakce T je
mnoZzina polozek takova, ze |. Kazda transakce T matgwlastni jedinény identifikator TID.
Necht’ X je mnozZina poloZek, pakkame, Ze transakce T obsahuje polozky X tehdy agjedy,
pokud X & T. Asocia@ni pravidlo je implikace tvaru X2Y, kde X & T, Y& TaXNyY= 4.

Pravidlo X= Y ma podporu (supp) v mnoZiransakci D, jestlize supp% transakci v D obsahuje
mnozinu polozek XU'Y.

Pravidlo X= Y ma v mnozig D spolehlivost (conf) c, jestlize c% transakciatge polozku X

obsahuje také polozky Y.

Pomoci &chto dvou paramair(conf, supp), lze zjistit jak vyznamné pravidlogs z databaze ziskaly,
neboli jak je pro nas tento vztah zajimavy. Néétleu prace s asodaimi pravidly je poteba si Ukit
néjakou dolni mez, abychom mohli¥adit mért zajimava pravidla. ¥Sinou se bere minimalni mez

podpory a spolehlivosti. [2], [4]



Obecrt Ize ziskavani asodiaich pravidel rozdit do dvou fazi:

1) V prvni fazi se ziskaji tzérekventované mnozimrvka , ¢ili mnoziny, které maji stanovenou
podporu ¥tSi nez je gjaka poZzadovana mez. Ostatni se nebeftodaiSim pouzivani v potaz. Tento
krok je iterativni tzn., Ze se niggal vytvai jednoprvkové mnoziny prik které se vyskytuji

v mnoZir¢ transakci, dale se z nich vytvalvou prvkové atd.

2) Ve druhém kroku se z frekventovanych mnoZingiskilnd asociéni pravidla, coz jsou mnoziny
sphiujici poZzadovanou minimalni spolehlivost. Ostagnheberou v potaz. Vysledkem je tedy

mnozina silnych asoataich pravidel, kterd mohou byt potenciorééhajimava.

2.1.3 Ruzné typy asoci&nich pravidel

Asociani pravidla mohou byt klasifikovana podle naslecigji kritérii:

Podle typu hodnot v pravidlech
Pokud nés zajima pouze to zda-li igaky prvek obsazen, nebo ne, jedna se o boole@asb@&ni
pravidla, pokud nés v3ak zajimé asociace mezi kasimhimi polozkami nebo atributy jedna se o

kvantitativni asociéni pravidla.
Podle dimenzi obsazenych v pravidlech
Jedno-dimenzionalni pravidla jsou tigad booleovska pravidla, protoZe obsahuji poezai

dimenzi, u které nas zajima pouze to, zda li jevel obsazen v dolovanych datech. U vice

dimenzionalnich pravidel je uz vice pravidel, jedednapiklad o pravidlo typu:
vek(X, "50 -59")vaha(X, "90-99 ¥ tlak(X, "vysoky"),
které obsahuje 3 dimenzéky vyska, tlak.

Podle dalSich roz&eni asocig&nich pravidel
DalSimi roz&fenimi asociénich pravidel mohou byt néjlad porovnani kritérii podle Gro¢n

abstrakce v pravidlech, korétd analyza, uzaené mnoziny nebo maximalni vzory.
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2.2 Dolovani jednouroviovych booleovskych

asocianich pravidel

U tohoto typu asocémich pravidel nas zajima jen to, zda li je prvaknoZire obsazeri nikoli.

Z tohoto hlediska se jedné o nejjednodussi typiasuich pravidel. Nejznagsim algoritmem

pouzivanym pro jednouréeva booleovska pravidla ggoritmus Apriorj nebo jeho modifikace.

2.2.1  Algoritmus Apriori

Algoritmus apriori slouzi pro ziskavani frekventayah mnoZzin polozek pro booleovska aséuia
pravidla. Algoritmus vyuZiva znalosti dide ziskané vlastnosti frekventovanych mnozin. Souj
pak pouZity pi generovani dalSi (k+1) mnoziny. Pro kazdé iterdatgenerovani je, tak peta
prochazet databazi. Proto algoritmus vyuZiva p&sivefektivitu tzv. Apriori podminku. Tato
podminkaiikd, Zze kazda podmnoZzina frekventovanych mnozin mmgtstaké frekventovana. Neni li
tomu tak, mnoZina se déle neuvazuje. Protéipim jednoho prvku k frekventované mn@zin

nemiZe zpisobit, Ze by jeho podpora vzrostla.
Nyni si ukdaZzeme samotny algoritmus Apriori s jelopipem. Podle [2] a [4].

Vstupem do algoritmu je datab&ze transakci D a ttydminimalni podpory min_supp
Vystupem je L — frekventované mnoziny v databazi D

Algoritmus:

1) L; = nalezni_frekventované_1-mnoziny(D);
2) for(k=2; L1 #9 ; k++){

3) C=apriori_gen(Lc;, min_supp); //funkce pro generovani novych kartdida

4) for eachtransakce & D{//prichod databazi pro zji&hi pa‘tu vyskyi
5) C: = subset(Ck, f); /llkandidatské mnozZiny obsazamn@nsakci t
6) for eachkandidatic € C;

7) c.pa‘et_vyskyi++;

8) }

9) Ly = {c € C«| c.pa‘et_vyskyt > min_supp};

100 '}

11) return L=ULy;
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Metoda: apriori_gen();

Algoritmus:

1) for eachmnoZina| €Ly

2) for eachmnozinaj €Ly

3) if((1[1] = [[1]) T (12[2] = 122]) O....0 (la[k-2] = 1z[k-2]) O (la[k-1] = lo[k-1]){
4) c=1,JOIN L. //slwtovaci krok

5) if (obsahuje_nefrekventovanou_podmnoZzZiniyg))

6) odstrac; //ostrarni nefrekventovanych kandidévziucovaci krok
7 elsepridej ¢ doC;

8) }

9)return Cy;

Tato metoda slouZi pro generovani novych kandidsitiada se ze dvou zakladnich Kigklucovaci
a vylwovac) . Slwwovaci krok vytvéi z vysledki predchoziho kroku nové kandidaty pro
frekventované k-mnoziny. Vstupem do toho kroku jde lexikograficky séazené mnoziny(k-1),
které se liSi pouze v jednom prvku. Vstupem jsaly tenoziny L={p[1],p[2],...,p[k-1]} a
L,={a[1].q[2]....,q[k-1]} , kde jsou vSechny prvky skné a pouze p[k-# q[k-1]. Vysledkem je tedy
nova mnozina, taktéz lexikografickyiagena slozena { p[1],p[2],...,p[K-1],q[K-1]}

Druhy krok vylwovaci, vstupem do tohoto kroku je goxytvorena mnozina po stevacim
kroku. Z vysledné mnoziny vSech k-mnoZin jsou asimy ty mnoziny, jejichz &které k-1
podmnoZina se nevyskytuje ve frekventovanych k-bZiméch. Tento krok vychazi z tzv. Apriori
podminky, ktera narfika, Ze podpora jakékoliv mnoziny nébe byt &tSi, neZ podpora jakékoliv jeji
podmnoZiny. H tomto kroku nemusime prochazet databazi D, ale@férekventované mnozZiny a

jejich podmnoziny, coz ztaé z efektivni praci algoritmu.
Generovani asoci#nich pravidel z frekventovanych mnozin
Poslednim krokem po provedenim algoritmu apriorgeziskanych frekventovanych mnozin

vygenerovani asoaiaich pravidel. Toto generovani se provadi na zé&kiadnice pro vypoet

spolehlivosti:

conf(A= B) =P(B | A) =s(AU B)/s(A)

Za pomoci této rovnice se vygeneruji astéitigoravidla v nasledujicich fazich:
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1) Nejprve se vygeneruji z frekventované mnozinysechny jeji neprazdné podmnoziny
2) Pro kazdou podmnozZinu - s se vygeneruje pravidfe (I-s), pro které se vypidta jeho

spolehlivost. Nespilje li vysledna spolehlivost podminku minimalni kgtdivosti, jedna se o slabé

pravidlo a déle se neuvazuije.

JelikoZ jsou asoctmi pravidla generovana z frekventovanych mnoziprere automaticky spléna

podminka minimalni podpory a nemusi se tedy znaxéat.

ZlepSeni efektivity apriori algoritmu:

Existuje rékolik postup, kterymi se da prace algoritmu apriori jegice zlepsit. Nkolik takovych

postup je uvedeno nize:

Hashovant Pomoci této metody se da redukovatgi&kandidatskych mnoZzin poloz€k (pro k >

1). Prochazime li databéazi, kdyZ Zjigeme pdet vyskyti mnozin polozek £1, mizeme z kazdé
transakce generovat vSechny mnoziny polozek 2 Katyla ty uloZime do hash-tabulkyi om si
uloZzime pget mnozin uloZzenych pod stejnou hodnotou hashduace. Jsou li mnoZiny polozek
s hash-hodnotou mensi nez je poZzadovana minimadiridta, tak se tyto hodnoty dale neuvazuji a

mohou se vynechat.

Redukce prohledavanych transakciTransakce, ktera neobsahuje Zadnou frekventovenmmZinu
— k, nentize obsahovat ani frekventovanou mnozirk#+%. Takova transakce sedtio z databaze
vymaze, nebodak vhodré oznait, jelikoZ je pro generovani frekventovanych mmodepotebna a

pii prichodu databazi a jejim &gani by zbyténe zabiralatas.

Rozdéleni dat: Tento postup sgiva v pa&ateinim rozdlenim celkového objemu dat nakolik N
¢asti o velikostn. Tato velikost se voli tak, aby préjednacast o velikostn se vesla cela do
pantti. V jednotlivych¢astech se pak hleddgikalni frekventované mnoziriyro tyto lokalni
mnoZziny je nutné, taky upravit miru minimalni hotinpodpory¢etnosti) a to podle vzorce min®
n * minP. V3echny lokdknalezené frekventované mnozinyitvkandidaty naylobalni
frekventované mnoziny. VSechny frekventované mnogmnaleznou pouze &wa pichody daty 1.

pii hledani lokalnich frekventovanych mnozin a 2.zjistovani frekventovanosti globalnich mnozin.

Vzorkovéani: Tento postup se uplatni tam, kde je kladen veticpzina rychlost prace algoritmu,

ovSem za cenu mémpiesnych dat a moznosti, Ze se neobjevi veSkerégintbwvané mnoziny. Postup
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spaiva v tom, Ze se vyberenahodnych transakci z celé mnoziny dat tak, abwseehny vesli do

pantti. Frekventované mnoziny se pak hledaji na tétozim transakci.

Metoda FP — stromu:Tento postup se pouziva k tomu, aby sepSlo problému, ktery vzniké u
generovani kandidatu, kterych byva velké mnoz&wétup je nasleduijici: prvni fazi je komprese
datab&ze reprezentujici frekventované polozky tddsiry nazvané FP — strom. Tento strom se pak
rozctli do podmirgnych FP — strofiy které jsou vytvieny pro kazdou frekventovanou polozku. A

z téchto strond jsou nasleddziskavany frekventované mnoziny.

2.2.2 Dalsi modifikace algoritmu apriori

Algoritmus AprioriTID

Na rozdil od klasického algoritmu Apriori, kterygouje s fyzickou databézi na disku, tento

algoritmus pouziva pro vygty mnoZzinu *G, ktera je obrazem databaze a je ulozena wpam
S fyzickou databazi se pracuje pouze jednou & teyfvareni mnoZziny”C. To Ze se pracuje
s fyzickou databazi pouze jednou &maprispiva k odbouravardiasové narénosti. Polozky

v mnozire maji tvar ((TID),{X}), kde X, je kandidatem na velkou mnoZzinu. Po prvniriichiodu je

mnoZzina shodnd s databazi, pouze jednotlivé poltakgakci jsou nahrazeny jednoprvkovymi
mnozinami obsahujici préyto polozky. Pokud transakce neobsahuje Zadnéhdi#tata na velkou

mnozinu, neni v mnozéobsaZena a tim rovh prispiva k zrychleni algoritmu.

Algoritmus Apriori ltemset

Pracuje podohf jako gedchazejici algoritmus AprioriTID s obrazem databapangti. OvSem je
odlisny ve zfisobu vyhledavani kandidav transakci. Algoritmus AprioriTID prochazel celou

mnozinu "G , aby nalezl fitomnost kandidata, algoritmus Apriori ltemset chovava u kazdeho

kandidata informaci o tom, ve kterych transakcielsskytuje. K tomuto &elu slouZzi bitové pole,

kde 1 a 0 udavéa informace o tom, ve kterych tracisakse kandidat vyskytuje. Diky tomuto postupu
se znan¢ zjednodusi p&itani podpory, neligen stéi seist pole, ve kterych je hodnota nastavena na
1. Pracuje se tak s mnozinou D , kterd je ve t{¢ls}, bitové pole udavajici itomnost mnoziny

v transakcich ).
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Algoritmus AprioriTIDList

Tento algoritmus je jakymsi kompromisem mezémia dive zmirgnymi algoritmy AprioriTID a
Apriori Itemset. Kompromisem je zde nifio to, Ze je z obou algoritmu vybrano jen to nejlepi
jejich kladné vlastnosti. Z algoritmu AprioriTID je zmenSovani databazehem vypd@tu a uZiti
bitového pole a logického stinu pii zjiStovani gitomnosti dané mnoziny v transakcich z algoritmu

Apriori ltemset.

2.3 Vice uroviiova asoci&ni pravidla

V této sekci se okraj@évtaké zminime o vice ardwvych asociénich pravidlech, které pracuji

s poloZkami na vice Urovnich abstrakce.

Nékdy maze byt velice obtizné ziskavat asd@aipravidla zvladt pokud mame v systému mnoho
polozek. Roz&ime li naSe pozorovani odity stupei abstrakce, fiteme tak zéchto dat ziskat
zajimavé znalosti. Jedna se fhlad o pravidla typu: koupi li si zakaznik fotoaaCANON s 10px
snima&em a 12x zoom a zaravei koupi Parérovou kartu SD KINGSTON 4GB, toto pravidlo bude
mit s nej¥tSi pravépodobnosti malou podporu, ovSem podivame li setogpravidlo z vysSiho
stupré abstrakce a vneseme jej do systémiZzeme ziskat n&fklad pravidlo: Koupi li si zakaznik
fotoaparat(cena > 12000) , koupi si i zatopan&tovou kartu. A toto pravidlo uz tiie mit utité

mnohem ¥tSi podporu. Proto je jednodussi najit asordipravidla nad vice uro¢mi abstrakce.

Pro reprezentaci dat se pouziva tzv. konceptué&énatchie. Tato hierarchie se dosti podoba
deédicnosti. Polozky na nizSi trovni mapuji konceptygaSi urovni. Informace o hierarchii se pak
musi uchovéavat u kazdé polozky v transakci. U kgalézky se pak ukladaji vSichniguichudci

celé hierarchie. Tuto konceptualni hierarchii zmaaje obr. 2.3.

FOTOAPARAT PAMETOVE KARTY
DIGITALNI ANALOGOVY| |MMC CF sSD

CANON

KINGSTON

Obr. 2.3. — Konceptudlni hierarchie
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2.3.1 Formalni definice vicelroviovych asocig&nich pravidel

Jedna se stale o implikaci tvaru=% Y, dochazi vSak kdkterym zménam a to pedevsim, ze X a Y

jsou disjunktni mnoziny polozek, tzn. Ze Zadna pkdoobsazena v mnoity nesmi byt pedkem
ngjaké polozky mnoziny X a to proto, Ze takova prévidy nela podporu 100%. Podpora a
spolehlivost se piita steji jako u jednouroiovych pravidel. Jako vyskyt poloZky v transakci je
povaZovano to, zda je poloZzka sama vyskytuje, méfadky jeji predchidce v celé hierarchii.
Konceptudlni hierarchie je velmi uzit&, ale jejich pouZiti iZe zgisobit ziskani redundantnich,

nebo neuZitenych pravidel.
Redundantni asoci&ni pravidla

Pro tyto pravidla plati, Ze je mozné hidrpo odvodit z pravidla, které jiz bylo ziskano ry&si
arovni. Tedy vSechny hledané polozky pravidla wlijga vySSi, nebo stejné urovni. Takffildpd

existuje li pravidlo typdotoaparat=> pan¥rova karta pak pravidlo typu:

Canon PowerShot A578? Pan¥rova karta ma niZsi podporu a népasi nam, tak zadny dalsi

poznatek.

2.4  Multidimenzionalni asociaéni pravidla

DalSim typem asocéaich pravidel jsou tzv. multidimenzinalni asdciapravidla.

2.4.1 Formalni definice multidimenionalnich asoci&nich

pravidel

Asociani pravidla, v nichZ se predikaty neopakuji nazvenezidimenzionalni asodai pravidla.
Pokud se predikaty opakuji, pak mluvime i o hyb¢idmenzionélnich pravidlech. Jde tiégad o

pravidlo:

V&k(30...39)0 Koupi(fotoaparaty= Koupi(SD panstovou kartu)

Jsou dva zakladni typy atriiutelatnich databazi. Mohou byt §uto Kategorické, nebo
Kvantitativni. Z toho Kategorické maji kokrey pacet hodnot a nemohou byt mezi sebou

porovnavany(nap zantstnani, barva). 8kdy se tyto hodnoty oziaji jako nominalni, nelibjejich
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hodnoty jsou ,jménadci“. Kvantitativni atributy maji zpravidla nekotrey patet moznych hodnot,

nad kterymi je definovano usfaani.

Jsou ti zakladni postupy, podle kterych mohou byt multidnzionalni asoctai pravidla

kategorizovany ohleadnipravy kvantitativnich atribuat

V prvnim postupu jsou kvantitativni atributy kateigovany s vyuzitinstatické diskreditaceledna
se napiklad o rozdleni atributuvdhana intervaly 40...49, 50...59, atd. Takto diskretizoyvatribut

s ©mito intervaly niiZze byt nyni povazovan za kategoricky.

Ve druhém postupu, jsou kvantitativni atributy détizovany do tzvsegment zaloZzenych na
rozloZeni dat. Tyto segmenty mohou byt dale komkng Ehem dolovaciho procesu. Diskretina

proces je dynamicky, tak aby splal ugité kriterium, jako je naip maximalni spolehlivost pravidla.

Ve ftretim postupu, jsou data diskretizovany pa#ienantického vyznamu intervalovych danto
postup bere v potaz vzdalenosti mezi datovymi bddkto ziskana asogiai pravidla jsou potom

ozna&ovany, jakaasociani pravidla zaloZzena na vzdalenosti

2.4.2 Ziskavani multidimenzionalnich asoci&nich pravidel

s vyuzitim statické diskretizace kvantitativnich atibut u

Pri ziskavani multidimenzionalnich asosiiéch pravidel jsou data diskretizovana ¢gied procesem
zpracovani. Kvantitativni data jsou nahrazeny iralra kategorickad data mohou byt nahrazena daty
na vys3im stupni konceptualni Ur@vitakto upravena a uloZzena data v databazi je mgaraeovat

za pomoci upraveného algoritmu Apriori.
Ziskavani kvantitativnich asocianich pravidel

Pri ziskavani kvantitativnich aso¢igich pravidel jsou numerické atributy dynamicki/giolovacim
procesu nahrazovany intervaly, tak aby vzdy vyhaWpuritym poZzadavikm, nagiklad wtsi
spolehlivost. Mame li nafklad pravidio A, ., /\ A, .= A

quan2 cat !

kde na levé str&rjsou 2

kvantitativni atributy a na strampravé 1 kategoricky atribut. Takovéto pravidlmseyva
dvojdimenziondlni. Atributy na levé strajsou testovany na rozsahy kvantitativnich atibu®ro
ziskavani takovychto pravidel se pouziva metoda 8f€sociation rule clustering system). Tato

metoda mapuje kvantitativni atributy do 2-Dibky podle podminky dané kategorickym atributem.
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Nasledr se prohledavé #itka a zji$uji se shluky botl, ze kterych se pak generuji asénia

pravidla. Tato metoda zahrnuje nésledujici kroky:

Rozdéleni do segmeni: Kvantitativni atributy mohou nabyvat velkych rai8. Abychom sniZili
vyslednou velikost pouzivame misto konkrétnich lbdimtervaly kvantitativnich atribiata tyto
intervaly jsou nazvany segmenty. Pro rdedi do segmeitrozeznavame 3 zakladni strategie

segmentace.

1) Rozdleni se stejnou velikosti intervgpro kazdy segment

2) Rozdleni se stejnou hloubkou segmékazdy segment m&iplizné stejny péet polozek,
které jsou do § pritazeny)

3) Uniformni roz@leni zaznamu uvriitsegmentu.

Nalezeni frekventovanych mnozinPo vyneseni gitu vyskyiti pro kazdou kategorii do 2 — D
miizky, mizeme toto pole projit a ziskat tak frekventovan@zimy sphujici minimalni podporu a

minimalni spolehlivost. Silna aso¢id pravidla se pak generuji&hto hodnot.
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3 XML

3.1 Uvod

XML je otevreny standart pro definovani viastniho strukturotang@zyka, pedstavujiciho format
pro ukladani dat. Tuto definici@dstavuje XML schéma, nebo DTD soubor, ktery segmalZiva pro
owvéreni spravnosti zpracovaného dokumentu. Hlavnimoggimi uloZzenych dat v XML je, Z&4 z
vyhod otevenych standafda umoauji snadné vyrny mezi aplikacemi. XML dokument je také
mozné reprezentovat pomoci stromové strukturyaktenoZiuje ¢lenit dokument na jednotlivéasti

a poskytuje dalsi uziteé informace.

XML a jmenné prostory umaiiji strukturovat dokumenty s pouZitim ze&, neboli tag.

Dokumenty vyhovujici specifikacim XML a jemnych ptori, se mnohou skladat #zanych
syntaktickych prvk, jako jsou nafiklad elementy, atributy, deklarace jmennych pndstmstrukce

ke zpracovani, komeritaa text. Podle [6] a [7].

3.2 Elementy

Elementy obvykle tvii vétSinu obsahu XML dokumentu. Kazdy XML dokument dige pra¢
jeden kdenovy, neboli element dokumentu nejvyssi Ggowazdy element obsahuje jméndicemz
se jednotlivé elementy nemusi deklarovat a progran® tak niize vymyslet jméno elementu jaké
chce. Dale element iie obsahovat potomky, coZ jsou dalSi elementyrukest ke zpracovani,
komentd, text, nebo znaky, na niz§im stupni hierarchientg&intu potomek se takéa di€, nebo
détsky potomek. Btské elementy jsou usfadany a zaleZi tak na jejichijadi. Elementy mohou byt
opateny atributy, u kterych nezalezi naradi.

Element je tvéen p@ateini znakou a koncovou zrikou. Syntaxe obou ziek je nasledujici:
Patateini znaka obsahuje dvojici ostrych zavorek (< a >) ,me@rkmi je ohranieno jméno
elementu. JelikoZ je element parovy tag, musi &b jobsah ukamen koncovou zngkou, ktera ma
za p@ateinim znakem lomitko(</), nasleduje jméno elemenkorecova zavorka(>). Pokud element

neobsahuje Zadna data, je mozné pouzit zkraceig/jeép piklad je uveden nize.

Priklad cEtského elementu:
<element>
<detsky_element>text</detsky elemetn>

</element>
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Prazdny element: Zkraceny zapis:

<element></element> <element/>

3.3 Atributy

Elementy mohou obsahovat atributy. Ty Ize pouzit ydoZeni vlastnich dat, nebo mohou obsahovat
metadata o elementu, neboli dalSi informace o elameve kterém se vyskytuji. Atributy jsou
uloZzeny v péateni zna&ce elementu a jsou tieny jménem a hodnotou afleny od sebe znakem
‘=". Pro jména atribuit plati stejna pravidla, jako pro jména elenietiodnoty jsou textovéetzce,
které musi byt uzaeny do uvozoveki apostrofi. Atributi v jednom elementu &e byt libovolné

mnozstvi, ale nesmi se jmenovat stejn

Priklad datového atributu:
<osoba tlak="Normalni“ V &k="33*>

Priklad atributu s metadaty:
<vySka jednotky =“cm“>180</vySka>

3.4 Jmenneé prostory

Vzhledem k tomu, Ze je mozné zvolit si sva vlagtména elemerit mohou si navrh@pro rekteré
elementy zvolit stejnd jména. Jmenné prostory(npas) pinaseji zfisob, jak od sebe odlisit stejné
lokélni jméno, ale pochazeji z odliSnych slownikoho se dosdhne pokud spojime jméno elementu
s jmennym prostorem. Jmenny prostor ma jménoranéd dle specifikace URI, které slouZi jako
unikatni rettzec. Jméno jmenného prostoru a lokaini jméno elambari dohromady globalni
unikatni jméno, kterému sé&a kvalifikované jméno.

Deklarace jmenného prostoru se provadi tvpittateini znaky. Tato Deklarace ma syntaxi
je xmins:prefix="URI“, je také mozné deklarovat Wazi jmenny prostor, ktery se aplikuje na
vSechny elementy bez prefixu. Jeho syntaxe je pgakedujici xmins="URI". Kazdy jmenny prostor
ma rozsah platnosti, do kteréhoipalement, ve kterém je jmenny prostor deklarcaasichni jeho
potomci.

Priklad:

<pre: Osoba xmins:pre="urn:example-org:Lidé">
<jméno>Mag</jméno>
<vySka>180</vySka>

</pre:Osoba>
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3.5 Deklarace XML

Hned na z&tku XML dokumentu musi byt deklarace XML. Tato ldelce se sklada az zé dvojic,

pro kter& plati stejna pravidla jako pro atributgdinym povinnym atributem je atribwersiondalSi

atributyencodinga standalongsou nepovinng, ale jejich fadi v ramci deklarace je zdvazné.
Deklarace XML dokumentu Z&na posloupnosti znak<?xml a ko’i posloupnosti znak?>.

VSechny deklarace XML dokumentu musi obsahovabuattriersions hodnotou 1.0. Znakova sada

pouzita v dokumentu se pak deklaruje v atriterigcoding XML data jsou ze své podstaty Unicode, i

kdyZ jsou uloZeny v jiém kdédovani neZz Unicode. Rbka XML neodkazuje na Zadné externi zdroje,

fekneme, Ze je samostatny (standalongjdame do deklarace atribsttandalones hodnotowes

Priklady:
<?xml version="1.0"?>
<?xml version="1.0" encoding="UTF-8"“?>

<?xml version="1.0" encoding="UTF-16" standalonge$“?>

21



4 Navrh koncepce aplikace

4.1 Uvod

Cilem této prace bylo implementovat jednu vybranmiodu ziskavani znalosti z databazi. V tomto
piipad je zvolenou metodou pro ziskdvani znalosti, mepydagenerovani asociaich pravidel. B
navrhu aplikace jsem vychazel ze ziskanych znalmstbmplexnim projektu ziskavani znalosti.
Pricemz tato aplikace je jen jednow&sti celého systému a to konkrétmodulu dolovani dat.
Dolovani dat z XML dokumentu je odliSnyigob od dolovani dat z databazi a tedevsim proto,
Ze zde nelze pouzit SQL dotazy, nybrz jiny sofestéEjSi peistup. Navrh koncepce této aplikace je
znazorgn na obrazku 3.1.

Vstupem do aplikace jsou XML soubory. Jeden XMLulsar je nazyvan systémovy
(konfiguraini). Tento soubor obsahuje fehné informace pro spravné nastaveni a nasled$@&spu
aplikace. Bmito informacemi jsou ndfklad nazvy asociovanych eleméntminimalni ¢etnost,
minimalni spolehlivost atd.. DalSimi XML souboryojs samotné zdznamy, nad kterymi se bude
provadt ziskavani znalosti. Aplikace je po zisk&kdhto informaci spu8ha a je zahajen proces
dolovani dat pomoci upraveného algoritmu Aprioryskdkem po ukafeni aplikace je novy XML

soubor, ktery obsahuje informace obsaZzené v syst#&masouboru a vygenerovana pravidla.

XML soubory urcené k

dolovani
Systémovy ~| Aplikace ; Systémovy
XML soubor “| dolovani dat XML soubor

Obr. 3.1 — Koncepce aplikace

4.2 Format dat v XML souboru(databazi)

Data uloZzené v XML souboru ¢eném ke zpracovani implementovanou metodou jsoupgiz
provedeném iedchozim kroku fedzpracovani dat. Data jsoucisténa od pebyt&nych dat a Suin
Data jsou uloZena v jednomilemovém elementu a vSechny zaznamy obsahuji Uptaaata, ktera

jsou numerick& a tudiz vhodna pro réeai dat do intervdl nejsou pirazena kinterval pied
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zpracovanim dokumentu aplikaciif@zeni se provaditipbéhu aplikace f natitani dat ze souboru a
ukladani do pasi. Tedy pokud zédznam obsahuje numericky zaznamaj¢ena jeho nominalni
hodnota a posléze jegvedena na interval odpovidajici rozsahu, do kteprhiek spada a takto je

uloZen v pardti. Pivodni hodnota se v tigeném souboru nefni.

4.3 Format systémového XML souboru

JelikoZ je tato aplikace spodsa samostatha neni sotasti celého systému, musi byt vstupni
dokument vytven ring. V piipac, Ze by aplikace byla seasti celého systému byl by tento soubor
vytvoren a pedan modulem profpdzpracovani dat. Proto je nutné definovat obsaditéosouboru.

V tomto dokumentu je nutné uvést elementy, kterénag asociovat, jejich get neni gjak
omezen. Pro snaZsi orientaci a Upravy v datech,7de uvedeny elementy, které jsoselné a také
maximalni vzdalenost kvantitativnich hodnot prod#eni do interval. Nezbytnym Udajem je také
cesta, kde se XML soubory nachazeji. Déle je nuiést element obsahujici minimakétnost,
minimalni spolehlivost a maximalni hloubku zégw. Dale aplikacefpdpoklada, Ze dany systémovy
soubor obsahuje vytveny element<rules>, ktery bude prazdny a po uk@mi aplikace bude

obsahovat vygenerovana pravidla.
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5 Implementace aplikace

51 Uvod

Jak uz bylo uvedeno wgdchéazejici kapitole byl pro implementaci této kaae vybran objektay
orientovany programovaci jazyk Java ve verzi 1.@zMeho pednosti pai také velké mnoZstvi
knihoven pro praci s XML soubory. Bylo nutné vyhr&terou knihovnu pro zpracovani XML
souboru vybrat. Pro velké rosini a snadnou manipulaci jsem zvolil knihovhu DORb¢ument
object modél Na rozdil nafiklad od knihovny SAX parser DOM #i& cely dokument do paiti a
vytvori tam stromovou objektovou reprezentaci, a tak g&mé prova& zmeny, ¢i vytvaret novy
XML soubor.

Cela aplikace se déa ragil na nekolik problémi, které bylo nutno Mesit a naslednsjednotit
v jeden celek. Prvnim problémem jectemi konfigur&niho (systémového) XML souboru. Z tohoto
dokumentu je nutné ziskat informace pro spravnéawesi aplikace. Jako druhy problém jefpbt
vyreSit nalezeni XML soubéruréenych pro dolovani a tgeni poZzadovanych eleménta zaklad
informaci ziskanych z konfigutaiho souboru. DalSim problémem je samotné dologahihledani
frekventovanych mnoZin a v neposledatt je to samotné vygenerovani asdoiah pravidel do
konfiguratniho souboru. Obradzek4.1 ukazuje abstraktni pohled na metody, kitesd jednotlivé

problémy a jejich ndvaznosti.

nactiSoubor(SYSTEMFILE);

4

ziskejKonfiguraci();

k4

nactiSoubor(poleJmen Soubor[]);

J

nhactiPrvky();

'

generujMnoziny();

'

generujPravidal(SYSTEMFILE);

Obr. 4.1 Navaznost metod
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5.2  Proces zpracovani konfigur&niho souboru

Jak jiz bylo uvedeno konfigukai soubor pro tuto aplikaci musi byt vytem riéné. Pokud by byl
modul dolovani dat s@dsti celého systémujgulal by konfiguréni soubor spola¢ s upravenymi
daty modul pro fedzpracovani dat. Nigeni tohoto souboru je pouZit standatippaveny konsorciem
W3C, jedna se o DOM (document object model), vicgrno v [3].

Pfed samotnym zpracovanim musim nejprve znat popifigtoatniho souboru. Tento
souboru musi zatenrt obsahovat tyto elementykassociate> potomky tohoto elementu jsou
elementy, které udavaji vypis piivkelement), které se budou v XML dokumentech dolovat a budou
tak z nich generovany frekventované mnoziny. Dal&gabytnym elementem jenumber>, tento
element obsahuje potomky, kteidavaji numerické prvky. To jeikkZité pro samotné dolovani dat,
kdy se nditaji a upravuji prvky z XML dokumetit Vyznam bude vysitlen pozdji. DalSim
elementem jecsearch>, obsahuje li databaze vice zaziigftabulek), tak tento elementéiirve které
se bude dolovani provétd Element<path> uréuje cestu k XML dokumefim, nad kterymi se bude
provadt dolovani. Elementquantity> vymezuje rozgti intervalu kvantitativnich prik A nakonec
elementy<minSupp> <minConf>, <maxDepth>uriuji poZadovanou minimalrdetnost (podporu),
minimalni spolehlivost pro vygenerovana pravidimaximalni hloubku zarfeni ve frekventovanych
mnozinach. Maximalni zatieni by nendlo byt WtSi, nezZ je péet asociovanych prik

Pro n&teni XML souboru slouzi metod@actiSouvor(), ktery vyuZiva pro vytvieni objeki
pro parseDocumentBuilderFactorg DocumentBuilderJako parametry tato metoda dostane seznam
jmen souboru, které se maji zpracovat spales cestou, kde se uvedené soubory nachazeji. Pro
sofistikovany péichod na&tenym stromem dokumentu se v metagetAsociate()pouziva rozhrani
Nodelterator které prochazi uzly v dgeném seznamu lined&rod prvniho k poslednimu. Tato
metoda na zakla&dzpracovaného dokumentudte data, kterd se ukladaji do globalnich pfionych,
které se posléze pouziji k nastaveni konfiguraceosaého dolovani dat. MetodeactiSouvor()je
shodna jak pro zpracovani konfigéiného souboru tak pro zpracovani datovych XML sotpligi se

pouze cesta k nim. Uk&zka konfigainého (systémoveho) soubordjlpha [A].

5.3 Proces dolovani dat z XML souboi

Jakmile mame zpracovany konfigind soubor a vime jaké elementy se budou asociovdeme
z&it se zpracovanim XML soubibis daty. Nejprve je nutné soubory zpracovat a toqm metody
nactiSoubor() podobr jako u n&itani konfigur&niho souboru. V tomtoffpact je rozdil v tom, Ze
v cyklu zpracovavame vSechny dokumenty, kterydl¥enbyt vice, a okam&itz nich ¢teme prvky
(elementy), které se maji asociovat. Tyto prvkyaddme do globalniho vektoru pfvkPro kazdy

typ elementu je vyti@n jeden vektor, do kterého se ukladaji elemergjného typu. Pro kazdy
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prvek je vytvdena samostatndida Prvek() ktera obsahuje dvvlastni proninné, data- hodnota
elementu (pofipact vektor hodnot pro dalSi frekventovanou mnozinsupp— proneénnd, do které
je uloZenacetnost prvkuci mnoziny. Ri n&itani prvku je pdeba rozliSovat, zda li je prvek
kvantitativni, nebo kategoricky. Kdyby byl modulugésti celého systému,&mby tuto praci na
starosti modul fedzpracovani dat. Je li prvek kategoricky nic se m nemeni a je uloZeny do
ptislusné struktury. OvSem je li prvek kvantitativmusi byt ped uloZzenim jestzpracovan. Aby se
dosahlo toho, Ze prvek bude mitdi podporu jsou kvantitativni prvky transformovamgy fFislusné
intervaly hodnot, které si jsou blizké. Intervalyajin definovanou $ku, kterd je n&ena
z konfigur&niho souboru, tak népSika 10 tzn., Ze prvky jejichZz hodnota je¢adu jednotek od 0 do
9 si jsou rovny fi pocitani nap. ¢etnosti (podpory).

DalSim krokem po rdeni a upraveni hodnot z dokumiertto pangti je vypaiitani ¢cetnosti
(podpory) &chto prvKi. Tutoc¢innost ma na starosti metodatFirstSupport () JelikoZ XML soubory
obsahuji velké mnoZstvi dat, tak aby gedeslo velkym pastovym nar@nostem jsou prvky i
pocitani ¢etnosti porovnavany eépovnym postupnym prochdzenim v3ech XML souboPo
vypatitani cetnosti se zavold metodieleteMinSupp() ktera ma jako parametr vektor pivia
poZzadovanou minimalnéetnost, ktera byla gtena z konfiguréniho souboru. Na zakladiéchto
informaci odstrani z vektoru prirkr'Sechny prvky nespujici minimalni¢etnost.

Jsou li nezadouci prvky vymazanyjibe z&it samotné generovani frekventovanych mnozin
pro asociani pravidla, podrobhtento postup byl vysitlen v kapitoleAsociani pravidla proto se
zanttime spiSe na praktickaiast problému. Pro vygenerovani prvnich kandigéio frekventované
mnoziny slouzi metodgenerateFirstCandidats(\vstupem jsou prvky s vypiianoucetnosti. Tato
metoda vygeneruje vSechny kombinace vstupnich tprviag. jsou li na vstupu 3 vektory
reprezentujici 3 druhy prukA, B, C metoda vygeneruje mnoZziny typu [A, B], [8], [B, C]. Poté je
u téchto mnozin vypditdnacetnost obdobnou metodou, jako wipénicetnosti prvi. U mnoZin je
dale porovnavanaetnost a minimalnéetnosti, pokud neni podminka miniméaéetnosti splgna je
mnozina nefrekventovana a je uloZena do vektorteke¢éntovanych mnoZzin a odstiéaa z vektoru
kandidati. Timto zgisobem jsou vygenerovany frekventované mnozinykdelje odliSny zfisob
uloZeni prvik a frekventovanych mnoZzin jsou i odliSné metody penerovani viceprvkovych
mnoZzin, které generuje metodgenerateCandidats{lato metoda pracuje v cyklu, dokud nejsou
vygenerovany vsechny frekventované mnoZziny, nebkudoneni dosazeno maximalni hloubky
zandeni, jejiz hodnota byla tieena z konfiguréniho souboru. Metoda vygeneruje nové kandidaty na
frekventované mnoziny, j@Spred p@itanimdéetnosti jsou z novych kandidadbdstragny mnoziny,
které obsahuji nefrekventované podmnoziny. Tentd lna&né urychluje praci, protoZze se nemusi
pocitat ¢etnost pro vSechny, tedy i nefrekventované, mnoZRuoté je vypoitdnacetnost metodou
support() a nevyhovujici mnoZziny se odstrani z vektoru kdafli Vysledkem &chto metod jsou

frekventované mnoziny jejZz ukazka je v kapitdkstovani na realnych datech
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5.4  Proces generovani asoctaich pravidel

Jako posledni krokemigtava samotné generovani aséwieh pravidel do systémového souboru.

Generovani pravidel se provadi po kazdém vygenafowévych kandiddit Tentoto krok ma na

starosti MetodagenerateAsociate() kterd dostane jako parametry nové kandidaty naaigla a

datovy objekt vystupniho souboru. Generovani ped\iiel zde zjednoduSeno pouze na pravidla, kdy

jsou v8echny prvky na levé stiarkrome jednoho, které je na pravé stgrdy nap. pravidlo:
jmeno=Jandvaha=80...890 vyska=170...17%> vek=60...69

Z frekventované mnoZziny jsou vygenerovany viechkpiéto mozné kombinace, pro které je vzdy

spaiitana spolehlivost metodaountConfidence() ktera pro péitani vyuzivaetnosti podmnoziny,

kterd vznikal na levé strémcetnosti celé mnoziny. Tento postup gmaurychluje pfibéh aplikace

na rozdil od toho kdyby se muselo prochazet zn@kolik XML souboru. Po vypéitanicetnosti

jsou uloZena do patti pravidla sphujici podminku minimalni spolehlivosti, jelikoZ js@ravidla

generovana z frekventovanych mnozin je pfgpadminka minimalni podpory automaticky sgria.

Po vytvaeni pravidel metoda writeDoc() zapiSe pravidlayki@Gmového XML souboru za pomoci

tiid TransformerFactona Transformer Ukazka vystupniho souboru je kilpze [B].

5.5 SpusS&ni aplikace

Pro bez chybové spusii aplikace je pdeba zadat cestu a nazev systémového (konfigiiva)
souboru, ktery se nachazi v adiedApriori/System File/. Jako vyvojové prasti byla zvolena
aplikace NetBeans IDE 5.5, kterd kompiluje celyjgkbpiimo do archivu jar, a proto jej Ize spustit
dvéma zpisoby. Bul’ to pfimo zpu&nim archivu jar, nebo kompilaci hlavitidy Apriori a tu poté
spustit. Po spu&ti aplikace se ride systémovy soubor a zpracuji se XML datové soubBp
vygenerovani pravidel vznikne novy soulsgstém-kdd.xmt adres#, kde se nachazi i konfiguai
soubor, jenZ je vystupem této aplikace. Pokud gk vie v pfadku, jsou v souboru uloZena

vygenerovana pravidla spot& s informacemi pro konfiguraci aplikace.
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6  Testovani na realnych datech

Testovaci soubory XML jsou tveny zaznamy o pacientech, které byly uloZzeny jaltmilka do
XML souborti a nad kterymi bylo provédo samotné dolovani. Bylo provedenckaolik
experimentélnich tests miznymi elementy pro dolovani @zanou konfiguraci systémového XML
souboru. Bylo ziskano¢holik zajimavych znalosti. Dva z téstkteré byly provedeny jsou uloZeny
jako Testl a Test2 ndijpZzeném CD-ROM mediu. Ukdzka konfigdrdho souboru je vifloze [A].

Ukazka vystupniho XML souboru s vygenerovanymi a&omémi pravidly je uvedena vifloze [B].

Experimenty byly provathy nad tabulkouPacienti Jeden zaznam pacienta obsahuje elementy
udavajici tyto udaje: ;ad kategorickych jsou tdméng Prijmeni Tlak a ziad kvantitativnich to jsou
vaha vysSkaavek. V kazdém ze soubbr(celkovy p@et 2) je obsazeno 20 zaznam jednotlivych
pacientech. CoZ je dostatsyy obsah pro provedeni tésta ziskani zajimavych znalostiézhto dat.

Jako nazornou ukéazku zde uvedu testy dolovaniiasdch pravidel nad kombinaci
kategorickych a kvantitativnich dat. Jako vhodnédidaty jsem zvolil Zad kategorickych pruk
elementtlak a z kategorie kvantitativnich privkelementyvahg vyskaa vek. Po ukokeni aplikace
budou tedy vygenerovaniidimenzionalni pravidla obsahuijici 3 prvky na letar a jeden prvek
na strag pravé. Pro kategoricka data bylo prbtazeni prvk do intervalh zvolena maximalni
vzdalenost hodnot 10, coz bylm zarwit vyhledani prvk, které si jsou hodnotami velmi blizko. Pro
nastaveni celého procesu dolovani, pak byly zvotgtoyparametry proninimalnicetnost(podporu)
= 2 (udavé peet vyskyti v XML souborech), praninimélni spolehlivost 60 a promaximalni

hloubkuzandeni ve frekventovanych mnoZinach = 4.

Po spudini aplikace byly vypéitany ¢etnosti prvi spliujici podminku minimalni podpory, jedné se
0 tyto prvky:
vaha=100...109: 3 vek=10...19:
vaha=50...59 : 6 vek=20...29 :

vyskd@=1669 : 7 tlak=nizky : 8
vyskes..179 : 13 tlak=normal : 21
vaha=60...69: 4 vek=30...39: vysl@t:..189 : 16 tlak=vysoky : 11
vaha=70...79:10 vek=40...49: vyski:1199 : 3
vaha=80...89: 9 vek=50...59:3  —memee- e
vaha=90...99 : 6 vek=60...69 : 2
-------------- vek=70...79 : 2

vek=80...89: 5

vek=90...99 : 2

N O © ©
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Takto velkého mnoZstvi prikpro generovani frekventovanych mnozin bylo dosaZevolenim
rozsahu vzdalenosti hodnot péviovno 10. Pokud bychom zvolili rozsabit$i nagiklad 50, bylo by
sice mén prvki, ale za to by nam vzrostketnost jednotlivych interval CoZz by se uplatnilo

v datech, kde nemaji prvky tak blizké kvantitatitantinoty.

Po vygenerovani prik se z nich vytviily frekventované mnoZziny, které &psphuji minimalni
podporu. Zde uveduiiklad pouze poslednich vygenerovanych mnozin, ajgahvSsechny hledané

prvky.:

1. [tlak=vysoky, vaha=100...109, vek=80...89, vysk80...189] : 2
2. [tlak=normal, vaha=70...79, vek=50...59, vysk&z1179] : 2
3. [tlak=normal, vaha=80...89, vek=20...29, vyskaz1189] : 2

Z téchto vygenerovanych frekvémich mnozin se v posledni fazi vygeneruji hledasaciani
pravidla. Zde uvedu ffklad vygenerovanych asoc¢idch pravidel pro 1. zuvedenych
frekventovanych mnozin. Pro tuto mnoZinu byly vygevany do vystupniho XML dokumentu 4

asocig&ni pravidla spiujici podminku minimalni podpory.

{(vaha=100...109) 1 (vek=80...89)1 (vyska=180...189)}= (tlak=vysoky) conf= 100 supp =2
{( tlak=vysoky) O (vek=80...89)1 (vyska=180...189)}= (vaha=100...109) conf= 66 supp =2
{( tlak=vysoky) O (vaha=100...109)] (vyska=180...189)}= (vek=80...89) conf= 100 supp =2
{( tlak=vysoky) O (vaha=100...109)] (vek=80...89)} = (vyska=180...189) conf= 100 supp =2

Z téchto ziskanych znalosti se da odvodit skoubsti, Ze pokud ma pacient vahu mezi 100 az 109 kg,
vék mezi 80 az 89 lety a vySku od 180 do 189 cm |ee@ravdpodobné, Ze ma také vysoky tlak.
Pokud bychom clti nalézt jiné znalosti, museli bychom upravit @il konfigur&ni soubor, tak aby

vygenerovana pravidla odpovidala naSim poZaiiak
Hlavnim Ukolem testovani v3ak bylod&it spravnou fun&nost implementované metody, kterou bylo

dolovani asocigich pravidel za pomoci upraveného algoritmu Apribesty prokhly dle aiekavani

a plre splnily poZadavky. Toto testovani leze tedy @#rjako Usgsné.
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7 Zaveér

V této bakal&ské praci jsem se seznamil s problematikou zisk&alosti z databézi. Podle zadani
jsem se zagfil na jednu z metod a to konkrétrziskdvani asoctaich pravidel. PouZzil jsem
upraveny Apriori algoritmus, modifikovany tak, apgolupracoval s XML soubory, nad kterymi bylo
provadgno samotné dolovani. Tento algoritmus je schopnpvat dolovani, jak nad
kvantitativnimi, tak i nad kategorickymi atributyrro konfiguraci aplikace jsem pouZil ¢ng
vytvoreny konfigur&ni XML soubor, ve kterém se nastavuji parametrydmovaci Glohu.

Ulohy pro dolovani dat jsou vysoce némé na pamt, protoze pro ziskani zajimavych
znalosti je pdeba nashromazdit velké mnozstvi vstupnich dagkolik XML soubori. Proto jsem
pii implementaci kladl draz na sekvami zpracovani dlohy a co nejvice omezit vyuZzité gama
velikosti zpracovavanych dat. Nevyhneme se v3alad#di zpracovanych prirkpotebnych ke
generovani frekventovanych mnozin a samotné frakwamé mnoziny. OvSentigdalSim zpracovani
nag. paitani podpory, uz takovy krok neni peba a uSétme pandt’ postupnym prochazenim XML
soubofi. Z hlediskacasové nargnosti je rychlost ovlivina rychlosti n&tanim a zapisovanim prirk
do XML dokumentu. Jako vylepSeni do budoucna byalrhloval implementaci struktury stromu pro
ukladani frekventovanych mnozin, coz by umoznilohtgjSi hledani a nebylo by nutné prochéazet
polozky sekve&né.

Metodu jsem testoval nafipravenych datech na kterych bylo moZno i@olndzkouSet
vlastnosti prace algoritmu. Prvni testovaci databaXML souborech byla vytiena ungle pro
nazorné demonstrovani fumosti aplikace. Tato databaze nesjiak rozsahla tudiz jeji zpracovani
nezabere tolikasu a je vhodna pro demonstraci.

Vysledkem této prace je modul pro dolovani asodizh pravidel z XML dokumeiit Tento
modul by mohl byt satésti celého systému, pro ziskavani znalosti z datal tomto fipac tedy
konkrétré z XML soubofi.

Souwasti této prace jsou ndilpZzeném CD-ROM mediu uvedeny dva demoristrdesty, které
jsou uloZeny ve skozkach Testl a Test2. Pro jejigtvnou instalaci a pouzivani jél@en u
kazdého soubor INSTAL, ve kterém jsou popsany pgkyio spravnou instalaci a spédit Déle je
CD — ROMu uloZzen html soubor README, ktery obsahogerod na instalaci a spravné pouzivani

samotné aplikace.
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Priloha A.

Ukazka vstupniho XML konfigura ¢niho souboru.

Konfiguratni soubor, ve kterém se nastavujiipbhé parametry pro konkrétni dolovaci ulohy.
Element <asssociate> udava elementy ze kterych se budou generovat fmékiemnoZziny.
Element<number> Udava, které kvantitativni prvky se budou réledat do interval podle
elementu<quantity>, ten udava maximalni vzdalenost hodnot @rvElement<path> udava
cestu k XML soubarm nad kterymi se bude dolovat. Elemewsearch> udava, ktera tabulka se
bude vyhledavat. ElementgminSupp>, <minConf>, <maxDepth> slouzi k nastaveni

minimalnicetnosti, spolehlivosti a maximalni hloubky zéewi.

<?xml version="1.0" encoding="windows-1250"?>
<project>

<asssociate>
<element>vaha</element>
<element>vek</element>
<element>tlak</element>
<element>vyska</element>
<element>jmeno</element>

</asssociate>

<number>
<element>vaha</element>
<element>vek</element>
<element>vyska</element>

</number>

<search>pacient</search>

<minSupp>2</minSupp>

<minConf>66</minConf>

<maxDepth>4</maxDepth>

<path>/Apriori/file/</path>

<guantity>10</quantity>

<rules>

</rules>

</project>
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Priloha B

Testovani funkénosti aplikace

Souwasti této prace jsouiifpZzeny vzorové testy, které nazérmlemonstruji funknost aplikace.

Nastaveni jednoho konfigutaiho souboru a ukazka vysledného XML souboru js@dany nize.

Nastaveni konfigukaiho(systémového) XML souboru:
<project>

<asssociate>
<element>vaha</element>
<element>vek</element>
<element>tlak</element>

</asssociate>

<number>
<element>vaha</element>
<element>vek</element>

</number>

<search>pacient</search>

<minSupp>2</minSupp>

<minConf>70</minConf>

<maxDepth>4</maxDepth>

<path>/Andrew/java/Apriori/file/</path>

<guantity>10</quantity>

<rules>

</rules>

</project>

Test byl proveden nad vytienym zaznamem paciégnkombinujici v sob kvantitativni(\&k,

vaha, vyska) a kategoricka data(jménidjnpeni, tlak).
Ukazka vystupniho XML dokumentu je zndzéma niZze. Vystup je generovan do elementu <rules>

ve vstupnim dokumentu. U kaZdého vygenerovanéhwuigia jsou jako atributy uloZzeny hodnoty

vypaZitanééetnosti¢etnost 2 odpovida 22% podpory) a spolehlivosti igitay
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<project>
<asssociate>
<element>vaha</element>
<element>vek</element>
<element>tlak</element>
</asssociate>
<number>
<element>vaha</element>
<element>vek</element>
</number>
<search>pacient</search>
<minSupp>2</minSupp>
<minConf>70</minConf>
<maxDepth>4</maxDepth>
<path>/Andrew/java/Apriori/file/</path>
<guantity>10</quantity>
<rules>
<rule confident="100" support="2">
<left>
<item name="vaha">90...99</item>
</left>
<right>
<item name="vek">20...29</item>
</right>
</rule>
<rule confident="75" support="3">
<left>
<item name="vek">60...69</item>
</left>
<right>
<item name="tlak">normal</item>
</right>
</rule>
<rule confident="100" support="2">
<left>
<item name="vaha">70...79</item>

<item name="vek">30...39</item>
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</left>
<right>
<item name="tlak">nizky</item>
</right>
</rule>
<rule confident="100" support="2">
<left>
<item name="tlak">nizky</item>
<item name="vek">30...39</item>
</left>
<right>
<item name="vaha">70...79</item>
</right>
</rule>
<rule confident="100" support="2">
<left>
<item name="tlak">nizky</item>
<item name="vaha">70...79</item>
</left>
<right>
<item name="vek">30...39</item>
</right>
</rule>
<rule confident="100" support="2">
<left>
<item name="vaha">80...89</item>
<item name="vek">60...69</item>
</left>
<right>
<item name="tlak">normal</item>
</right>
</rule>
</rules>

</project>
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