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Abstrakt

Tato bakalarska praca sa zaoberd detekciou zbrani v 2D obraze. V teoretickej casti bol zade-
finovany pojem zbran, uviedli sme moznosti detekcie zbrane v obraze s pouzitim klasickych
metdd a s vyuzitim hlbokych neurénovych sieti. Popisali klucové kroky spracovania obrazu,
klasifikacie objektov, detekcie. Uviedli prehlad nastrojov, kniznic. Pre realizdciu praktickej
casti sme vybrali 3 modely. Jeden klasicky model s vyuzitim HOG transformécie. Druhy
CNN model s prioritnym cielom presnosti detekcie a dvoma réznymi architektirami neuré-
novych sieti ako klasifikdtormi. Treti model s architektiirou siete YOLO mal ako prioritny
ciel detekciu v redlnom case. Podstatnou ¢astou kazdého modelu bol vyber, resp. vytvorenie
vhodného datasetu. Nasledovalo zostrojenie a implementacia modelov s analyzou a vyhod-
notenim ziskanych dat.

Abstract

This bachelor thesis deals with detection of weapons in 2D image. In the theoretical part
of the thesis the term weapon was defined and the possibilities of detection of weapons
in image with using classic methods and deep neural networks were mentioned there. The
key steps of image processing, objects classification and detection were described. The
overview of frameworks, libraries was presented. To implement the pratical part of the
thesis, 3 models were chosen. The first classic model with using HOG transformation. The
second CNN model with priority target detection accuracy and with two different neural
network architectures as classifiers. The third model with YOLO network architecture had
as priority target real-time detection. The essential part of each model was choice, or more
precisely creating suitable dataset. What followed was the construction and implementation
of models and the evaluation of obtained data.
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Kapitola 1

Uvod

Bezpecnost je dolezitou sucastou nasich kazdodennych zivotov. Medzi zvlast zavazné zlo-
¢iny patri kriminalita pdchana za pomoci strelnej zbrane. Je to globalny problém, obzvlast
v krajinach, kde je alebo v minulosti bolo drzanie strelnej zbrane legdlne. Prirodzenou
s dérazom na prevenciu, resp. minimalizaciu potencidlnych hrozieb. Jednym zo sprievod-
nych javov prudkého rozvoja technolégii a informatizacie spolo¢nosti v poslednych rokoch
je aj masovy narast vyskytu zariadeni pouzivanych na snimanie obrazu, ako napriklad bez-
pecnostné kamery. Po celom svete sa profesionali z oblasti bezpecnosti a ochrany venuju
sledovaniu a analyze obrazu z videokamier s cielom prevencie ¢i eliminédcie kriminélnej ¢in-
nosti. Jednou z najcastejsich tloh je vcasné vizualne odhalenie, Ze monitorovand osoba ma
zbran — obzvlast zbran strelnd. Ak by pomocou podéitacového videnia bolo mozné adek-
vatne nahradif ¢o i len zlomok ¢asu a ludskej prace investovanej do tejto ¢innosti, dspory
by boli obrovské. Okrem toho existuje velka pravdepodobnost, ze vhodne zvolené pouzitie
softvérovych nastrojov na zaklade pocitacového videnia dokaze v snimanom obraze odhalit
mnohé udalosti, ktoré Tudské oko nezachyti, resp. ¢lovek nepostrehne.

V tejto bakalarskej praci sa budeme venovat konkrétnemu segmentu tejto problematiky;,
a to detekcii strelnej zbrane v obraze so zameranim predovsetkym na vyber najvhodnejsich
parametrov pre detekciu za pouzitia rozlicnych algoritmov vyuzivanych v tejto oblasti.
KedZe pojem strelnd zbran v sématike prirodzeného jazyka zodpovedd mmnozine objektov,
ktoré mézu byt vyrazne heterogénne, rozhodli sme sa, ze pre teoreticky navrh detekénych
modelov a praktickil implementéaciu budeme pod tymto pojmom chapat ruént palna kratku
strelni zbran, teda dominantne pistole a revolvery, ktoré budeme detekovat. Tento vyber
nie je ndhodny, ale podmieneny statisticky doloZzenym pouzitim tohto druhu zbrani pri
pachani zdvaznej trestnej ¢innosti a existenciou dostupnych databdz (datasetov) obrazov
zbrani nevyhnutnych pre prakticku ¢ast tejto prace.

V tejto praci sme si stanovili dva hlavné ciele. Prvym z nich bolo po podrobnej teoreticke;j
priprave a analyze dostupnych nastrojov (kniznic, datasetov a pod.) navrhnit, zostrojit,
testovat a vyhodnotit funkény detekény model pre detekciu zbrane v 2D obraze. Nakoniec
sme sa rozhodli a aj skutocne implementovali 3 rézne takéto modely.

Druhym hlavnym cielom bolo redlne aspon trosku prispiet do riesenia zvolenej prob-
lematiky, ¢i uz funkénym modelom s pozitivnym vysledkom, zostrojenim datasetu alebo
preskiimanim slepej ulicky implementaciou funkéného modelu s negativnym vysledkom.

V teoretickej casti sme sa kratko venovali metodam detekcie zbrani zalozenych na od-
lisnych fyzikalnych principoch snimania vstupnych dat. Nami vybratd metédu vizualneho
snimania signalu pomocov kamier ¢i podobnych zariadeni a nasledného pocitacového spra-



covania sme podrobne rozpracovali v tretej kapitole. V nej je popisany proces spracovania
obrazu v jednotlivych fazach - digitalizacie obrazu, predspracovania, nasledny proces seg-
mentacie dat, ¢o vedie k analyze obrazu a ziskaniu objektov. Nakoniec vznika popis cha-
rakteristickych vlastnosti objektu, na zdklade ktorého sa za pouzitia vhodného algoritmu
klasifikuje dany objekt a vykonava detekcia. Nezanedbatelny priestor sme venovali aj ak-
tudlne dostupnym architektiram konvolucnych neurénovych sieti, existujicim datasetom
s pozadovanym obsahom a nastrojom typu kniznice a podobne.

Na zaklade poznatkov ziskanych v teoretickej Casti sme si pre tvorbu a implementaciu
modelov stanovili tieto parcidlne ciele: zostrojit ako klasicky tak aj CNN model, pouzit
prvok, ktory este podla dostupnych zdrojov pre detekciu zbrani nebol pouzity (v nasom
pripade HOG deskriptor a Yolo siet), modifikovat existujici dataset a podla nédvodu vy-
trénovat vlastniit CNN siet. Stanovené ciele sa nam v plnej miere podarilo realizovat. Popis
implementéacii a experimentalne vysledky su k dispozicii v zadvereénej Casti tejto préce.



Kapitola 2

Uvod do problematiky detekcie
zbrani

Nie kazdu zbran a nie na kazdom mieste je potrebné detekovat. Prikladom st legalne
drzané puska na polovacke, pistol na strelnici, ¢i kuchynsky noz v zasuvke. Vo velkej vacsine
pripadov je zmysluplné obmedzit sa na vybrané verejné alebo Specidlne priestory, kde je
v zasade mozné legalne instalovat zariadenie umoznujice detekciu a zaroven predpoklad
zvyseného bezpecnostného rizika. Z redlnej praxe mozeme uviest skenery kovov na stidoch
alebo letiskach, bezpe¢nostné kamery na cerpacich staniciach ¢i frekventovanych verejnych
priestranstvach.

Rovnako tak nebudeme pracovat so vSetkymi moznymi typmi zbrani, ale len s urc¢itou
cielene vybranou skupinou. Dévody tohto vyberu, struéné rozdelenie zbrani a definicia za-
kladnych pojmov je obsahom tejto kapitoly. V jej druhej ¢asti uvedieme prehlad vybranych
existujucich rieseni v oblasti detekcie zbrani, stru¢ne opiSeme funkény princip jednotlivych
rieSeni tejto problematiky, porovname hlavné vyhody a nevyhody a na zaver urobime kratke
zhrnutie.

2.1 Definicia zbrane

Obvykla definicia zbrane hovori, ze zbran je nastroj, predmet alebo celé zariadenie, ktoré
je prispésobené k vyvolaniu ranivého déinku na zivy organizmus alebo k ni¢eniu objektov

[5]-

2.2 Rozdelenie zbrani

Podla toho, ako zbran posobi na zivi silu, rozdelujeme zbrane na:

e Uderné - posobia na 7ivy objekt tupym tderom svojej ¢asti, ktord byva spojend s
vhodnou rukovétou.

e Chladné - tc¢inuji bodom alebo sekom naostrenej cepele.

e Strelné - rozrusuju vzdialeny ciel, zivy ¢i nezivy prostrednictvom dopadovej energie
strely vystrelenej zo zbrane.

Strelné zbrane sa dalej delia podla zdroja energie pouzitej k vypudeniu projektilu na:



e Palné - zdrojom pre vymet strely je okamzité uvolnenie chemickej energie obsia-
hnutej v strelnom prachu, pripadne v samotnej narazovej zlozi. Horenim sa energia
expandujucich plynov meni v hlavni na pohybovi energiu strely.

e Mechanické - zdrojom pre vymet strely je mechanické energia akumulovand v pruz-
nom médiu. Patri sem napriklad prak alebo luk.

e Plynové - strelné zbrane, v ktorych je strela uvedena do pohybu energiou mechanicky
stlaceného vzduchu alebo plynu.

7 hladiska ovladatelnosti a prenosnosti sa delia strelné zbrane na:

e Rucné - mdze ich prenasat a ovlddat jedna osoba. St bud ovlddatelné jednou rukou,
tzv. kratke zbrane, alebo obomi rukami, tzv. dlhé zbrane. Medzi kratke zbrane patria
predovsetkym pistole a revolvery. Dlhé zbrane st vybavené pazbou, ktora sa priklada
k ramenu alebo k licu strelca.

e Lafetované - strelné zbrane kalibru vacsieho ako 20 mm vratane, ktoré zviacsa nemaja
ovladacie prvky ruénych strelnych zbrani a vzhladom na rozmery, hmotnost alebo
spoOsob konstrukéného riesenia st montované na staciondrne alebo mobilné lafety.

Podla konstrukcie a rezimu strelby sa palné popripade aj plynové zbrane delia na:

Jednoranové

Opakovacie
e Samonabijacie

e Samocinné

Kazda rucénd palnd zbran sa véicsinou sklada z niekolko zakladnych casti: hlavne, zaveru,
uderného, spustového a poistného ustrojenstva, vytahovacieho a vyhadzovacieho tstrojen-
stva, zdsobovacieho tstrojenstva, ichopovej Casti a mieridla [3].

Chladné zbrane boli, a stile st smrtiacim nastrojom. V nasom kultirnom priestore s
vsak v stcasnosti skor zbranou pouzitou v afekte pri neplanovanych skutkoch spachanych
casto v sukromi ako prostriedok vSeobecného ohrozenia alebo organizovanej trestnej Cin-
nosti. Naopak to plati o ru¢nych palnych strelnych zbraniach. Tie boli pouzité pri vicsine
vrazd, tnosov, lipeznych prepadnuti i aktoch terorizmu. Je to jeden z podstatnych dévo-
dov, preco sa na ich véasnd a presnil detekciu v mnohych redlnych situdciach kladie stale
voja detekénych metdd i tvorbe databdz (datasetov) prakticky v celom civilizovanom svete.
Je to i podstatny dovod, preco sa v tejto praci budeme cielene venovat detekcii palnych
strelnych zbrani. Vzhladom na dalsie Specifikd, napr. dostupnost vhodnych datasetov, sme
vyber este zuzili na kratke zbrane. V dalsom texte prace, ak nebude vyslovne uvedené inak,
budeme pod pojmom zbran maf na mysli palnd strelnt ruéni kratku zbran — standardne
pistol alebo revolver.



2.3 Detekcia zbrani

V tejto préci sa tplne vyhneme detekénym metédam zalozenych na vyuziti ludskych zmys-
lov. Perfektne vycviceny clovek ma stale svoje miesto pri identifkacii ohrozenia véitane vi-
zualnej detekcie zbrane, ale len vo velmi Specifickych pripadoch. V dnesnom beznom svete
je denne potrebné realizovat miliony detekcii, a to uz nie je mozné bez vhodnych pristrojov
a zobrazovacich metéd. Kedze detekcia zbrani pomocou pocitacového videnia je pomerne
rozsiahla téma a ma sirokospektralne vyuzitie, rozdelujeme préace venujtice sa tejto proble-
matike do troch skupin, a to na zaklade Specifického vyuzitia daného detekéného systému
a pouzitych metdd strojového ucenia.

2.3.1 Detekéné metédy vyuzivajuce mikrovinné a infracervené pasmo.
Detekcia skrytych zbrani

Prva, v sticasnosti pravdepodobne najrozsirenejsia skupina detekcie zbrani sa zameriava na
detekciu skrytych zbrani pristrojmi a detektormi vyuzivajucimi fyzikdlne principy. Najrep-
rezentativnejsou aplikaciou v beznom zivote v tejto suvislosti je kontrola oséb a batoziny na
letiskach. St vysokotucinné v situdciach, ked je mozné zabezpecit pohyb oséb (predmetov)
cez vopred urceny priestor snimany prislusnymi detektormi.

V situaciach, ked nieje mozné zabezpecit tok Iudi kontrolnym procesom je ziadtice, aby
bolo mozné detekovat skryti zbran na dialku. K tomu st potrebné prislusné zobrazovacie
systémy na skryté objekty. Podla zavislosti na osvetleni rozdelujeme zobrazovacie systémy
na aktivne, Cize tie, ktoré st zavislé na osvetleni a pasivne. VicSina systémov zavislych
na osvetleni vyuziva nizkoenergeticki radidciu (angl. low-power radiation), ktoré so sebou
nesie urcité pravne problémy. Prikladom méze byt povinné umiestnovanie upozorneni, ktoré
by mohlo varovat pripadnych nositelov skrytych zbrani, a tak znizit i¢innost a uzitocnost
detekénych systémov, alebo ziadanie stithlasu od Tudi, k podrobeniu detekénej kontrole. Preto
sa vacsina studil zameriava na pouzitie pasivnych systémov. Sem moézeme zaradif systémy
vyuzivajiice pasivne milimetrové viny (angl. passive millimeter wave imaging) ,dalej len
MMYV alebo IR (angl. infrared) systémy [1].

Zobrazovace infracerveného ziarenia sa pouzivaju v aplikdcidch pre no¢né videnie ako
napriklad zobrazovanie osob. Vyuzivaju informéciu o distribicii teploty v obraze, resp.
energiu, ktord je vyzarovand ludskym telom.T4 je absorbovana odevom a nésledne vyziarena
do okolia. Pre identifikdciu ukrytého predmetu je pri tejto metdde idealne tenké a priliehavé
oblecenie. Naopak, hrubé a volné obleCenie zvicsuje oblast odevu, do ktorej bude energia
rozlozend. To znizuje efektivitu rozliSenia ukrytého predmetu, a teda aj Sancu detekovat
pripadni zbram [1].

Ako metdda IR tak i MMW fungujt na principe merania urcitej formy ziarenia, ktoré
objekty vyzaruju alebo odrazaju do okolia. Miera, akou objekt vyzaruje energiu je charak-
terizovand emisivitou (€). Detekcia zbrani je moznéd vdaka nizkej emisivite a vysokej reflek-
tivite, v porovnani s ludskym telom. Napriklad kovova pistol skrytd pod odevom nielenze
zablokuje prirodzené emisie z tela, ale odrdza aj oziarenie z okolia. Dokonca aj nekovové
predmety, ako su plasty a keramika, budi mat podobny uc¢inok. [16]. V [34] autori vyvinuli
systém na detekciu skrytych zbrani, ktory vyuziva prave MMW.

Aj ked TR a MMW systémy st schopné detekovat skryté zbrane, lepsie detekéné vysledky
dosahuju systémy zalozené na flzii obrazovych dat. Z tohto dévodu vo vacsine publikacii
[28, 7, 35, 4], ktoré sa venuju problematike detekcie skrytych zbrani, st detekéné systémy



zalozené prave na fazii obrazovych dat. V [35] autori vyuzivaju faziu IR a klasického RGB
(angl. Red Green Blue) obrazu.

Nutnou podmienkou funkénosti vyssie spominanych detekénych systémov je pouzitia IR,
MMW alebo obdobnych senzorov umiestnenych v blizkosti miesta detekcie. Mobilita tychto
senzorov je v realnej praxi vyrazne obmedzujicim faktorom a ich vyuzitie v rozli¢nych
prostrediach je preto vyrazne limitované.

2.3.2 Detekcia zbrane v oblasti viditeIného spektra za pouzitia klasickych
metod

Vyssie uvedené metddy prvej skupiny sice dokazu vidiet aj skryté zbrane, ale len v dosahu
svojich senzorov. V praxi je obrovské mnozstvo situdcii, ked potrebné senzorové pokrytie
nie je mozné, ¢o znaci, ze ani zbran, ktord je viditelna, nie je detekovana. Toto je priestor
pre iny typ rieseni.

Druhou skupinou su aplikacie, ktoré si zamerané na detekciu réznych typov zbrani
v RGB obraze. Z pohladu pouzitych nastrojov ich delime na klasické metody, tzn. bez
pouzitia neurénovych sieti (angl. neural network) a metédy zaloZzené na vyuziti neuréno-
vych sieti. Tie sa este dalej Clenia podla pouzitej architektiry. Najprv uvedieme priklady
klasickych metéd, v dalsej casti riesenia s pouzitim neurénovych sieti.

Detekcia s vyuzitim SURF

Autori [33, 27] vytvorili dva velmi podobné, az priam totozné systémy, ktoré sa liSia iba
v pouziti rozdielnych priznakovych detektorov a deskriptorov. [33] zalozil svoju priacu na
priznakovom deskriptore a detektore SURF (angl. speeded up robust features). V [27] bol
pouzity FREAK (angl. Fast Retina Keypoint) deskriptor a Harris interest point detektor.

Systém si na zaciatku nacita deskriptor zbrani, nasledne predspracuje obrazky, tj. od-
strani Sumy a upravi velkost na 400x300 pixelov. Na obrazkoch je nasledne aplikovana
segmentacia na zaklade farby za pouzitia k-means zhlukovania. Na vystup tak systém do-
stava zhluky farieb, ktoré si podobné zbraniam (v tomto pripade ¢ierna). Kedze v dosledku
sumu mohli vzniknit malé oblasti danej farby, pokracuje vyextrahovanim spojitych oblasti,
gické uzatvorenie vybranych oblasti, z ktorého detektor vyextrahuje priznaky tvaru objektu,
ktoré porovna s uz naéitanym deskriptorom a ak sa zhoduje aspon 50% priznakov, systém
detekuje objekt ako zbran.

Zhrnutie Systémy dosahuju velmi podobné celkové tispesnosti, a to 84.26% a 88.67%.
Vyhody tychto rieSeni st invariantnost voci velkosti a rotacii, a taktiez moznost detekovat
viacero objektov v 1 obraze. Kedze systémy najprv aplikuji segmentéciu na zaklade farby,
su preto vyrazne zavislé na farbe zbrani a niest schopné detekovat zbrane atypickej farby.

2.3.3 Detekcia zbrane za pouzitia hlbokych neurénovych sieti

V tejto skupine sa venujeme metédam, ktoré sa zaoberaji detekciou zbrani za pouzitia
hlbokych neurénovych sieti. V ¢ase tvorby prace, sme oboznameni s existenciou iba dvoch
publikdcii, ktoré sa venuju danej problematike a to [20, 14]. KedZe sprdvne trénovanie
hlbokych konvoluénych neurénovych sieti, ktoré obsahuju miliony parametrov, vyzaduje
enormne velkt sadu dat, az miliény vzoriek, a taktiez vykonné vypoctové prostriedky, stalo



sa Siroko prijimanou alternativou pouzivanie doladovania (angl. fine-tunning) pre prekona-
nie tychto obmedzeni [20].

Preto v oboch publikicidch na klasifikdciu pouzivaji VGG-16 model konvoluénej ne-
urénovej siete (CNN), ktory je predtrénovany na datovom sete ImageNet (viac ako jeden
milién obrazkov a cez 1000 tried objektov) na rozpoznavanie objektov, a nasledne je dola-
deny (v oboch pripadoch) priblizne 3000 obrazkami zbrani.

Faster R-CNN a VGG16 model

V [26] vytvorili autori systém na automaticki detekciu pritomnosti zbrane v 2D. Vysledny
systém dosahuje rychlost aj pre vyuzitie v redlnom case (angl. real-time). Pri tvorbe systému
sa zamerali hlavne na nizky pocet falosnych poplachov. Pre detekciu vyuzivaju dva rozdielne
pristupy a to sliding window a region proposals. Z dévodu rozdielov v tychto pristupoch bolo
vytvorenych viacero rozlicnych databdz s obrazkami zbrani.

Slidingwindow Pre tento pristup boli celkom vytvorené 4 databazy:

e 1. databaza pozostava z 9100 obrazkov rozdelenych do 2 tried. St rozdelené na 3990
obréazkov triedy zbran, ktord obsahuje rozli¢né typy zbrani ako napriklad pistole, gulo-
mety, granaty a raketomety. Zvysnych 5110 obrazkov pozostava z rozli¢nych objektov
triedy "nie zbran'. Vysledny klasifikacny model preukazuje vysoky pocet planych pop-
lachov a nedetekovania zbrane. To mozno vysvetlit skutocnostou, ze velkd rozmanitost
zbrani vyrazne ztazuje proces ucenia. Preto sa vo zvysku préce rozhodli zamerat iba
na detekciu pistoli.

e 2. databaza pozostava z 751 obrazkov triedy pistol a 1857 obrazkov triedy pozadie,
ktord obsahuje obrazky ruk drziacich iné objekty ako zbran, napriklad telefén alebo
pero. Vysledny klasifika¢ny model preukazuje vysoky pocet planych poplachov,éo bolo
vo vécsine pripadov zapric¢inené povazovanim bieleho pozadia za cast zbrane z dévodu
pritomnosti bieleho pozadia takmer vo vsetkych trénovacich datach.

e 3. a 4. databaza obsahuju vyssi pocet tried. Najlepsi vysledok bol dosiahnuty pri
databaze ¢. 4, ktora obsahovala 200 obrazkov triedy pistol a 9061 obrazkov rozdelenych
do 102 tried.

Klasifikdtor bol aplikovany s krokom 60x60 pixelov a oknom o velkosti 160x120 pixe-
lov. Pri obrazkoch o velkosti 640x360 pixelov cela detekcia trvala 1,5 sekundy, ¢o je Cas
nevyhovujuci pre real-time detekciu.

Region proposals Pri tomto pristupe bola pouzita Faster R-CNN, ktord kombinuje me-
todu selektivneho vyhladdvania s klasifikatorom na baze VGG-16. Databaza ¢. 5 obsahuje
3000 obrazkov pistoli. Pouziva model s 2 triedami, kde na zaklade suradnic st ohrani-
¢ené pistole. Zvysok objektov v obrazkoch je povazovany za pozadie. Model dosahuje 100%
pravdepodobnost detekcie a pocet planych poplachov bol znizeny tym, ze detekény alarm
sa aktivuje iba ak bola zbran detekovand v piatich po sebe nasledujicich obrazoch (angl.
frame) vo videu. Vyslednd rychlost detekcie v obraze o velkosti 1000x1000 pixelov je 0,19
sekundy.



Porovnanie Porovnanim dostupnych publikovanych tidajov sme dospeli k zaveru, ze na-
joptimalnejsie vysledky boli dosiahnuté modelom na béaze Faster R-CNN, ktory dosahuje
rychlost vyuzitelna aj v real-time aplikacidch a dosahuje postacujice hodnoty aj pri nizko-
kvalitnych videdch. Tieto skuto¢nosti vytvaraji moznost vyuzitia aj v praktickej casti tejto
préce.

OverFeat model

V [14] autori pouzivaju na detekciu a klasifikdciu konvoluénu siet OverFeat, ktord vyuziva
pristup posuvného okna. Systém bol implementovany pomocou Tensorflow frameworku.
Najlepsi dosiahnuty model dosahuje 89% presnost na testovacej sade. Rychlost celkovej
detekcie na jednom obrazku je 1,3 sekundy, ¢o vSak nieje dostatoénd rychlost pre realime
detekciu.

2.4 Zhrnutie

V tejto kapitole sme struc¢ne uviedli rozdelenie zbrani, zadefinovali pojem zbran pre dalsie
pouzitie v tejto praci a zdovodnili konkrétny vyber obsahu tohto pojmu. Taktiez sme uviedli
dovody selektivneho vyberu oblasti potreby detekcie zbrani. Poskytli sme kratky prehlad
typov detekénych metdd so zaverom dalej sa stistredit na pocitacovi detekciu zbrane vo vi-
zudlnom obraze. Uviedli sme stru¢ny prehlad existujicich rieseni problematiky a dosli k
zéveru, ze zatial najlepsie vysledky z hladiska rychlosti dosahuji v [26] pomocou Faster
R-CNN.
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Kapitola 3

Spracovanie obrazu, klasifikacia a
detekcia objektov

Tato kapitola predstavuje teoreticky manudl potrebny pre prakticki cast tejto prace. Od-
borné literatira uvadza viacero alternativ v popise postupu spracovania obrazu, preto ho
nie je mozné presne definovat. Je dolezité zabezpecit, aby jednotlivé zvolené kroky boli rea-
lizované spravne a tiez dodrzat naslednost jednotlivych krokov podla poradia, ktoré urcuje
konkrétna aplikacia. V celom procese budeme potrebovat pretransformovat ziskany signal
do vhodnej podoby, ¢o zahina algoritmy a metddy, ktoré zo vstupného obrazu vyextrahuju
potrebné informécie a naopak odseparuju neziadice. Taktiez budeme potrebovat opis a
klasifikaciu objektov i samotnu detekciu, nevyhnutnt pri urceni obrysov a polohy objektu
v obraze. Ttto c¢ast kapitoly rozpracujeme podrobnejsie s uvedenim viacerych typov archi-
tektiry neurénovych sieti, klasifikdtorov a potrebnych nastrojov (kniznic) podla vybranej
metddy. Najcastejsie sa uvadza tdto postupnost:

Postupnost zakladnych krokov [30]:

digitalizacia obrazu

e predspracovanie obrazu

segmentacia obrazu
e popis objektov
e Kklasifikacia

e detekcia

3.1 Digitalizacia obrazu

Prvym krokom spracovania obrazu je jeho digitalizacia. Pod pojmom digitalizacia obrazu
rozumieme prevod analégovej informécie na digitdlnu. Vstupnou informéciou moze byt jas,
popripade ak sa jedna o farebny snimok obrazu tak je to niekolko spektralnych zloziek. Tieto
zlozky rozlisujeme podla pouzitého farebného modelu ako napriklad RGB, HSV (angl. hue,
saturation, value), CMYK (angl. cyan, magenta, yellow, key).
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Pre popis obrazku sa c¢asto pouziva jeho matematicky zapis pomocou spojitej funkcie
f(z,y) kde =,y odpovedaju suradniciam bodu obrazka. Aby mohol byt obrazok spracova-
vany pocitacom, musi byt reprezentovany pomocou primeranej diskrétnej struktiary, napri-
klad matice. Pod digitaliziciou teda rozumieme navzorkovanie funkcie f(x,y) do matice
s M riadkami a N stipcami, kde kazdému vzorku spojitej funkcie je kvantovanim do K
trovni priradend celo¢iselna hodnota [11].

3.2 Predspracovanie obrazu

Druhym krokom po digitalizacii obrazu je jeho predspracovanie. Predspracovanie je spo-
loény nazov pre operacie s obrazom na nizkej trovni abstrakcie. Vstupom i vystupom
metdd predspracovania si obrazové data na nizkej drovni abstrakcie, ¢ize matice, ktoré
predstavuja digitalnu obrazova funkciu. Predspracovanie nezvysuje pocet informacii, ktoré
obraz nesie, avsak je velmi uzito¢né v situaciach, ked potrebujeme potlacit Sum, ktory moze
vzniknut pri digitalizacii obrazu ¢i jeho prenose. Rovnako mézeme potlacit informacie, ktoré
nepovazujeme za relevantné popripade zvyraznit tie, ktoré z hladiska dalsieho spracovania
za dolezité povazujeme. Prikladom moze byt hladanie hran v obraze, t.j. obrazovych bodov
s vysokymi hodnotami gradientu obrazovej funkcie.

Zakladné rozdelenie predspracovania obrazu:

e Transformacia jasu - patri sem napriklad prevod na negativ, pouzitim ktorého
vznikd Sedoténovy obraz alebo roztiahnutie kontrastu.

e Lokalne predspracovanie - zaradzujeme sem metody sliziace na potlacenie alebo
zvyraznenie vyssich frekvencii obrazovej funkcie ako napriklad vyhladzovanie obrazu
a gradientné operacie [11].

e Geometrické transformacie - patria medzi najddlezitejsie operacie vyuzivané pri
spracovani obrazu. Medzi zakladné geometrické 2D transformécie patri skosenie, ro-
tacia, zmena mierky a posun. Kombindciou zékladnych geometrickych transformécii
vznikaji kombinované geometrické transformécie [19].

3.3 Segmentacia

Obecné definicia segmentacie hovori, ze sa jednd o proces delenia obrazu na casti, ktoré
koresponduju s konkrétnymi objektami v obraze. Inymi slovami, kazdému pixelu obrazku
je priradeny jeden index segmentu, ktory odpoveda urcitému objektu v obraze. Naslednu
informéciu o rozdeleni objektov do jednotlivych segmentov vyuzivaju vyssie algoritmy spra-
covania obrazu.

3.3.1 Formalna definicia segmentacie

Segmentacia obrazu f(h,z) je jeho delenie na podobrazy Ry, R, Rs, ..., R, tak, ze podob-
razy splnaju nasledujtce kritéria [19]:

R = f(z.) (3.1)
=1
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RiNR;j=0,i#j (3:2)
Segmentacné metody rozdelujeme na:

e Metddy vychadzajtice z detekcie hran - sa zameriavaji na detekciu vyznamych
hran v obraze. Patri sem detekcia hrdn pomocou prvej deriviacie a Houghove trans-
formaécie.

e Region-based techniky - nedetekuji hrany v obraze, ale priamo oblasti, ktoré by
tieto hrany ohranicovali. Jednd sa napriklad o metédu delenia a spajania oblasti alebo
metddu Sirenia oblasti.

o Statistické met6dy - si zalozené na zhlukovani pixelov a priamo zavisia na mera-
niach prevedenych nad kazdym pixelom. Typickym predstavitelom je K-means zhlu-
kovanie.

3.4 Popis Objektov

Na popis objektov sa vyuzivaji dva modely - kvalitativny a kvantitativny. Pri rozpoznavani
objektov tieto popisy sluzia ako vstupnd informacia.
3.4.1 Kvantitativny popis

Kvantitativny popis vyuziva ¢iselné charakteristiky objektu. Pod pojem ciselné charakte-
ristiky mozeme zahrnut farebny rozptyl, velkost objektu a komparativnost.

3.4.2 Kovalitativny popis

Kvalitativny popis objektu zvazuje stuvislosti medzi danymi objektami a sltzi pre popis ich
tvaru [11].

3.5 Klasifikacia

Klasifikaciou sa rozumie zaradenie objektu do niektorej zo skupiny znamych tried. Klasifika-
ciu rozdelujeme na dve zakladné oblasti - priznakovi klasifikaciu a strukturdlnu klasifikaciu.

3.5.1 Strukturalna klasifikicia

Vyuziva kvalitativny model popisu objektov. Objekt je charakterizovany istymi vlastnos-
tami, ktoré si nasledne podrobené algoritmom sliziacim na rozbor slova, kde sa kontroluje
syntax, aby mohol byt definovany jazyk, gramatika a abeceda.

3.5.2 Priznakova klasifikacia

Vyuziva kvantitativny popis modelu objektov, ¢ize vyuziva ¢isla, ktoré popisuji dany objekt.
Medzi najzndmejsie metédy pre popis priznakov patria Haar-like priznaky, HOG (angl.
Histogram of OrientedGradients), SIFT (angl. Scale-Invariant Feature Transform) a SURF
(angl. Speeded Up Robust Feature). Taktiez pod priznakovi klasifikiciu mozeme zaradif aj
zhlukovi analyzu, ktord rozdeluje objekty na zdklade ¢iselnych vlastnosti do zhlukov [11].
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Histogram of OrientedGradients

Zakladnou myslienkou je, ze objekt mo6ze byt charakterizovany pomocou intenzity gradien-
tov, aj ked nevieme ich presni polohu v obraze. Cely obraz je rozdeleny do blokov rovnakej
velkosti, kde kazdy blok je reprezentovany pomocou mensich oblasti, ktoré sa nazyvaju
bunky. V ramci kazdej bunky sa urcuje orientacia gradientu. Vysledné gradienty by mali
vymedzovat hladany objekt v obraze. Rozmedzie smeru gradientov (360°) sa rozdeli do nie-
kolkych kandlov. Z tychto kanalov sa vytvori lokalny histogram, ktory obsahuje informécie
o zastupeni jednotlivych smeroch gradientov. Vysledny vektor sa vytvori zlozenim infor-
macii z histogramov vsetkych buniek v danom bloku. Vektor normalizovanych histogramov
nazyvame deskriptor. Z kazdého bloku tak ziskame jeden deskriptor [20].

3.5.3 Klasifikatory
Support Vector Machine (SVM)

Zakladom metddy je linearna klasifikdcia do dvoch tried. Cielom je najst nadrovinu, ktora
priestor priznakov optiméalne rozdeli tak, ze trénovacie data, ktoré patria rozlicnym triedam
budu lezat v opaénych polopriestoroch. Inymi slovami optimalna nadrovina je také, kde
miniméalne vzdialenosti bodov od roviny st ¢o najvicsie. Na popis nadroviny stacia iba
body leziace na jej okraji a tych je obvykle méalo. Volaji sa podporné vektory (angl. Support
Vectors).

Klasifikacia zahriuje trénovanie a testovanie dat. Data na trénovanie st uréené dvojicou
(xi,9;) pre i = 1,2,...,n kde, y; € {—1,1}.

X; je vektor dimenzie, ktory popisuje vlastnosti daného prvku. Y; urcuje, do ktorej mnoziny
vektor patri. Testovacie data teda obsahuju iba vektory x, kde cielom klasifikatoru je urcit
jeho priznak y.

Obvykle nieje mozné rozdelit trénovacie data linedrne. Preto sa pouziva namapovanie
dat (priznakov) do vysSej dimenzie, kde sa rozdelia nadrovinou. Takto sa z linedrne nese-
parovatelnej ilohy stava linedrne separovatelna.

Na zjednodusenie a vyriesenie klasifikacného problému sa pouzivaju jadrové funkcie.
Vyber funkie je vsak zavisly na povahe trénovacich dat, a castokrat je ¢asovo narocné najst
najvhodnejsiu funkciu. Najcastejsie aplikovany postup na vyber je metéda pokus omyl. [0]

Neurénové siete

Histéria neurénovych sieti siaha az do roku 1943 kedy doktor Warren McCulloch a mate-
matik WalterPitts skiimali moznosti fungovania mozgu a neurénov [17].

Neurénova siet (dalej NN) je masivne paralelny procesor, ktory ma sklon k uchovdvaniu
experimentalnych znalosti a ich dalsieho vyuzivania. Napodobnuje ludsky mozog v dvoch
aspektoch:

e poznatky s zbierané v NN pocas ucenia

e medzineur6nové spojenia (synaptické vahy - SV) st vyuzivané na ukladanie znalosti
vzniku NN prisla z biologickych systémov. Hrubo povedané ide o simuldciu mozgu. Na
prvy dojem vysoko abstraktnad disciplina nachddza mnozstvo aplikacii v praxi a stava sa

prostriedkom pre riesenie problémov v sirokom spektre odbornych oblasti. Jednou z velmi
vyznamnych vlastnosti NN je, ze svojim spésobom je tzv. univerzalnym aproximétorom
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funkcii. M6ze sa nam stat, ze mame systém, ktorého popis je mimoriadne naroc¢ny alebo je
systém natolko zlozity, ze jeho popis je skoro nemozny. Mame vsak data, ktoré do systému
vstupuji, a k nim odpovedajice vystupy. V takejto situacii, mézeme pouzit vhodni NN a
pokdsit sa ju naucit chovat sa ako sledovany systém pomocou trénovacich tdajov (spomina-
nych vstupov a vystupov). Toto je velmi dolezity moment, ktory determinuje aj aplika¢né
uplatnenie NN v praxi.

Vo vSeobecnosti moézeme vymenovat nasledovné oblasti vyuzitia NN pre [29] :

e problémy aproximécie funkcii

o Kklasifikacie do tried, klasifikacia situdcii

e riesenie predikénych problémov

e problémy riadenia procesov

e transformécia signalov

e asociacné problémy, simuldcia paméte
Neurén Neuroén je zakladnou stavebnou jednotkou NN. Bol inspirovany biologickou ner-
vovou bunkou. Na obrizku 3.1 je na¢rtnuty matematicky model neurénu.

Vstupy
X 1

Vnitini potencial neuronu

X2
Vystup
X3 o) (&) — Y
x4 Aktivacni pfenosova funkce
Xn h

Prah

Obr. 3.1: Matematicky model neurénu. Prevzaté z [18].

Premenné z1,...,x, reprezentuju vstupné hodnoty, ktoré sa siria do neurénu. Vihy
pre vstupy oznacujeme wi,...,w, a su znacené Sipkou od vstupu do tela. Premennda h
nazyvana prah slizi ako hodnota pre ovplyvnenie aktivacnej funkcie neurénu. Tak ako aj
pri biologickej nervovej bunke, neurén obsahuje isty vnutorny potencial (.

(= wimi—h (3.3)
=1

Vnutorny potencidl ¢ je dany ako suma vah a vstupov, pricom sa dodatoc¢ne odrata prah.
Na vystupe neurénu z, sa na prahovanie vnutorného potencialu pouziva aktivacna funkcia.

y=9(¢) (3.4)
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Nazov Funkcia Obor hodnét
Logisticka sigmoida g(z) = m (0,1)
Hyperbolicky tangens g(z) = Eflz:f (1,-1)
ReLu g(z) = mazx(0,x) < 0,00)
1 2>0,5
Ostré nelinearita x) = ’ 0,1
e {O S R CRY

Tabulka 3.1: Zakladné aktivacéné funkcie v NN.

Tabulka 3.1 obsahuje zdkladné aktiva¢né funkcie pouzivané v NN.

Neurén ako binarny klasifikator Majme neurénovy model, ktory tvori jeden neurdn.
Nech aktivacnd funkcia je typu o(z) alebo ostré nelinearita. Potom takyto model sa nazyva

Perceptron [17]. Perceptron dokéze reprezentovat jednoduchy bindrny klasifikdtor. Cielom
Perceptronu je naucit vahy W tohoto neurénu tak, aby dokazal rozdelit tieto data do dvoch
kategorii.

Nevyhodou perceptronu je, ze dokaze rozdelit iba linedrne separovatelné data. V re-
alnych problémoch nadm cCasto ale binarny klasifikdtor nestac¢i. Preto sa v praxi vyuziva
prepojenie viacerych neurénov. Kolekcie neurénov, ktoré su spojené v acyklickom grafe
sa nazyvaju neurénové siete. V modeloch neurénovych sieti, si neurény usporiadavané
do vrstiev. V klasickych NN je najbeznejSou vrstvou plneprepojend vrstva (angl. fully-
connected), v ktorej st neurény medzi dvoma susednymi vrstvami plne parovo prepojené,
ale v rdmci jednej vrstvy medzi sebou nemaja ziadne prepojenia. Na obrazku 3.2 mdézeme
vidiet priklad NN. Takuto sief oznacujeme ako doprednil, kedze neurény Siria signal teda
vstup jedinym smerom na vystup. V skutocnosti sa signdl nemusi sirit iba dopredne, ale
mozu existovat v sieti aj spatné prepojenia medzi neurénmi pripadne celymi vrstvami.
Vtedy hovorime o rekurentnych sietach [17].

Skrytd
vratva
Vatupni Vystupnd
yratya yTalva

Vstupy Vystpy

Obr. 3.2: Ukazka neurdénovej siete. Prevzaté z [10].
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Neurénova siet oproti Perceptronu dokéaze klasifikaciu do viacerych kategorii elegantne
vyriesit zavedenim vystupnej vrstvy s neurénmi o pocte C, kde C' odpoveda poctu tried,
do ktorych chceme déata separovat. Majme neurénovu siet kde vahy siete oznacime ako
W. Nech vystup z poslednej skrytej vrstvy oznacime ako h. Vystupna vrstva potom robi
softmax klasifikaciu, niekedy oznacovanu aj ako multinomialnu logistick regresiu. Pravde-
podobnost, ze dany vstup x patri do kategorie ¢ je dand predpisom:

ehW,c (z)

C
Zj:l eMwe(z)
Softmax klasifikdcia alebo softmax vrstva v podstate normalizuje vystupy jednotlivych
neurénov tak aby odpovedali pravdepodobnostiam.

ply = clz, W) = (3.5)

Konvolu¢né neurénové siete Konvoluéné neurdénové siete sa pouzivaju pre spracovanie
dat, ktoré maju topolégiu podobni mriezke. Svoje vyuzitie nachadzaji predovsetkym pri
spracovani obrazu, kedze maji neurény v troch rozmeroch a to sirka, dizka a hibka. Na
vytvorenie architektiry CNN sa pouzivaji prevazne tri typy vrstiev (angl. layers).

e Convolutional layer - pozostava zo siuboru filtrov, ktoré su schopné sa ucit. Kazdy
filter je priestorovo maly (pozdfi vysky a Sirky), ale prechddza cez celt hibku vstup-
ného objemu (konkrétne u RGB obrazu cez vSetky 3 kandly farieb). Pri postvani
filtra cez sirku a vysku vstupného objemu vytvorime dvojrozmernd aktivaé¢nii mapu,
ktora definuje hodnotu tohto filtra v kazdej priestorovej polohe. Siet teda naudi filtre,
aby sa aktivovali, ked vidia konkrétny typ vizualne prvku ako napriklad hranu alebo
skvrnu farby.

Vystupny objem neurénov danej vrstvy je zavisly na vstupe a 3 hyperparameroch:
hibke (v tomto pripade hibka reprezentuje pocet filtrov, ktoré chceme pouzit, kazdy
sa uéi hladat iné priznaky na vstupe), kroku (urcuje, o kolko pixelov sa filter po-
suva v kazdom kroku prechodu) a nulovymi okrajmi (angl. zero-padding). Ak velkost
vstupného objemu oznac¢ime W, velkost vnimavého pola neurénov F', krok S a nulové
okraje P, velkost vystupného objemu urcime ako:

(W —F+2P)/S+1 (3.6)

e Pooling layer - je zvykom vkladat pooling vrstvu medzi jednotlivé konvoluéné vrstvy.
Ulohou pooling vrstvy je znizovanie priestorovej velkosti a tym aj po¢tu parametrov
a vypocetnej nadrocnosti. Taktiez sa pouziva ako opatrenie proti pretrénovaniu.V pri-
tomnosti sa na redukciu prevazne vyuziva metéda max poolingu.

e Fully-connected layer - vyskytuje sa aj v klasickych NN. Vrstva, kde st neurény
medzi dvoma susednymi vrstvami plne parovo prepojené, ale v ramci jednej vrstvy
medzi sebou nemajui Ziadne prepojenia [15].

e Dropout layer - jednd sa vstvu, ktora sa pouziva na znizZenie rizika pretrénovania.
Vyuziva sa medzi plneprepojenymi vrtsvami, ale taktiez aj po pooling vrstve medzi
jednotlivymi konvoluénymi vrstvami.
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Najznamejsie architektary

e LeNet - Ide o prvi uspesni aplikiciu neuronovych sieti. Bola vyvinuta v devétdesia-
tych rokoch minulého storocia a pouzivana na rozpoznavanie ¢islic.

e AlexNet - prva architektura, ktord vyrazne spopularizovala pouzitie konvolu¢nych
neurénovych sieti. Architektira je podobna LeNet sieti, akurat je vécsia, hlbsia a
aspesne pouziva viacero konvoluénych vrstiev za sebou, bez pouzitia pooling vrstvy.

e ZFNet - jednd sa o vylepsenie AlexNetu, predovsetkym rozsirenim strednych konvo-
luénych vrstiev a zmensenim rozmerov filtra a velkosti kroku v prvej vrstve.

e GoogLeNet - Hlavny prinos je vo vynajdeni pociato¢ného modulu, ktory vyrazne
redukuje pocet parametrov v sieti.

e VGGNet - ukazuje, ze hibka siete je kritickym komponentom pre dosiahnutie dob-
rych vysledkov [15].

3.6 Detekcia objektov

Detekcia je komplexnejsi problém ako klasifikdcia, ktora tiez rozpoznava objekty, ale neho-
vori presne o tom, kde je objekt umiestneny v obraze, teda nebude fungovat pre obrazky,
ktoré obsahuju viac ako jeden objekt.

Detekcia objektu v obraze pozostava z rozpoznania objektu a jeho nasledného najdenia
v obraze. Existujtice metody riesia problém detekcie jeho preformulovanim na klasifikac¢ny
problém, kde sa ako prvy krok natrénuje klasifikator, ktory sa v priebehu detekcie spusta
na viaceré oblasti vstupného obrazu pomocou zvoleného pristupu [20].

3.6.1 Sliding window

Ide o vypoétovo naroéni metédu, ktord vyuziva velky pocet okien (rddovo az 10%), kde
by sa principidlne mohol nachddzat objekt, ktory sa snazime detekovat. Postupne skenuje
vstupny obraz pomocou okna, ktoré sa postiva a meni svoju velkost. Nad kazdym oknom
spusta klasifikator, pomocou ktorého sa snazime detekovat objekt. Prislusné prace venujtce
sa tejto problematike zvySuju vykonnost pomocou vytvarania sofistikovanejsich klasifika-
torov. Tento model dosahuje pomerne vysoku presnost, avsak detekény proces je zvycajne
prili§ pomaly na vyuzitie tohto pristupu pre detekciu objektov v redlnom case [20].

3.6.2 Region proposals

Namiesto detekovania objektu vo vsSetkych moznych oknéch tento pristup sa zameriava
na vyber kandidatnych okien pomocou proposal detect metéd. Prvy model, ktory bol po-
uzity v neurénovych siefach na zdklade tohto pristupu bol Region-based CNN (R-CNN).
Tento model vytvara okolo 2000 potencidlnych ohrani¢ujicich boxov, ktoré vyberie metédou
selektivneho vyhladdvania. Vybrané oblasti zakresli do obrazu, ktory nasledne predé vykon-
nému klasifikdtoru na baze konvoluénej neurénovej siete. Klasifikator nasledne vyextrahuje
priznaky a ohodnoti jednotlivé oblasti pomocou SVM, upravi ohrani¢ujice boxy pomocou
linedrneho modelu a eliminuje duplicitné detekcie prostrednictvom non-maz suppression.
Dosahuje rychlost detekcie na dobre znamej PASCAL-VOC priblizne 40 s/obrazok.
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Tento model bol prekonany vynajdenim nového modelu Fast R-CNN. Hlavnym tcelom
tejto siete je zrychlenie detekcie. Kedze predchadzajici model vytvaral okolo 2000 oblasti,
dochadzalo k prekryvaniu oblasti a s tym spojenym opakovanym vypoctom. Tento model
to riesi pomocou techniky Region of Interest Pooling. Taktiez dochadza k zjednoduseniu mo-
delu. R-CNN obsahuje osobitné moduly pre extrakciu priznakov, klasifikaciu a ohranicenie,
Fast R-CNN to zvldda v rdmci jednej siete. Fast R-CNN dosahuje rychlost 2 s/obrézok.

Najnovsim modelom na béze R-CNN je momentalne Faster R-CNN. Model nahradza
selektivne vyhladavanie. Je tvoreny jednou hlbokou neurénovou siefou. Mapa priznakov,
ktora je tvorena CNN je pouzitd na predikovanie oblasti. Dosiahlo sa to pridanim fully-
connected vrstvy za konvolu¢ni siet, ¢im vznikd Region Proposal Network. Funguje na
baze posuvného okna, ktoré pracuje nad mapou priznakov. Faster R-CNN zlepsuje vypocet,
pristup k datam a vyuzitie disku realizované R-CNN. Faster R-CNN dosahuje rychlost 140
ms/obréazok [20].

3.6.3 YOLO

You only look once (YOLO), je neurénova siet zamerand na detekciu objektov v redlnom
case. YOLO predstavuje tuplne iny detekény pristup ako predchadzajice. Na rozdiel on
natrénovania klasifikatora, ktory je potom v krokoch pouzivany na detekciu v réznych
castiach obrazu, YOLO vykonava cely akt v jednom kroku. Taktiez spracuvava vsetky
objekty zaroven, a tak dosahuje vynikajicu rychlost pri zachovani relativne dobrej presnosti.

Vstupny obraz je rozdeleny na mriezku o velkosti SxS. Jeden prvok tejto mriezky sa
nazyva bunka. Kazda bunka rozdeleného obrazu je zodpovedna za predpovedanie piatich
ohranicujucich boxov. YOLO tiez vygeneruje skore dévery, ktoré nam ukaze, aké si je isté,
ze predpovedané ohranicujice boxy skutoc¢ne obklopuji nejaky objekt. Toto skére nehovori
ni¢ o tom, aky typ objektu je v boxe, vypoveda len o tom ¢i je dany tvar boxu dobry. Moze
to vyzerat priblizne ako na obrazku 3.3.
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Obr. 3.3: Ukédzka tvorby ohrani¢ujicich boxov. Prevzaté z [9].

Pretoze mriezka je o velkosti SxS méame dokopy S? buniek, a kazd4 bunka predpoveda
pit ohrani¢ujicich boxov, skonéime spolu s 552 ohrani¢ujiicimi boxami. Ukazuje sa, ze vic-
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sina tychto boxov bude maft velmi nizke skére dovery, takze iba boxy, ktorych konecné skére
je vyssie ako nami stanoveny prah (angl. treshhold), budi povazované za detekované objekty
[9]. Pre kazdy ohranic¢ujici box bunka taktiez urcuje aj triedu objektu.

Dnes existuje viacero variant YOLO sieti, ako napriklad Yolov2, Yolov3, Tiny Yolo.

3.6.4 SSD

Ide o doprednti NN. Prvé vrstvy modelu st zalozené na architektire VGG16. Za nimi
nasleduje podpornd siet, ktora zaistuje detekciu. Na predchddzajicu cast je napojena kon-
voluénymi vrstvami, ktoré postupne znizuja velkost. Detekény model tak moéze predikovat
nad viacerymi vrstvami, ¢im sa odliSuje od YOLO siete, ktora pracuje iba s jednou vrstvou
priznakov.

3.7 Nastroje

3.7.1 NumPy a SciPy

SciPy je opensource softvér pre matematiku a vedu. Jednym zo zédkladnych balickov ktoré
obsahuje je NumPy. Numeric Python, alebo NumPy je balik rozsireni pre jazyk Python.
Umoznuje pracovat s viacrozmernymi objektmi, ako napriklad multidimenzionalne polia

[13].

3.7.2 Scikit-learn

Scikit-learn je volne dostupné softvérova knizica pre strojové ucenie v programovacom ja-
zyku Python. Obsahuje rozne klasifikacné, regresné a zhlukovacie algoritmy. Spolupracuje
s kniznicami NumPy a SciPy. Je pisana primarne v jazyku Python, ale ndjdu sa aj algo-
ritmy, ktoré si z dévodu dosiahnutia lepsieho vykonu implementované v jazyku CPython

[23].

3.7.3 OpenCV

OpenCV je pod BSD licenciou, ¢ize je zadarmo pre komercné aj akademické ucely. Je to
rozhranie pre jazyky ako Java, Python C a C++ s podporou platforiem I0S, Android, Mac
a Windows. Bolo navrhnuté pre vypoctovua efektivnost pri klasifikacii so silnym zameranim
na aplikdcie v redlnom ¢ase vyuzivané v komerénych produktoch [3].

3.7.4 TensorFlow

TensorFlow je open source softvérova kniznica, ktord sa vyuziva pre numerické vypocty,
ktoré sa realizované pomocou datovych vyvojovych diagramov, kde hranami su v grafe
reprezentované multidimenzionédlne polia (angl. tensors) a uzlami rozlicné matematické
operacie. Flexibilnd architektira umoznuje jednoduché nasadenie a realizovanie vypoctov
na rozliénych platformach, ako aj vyuzitie viacerych CPU (angl. central processing unit)
a GPU (angl. graphics processing unit). Kniznica bola vytvorena pre podporu strojového
ucenia a hlbokého ucenia. Numerické vypoctové jadro je dostatocne flexibilné a pouziva
sa v mnohych inych vedeckych oblastiach [2].
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3.7.5 Theano

Jednd sa o specializovanid kniznicu v jazyku Python, ktora umoznuje definovat, optimalizo-
vat a efektivne vyhodnocovat matematické vyrazy, zahinajic aj multidimenzionalne polia.
Spolupracuje s kniznicou NumPy. Theano poskytuje moznosti vypoc¢tu na CPU, ale aj
na GPU (pomocou NVIDIA CUDA) a to bez zmeny zdrojového kédu. V pripade pozitia
GPU je nutné este pridat kniznicu cuDNN (vysoko vykonna kniznica pre strojové ucenie,
ktora obsahuje funkcionalitu vyuzivanu hlbokymi neurénovymi sietami a poskytuje opti-
malizované verzie funkcii ako napriklad konvolucia) [31].

3.7.6 Keras

Kvoli vysokej miere vSeobecnosti kniznic ako TensorFlow alebo Theano, je tvorba neuréno-
vych siet{ komplikovanym, zdlhavym a ndroénym procesom. Z tohto dévodu bolo vyvinuté
v jazyku Python rozhranie, ktorého hlavnou tlohou je tento proces vyrazne zjednodusit
a zrychlit. Toto rozhranie sa nazyva Keras. Ako svoj backend vyuziva kniznicu TensorF-
low, popripade je moznost pouzit aj Theano alebo CNNK. Sice sa snazi o zjednodusenie
procesu implementacie, ale zaroven si zachoviva modularitu, vdaka ¢omu je mozné modely
neurénovych sieti prisposobovat podla potreby [5].

3.7.7 Darknet

Jednd sa o opensource rozhranie pre tvorbu neurénovych sieti. Je napisané v jazyku C.
Medzi hlavné vyhody patri jeho rychlost, jednoduché pouzivanie a jednoducha instalacia.
Taktiez obsahuje podporu pre vypocty realizované nielen na CPU ale aj na GPU [25].

3.7.8 Calffe

Caffe je prostredie pre hibkové ucenie, ktoré bolo pri vivoji zamerané na rychlost a modu-
laritu. Toto prostredie je vyvijané ¢isto v C4+4/CUDA a poskytuje rozhranie pre Python
a MATLAB cez prikazovy riadkok. Filozofiou tohto prostredia je pat zékladnych principov:
expresivnost, rychlost, modularita, otvorenost a komunita. Stratégiou pre dosiahnutie ob-
rovskej rychlosti je redukcia problému na nasobenie matic. Momentalne sa jednd o jedno
z najrychlejsich prostredi pre trénovanie neurénovych sieti [12].
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Kapitola 4

Navrh a Implementacia

V tejto kapitole sa budeme venovat navrhom a implementacii konkrétnych modelov detekc-
nych systémov, ktoré sme sa rozhodli v tejto praci zostrojit /naimplementovat. Na zaklade
vyssie uvedenych teoretickych poznatkov sme sa rozhodli zostrojit tri rozdielne modely — je-
den postaveny na béaze vybranej klasickej metédy a dva modely vyuzivajice moznosti kon-
voluénych neurénovych sieti. Pri jednom z CNN modelov sme si ako prioritné kritérium
zvolili presnost detekcie zbrane v obraze, pri druhom rychlost detekcie v redlnom case.
Pri kazdom modeli uvedieme jeho zakladnu charakteristiku, datasety, ktoré boli v ramci
modelu pouzité alebo zostrojené a vybrané Specifikd. Popiseme kreovanie jednotlivych mo-
delov, postupnost krokov, ktoré tieto modely vykonavaju a jednotlivé architekttry, ktoré
vyzivaju.

Prvym krokom vsetkych modelov je ziskanie vstupnych dat, inak povedané datasetu.
Pod pojmom dataset rozumieme sadu obrazkov, ktora je pouzita na trénovanie, validovanie
a testovanie klasifikdtoru a detektoru. Kedze k nasej vedomosti momentalne neexistuju
dostupné datasety, ktoré by obsahovali dlhé zbrane, rozhodli sme sa zamerat pri vSetkych
modeloch na detekciu kratkych zbrani, predovsetkym pistoli. V redlnom zivote je to, ako
bolo spomenuté uz vyssie, Statisticky jasne najcastejSie pouzivany druh strelnych zbrani
s potrebou detekcie, comu zodpovedd mnozstvo a rozsah uz vytvorenych a pristupnych
datasetov.

Kedze hlavnou tdlohou nasej prace je zostrojit systém schopny detekovat zbran bez
specifikacie jazyka a platformy, rozhodli sme sa vyuzit jazyk Python a vytvorit systém
ktory nebude zavisly na platforme, teda bude pouziteIny multiplatformovo.

Trénovanie konvoluénych neurénovych sieti je vSeobecne vypoctovo velmi naro¢né. Nase
konkrétne trénovanie bolo realizované na grafickej karte NVIDIA GeForce 960M s 4GB
pamati.

4.1 Model na baze HOG a SVM

Ako prvy sme sa rozhodli zostrojit model za pomoci vyuzitia klasickych metéd, teda metod,
ktoré nevyuzivaji konvolu¢né neurénové siete. Medzi existujicimi pracami zaoberajicimi
sa touto problematikou sme nenasli ziadnu, ktorej pouzitd metéda by na ziskavanie a popis
priznakov pouzivala HOG transformacie, a zaroven ziadnu stidiu, ktord by nevhodnost
jej aplikovania zdovodnovala. Rozhodli sme sa preto vyuzit prave tento deskriptor. Popis
jednotlivych krokov vykonavanych v ramci prvého modelu mézeme vidiet na grafe 4.1.

22



Ziskané data

Zmena velkosti

Prevod na Sedotdnovy obraz

Testovacie data

Stitkovanie

Y A

(< Fouamoins 3 i

Obr. 4.1: Model ¢. 1: Sekvencia krokov

Pre tento model sme sa rozhodli vyuzit dataset dostupny z prace [26], vytvoreny pre pri-
stup s vyuzitim posuvného okna. Obsahuje dokopy 9 857 obréazkov, ktoré su rozdelené
do 102 tried. Trieda AAAPistol obsahuje 795 obrazkov kratkych zbrani predovsetkym pis-
toli. Zvysné triedy obsahuju obrazky inych objektov odlisnych od zbrani.

Data nacitané z datasetu rozdelime do dvoch tried. Triedu ¢o zbrane obsahuje a t1,
¢o nie. Vstupné data nésledne predspracujeme tym, zZe ich pretransformujeme na rovnaki
velkost a prevedieme do grayscale reprezentécie.

Nasleduje faza extrakcie priznakov, na ktort pouzijeme uz vyssie spominany Histogram
of Oriented Gradients. Vysledné pole priznakov, ktoré je vystupom HOG-u nésledne po-
sleme na vstup SVM klasifikdtoru. Nauceny klasifikator nasledne vyuzijeme pri postupne;j
detekcii zbrane v obraze posuvnym oknom.

4.1.1 Implementacia modelu na baze HOG a SVM

Tento model aplikuje bindrnu klasifikdciu a kedze uz vyssie spominany dataset, ktory vy-
uzivame, obsahuje objekty rozdelené do 102 tried, musime tieto data rozdelit do 2 tried.
Preto sme naimplementovali skript create one_ class.py, ktory obrazky objektov, ktoré nie
st zbran presunie do jedného priec¢inka no_weapon. Vysledny pocet nasledne zredukujeme,
aby odpovedal priblizne objemu triedy zbran.

Zdrojovy text vytvoreného klasifikdtoru tohto modelu sa nachadza v modell _train.py.
Pri implementacii vyuzivame framework-y keras, skimage a sklearn. Pre nacitanie vstup-
nych dat a apravu ich velkosti vyuzivame metdédu load_img z kniznice preprocessing, ktort
poskytuje Keras. Velkost vstupnych dat sme transformovali na velkost 128x128. Nasledne
pomocou metddy rgb2gray kniznice color (skimage) prevedieme obrézky na Sedoténové.
V dalsom kroku vytvorime pole label-ov pre vstupné data a pole deskriptorov pre vsetky
vstupné obrazky. K tomu vyuzijeme hog metédy (sklearn). Pre klasifikdciu vyuzivame triedu
SVC kniznice sum (sklearn), ¢im vznikne objekt klasifikdtoru, ktory natrénujeme pomocou
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met6dy fit, (vyzaduje pole priznakov a labelov-ov). Vysledny klasifikdtor ukladdme pomo-
cou triedy joblib (sklearn).

V modell__predict__test.ty testujeme pomocou metddy predict (sklearn) spesnost klasi-
fikatoru, kde k vyhodnoteniu pouzivame average precision, ktorej sa podrobnejsie venujeme
v kapitole 5. Tento vypocet implementujeme pomocou volania metédy average precision-
__score (sklearn).

Vysledna detekcia je implementovand v modell detect.py.Pri implementacii pristupu
posuvného okna sme sa rozhodli, ze namiesto zmien velkosti okna, ktord je typickd pre
tento pristup budeme menit velkost prehladdvaného obrazu a velkost okna tak ostane fixna.
Pre lepsiu ilustraciu spatne dopocitavame zmenu velkosti okna a cely priebeh detekcie je
tak zobrazeny v obrazku povodnej velkosti kde sa meni préave velkost tohto okna. Pre ulo-
Zenie a pracu s roznymi velkostami obrazka vyuzivame tzv. model obrazovych pyramid.
Je to vlastne viaciroviiova reprezentacia obrazu. V spodnej vrstve sa nachéddza origindlna
velkost obrazu a v kazdej dalSej zmensenina toho pévodného, az kym nedosiahneme ur-
¢ent minimalnu velkost. Tento pyramidovy model je zostrojeny volanim pyramid__gaussian
rozhrania skimage.

4.2 Model na baze CNN a posuvného okna

Toto riesenie problematiky sa zameriava na vyuzitie konvoluénych neurénovych sieti pri
klasifikacii objektov. V tomto konkrétnom modeli sme si ako prioritny ciel urcili dspesnost
detekcie zbrane zo Statistického hladiska. Zaroven sme pre lepsie dosiahnutie zvoleného
ciela, nadobudnutie praktickych skiisenosti a moznost porovnania vysledkov zvolili ako kla-
sifikator pouzitie dvoch réznych architektir — jednej, ktorej architektiiru sme sami vhodne
navrhli a nasledne ju natrénovali a druhej na baze architekttiry VGG16 vynédjdenej v roku
2014, kde sme kvoli robustnosti siete pri trénovani pouzili vahy predtrénovaného modelu,
ktoré sme doladili dotrénovanim tak, aby siet vyhovovala nasmu zadaniu (klasifikovala
zbrane). Celi postupnost krokov, vykondvanych pri zostrojovani modelu moézeme nézorne
vidiet na grafe 4.2.
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Obr. 4.2: Model ¢. 2: Sekvencia krokov
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Poradie | Typ vrstvy | Filtre | Velkost | Krok Vstup Vystup
1 konvolu¢na 32 3x3 1 64x64x3 64x64x32
2 maxpool 2x2 2 64x64x32 | 32x32x32
3 konvolu¢na 64 3x3 1 32x32x32 | 32x32x64
4 maxpool 2x2 2 32x32x64 | 16x16x64
) konvolucéna 128 3x3 1 16x16x64 | 16x16x128
6 maxpool 2x2 2 16x16x128 | 8x8x128

Tabulka 4.1: Parametre vrstiev

Ako vstupné data sme pouzili rovnaky dataset, ako bol pouzity v navrhu prvého modelu.
Kedze tento dataset obsahuje velké mnozstvo obrézkov s bielym pozadim, a my tentokrat
nebudeme obrazky prevadzat na sedoténové, rozhodli sme sa dataset rozsirit z dévodu
vyssej generalizidcie modelu o obrazky z inym pozadim ako biele. K tomu sme vyzili data
dostupné na stranke [1]. Vhodné data boli manudlne vyseparované v primeranom rozsahu
a nasledne sme nimi rozsirili povodny dataset do pozadovanej Struktiry obsahu a poctu.

Data boli nasledne rozdelené na trénovacie, valida¢né a testovacie a boli prevedené na
zhodnt velkost o¢akdvani na vstupe CNN. Trénovacie a validacné data vyuzijeme pri tré-
novani konvolu¢nej neurénovej siete a testovacie pre nasledné urcenie kvality klasifikacného
modelu. Pre lepsie vysledky vysledného klasifikdtora sme pouzili augmentaciu dat na tré-
novacie déta.

Ako Kklasifikdtor sme vyskuasali z dovodov uvedenych v tvode odstavca pouzitie dvoch
rozdielnych architektir. Prvii sme sa rozhodli navrhntut a natrénovat sami. Mo6zeme ju
vidiet na 4.3. Pozostava z troch konvoluénych a troch max pool vrstiev. Ako aktivacnd
funkcia je pouzitd ReLu. Pre zvysenie generalizdcie modelu vyuzivame aj dropout vrstvy.
Kedze dropout vrstvy sa obvykle vkladaji po max pool vrstvach, ktoré sa nachadzaju
medzi konvoluénymi vrstvami, vlozili sme ich tam aj my. Hodnotu tychto dropout vrstiev
sme nastavili na 0,2. Taktiez sme vlozili jednu dropout vrstvu medzi plne prepojené vrstvy,
tentokrat s hodnotou 0,5. Hodnoty, ako velkost kroku, pocet filtrov a velkost rdmcov, si pre
pouzité max pool konvolu¢né vrstvy zaznamenané v 4.1. Pri tvorbe tohto ndvrhu sme
postupovali podla odportcani pre tvorbu CNN v [15].

Ako druhi architektiru sme sa rozhodli pouzit VGG16. Je zachytend na obrazku 4.4.
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Obr. 4.3: architektira CNN

Poslednym krokom tejto metédy je vyuzitie natrénovaného klasifikatora a pristupu po-
suvného okna pre detekciu zbrane v obrazkoch. Kedze klasifikator na baze CNN vyzaduje
fixnu velkost vstupného obrazu a nie je znama velkost zbrane v pomere k velkosti obrazku,

bolo potrebné tento aspekt osetrif. Rozhodli sme pouzit obdobny pristup ako v modele na
baze HOG a SVM.
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Obr. 4.4: architektira VGG16 [24]

4.2.1 Implementacia modelu na baze CNN a posuvného okna

Pri implementacii neurénovych sieti vyuzivame rozhranie Keras. Pri oboch klasifikato-
roch vyuzivame sekvencny model Kerasu, ktory umoznuje tvorbu siete ukladanim jed-
notlivych vrstiev za sebou. Pre nacitanie a augmentaciu vstupnych dat vyuzivame triedu
ImageDataGenerator kniznice Preprocessing. Data st nacitavané metédou tejto triedy
flow__from__directory. Pre rozdelenie dat na trénovacie a valida¢né (popripade testovacie)
sme naimplementovali skript split_training data.py. Pre nakonfigurovanie trénovania sme
pouzili metédu compile triedy model. Vysledné trénovanie, ulozenie a nasledné nacitanie
klasifikdtoru prebieha pomocou metdd fit, load a save tej istej triedy. Pri vytvarani modelu
sme sa taktiez zamerali na vplyv poctu tried, ktoré klasifikdtor rozoznava pri vyslednej de-
tekcii. Rozhodli sme sa preto vytvorit pre obe architektury siete, ktoré klasifikuja do 2 tried,
a t1, ktorad vykazovala lepsie vysledky nédsledne preimplementovat na pouzitie pri klasifikacii
do 102 tried.

Pri implementécii uz vyssie spominanej VGG16 konvoluénej neurénovej siete sme pouzili
triedu VGG16 kniznice Applications, ktord nacita architektiiru celej siete a vahy predtréno-
vané na datasete Imagenet. Nastavenim atributu trainable pre jednotlivé vrstvy pozastavime
trénovanie vSetkych vrstiev, ktoré slizia na extrakciu nizkoiroviovych priznakov (ako farba
alebo tvar), teda vSetkych okrem poslednych troch konvoluénych vrstiev. Nésledne priddme
na koniec modelu dve plne prepojené vrstvy. Prvii s poctom filtrov 1024 a druhi s poctom
filtrov, ktory sa rovnd poc¢tu tried, medzi ktorymi chceme vediet klasifikovat (teda 2 alebo
102).

Trénovanie modelov na klasifikdciu do dvoch tried je naimplementované v siboroch mo-
del2 2 classes 3 conv__classifier.py a model2_2_classes  VGG16__classifier.py. Ich na-
sledné testovanie prebieha pomocou zdrojového stboru model2 2 classes prediction.py.
Average precision je pocitand obdobne ako v modeli na baze HOG a SVM. Model, ktory im-
plementuje trénovanie klasifikatora klasifikujiceho do 102 tried sa nachadza v model2 102-
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_ classes__classifier.py. Pre testovanie klasifikdtora bol zostrojeny model2 102 classes pre-
diction.py a vysledna detekcia je naimplementovand v model2__102_classes detection.py.
Predikcia triedy prebieha pomocou metédy predict (Keras), ktord vsak narozdiel od me-
tody rovnakého mena rozhrania sklearn vracia pole pravdepodobnosti pre jednotlivé triedy.
Preto je mozné pri detekcii nastavovat prah.

4.3 Model na baze Tiny Yolov3

Prioritnym cielom tohto modelu nebola na rozdiel od predchéddzajiceho ¢o najvyssia tispes-
nost detekcie. Bol zostrojeny zo zdmerom dosiahnut detekciu zbrane v redlnom case. Ne-
zanedbatelnym parametrom pri vybere vhodného nastroja bolo aj ¢asové hladisko a limity
dostupného hardvéru. Po zvazeni moznosti sme sa rozhodli pouzit neurénovt siet Yolov3,
konkrétne jej Tiny verziu, ktord nedosahuje az taka presnost, ale je pomerne mald a vzhla-
dom k nasim vypoc¢tovym moznostiam relativne natrénovatelnd. Architektira tejto siete je
zobrazend v tabulke 4.2. Ako vstuné déta sme v tomto pripade pouzili dataset z prace [20]
urceny pre ich implementaciu R-CNN. Obsahuje 3000 obrazkov zbrani v réznych scénach.

Poradie | Typ vrstvy | Filtre | Velkost | Krok Vstup Vystup

1 konvoluéna 16 3x3 1 416x416x3 | 416x416x16
2 maxpool 2x2 2 416x416x16 | 208x208x16
3 konvolucna 32 3x3 1 208x208x16 | 208x208x32
4 maxpool 2x2 2 208x208x32 | 104x104x32
5 konvolucéna 64 3x3 1 104x104x32 | 104x104x64
6 maxpool 2x2 2 104x104x64 | 52x52x64
7 konvolu¢na 128 3x3 1 52x52x64 52x52x128
8 maxpool 2x2 2 52x52x128 | 26x26x128
9 konvolu¢na 256 3x3 1 26x26x128 | 26x26x256
10 maxpool 2x2 2 26x26x256 | 13x13x256
11 konvolu¢na 512 3x3 1 13x13x256 13x13x512
12 maxpool 2x2 2 13x13x512 | 13x13x512
13 konvolucéna 1024 3x3 1 13x13x512 | 13x13x1024
14 konvoluéna 256 1x1 1 13x13x1024 | 13x13x256
15 konvolucna 512 3x3 1 13x13x256 13x13x512
16 konvoluéna 18 1x1 1 13x13x512 13x13x18
17 yolo

18 route

19 konvolu¢na 128 1x1 1 13x13x256 | 13x13x128
20 upsample 2x 13x13x128 26x26x128
21 route

22 konvolu¢na 256 3x3 1 26x26x384 | 26x26x256
23 konvoluéna 18 1x1 1 26x26x256 26x26x18
24 yolo

Tabulka 4.2: Architektutra Tiny Yolov3 modelu
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4.3.1 Implementacia modelu na baze Tiny Yolov3

Pri tomto modele sme pouzili rozhranie Darknet. Zo vstupného datasetu sme vybrali 1000
obrazkov, ku ktorym sme vytvorili anotdaciu pomocou BBox Label Tool-u. Forma zapisu
tohto programu je zobrazend na 4.5. Prvy tudaj zodpovedd triede objektu, ktory dany box
ohranicuje. Nasleduju dvojice celych ¢cisel, ktoré udavaju poziciu pravého horného a lavého
dolného rohu.

class num x_min y min x max y max
1 355 217 714 4?1|

Obr. 4.5: BBox Label Tool anotacia

Darknet vsak pristupuje odlisSne. Namiesto pevnych siradnic pouziva pomery viz. 4.6.
Vyznam prvého tudaju ostava nezmeneny. Nasledujica dvojica udédva lavy horny roh ob-
razku. Hodnota odpoveda pomeru z stradnice k sirke obriazku a y stradnice k vyske ob-
razku. Posledna dvojica udava velkost ramceka a pocita sa ako pomer sirky ramceka k sirke
obrizka a vysky ramceka k vyske obrazka. Vyhoda tejto anotécie je, ze v pripade zmeny
velkosti obrazka ostéva stale platnd. Na prevod sme pouzili skript dostupny na [21], ktory
napisal Guanghan Ning.

class_num box x ratio box y ratio box width ratio box_height ratio
1 8.65686 ©.235678 0.984321 8.2356787

Obr. 4.6: Darknet notacia

Po anotacii dat sme pouzili skript dostupny na [32] ktory vytvori dva textové stibory,
train.txt a test.tzt, ktoré obsahuju ndzvy trénovacich a testovacich dat. Pomer rozdelenia
d4t sme nechali v povodnom nastaveni teda 10% pre testovanie.

Nasledne boli vytvorené subory obj.data, obj.names a yolo-obj. Na 4.7 moézme vidiet
obsah siboru obj.data. Urcuje kolko tried sa ma siet naucit rozpoznavat, cestu k siborom

classes= 1
train = train.txt

valid test.txt

names = obj.names

backup = backup/

Obr. 4.7: Obsah stboru obj.data

train.tzt, test.trt a obj.names, a miesto kde sa maju ukladat vysledky trénovania. Stbor
obj.names obsahuje nazvy tried, v nasom pripade iba triedu weapon. Stibor yolo-obj ob-
sahuje architektiru siete ktori budeme trénovat (Tiny Yolov3), a jej konfiguraciu. Blizsia
specifikdcia v 5.
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4.4 Suhrn

V tejto kapitole sme sa venovali konkrétnym modelom detekénych systémov, ktoré sme zo-
strojili/naimplementovali a ich ndvrhom a implementécii. Vytvorili sme tri rozdielne modely,
pri ktorych sme popisali ich funkcionalitu a ako bola tato funkcionalita implementovana.
Dalej sme uviedli datasety, ktoré boli v rdmci modelu pouzité alebo zostrojené. V dalsej
kapitole sa budeme venovat vysledkom, ktoré tieto detekéné systémy dosiahli.
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Kapitola 5

Experimenty a vysledky

5.1 Model na baze HOG a SVM

5.1.1 Metodika vyhodnocovania uspesnosti klasifikacie a detekcie

Pre vyhodnocovanie tUspesnosti klasifikiacie tohto modelu pouzijeme, tak ako aj pri ostat-
nych modeloch, average precision. Tito hodnotu urc¢ime spracovanim dat ziskanych pouzi-
tim klasifikatora na testovaci dataset. Pre vyhodnocovanie detekcie budeme vyuzivat dve
metriky, precision a recall. Vypocitame ich ako:

TruePositives (5.1)

precision = — —
TruePositives + FalsePositives

I TruePositives (5.2)
recall = .
TruePositives + FalseNegatives

Zbran budeme povazovat za detekovani v pripade, Ze jej obsah bude tvorit viac ako 50%
okna a okno bude obsahovat aspoil 80% obsahu zbrane.

5.1.2 Trénovanie

Potrebovali sme vybrat vhodné nastavenie parametrov HOG deskriptoru, a tiez najvy-
hovujicejsiu jadrova funkciu SVM klasifikdtoru. Na obrazku 5.1 moézeme vidiet rozdiel
pri rozdeleni uhlu 360°, na 6 (vpravo) kanédlov a 8 kandlov (v strede).

Obr. 5.1: HOG deskriptor zbrane
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Po zohladneni ziskanych dat sme zvolili 6 kanalov a bloky o velkosti 16x16 pixelov, kde
kazdy blok obsahuje prave 1 bunku. Jadrova funkciu sme vyberali z tychto funkcii: linear,
poly, rbf, sigmoid a precomputed. Najlepsie vysledky klasifikitoru sme dosiahli pouzitim
jadrovej funkcie rbf.

5.1.3 Vyhodnotenie

Vysledna average precision na testovacich datach klasifikdtoru dosahovala 98,97%. Zdro-
jové obrazky datasetu pouzitého pri testovani zobrazovali zbrane ako selektivne objekty,
teda s uniformnym pozadim a bez pritomnosti ¢ohokolvek iného v obraze. Pre detekciu sme
ako vstupné déta pouzili redlne (filmové) scény, kde sa nachddzali osoby drziace zbramn. Aj
ked model bol schopny vo faze testovania pozitivne klasifikovat s vysokou mierou pravde-
podobnosti, nedosahoval ziadané vysledky pri detekcii. Vykazoval totiz vysoku mieru false
negativov, hlavne v pozadi scén, ako je napriklad obloha. Zbran bol schopny detekovat
najmé podla oblasti sptste, ktord sa vSak pri zbrani, ktord drzi ruka nenachddza v takom
tvare, aky detektor hladal. Toto zistenie povazujeme za klticovy dovod, preco tento model
nedetekoval zbran drzand rukou.V pouzitom datasete s obrazmi z filmov bol podiel tych
s pozadim a tych s so zbranou v ruku zakonite dominantny, ¢o s ohladom na vyssie uvedené
viedlo k vysledku, ze pocet spravnych detekcii bol velmi nizky a hodnoty recall a precision
boli hodnoty blizke nule. Ak sme ako vstupné data pre detekciu pouzili obrazky obsahujice
zbran, ktord nebola drzand, a bol vidiet cely jej tvar, pocet true pozitivov sa zvysil, pocet
false negativov ale ostal stale vysoky. Presicion sa tak stale pohybovala na velmi nizkych
hodnotéch. Recall hodnota sa zlepgila a dosahovala troven 30%, ¢o vSak stdle podla nsho
nazoru nebol uspokojivy vysledok.

Nepodarilo sa nam najst ziadne nastavenie parametrov HOG deskriptora, ktoré by vo fi-
nalnej faze detekcie redlnych obrazov zvoleného datasetu viedlo, alebo sa aspon dostatoc¢ne
priblizovalo k vysledkom, ktoré by sme mohli povazovat za v praxi pouzitelné. Tento model
tak nepovazujeme ako uspesny ani z hladiska detekénych vysledkov, ani z hladiska rychlosti.

5.2 Model na baze Tiny Yolov3

5.2.1 Metodika vyhodnocovania ziskanych dat

Pre vyhodnotenie modelu pouzivame average precision, ktord sa pouziva pri VOC sutazi.
Je vypocitavana z precision/recall krivky. Hodnoty precision a recall sa ur¢ia obdobne ako
pri metéde na baze HOG a SVM. Na urcenie pravdivo pozitivneho vysledku pouzivame
IOU (angl. Intersection over Union) metriku. Ako pravdivo pozitivne berieme tie detekcie,
kde TOU dosahuje aspon hodnotu 0,5. Vypocet IOU mozme vidief zndzorneny na obrazku

=

5.2.

Zo zmienenej krivky je vybranych 11 rovnako vzdialenych recall hodnét [0;0,1;...;1]:
1
AP = — > Pinterp(r) (5.3)
re0;0,1;...;1

kde je precision odpovedajtica dané recall hodnote interpolovana tak, ze ze sa vezme
najvacsia namerand hodnota precision, ktora prekroci r:

Pinterp(r) = maxp(f) (54)

Tr>T

kde p(7) je namerand precision odpovedajuca recall hodnote 7.
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Area of Overlap
loU =

Area of Union

Obr. 5.2: IOU vypocet [32]

5.2.2 Trénovanie Tiny Yolov3

Pri trénovani tohto modelu sme zvolili u¢iaci krok 0,001 z dévodu spravneho nastavenia
vah na zaciatku. Vyhli sme sa tak pripadnej divergencii modelu. Nésledne sme po 100
iteraciach zmenili tento krok na 0,01. Po 2000 iteraciach sme opétf zmenili uciaci krok,
tentokrat na 0,001, aby sa model neuchyloval k lokdlnym minimam namiesto pozadovanych
globalnych. Batch size bola nastavend na hodnotu 64. Celkovo sme vykonali 20000 iterécii.
Zaroven sa pri trénovani pouzila kombinovana chybova funkcia, ktora sa skladd z chyby
podmienenej pravdepodobnosti:

SQ
resposible__obj red ru
Losspzz Z B1]eoPosite o0l fpPred (o) — plruth(c)}2 (5.5)
i cEclasses

oznacuje, ze sa objekt vyskytuje v bunke i. S uddva rozmer mriezky a B
predikovanych ohrani¢eni pre jednotlivé bunky. Dalej sa sklada z chyby pre anchor boz:

kde 17'"esposible_obj
i

S2 B
__ ycord resposible__obj pred obj\2 pred obj\2
Losspor = A" Y _ Y135 (@5 =23 + (™ =)
i g

(! = wil) o+ (R = Y

S?2 B

cord no__resposible__obj pred anchor _center\?2 red anchor _center\2

+Anoobj E E :1@' [(ﬂfij — Ty )*+ (v — i )
(]

_|_(w§7]1'"ed - ?]nchor_default)Q + (hf;ed N h;z;zchor_default)Q] (5.6)

anchor__center

]
a yfjﬂc}w*ce”ter oznac¢uju povodni poziciu stredu bunky a maji hodnotu 0,5. Premenné

anchor__de fault anchor__de fault ’ . cord cord . TN
W a hy; nadobtidaji hodnotu 1. AZ/E® a ACE® prisudzuji vacsi vy-

znam bunkam, ktoré obsahuji pozadovany objekt. Pre bunky ktoré ho obsahuji je hodnota

ible_obj _wr - .o . o , .
kde 137" osible_obj ;nagi j-t§ prediktor ohranicenia pre konkrétnu bunku i. z
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1, pre ostatné 0,1. Poslednou sicastou vypoctu chyby je confidence score[22]:

S? B
__yconf resposible__obj pred . pred truth\2
Lossconfs = )\obj g E L {confl-j — zou(bowij , box;z™")
i g

s? B

conf no__resposible__obj predy \ 2

+Anoobj Z Z 1ij (con i )} (57)
(2]

takze vysledna chybova funkcia sa pocita ako:
Loss = LosScont + L0SSpo, + Loss, (5.8)
5.2.3 Analyza ziskanych vysledkov

Priebeh chybovej funkcie pocas trénovania je mozné vidiet na grafe 5.3.
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Obr. 5.3: Priebeh loss funkcie pri trénovani Tiny Yolov3

Pocas trénovania sme ukladali vahy kazdych 1000 iteracii. Pre kazda vahu sme nasledne
vyhodnotili average precision na testovacich datach. Jednoltivé hodnoty je mozno vidiet
v grafe 5.4. Najvyssiu hodnotou sme dostali pri 19000 iteraciach. Hodnota average precision
bola 32,16%, ¢o je velmi blizko referen¢nej hodnote, ktorti Tiny Yolov3 dosahuje a to 33,1%.
Taktiez je tu predpoklad, ze by sa nami dosiahnutd hodnota pri vysSom pocte iteracii mohla
este zvysit kedze maximéalna hodnota bola namerand pri 20000.

5.3 Model na baze CNN a posuvného okna

5.3.1 Vyber metdédy realizacie experimentu

Pri tomto modeli sme viacero etdp experimentalnej casti realizovali paralelne pre obe ver-
zie zvolenych architektir neurénovych sieti. V obidvoch verzidch sme porovnatelne menili
vstupné parametre v tréningovom procese oboch klasifikdtorov a vyhodnocovali ich vplyv

33



35
20

15 s

‘Average precision [%) |

10

0 3000 10000 15000 20000

Iteration

Obr. 5.4: Average precision pre jednotlivé vihy Tiny Yolov3

na vysledné hodnoty tispesnosti klasifikacie a v dalSej faze detekcie. Od urc¢itého bodu, v kto-
rom sa uspesnost jedného klasifikatora prejavila ako vyrazne vyssia , sme sa aj s ohladom
na vyssie uvadzané vypoctové a casové limity rozhodli findlnu optimalizdciu parametrov
urobif pre Uspesnejsiu verziu. Pre porovnanie vysledkov sme pouzivali hodnoty poctu true
pozitivov, true negativov a false pozitivov. Podrobnejsie je cely proces uvedeny v 5.3.2.

5.3.2 Trénovaci a testovaci proces

Po zostrojeni oboch verzii zvoleného modelu, teda klasifikdtora na baze troch konvoluénych
vrstiev a klasifikdtora na baze VGG16 sme prikrocili k trénovaniu oboch klasifikatorov. V
stulade s teoretickou pripravou sme testovali vplyv pocétu epoch, velkosti dat pouzitych na
vstupe do siete, optimaliza¢nych funkcii a chybovych funkcii. Pri binarnej klasifikacii siete
na baze 3 konvolu¢nych vrstiev sa ndm najviac osvedcil pocet epoch 80, kde pri VGG16
architekttre ich stacilo 40. Pri vyslednom 102 triednom klasifikatore sme najlepsieho vy-
sledku dosiahli pri zniZeni learning rate-u na 1/10 hodnoty pouzivanej pri sieti na baze
3 konvoluénych vrstiev. Kedze rozmer dat na vstupe do siete by malo byt ¢islo delitelné
dvojkou, idedlne jeho nasobok, a kedze tento rozmer vzhladom na nasu implementaciu ur-
¢uje minimélnu velkost posuvného okna, rozhodli sme sa pouzit vstupné rozmery 64x64
a 128x128. Trosku lepsie klasifikacné vysledky dosahoval vstup o velkosti 128x128, avsak
v niektorych pripadoch to bola prilis velkd pociatocnd velkost posuvného okna, a nedoslo
tak k detekcii malych zbrani (malé obsahovo v pomere voéi obsahu celého obrazku). Vo
vsetkych pripadoch sme ako vystupna funkciu pouzili softmax. V pripade optimalizatorov
sa nam pri architektiire troch konvolu¢nych vrstiev najviac osvedcil adam. Vo VGG16 ar-
chitekture to bol zas rmsprop. Ako loss funkciu sme vzdy vyuzivali binary_crossentropy. Na
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nasledujucich grafoch mézme vidiet hodnoty presnosti a chyby na trénovacich a valida¢nych
datach pocas procesu trénovania. Na grafe 5.5 mdzeme vidiet priebeh trénovania binarneho
klasifikdtora na béaze troch konvolucnych vrstiev. Pri testovani tento klasifikator dosiahol
vysledni average precision 85,71%.

Training Loss and Accuracy on Weapon/Not Weapon

o W\\/\/‘\/\NWM"’V"\
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J
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Obr. 5.5: Priebeh trénovania bindrneho klasifikatora na baze troch konvoluénych vrstiev

Na grafe 5.6 je zobrazeny priebeh trénovania bindrneho klasifikdtoru na baze VGGI6.
Skoky pri validacii st v tomto pripade zapri¢inené malou déavkou valida¢nych dat na konci
epochy, ¢o viedlo k vzniku Statistickej odchylky. Tato verzia modelu dosiahla vysledni
average precision pri klasifikacii na testovacich datach 95,89%.

5.3.3 Finalna etapa a zhodnotenie vysledkov

Obe testované verzie dosiahli vyslednti average precision pri klasifikicii na testovacom da-
tasete v prijatelnom intervale, avsak pri vyslednej detekcii nepreukazovali vhodné vysledky.
Mnozstvo vykazovanych false pozitivov bolo neprijatelne vysoké. Preto sme do modelu
implementovali 102 triednu klasifikaciu, ktora vyslednt pravdepodobnost rozdeluje do via-
cerych tried. Dosledkom je, Ze pri rovnakej hodnote prahu sa vyrazne znizuje mnozstvo
false pozitivov. Kedze binarny klasifikacny model na baze VGG16 dosahoval vyssiu average
precision, rozhodli sme sa vyuzit prave tento model pri tvorbe 102 triedneho klasifikatoru.
Priebeh trénovania moézeme vidiet na grafe 5.7.

Na testovacich détach dosiahol average precision 97,79%. Pri vyslednej detekcii tato
verzia modelu preukazovala ovela lepsie vysledky ako predchadzajtice. Na vzorku 12 scén,
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Obr. 5.6: Priebeh trénovania binarneho klasifikdtora na baze VGG16
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Obr. 5.7: Priebeh trénovania klasifikacie do 102 tried

ktoré dokopy obsahovali 13 zbrani sme experimentalne urcovali hodnotu prahu. Pri hod-
note prahu 0,999 bol pocet true pozitivov 12, true negativov tiez 12, a v jednom pripade
zbran nedetekoval. Pri hodnote prahu 0,9999 ostali hodnoty zachované akurat pocet true
negativov, ¢ize nespravnych detekcii sa znizil na 10. Pri nastaveni prahu na 0,99999 bol
pocet true pozitivov 7 true negativov 2 a zbran nedetekoval v 6 pripadoch.
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Kapitola 6

Zaver

Nebezpecenstvo je stale pritomnou stcastou bezného Tudského zivota. Pozorného citatela
napadne, ze touto myslienkou sme zacali tto bakalarsku priacu. Pravdou je, ze ta4 ivodna
myslienka je predsa len trochu odlisna. Hovorime v nej o bezpec¢nosti a nie o nebezpe-
¢enstve. Ani najlepsi ludsky mozog sa kapacitou a presnostou svojej paméte nevyrovna
moznostiam sticasnej vypoctovej techniky. A cesta k vacsej bezpecnosti vedie cez zniZenie
nebezpecenstva. Pocitace a bezpecnost — tieto dva pojmy boli kostrou zadania tejto baka-
larskej prace — pocitacovej detekcie zbrane v 2D obraze. Tato praca nam priniesla mnozstvo
podnetov a printtila nés ist do hibky v mnohych rovinach. Tykalo sa to podrobnej analyzy
roznych principov detekcie v odlisnych situaciach realneho zivota, postupov spracovania
obrazu, metoéd rozpoznavania objektov, architekttir neurénovych sieti, tvorby a trénovania
klasifikatorov, softvérovych kniznic a dalsich oblasti. Mnohé parcialne poznatky do seba
zapadli a ukazali sivislosti a moznosti, ktoré nam predtym neboli viditelné.

Implementaciou, trénovanim, testovanim a vyhodnocovanim ziskanych dat sme ziskali
skisenosti, ktoré sa nedajui ziskat inak ako konkrétnou experimentilnou pracou a umoznili
nam splnif ciele, ktoré sme si stanovili.

Pri implementéacii klasického modelu s pouzitim HOG-u ako deskriptora sme zistili,
Ze je znacne obtiazne najst takd konfiguraciu parametrov, ktoré by viedli k prijatelnym
vysledkom detekcie obrazov redlnych scén tymto modelom.

Model na baze Tiny Yolov3 naopak potvrdil nas predpoklad, ze je vhodny aj pre detekciu
zbrani tym, Ze sa nam podarilo dosiahnut pri testovani average precision takmer zhodna s
referené¢nou hodnotou modelu.

Posledny model na béaze neurénovych sieti s cielom dostato¢ne percentudlne tspesnej
detekcie plne splnil nase predpoklady. Redlne nameranymi vysledkami sme potvrdili, ze pri
splneni urcitych podmienok je to model schopny detekcie zbrani v 2D obraze s dostato¢nou
mierou pozitivnej i prijatelnou hodnotou falosnej detekcie. Zaroven sme overili predpoklad,
ze predtrénované konvoluéné neurénové siete predstavuju vyrazna vyhodu v situdciach, ked
nedisponujeme dostatkom trénovacich dat. S potencidlnou aplikdciou niektorych vylepseni

V tplnom zavere tejto prace chceme este priniest niekolko dolezitych postrehov. Velmi
podstatnym faktorom, ktory ovplyvnoval dosiahnuté vysledky bol pocet dat v datasete. Ke-
dze neurénové siete pre spravne fungovanie potrebuju vysoky pocet vstupnych dat, prvym
krokom pre ziskanie lepsich vysledkov by malo byt vytvorenie vyrazne vic¢sieho datasetu,
alebo programu, ktory by tento dataset dokazal generovat. Dalsim vylepsenim by s dost
znacnou pravdepodobnostou mohlo byt vyuzitie najnovsich architektiar CNN. Ako mozny
priklad uvddzame architekttiru ResNet. Analogicky plati, ze k lepsim vysledkom by zrejme
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viedlo aj pouzitie vécsich verzii Yolo siete ako je jeho Tiny verzia. Zaroven je mozné, ze
pre tvorbu anotécii k datasetu do sieti typu Yolo, by mohlo byt uzitoéné pouzivat detektor
na baze posuvného okna, ktory je schopny dosiahnuf vysokia presnost a generovat tak tieto
anotacie. Taktiez, rozdelit triedu kratkych zbrani na triedu kratkych zbrani drzanych rukou,
a kratkych zbrani umiestnenych v scéne samostatne by mohlo priniest pozitivne vysledky.

I najvacsie diela ITudského umu boli vytvorené nota po note, slovo za slovom. K najvac¢sim
objavom sme dosli krok za krokom. A tak pevne verime, Ze vysledky tejto préce aspon
malym kiiskom prispeji k bezpecnosti nas vsetkych.
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Priloha A

Obsah prilozeného DVD

DVD prilozené k tejto praci obsahuje :

Programs - adresar ktory obsahuje zdrojové stbory implementovanych modelov, a
v pripade modelu na baze Tiny Yolov3 configura¢ny sibor a subory potrebné pre
spustenie v rozhrani darknet.

Datasets - adresar obsahujici datasety pouzité pri implementéacii jednotlivych mode-
lov.

bakalarskapraca.pdf - elektronicka verzia prace.

Sablona2018 - adresar obsahujici sibory potrebné pre tvorbu pdf pomocou programu

ITEX.
Readme - manudl.

Models - adresar s natrénovanymi modelmi a vahami v pripade Yolov3
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