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Abstract: This paper presents a computer aided detection system to identify pathological vertebrae
and to classify a type of pathology. Designed classification system is based on using neural net-
work (NN), which performs classification step and on principal component analysis (PCA), which
is used to reducing the original number of observation features.
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1 UVOD

Automatizovany systém detekce patologii je velmi dilezitym nastrojem v lékatské diagnostice. Je-
likoz rychlost a presnost stanoveni diagnozy je ¢asto rozhodujicim faktorem, v dnesni dob¢ se zvy-
Suje tendence k pouziti um¢lé inteligence.

Cilem prace je implementovat techniku strojového uceni, ktera by umoznila klasifikaci zdravotniho
stavu obratlového téla. Zakladnimi patologiemi obratle jsou zlomeniny, nadorova onemocnéni a je-
jich kombinace. Charakter projevu téch patologii je velmi riiznorody a popsat ho obecnymi pravi-
dly bud’ neni mozné anebo je moc naro¢né. A proto je nutnost pouzit strojové uceni, které ze zna-
lostni baze vyvodi pravidla, kterd popisuje kazdou klasifika¢ni skupinu.

2 NAVRH ALGORITMU

2.1 PRIZNAKY A ODUVODNENI{ JEJICH VOLBY

Cela sada zvolenych ptiznakil se sklada z péti skupin. Prvni ¢tyfi jsou zaloZeny na deskriptivni sta-
tistice. Prvni skupina odhaluje zmény v histogramu obratle zptisobenymi patologiemi. Na Obr. 1
1ze vidét jak se méni tvar histogramu v ptipadé nadorového onemocnéni. Vyskyt tohoto onemocné-
ni v CT datech pozorujeme na Obr. 2. Statistické ptiznaky jako median, modus, stfedni hodnota,
koeficient Spicatosti, Sikmosti a jin¢ dokazi tyto zmény zaznamenat. Druha skupina je zamétena
na detekci strmych zmén absorpce zafeni ve spongidzni ¢asti obratle, ktera je u zdravé tkané rela-
tivné homogenni. Proto se nejprve provadi eroze binarni masky, ktera odstranuje kortikalni ¢ast, a
dale se statistické ptiznaky pocitaji z gradientniho obrazu spongiézni ¢asti obratlového téla.
V piipadé neprovedeni eroze nebylo mozné rozeznat, které vysoké hodnoty v gradientnim obrazu
jsou zpusobeny zménou hustoty v kortikalni ¢asti, a které nadory. Tieti a ¢tvrta skupina pfiznaku
jsou podobné dvéma prvnim skupinam, ale na rozdil od nich jsou vstupem do funkce vypoctu sta-
tistickych znakti parametrické prostory lokalnich smérodatnych odchylek s riznou velikosti okna.
Tento pfistup umoznuje odhalit drobné patologické jevy. Pata skupina zkouma geometrické vlast-
nosti obratli a ptispiva k detekci zlomenin a deformaci. Zahrnuje pfiznaky jako délky hlavnich os
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Obrazek 1:  Histogram hodnot miry absorpce zateni zdravého (vlevo) obratle a postizeného me-
tastazemi (vpravo) obratle.

Obrazek 2:  Vyskyt patologii v CT snimcich (1 — zdravy obratel, 2 — postiZzeny metastazemi).

2.2 PRIPRAVA DAT

Pro vytvofeni znalostni baze byla vyuzita sada CT snimka patefe od 11 pacientl, zdravych a ne-
mocnych, kterd byla ziskdna ustavem Biomedicinského inzenyrstvi v ramci spoluprace s jinymi
veédeckymi institucemi. Tato data byla pfedzpracovéana a obsahovala 217 vysegmentovanych obrat-
lovych tél. Kazdé obratlové télo bylo pfedem posouzeno lékaiskym expertem a byl uréen jeho pa-
tologicky stav. Dale byla u¢ebni mnozina rozdélena do 4 tfid: zdravy obratel (1), deformovany (2),
s metastazemi (3), deformovany a zarovein postizeny metastazemi (4).

Etapa pripravy dat je pfedstavena fetézcem krokil zobrazenym na Obr. 3. Nejprve se provadi ex-
trakce voxelu, které reprezentuji jednotliva obratlova téla, z CT snimku patefe a rozsifeni (augmen-
tace) ucebni mnoziny pridanim Sumu, ktery byl vygenerovan jako matice nahodnych hodnot nor-
malniho rozlozeni s nulovou stiedni hodnotou a rozptylem 50 HU. Dale nasleduje vypocet pfizna-
ka, validace dat a piiprava pro dalsi vyuziti neuronovou siti. Validace dat zahrnuje kontrolu na pii-
tomnost chybé&jicich hodnot, abnormalnich hodnot, objasnéni jejich vzniku a ptipadnd tGprava. Jeli-
koZ ucebni mnozina obsahuje kategorickou proménnou (typ patologie), pouziva se One Hot En-
coding pro ptevod této proménné na binarni formu, ktera umozni u¢eni modelu. Kone¢né, vychozi
ucebni mnozina obsahuje 434 piipadt a 60 ptiznak.

Extrakce obratlovych Augmentace Vypocet One Hot Vychozi u¢ebni

> ——P —— P Validace dat ——P» ——P

t&l z CT snimki patefe uéebni mnoziny priznaki Encoding mnozina

Obrazek 3:  Postup pfipravy ucebni mnoziny.
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2.3 POCATECNI MODEL

Pocateéni model vyuziva vSechny pfiznaky. Jako klasifikaéni algoritmus slouzi doptedna neurono-
va sit. Soucasné se navrhuji dvé sité s rliznymi topologiemi: prvni je zaloZena na dusledku
z Kolmogorovy véty (topologie ¢. 1 — 60-60-121-4-4, kdy prvni a posledni ¢isla reprezentuji pocet
neurond ve vstupni a vystupni vrstvé, a ¢isla mezi nimi — pocet neuront Ve vniténich vrstvach), a
druha ma heuristicky charakter (topologie ¢.2 — 60-90-60-16-4-4). V obou modelech se jako pieno-
sova funkce pouziva hyperbolicka tangencialni sigmoidalni funkce, optimalizac¢ni algoritmus —
Scaled Conjugate Gradient. Pfed uc¢enim siti se u¢ebni mnozina déli do dvou mnozin (70% — tréno-
vaci, 30% — testovaci) takovym zptisobem, aby byl zachovan stejny pomér vyskytu klasifikaénich
tiid.

Navrh modelt byl realizovan v prostiedi Matlab pomoci Deep Learning Toolbox. 100xkrat byla
provedena inicializace a uceni kazdé topologie. Kvtili ndhodnému nastaveni pocate¢nich hodnot
vah a prahi, probihalo u€eni rizné s riznymi dosazenymi vysledky. Podle uspésnosti klasifikace
byla zvolena nejlepsi sit. Kritériem Uspé$nosti je pomér poc¢tu spravné klasifikovanych obratli
k celkovému poctu testovaci mnoziny. Mezivysledky jsou uvedeny v Tab. 1.

. Uspésnost Klasifi- | . ., .. Smérodatna odchyl-
Nazev . o o .. |Pramér uspesnosti ze R
site Topologie kace nejlepsi sité, viech 100 siti, [%] ka uspesnosti ze
[%0] ’ vsech 100 siti, [%]
Sit ¢.1 | 60-60-121-4-4 97,69 91,25 3,05
Sit’ ¢. 2 | 60-90-60-16-4-4 98,46 91,35 3,67
Tabulka1l:  Porovnani navrzenych poc¢ateénich neuronovych siti.

2.4  ZLEPSENI MODELU

Tento krok ma za cil snizeni vypocetni naro¢nosti identifikovanim nevyznamnych piiznaku a jejich
nasledujicim vylou¢enim za podminky zachovani dosazené sily klasifikace. Pro tento ucel je vyuzi-
ta Principal Component Analysis (PCA), diky které jsou vylouceny piiznaky S minimalni infor-
macni silou. Je dulezité vést v patrnosti to, ze pristup vychazi z predpokladu, ze nejvice se ménici
piiznaky jsou klicové, coz nemusi vzdy platit.

Nejprve se provadi standardizace ptiznak ucebni mnoziny, dale nasleduje PCA (viz Obr. 4). Ur-
¢ovani nejvyznamnéjsich pfiznakl se déje podle takto definovaného postupu: po standardizaci dat
se zvoli tolik hlavnich komponent s maximalnimi hodnotami variabilit, aby jejich soucet byl vice
nez 90%. Absolutni hodnoty koeficientti (hodnoty z vlastnich vektort), které se pouzivaji pro trans-
formaci pfiznaku do PCA prostoru, se scitaji a podléhaji standardizaci. Takto vznika vektor hodnot
ptinosu kazdého piiznaku. VSechny prediktory s hodnotou ptinosu pod 0,2 vylouc¢eny (hodnota
prahu byla zjisténa empiricky). Dale se provadi korelaéni analyza zbyvajicich piiznaki. Pomoci
Spearmanova korela¢niho koeficientu zjistujeme pary korelovanych ptiznaki a vyluCujeme jeden
z nich. Ve vysledku zlstava 15 prediktort.

Hlavni komponenty

Standardizace N PCA ;, Standardizace N Vylougeni pfiznaki | Korelacni
uéebni mnoziny "| transformace g rozpétim s podprahovou "1 analyza
E hodnotou

Obrazek 4:  Aplikace PCA.

2.5 FINALNI KLASIFIKACNI MODEL

Obdobnym zptisobem, jako v Kapitole 2.3, navrhujeme 2 sité. Pro uéebni mnozinu s mensim po-
¢tem piiznakt upravujeme topologie siti zmensenim poc¢tu neuronti ve vrstvach.
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Uspé&snost klasi- | Pramér Gspes- Smeérodatna odchylka
Nazev sité Topologie fikace nejlepsi | nosti ze vSech | tspesnosti ze vSech 100
site, [%] 100 siti, [%] siti, [%]
Sit'¢. 1 15-15-31-4-4 93,08 88,31 2,47
Sit'¢.2 | 15-23-15-8-4-4 92,30 87,08 58
Tabulka2:  Porovnani navrzenych neuronovych siti.

Lepsi predikéni vlastnosti ma sit’ €. 1, avSak rozdil neni vyznamny. Je vidét, ze se po vynechani
75 % priznaku povedlo zachovat vysokou hladinu tspésnosti klasifikace. Analyza ptesnosti klasifi-
kace jednotlivych tfid (Obrazek 4 [vlevo], posledni sloupec, hodnoty zvyraznény zelenou barvou)
ukazuje na souvislost mezi pfesnosti a poctem dostupnych piipadd v u¢ebni mnozin€. Extrémem je
tiida ¢islo 2 — ,,pouze deformace®. K dispozici bylo jen 8 vzorki této tiidy (Obrazek 4 [vpravo]),
coz je nedostate¢né, aby se sit’ naucila.
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Obrazek 5:  Matice uspésnosti klasifikatoru (vlevo), histogram diagnoz (vpravo).

3 ZAVER

Cilem této prace je implementovat metodu strojového uceni pro uréovani zdravotniho stavu obrat-
lového téla v CT snimcich patefe. Jako hlavni nastroj byla pouzita dopfedna neuronova sit’. Bylo
dosazeno vysoké uspésnosti klasifikace — 93.08 %. Pomoci PCA byl zmensen pocet pfiznaki, coz
snizuje celkovou vypocetni naro¢nost, za cenu ztraty 5 % piesnosti. Je dulezité poznamenat, Ze za-
kladni miru chybovosti zpisobila nevyvazenost u¢ebni mnoziny. Za podminky rozsifeni uc¢ebnich
dat s pfiblizné stejnym zastoupenim vyskytu jednotlivych téid lze ocekavat zvySeni Gispésnosti kla-
sifikace.
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