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Abstrakt

Ziskavani znalosti ztextovych dokumenti piedstavuje podmnozinu obecného ziskdvani dat —
dataminingu. Textové dokumenty vSak maji vlastnosti odlisSné od béznych databazi. Tato prace
obsahuje pfehled metod pouzitelnych pro dolovani informaci z textd. Nejpouzivanéj$i dolovaci
ulohou je klasifikace. Popisi mozné pfistupy pifi klasifikovani dokumentd. V zavéru predstavim
algoritmus Winnow, ktery by mél pti klasifikaci dosahovat dobrych vysledkli v porovnani s ostatnimi

algoritmy. Soucasti prace je i popis implementace algoritmu Winnow a piehled dosazenych vysledki.
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Abstract

Knowledge discovery in text documents is part of data mining. However, text documents have
different properties in comparison to regular databases. This project contains an overview of methods
for knowledge discovery in text documents. The most frequently used task in this area is document
classification. Various approaches for text classification will be described. Finally, I will present
algorithm Winnow that should perform better than any other algorithm for classification. There is a

description of Winnow implementation and an overview of experimental results.
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1 Uvod

Extrakce znalosti ztextovych dokumentd je ¢innost podobna ziskdvani znalosti z databazi
(datamining). Jde o hledani novych, dfive neznamych a pro nas zajimavych znalosti z riznych zdroju,
v nasem pripad¢é z textovych dokumentti. V soucasné dobé netrpime nedostatkem zdroju, ale praveé
naopak mame k dispozici spoustu dokumentt, které v sobé mohou skryvat zajimavé informace.
Metody pro extrakci téchto informaci se proto musi vypotadat s velkym mnozstvim dat a efektivné se
zbavovat téch informaci, které pro nas nejsou podstatné.

Uplatnéni takto ziskanych informaci je mozné v fad¢ oblasti. Je to napf. filtrovani dokumentii
s nevhodnym obsahem (filtrovani spamu), nalezeni podobnych dokumentti, vyhledani kli¢ovych slov
nebo Castych frazi.

V této praci strucné popisi rizné pristupy k extrakci dat, zamétim se na metody pro klasifikaci
dokumentti a v zavéru podrobné piedstavim algoritmus Winnow, ktery podle riznych zdroji dosahuje
pti klasifikaci zajimavych vysledkl. Algoritmus naimplementuji a experimentalné tak ovéfim jeho

vykon.



2 Dolovani z textu

Zpracovani textovych dokumenti je odlisné od klasického ziskavani znalosti z databazi. Vyplyva to
z rozdilti mezi textovymi dokumenty a béznymi databdzemi. Textové dokumenty maji Zadnou pevné
danou strukturu a mohou mit velmi rozdilnou velikost.

Textové dokumenty jsou psany pfirozenym jazykem, jehoZ strojové zpracovani je jiz samo o
sob¢ dosti naro¢né. V textu se mohou vyskytovat homonyma, tedy slova, ktera se stejné¢ pisi, ale maji
v riznych souvislostech rizné vyznamy (napf. oko — na puncose nebo lidské). Pfi zpracovani je také
vhodné pocitat se synonymy, tj. riznymi slovy, ktera ale maji stejny nebo podobny vyznam (napf.
hezky a pékny). Problém synonym se snazi vyieSit slovnik synonym spravovany univerzitou
v Princetonu [1]. Ceské slova se v textu &asto nevyskytuji v zakladnim tvaru (napf. ki), ale rizné
ohnuta (napt. koném) v zavislosti na pouzitém padu, ¢isle (u podstatnych a ptidavnych jmen) ¢i osobé
a case (u sloves). Pii zpracovani slova je proto potfeba nalézt jeho kmen, coz ale neni trivialni
zalezitost. Anglictina neobsahuje tolik rtiznych tvart slov jako CeStina a zpracovani slova je zde
jednodussi.

Zatimco v databazich zpravidla nezalezi na poradi vyskytu atributli, u textovych dokumentu je
tomu naopak. Prohozeni pofradi slov ve vét¢ mize zcela zmenit jeji vyznam. Vyznam véty se také
mize menit diky interpunkci.

Piirozené jazyky obsahuji velké mnozstvi slov. Udava se, ze CeStina obsahuje pfiblizné
200 000 slov a anglictina dokonce 600 000 slov [2]. V textovych dokumentech se na jednu stranu
vyskytuje velké mnozstvi riiznych slov, v porovnani s celkovou slovni zdsobou jazyka je ale tento
pocet velmi maly. Pokud bychom dokumenty zobrazovali v prostoru, kde jednotlivé atributy
dokumentu (slova, fraze) predstavuji jeho dimenze, zjistime, Ze musime pracovat velkym poctem
dimenzi a vyskyt dokumentii v tomto prostoru je velmi fidky.

Pti extrahovani znalosti z textu miizeme vyuzit stejné metody jako pii obecném dataminingu,
které jsou upraveny pro text. LepSich vykont ale dosahuji algoritmy specidlné navrzeny pro dolovani

Z textu.



3 Rozdéleni metod

V zavislosti na typu hledanych informaci lze metody pro extrakci informaci rozdélit do nekolika
skupin. Do kazdé skupiny potom patii algoritmy, které extrahuji stejny typ informaci, ale dosahuji
riznych vysledku.

Prvni skupinou jsou algoritmy pro nalezeni frekventovanych vzori. Frekventované vzory jsou
¢asti dokumentil (slova nebo seskupeni slov), které se v dokumentu vyskytuji casto. Z téchto vzora
lze potom vytvofit tzv. asociacni pravidla, kterd popisuji zavislosti vyskytd jednotlivych vzorii na
vzorech ostatnich.

Klasifika¢ni algoritmy slouzi pro automatické zatazeni dokumentl do piedem zadanych
kategorii. Dokument mtize nalezet do vice kategorii nebo také do zadné ze zadanych. Dostatecné
robustni algoritmy by si s touto skutecnosti mély poradit.

Metody pro predikeci jsou podobné klasifikacnim. Vysledkem predikce vsak neni hodnota
z dané mnoziny, ale obecné spojita hodnota. Pro ziskavani znalosti z textu neni pfili§ vhodna.

Posledni zde uvedenou skupinou jsou shlukovaci metody. Ty slouzi k nalezeni podobnych
dokumentt, které spolu néjak souvisi, a jejich zafazeni do tfid. Vysledek je tedy stejny jako u
klasifikace. Rozdil je ale v tom, Ze u shlukovani dopiedu nezname vlastnosti tfid a mnohdy ani jejich

pocet.

3.1  Asociac¢ni pravidla

Jiz jsme si fekli, Ze asociaéni pravidla popisuji vyskyty frekventovanych vzorii. Definujme nyni tato
pravidla pfesnéji:

Necht' [ = {il, i2, i3, ...} je mnoZina atributd (v pfipad¢ textovych dokumentt to jsou slova),
D= {dl, d2, d3, ...} je mnozina vSech dokumentli, kde dokument je tvoien slovy (atributy) d; € L.
Asociacni pravidlo je implikace ve tvaru A=B, kde A c d;, B © d; a ANB = @. Vyskyt atributu (nebo
atributt) A implikuje vyskyt atributu (nebo atributil) B.

Kazdé pravidlo ohodnocujeme pomoci podpory (support) a spolehlivosti (confidence). Pravidlo
A=B ma podporu s, pokud mnozina dokumentti D obsahuje s% dokumentti obsahujicich A UB. Tedy
s(A=>B) = P(AUB). Pravidlo A=B ma spolehlivost c, pokud c% dokumenti mnoziny D, které
obsahuji A, obsahuji i B. Tedy c(A=B) = P(B IA). Tyto metriky nam pomahaji vybrat pro nas

vhodna asocia¢ni pravidla.

3.1.1 Algoritmus Apriori

Obecny algoritmus pro generovani asociacnich pravidel vypada nasledovné:

- Nalezeni frekventovanych vzort, které maji pozadovanou minimalni podporu



- Generovani asociacnich pravidel, zachovdna jsou jen ta, ktera spliuji minimalni

spolehlivost

Tento algoritmus je vSak piiliS obecny a pro vetsi mnozstvi dokumentli je v podstaté
nepouzitelny diky své exponencialni casové obtiznosti [14].

Algoritmus Apriori slouzi k vytvareni frekventovanych mnozin. Zacinad vytvofenim
kandidatnich mnozin o jednom prvku (tzv. 1-mnozin) a testovanim jejich podpory. Mnoziny s nizsi
nez minimalni podporou jsou odstranény. V kazdém dal§im kroku se vytvaii mnoziny o jeden prvek
vetsi (k+1-mnoziny) a to pouze za pouziti mnozin z predchoziho kroku. Algoritmus vychazi
z ptedpokladu, Ze podmnozina, kterd sama neni frekventovand, nemiize byt soucasti jiné
frekventované mnoziny. U nové vygenerované mnoziny spocitdme jeji podporu a piipadné zahodime.
Algoritmus kon¢i, jestlize v§echny mnoziny vygenerované v daném kroku maji ptili§ nizkou hodnotu
podpory.

Mnozinu obsahujici v§echny frekventované vzory pak ziskdme sjednocenim mnozin ziskanych
v jednotlivych krocich algoritmu.

Pro zvyseni efektivity algoritmu Apriori existuje nékolik roz§ifeni. Napf. pouzitim hasovani
nemohou ziskat potfebnou minimalni podporu.

Pseudokod algoritmus Apriori:

1) L1 =nalezni_frekventované 1-mnoziny (D);

2)  for (k=2; Ly # 0; k++) {

3) Cy = generuj_kandidaty(Ly_;, min_supp); // generovani novych kandidatu

4) for all dokumentd € D { // projdi D pro zjisténi pocti vyskytii
5) C4 = subset (Cy, d); // kandidati obsazeni v dokumentu d
6) for all kandidat c € Cq4

7) c.pocet_vyskyti++;

8) }

9) Li={c € Cx | c.pocet_vyskytl > min_supp};

10) }

11) return L=U,L,;

Pseudokdd pro funkci generuj_kandidaty(Ly.;, min_supp):
1) for all mnozina l, € Ly,

2) for all mnozina |, € Ly,

3) if (L[1]=L1]) A (L[2] =L[2]) A ... A (Li[k-2] = L[k-2]) A (Li[k-1] = L[k-1])) {

4) ¢ =1, JOIN I; //spojovact krok — generovani kandidatii

5) if (ma_nefrekventovanou podmnozinu(c,Ly. 1)) / vylucovaci krok

6) odstran c; // odstranovani nefrekventovanych kandidatii



7) else piidej ¢ do Cy;
8) }

9) return Cy;

3.1.2  Soucasné pristupy

Pti ziskavani informaci z velkého mnozstvi dokumenti roste pocet i nalezenych asociacnich pravidel.
Nekteré z nich mohou byt redundantni nebo nezajimavé, piestoze odpovidaji pozadovanym hodnotam

pro podporu a spolehlivost.

3.1.21 Vicetiroviiova pravidla

Jednou z moznosti jak odstranit redundantni pravidla a nalézt pravidla dalsi, je pouZiti hierarchického
rozd¢leni atributl do Grovni (obrazek 1). Piikladem miiZze byt sada dokumentl, ve které nalezneme
rtzna pravidla obsahujici jednotlivé mény statd (libra, dolar, ...). Ty v8ak nemusi mit dostate¢nou
podporu a takto bychom o né& pfisli. Pfi pouziti viceurovitiovych pravidel nahradime jednotlivé mény

atributem na vyssi urovni (ména) a vysledné pravidlo pak ziska pozadovanou podporu.

penize

1 P S
ména platidlo
R E— R —

] [
[ libra ] dolar [ euro ] [ mince ] bankovka [drobné]

Obrazek 1. Ptiklad konceptualni hierarchie pro dolovani asociacnich pravidel

Je vhodné pouzit pro kazdou vrstvu atributd rizné minimalni podpory. Cim vyssi vrstva (vyssi

abstrakce atributu), tim vétsi by méla byt hodnota minimalni podpory.

3.1.2.2 Nové metriky

Omiecinski uvedl vroce 2003 [3] dvé nové metriky. Namisto podpory (support) a spolehlivosti
(confidence) pouziva zaruku (bond) a celkovou spolehlivost (all-confidence).
Pokud ma mnozina atributi Z celkovou spolehlivost ¢, pak plati, ze vSechna pravidla, ktera z ni
lze generovat, maji hodnotu spolehlivosti vétsi nebo rovnu hodnot€ c.
all — confidence(Z) < confidence(z € Z)
all — confidence(Z) = min(confidence(z € Z))
all — confidence(Z) = min(confidence(z € Z))

supp(Z) P(Z)

all = confidence(Z) = (maxifsupport(z € Z)) - max(P(z € Z))




Zaruka je pocet dokumentl, které obsahuji pouze atributy ze Z, déleny poctem dokumentd,
které obsahuji alespon jeden atribut ze Z.

count(d; d €D AN d S Z)
count(d; deD ANzed N z€Z)

bond(Z) =

Tyto metriky popisuji zajimavost nalezenych pravidel. Konkrétné, jak zavislé na sobé jsou

jednotlivé atributy v asociacich.

3.1.2.3 Negativni asociacni pravidla

Tento pristup vytvaii pravidla ve tvaru A=-B. Pfi generovani je narocné zjistit atribut, jehoz

nepfitomnost je pro nas zajimava.

3.2 Klasifikace

Jak jsme si jiz tekli, klasifikace slouzi pro zatazeni dokumentu do pfedem znamych kategorii.
Prikladem mutize byt napf. filtrovani nevyzadané posty, tj. nalezeni zprav (dokumentt), které patii do
kategorie spam. Kategorii je mozné popsat pomoci pozadavku (query) nebo profilu.

Pozadavek je vytvoren manualné uzivatelem tak, aby odpovidal dané kategorii. Ten miZze
vypadat napt. takto: ,,do kategorie bankovnictvi patii vSechny dokumenty, kde se alespoit 10x
vyskytne slovo banka“. Aby bylo dosazeno patficné piesnosti, finalni pozadavek byva ve tvaru
nékolika konjunkci a disjunkci jednodussich pozadavkid. Vytvoftit takovy pozadavek je v§ak naro¢né a
velmi nachylné na chybu.

Profil dokumentu je mnozina (nebo multimnozina) slov, kterd z dokumentu vznikla jejich
extrakci. Profil kategorie je potom vytvoren pomoci profilti dokumentd, které do této kategorie nalezi,
tak aby témto dokumentim odpovidal. Profily kategorii lze tvorit manualné¢, ale stejn¢ jako u
pozadavki (query) je to Casove narocné, a proto i drahé.

Pti klasifikaci nekolika tisich dokumentii je proto zadouci vytvofit klasifikator na zaklade
profill s automatickym vytvafenim profilt t¥id.

Podle zpiisobu vybéru piislusnych kategorii rozliSujeme dva typy klasifikaci:

- mono-klasifikace: kazdy dokument patii pravé do jedné z n tid

- multi-klasifikace: kazdy dokument patii do Zadné nebo né¢kolika tiid z n.

Rozdil mezi témi to dvéma piipady je ve zplsobu pfifazovani dokumentti do tiid. Pfi mono-
klasifikaci je dokumentu pfifazena ta tfida, kterd dosdhne nejvyssiho ohodnoceni. Specidlnim
pfipadem mono-klasifikace je binarni klasifikace, kdy existuji jen dv¢ tfidy — patii X nepatii.

P#i multi-klasifikaci jsou dokumentu pfitazeny vSechny tfidy, jejichz ohodnoceni piesahne
urcitou mez. Multi-klasifikaci 1ze brat jako nékolik nezavislych binarnich mono-klasifikaci.

Klasifika¢ni metody 1ze rozdélit do n€kolika skupin podle jejich pfistupu k trénovani a hledani

odpovidajicich kategorii.



Metody s klasifika¢nimi pravidly pii trénovani hledaji pravidla, ktera popisuji danou kategorii.
Napt. (vyskyt slova(penize) A pocet slov(uiednik) > 5) = kategorie(banka). Pravidla mohou byt
pouzita pro vytvoreni rozhodovaciho stromu.

Linearni klasifikatory popisuji dokumenty i kategorie linearnim vektorem. Pfi trénovani se
vektory kategorii nastavi tak, aby odpovidaly trénovacim dokumentim. Pfi fazeni neznamého
dokumentu se podle daného algoritmu porovna jeho vektor s vektorem vSech kategorii a vybere se
kategorie s nejvyssim skore (pfipadné nékolik kategorii, jejichz skore piekroci jistou hranici).

Metody zalozené na piikladech pifi hledani kategorie nejprve naleznou k nezndmému
dokumentu dokumenty jemu podobné a podle jejich zatazeni zjisti kategorii nového dokumentu.

Do posledni skupiny patfi upravené algoritmy pro strojové uceni, napt. genetické algoritmy,

pouziti fuzzy mnozin a dalsi.

3.2.1 ZaloZena na pravidlech

Metody této kategorie se uci hledanim pravidel z trénovacich dokumentt. Lze vyuzit algoritmu pro
hledani asociacnich pravidel, nalezena pravidla pak nazyvame klasifikacni. Tato pravidla jsou potom
pouzita pro definovani jednotlivych kategorii. Pravidla mtizeme uspotradat do rozhodovaciho stromu.

Rozhodovaci stromy jsou grafy se stromovou strukturou. Vnitini uzly reprezentuji klasifikacni
pravidla a koncové uzly prislusnost (nebo pravdépodobnost prislusnosti) ke tiid¢. Pri klasifikaci do
vice kategorii je tfeba pro kazdou kategorii vytvofit samostatny strom.

Pii tvorbé stromu se nejdfive pouziji pravidla s nejvyssi rozhodovaci schopnosti. Jsou to ta,
ktera maji velky vliv na pfislusnost ke kategorii. Listovy uzel je vytvofen v pfipade, Zze
pravdépodobnost pfislusnosti jiz ptresahla jistou hranici (prepruning) nebo jsme dosahli maximalni
hloubky stromu. Prepruning zabrani generovani téch vétvi, ktery by nam nepfinesly dalsi uZite¢nou
informaci o pfislusnosti je tfide.

Pruning je mozné provést i po vytvofeni stromu, nazyvame ho postpruning a odstranuje

vétveni, ktera vznikla ptispénim okrajovych hodnot nebo vlivem pietrénovani.
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Obrazek 2. Priklad rozhodovaciho stromu

Ukazka rozhodovaciho stromu na obrazku 2 popisuje kategorii dokumentd zabyvajicich se

bankovnimi loupezemi. Ve skutecnych ptipadech vSak hloubka stromt byva veétsi.

3.2.11 MozZna vylepSeni

Klasifikace rozhodovacimi stromy nedosahuje piili§ vysoké pfesnosti a je nachylna na
pretrénovani. Zvyseni presnosti 1ze dosdhnout pouzitim vice stroml pro kazdou kategorii. Zakladem
je rozdéleni trénovacich dat do vice skupin [4].

Jednodussi pristupe je tzv. bagging — dokumenty jsou ndhodné vybirany do skupin, ale
zistavaji 1 v pivodni sad¢. Muze se tak stat, ze n€které dokumenty budou zvoleny pro trénovani
vicekrat a n¢které se do novych skupin viibec nedostanou.

Druhy pristup se nazyva boosting a dosahuje lepsi pfesnosti nez bagging. Vybér dokumentt a
tvorba stromd probiha iterativné. Pro kazdy nove tvofeny strom jsou vybrany ty dokumenty, které

byly v ptedchozim kroku chybné zatazeny.

3.2.2  Linearni klasifikatory

Dokumenty zpracovavané témito metodami jsou prevedeny na linearni vektory. Jednotlivé hodnoty
vektorli odpovidaji lexikdlnim jednotkdm dokumenti (napf. sloviim). Kategorie maji také tvar
linearniho vektoru. Metody se pak liSi zplisobem, jak vytvofit vektor popisujici kategorii a jak

prifazovat dokumenty do kategorii.

3.2.2.1 Jednoducha Bayesovska klasifikace (SBC)

Jednoducha Bayesovska klasifikace je pravdépodobnostni metoda pro klasifikaci. Vychazi

z Bayesova teorému o nezavislosti predpokladi. Pro kazdy dokument se snazi nalézt
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pravdépodobnost, s jakou nalezi do jednotlivych kategorii. Vybrana je potom kategorie s nejvyssi
pravdépodobnosti nebo ty kategorie, u nichz pravdépodobnost ptesahla jistou prahovou hodnotu.

P(clX) (1

kde c je kategorie, X je vektor popisujici dokument. P je pravdépodobnost vybéru kategorie ¢

za predpokladu, Ze mame vektor X. Podle Bayesova vzorce plati
P(X|c) - P(c)

P(c|X) = PCX)

)

kde P(c) je pravdépodobnost vyskytu kategorie ¢, P(X) je pravdépodobnost vyskytu dokumentu
popsaného vektorem X, P(X|c) je pravdépodobnost, ze dokument vybrany z kategorie ¢ bude popsan
vektorem X

Vektor X popisujici dokument se sklada z hodnot pro jednotlivé atributy dokumentu,

X = (ay,ay,0a3,...,a,)
Proto mizeme zapsat
P(X) = P(ay,ay,asz, ..., a,)
P(X|c) = P(ay,ay,as, ...,a,|c)

Protoze predpokladame, Ze jednotlivé atributy jsou na sobé navzajem nezavislé, plati

P(ay,ay, a3, ...,a,) = P(ay) - P(a;) - P(az) - ...- P(a,) = 1—[“ 1P(aj)
j=

P(ay,ay,as, ...,a,|c) = P(aqlc) - P(ay|c) - P(as|c) -« ...« P(a,|c) = 1—[Tl 1P(aj|c)
j=

Hodnota atributu a; je diskrétni. MiiZe nabyvat hodnot 0 a 1, pokud urcuje jen vyskyt atributu
nebo jeho hodnota odpovida poc¢tu vyskytu atributu v dokumentu. Pravdépodobnost vyskytu atributu
a; v kategorii ¢ je

p .
P(ale) =2

c

Kde p. je pocet vyskyti atributu a; vkategorii ¢ a p. je poCet vyskyti vSech atributi
v kategorii ¢

Vyslednou hodnotu podminéné pravdépodobnosti miizeme zapsat jako

P = -] | Pale) ®
-1 P(g)

Je dulezité, aby pravdépodobnost vyskytu kazdého atributu byla nenulova. V opacném ptipade
by vysledny soucin pravdépodobnosti byl vzdy nulovy. V testovanych dokumentech se ale mohou
objevit atributy nové, sdosud neznamou pravdépodobnosti. Zavadime proto implicitni
pravdépodobnost (napt. 0,001), kterou témto atributim piitadime.

Bayesovska klasifikace mize vypadat slibn¢ vzhledem k tomu, Ze bere v potaz vSechny
atributy. Na druhou stranu je ale zpracovani velkého mnozstvi atributl vypocetné narocné. Mohou se
tak také projevit okrajové a zasuméné hodnoty atributli. Algoritmus také predpoklada nezavislost

jednotlivych atributi (tj. slov). Ve skutecnosti ale mohou jednotliva slova na sob¢ zaviset.
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3.2.2.2 Rocchio

Algoritmus Rocchio je zaloZen na pravdépodobnostnich metodach, vyziva tzv. TF/IDF vahovani a
zpétnou vazbu pro kontrolu relevance klasifikovanych dokumentd.

TF/IDF vahovani udava duilezitost atributu s piihlédnutim na vyskyt termu v daném dokumentu
i v ostatnich dokumentech. Sklada se ze dvou ¢asti: TF (term frequency) urcuje pocet vyskytl termu ¢
(v tomto piipadé€ slova) v dokumentu d a IDF (inverse dokument frequency) urcuje pocet vyskyti

termu ¢ ve vSech dokumentech.

TFg = g
1
IDF, = —
N¢,p
Vysledna hodnota vahy TD/IDF
1
TF/IDF =TF -IDF =n; 4 - — )]

N¢,p
Tu Ize jesté upravit a normalizovat tak, aby méla lepsi vypovidaci hodnotu i pii klasifikovani
dokumenti rozdilnych velikosti.

V algoritmu Rocchio je pro vypocet hodnot jednotlivych atributd pouzit tento vzorec
N
v(f,d)log (E)

Sher vk, d)log (27

kde N je pocet vSech dokumentd, F je mnozina vSech atributd, n, je pocet dokumenti

s(f,d) = )

s atributem £, funkce v(f, d) je relativni relevance atributu f'v ptipadé vice vyskyti v dokumentu d

v(f,d) = max (O, log(nf,d)) (6)

kde ns4 je pocet vyskytu atributu f'v dokumentu d
Pro kazdou kategorii je potom pomoci vektord trénovacich dokumentl vytvoten vektor, kde

hodnota pro kazdy atribut se vypocte

ID|

w(f,c) = max 0,% Z s(f,d) _r Z s(f,d) (7)
€' dep, deD,

Kde D. je mnozina dokumentl zatazenych do kategorie ¢, D. je mnozina dokumentt, které
nejsou zafazeny do kategorie ¢, parametry f a y urCuji vahu positivnich a negativnich piipadd, jejich
standardni hodnoty jsou f=16ay=4

Rocchio dosahuje v porovnani s ostatnimi algoritmy dobrych vysledkil pfi trénovani na malé
trénovaci mnozing. Na vétSich mnozinach jej ostatni algoritmy ptfed¢i. Drobnym nedostatkem muze

byt pouziti pouze nezapornych vah, nemohou se tak dostate¢né projevit atributy, které jednozna¢né

znaci nendlezitost ke kategorii.
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3.2.23 Support Vector Machine

SVM je univerzalni klasifikator, ktery lze pouzit i jako klasifikaci pfirozpoznavani obrazu.
V zékladni verzi patfi SVM mezi linearni klasifikatory, 1ze ho ale modifikovat i jako polynomialni
klasifikator. Jeho vyhodou je, ze pfesnost neni zavisla na velikosti prostoru atributti.

Pfi trénovani tento algoritmus hleda nadrovinu, kterd rozdé€luje data do dvou skupin. Jako
méfitko optimalnosti slouzi velikost okraje, s jakym dokaze separovat dokumenty patfici do dané
kategorie od ostatnich. Dal§im méfitkem je dimenzionalita nadroviny, nizsi pocet dimenzi znaci lepsi

vybér atributl pro klasifikator.

Obrazek 3. SVM Kklasifikace (pievzato z [3])

V piikladu na obrazku 4. jsou umistény data popsana 2D vektorem, rozd€lujici nadrovina je

v tomto piipadé piimka. Nejoptimalnéjsi je rozdéleni pomoci klasifikatoru L2, ktery obé skupiny déli

tak, ze mezi skupinami vznikne nejvétsi okraj.

3.2.24 Sleeping Expert

Algoritmus Sleeping Experts (spici odbornici) pro klasifikaci kombinuje vysledky nékolika
jednodussich klasifikatorti (odbornikd). Odhadu kazdého ,,odbornika“ je ptifazena vaha, kterd udava
vliv na celkové zarazeni. V prubchu trénovani jsou vahy jednotlivych klasifikatorti upravovany podle
jejich Gispésnosti na pravé trénovaném piikladu. Nékteré klasifikatory nemusi byt aktualné aktivni,
potom se nazyvaji spici (sleeping).

V ptipad¢ klasifikace dokumentd odpovidaji jedné lexikalni jednotce (v nejjednodussim
ptipadé slovu) w dva experti Wy a wy. Prvni je nastaven tak, aby pfedpovidal 1 (4. vyskyt slova
znamend prislusnost ke t¥id€), zatimco druhy ptedpovida 0 (vyskyt slova znamend, ze dokument do
kategorie nepatii). Expert je aktivni, pokud se jeho slovo vyskytuje v dokumentu, v opacném ptipadé
je neaktivni — spici. Mnozina aktivnich experti pro dany dokument d je potom

Ey = {w|w € Wy, k €{0,1}}

kde 7 je mnozina slov obsazenych v dokumentu d
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Algoritmus jako celek obsahuje tzv. pool (bazén), coz je mnozina p uchovavajici pro kazdé
slovo jeho vahu.

Celkové rozhodnuti algoritmu je dano vazenym soucet rozhodnuti jednotlivych expertt.

Ve = _z Pw, " k (®)

Pokud vysledna hodnota piekroci jistou prahovou hodnotu (typicky 0.5) je dokument zafazen

do kategorie, v opacném piipadé do kategorie nepatfi.

3.2.2.5 Perceptron
Perceptron je zakladni stavebni prvek pii tvorbé neuronovych siti. Pokud je pouzit samostatng, stava
se z n¢j linearni klasifikator. Kategorie i dokumenty jsou vyjadieny linearnim vektorem
document = {s1,S,,53, ...,Sp}
category = {wy, Wy, W3, ..., W, }
Kde s; jsou vahy jednotlivych atributli v dokumentu a w; jsou vahy atributi, rozhodujici o jejich

vlivu na zatfazeni do dan¢ kategorie.

X1 Wi
Xz

Xz W3

X4 Wa | I
X5 Ws f y
Xs Ws

X7 W7

Obrazek 4. Perceptron

Vysledné rozhodnuti se ur¢i podle souctu vazenych hodnot aktivnich atributd. Perceptron je

binarni klasifikator, dokument je zatazen do kategorie, pokud hodnota souctu y presahne jistou

n
y=) wis, ©)
i=0

Pfi trénovani perceptron upravuje vahy aktivnich atribut pouze, pokud doslo k chybé. Jedna se

prahovou hodnotu.

tedy o algoritmus typu mistake-driven. Vahy se méni aditivnim zptisobem, tj. dojde k pficteni, resp.

odecteni malé konstanty.

3.2.2.6 Winnow

U algoritmu Winnow zde popisi jeho vlastnosti jen strucné, podrobné se mu budu vénovat v pozdejsi

kapitole.
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Winnow je klasifikator podobny perceptronu, uvadi se [5], Ze oba patii do stejné rodiny. | zde
jsou tedy kategorie i dokumenty popsany linearnimi vektory. Pfi trénovani jsou vahy kategorii
upraveny, jen pokud dojde k chybe.

document = {sq,55,53, ..., 5,}
category = {wy, Wy, W3, ..., Wy, }

Rozdil algoritmu Winnow v zakladni verzi oproti algoritmu Perceptron je pouze ve zpiisobu
zmény vah. U Winnow jsou vahy upravovany multiplikativne.

Prvni verze Winnow se jmenuje Positive Winnow a obsahuje jen jeden vektor vah pro kazdou
kategorii, pozd¢jsi vylepSeni — Balanced Winnow — pracuje se dvéma vektory a vysledna véha se

vypoéte z jejich rozdilu. Toto vylep$eni znamena, ze vaha u nékterych atributd muze byt zaporna.

3.2.3 Example based

Metody patiici do této skupiny vyuzivaji jist¢é podobnosti mezi dokumenty. Pfi klasifikovani
neznamého dokumentu hledaji mezi klasifikovanymi dokumenty jemu podobné. Podle jejich
ptislusnosti ke tfidam pak zjisti hledanou tfidu pro novy dokument.

Mezi klasifikatory této skupiny patii napt. algoritmus k-NN (k-nearest neighbor — k-nejblizsi

sousedstvi [6].

3.2.4 Ostatni

Genetické algoritmy jsou inspirovany piirodou a snazi se tak kopirovat ptirozeny vyvoj. Gen kazdého
tvora je odvozen od genl jeho rodicd. Na pieziti maji vetsi Sanci siln€jsi tvorové, tj. ti s lepSim
genem. Pfi klasifikaci pfifadime kazdé kategorii ndhodny gen (zakdédovany pomoci jednicek a nul) a
pfi trénovani jednotlivé bity ménime tak, aby byl gen co nejlepsi a postihl ty dokumenty, které do
kategorie nalezi.

Algoritmy zaloZené na fuzzy mmnozinach pii rozhodovani vyuZzivaji rozhodovaci pravidla.
Vysledek pravidla neni ostfe 1 - pravda nebo 0 - nepravda, ale hodnota z intervalu <0,1>, ktera 1épe

vyjadfuje nalezitost k urcité kategorii.

3.3 Predikce

Pfedmétem predikce je odhadnuti nezndmé hodnoty (ze spojité funkce). Je to rozdil oproti klasifikaci,
kde mame na vybér z mnoziny moznych kategorii.

Uplatnéni predikce je predev§im pii dolovani dat z transak¢nich databazi, kde se jednotlivé
polozky skladaji jen z n€kolika malo atributi. Nejznaméjsi metodou tzv. linearni jednoducha a

linearni nasobna regrese [7].
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Pti regresi prokladame data ptimkou tak, aby jim co nejvice odpovidala. V ptipadé jednoduché
regrese je hledana pfimka ve tvaru
Y=aX+Db
kde X jsou vstupni parametry dat a Y jsou vystupni parametry. Ukolem regrese je nalézt
parametry a a b.

U linearni vicendsobné regrese 1ze pouzit vice vstupnich parametri. Hledana rovnice je tedy ve

tvaru
Y=a,+aX +aX,+...+a,X, (10)
kde vstupni parametry X, vystupni parametry Y a hledané parametry A lze zapsat jako matice
1 x1 . X1y
x=| o o
1 x w Xy
B4
y =72
Vs
Qo
A=
ay

3.4 Shlukovani

Shlukovani (clustering) je rozdélovani mnoziny objekti do podmnozin tak, ze v kazdé podmnoziné
jsou objekty s podobnymi vlastnostmi a rozdily mezi jednotlivymi podmnozina jsou co nejvétsi. Pied
rozdélovanim nezname vlastnosti podmnozin a mnohdy ani jejich pocet. Pro trénovani neni nutna
trénovaci mnozina (mnozina objekti, u kterych zname jejich zatrazeni), jedna se o uceni bez ucitele.

V ptipadé shlukovani dokumentd jsou objekty jednotlivé dokumenty. Dokument je popsan
linearnim vektorem vytvofenym na zakladé jejich atribut (tj. slov). Pro vypocet podobnosti se

pouziva tzv. vzdalenostni funkce.

3.4.1 K-means

Zakladnim algoritmem vyuzivanym pro shlukovani je k-means. DéEli mnozinu objekti do
k podmnozin (shluki) tak, aby vzdalenosti uvnitf shlukti byly co nejmensi. Snazime se minimalizovat

funkci V

V= (g’ (11)

i=1 X]'ESi

kde S; je i-ty shluk, x; je objekt (dokument) ve shluku, u; je stted shluku i
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Algoritmus probiha v iteracich. Na zacatku je mnozina objektii rozdé€lena na k shluki, a to bud’
zcela nahodné, nebo za pouziti néjaké heuristiky.

- pro kazdy shluk se zjisti jeho stfed (nebo téziste)

- objektu jsou preskupeny do shlukii podle jejich vzdalenosti od novych stredl

Tyto dva body se opakuji tak dlouho, dokud objekty méni pfislusnost ke shlukiim nebo dochazi
ke zméné poloh stredt (t€zist).

K-means negarantuje nalezeni optimalniho rozdg€leni, vysledek je zavisly na urceni pocatecnich
shlukd. Pro vylepSeni vysledku je mozné spustit algoritmus nekolikrat s riznym pocatecnim
nastavenim a vybrat vysledek s nejlepSimi parametry. Dal$i nevyhodou je nutnost zadani poctu

shluka.

3.4.2 BiSec-k-means

Metoda BiSec-k-means je variantou k-means, ale lisi se v inicializaci. Zkratka BiSec vychazi ze slova
bisek¢ni a znamena, Ze zde bude dochazet k déleni shlukd.
Algoritmus za¢ind s jednim shlukem, ktery obsahuje vSechny dokumenty. Algoritmus dale
pokracuje:
1. Vyber shluk pro rozdéleni
2. Pomoci k-means rozdél shluk na dvé ¢asti (opakuj vicekrat a vyber nejlepsi rozdéleni, viz
problém s nalezenim optimalni feseni vyse)
3. Opakuj body 1 a 2, dokud nemame dostate¢ny pocet shlukii nebo suma vzdalenosti
neklesla pod urc€itou hranici
Vybér shluku pro rozdéleni mtze byt na zaklade jeho velikosti (pocet obsazenych dokumentit),

miry podobnosti uvniti shluku (suma vzdalenosti od stfedu) nebo obojiho.

Obrazek 5. Hierarchické shlukovani

BiSec-k-means ve své podstaté vytvari hierarchické shlukovan. Pokud maji byt vysledkem

shluky na stejné tirovni, nasleduje po bodu 2 vylepSeni pomoci standardniho A-means algoritmu.
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343 SCAD

Simultaneous Clustering and Attribute Discrimination (SCAD) byl navrzen tak, aby zaroven hledal
optimalni stfedy shlukd a vahy pro jednotlivé atributy. Kazdy shluk ma vlastni vektor vah a miru

piislusnosti. Funkce, kterou se SCAD snazi minimalizovat je

c n C n
2
IR D RN DRI 12
i=1 k=1

i=1 x;€X; k=1

kde C je mnozina vSech stfedt shluku, ¢; = (¢;1, €1, ) Cik -, Cin) je stfed shluku i, X; je
mnozina vSech dokumentl pfifazenych do shluku i, x; = (X1, X1, e ) Xj» > Xin) j€ dokument ve
shluku i a vy je vaha atributu & ve shluku 7, ktera nabyva hodnot 0 a 1.

0; urcuje rozlozeni vah pro atributy. Je-li hodnota J; ptili§ mala, bude jeden atribut v ramci
shluku i dominantni. Naopak, bude-li hodnota J; velka, budou vSechny atributy shluku i relevantni a
budou mit stejnou vahu.

V pripad¢, kdy jsou shlukovany objekty se vSemi atributy stejné relevantnimi, dosahuje SCAD
podobnych vysledkt jako k-means. U shlukovani textovych dokumentt, kde ma kazdy atribut jinou

vahu, dosahuje SCAD vyrazného zlepseni [8].
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4 Metodologie klasifikace

Nyni, kdyz jsme prosli vSechny druhy metod pro ziskdvani informaci z textovych dokumentd,
mizeme se vice soustfedit na klasifikaci, ktera ma nejvetsi vyuziti pii zpracovani textd a dolovani
informaci z nich. PopiSeme si, jak klasifikace probiha, jak hodnotime jeji vysledky a s jakymi

problémy se pfi klasifikovani miizeme setkat.

4.1 Trénovani a testovani

Kazdy klasifika¢ni algoritmus se sklada ze dvou fazi, z trénovaci a testovaci faze.

4.1.1 Trénovaci faze

Pfi trénovani dochézi k natrénovani klasifikatoru na trénovacich datech. Jsou to dokumenty, u kterych
zname jejich zafazeni do kategorii. Jedna se o trénovani s ucitelem, algoritmy maji v dispozici

spravné zatazeni a podle néj mohou rozhodnout o ukonceni procesu trénovani.

4.1.2 Testovaci faze

V testovaci fazi ovéfujeme vykon algoritmu na testovacich datech. Opét to jsou dokumenty, u kterych
zname jejich zafazeni do kategorii. Plati, Ze prinik mnoziny trénovacich a testovacich dat je prazdny.
Algoritmus tedy testujeme na neznamych datech. Dokumentim jsou pak podle natrénovanych

znalosti ptitazeny odpovidajici kategorie a vysledek porovna se spravnym zafazenim.

klasifikator

Trénovaci dokumenty frénovad faze testovaci faze porovnani videdk(

L= —

trénovani

i

Testovaci dokumenty

Obrazek 6. Cinnost klasifikatoru

4.2 Hodnoceni

Pro zjisténi vykonu algoritmli slouzi nékolik metrik, pomoci kterych dokdzeme piesné popsat a

porovnat miru jejich tspésSnosti. Pfi hodnoceni piedpokladame binarni klasifikaci, tj. urceni, zda
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dokument patii ¢i nepatii do kategorie. Pro vypocet vSech metrik je tieba ziskat tyto pocty
dokumentti:

- p’ = pocdet relevantnich dokumenti, spravné zafazenych do kategorie (true positive)

- p =pocet relevantnich dokumenti, chybné nezarazenych do kategorie (false negative)

- n = pocet nerelevantnich dokumentil, spravné nezafazenych do kategorie (true negative)

- n" = podet nerelevantnich dokumentti, chybné zaazenych do kategorie (false positive)

Zakladnimi metrikami jsou pfesnost a Gplnost.

4.2.1 Presnost — precision

Presnost pii klasifikaci textovych dokumenti je definovana jako ,pocet spravné zarazenych

dokumentti déleny poctem vSech zatazenych dokumenti*, tedy:

_r
p++n+

+

(13)

precision =

Dalsi interpretace pfesnosti je pravdépodobnost, sjakou mezi zatazenymi dokumenty

vybereme dokument spravné zatazeny.

4.2.2 I'Jplnost —recall

Uplnost pii klasifikaci textovych dokumentli je definovana jako ,ppodet spravné zafazenych

dokumentt déleny poctem vsech relevantnich dokumentt*, tedy:

p*
recall = — (14)
pT+p
Dalsi interpretace presnosti je pravdépodobnost, s jakou je libovolny relevantni dokument

spravné zarazen do kategorie.

4.2.3 Break-even point

Break-even point je obecné bod, ve kterém maji dvé funkce stejnou hodnotu. Pii hodnoceni
klasifikace jde o hodnoty ptesnosti a uplnosti. Plati, ze s rostouci pfesnosti klesa iplnost a naopak. Pti
maximalni piesnosti totiz rad€ji neklasifikujeme dokumenty, u kterych si nejsme piilis§ jisti. Pfi

maximalni Gplnosti radéji klasifikujeme co nejvice dokumentti, abychom postihli v§echny relevantni.
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%

— precision

recall

nastaveni hranice pro prijeti do kategorie

Obrazek 7. Priklad mozného vyvoje presnosti / tplnosti

Graf znazorfiuje vyvoje presnosti a uplnosti v zavislosti na nastaveni algoritmu, prisecik obou
funkci urcuje hodnotu break-even pointu.
Break-even point byva ¢asto pouzivan pro hodnoceni rtiznych klasifikacnich algoritmu, jeho

hodnota v sob¢ totiz zahrnuje hodnotu pfesnosti i tiplnosti.

4.2.4 Fall-out

Fall-out (odpad) je pii klasifikaci textovych dokumentli definovan jako ,pocet zafazenych

nerelevantnich dokumentii déleny poctem vSech nerelevantnich dokumentta®, tedy:
+

fallout = (15)

nt+n-

4.2.5 F-measure

F-measure je definovan jako véZeny harmonicky primeér piesnosti a Uplnosti, tradicni (vyvazena)
rovnice ma tvar:

2 - (precision - recall)
F — measure = — (16)
(precision + recall)

kde presnost ma stejnou vahu jako uplnost a nazyva se t€z F;-measure. Obecna rovnice F,-
measure umoznuje prikladat pfesnosti i Uplnosti rGznou vahu. PouZzivané jsou F, resp. Fy s, které
zdvojnasobuji vahu pfesnosti resp. Uplnosti. Tvar rovnice F,-measure

(1+ a) - (precision - recall)
(a - precision + recall)

(17)

F, — measure =

4.2.6 Error-rate

Error-rate (chybovost) je pfi klasifikaci textovych dokumentti definovéana jako ,,pocet provedenych
chyb pfi klasifikaci dokumentii déleny poctem vSech dokumentii®, tedy:
nt+p~

error rate N ( )
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kde N = (p* + p~ + nt + n7) je pocet viech dokumentit

4.2.7  Prumérné hodnoty

V naprosté vétsing piipadi klasifikujeme dokumenty do vice kategorii. Razeni do kazdé kategorie

miZze mit jinou ptesnost i uplnosti. Existuji potom dva zpiisoby jak primérovat dosazené vysledky.

4.2.7.1 Mikro priamérovani

Jednotlivé poéty dokumentll p*, p, n', n” se séitaji pfes vSechny kategorie. Hodnota takovéhoto

primeéru je nejvice ovlivnéna velkymi kategoriemi (obsahujici velké pocet dokument).

4.2.7.2 Makro primérovani
Pro kazdou kategorii se vypocCte jeji ohodnoceni (pfesnost, uplnost, ...), to je seCteno a
vydéleno poctem kategorii. Tato hodnota je potom ovlivnéna malymi kategoriemi (obsahujici maly

pocet dokumenttr), které maji stejnou vahu jako ty velké.

4.3  Problémy Kklasifikace

V procesu klasifikace mtize vyvstat fada problémd, které mohou velmi ovlivnit vykon klasifikace. Je
to napi. i doba trénovani, kterda miize byt netinosna pro jisty druh aplikace. Dalsi problémy jsou

pretrénovani a ptitomnost velkého poctu nevyznamovych slov (napf. ja, se, a, ...)

4.3.1 Pretrénovani

K pretrénovani dochdzi, pokud metoda dokaze presn¢ popsat trénovaci data, ale selhava na datech
testovacich. To mize byt zpisobeno Sumem v trénovacich datech, na ktery se klasifikator presné
natrénuje. Nékteré metody jsou na pretrénovani nachylné (napt. neuronové sité), u jinych k nému

vubec nedochazi (napt. Winnow).

4.3.2  Stoplist

Ptitomnost velkého poctu nevyznamovych slov snizuje vypocetni vykon klasifikatoru a také jeho
presnost. Pro odstranéni téchto slov slouZzi stoplist, tj. seznam téchto slov. Pti pfedzpracovani

dokumentt jsou jednotliva slova porovnavana oproti tomuto seznamu a ptipadné vypousténa.
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5 Winnow

Algoritmus Winnow byl poprvé uveden Nickem Littlestonem v roce 1988 v jeho knize Learning
Quickly When Irrelevant Attributes Abound: A New Linear-Threshold Algorithm. Ve skutecnosti je
Winnow celou rodinou algoritmt, do které patii napf. i perceptron (uvedeny vroce 1958
Rosenblattem). Winnow v anglictiné znamena prosivat obili od plev a algoritmus pii trénovani
efektivné separuje relevantni atributy (tj. slova) od nerelevantnich. Winnow je popsan jako binarni
klasifikator, rozsifeni na multi-klasifikaci jsme si ukazali pti dé€leni klasifika¢nich metod.

Winnow je linedrni klasifikdtor a patfi mezi on-line a mistake-driven algoritmy. Kazdy
dokument je tedy popsan vektorem d = {si,s;,S3,...,S,}, kde s; je sila i-tého atributu, trénovani
probiha v jednotlivych iteracich a vektor vah atributl je upraven, jen pokud pfi trénovani nastane
chyba.

Klasifikovani dokumentu se provadi jen na zéklad¢ jeho aktivnich atributli, ty neaktivni maji
hodnotu nula. Algoritmus pouZziva tfi parametry: prah 6 (obvykle 1), zvySujici parametr a (o0 > 1) a
snizujici parametr f (0 < B < 1).

U Winnow je zaruceno, Ze nalezne idealni odd€lovac, pokud existuje, dosahuje vSak i dobré
uspésnosti pokud oddélova¢ neexistuje. Na rozdil od fasy jinych algoritmi (napf. Bayesovska

predikce) nepracuje s zaddnymi piedpoklady o atributech (vzajemna nezavislost apod.).
5.1  Varianty

5.1.1 Positive Winnow

Algoritmus uchovava n-dimenzionalni vektor s vahami atributd w = {wy, wy, ws, ..., w, }, kde w; je
vaha i-tého atributu. Tento vektor je upraven pfi chybé u trénovani. Na pocatku jsou vahy nastaveny
na stejnou malou hodnotu, napt. 6/d, kde d je primérny pocet aktivnich atributi v dokumentu.
Vysledné skore by se mélo na pocatku pohybovat v okoli prahové hodnoty 6.

Dokument je zatazen do kategorie, pokud skore pfesahne prah, tedy

n
ZWL' Y >0 (19)
i=0

kde w; je vaha atributu a s; je sila atributu ve zkoumaném dokumentu.

Vahy ve vektoru w jsou upraveny (pokud dojde k chybé€) nasledovné: pokud algoritmus
predpovi 0 (dokument nezafazen) a ma byt 1, potom vahy aktivnich atributl jsou a-krat navysSeny.
Pokud algoritmus piedpovi 0 (dokument zafazen) a ma byt 0, jsou vahy vSech aktivnich atributd -

krat snizeny.
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piredpovéd
0 1
spravna hodn.
0 - Wi = Wi . B
1 W =w; X -

Obrazek 8. Zména vah u Positive Winnow

Vahy neaktivnich atributl zlstavaji v obou ptipadech stejné.

5.1.2 Balanced Winnow

V ptipadé Balanced Winnow jsou pro kazdy atribut uchovavany dvé vahy, w;,” a w; . Vyslednou véhu
atributu zjistime jejich rozdilem, mize tedy nabyvat i zapornych hodnot. Pocate¢ni nastaveni vah je u
vektoru w' 20/d a u vektoru w 8/d, vysledné skére se tedy na pocatku opét pohybuje v okoli
prahu 6.

Dokument je zatazen do kategorie, pokud skore pfesahne prah, tedy
n
Z(Wi+_Wi_)'5i >0 (20)
i=0

kde w;" je kladna véha atributu, w; zaporna véha atributu a s; je sila atributu ve zkoumaném
dokumentu.

Vahy vektori w' a w jsou upraveny opét jen pfi chybé: pokud algoritmus piedpovi 0
(dokument nezafazen) a ma byt 1, potom jsou kladné vahy w;" aktivnich atributii o-krat navyseny.
Pokud algoritmus predpovi 0 (dokument zafazen) a ma byt 0, jsou zaporné vahy w; vSech aktivnich

atributt B-krat snizeny.

piedpovéd
0 1
spravna hodn.
0 - Wi_ = Wi_ . ,8
1 Wi+ = Wi+ « X -

Obrazek 9. Zména vah u Balanced Winnow

Vahy neaktivnich atributl zlstavaji v obou ptipadech stejné.

5.2 RozSireni

Vykon zakladnich variant algoritmu lze vylepsit pouzitim nékolika vylepSeni, ktera se vypotadaji

napf. s nestejnou velikosti dokumenti
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5.2.1 Normalizace sily atributi

Velké dokumenty maji pii klasifikaci nespornou vyhodu oproti mensim, vyskytuje se v nich vetsi
pocet atributt, jejich skore tak snaze presahne prahovou hodnotu a dokumenty zafazeny do kategorie.
Balanced Winnow toto fesi pouzitim zdpornych vah. Pouziti zdpornych vah slouzi také pro odhaleni
atributl, které svou piitomnosti zna¢i nendlezitost dokumentu do kategorie. K tomuto vSak pfi
klasifikaci textovych dokumenti pfilis nedochazi, zaporné vahy tak slouzi predevsim pro tolerovani
ruznych délek dokument.

Pti pouziti Positive Winnow (ktery pouziva pouze kladné¢ vahy) vSak musime sily atributi
normalizovat vzhledem k délce dokumentu:

s(f,d)
Yreas(f,d)
kde d je dokument, f je atribut, s(f, d) je pivodni sila atributu /' v dokumentu d a s"(f, d) je

s"(f,d) = 21

normalizovand sila atributu f' v dokumentu d. V tomto pfipadé musime upravit pocatecni nastaveni
vahového vektoru w, vSechno hodnoty budou zacinat s hodnotou 8 (namisto 6/d).

Pouziti normalizace ale stile nedosahne vykonu jako pfi pouziti zapornych vah. Je to
zplisobeno rovnomérnou normalizaci, u velkych dokumenti neroste pocet dulezitych atributd linearné

s poctem vSech atributi, ale jejich sila je linearné normalizovana.

5.2.2  Pouziti rozsahu prahu

Pti trénovani linearniho klasifikatoru hleddme vahovy vektor. Je to vektor, ktery v prostoru oddé€luje
relevantni a nerelevantni dokumenty. Pokud jsou dokumenty dokonale odd¢litelné, je mozné, ze
existuje vice takovychto vektord, které je oddéluji. Nejlepsim vektorem bude takovy, ktery obé&

vvvvv

neexistuje.

Obrazek 10. Pouziti rozsahu prahti u Positive Winnow
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K vahovému vektoru budeme hledat hyperplochu s nejvétsi Sitkou t, tak aby klasifikator

spravné zafadil vSechny relevantni dokumenty F(d) > (9 + %) a odmitl nerelevantni dokumenty

Fa) < (6-3).

Je mozné hledat optimdlni $itku T [9], nebo p¥imo uréit horni a dolni hranici prahu (0" a 0"), tak
7e 0" a 0" = 1. Pii trénovani potom algoritmus predpovi 0, pokud je skore dokumentu mensi nez 6.
Podobné algoritmus piedpovi 1, pokud je skére dokumentu vétsi nez 0°. Viechny dokumenty se skore
vintervalu (§~,07") jsou oznaceny jako chyby a musi tedy dojit k upravé vah. Piiklad nastaveni

hodnot: 7 =0,920" =1,1.

5.2.3  Opakovani atributi

V dokumentech se kazdy atribut maze vyskytovat vicekrat nez jen jednou. Je tieba zvazit, jak velkou
silu atributu pfifadit v zavislosti na poc¢tu jeho vyskytl. Ve vétSin€ piipadi je vice vyskytl atributu
znakem vét§i miry piislusnosti do kategorie. Na druhou stranu, pii velkém poctu opakovani atributu
by jeho sila zastinila ostatni atributy.

Winnow je on-line algoritmus (zpracovava dokumenty kazdy zvlast), nemizeme tedy projit
vSechny dokumenty a zjistit inverzni frekvenci atributu ve vSech dokumentech (idf, viz kapitola
3.2.2.2).

Pro urcend sily atributy tedy existuji tfi moznosti:

- s(f,d) = 1, sila atributu je 1, pokud se atribut v dokumentu vyskytuje, jinak je 0

- s(f,d) = n(f,d), sila atributu odpovida po¢tu jeho vyskyti v dokumentu

- s(f,d) = m , sila atributu odpovida odmocning poctu jeho vyskytt v dokumentu

Podle Dagana [10] se nejlepsich vysledkt dosahuje pfi pouziti tieti moznosti.

5.2.4  QOdstranéni atributu

Winnow je schopen vypotradat se s velkym mnozstvim atributli, zatazeni do kategorie je vSak casto
zavislé jen na malém poctu atributi. Pro zvySeni efektivnosti je vhodné nerelevantni atributy
odstranit. M¢lo by tak dojit i ke zvySeni pfesnosti, nebot’ nerelevantni atributy ptinaSeji jen Sum do
skore klasifikatoru.

K odstranovani dochazi v pribehu trénovani. Po né¢kolika kolech trénovani, az je dosazena jista
uspesnost, projdeme hodnoty atributd ve vdhovém vektoru. Ty hodnoty, které se ptili§ nezménily od
pocatecniho nastaveni, miizeme odstranit. Pfipad kdy se hodnota neméni, znamena, Ze se pfislusny

atribut nepodili na zadné chybé.
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6 Implementace

Zvoleny algoritmus Winnow jsem se rozhodl naimplementovat v jazyce Java. Pro trénovani a
testovani budou pouzity Reuters ¢lanky, které budou ulozené ve formatu XML. Rlznd nastaveni

klasifikatoru se budou nacitat ze souboru formatu INI.

6.1  Popis technologii

6.1.1 Java

Java je objektoveé orientovany programovaci jazyk vyvinuty spole¢nosti Sun Microsystems uvedeny
v roce 1995. V roce 2007 Sun uvolnil zdrojové kody Javy, ta bude nyni vyvijena jako open-source.
Syntaxe Javy je podobna jazyku C, neobsahuje ale n€které¢ konstrukce, jako napt. ptikaz goto nebo
pouziti bezznaménkovych cisel.

Java je interpretovany jazyk, pifi piekladu se nevytvaii pfimo strojovy kod, ale tzv. bajtkod
(meziko6d). Tento kod je mozné spustit na jakémkoli zafizeni, které obsahuje interpret Javy, tzv. Java
Virtual Machine (JVM). Sprava paméti je jednodussi nez v jazyce C/C++, v Javé je realizovana
pomoci Garbage collectoru, ktery automaticky uvoliuje jiz nepouzivanou paméti.

Nevyhodou Javy je pomaly start programu, protoze JVM musi bajtkod nejdiive prelozit a az

poté spustit. I jednoduchy program zabira po spusténi hodné paméti, protoze se musi spustit JVM.

6.1.2 XML

Znackovaci jazyk XML (eXtensible Markup Language, rozsifitelny znackovaci jazyk) byl piijat
konsorciem W3C v roce 1998. Byl vytvoren jako jednodussi podmnozina jazyka SGML.

Slouzi pro ukladani informaci tak, aby byly strojové snadno Citelné a zaroveini srozumitelné pro
cloveka. Styl dokumentu Ize popsat napf. pomoci jazyka DTD, ktery umoziuje definovat mozné
znacky a jejich obsah.

Jeho vyhodou je piedevsim otevienost, striktni syntaxe, textova podoba a velka spousta volné

dostupnych XML parserd. Nevyhodou pak zbyte¢na velikost a robustnost pfi ukladani informaci.

6.1.3 INI

Format INI je de facto standard pro konfiguracni soubory, neni vSak schvalen zadnou standardiza¢ni
organizaci. Vyhodou je jednoducha syntaxe, nevyhodou omezené moznosti pro ukladani informaci.

Neni samoziejme tak robustni jako napt. XML.
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Jeho syntaxe se sklada z definice parametrd, sekci a komentarti. Kazdy parametr je uveden ve

tvaru
jméno = hodnota

V sekcich se shlukuji parametry, které logicky patii k sobé. Neexistuje explicitni konec sekce,

ta kon¢i u deklarace nasledujici sekce nebo na konci souboru. Deklarace ma tvar
[jméno sekce]

Komentét je uveden znakem stfedniku. Veskery text od stfedniku do konce fadku je bran jako

komentar bez jakéhokoli vyznamu pro aplikaci.

; komentar do konce radku

6.2  Navrh aplikace

Program napsany v jazyce Java bude implementovat klasifika¢ni algoritmus Winnow. Klasifikaci
bude provadét na dokumentech Reuters-21578, které budou ulozeny ve formatu XML, rlzna
nastaveni programu se mohou ménit pomoci konfiguraéniho souboru INI.

Cinnost programu se sklada ze tii hlavnich &asti: predzpracovani, trénovani a validace. Pied
jejich startem je tfeba nacit konfigura¢ni informace ze souboru. O to se postard tifida
Configurator, ktera pfeda nactené proménné ostatnim tfidam. V konfiguracnim souboru budou
uloZeny informace o ulozisti trénovacich a testovacich dokumentti, pouzitém stoplistu, typu algoritmu
(Positive Winnow X Balanced Winnow) a jeho nastaveni (a, B, 8, pozadovana ptesnost, ...).

Prvni faze (pfedzpracovani) je provedena v tfidé Preprocessor, kterd nacte XML soubory
trénovacich dokumentti a dokumenty pfevede na linearni vektory (objekty tfidy Document). Slova
dokumentt jsou porovnana oproti stoplistu a pfipadn¢ vynechana. Pro odsekani koncovek slov je tu
tiida Stemmer, (tfida vytvofena Martinem Porterem a wupravené Martinem Uhlifem).
Pomoci nactenych dokumentii se vytvoii mnozina kategorii, do kterych se dokumenty budou
klasifikovat. Kategorie jsou uloZeny v objektech Category.

Pii trénovani (tfida Trainer) budeme cyklicky prochazet vSechny dokumenty (budou
v objektu Documents) a zafazovat je do kategorii (ulozenych v Categories). Pokud nastane
chyba klasifikace, prislusna kategorie si upravi svoje vahové vektory. Trénovani konc¢i, pokud
dosahneme jistého poctu iteraci (nastaveno v konfiguraénim souboru) nebo ptesnost natrénovani
prekrodi jistou hranici (opét nastaveno v konfigura¢nim souboru).

Pied validaci probéhne nacteni testovacich dokumentd (objektem tfidy Preprocessor).
Poté jsou dokumenty zafazovany do kategorii stejné jako v ptedchozi fazi, pouze nedochazi k upravé
vektort kategorii. To zafizuje tiida Classificator, kterd navic uchovava poéty p’, p, n"an’ pro

hodnoceni klasifikace.
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V baliku Storage jsou soustfedéné tridy slouzici pro uchovani dat, jsou to tfidy: Document,

Documents, Category, Categories, CategoriesName, WordList a StopWords.

Storage

StopWords

- uchowavd seznarm
newyznamowych sloy

Document
Category WordList - oheahuje WordList
- - - obsahuje seznam kategorii
- obsahuje WordList > - eznam slov a jejich W 0 Kterjch naled

- urdi, zda piiimout dokurment odpovidajich vah
-y piipadé chyby pfijeti
upravi wahy aktivnich sloy

- dokaie nastavit vahu slova
- zobrazi vahu whraného slovs

| i
‘ \l/ Documents
—- uchovava seznam dokumenti

Categories
- uchowdva seznam kategorii g

Stemmer Traineer Classificator
- Upravi slovo tak, - trénuje klasifikator na - klasifikuje zadané dokurnenty
aby 2 nej zhyl jen koren | zadanich dokumentech do natrénovanich tfid
a kategoriich - zobrazuje Uspésnost Klasifikace

Preprocessor

- hafte XML soubory s dokurmenty
L{- dokumenty zpracuje a wivofi objekty
dokumentdl a kategaorii Main

- natte konfiguraci

- nechd piipravit trénovaci dokumenty

- spusti trénovani
Configurator - neché piipravit testovaci dokumenty
- pfedte nastaveni programu - spusti klasifikaci
a preda je ostatnim tiidam - zobrazi dosaiend wsledky
Obrazek 11. Diagram ttid

WordList slouzi pro uchovani vektori dokumenti a kategorii. Pokud je pouZita verze
Balanced Winnow, obsahuje kazda kategorie dva objekty tfidy WordList.
StopWords uchovava seznam slov, kterd nemaji pro klasifikaci vyznam, a umoziuje v ném

jejich rychlé vyhledani.
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Main Preprocessaor

|
1: prepare documents
2. create empty categories Categories

3 create documents Documents

.;:% ______

4. return documen’lts and categories

I
4: start fraining | Trainer

! G: train all categories

7: check all documlerts

= ——————— 4 ) & return documents results
| 9. return categories result I
10: return trainec qategories I I i
11: start ualidatiré | Classificator I I
_________ q----- _: . | i
o | | |
| I | 12 check all categories |
I | 13 check all docuynent s
| I
| T | | S
I o, 14: return documefts results
€ ——————— T

15 return categoried result
16: return results

—————

Obrazek 12. Sekvencni diagram

6.2.1 Dokumenty REUTERS-21578

Dokumenty v sadé REUTERS-21578 jsou novinové ¢lanky agentury Reuters zroku 1987. Ve
stejném roce byly skupinou experti zafazeny do kategorii. V roce 1990 byla cela sada uvolnéna pro
védecké ucely univerzité v Massachusetts. Zde byly dokumenty pfevedeny Davidem D. Lewisem a
Stephenem Hardingem do formatu SGML.

Dokumenty v této sad¢ jsou nekolika zpiisoby rozdéleny na dvé skupiny — na trénovaci a
testovaci dokumenty. Prvnim rozdélenim je Lewisovo (Lewis split), které déli dokumenty na 13 626
trénovacich a 6 188 testovacich dokumentti. Aptovo rozdéleni (Apte split) vychazi z Lewisova, ale
obsahuje jen dokumenty zatazené do kategorii (topics), ztoho plyne 9 603 trénovacich a 3 299
testovacich dokumenti. CGI rozdéleni (CGI split) obsahuje i nezafazené dokumenty. Je ale nejstarsi a
pro porovnani klasifikacnich metod se jiz nepouziva. Dulezita jsou tedy rozdéleni Lewis split a Apte
split.

Priklad formatovani dokumentu ze sady REUTERS-21578:

30



<REUTERS TOPICS="YES" LEWISSPLIT="TRAIN" CGISPLIT="TRAINING-SET"
OLDID="16327" NEWID="1007">
<DATE> 3-MAR-1987 09:30:07.60</DATE>
<TOPICS><D>earn</D></TOPICS>
<PLACES><D>canada</D></PLACES>
<PEOPLE/>
<ORGS/>
<EXCHANGES/>
<COMPANIES/>
<UNKNOWN>
EF
f0314 reute
r f BC-precambrian-shield 03-03 0054</UNKNOWN>
<TEXT>
<TITLE>PRECAMBRIAN SHIELD RESOURCES LTD YEAR LOSS</TITLE>
<DATELINE> CALGARY, Alberta, March 3 - </DATELINE>
<BODY>Shr loss 1.93 dlrs vs profit 16 cts
Net loss 53,412,000 vs profit 4,479,000
Revs 24.8 mln vs 32.7 mln
Note: 1986 shr and net include 51,187,000 dlr writedown on
U.S. operations, uneconomic coal operations and other mineral
properties
Reuter
</BODY>
</TEXT>
</REUTERS>

Pro svou klasifikaci pouzivam informace o kategorii mezi znac¢kami <topics> a informace o

téle dokumentu, které jsou mezi znackami <title> a <body>.

6.2.2  Spousténi aplikace

Pii spusténi aplikace pfevezme z piikazové tadky jméno konfiguracniho souboru, ve kterém jsou

nastaveny parametry pro béh aplikace.

6.2.2.1 Konfiguraéni soubor

Konfigura¢ni soubor je rozdelen do ctyt sekci. V prvni a druhé jsou uvedeny nazvy soubort, ze
kterych budou ziskany trénovaci (prvni sekce) a testovaci dokumenty (druhd sekce). Tieti sekce
obsahuje nazev stoplist souboru, tj. souboru s nevyznamovymi slovy. V posledni sekci mohou byt
nastaveny rizné parametry pro béh aplikace. Je mozné nastavit tyto parametry (uvedeny vzdy

s prikladem nastaveni):
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alfa=1.1

Parametr pro kladnou zménu vah (v pfipadé odmitnuti dokumentu, ktery patii do
kategorie)

beta=0.9

Parametr pro zapornou zménu vah (v pfipad¢ pfijeti dokumentu, ktery nepatii do
kategorie)

theta=1

Parametr pro urceni zda ptijmout dokument do kategorie podle vzorce (19) nebo (20)
maxRounds=50

Parametr nastavuje maximalni pocet kol pro natrénovani klasifikatoru
minPrecision=90

Parametr urcuje minimalni pozadovanou piesnost klasifikatoru na trénovacich datech.
Trénovani je ukonceno, pokud je piekrocena hodnota maxRounds nebo
minPrecision

minDocumentLength=20

Parametr uréuje minimalni délku, které musi dokument dosahnout, aby se podilel na
trénovani, resp. testovani.

useBalanced=true

Parametr pro nastaveni verze algoritmus Winnow, implicitni je true, tedy Balanced,
false znamena pouziti verze Positive Winnow.

minDocuments=20

Parametr urcuje minimalni pocCet dokumentl, které musi kategorie pii trénovani
obsahovat, aby byla zapoCtena do vSech vysledkl. Vysledné hodnoty jsou spocteny
dvakrat, jednou pro vSechny kategorie a podruhé jen pro kategorie, které odpovidaji této
podmince.

weightType=binary

Parametr urcuje, jak budou spocteny vahy pro jednotliva slova, ktera se vyskytuji
v dokumentech. Varianta binary znamena pouziti jen vah 0 a 1, u varianty count vaha
odpovida poctu vyskytl slova v dokumentu a u varianty sgrt je vaha spoétena jako
odmocnina poctu vyskyt. Vice o nastaveni vah v kapitole Opakovani atributt.
splitUsed=lewis

Parametr umoziuje pouzit prednastavenou sadu dokumentl pro trénovani a testovani. Je
mozné pouzit Lewisovo rozdéleni (lewis) nebo Aptovo rozdéleni (apte). Dokumenty
jsou stale vybirany ze souborti uvedenych v sekcich jedna a dvé, pokud chceme pouzit
celou sadu, je nutné uvést vSechny soubory. Také je potieba nastavit minimalni délku

dokumentli (minDocumentLength) na hodnotu nula.
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- verbose=true

Parametr rozliSuje dva zplsoby vystupu aplikace — vystup vSech informaci a vystup pouze

vyslednych hodnot.

6.2.2.2 Piikazova radka

Nékteré parametry mohou byt nastaveny i pomoci piikazové fadky, toto nastaveni ma vétsi prioritu

nez nastaveni v konfigura¢nim souboru.

Mozné zplsoby spusténi tedy budou:

java winnow.Main

- Pokud neni nastaven konfiguracni soubor, aplikace se pokusi oteviit defaultni

konfiguraéni soubor. Pokud se toto nezdafi, ¢innost aplikace kon¢i.

java winnow.Main config.ini

- Je otevien konfigurac¢ni soubor config.ini, ze kterého jsou nactena vSechna nastaveni.

Pokud néektery parametr chybi, je pouzita defaultni hodnota.

java winnow.Main config.ini

([parametr=hodnotal] *)

- Je otevien konfigura¢ni soubor config.ini, ze které¢ho jsou nactena nastaveni o trénovacich

a testovacich dokumentech. Ostatni nastaveni mohou byt ziskana z piikazové tadky.

Parametr mtize nabyvat stejnych hodnot jako parametry v konfiguratnim souboru v sekci

[variables].

Aplikaci lze spustit i z archivu JAR

java —jar Winnow.jar config.ini

Pfi praci s velkym mnozstvim dat je tfeba spustit program s pozadavkem na piidéleni vice

operacni paméti, tj.

java -jar Winnow.jar —-Xms512M —-Xmx512M config.ini

java winnow.Main -Xms512M -Xmx512M config.ini

6.2.3  Vystup aplikace

Aplikaci bude mozno spustit ve dvou médech. Prvni mod bude vypisovat veskerou aktualni ¢innost,

napt. prubéh zpracovani XML soubort, stav natrénovani apod. Toto bude slouzit pfedev§im pro

kontrolu spravné ¢innosti.

Priklad vystupu aplikace:

Parsing file:
Parsing file:
Parsing file:

Parsing file:

TRAINING

'reut2-000.
'reut2-001.
'reut2-002.
'reut2-003.

xml'...
xml'...
xml'...

xml'...

done
done
done

done
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Parsing file: 'reut2-004.xml'... done

Parsing file: 'reut2-005.xml'... done
Parsing file: 'reut2-006.xml'... done
Parsing file: 'reut2-007.xml'... done
Parsing file: 'reut2-008.xml'... done
Parsing file: 'reut2-009.xml'... done
Parsing file: 'reut2-010.xml'... done
Parsing file: 'reut2-01l.xml'... done
Parsing file: 'reut2-012.xml'... done
Parsing file: 'reut2-013.xml'... done

Read 6802 documents
Read 114 categories

Average length of document is 92.57806527491914

Training: round 1/50... done (55.31437888515235%)

Training: round 2/50...

Druha moznost spusténi bude uplatnéna pii sbéru vysledki. Vystupem bude jen fadek hodnot
vzajemné oddélenych tabelatorem. Prvni polovina hodnot budou pocatecni nastaveni klasifikatoru
(napf. pocet trénovacich a testovacich dokumentt, pouzitd verze algoritmu) a druhd budou dosazené
vysledky (dosazena ptesnost a uplnost).

Priklad vystupu aplikace:

[pocet kol] [natrénovanéa uspésdnost] [pocCet trénovacich
dokumentt] [poclet testovacich dokumenttd] [pocet kategorii] [pouZity
split] [zpisob ptritazeni vah] [alfa] [beta] [theta] [minimdlni

uspésnost] [pouzity stoplist] [balanced] [minim&lni délka dokumentu]

[minimdlni pocet dokumenttd v kategorii] [mikro ptesnost] [mikro
uplnost] [makro presnost] [makro uUplnost] [mikro ptresnost velkych
kategorii] [mikro Uplnost velkych kategorii] [makro pfresnost velkych
kategorii] [makro Uplnost velkych kategorii]

6.2.4  Popis dilezitych tiid

V této kapitole podrobnéji predstavim implementaci tiid, které maji podstatny vliv na spravnou

¢innost aplikace.

6.2.4.1 Trida Main

Hlavni tfida, ktera zpracuje vstupy z piikazové fadky. Spousti zpracovani dokumentd, trénovani a

testovani. Na zaveér zobrazuje vysledky.
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6.2.4.2 Trida Preprocessor
Zpracovava XML dokument obsahujici Reuters ¢lanky. Vytvari seznam dokumentti a aktivnich
kategorii.

Pro zpracovani je volana metoda processXML (), kterda prochdzi postupné vsechny
predlozené¢ XML soubory a ziskava z nich jednotlivé dokumenty. Implicitné jsou zpracovany jen
dokumenty majici kategorii a vice nez 20 slov. Lze také zvolit takové nastaveni, aby zpracované
dokumenty odpovidaly Lewis splitu, piip. Apte splitu.

Télo dokumentu je rozdéleno na jednotlivd slova. Kazdé slovo projde upravou, kde je
pfevedeno na mala pismena a jsou z n€j odstranény vSechny znaky, které nejsou pismeny (napt. ¢arky
tecky, pomlcky, ...). Nasleduje odstranéni pfipadné koncovky tfidou Stemmer. Na zavér je slovo
porovnano proti seznamu nevyznamovych slov a v pfipad¢ shody vynechano.

Pokud dokument obsahuje kategorii, je tato kategorie vloZzena do seznamu kategorii.

Tiida poskytuje metody getDocuments (), resp. getCategories () pro ziskani
nactenych dokumentd, resp. kategorii.

Privatni metody processWord (String s), removeNonLiterals(string s) a
replaceHTMLtags (String s), které slouzi pro zpracovani slov, byly pfevzaty od Ing. Martina

Uhlite.

6.2.4.3 Trida Category

Obsahuje natrénovany vektor vah, rozhodne, zda ptijmout dokument a upravit svoje vahy.

Metoda accept (Document doc) urcuje, jestli bude dokument doc pftijat do kategorie na
zéklad¢ jeho vektoru slov. Metoda v cyklu prochazi sviij vektor vah a od dokumentu ziska jeho
odpovidajici vahu. Vysledek je zjistén na zakladé pouzité verze Winnow (Positive nebo Balanced)
podle vzorce 19, resp. 20.

Metoda checkDocument (Document doc) slouzi pro natrénovani kategorie.
Od dokumentu doc zjisti, zda ma pattit do této kategorie a metodou accept, zda je dokument
ptijat. Pokud nastane chyba, jsou upraveny vahy privatni metodou updateDocument (). Metoda
vraci vysledek zatrazeni dokumentu (true positive, true negative, false positive, false negative).

Metoda updateDocument (Document doc, Type result) upravuje vahy slov, ktera
jsou aktivni v dokumentu doc. Zména vah je provedena v zavislosti na typu vysledku result a

pouzité verzi Winnow podle vzorct — viz Obrazek 8 a Obrazek 9.

6.2.4.4 Trida Document

Obsahuje obsah dokumentu ve formé vektoru slov, klasifikované dokumenty obsahuji navic pole

kategorii CategoriesName, do kterych nalezi.
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Metoda updateWeights () upravuje vahy opakujicich se slov podle zvoleného nastaveni,
které je ziskano z tfidy Configurator. Mozné jsou tii zpusoby upravy: binary — pfitfazuje slovu
vahu jedna, pokud se alesponi jednou vyskytne v dokumentu; count — vaha slova odpovida jeho
poctu vyskytll v dokumentu a sqrt — vaha slova je vypoctena jako odmocnina poctu vyskytu slova

v dokumentu.

6.2.4.5 Trida Trainer

Trénuje kategorie, aby odpovidaly trénovacim dokumentim.

Metoda train () prochadzi v kolech vSechny kategorie a vSechny dokumenty. Pro kazdou
kombinaci kategorie a dokumentu je zjistén vysledek (metodou checkDocument () tfidy
Category), podle kterého se zjisti ptesnost aktudlniho kola (podle vzorce (13)). Trénovani je

ukonceno, pokud je dosazeno minimalni pozadované piesnosti nebo maximalniho poctu kol.

6.2.4.6 Trida Classificator
Klasifikuje testovaci dokumenty do kategorii a pocita vykon klasifikatoru.

Metoda classify (Document doc) se snazi najit kategorie, ke kterym zadany dokument
nalezi. V cyklu se prochazi vSechny natrénované kategorie a u kazdé z nich se metodou accept ()
testuje pfijeti dokumentu. Metoda vraci seznam kategorii formou objektu CategoriesName.

Metoda getPerformance (Documents docs) vraci vysledky testovani dosazené na
testovaci sad€ v objektu docs. Vysledkem testovani je zjisténi hodnot pfesnosti a iplnosti, ziskanych
mikro 1 makro primérovanim (vice v kapitole 4.2.7). Je mozné z vysledki vypustit ty kategorie, které
pii trénovani nemély dostate¢ny pocet odpovidajicich dokumentd. Proto jsou spocteny vysledky i bez
téchto kategorii. Vysledky jsou ulozeny v poli (HashMap), kde kli¢ odpovida nazvu metriky (napf.

macroPrecision) ahodnota jeji hodnoté.
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7

Vysledky

Pti navrhu aplikace jsem postupoval tak, aby bylo mozno jednoduse ménit nastaveni klasifikatoru a

snadno tak ziskat jednoduSe porovnatelné vysledky. Pro porovnani vysledki s ostatnimi algoritmy

provedu testy na rozdélené sad¢ Lewis a Apte. Dale budu experimentovat s nastavenim, abych dosahl

co mozna nejlepsich vysledki. Krome jiného se pokusim naleznout nejlepsi seznam nevyznamovych

slov, nejvhodnéjsi typ pfitazeni vah sloviim a vyzkousim, zda algoritmus nepodlehne pietrénovani.

7.1

Mikro x makro presnost

Protoze klasifikace probiha do vice kategorii, je mozné ziskat primémé hodnoty pfesnosti a uplnosti

makro nebo mikro primerovanim. Porovnani obou moznosti je zobrazeno v nasledujicim grafu na

obrazku Obrazek 13. Klasifikator byl nastaven na verzi Balanced s minimalni trénovaci pfesnosti

80% a minimalni délkou dokumentu 20 slov.

90
80 = — - = =
70 =
60
© 50 e mikro presnost
40 = = mikro Uplnost
30 - = — y
- makro presnost
20 .
= = makro Uplnost
10
0 T T T 1
4643 5094 5222 5673
pocet trénovacich dokumentt
Obrazek 13. Graf — mikro a makro hodnoty pfesnosti a tplnosti

Ztetelny rozdil v hodnotach je zplsoben piitomnosti kategorii, které pii trénovani obsahuji

maly pocet dokumentid a neni tak mozné je dobfe natrénovat. Vypousténim téchto malych kategorii

tak makro pfesnost i tplnost stoupa.
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50,00 / ~ >~ = == mikro tplnosti
40,00 7 L makro presnost
30,00 / = = makro Uplnosti
/
20,00 T T T T T 1
0 5 10 20 30 40
minimalni po¢et dokumentu pro zapocitani kategorie
Obrazek 14. Graf — vyvoj presnosti pfi vynechani malych kategorii

Z grafu je vidét vyrazné zlepSeni hodnot ziskanych makro primérovanim. V sad¢ dokumentt

Reuters-21578 je uvedeno celkem 135 riiznych kategorii, pouze 57 z nich se vyskytuje u alespon 20-ti

dokumentt. Mikro hodnoty pfesnosti a uplnosti se pfi vynechani malych kategorii pfili§ neméni.

V dalsich vysledcich budu uvadét pouze hodnoty ziskané mikro primérovanim. Pokud nebude

uvedeno jinak, hodnoty zobrazené v nasledujicich grafech budou odpovidat hodnoté break-even

pointu pro piesnost a uplnost.

7.2 Positive x Balanced Winnow

Ob¢ verze algoritmu Winnow jsem testoval na stejnych trénovacich i testovacich dokumentech bez

pouziti stoplistu Pomér trénovacich dat k testovanym byl 15:7. Podle pfedpokladti by méla verze

Balanced vyrazné predcCit verzi Positive, ktera je velmi citliva na rizné velikosti klasifikovanych

dokumentu.
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%
Obrazek 15. Graf — break-even point u verzi Winnow podle piesnosti trénovani

Rozdil mezi témito verzemi neni znatelny jen ve vysledné hodnoté pfesnosti a uplnosti, ale i u
Casu potfebnému pro natrénovani. Zatimco verzi Balanced staci pro natrénovani na 80% ptesnosti 3

kola, u verze Positive je potteba az 35 kol. Dalsi vysledky jsou v grafu na nasledujicim obrazku.

60

50

. e
/

20 / ——Balanced
/ alance

30

pocet kol

Positive

10
/
0 T T T 1
70 80 85 90
%
Obrazek 16. Graf — pocet kol pottebnych pro natrénovani Positive a Balanced Winnow

Verze Balanced Winnow se osvédcila a pokud nebude uvedeno jinak, bude implicitné
pouzivana pii ziskavani dalSich vysledkd.
[ N’ [
7.3 Nejlepsi stoplist

V ptiloze Ptiloha 1 je uveden seznam pouzitych stylisti pro testovéni. Jde o seznamy slov pouzité
v ruznych databazich nebo v projektech zabyvajicich se zpracovanim textu. Nejkratsi z nich ma 39

slov, nejdelsi jich obsahuje 568.
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Seznamy by meély slouzit pro zlepSeni piesnosti klasifikdtoru odstranénim zbytecnych slov.
Provedené testy vSak prokazaly, Ze odstranénim jakychkoli slov, ztracime pfesnost. Doporucuji tedy
pti linearni klasifikaci stoplist nepouzivat.

Stoplisty jsem porovnaval na Positive i Balanced Winnow s minimalni trénovaci ptesnosti 90%
a minimalni délkou dokumentu 20 slov. Celkovy pocet trénovacich i testovacich dokumentt byl
rizny, protoze kazdy stoplist odstranil rizné mnozstvi slov. Maximalni pocet dokumenti byl 5 596
bez pouziti stoplistu a minimalni 5 272 pfi pouziti stop_listl.txt. Pocet aktivnich kategorii byl u vSech

pouzitych stoplisti stejny, a to 109.

80,00
75,00 -
70,00 -
X 65,00 -
60,00 -
55,00 Positive
50,00 - H Balanced
¢ & & & F S S
X X X X
N NN
& & & i~ 6‘\\ PN
TN & e ¥ & e
‘&OQ/ 'b{—) ‘:}'0 xO g QC} @b’
) 6)\)Qo S S Q))(\
(}OQ’ %@Q/ £
Obrazek 17. Graf — nejlepsi stoplist

Pro ctyti nejlepsi stylisty jsem s testovdnim pokracoval i pro rdzné minimalni hodnoty

trénovaci ptresnosti. Vysledek je v nasledujicim grafu.
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= = stoplist.txt

stop_words1.txt

Obrazek 18.

Graf ukazuje jasnou pievahu pfi vynechani stoplistu, idealni bylo natrénovani na 95%. Vyssi
trénovaci presnost vedla k mirnému pietrénovani a snizeni hodnoty ptesnosti i uplnosti. Pii nastaveni
pozadované presnosti na 100% vsak bylo dosazeno pouze ptesnosti okolo 98%, protoze byl piekrocen

maximalni pocet trénovacich kol.

7.4  Vybér vahy u slov

V kapitole 5.2.3 byly uvedeny moznosti pfifazeni vah slovim, kterd se v dokumentu vyskytuji vice

nez jedenkrat.

Vysledky testovani neurCily jednoznacného vitéze pro zpisob vypoctu vah. Hodnoty break-
even pointu byly pro vSechny tfi moznosti velmi podobné. NejlepSich hodnot dosahlo pouziti

odmocniny poctu vyskytl v dokumentu.

Graf — stoplisty podle minimalni presnosti pii trénovani

Pokud nebude uvedeno jinak, budu tedy pii vypoctu vah pouzivat tuto moznost.
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Obrazek 19. Graf — zpisoby nastaveni vah slov u dokumentd

7.5  Nastaveni parametru o, 8, 0

V literatuie [10] se jako doporucené nastaveni parametrti alfa, resp. beta uvadi hodnoty 1.1, resp. 0.9,

prah 6 by mél mit hodnotu 1.

Zména hodnoty prahu se neprojevila ani na vysledné piesnosti (a uplnosti) ani na poctu kol

pottebnych pro natrénovani. Pfi zméné parametrt alfa a beta v§ak dochéazelo ke zménam ve vykonu i

poctu trénovacich kol. Vysledky je mozné porovnat v grafu na obrazku Obrazek 20. Mimo zvyseni

presnosti doslo i k rychlej§imu natrénovani. Pfi hodnoté o=1.1 bylo potieba 16 trénovacich kol, pii

o=1.4 to bylo jen 9 kol.
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80,00 = _ — = - _
70,00
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= = mikro Uplnost
50,00 Y
makro presnost
40,00 = = makro pfesnost
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1,10 1,20 1,30 1,40 1,50 1,60
alfa
Obrazek 20. Graf — nastaveni parametrii pro upravu vah kategorii
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Nutno poznamenat, ze pfi zvySeni hodnoty a, byla odpovidajicim zpiisobem snizena hodnota
parametru B, napt. a=1.3 znamena pouziti f=0.7

Testovani probihalo na 7 000 trénovacich a 3300 testovacich dokumentech (pomér 15:7) pii
odstranéni kategorii, které obsahuji méné nez 20 dokumenti. Nejlepsich vysledka bylo dosazeno pro

parametry a=1.3 a $=0.7.

7.6  Trénovaci presnost

Volba minimalni pozadované piesnosti pfi trénovani ma vliv nejen na vysledek klasifikace, ale 1 na
pocet kol potiebnych k dosazeni této pfesnosti a tim na ¢asovou ndrocnost beéhu celého algoritmu.
Verze Balanced se uci rychleji a je proto mozné pozadovat vyssi presnost pii trénovani (az 95%),
naopak u verze Positive je vhodné pouzit nizsi hodnotu pozadované presnosti (70-80%). Vice na

grafu Obrazek 16.

7.7 Velikost trénovacich a testovacich dat

Dokumenty se sady Reuters-21578 jsou rozdéleny do 22 soubort, 1ze je proto délit na trénovaci a
testovaci podle prostého rozdeleni souborii na trénovaci a testovaci. Rozdéleni u Lewis splitu je
ptiblizné 15:7 (15 trénovacich dokumentti na 7 testovacich), u Apte splitu je to zhruba 16:6.

Provedl jsem testovani za ucelem zjistit, zda by jiné rozdéleni mohlo znamenat vyraznou
zménu vysledné presnosti.

Na grafu Obrazek 21, uvedeném nize, je vidét se vzrustajici pfevahou trénovacich dokumentd
stoupani mikro hodnot pro pfesnost i uplnost. To je ale kompenzovano stale niz§imi hodnotami pro
makro pfesnost a uplnost. Je to zpilisobeno tim, ze vétSina malych kategorii neobsahuje zadné

klasifikovatelné dokumenty a ma proto ptesnost i tiplnost rovnu nule.
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Obrazek 21. Graf — vliv velikosti trénovacich a testovacich dat

Nejvhodnéjsi rozdé€leni pro klasifikaci je podle dosazenych vysledkd 16:6, které odpovida Apte

splitu a je u n¢j dosazeno lepsich mikro i makro hodnot nez u rozdéleni Lewis split.

7.8

Pro porovnani vysledkl riznych klasifikatorti slouzi rozdéleni dokumentti Lewis split a Apte split.

Lewis Split

Lewis split obsahuje i dokumenty, které nejsou zatazeny do zadné kategorie. Vysledky na této

sadé¢ proto jsou hor$i nez u Apte splitu. Nejprve bylo testovano nastaveni minimalni trénovaci

presnosti. U Balanced Winnow bylo nejlepsich vysledki dosazeno pro trénovaci uspésnost 95%, kde

vysledna hodnota break-even pointu byla 68.28%. Positive Winnow zde dopadl hife, nejlepsim

vysledkem je hodnota 51.02%. Graficka znazornéni vysledkt jsou na grafech Obrazek 22 a Obrazek

23.
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Obrazek 22. Graf — Lewis split: nastaveni minimalni pfesnosti trénovani u Balanced
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Obrazek 23. Graf — Lewis split: nastaveni minimalni pfesnosti trénovani u Positive
Winnow

Pti nalezené nejlepsi hodnoté€ trénovani jsem mohl pokracovat nalezenim idedlniho parametru
alfa, z testu v kapitole 7.5 se nabizela hodnota a=1.3. Vysledky na Lewis splitu ur¢ily jako nejlepsi
hodnotu a=1.2 s dosazenym break-pointem 69.30% (coz je o vice nez 1% lepsi vysledek v porovnani

s a=1.1). Pti pouziti a=1.3 bylo dosazeno vysledku 69.27%.
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Obrazek 24. Graf — Lewis split: nastaveni parametrt o, p u Balanced Winnow

7.9  Apte Split

Apte split obsahuje mensi mnozstvi dokumenti nez Lewis split. Apte split by mé¢l obsahovat jen
dokumenty, které jsou zafazeny do né&jaké kategorie. Ve skutecnosti to vSak neni pravda a obsahuje i
dokumenty bez ptitazenych kategorii. Vysledky zde budou lepsi nez u Lewis splitu, ale horsi nez pfi

pouziti mého rozdéleni, které pocita opravdu jen s dokumenty zatazenymi do nékteré z kategorii.
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Nejlepsiho vysledku bylo dosazeno pii natrénovani s presnosti 90%. S timto nastavenim jsem

pokracoval stejné jako u rozdéleni Lewis split, tedy hledal jsem nejvhodnéjsi parametry alfa a beta.

Vysledky na Apte splitu ur€ily jako nejlepsi hodnotu a=1.1 s dosazenym break-pointem 76.71%.
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Obrazek 27. Graf — Apte split: nastaveni parametrii a, p u Balanced Winnow

Nejlepsiho vysledku této implementace Balanced Winnow bylo dosazeno pii trénovani na

7237 dokumentech a testovani na 3 087 dokumentech (pomér piiblizné 15:7) bez pouziti stoplistu

chra split). Nastaveni o o=1.3, p=0.7, 6=1, minimalni presnost natrénovani 0, pouzit
Sychra split). N i byl 1.3, p=0.7, 6=1, minimalni pt énovani 95%, pouzity byly

pouze dokumenty obsahujici vice nez 20 slov, vaha slov odpovidala odmocning€ poctu jejich vyskyta.

Vyslednd hodnota break-even pointu byla 79.23%.

Lewis split Apte split Sychra split
Positive Winnow 51.0% 60.6% 62.2%
Balanced Winnow 69.3% 76.7% 79.2%
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8 Z.aveér

V tvodni teoretické ¢asti jsem uvedl typy metod pro ziskavani znalosti z textovych dokumentu.
Nejvice vyuzivané jsou metody pro klasifikaci, které jsem diikladnéji rozd€lil a popsal. Zajimava je
skupina linearnich klasifikatorti, z nichz algoritmus Winnow se jevi jako algoritmus dosahujici
nejlepsich vysledkd.

Pti ohodnoceni vysledkid jsem uvedl makro i mikro hodnoty pfesnosti i uplnosti. Pro porovnani
jsem nejvice pouzival hodnotu break-even pointu pro mikro pfesnost a Uplnost, kterd velmi dobfie
prezentuje uspesnost klasifikace.

Vysledky potvrzuji lepsi vykon verze Balanced Winnow oproti Positive Winnow jak
v uspésnosti klasifikace, tak i v rychlosti uceni. Balanced Winnow k natrénovani sta¢i méné nez 10
kol.

Winnow pro klasifikaci nepotfebuje stoplist, pii jeho pouziti dosahuje horSich vysledkii nez bez
n¢j. Dokaze totiz zpracovat velké mnozstvi atributi a i nevyznamova slova pro néj obsahuji jistou
informaci.

Vsechny vysledky algoritmu jsou shrnuty v posledni kapitole 7 (Vysledky), na rozd€leni Lewis
split bylo dosazeno hodnoty break-even pointu 69.3%, na rozd€leni Apte split 76.7%. Vysledky jsou
porovnatelné s hodnotami dosazenymi v [10]. V zavéru kapitoly jsem uvedl nastaveni, pii kterém
bylo dosazeno nejlepsiho vysledku.

Tato zékladni verze programu by mohla byt vylepSena implementaci rozsifeni uvedenych
v kapitole 5.2. Bylo by také vhodné otestovat pouziti Winnow na jinych datech, zafazeni Clankt
v sadé Reuters-21578 totiz neni Gplné a Winnow dosahuje lepSich vysledki, pokud jsou pouzity jen
dokumenty zatazené do kategorii.

Dalsi testovani doporucuji napft. v oblasti filtrovani elektronické posty od nevyzadanych zprav.
Bylo by zajimavé experimentovat s nastavenim tak, aby byla zajisténa vysoka hodnota tplnosti (aby

nebyla normalni zprava oznacena jako spam) a zaroveii co nejvetsi hodnota presnosti.
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Priloha 1. Prehled stoplisti

1.

stop_wordsl1.txt

39 slov

zdroj: Uhlif Ing. Martin, Metody pro ziskavani asocia¢nich pravidel z dat, Brno 2007
stoplist.txt

66 slov

zdroj: http://www.csc.kth.se/~xmartin/java/

stop_oracle.txt

76 slov

zdroj: http://download.oracle.com/docs/cd/A58617 01/cartridg.804/a58165/appa.htm#2067
stop-mssql.txt zdroj:

154 slov
http://www.sugarcrm.com/wiki/index.php?title=Overview of Full Text Stop Words
stop_uned-es.txt

250 slov

zdroj: http://terral.lsi.uned.es/~ircourse/examples/stoplist.html

stopwds.txt

319 slov

zdroj: http://ronaldo.cs.tcd.ie/esslli07/

stop -mysql.txt

544 slov

zdroj: http://dev.mysql.com/doc/refman/5.0/en/fulltext-stopwords.html
stop_uned-es-smart.txt

568 slov

zdroj: http://terral.lsi.uned.es/~ircourse/examples/stoplist.html
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