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Abstrakt

Tato prace se zabyva metodikami uceni struktur FPNN. Zaméfuje se predevsim na zpusoby
pfimého pfevodu naucenych neuronovych siti na FPNN, coz je vyhodné v situacich, kdy
nejsou k dispozici trénovaci data.

Abstract

This thesis deals with a training of the FPNN structures. It focuses on the ways of direct
conversion of the pretrained artificial neural networks to FPNNs. This is useful when original
training data set is not reachable.
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Kapitola 1
Uvod

V roce 1943 Warren McCulloch a Walter Pitts predstavili v ¢lanku A Logical Calculus of
Ideas Immanent in Nervous Activity [17] matematicky popis neuronu jako logického ptepi-
nace a dokazali, Ze sestavenim siti z takovych neuronti je mozné realizovat libovolné operace
vyrokové logiky. V roce 1949 definoval Donald Hebb ve své knize The Organization of Be-
havior [11] prvni uéici algoritmus neuronovych siti. V roce 1957 Frank Rosenblat zobecnil
model neuronu na perceptron [20], ktery pocital s redlnymi ¢isly, zaroven definoval uéici al-
goritmus, ktery v kone¢eném cCase najde odpovidajici vahovy vektor nezavisle na pocatecni
kofiguraci. Na zakladé tohoto sestavil prvni neuropocéita¢ Mark Perceptron I, ktery dovedl
rozpoznavat znaky. Uspéiné prezentace tohoto pocita¢e k neuronovym sitim pfitahla prvni
vlnu zajmu. Na prelomu 50. a 60. let Karl Steinbuch vyvinul model bibdrni asociativni sité
[30]. V roce 1969 Marvin Minsky a Seymour Papert ve své knize Perceptrons [19] pou-
kézali na nemoznost realizovat logickou funkci XOR jedinym perceptronem. Tuto funkci
sice bylo mozné realizovat dvouvrtsvou siti se tfemi perceptrony, ale v té dobé nebyl znam
algoritmus uceni vicevrtsvych siti. Z toho autofi nespravné odvodili nemoznost takového
algoritmu. To, spolu s vycerpanim vétSiny napadi, vedlo k iipadku zdjmu o neuronové sité
a odliv financi z vyzkumu tohoto oboru. Ten vSak v tichosti pokracoval a v 80. letech se
znovu dostal do popredi. V roce 1982 predstavil John Hopfield novy model neuronové sité

fungujici jako autoasociativni pamét [13]. Ve stejném roce vznikl také model samoorgani-
zujici se Kohonenovy sité [14]. V roce 1986 David Rumelhart, Geo Rey Hinton a James
McClelland publikovali [28] dulezity algoritmus uceni zalozeny na zpétném Sifeni chyby -

backpropagation. V roce 1987 se v San Diegu konala prvni velkd konference, IEEFE Inter-
national Conference on Neural Networks, vyhradné zaméfend na neuronové sité, na niz byla
zalozena mezinarodni spole¢nost pro vyzkum neuronovych siti INNS (International Neural
Network Society). Od té doby se neuronové sité stéle t&si zajmu odborné vefejnosti.

Tato prace navazuje na bakalafskou praci Akcelerace neuronovych siti v FPGA [15].
Ta pojednévala o aproximaci neuronovych siti pomoci struktur konceptu FPNA [6], jejich
VHDL implementaci a vysledky béhu této implemnetace na hradlovych polich FPGA. Tato
diplomova prace se vice zaméruje na samotny koncept FPNA. Zabyva se uéenim FPNN a
predevsim primym pfevodem neuronovych siti na FPNN. Kapitola 2 predstavuje tvod do
neuronovych siti. Kapitola 2.3 je tvod do konceptu FPNA. Kapitola 4 pojednava o baliku
aplikaci PyFPNN, ktery byl predstaven jiz v bakalarské praci a od té doby se vyrazné roz-
rostl. Kapitola 5 se tyka samotného piimého pirevodu neuronovych siti na FPNN. Kapitola
8 shrnuje dosazené vysledky a navrhuje smér budouciho rozvoje prace.



Kapitola 2

Teorile

2.1 Uvod do neuronovych siti

Neuronové sité [20] se, podobné jako mozek, sklddaji z neuront a spoji (synapsi), které je
mezi sebou propojuji. Topologie propojeni neuront synapsemi jsou pak definovany jednot-
livymi modely neuronovych siti, kterych existuje vice.

2.1.1 Neuron

Na obrazku 2.1 pfedstavujicim obecny model neuronu, ma kazdy neuron n vstupt x, které
se s prislusnymi vahami w uplatiiuji jako vstup funkce f, jejiz vystup je zaroven vystupem
neuronu y. Ze vstupnich impulsii x a vah w se pocita vazeny soucet, kterému se casto iiké
potencial (v anglictiné se ¢asto oznacuje net). Ten je pak vstupem funkce f, které se fika
nejcastéji aktivacni nebo prenosovd funkce. Definovano matematicky:

n
net = Zwiwi (2.1)
i=1

y = f(net) (2.2)

v=flwyx, wyxy, o, w,x

Obrazek 2.1: Obecné struktura neuronu



Obrazek 2.2 zobrazuje schematickou znacku neuronu pouzivanou ve zbytku této prace.

Obrazek 2.2: Vnéjsi pohled na neuron

2.1.2 Aktivaéni funkce

Jak bylo feceno v sekci 2.1.1, zakladnim prvkem vypoc¢tl v neuronu je aktivacni funkce,
ktera se poc¢ita z potencidlu a vytvari vystup neuronu. Konkrétni podoba této funkce se
odviji od konkrétniho modelu neuronové sité, ale obecné se jedna o rostouci, spojitou, deri-
vovatelnou funkci jedné proménné. Pouzivaji se také funkce, které nejsou spojité a na celém
defini¢nim oboru derivovatelné. Jejich problémem ale je, Ze k nauceni sité€ pozivajici tyto
funkce nemiize byt pouzit algoritmus uvedeny v sekci 2.2.1. Casto pouzivanymi aktiva¢nimi
funkcemi jsou napiiklad funkce sigmoid (2.3), unipolarni skokovéa funkce (2.4), bipoldrni
skokové funkce (2.5), hyperbolicky tangets (2.6), které jsou definovéany néasledovné:

1
sigmoid(z) = = (2.3)
<
unipolar_step(z) = {(1) Ezzigg (2.4)
- <
bipolar_step(z) = {11 Eigi;g (2.5)
2
tanh = — 1 2.6
anh(z) = (2:6)
(2.7)

Pribéhy téchto funkci jsou znézornény na obrazku 2.3

2.1.3 Prah

Prah je nastroj, ktery zvysuje silu neuronovych siti tim, Ze umoznuje posunout prubéh
aktivacéni funkce po ose x doprava nebo doleva. To je dosazeno pri¢tenim hodnoty prahu k
potencidlu neuronu, jak ukazuje rovnice (2.8), kde € je prah.

y = f(net+0) (2.8)

Pro implementaci prahu se ¢asto pouzivd dimyslny trik, spocivajici v pridani synapse s
vahou rovnou hodnoté prahu vedouci od virtualniho neuronu, jehoz vystup je trvale roven
1. Tim je jednodusSe zajiSténo zapocitani prahu a zaroven je tim umoznéno naucit prahy
stejné jako vahy.
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Obrézek 2.3: Grafy nékterych aktiva¢nich funkci

2.1.4 Vrstvy

Neurony jsou v neuronovych sitich obycejné organizovany do vrstev. Téchto vrstev muze
byt rtizny pocet a mohou obsahovat riizné pocty neuronti. Poc¢ty vrstev a neurontii v nich,
propojeni uvniti vrstev a mezi vrstvami pak definuji jednotlivé modely neuronovych siti.
Neuronova sit pak muze vypadat tieba jako na obrazku 2.4.

2.1.5 Typy a déleni neuronovych siti

Neuronové sité mtzeme délit z riznych hledisek. Prvnim hlediskem miize byt pocet vrstev
- neuronové sité sestavajici z jedné vrstvy nazyvame jednovrstve, ostatni vrstvené. Druhym
hlediskem mtize byt smér sifeni signald v siti - sité, v nichz se signaly $ifi jen do nasledujicich
vrstev nazyvame nerekuretni, zatimco sité, v nichz se signaly vraceji do stejné vrstvy nebo
predchozich vrstev nazyvame rekuretni. Dalsim hlediskem miiZe byt zptisob uceni sité - sité,
v jejichz procesu uceni vystupuje néjaka entita hrajici roli ucitele nazyvame sité s ucitelem,
sité, které ucitele nemaji nazyvame site bez ucitele, které se v nékterych pripadech nazyvaji
samoorganizujict.

2.1.6 Uceni neuronovych siti

Uceni neuronovych siti obecné pobihd na principu modifikace vah synapsi (které jsou
zpocatku nastaveny ndhodné) - jak vyplyva ze sekce 2.1.1, modifikace vah zptsobi pfi



stejném vstupu zménu vystupu sité, takze pri uceni jsou vahy obecné néjakym zptisobem
modifikovany tak dlouho, dokud vystup neuronové sité nespnuje néjaky pozadavek na néj
kladeny. Toto probihé na zakladé riznych algoritmi, existuji ale dva zakladni modely uceni
neuronovych siti.

Uceni s uditelem probihd za pomoci néjaké entity, nazyvané ucitel, kterd neuronové
siti predklada priklady z tzv. trénovaci mnoziny, coz je mnozina vstupnich dat, na néz zna
ucitel pozadovany vystup, a hodnoti vystup sité. Na zakladé tohoto hodnoceni jsou pak
modifikovany vahy.

Uceni bez ucitele neprobihd za pomoci Zzadné entity, kterd by na uceni neuronové sité
dohlizela. Neni dopiedu definovan zadny cilovy vystup sité. Sit se u¢i sama na zakladé
souvislosti v datech trénovaci mnoziny, podle kterych se sama organizuje. Tomuto zpiisobu
uceni se tak casto fika samoorganizace.

2.2 Modely neuronovych siti

Existuje mnoho rtznych modeld neuronovych siti, majici rtizné vlastnosti a urceni. Tyto
modely definuji strukturu sité z hlediska vrstev neuronu a jejich propojeni, uréuji aktiva¢ni
fukci a dalsi aspekty relevantni pro dané modely. V tomto textu se podivame jen na nékolik
zékladnich modelt.

2.2.1 Backpropagation model

Backpropagation model [20] je zédkladni a nejpouzivanéjsi model neuronovych siti. Jedna se
o nerekuretni vrstvenou sif s jednou vstupni vrstvou, jednou vystupni vrstvou a jednou nebo
vice skrytymi vrstvami. Na vstupy neuront jsou pfivedeny vystupy vSech neuronti piedchozi
vsrtvy (viz. obrézek 2.4). Podet neuroni ve vstupni a vystupni vrstvé je dan velikosti
vstupniho a vystupniho vektoru, po¢ty neuronti ve skrytych vrstvach a pocet skrytych vrstev
muze byt rizny. Backpropagation model vyuziva uceni s ucitelem, ktery siti predklada
priklady a kontroluje vystup sité. Na zakladé odchylky od odéekavaného vystupu jsou pak
modifikovany vahy. Modifikace vah se §ifi od vystupni vrstvy pres skryté vrtsvy smérem k
vrstvé vstupni, odtud se tento model nazyva backpropagation (zpétna propagace).

Uceni v backpropagation modelu

Jak bylo feceno v sekci 2.2.1, sité tohoto modelu se uci za pomoci ucitele, ktery siti predklada
J trénovacich vektorit x. Z vystupu sité y; a o¢ekdvaného vystupu sité ¢; je pak vypoctena
chyba F, definovana pomoci souc¢tu ¢tverci vSech odchylek:

E= 53— u) (29)

Pii uceni je pak nutno tuto odchylku snizovat, je tedy nutné, povazujeme-li E za funkci
vah, hledat minimum této chybové funkce. K tomu se pouzivaji rizné metody jako napf.
simulované zihani nebo castéji gradientni metody. Pouzitim gradientni metody odvodime

vzorce [20] pro modifikaci vah ve vystupni a skrytych vrstvach:
wit =Wl + AwlY (2.10)

7



skryta wratva

wstupni wrstva Wy stupni vrstva
Obrazek 2.4: Backpropagation model

Kde:

Awgl) = ndjo; + ozAwg.hl) (2.11)

Rovnice (2.10) popisuje zménu vah pfic¢tenim odchylky, ktera se vypoc¢itd podle rovnice
(2.11). V této rovnici 7 a « jsou kladna ¢isla, pro jejichz vypocet neni definovan vzorec.
Proto se jejich hodnota stanovi libovolné a v pritbehu uceni se mize ménit pro dosazeni
lepsi konvergence.

Za predpokladu, ze jako aktivaéni funkci pouzivame funkci sigmoid (2.3) s prahem,
muzeme 0; definovat [20] pro vystupni a skryté vrstvy takto:
Vystupni vrstva:

6 = (tj —05)05(1—0j) (2.12)

Kde o; je vystup vystupniho neuronu j a ¢; je pozadovany vystup tohoto neuronu.
Skryté vrstvy:

8 = 0j(1=0j) ) drwj (2.13)
k

Kde bylo ¢, vypocteno v rovnici (2.12) a suma ) -, byla vypocitana pfes neurony ve vystupni
vrstve.

2.2.2 Jiné modely

Kromé backpropagation modelu existuje fada dalSich modelid neuronovych siti. Shortcut
perceptron je specidlnim pripadem backpropagation modelu, ve kterém jsou neurony pro-
pojeny se vSemi neurony ve vSech pfedchozich vrstvéach, nikoliv jen s tou predchozi. Dalsim
znamym modelem jsou Hopfieldovy sité [22] [13], jednovrsvé rekurentni sité pouzivané na-
priklad jako asociativni pamét. Dalsim zajimavym zastupcem jsou Kohonenovy sité [22]
[14], coz jsou jednovrtsvé plné propojené sité vhodné ke kategorizaci.



2.3 Koncept FPNA

V této sekci pfedstavime koncept aproximace neuronovych siti pomoci FPNA| ktery je pro
tuto praci stézejni. Na tomto konceptu je zaloZen nas zptsob implementace neuronovych
siti v FPGA a na zpiusoby jeho vytvoreni a nauceni se celd tato prace zaméruje.

2.3.1 FPNA

FPNA (Field Programmable Neural Array) [3] je koncept zjednodusujici topologii neuro-
nové sité sloudenim nékolika synapsi a jejich serializaci. Vytvari tak sit s mensim poc¢tem
synapsi, ale stejnym poctem neuront, aproximujici ptivodni neuronovou sit. Na FPNA
miiZzeme nahliZet jako na orientovany graf (N, E), kde N je uspofddand mnozina uzli a E
je mnozina orientovanych hran:

N - usporadand mnozina uzli — aktivatort

FE - mnozina orientovanych hran — spoju

Kazdy uzel ma mnozinu pfedchidct: Pred(n) = {p € N, (p,n) € E}

Kazdy uzel ma mnozinu nésledniki: Suce(n) = {s € N, (n,s) € E}

Mnozina vstupnich uzli: N; = {n € N, Pred(n) = 0}

Kazdy spoj (p,n) € E m definovan afinni operator: o,y = Wn(p)x + Ty, (p)

Kazdy nevstupni aktivator n € N méa definovan iteraéni operator i,, (pro sbér potencialu)
Kazdy nevstupni aktivator n € N ma definovan funkéni operator f,, (aktiva¢ni funkci)

Jak je uvedeno v definici vyse, vrcholy grafu se nazyvaji aktivatory. Aktivatory aplikuji
na mnozinu svych vstupt pfenosovou funkci. Aktivatory tedy reprezentuji neurony. Hrany
v grafu FPNA se pak nazyvaji spoje, které provadéji affinni trasformaci svych vstupu. Jak
je z definice této transformace vidét, mohou spoje provadét (a provadéji) ndsobeni vstupt
vahami. Nésobeni vahami se tedy neprovadi v aktivatorech (neuronech), ale ve spojich a
aktivatory tedy provadéji nikoliv vazeny, ale obyéejny soucet vstupnich hodnot (za pouziti
itera¢niho operatoru i,), na néjz pak aplikuji pfenosovou funkei (funkéni operdtor fy,).
Vyraznym rozdilem mezi synapsemi a FPNA spoji je ten, Ze spoje neaproximuji jednotlivou
kazdou synapsi, ale aproximuji néjakou ¢ast né¢jakého pocétu synapsi, mezi dvéma aktivatory
tedy muze lezet n€kolik spoji za sebou a nasobéni vahou se provadi po ¢astech ve vSech. Jak
je vidét, FPNA nedefinuje konkrétni propojeni, ani konkrétni hodnoty nékterych parametri,
které jsou potieba pro konstrukci konkrétni sité. FPNA tedy popisuje nikoliv jednu neuralni
sit, ale celou skupinu neuralnich siti. Pro popis konrétni sité tedy poziebujeme jesté néco -
FPNN.

2.3.2 FPNN

FPNN (Field Programmable Neural Network) [3] je jedna z moznych konfiguraci néjakého
FPNA. Udava konrétni propojeni neuralnich zdroji a hodnoty vSech parametri. Pro ne-
vstupni uzly a spoje definuje:

O, € R - pocateéni hodnota vnitini itera¢ni proménné v aktivatoru (muze slouzit
jako prah)

an, € N - pocet iteraci (pouziti iteracniho operatoru), po nichz aktivator aplikuje fun-
kéni operator

Wi(p), Tn(p) € R - konkrétni hodnoty koeficientii afinniho operatoru oy,



Vp,p € Pred(n) : r,(p) - bindrni ptiznak urcujici, zda jsou spoj (p,n) a aktivator n

propojeny

Vs,s € Succ(n) : Sp(s) - bindrni pfiznak urcujici, zda jsou aktivator n a spoj (n,s)
propojeny

Vp, s;p, s € Pred(n),s € Suce(n) : Ry(p,s) - binarni pfiznak uréujici, zda jsou spoje

(p,n) a (n,s) propojeny
Pro kazdy vstupni uzel:

ceN - pocet vstupi

Vs,s € Succ(n) : Sp(s) - bindrni pfiznak uréujici, zda jsou vstupni uzel n a spoj (n, s)
propojeny

Jak vidime v definici, FPNN binarnimi pfiznaky definuje lokalni propojeni aktivatord se
spoji a spoju se spoji. Definuje také koeficienty affinnich operatort spoji a pridava nékolik
dalsich parametrt.

Popis funkce

Jak bylo feceno vyse, neuralni zdroje pracuji autonomné a kontinualné s ostatnimi. Jsou také
(vétsinou) propojeny s nékterymi svymi predchiidci, od nichz ziskavaji data ke zpracovéni, a
s nékolika nasledniky, jimZ predavaji vysledky své prace. Toto predavani dat se déje formou
pozadavki. Vzdy, kdyz néjaky neuralni zdroj dokonc¢i vypocet a vystavi jeho vysledek na
vystup, zarovén posle svym pripojenym nasledniktim zpravu, Ze méa pro né data — vygeneruje
pozadavky. Zde je problém, Ze néslednici mohou byt zrovna zaméstnéni a nepfevezmou si
data hned. Proto naslednici pri pirevzeti pozadavku posilaji zpatky potvrzeni o jeho prevzeti.
Kazdy neuralni zdroj pak musi pozastavit svou ¢innost, dokud nedostane potvrzeni od vSech
naslednikt. Teprve poté sam piijme dalsi pozadavek. Cinnost neuralnich zdrojt jde tedy
shrnout do nasledujicich bod:

1. Neuralni zdroj vybere ke zpracovani jeden z pozadavkt od predchtdci ¢ekajicih na
jeho vstupu. Pokud Zadné pozadavky na zpracovani necekaji, neuralni zdroj ceka,
dokud néjaky neprijde.

2. Posle potvrzeni predchudci, ktery vybrany pozadavek vznesl.

3. Zpracuje pozadavek:
Spoj: Na prijatd data aplikuje affinni operator.
Aktivdtor: Na prijatd data aplikuje iterac¢ni operator. Pokud se nachazi v posledni
iteraci — provedl parametrem a predepsany pocet iteraci — na itera¢nim operatorem
akumulovand data aplikuje funkéni operédtor (pfenosovou funcki) a pokrac¢uje bodem
4. Pokud se v posledni iteraci nenachazi, pokracuje bodem 1.

4. Vystavi vysledek na sviij vystup a vygeneruje pozadavky pro pfipojené nasledniky.
5. Pocka, dokud neobdrzi potvrzeni pro vSechny pozadavky.
6. Pokracuje bodem 1.

V bodu 1 je dilezity zptsob, jakym dochazi k vybéru pozadavkid. Pro spravnou funkci
FPNN je nutné, aby byly pozadavky vybirany spravedlivé. Kdyby tomu tak nebylo, mohlo
by dochéazet k zbyteénym prodlevam prace nékterych ¢asti sité. Horsim problémem by pak
bylo, kdyby se néktera ¢ast sité zpozdila tak, ze pii ddvkodém zpracovani dat by aktivatory
pfi iterovani nad pozadavky mohly pocitat s daty pozadavku patficimu do jiné davky dat,
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coz by zapric¢inilo chybny vysledek celého vypoctu. Je tedy potieba zvolit vhodnou techniku
vybéru pozadavku, kterd témto problémtm predejde — napriklad Round&Robin.

Mrizova struktura FPNN

Jak bylo popséno vyse, koncept FPNA /FPNN zjednodus$uje topologii propojeni slu¢ovanim
synapsi a jejich serializaci. Dosahuje toho pomoci mftizové struktury propojeni aktivatort,
jak znazornuje obrazek 2.5. Na tomto obrazku kruhy predstavuji aktivatory, tlusté Sipky
predstavuji spoje a tenké Sipky znaci propojeni jednotlivych jednotek signaly. Na obrazku
je vidét, ze vystup kazdého aktivatoru je napojen na jeden spoj, ktery je pripojen na
aktivator v nésledujici vrstvé a také k fetézci spojli uvnitt vrtsvy, ktery realizuje propojeni
s ostatnimi aktivatory. Jednotlivé synapse (vahy) jsou tedy aproximovany sekvenci jednoho
¢i vice spoju. Konstrukce miizového FPNN je popséna v [7].

Obrazek 2.5: Mrizova struktura FPNN

Priklad

Cinnost FPNN bude prakticky vysvétlena v nasledujicim piikladu, ktery vychazi z piikladu
uvedeném v [8]. Mé&jme neuronovou sif nasledujici topologie:

Obrazek 2.6: Neuronové sit prikladu FPNN
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Obrazek 2.7: Vzorové FPNN

Prislusné FPNN by pak mohlo byt definovano takto:

N = {ng,ny,n1,n,n3,n4}
E = {(nz,m), (ny, na), (n1, n2), (n2, n1), (n1, na), (n4, n1), (n3,n4), (na, n3), (nz, n3)}
inl = in2 = in3 = ina = ((x,2') = x +2')
fr1 = fn2 = fn3 = fna = (¥ — tanh(z))
pro nq 1(ng), mn1(n4), Sni(n4a), Rn1(ng, n2), Ryi(na, ng), Rpi(ng, n2)
2(n1), Sn2(n1), Rn2(n1,n3)
pro ns : rp3(na), rn3(ng), Sps(ng)
pro nyg : rpa(n1), rna(ng), Rpa(ny, n1), Rpa(ny, n3)

a1:2,a2:2,a3:2,a4:3

ST
pro ng : Ty,

Cnz = Cpy = 1

Vsechny ostatni hodnoty jsou nulové.

V definici vidime, Ze vSechny iteracni operatory ¢ jsou definované jako obycejné séitani.
Vsechny funkéni operatory f, které v aktivatorech realizuji pfenosové funkce, jsou defino-
vany jako hyperbolicky tangents. Parametry aktivatort a udavajici pocet iteraci prislusnymi
operatory ¢, jsou nastavené v souladu s poctem synapsi, které do daného neuronu ve vychozi
neuronové siti vedou. Parametry vstupt c fikaji, ze jsou na kazdém vstupnim uzlu oceka-
vana pouze jedna data. Pro vSechny aktivatory jsou také definovany ptiznaky propojeni s
ostatnimi zdroji. Toto propojeni je na obrazku 2.7.

Obrazek 2.8 ilustruje ¢innost vzorového FPNN v deviti krocich, v nichz se udava nasle-
dujici ¢innost:

1. Spoje (ng,n1), (ny, na) zpracovavaji vstupni data a generuji pozadavky pro aktivator
ny a spoje (ni,n2), (ng,n1) a (ng,ns3).
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Obrazek 2.8: Cinnost vzorového FPNN

.V druhém kroku pracuji aktivator n; a spoje (ni,n2), (n4,n1) a (n4,n3) konkurentné
zpracovavaji pozadavky a generuji nové pozadavky pro aktivatory ni,ng a nsg a spoje
(n1,n2) a (ng,n3).

. Ve tfetim kroku pracuji aktivatory ni,na,n3 a spoj (ne2,ns). Aktivator ny nyni také
generuje pozadavek, protoze jiz zpracoval potiebny pocet vstupnich pozadavkid. Spoj
(n1,n2) ma na vstupu sice také cekajici pozadavek ze spoje (n4,n1), nicméné jej
nemize zpracovat, protoze ¢ekd na potvrzeni prevzeti pozadavkd od aktivatoru ns a
spoje (ng,ng).

. Nyni jiz spoj (n1,n2) svij pozadavek zpracovava zaroven se spojem (ni,n4), ktery
také poprvé vygeneruje pozadavek pro aktivator ng.

.V tomto kroku své pozadavky zpracovavaji spoj (n2,ns) a aktivatory ne a ng, ktery
pritom zpracovava prvni ze tii ocekavanych pozadavkil, ve vzorové neuralni siti to
jsou data od neuronu 1.

. Spoj (n2,n1) a aktivator ns zpracovavaji pozadavky.

. Spoje (n1,n4) a (ng,n4) zpracovavaji pozadavky a generuji zbyvajici dva pozadavky
pro aktivator ng.

. Aktivator ny zpracovava pozadavek od spoje (ni,n4), ktera prisla pres spoj (ng,n1)
od aktivatoru ns, ve vzorové neuralni siti by to tedy byla data od neuronu 2.

. Aktivator n4 zpracovava posledni pozadavek od spoje (ns,n4), ve vzorové neuralni
siti to jsou data od neuronu 3. Vystup tohoto aktivatoru je vystupem celého FPNN.
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Obrézek 2.9: Propojovaci sled

Na 2.8 obrazku je patrné, jak data putuji od vstupnich uzlt az na vystup. Dobte vidi-
telna je i konkurentost prace jednotlivych neurdlnich zdrojt. Z obrazki je také ziejmé, zZe
k nékterym aktivatorim se data nedostavaji pfimo, ale prochazeji v nékolika krocich néko-
lika spoji, ¢i dokonce prochézeji nékolika riznymi cestami pies rizné posloupnosti spojti.
Data tedy na cesté k ativatoru podstupuji nékolik affinnich transformaci. Jak bylo feceno
vyse, tyto affinni trasformace aproximuji vahy jednotlivych synapsi mezi neurony. Protoze
parametr T je v tomto FPNN definovan pro vSechny spoje nulovy, dochézi pouze k samot-
nému nasobeni dat parametrem W. Je tedy zfejmé, Ze vazeni jednotlivych dat je rozdéleno
do jednoho nebo nékolika nésobeni ¢i dokonce souc¢tu nékolika nasobeni (tento soucet ale
provadi aktivitor). Na zdkladé tohoto vyroku muzeme definovat aproximace konkrétnich
véh jako posloupnost jednotlivych nasobeni ¢i souctu nasobeni ve vzorovém FPNN napf.
takto:

Wz 1 = Wy, (ng

We2 = Wiy (ng) - Wiy (n1)
W3 = Wy (ng) - Wy, (n1) - Why(n2)
wy 1 = Why(ny) - Wy, (n4)
(14) - Wy (n1)
(n3)

wy 3 = Wy, (ny) -
W14 = Wn4 ni

w24 = VVn1 nygj -

(nz)
(n2)
(n2)
(ny)
wy,2 = Wy, (ny) -
(ny)
(n1)
(n2)
(n3)

w3’4 = Wn4 ns

2.3.3 Rétézec a sled spoju
Pro potieby dalsiho textu zavedeme nékolik novych pojmi.
Definice 1 Sledem spoji obecné rozumime libovolnou posloupnost spoji propojengch mezi

sebou.

Definice 2 Propojovact sled je sled spojiu propojujici aktivdtory skrze celou jednu vrstvu.
Obrdzek 2.9 silnymi carami zndzornuje propojovact sled.
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Obrazek 2.10: Retézce

Definice 3 Retézec je sled, ktery aprozimugje synapticky spoj. Na obou koncich vetézce je
pripojen aktivdtor a pres Tetézec pomysineé prochdzi puvodni synapse. Kazdy retézec tak
odpovidd jedné puvodni synapsi. Z kaZdého aktivdtoru vychdzi tolik vetezcu, kolik z néj
puvodné vychdzelo synapsi. V kaZdém aktivatoru konci tolik tetézci, kolik v ném koncilo
synapsi. Jednotlive spoje jsou sdileny mezi vice Tetézci - skrze rizné casti sledu prochdzeji
ruzn€ pocty retézci.

Pojem fetézec z definice 3 nazorné ilustruje obrazek 2.10. Na obrazku jsou puvodni
synapse vyvedené tlustymi plnymi barevnymi carami. Teckované tenci ¢ary stejné barvy
pak oznacuji fetézce, které tyto synapse aproximuji. Je ziejmé Ze Cerveny fetézec je shodny
s ptvodni synapsi, zatimco fialovou synapsi aproximuje fetézec ¢ty spoji. Je také vidét,
jak pres spoje propojovaciho sledu vede vice nez jeden fetézec.

V ramci kazdého fetézce muzeme nalézt dva vyznamné spoje. Pro potieby textu jsme
je pojmenovali initial a (definice 4) a terminal (definice 5).

Definice 4 Initdl je pruni spoj v fetézci, pres ktery prochdzeji véechny vetézce vychdzejict z
jednoho aktivatoru. Je to bezprostredni ndsledovnik aktivatoru. Initidly jsou zobrazeny sedé
na obrdazku 2.11.

Definice 5 Termindlni spoj, nebo termindl, je posledni spoj, v kterém konci jeden nebo
nékolik riznych retézci od riuznych aktivdtori predchozi vrtsvy. Termindly jsou bezprostred-
nimi predchidci aktivdtori. Termindly jsou vyvedeny silnymi c¢arami na obrdzku 2.11.

Definice 6 Netermindlni spoj, nebo netermindl, je spoj, ktery neni termindl.

V miizové struktuie FPNN bude mit kazdy aktivator obvykle dva terminély (zleva a
zprava) a na jeho vystup bude pfipojen jeden initidl. V mfizové struktufe jsou vSechny
spoje v propojovacim sledu terminély. VSechny vertikalni spoje jsou initidly a kazdy initial
je zaroven i terminal.
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Obrazek 2.11: Initidly (Sed¢) a termindly (silné)

2.4 Algoritmus Nelder-Mead

V této kapitole bude pfedstaven pro tuto praci dilezity optimalizacni algoritmus, ktery
jsme pouzili v fadé experimenttt popsanych v dalSich kapitolach. Tento algoritmus je im-
plementovan v modulu FPNNWeightsMapper.

Algoritmus Nelder-Mead [23][2][4] je Siroce pouzivany algoritmus pro FeSeni optimaliza-
¢nich problémt bez omezujicich podminek. Je to metoda minimalizace funkce o n promén-
nych pouzitim simplexu s n + 1 vrcholy.

Simplex je geometricky obrazec, ktery je konvexni obalkou mnoziny n + 1 bodi v n-
rozmérném prostoru. Timto itvarem metoda zkoumaé tvar krajiny minimalizované funkce a
hleda cestu k minimu. Jak simplex postupné klesa krajinou funkce k nékterému z lokalnich
minim, zmensuje se az na predepsanou hrani¢ni velikost, kdy algoritmus koné¢i a minimum

7 vyse uvedeného vyplyva, ze metoda obecné nachazi lokalni minima a neni tedy op-
timélni. Praxe vSak ukazuje, Ze poskytuje dobré vysledky a kromé toho je implementacné
jednoduché a vypocetné rychla, coz z ni ¢ini dobfe pouzitelnou metodu.

Algoritumus pracuje iterativné. V kazdé iteraci vybere nejhorsi vrchol simplexu, tedy
tomu pouziva celkem t¥i operace: reflexi, expanzi a kontrakci, kterd se dale déli na vnitii
a vnéjsi. V pripadé, ze se zddnou z operaci nepodaii najit lepsi vrchol, pouzije se ¢tvrta
operace - smrsténit, kterd zmensi velikost simplexu.

Operace algorimu Nelder-Mead

Predpokladejme posloupnost vrchold zg..x, sefazenou podle jejich funkénich hodnot. Pak
vrchol z,, je vrchol s nejvyssi funkéni hodnotou. Bod Z nazvéme centroid.

|
—

n

T= ; (2.14)

SEE
I
<)

i
Reflexe Tato operace promitd nejhorsi vrchol na opac¢nou stranu centroidu. Nachéazi re-
flexni bod x.,, ktery lezi na spojnici centroidu s vrcholem z,, ale na opac¢né strané.

Tr =T+ a(T — x,) (2.15)
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Parametr « je reflexni parametr, jehoz hodnota je obvykle volena: o = 1. V piipadé,
ze f(xo) < f(zy) < f(xn—1), pak je vrchol z,, nahrazen novym vrcholem z,. Jinak se
pokracuje nékterou z nasledujicich operaci.

Expanze Pokud f(z,) < f(zo) pak zfejmé stoji za to podivat se, jestli bychom ve stejném
smeéru nenalezli jesté lepsi vrchol. Protahneme tedy simplex timto smérem - nalezneme
expanzni bod lezici na spojnici centroidu a reflexniho bodu, ale lezi ve 8 krat vétsi
vzdalenosti. Expanzni parametr 8 je obvykle volen 5 = 2

Te =T+ Bz, — ) (2.16)
Pokud f(z.) < f(x;), vrchol z, je nahrazen vrcholem z., jinak z,.

Kontrakce Pokud f(z,) > f(z,—1), tak reflexe nebyla ispé$na a ti¥eba zjistit, zda posunuti
nového vrcholu opaénym smérem (blize k centroidu) nenabidne lepsi FeSeni. Tato
operace je opakem expanze. Provadéji se dva druhy kontrakce:

Vnitini kontrakce se provadi pokud f(z,) > f(x,). Pak kontrakéni bod z. se vypocte:

Zie =T +y(zy — T) (2.17)
Jinak se provede vnéjsi kontrakce a kontrakéni bod se vypocte:
Tee =T +y(zr — ) (2.18)

Kontrakéni parametr 0 < 8 < 1 se obvykle voli 8 = 0.5. Pokud f(zi.) < f(zy) nebo
f(zee) < f(zy) pak je vrchol x, pfislusnym bodem nahrazen. Jinak se pokracuje
nasledujici operaci.

Smrsténi Pokud selhala reflexe i kontrakce, zkusime zmensit rozméry simplexu v nadéji,
ze se dostaneme do priznivéjsi krajiny pribéhu funkce, nebo alesponi vysvobodime
vrchol s nejvyssi funkéni hodnotou z nepfiznivé oblasti, odkud jej ostatni operace
nedostaly. Kazdy vrchol simplexu nahradime novym vrcholem podle rovnice:

2% = xo + §(z; — x0) (2.19)

Smrsfovaci parametr 0 < 6 < 1 obvykle volime § = 0.5.

Ukonceni

Algoritmus by mél byt ukoncen, jakmile je splnéno kritérium:

1
n+1

S lf(x) - f2<Y (2.20)

1=0

kde T je pfedem zvolend ukoncujici hodnota a

F= > fw) (2:21)
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Kapitola 3

Implementace neuronovych siti v

FPGA

Neuronové sité jsou struktury s velkym potencidlem pro paralelizaci vypoc¢ti. Jednim z
moznych zplsobt, jak toho dosdhnout je implementovat je v hardware takovym zpiso-
bem, aby existovaly jako mnozina samostatnych vypocetnich obvodu a mohly tak pocitat
skute¢né paralelné. O implementaci neuronovych siti v FPGA toho bylo napsano mnoho
[29], [27], [10], [9], [24], [3]. Tato kapitola pfedstavuje pouze zdkladni Gvod do problema-
tiky implementace neuronovych siti a FPNN v obvodech FPGA. Déle predstavuje principy
implementace FPNN v FPGA, kterou jsme navrhli jiz v nasi pfedchozi praci [15]. V této
diplomové praci plné vyuzivame na$i jiz vyvinutou implementaci, nad kterou jsme nepro-
vedli zadné dalsi Gpravy. Podrobnéjsi popis problematiky a implementace je tedy mozné
najit v [15].

3.1 Reprezentace dat

Prvnim problémem implementace neuronovych siti v FPGA je reprezentace dat. Na béznych
CPU v softwarovych implementacich neuronovych siti se obvykle vyuziva reprezentace dat
v plovouci fadové ¢arce (standart IEEE-754). Tato reprezentace je pro implementaci v
FPGA nevyhodna protoze vypocty v plovouci fadové ¢arce vykonéavaji komplexni algoritmy,
jejichz implementace v FPGA by zkonzumovala velké mnozstvi zdroja. Proto je preferovana
reprezentace v pevné fadové ¢arce. V [12] bylo experimentalné dosazeno dobrych vysledktu
pri 16-bitové reprezentaci vah, s 8-bitovu celou a 8-bitovou desetinnou c¢asti.

Pfi pouziti plovouci fadové ¢arky je mnozné pouzit napiiklad algoritmi CORDIC [18].

3.2 Aktivaéni funkce

Dalsim problémem je implementace aktivac¢ni funkce. Nékteré pouzivané aktivacni funkce
jsou slozité nelinearni funkce. Jejich pfima implementace v hardware by byla velmi na-
rofné, vyzadovala by zna¢né mnozstvi zdroji a byla by pomald. Proto se aktivaéni funkce
obvykle aproximuje jinou funkci, jako napiiklad rampovou funkci, splajnem, nebo jinou
nelinearni funkci s podobnym pribéhem, ale s nizs§imi implementa¢nimi naroky a prosto-
rovou i ¢asovou slozitosti. Dalsim vyhodnym zptsobem je pouziti vyhledavacich tabulek,
které nabizeji nejvyssi rychlost. Jejich nevyhodou je vSak potfebna kapacita tabulek a tedy
vysoka prostorova slozitost.
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Pro potieby této prace potiebujeme vhodné aproximovat predevsim funkci sigmoid
(2.3). V [16] byly definovany funkce slouzici k aproximaci rostoucich nelinedrnich akti-
vacnich funkci, pfedevsim funkce sigmoid:

x(B8+6x) proxe (—L,0)

Hy(z) = { (8 —0x) proze (0,L) (3.1)

Tato funkce ma priibéh podobny hyperbolickému tangentu. 8 a 6 pak urcuji sklon a zkoseni
funkce v jeji centrdlni ¢asti, tj. na intervalu (—L,L) . S pomoci této funkce muze byt
definovana i funkce aproximujici bipolarni funkci sigmoid:

—1 prox € (—oo0,—L)
Gs(x) =< Hs(x) proxe (—L,L) (3.2)
1 pro z € (L, 0)

Pomoci predchozi funkce (3.2) lze také definovat funkci pro aproximaci bézné (unipolarni)
funkce sigmoid (2.3):

1 1
Fy(x) = §G8(w) + 3 (3:3)
V [16] také odvodili vzorce pro vypocet parametri § a 6 v zéavislosti na Sifce stfedniho
intervalu L:
1
2
= = 3.5
g =2 (35)

Vypocet funkce (3.1) lze tedy implementovat jako dvé nasobeni a jedno séitani (viz obrazek
3.1). Nicméné, pokud bude interval L zvolen v mocnindch dvou - 2™ | lze jedno nasobeni
nahradit bitovym posunem, ktery je implementac¢né jednodussi. Jak vypada vysledna apro-
ximace funkce sigmoid (2.3) definovanou funkci (3.3) je zndzornéno na obrazku 3.2 a chybu
tohoto zptsobu aproximace zobrazuje obrazek 3.3. Interval byl zvolen L = 4, aby odpovidal
centralni nelinedrni ¢asti funkce sigmoid (2.3). Chyba aproximace se pohybuje v intervalu
< —0.0216,0.0216 >. Pii 8-bitové reprezentaci desetinné ¢asti bude chybou aproximace
zatizen tieti nejnizsi bit.

—» MULT — ADD — MULT —»

T T

e ]

&
Obréazek 3.1: Implementace

Predstavena metoda poskytuje dobrou pfesnost aproximace pri nizké implementacni
naro¢nosti. V [15] bylo provedeno srovnéani této metody s dalsimi metodami aproximace.
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Obrazek 3.2: Aproximace nelinearni funkci

3.3 Implementace FPNN

V jazyce VHDL byla vytvofena implementace konceptu FPNN [5]. Spoje i aktivatory byly
realizovany jako samostatné entity. Tato implementace neni zavisla na konkrétnim zafizeni
FPGA a je ji tedy moZné na libovolném, dostateéné vybaveném ¢ipu pouZit.

3.3.1 Neuralni zdroje

Neuralni zdroje byly implementovany jako plné generické samostatné entity LINK a AKTI-
VATOR. Obé tyto entity maji shodné rozhrani. Nékteré generické paramatery jsou shodné
a nékteré rozdilné. Propojenim instanci téchto entit signaly je mozné zkonstruovat FPNN.
Obrézek 3.4 popisuje shodné rozhrani obou entit. [15] obsahuje podrobny popis implemen-
tace neuralnich zdrojt vcéetné vSech rozhrani a generickych parametri.

Rozhrani entit LINK a ACTIVATOR

Jméno Smér Typ Funkce
X vstup | sbérnice datovy vstup
Y vystup | sbérnice datovy vystup

REQ_IN vstup | sbérnice | vstup pozadavki od predchudct
REQ_OUT | vystup | sbérnice | vystup pozadavkid pro nasledniky
ACK_N vstup | sbérnice vstup potvrzeni od néslednikt
ACK_OUT | vystup | sbérnice | bystup potvrzeni pro predchtidce
R vstup vodic nulovaci signal
CLK vstup vodic hodinovy signal
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Kapitola 4

PyFPNN

I kdyz je definovan pomérné jednoduchy algoritmus pfevodu neuronové sité na miizovou
sktrukturu FPNN, u vétsich siti je to pfi ru¢ni praci naroc¢ny tkol. Stejné tak sestaveni
popisu takového FPNN je kviili slozité definici ndro¢né prace pii niz lze velmi snadno udélat
chybu. Sestrojeni FPNN je tak nelehké ¢innost zatizenéa velkjym prostorem pro délani chyb.
Stejné tak i rucéni verifikace tohoto navrhu. Dal$im naroénym tkolem je také vytvareni
VHDL popisu implementujictho FPNN i neuronové sité, pokud jsou realizovany pomoci
oddélenych obvodt pro neurony/aktivatory a synapse/spoje. Konstrukce takového obvodu
vyzaduje vytvofeni velkého mnozstvi komponent, jejich spravné propojeni pomoci signalid a
spravné nastaveni generik u kazdé komponenty. Pii ruc¢ni praci se tedy také jedna o naroény
ukol s velkym potencidlem pro délani chyb. Abychom se zbavili nutnosti téhto naroénych
rucnich operaci a nebezpeci chyb pii nich vznikajicich, vytvorili jsme projekt PyFPNNJ[15].

PyFPNN je sada aplikaci napsanych v multiplatformnim skriptovacim jazyce Python
ve verzi 3, které slouzi k usnadnéni vyse uvedenych tikonti. Jedna z téchto aplikaci umi
prevézt zadanou neruonovou sit na miizové FPNN a vygenerovat jeho popis. Dal§i umi
podle tohoto popisu zkonstruovat VHDL kéd implementujici zadané FPNN pomoci ndmi
vytvorenych entit. Dalsi dovede provést simulaci ¢innosti FPNN a umoziuje tak verifiko-
vat jeho névrh. Posledni aplikace umi vytvotrit VHDL popis neuronové sité pomoci nasich
komponent naivni implementace. VSechny FPNN i neuronové sité pouzité v této praci jsme
vytvofili a implmentovali s pomoci téchto aplikaci a usetrili si tak mnoho préace.

4.1 FPNNGenerator

FPNNGenerator je aplikace slouzici ke konstrukci FPNN z normalni neuronové sité. Prevadi
béznou vrstvenou sit struktury backpropagation ¢&i zkratkovitou sit do miizové struktury
FPNN. Jako vstup slouzi argumenty, kterymi je popsana struktura vzorové neuronové sité.
Vystupem je popis FPNN ve formatu uvedeném v kapitole B.1. Kromé FPNN v mfizové
strukture umi aplikace vygenerovat i FPNN ve strukture odpovidajici pavodni neuronové
siti a provadi tak pfimé mapovani piivodni sité na neuralni zdroje.

4.2 FPNNSimulator

FPNNSimulator je aplikace umoznujici softwarovou simulaci FPNN. Jako vstup bere sou-
bor s popisem konkrétniho FPNN ve formétu uvedeném v kapitole B.1. Jednotlivé neuralni
zdroje implementuje jako instance konkrétnich tfid. FPNN tedy existuje jako mnozina ob-
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jektd provazanych zptisobem predepsanym v souboru. Simulace vypoctu probihd podle
principti diskrétni simulace. Tomuto FPNN mohou byt pfedlozena vstupni data a ono odsi-
muluje vypocet nad témito daty a poskytne vysledek. Vypocet probiha v bud ve vestavéném
datovém typu pevné float nebo v fadové Carce, pfiCemz pocty bitii celé a desetinné ¢asti
jsou specifikovany v popisu FPNN ve zdrojovém souboru. Vypocet v pevné fadové carce
vyuziva knihovny FixedPoint.

Kromé samotné simulace umoziuje tato aplikace zobrazit vztahy mezi jednotlivymi
neuralnimi zdroji a verifikovat tak spravnost struktury FPNN. Simulator rovnéz umi provést
test FPNN nad pfedlozenou datovou sadou, ptricemz poskytuje vypis obsahujici pro kazdy
vstupni vektor hodnotu vypoéteného vystupu, dale hodnotu cileného (korektniho) vystupu,
hodnotu chyby, nebo u klasifika¢nich tloh uspésnost klasifikace. Na konci vypisu je shrnuti
celkové chyby nebo poctu spravné a nespravné klasifikovanych vektort.

Modul také nabizi moznost experimentovani s iterativnimi apravami praht. Aktivatory
si délaji charakteristiky o potencidlech, kterych pii prichodu dat nabyvali a na zakladé
téchto informaci mohou nékolika riznymi metodami iterativné meénit své prahy pred dalsi
iteraci nad datovou sadou. Jde o jistou formu primitivni optimalizace, které funguje jako
rozsifeni metod popsanych v kapitole 5.6.

Simulator umoznuje pfed zacatkem simulace importovat nové hodnoty vah spoji z ex-
ternitho souboru. Soubor musi byt ve formatu odfadkovanych pfifazeni hodnot jméntim
spojl, tedy napf. nln2 = 0.3. Diky tomu je mozné provadét optimalizace ¢i tpravy FPNN
pomoci externich programi a tyto upravy pak otestovat bez nutnosti vytvaret novy soubor
s popisem FPNN. Importované data jsou mapovana na zadané FPNN, takze je nutné aby
importovanad data pochéazela z FPNN stejné struktury. Tuto funkcionalitu je mozné pou-
Zit naf. pro import vysledkti optimalizacniho skriptu programu Matlab, jehoZ generovani
nabizi modul FPNNWeightsMapper.

4.3 VHDLGenerator

VHDLGenerator je aplikace slouzici ke konstrukci VHDL kédu implementujiciho FPNN.
Je implementovana pomoci stejnych tiid jako FPNNSimulator, které podle své potieby
rozsifuje. P¥i generovani VHDL kédu pouziva nadmi vytvorené komponenty popsané v [15].
Jako vstup je bran soubor s popisem FPNN ve formatu uvedeném v kapitole B.1. Aplikace
vygeneruje entitu pojmenovanou podle souboru s popisem a v ni deklaruje porty odpovi-
dajici vstuptim a vystuptim neuralnich zdrojt na vstupu a vystupu FPNN. V architekture
vytvofi pro vSechny neuralni zdroje instance odpovidajicich VHDL komponent a propoji
je signaly zptisobem odpovidajicim struktufe vzorového FPNN. U kazdé komponenty také
nastavi vSechny potfebné generiky. Na zacatek kodu také vlozi odkazy na vSechny potiebné
balicky, takze vysledny kdd je mozné rovnou vysyntetizovat. Pro tento kéd umi vygenerovat
i kostru testbenche se zkusebnimi signaly.

Modul také nabizi volitelnou moznost vlozit na vstupy a vystupy generovanych jednotek
obvody pro komunikaci s po¢itatem pres rozhrani JTAG.

4.4 NaiveNNGenerator

NaiveNNGenerator nesouvisi s konceptem FPNN. Slouzi ke konstrukci VHDL kédu naivni
implementace neuronovych siti jak byla popsédna v [15]. Podobné jako u FPNNGeneratoru
jsou vstupem argumenty popisujici strukturu sité, nebo soubor ve formatu uvedeném v ka-
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pitole B.2. Generovani VHDL kédu pracuje podobné jako VHDLGenerator. Je vygenerovana
odpovidajici entita a jednotlivé objekty neuronové sité jsou instancovany jako komponenty

popsané v [15], a propojeny signaly tak, aby vysledné struktura odpovidala ptivodni neu-
ronové siti. I v této aplikaci je mozné vygenerovat odpovidajici testbench se zkusebnimi
signaly.

Modul také nabizi volitelnou moznost vlozit na vstupy a vystupy generovanych jednotek
obvody pro komunikaci s poc¢itacem pies rozhrani JTAG.

4.5 FPNNWeightsMapper

FPNNWeightsMapper je aplikace slouzici k pfevodu naucené neuronové sité na FPNN. Re-
alizuje mapovani vah synapsi sité na prislusné parametry spoji FPNN. Podporuje celkem
10 metod mapovani, z nichz vSechny budou popsany v nasledujicim textu. Osm z téchto
metod je také mozné kombinavat po dvou, tiech a ¢tyrech. Modul poskytuje také jesté dalsi
dvé metody mapovani zalozené na matematické optimalizaci.

Dale nabizi moznost vyhodnotit a vypsat idaje o aproximaci ptivodni neuronové sité.
Umi vypsat hodnotu chyby aproximace, vzorec chybové funkce, podle které byla chyba
spocitana (u kazdého FPNN je jina, viz. kapitola 5.2.1), a také seznam proménnych fi-
gurujicich v této chybové funkci. Je mozné vypsat charakteristiku aproximace na kazdém
spoji. K této charakteristice je také poskytovan prehled zptisobu aproximace kazdé synapse,
ve kterém je k ni vypsan fetézec, ktery ji aproximuje, posloupnost nasobeni realizovanou
fetézcem a také vznikajici chybu aproximace.

Dalsi nabizenou funkcionalitou je duplikace nékterych spoji v propojovacim sledu. Tato
metoda byla navzena pro snizeni chyby aproximace za cenu strukturalnich zmén a nartstu
prostorové slozitosti. Vice tuto metodu rozvadi kapitola 7.

Modul umoznuje vygenerovat skript v programovacim jazyce programu Matlab vypoci-
tévajici chybové funkce (rovnice 5.3) spoji, sestavujici a vyéislujici celkovou chybovou
funkci v ramci vSech spoji a aplikujici matematickou optimalizaci pomoci funkce fmin-
seacrh, kterou Matlab nabizi. Tento skript ma podobu sady souborti obsahujicich chybové
funkce spoju a skript pro jejich postupné vycislovani, sestavovani chybové funkce a jeji
optimalizaci. Kéd tohoto skriptu je vypisovan na vystup modulu FPNNWeightsMapper a
soubory s chybovymi funkcemi spoji jsou ukladany do aktualni slozky.

Pri spusténi skriptu v programu Matlab jsou na jeho vystup vypsany nové hodnoty
vSech spojii po optimalizaci ve formatu, ktery podporuje modul FPNNSimulator pro im-
port. Pomoci této funkcionality je tedy mozné provadét optimalizaci mapovani pouzitim
programu Matlab a testovat jeji vysledky v programu FPNNSimulator.

4.6 Teacher

Teacher je aplikace, kterd implementuje uceni FPNN algoritmem backpropagation. Jeho
vstupem je soubor s popisem FPNN a soubor s trénovacimi daty. Umoziiuje pomoci para-
metra specifikovat ucici parametry momentum rate a learning rate. Také je mozné zadat
cilenou chybu, pocet epoch a zakizat uceni prahti. Vystupem programu je textovy po-
pis nauceného FPNN a pripadné hodnota dosazené chyby. Problematika uceni algoritmem
backpropagation je vice rozebrana v kapitole 6.
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Kapitola 5

Prevod naucené neuronove sité na
FPNN

I kdyZ muzeme uvazovat o uceni FPNN po vzoru neuronovych siti, nemusi to byt vzdy
pristupnéd moznost. Trénovaci data jiz nemusi existovat, nebo mohou byt obtizné k sehnéni.
V takovém pripadé by nebylo mozné FPNN naucit a provést implementaci zamyslené sité.
Pro takovy ptipad by bylo vhodné najit metodu, s niz bychom se mohli pokusit namapovat
puvodni neuronovou sit na FPNN, pfenést informace o vahach a prazich do parametri
FPNN tak, aby se co nejvice podobalo puvodni siti a poskytovalo co nejpodobné;jsi vysledky.

Tato kapitola popisuje metody, které jsme pro tuto tllohu navrhli. Pfedstavuje nékolik
metod prevodu neuronové sité na FPNN, zabyva se jejich kombinacemi a rozsifenimi, a
prezentuje dosazené vysledky experimenti.

5.1 Rozbor

Bez trénovacich dat mame pii prevodu naucené neuronové sité k dispozici pouze informace
o jeji struktufe, vahach synaptickych spoju a prazich. Informace o struktufe pouZzijeme
ke zkonstruovani odpovidajiciho mrizového FPNN. Prahy pak miiZzeme pfenést pfimo na
parametry 6 aktivatoru.

Vétsinu synaptickych vah ale pfimo pfenést nelze. Vahu na parametr W (vdhu spoje)
miizeme pfenést pfimo pouze u téch spojl, které primo propojuji dva neurony a maji tak
stejnou pozici jako ptvodni synapse. Zbytek synapsi je ale aproximovan fetézcem spoji,
pticemz kazdjym spojem prochéazi vice nez jedna plivodni synapse. Vahy tak neni mozné
prenést primo, ale je nutné je prepocitat v zavislosti na strukture FPNN.

Je nutné vzit v ivahu, Ze pocet spojii FPNN je vyrazné mensi nez pocet synapsi ptivodni
sité a aproximace nékolika synapsi jednim fetézcem spoji nutné vede ke snizeni vypocetni
sily FPNN oproti ptivodni neuronové siti. Mapovanim proto neni ve vétsiné pripadd mozné
dosahnout naprosté presnosti aproximace.

5.2 Prepocet vah - mapovani
Pro zkoumana FPNN miizové struktury jsme navrhli n€kolik metod mapovani vah neuro-
nové sité na vahy spoju FPNN, vSechny jsou zaloZeny na stejném postupu. Tyto metody

nepocitaji s prahy, ty jsou pfenasSeny pfimo z neuroni na aktivatory. Mapovani vah pro-
biha tim zpiisobem, Ze se postupné dopocitavaji parametry W spoju tak, aby jejich hodnota
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byla v posloupnosti nasobeni co nejblizsi ptivodnim vahadm s tim, Ze jsou vzaty v tvahu
vSechny aproximované synapse. Kazdy fetézec spojt aproximujici konkrétni synapsi je tedy
rozpocitan na posloupnost nasobeni aproximujici pivodni vahu synapse. Protoze pres jeden
spoj prochézi vice fetézcli, z nichz kazdy na tomto spoji potfebuje sviij vlastni parametr
(¢len posloupnosti nasobeni), coz je v rozporu s tim, zZe spoj disponuje pouze jedinym para-
metrem W, je tieba ucinit kompromis. Rozhodli jsme se vyzkouset nékolik riznych metod
na ziskani kompromisu - aritmeticky priimeér, median, vazeny primér s riznymi metodami
urceni vah.

Vypocet probihd postupné smérem od neurond nizsi vrstvy a postupuje jednotlivymi
fetézci spoju az k aktivatorim nasledujici vrstvy. Prvnim vypocitavanym spojem L1 je
tedy vzdy initidl aktivatoru nl. Pres tento spoj prochézeji vSechny fetézce aproximujici
puvodni synapse neuronu nl. Vzhledem k miizové struktute FPNN je jeden z aktivatoru
(n2) nasledujici vrstvy ve stejném sloupci mfize jako aktivator nl a je proto pfimo napojen
na vystup spoje L1 a ten je tak zaroven terminalem. Synapse ptivodni sité mezi aktivatory
nl a n2 je tudiz aproximovéana fetézcem délky 1 tvofenym spojem L1. Tento spoj proto
ponese hodnotu vahy ptivodni synapse.

Dalsi nejblizsi aktivator je s aktivatorem nl propojen fetézcem o délce 2. Protoze jeden
spoj v Tetézci uz je dany, je nutné parametry néasledujiciho spoje dopocitat tak, aby v
souc¢inu se spojem L1 mél hodnotu vahy ptivodni aproximované synapse.

Aktivator nl a n3 jsou propojeny Tetézecem o délce 3. Dva ze spoju v ném patii k
Fetézcim zminémym vyse. Tieti spoj je terminalem toho retézce a protoze tento spoj muze
byt i termindlem jinych Fetézci vychazejich z jinych aktivatort (napf. n2), neni mozné
dopoctené parametry soucinti aproximujicich synapse aplikovat primo, protoze jsou pro
kazdy fetézec rizné. Jako vysledna vaha spoje se tedy dosadi nékterou z metod vypocteny
kompromis mezi vypocétenymi parametry vSech fetézct koncicich v tomto terminéalu.

Stejnym zptsobem se vypoctou parametry nasledujicich spoju. Pokracuje se, dokud
nejsou vypocteny parametry vSech spoju.

Postup mapovani znazornuje obrazek 5.1. Na tomto obrazku je prerusovanymi Sedymi
Sipkami zndzornén postupny pribéh mapovani v rdmci jedné vrstvy od prvniho initidlu az
po posledni termindl v propojovacim sledu. Cisla uvedena ve spojich ukazuji poradi jejich
postupného mapovani.

Povsimnéme si nyni nékolika véci. Jsou-li na sled spojii mapovany synapse vychazejici
jen z jednoho neuronu, je dosazeno presné aproximace, protoze kazdy termindl aproximuje
jen jedinou synapsi. Déle kazdy propojovaci sled se sklada ze dvou sledu jdoucich v opa-
¢nych smérech vrstvou. Kazdy z téchto sledid miize presné aproximovat synapse jednoho
neuronu. To znamena, ze mapovani propojeni vrtsvy s dvéma neurony s nasledujici vrstvou
s libovolnym poc¢tem neurond vede na pfesnou aproximaci. Bereme-li v tvahu trojvrstvé
sité, znamena to, Zze dvouvstupé sité mohou dosahovat velké presnosti aproximace.

Vrstva, kterd méa pouze jeden aktivator pak postrada propojovaci sled, a aktivator je
propojen spojem s kazdym aktivatorem predchozi vrstvy. V tomto pfipadé je tedy mozné
mapovat synapse na spoje piimo a dosdhnout tak maximéalni presnosti. Z téchto faktd je
zfejmé, Ze nehledé na pocet neurond skryté vrtsvy (u trojvrstvé sité) budou sité s dvéma
vstupy a jednim vystupem mapovany na FPNN vzdy s naprostou presnosti.

5.2.1 Experimenty

Pro experimenty byly vybrany dvé klasifika¢ni tlohy ze sady Probenl [25]. Jejich vlast-
nosti shrnuje tabulka 5.1. Uloha Two Spiral splituje podminky na strukturu sité, s niz lze
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dosdhnout presné aproximace podle kapitoly 5.2. Budeme tedy u této ulohy ocekéavat nej-
lepsi mozné vysledky. Uloha Diabetes naopak podminky nespliiuje a pfesné aproximace u
ni nemtze byt FPNN miizové struktury dosazeno.

Referencni sité byly implementovany v jazyce C++ pomoci volné dostupné knihovny
FANN [1]. Byly naudeny na trénovacich datech a otestovany na testovacich datech. Pro
kazdou referencéni sit bylo ndstrojem FPNNGenerator vygenerovano FPNN. Pro prevod
parametri referencni sité na FPNN byl pouzit modul FPNNWeightsMapper. FPNN byla
testovana modulem FPNNSimulator nad trénovacimi i testovacimi daty.

Vzhledem k tomu, Ze se tato prace zabyva prevodem neuronovych siti na FPNN, ne-
byla pro ni zajimava samotnd kvalita vysledkt feSeni zvolenych tloh referen¢nimi sitémi
a FPNN. Veli¢inou, kterou jsme sledovali byla shoda vysledki klasifikace referenc¢nich siti
s ptislusnymi FPNN, z niz plynula pfesnost aproximace. Mérili jsme tedy, kolik vstupnich
vektoru klasifikovalo FPNN stejné jako referencni sit a kolik odlisné.

Obrazek 5.1: Postup mapovani FPNN

’ Uloha ‘ Vstupt ‘ Skrytych neuronti | Vystupi ‘ Trénovacich a testovacich vektori
Two Spiral 2 25 1 193
Diabetes 8 16 2 384
Tabulka 5.1:  Vlastnosti tloh a referenc¢nich siti

Chybové funkce

Pro potreby méreni kvality aproximace jsme definovali nasledujici funkce:

chain_poduct(X) = Hwi,z’ eX (5.1)
1 . 9
ApproxError = Wi Z (w — chain_poduct(approx(w))) (5.2)
weW
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Link ApprozxError = Z (w — chain_poduct(approx(w)))* = (5.3)
weW _link
= Z chain_poduct(z)* — 2 x chain_poduct(z) x w + w? (5.4)
weW _link

Rovnice (5.1) popisuje funkei, ktera vrati soucin spoju v fetézci X. Rovnice (5.2) popisuje
chybovou funkci celého FPNN, ktera je vyjadiena jako stfedni kvadratickd odchylka hodnot
aproximovanych vah a souéinu fetézci, které je aproximuji. V této rovnici funkce approx(w)
vraci fetézec, jimz je aproximovana véha w. Kde W je mnozina vah ptvodni sité. Funkce
(5.3) je chybova funkce jednoho spoje. W _link je zde mnozina synapsi koné¢icich v tomto
Spoji.

Vysledky experimentii budou uvadény formou tabulek, pro vétsinu z nich bude tvofit
predlohu tabulka 5.2. Ve sloupci Shoda je pocet vektoru, které FPNN klasifikovalo stejné
jako referenéni sit, ve sloupci Neshoda pak pocet vektort, u kterych ke shodé nedoslo.
Sloupec Shoda [%] obsahuje procentualni miru shody s referen¢ni siti. Z vice stejnych

vvvvvv

| Metoda | Shoda | Neshoda | Shoda [%] |

’ Nazev metody ‘ Pocet shod ‘ Pocet neshod ‘ Procentualni shoda. ‘

Tabulka 5.2:  Predloha tabulky pro vysledky experimentii

5.2.2 Implementace tloh

V kapitole 3 byla naznacena VHDL implementace FPNN. Tato implementace byla vy-
tvofena v [15]. V této praci jsme se zaméFili na problém pfevodu a mapovani neuronovych
siti na FPNN, pricemz jsme k experimenttim vyuzivali aplikaci PyFPNN, které poskytly
moznost tvorby i testovani FPNN. Pfi nasich experimentech jsme nijak neménili strukturu
FPNN ani jeho vnitinich komponent, takze zasahy do VHDL implementace nebyly nutné.

Pro dvé FPNN, které jsme v této praci pouzivali k aproximaci neuronovych siti fesicich
ulohy Diabetes a Two spiral jsme pomoci nastroje VHDLGenerator z PyFPNN vytvorili
VHDL kéd jejich implementace. Tyto dvé jednotky byly vysyntetizovany nastroji firmy
Xilinx pro FPGA XC6VLX75T rodiny Virtex6 od téze firmy. Byly provedny operace ma-
povani a place&route. Tabulka 5.3 uvadi prostorovou naro¢nost obou designii po téchto
operacich a jejich maximalni pracovni frekvenci.

Uloha | Slice Registers | Slice LUT | DSP | Max. f [MHz]
Diabetes 3 489 12356 | 164 70.932
Two spiral 4182 16 117 | 230 71.088

Tabulka 5.3:  Pfehled naroc¢nosti implementace v FPGA

5.3 Vysledky experimenta a aritmetickym primérem

Prvni vyzkouSenou metodou zisku kompromisu mezi parametry vypocétenymi pro jednot-
livé synapse byl artimeticky primér podle rovnice (5.5), kde P je mnozina vypoctenych
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parametri. Tuto metodu budeme dale nazyvat metoda ARIT.

2P
W=%2"peP (5.5)
P

Tabulka 6.1 obsahuje vysledky namapovaného FPNN pro obé tlohy nad trénovaci i testovaci
datovou sadou.

’ Uloha \ Datova sada \ Shoda \ Neshoda \ Shoda [%] ‘
Diabetes Trénovaci 250 133 65.274
Diabetes Testovaci 281 102 73.368

Two Spiral | Trénovaci 192 0 100
Two Spiral Testovaci 192 0 100

Tabulka 5.4: Vysledky experimentt metody ARIT nad obéma tilohami a datovymi sadami

Podle ocekavani z kapitoly 5.2, tiloha Two Spiral vykazuje diky vhodné struktufe sité
pro mapovani naprostou presnost aproximace. V ptiladé tlohy Diabetes ale experimenty
ukazuji, ze mapovani prilis dobrych vysledkt nedosahuje. Nad testovaci datovou sadou byla
dosaZena presnost aproximace 53.525%, nad trénovaci dokonce jen 44.125%.

Protoze metoda ARIT nedosahuje pro tlohu Diabetes planovanych vysledk, vyzkou-
Seli jsme i dalsi metody vypoctu vah spoji, které rozebereme v nasledujicih podkapitolach.
Vzhledem k jiz pfesnému namapovani ulohy T'wo Spiral budeme v nasledujicich experimen-
tech uvazovat jen tlohu Diabetes.

5.4 Vysledky experimentti s medianem

Dalsi vyzkousenou metodou zisku kompromisu mezi parametry vypoctenymi pro jednotlivé
synapse byl median mnoziny vypoctenych parametrd. Tuto metodu budeme déle nazyvat
metoda MED. Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci
datovou sadou.

Vysledky ukazuji, ze metoda MED nepfinasé vici metodé ARIT Zadné zlepseni.

5.5 Vysledky experimentt s vazenym priumérem

Dalsi vyzkousenou metodou zisku kompromisu mezi parametry vypoctenymi pro jednotlivé
synapse byl vaZeny prumér vypocitdvany podle rovnice (5.6), v niz P je mnozina vypocte-
nych parametr. W je mnozina vah jednotlivych parametra.

dow;

Experimentovali jsme s riznymi metodami vypoctu vah jednotlivych parametra. Vztahovali
jsme jejich vypocet k informaci, které ¢asteéné namapované FPNN poskytuje, nebo které
poskytuje ptivodni sit. Vyuzivali jsme informaci o délkéch sledt mezi spoji a zdrojovymi
aktivatory, dale hodnot ¢asteéného soucinu piedchozich spoji ve sledu, ptivodnich hodnot
vah synapsi referencni sité a také hodnot samotnych parametrd. Pocitali jsme v pfimé i
nepfimé timéfe. Vytvorené metody jsou rozebrany v nésledujicich podkapitolach spolu s
vysledky experimentt.

W = ,p € PweW,ie (1P| (5.6)
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5.5.1 Vahy odvozené od vzdalenosti

Prvni moznosti, kterou jsme vyzkouseli bylo odvozovat vahy od vzdalenosti mezi pocita-
nym spojem a zdrojovym aktivatorem Tfetézce, pro jehoZ parametr se vaha pocita, kdy tato
vzdalenost je rovna poctu spoji ve sledu vedoucim ze zdrojového aktivatoru k pocitanému
spoji. Tato metoda vychazi z ivahy, Ze rizné dlouhé sledy spoji v ¢astech fetézcu prichaze-
jicich do spoje by mély mit na aproximaci prochazejicich synapsi rizny vliv. Tedy, Zze pocet
spoju aproximujicich synapsi by mél mit vliv na vahu jejiho parametru v pocitaném spoji.
Vyzkouseli jsme pifimou i nepfimou timéru vah parametrti a vzdalenosti.

Vahy primo imérné vzdalenosti

V prvnim piipadé jsou vadhy urceny vzdalenosti praveé pocitaného spoje od zdrojového para-
metru synapse ¢ pro kterou byl vypocitan parametr p;. Delsi synapse tedy maji vyssi vahu.
Zobrazuje to rovnice (5.7), kde funkce distance vraci hodnotu této vzdélenosti jako pocet
spoju ve sledu vedoucim ke zdrojovému aktivatoru. P je mnozina vypoctenych parametri
pro vsechny aproximované synapse. w; je vaha parametru p; € P. Tuto metodu budeme
dale nazyvat metoda DIST_DP.

w; = distance(p;),i € (1,|P|) (5.7)

Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou
sadou.

Vahy neprimo umeérné vzdalenosti

Ve druhém piipadé jsou vahy urceny blizkosti pravé pocitaného spoje od zdrojového pa-
rametru synapse i, pro kterou byl vypocitan parametr p;. Kratsi synapse tedy maji vyssi
vahu. Zobrazuje to rovnice (5.8), kde funkce closeness vraci hodnotu této vzdalenosti jako
o jednicku zvyseny rozdil mezi maximalni délkou vSech prichéazejicich fetézct a délkou re-
tézce aproximujici synapsi . P je mnozina vypoctenych parametri. w; je vdha parametru
p; € P. Tuto metodu budeme dale nazyvat metoda DIST_IP.

w; = closeness(p;),i € (1,|P]) (5.8)

Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou
sadou.

5.5.2 Vahy odvozené od soucinu spoju v fetezcich

Dalsi veli¢inou, od niz jsme zkouseli dovozovat vahy byla hodnota soucinu spoji v fetézcich
aproximujici vahy. Tato metoda vychézi z tvahy, ze ¢asti rtiznych fetézct prichazejicich do
spoje nabyvaji v soucinu ruzné hodnoty, podle kterych by se rozhodovalo, ktery Fetézec
upfednostnit a prifadit do néj patricimu parametru vétsi vahu a ktery naopak upozadit.
Vyzkouseli jsme pfimou i nepfimou timéru vah parametri a ¢aste¢ného soucinu.

Vahy primo imérné soucinu

Ve tfetim pfipadé jsou vahy parametru kazdé synapse ¢ urc¢eny hodnotou souc¢inu vah spoju
v Tetézci, ktery synapsi ¢ aproximuje. Jde tedy o hodnotu nasobeni bez posledniho nasobence
realizovaného poéitanym spojem. Cim vétsi je hodnota souéinu, tim je vétsi prislusna vaha.
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Zobrazuje to rovnice (5.9). P je mnozina vypoctenych parametri. w; je vdha parametru
p; € P. X je mnozZina spoji v fetézci aproximujicim synapsi ¢. w; , je vaha x-tého spoje v
Fetézci aproximujixim synapsi i. Tuto metodu budeme dale nazyvat metoda PROD_DP.

wi = [[wia i € (1,|P)), 2 € (1, X]) (5.9)

Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou
sadou.

Vahy neprimo imérné souéinu

Ve ¢tvrtém pripadé jsou vahy parametru kazdé synapse i urceny prevracenou hodnotou
soucinu vah spojui v fetézci, ktery synapsi ¢ aproximuje. Jde tedy o hodnotu nésobeni bez
posledniho nasobence realizovaného poc¢itanym spojem. Cim vétsi je hodnota soucinu, tim
je mesi pfislusna véha. Zobrazuje to rovnice (5.10). P je mnozina vypoctenych parametri.
w; je vaha parametru p; € P. X je mnozina spoji v fetézci aproximujicim synapsi i. wj s
je vaha z-tého spoje v fetézci aproximujixim synapsi i. Tuto metodu budeme dale nazyvat

metoda PROD_IP. ]

Hwi,x
Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou
sadou.

i€ (L|P]),z € (1,]X]) (5.10)

w; =

5.5.3 Vahy odvozené od hodnot ptuvodnich synapsi

Dalsi veli¢inou, od niz jsme odvozovali vahy parametrd byly ptvodni hodnoty vah aproxi-
movanych synapsi. Tato metoda vychézi z avahy, Ze hodnota vah referenéni sité by méla
mit vliv na rozhodovani o tom, ktery fetézec bude uprednostnén a ktery upozadén. Vaha
parametru bude tedy zavisld na hodnoté piivodni vdhy aproximované fetézcem, do kterého
parametr nalezi. Vyzkouseli jsme pfimou i nepfimou timéru vah parametrtt a ptvodnich
vah referecni sité.

Vahy pfimo imérné hodnotam synapsi

V patém pripadé jsou vahy parametru kazdé synapse ¢ uréeny hodnotou puvodni synapse.
Cim méla pivodni synapse vétsi vahu, tim vétsi vdhu ma i parametr. Zobrazuje to rov-
nice (5.11). P je mnozina vypoctenych parametri. w; je viha parametru p; € P. wfmgmal
puvodni hodnota vahy synapse ¢. Tuto metodu budeme déle nazyvat metoda WEIG_DP.

w; = w9 e (1,|P)) (5.11)
Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou
sadou.

Vahy nepfimo amérné hodnotam synapsi

V tomto pfipadé jsou vahy parametru kazdé synapse ¢ ureny prevracenou hodnotou pti-
vodni synapse. Cim méla ptivodni synapse vétsi vahu, tim mensi vahu méa parametr. Zob-
razuje to rovnice (5.12). P je mnozina vypo¢tenych parametri. w; je vdha parametru
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original

pi € P. w;
metoda WEIG_IP.

puvodni hodnota vahy synapse ¢. Tuto metodu budeme dale nazyvat

1 .
%
Tabulka 5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou

sadou.

5.5.4 Vahy odvozené od hodnot vypocétenych parametri

Posledni veli¢inou, od niz jsme odvozovali vahy parametri byly hodnoty parametrt ¢astec-
nych soucinti. Tato metoda vychézi z ivahy, Ze hodnota vypocteného parametru by méla
mit na jeho vadhu vliv, protoze ¢im vétsi ¢i naopak mensi hodnotu parametr ma, tim vétsi
chybu vznikajici v predchozi ¢asti fetézce kompenzuje. Vyzkouseli jsme pfimou i nepfimou
uméru vah parametria a hodnot vypoctenych parametru.

Vahy primo imérné hodnotam vypocétenych parametra

V tomto pfipadé jsou vahy parametru kazdé synapse ¢ uréeny hodnotou parametru, ktery
synapsi v daném spoji aproximuje. Cim mé parametr vétsi hodnotu, tim vétsi mé vahu.
Hodnota vahy v tomto piipadé odpovidé poradi daného parametru ve vzestupné usporadané
mnoziné vSech parametri. Tuto metodu budeme déale nazyvat metoda PVAL_DP. Tabulka
5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou sadou.

Vahy nepfimo amérné hodnotam vypocétenych parametri

V tomto ptipadé jsou vahy parametru kazdé synapse ¢ uréeny hodnotou parametru, ktery
synapsi v daném spoji aproximuje. Cim m4 parametr vétsi hodnotu, tim mens$i ma vahu.
Hodnota vadhy v tomto ptipadé odpovida poradi daného parametru ve sestupné usporadané
mnoziné vSech parametri. Tuto metodu budeme déale nazyvat metoda PVAL_IP. Tabulka
5.5 obsahuje vysledky namapovaného FPNN nad trénovaci i testovaci datovou sadou.

5.5.5 Shrnuti

Vyzkouseli jsme t¥i rizné zptisoby vypoctu koneéné védhy z parametrid jednotlivych fetézct
(synapsi) - aritmeticky priamér, medidn a vazeny pramér. V pfipadé vazeného primeéru jsme
véhy odvozovali od ¢tyfech riznych veli¢in dostupnych v FPNN, vzdy v pfimé i nepfimé
umeére. Celkem jsme tedy pouzili deset riznych metod vypocétu vah spojia. Tabulka 5.5
obsahuje vysledky vSech téchto metod nad trénovacimi i testovacimi daty.

’ Metoda ‘ Sada ‘ Shoda ‘ Neshoda ‘ Shoda [%)] ‘
ARIT Trénovaci | 250 133 65.274
ARIT Testovaci 281 102 73.368
MED Trénovaci | 250 133 65.274
MED Testovaci 281 102 73.368

DIST_DP | Trénovaci | 237 146 61.879
DIST_DP | Testovaci 215 168 56.135
DIST_IP | Trénovaci | 250 133 65.274
DIST_IP Testovaci 281 102 73.368
WEIG_DP | Trénovaci | 250 133 65.274
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| Metoda | Sada | Shoda | Neshoda | Shoda [%] |

WEIG_DP | Testovaci 280 103 73.107
WEIG_IP | Trénovaci | 250 133 65.274
WEIG_IP | Testovaci 281 102 73.368

PROD_DP | Trénovaci | 251 132 65.535

PROD_DP | Testovaci 277 106 72.323
PROD_IP | Trénovaci | 249 134 65.013
PROD_P | Testovaci 277 106 72.323
PVAL_DP | Trénovaci 250 133 65.274
PVAL_DP | Testovaci 281 102 73.368
PVAL_IP | Trénovaci 250 133 65.274
PVAL_IP | Testovaci 281 102 73.368

Tabulka 5.5:  Porovnani metod

Nejlepsich vysledki nad trénovaci datovou sadou dosédhla metoda PROD_DP s 65.535 %
shodou, s 0.261 % zlepSenim oproti metodé ARIT. VSechny ostatni metody maji stejné nebo
horsi vysledky nez metoda ARIT. Nad testovaci datovou sadou dosdhly vSechny metody
stejnych nebo horsich vysledkt nez metoda ARIT. Zde zlepSeni nebylo dosazeno.

5.5.6 Kombinace metod vazeni

Kromé jiz zminénych jednotlivych metod vypoc¢tu vah pfi mapovani vazenym soucinem,
které neprinesly témér zadné zlepSeni, jsme vyzkouseli i vSechny jejich kombinace. Kombi-
novali jsme pouze metody vyuzivajici k vypoctu riznych veli¢in. Pouzivali jsme kombinace
dvou, tii i ¢tyf metod. Vaha kazdého parametru byla vypocitana jako soucet vah poskyt-
nutych vSemi metodami v kombinaci.

Kombinace 2 metod

Tato podkapitola obsahuje vysledky kombinovani dvou metod, které jsou shrnuté v tabul-
kach C.1 a C.2. Tabulky jsou sefazené podle procentuélni shody. Nékteré kombinace metod
doséhly vzajemné shodnych vysledkt. Tabulky obsahuji z takovych skupin vzdy jen jednu.
Nejlepsich vysledkt nad trénovacimi daty dosédhla kombinace metod PVAL_DP + DIST_DP
s 72.845 % shody, tedy s o 7.310 % lepsi shodou oproti jednoduchym metodam. ZlepSeni
dosahly i dalsi dvé kombinace metod. Nad testovacimi daty nebylo zlepseni dosaZeno.

Kombinace 3 metod

Tato podkapitola obsahuje vysledky kombinovani tii metod, které jsou shrnuté v tabulkach
C.3 a C.4. Tabulky jsou sefazené podle procentudlni shody. Nékteré kombinace metod
doséhly vzajemné shodnych vysledkt. Tabulky obsahuji z takovych skupin vzdy jen jednu.

Nejlepsich vysledkt nad trénovacimi daty doséhla kombinace metod PVAL_DP + PROD_IP
+ DIST_DP s 73.890 % shody, tedy s o 8.35533 % lep$i shodou oproti jednoduchym meto-
dam. ZlepSeni dosahly i dalsi t¥i kombinace metod. Nad testovacimi daty nebylo zlepseni
dosazeno.

33



Kombinace 4 metod

Tato podkapitola obsahuje vysledky kombinovani ¢tyi metod, které jsou shrnuté v tabulkach
C.5 a C.6. Tabulky jsou sefazené podle procentualni shody. Nékteré kombinace metod
dosdhly vzajemné shodnych vysledkt. Tabulky obsahuji z takovych skupin vzdy jen jednu.
Nejleps$ich vysledk nad trénovacimi daty dosédhla kombinace metod PVAL_DP + PROD_IP
+ WEIG_IP + DIST_DP s 73.107 % shody, tedy s o 7.57204 % lep$i shodou oproti jednodu-
chym metodam. Zlepseni dosahly i dalsi t¥i kombinace metod. Nad testovacimi daty dosahla
nejlepsich vysledkt kombinace metod PVAL_DP 4+ PROD_DP + WEIG_DP + DIST_DP
s 73.890 % shody, tedy s 0 0.52233 % lepsi shodou oproti jednoduchym metodam. Zlepseni
nad testovacimi daty dosahly i dalsi dvé kombinace metod.

Shrnuti kombinaci

Tato podkapitola obsahuje vysledky kombinovani vSech metod, které jsou shrnuté v tabul-
kéch 5.6 a 5.7. Do tabulke byly zahrnuty kombinace nehledé na pocet ¢lenti. Tabulky jsou
sefazené podle procentualni shody. Nékteré kombinace metod dosahly vzajemné shodnych
vysledkti. Tabulky obsahuji z takovych skupin vzdy jen jednu.

Tabulky 5.8 a 5.9 obsahuji ty metody, které davaly lepsi vysledky, nez jakych bylo
dosazeno v predchozi ¢asti s jednoduchymi nekombinovanymi metodami. Ve sloupci Nartst
[%] je v téchto tabulkdch uvedeno zlepSeni vysledkt oproti nejlepsimu dosazenému vysledku
predchozi ¢asti.

Nad trénovaci datovou sadou dosdhla kombinace t¥i metod PVAL_DP + PROD_IP +
DIST_DP celkové zlepSeni o 8.35533 % ve srovnéni s dosud nejuspésnéjsi jednoduchou me-
todou PROD_DP. Kromé této kombinace doséhlo lepsich vysledki dalsich sedm kombinaci
metod. Nad testovaci datovou sadou bylo dosaZeno zlepseni o 0.52233 %. Celkem t¥i metody
doséahly zlepseni vysledk® nad testovacimi daty.

’ Metoda ‘ Shoda ‘ Neshoda ‘ Shoda [%] ‘
PVAL_DP+PROD_IP+DIST_DP 283 100 73.890
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP 280 103 73.107
PVAL_DP-+DIST_DP 279 104 72.845
PVAL_ DP+WEIG_IP+DIST_DP 277 106 72.323
PVAL_IP+PROD_DP+WEIG_IP 259 124 67.624
PVAL_IP4+PROD_DP 253 130 66.057
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP 252 131 65.796
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP 251 132 65.535
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP 250 133 65.274
PVAL_DP+PROD_DP+WEIG_DP+DIST_IP 249 134 65.013
WEIG_IP+DIST_DP 237 146 61.879
PVAL_IP+PROD_IP+DIST_DP 230 153 60.052
PVAL_IP+PROD_IP+WEIG_IP+DIST_DP 227 156 59.268
PVAL_IP4+WEIG_IP+DIST_DP 225 158 58.746
PVAL_IP+DIST_DP 223 160 58.224
PVAL_DP+PROD_P 206 177 53.785
PVAL_DP+PROD_IP+WEIG_IP 204 179 53.263
PVAL_DP+WEIG_IP 159 224 41.514

Tabulka 5.6:  Porovnani metod nad trénovacimi daty
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Metoda

| Shoda | Neshoda | Shoda [%] |

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP
PVAL_IP+PROD _IP+WEIG_IP+DIST_IP
PVAL_IP4+PROD_DP+WEIG_DP+DIST_DP
PVAL IP+PROD_DP+WEIG_DP+DIST_IP

PVAL_DP+PROD_IP+WEIG_IP+DIST_DP
PVAL_IP+PROD_IP+WEIG_IP+DIST_DP

PROD_DP+WEIG_DP+DIST_IP
PVAL_ IP+PROD_DP+WEIG_IP
PVAL_DP+WEIG_IP+DIST_DP
PVAL_DP+DIST_DP
PVAL_DP+PROD_IP+DIST_DP

PVAL_IP+DIST _DP
PROD_IP+DIST_DP
PROD_IP+WEIG_IP+DIST_DP
PVAL_IP4+WEIG_IP+DIST_DP
PVAL_DP+PROD_IP
PVAL_DP+PROD _IP4+WEIG_IP
WEIG_IP+DIST_DP
PVAL_DP+WEIG_IP

283
282
281
280
278
277
276
275
274
272
270
240
238
233
230
229
224
218
213
140

100
101
102
103
105
106
107
108
109
111
113
143
145
150
153
154
159
165
170
243

73.890
73.629
73.368
73.107
72.584
72.323
72.062
71.801
71.540
71.018
70.496
62.663
62.140
60.835
60.052
99.791
58.485
56.919
55.613
36.553

Tabulka 5.7:  Porovnani metod nad testovacimi daty

Metoda ‘ Shoda [%] ‘ Néartist [%) ‘
PVAL_DP+PROD_IP+DIST_DP 73.89033 8.35533
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP | 73.10704 7.57204
PVAL_DP+DIST_DP 72.84595 7.31095
PVAL_DP+WEIG_IP+DIST_DP 72.32375 6.78875
PVAL_IP+PROD_DP+WEIG_IP 67.62402 2.08902
PVAL_IP4+PROD_DP 66.05744 0.52244
PVAL_IP4+PROD_DP+WEIG_DP+DIST DP | 65.79634 0.26134
PVAL_DP+PROD_DP+WEIG_IP+DIST IP | 65.53524 0.00024
Tabulka 5.8:  Zlepseni metod nad trénovacimi daty

|

Metoda

| Shoda [%] [ Nérust [%] |

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP

73.89033
73.62924
73.36814

0.52233
0.26124
0.00014

Tabulka 5.9:  Zlepseni metod nad testovacimi daty
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5.5.7 Experimenty se zapocitanim nekondicich retézci

Vsechny predeslé experimenty pocitaly pouze s Tetézci, které v daném spoji koncily. V
tomto pripadé tedy nebyl bran ohled na prochézejici fetézce aproximujici synapse vedouci
do vzdalengjsich aktivatort (neuront). Tento pfistup zvysuje piesnost aproximace v jednom
spoji, protoze ten musi aproximovat méné synapsi, v celém FPNN by ale mohl vést ke
zhorSeni aproximace, protoze na nékterych spojich, aproximujicich mnoho synapsi velmi
rozdilnych vah by mohlo dochéazet ke vzniku velkych chyb. Rozprostfeni aproximace téchto
synapsi na cely fetézec a tedy rozprostieni chyby na vice spoji by mohlo vést ke zlepseni
celkové aproximace. Rozhodli jsme se proto také provést rozsifeni ptivodnich metod, v nichz
jsme do vazeného primeéru zapocitavali i nekoncici retézce. Parametry pro tyto fetézce byly
vypocteny stejnym zptisobem jako pro koncici fetézce. Pfi vypoctu se tedy nebraly v tivahu
hodnoty vah nésledujicih spoji, které jesté nebyly spocteny a byly zapocitany s hodnotu
neutralniho prvku. Vahy pro tyto parametry byly vypocitany podobnymi metodami jako
véhy paramerd koncicich spojt.

Tabulka 5.10 opakuje zkratky metod mapovani s vazenym primeérem, na jejichz jedno-
duché i kombinované verze jsme navrhovana rozsireni aplikovali.

’ Zkratka ‘ Nazev metody
DIST_DP Véazeni ptimo timérné vzdalenosti
DIST_IP Vazeni neptimo timérné vzdalenosti
PROD_DP Véazeni pfimo imeérné soucinu fetézce
PROD_IP Vazeni nepfimo tmérné soucinu fetézce
WEIG_DP Véazeni pfimo timérné pivodni vaze
WEIG_IP Véazeni nepfimo timérné ptivodni véaze
PVAL_DP Véazeni pfimo ameérné hodnoté parametru
PVAL_IP | VéazZeni nepfimo iimérné hodnoté parametru

Tabulka 5.10:  Zkratky metod vazeni

Vahy neprimo umeérné vzdalenosti

V tomto experimentu jsme vahy pocitali jako prevracenou hodnotu vzdélenosti, jak to
znézornuje rovnice (5.13). Funkce target_distance vraci zbyvajici délku Fetézce aproximujici
synapsi ¢. Jde tedy o pocet spojii mezi pocitanym spojem a cilovym aktivatorem fetézce. P
je mnozina vypoctenych parametri. w; je vaha parametru p; € P. Toto rozsifeni budeme
dale oznacovat suffixem F1 za nazvem metody.

1
w; =
" target_distance(i)

Jie(1,|P) (5.13)

Vahy neprimo umeérné desetinasobku vzdalenosti

V tomto experimentu jsme vahy pocitali jako prevracenou hodnotu desetinasobku vzdéle-
nosti, jak to znézornuje rovnice (5.14). Funkce target_distance vraci zbyvajici délku fetézce
aproximujici synapsi ¢. Jde tedy o pocet spojii mezi pocitanym spojem a cilovym aktiva-
torem fetézce. P je mnozina vypoctenych parametri. w; je vaha parametru p; € P. Toto
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rozsifeni budeme dale oznacovat suffixem F10 za nazvem metody.

1
10 x target_distance(q)

w;

e (1,|P)) (5.14)

Vahy neprimo timérné étverci vzdalenosti

V tomto experimentu jsme vahy pocitali jako pfevracenou hodnotu druhé mocniny vzdale-
nosti, jak to znazornuje rovnice (5.15). Funkce target_distance vraci zbyvajici délku fetézce
aproximujici synapsi i. Jde tedy o pocet spoji mezi pocitanym spojem a cilovym aktiva-
torem Tetézce. P je mnozina vypoctenych parametri. w; je vdha parametru p; € P. Toto
rozSifeni budeme déale oznacovat suffixem FPOW za nézvem metody.

1

Wi target_distance(i)

5.0 € (1,|P]) (5.15)

Srovnani

Zde srovname vysledky dosazené predstavenymi rozsitenimi. V tabulkich 5.11 a 5.12 jsou
uvedeny vysledky kombinaci metod vazeni a rozsireni, které dosahly zlepSeni vysledku oproti
jednoduchym nekombinovanym metodam. Pét rozsifenych kombinaci doséhlo zlepseni vy-
sledki nad trénovacimi daty, z nichz byla nejlepsi kombinace PVAL_DP + PROD_DP _F10
se zlepsenim 1.56682 %. Nad testovacimi daty dosdhly zlepSeni ti¥i kombinace s nejvy-
§8im zlepSenim o 1.04453 % v pripadé kombinace PVAL_DP + PROD_DP + WEIG_DP
+ DIST_DP_FPOW. Prestoze bylo dosazeno zlepSeni vysledkt oproti jednoduchym nekom-
binovanym metodam, bylo niz§i nez zlepSeni u nerozsifenych kombinovanych metod. V
pripadé vétsiny kombinovanych metod mé tedy toto rozsifeni negativni vliv na vysledky.

] Metoda | Shoda [%] | Nérust [%] |

PVAL_DP+PROD_DP _F10 67.10182 1.56682
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP_FPOW | 66.57963 1.04463
PVAL_IP4+PROD_DP+WEIG_DP+DIST_DP_FPOW | 66.05744 0.52244

PVAL_IP4+PROD_DP+WEIG_IP_F10_DESC 65.79634 0.26134
PVAL_DP+PROD_DP+WEIG_DP+DIST_IP_.FPOW | 65.53524 0.00024
Tabulka 5.11:  Zlepseni metod nad trénovacimi daty
] Metoda, | Shoda [%] | Nérust [%] |
PVAL_DP+PROD _DP+WEIG_DP+DIST_DP_FPOW | 74.41253 1.04453

PVAL_IP+PROD_DP+WEIG_IP_F10 73.62924 0.26124
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP_F10 73.36814 0.00014

Tabulka 5.12:  ZlepSeni metod nad testovacimi daty

5.6 Prepocet prahu

Doposud jsme pii prevodu neuronové sité na FPNN prepocitavali pouze vahy synapsi na
vahy spoju, prahy neuront jsme na parametry 6 aktivatord prenéseli piimo. Protoze maji
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prahy na vyslednou hodnotu potencialu a tim i aktivac¢ni funkce velky vliv, nabizeji dalsi
moznost, jak zlepsit vysledky aproximace. V nasledujicim textu budeme v souvislosti s
aktivatory hovotit o prazich misto o parametrech 0, ale ve stejném vyznamu.

P1i podrobnéjsim zkoumaéni ¢innosti skryté vrtsvy FPNN jsme pfisli na to, Ze nékteré
aktivatory drzi svilj vystup pouze v jedné z krajnich hodnot a témér nikdy se nepieklopi.
Kobinace vah spoju v Fetézcich vedoucich do takovychto aktivatoru vedla k nashromazdéni
prilis velkého kladného nebo zaporného potencialu. Diky tomu FPNN nereagovalo na nék-
teré vstupni vektory spravné a dochazelo ke shorSeni vysledkid. Tento problém jsme se
pokusili vyfesit manipulaci s prahy a dosahnout tak lepsich vysledkii.

Narozdil od drive predstavenych metod, v nichz jsme pouzili pouze statické informace
o vahéch a prazich, v této metodé pouziviame dynamické informace ziskané za béhu FPNN
nad trénovaci datovou sadou. Navrhované metody jsou aplikovany na vysledky mapovani
diive predstavenymi metodami. Jednd se tedy o dalsi rozsiteni ptivodnich metod.

5.6.1 Pouziti stfedni hodnoty rozsahu potencialu

V této metodé jsme u vSech aktivatord zmérili, v jakém inetravalu se pohybovaly hodnoty
nashromazdénych potenciali napii¢ celou datovou sadou. V téchto intervalech jsme nalezli
stred a ziskané hodnoty jsme pouzili jako nové hodnoty prahii. Toto rozsifeni budeme dale
oznacovat suffixem TMID za nizvem metody.

Toto rozsifeni jsme aplikovali na Uspésné kombinace metod z predchozich ¢asti a na
metodu ARIT. Vypocty pro ipravu praht jsme provadéli nad trénovaci datovou sadou. S
vyslednym FPNN jsme experimentovali nad obéma datovymi sadami. Tabulka 5.13 shrnuje
vysledky experimentti nad trénovaci datovou sadou, a tabulka 5.14 nad testovaci dato-
vou sadou. Tabulky jsou sefazené podle procentudlni shody. Nékteré kombinace metod a
rozsifeni dosahly vzajemné shodnych vysledkid. Tabulky obsahuji z takovych skupin vzdy
jen jednu.

Tabulky 5.15 a 5.16 obsahuji ty metody, jez davaly lepsi vysledky, nez jakjch bylo do-
sazeno v ¢asti s jednoduchymi nekombinovanymi metodami. Ve sloupci Nartust [%] je v
téchto tabulkich uvedeno zlepseni vysledki oproti nejlepsimu dosazenému vysledku pred-
chozi ¢asti.

Tabulka 5.17 pak fiké, jakého zlepSeni dosahly rozsirené metody oproti svym nerozsitre-
nym variantam. Jsou vypsany jen hodnoty zlepSeni, tam kde uvedeno neni (symbol po-
mlcky) k zddnému zlepsSeni nedoslo.

Nad trénovaci datovou sadou doséhla rozsifend kombinace metod PVAL_DP + PROD_IP
+ DIST_DP + TMID celkové zlepSeni o 8.35533 % ve srovnani s dosud nejispésnéjsi jedno-
duchou metodou PROD_DP. Kromé této kombinace dosdhlo lepSich vysledki dalsich sedm
rozsifenych kombinaci metod. Nad testovaci datovou sadou bylo dosazeno zlepSeni o 0.52233
%. Celkem tii metody dosahly zlepseni vysledkii nad testovacimi daty.

Celkem deseti metodam pfineslo rozsifeni zlepseni vysledki nad trénovacimi daty. Nej-
lep$im dosazenym zlepSenim je 3.99999 % u metody PVAL_DP + PROD_IP + WEIG_IP
+ DIST_DP. Nad testovaci datovou sadou pomohlo rozsiteni dosdhnout lepsich vysledkt
celkem deseti metodam, pricemz nejvice to bylo o 8.0 % u metody PVAL_DP + PROD_IP
+ WEIG_IP + DIST DP.

’ Metoda | Shoda | Neshoda | Shoda [%] |

PVAL_DP+PROD_IP+DIST_DP+TMID 283 100 73.890
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TMID 280 103 73.107
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Metoda | Shoda | Neshoda | Shoda [%] |

PVAL_DP+DIST DP+TMID
PVAL DP+WEIG_IP+DIST _DP+TMID
PVAL_IP+PROD_DP+WEIG_IP+TMID
PVAL_IP+PROD_DP+TMID
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TMID
PVAL_.DP+PROD_DP+WEIG_IP+DIST_IP+TMID
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TMID

279
277
259
253
252
251
250

104
106
124
130
131
132
133

72.845
72.323
67.624
66.057
65.796
65.535
65.274

Tabulka 5.13:  Porovnani metod nad trénovacimi daty

’ Metoda

| Shoda | Neshoda | Shoda [%] |

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TMID
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP+TMID
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TMID
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP+TMID
PVAL_IP+PROD_DP+WEIG_IP+TMID
PVAL_DP+WEIG_IP+DIST_DPv
PVAL_DP+DIST DP+TMID
PVAL_DP+PROD_IP+DIST_DP+TMID
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TMID

283
282
281
280
276
275
274
272
270

100
101
102
103
107
108
109
111
113

73.890
73.629
73.368
73.107
72.062
71.801
71.540
71.018
70.496

Tabulka 5.14:  Porovnéani metod nad testovacimi daty

’ Metoda

| Shoda [%] | Nértist [%] |

PVAL_DP+PROD_IP+DIST_DP+TMID
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TMID
PVAL_DP+DIST DP+TMID
PVAL_DP+WEIG_IP+DIST_DP+TMID
PVAL_IP4+PROD_DP+WEIG_IP+TMID
PVAL_IP+PROD_DP+TMID
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TMID
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP+TMID

73.89033
73.10704
72.84595
72.32375
67.62402
66.05744
65.79634
65.53524

8.35533
7.57204
7.31095
6.78875
2.08902
0.52244
0.26134
0.00024

Tabulka 5.15:  Zlepseni metod nad trénovacimi daty

] Metoda

| Shoda [%] | Nariist [%] |

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TMID
PVAL_DP+PROD_DP+WEIG_IP+DIST_ IP+TMID
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TMID

73.89033
73.62924
73.36814

0.52233
0.26124
0.00014

Tabulka 5.16:  ZlepSeni metod nad testovacimi daty

’ Metoda

| Tr. zlepSeni[%)] | Ts. zlepSeni[%] |

| PVAL DP+PROD_IP+WEIG IP+DISTDP |  3.99999
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Metoda Tr. zlepSeni[%)] | Ts. zlepSeni[%] |

PVAL_IP4+PROD_DP+WEIG_IP 2.00000 0.00065

PVAL_DP+DIST_DP 0.00095 0.00045

PVAL_DP+WEIG_IP+DIST_DP 0.00075 0.00055
PVAL_IP+PROD_DP 0.00043 -

PVAL IP+PROD_DP+WEIG_DP+DIST_DP 0.00033 3.99999

PVAL_DP+PROD_IP+DIST_DP 0.00033 0.00027

PVAL DP+PROD_DP+WEIG_IP+DIST_IP 0.00024 0.00023

PVAL_IP+PROD_IP+WEIG_IP+DIST_IP 0.00015 0.00014

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP - 0.00033

Tabulka 5.17: ZlepSeni dosazené rozsitenim TMID nad
trénovacimi (Tr.) a testovacimi (Ts.) daty

5.6.2 Pouziti aritmetického pruméru potencialu

V této métodé jsme u vSech aktivatord vypocetli arimteticky primeér vsech potenciali,
kterych aktivatory nabyvaly a vysledné hodnoty jsme pouzili jako nové hodnoty praht.
Toto rozsifeni budeme dale oznacovat suffixem TAVG za ndzvem metody.

Toto rozsiteni jsme aplikovali na tispésné kombinace metod z pfedchozich c¢asti a na
metodu ARIT. Vypocty pro ipravu praht jsme provadéli nad trénovaci datovou sadou. S
vyslednym FPNN jsme experimentovali nad obéma datovymi sadami. Tabulka 5.18 shrnuje
vysledky experimentti nad trénovaci datovou sadou, a tabulka 5.19 nad testovaci dato-
vou sadou. Tabulky jsou sefazené podle procentudlni shody. Nékteré kombinace metod a
rozsifeni dosahly vzajemné shodnych vysledkid. Tabulky obsahuji z takovych skupin vzdy
jen jednu.

Tabulky 5.20 a 5.21 obsahuji ty metody, jez davaly lepsi vysledky, nez jakych bylo do-
sazeno v ¢asti s jednoduchymi nekombinovanymi metodami. Ve sloupci Narust [%] je v
téchto tabulkich uvedeno zlepseni vysledki oproti nejlepsimu dosazenému vysledku pted-
chozi ¢asti.

Tabulka 5.22 pak tiké, jakého zlepSeni dosédhly rozsitrené metody oproti svym nerozsite-
nym variantdm. Jsou vypsany jen hodnoty zlepSeni, tam kde uvedeno neni (symbol po-
mlcky) k zddnému zlepseni nedoslo.

Nad trénovaci datovou sadou doséhla rozsifend kombinace metod PVAL_DP + PROD_IP
+ DIST_DP + TAVG celkové zlepSeni o 8.35533 % ve srovnani s dosud nejisp&snéjsi jedno-
duchou metodou PROD_DP. Kromé této kombinace dosédhlo lepsich vysledkt dalsich sedm
rozsifenych kombinaci metod. Nad testovaci datovou sadou bylo dosaZeno zlepseni o 0.52233
%. Celkem t¥i metody dosahly zlepSeni vysledkii nad testovacimi daty.

Celkem deseti metodam ptineslo rozsireni zlepseni vysledk® nad trénovacimi daty. Nej-
lepsim dosazenym zlepSenim je 3.99999 % u metody PVAL_DP + PROD_IP + WEIG_IP
+ DIST_DP. Nad testovaci datovou sadou pomohlo rozsireni dosdhnout lepsich vysledkt
celkem deseti metodam, pficemz nejvice to bylo o 8.0 % u metody PVAL_DP + PROD_IP
+ WEIG.IP + DIST_DP.

] Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_DP+PROD_IP+DIST_DP+TAVG 283 100 73.890
PVAL DP+PROD IP+WEIG_IP+DIST DP+TAVG 280 103 73.107
PVAL_DP+DIST_DP+TAVG 279 104 72.845
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Metoda | Shoda | Neshoda | Shoda [%] |

PVAL_DP+WEIG_IP+DIST DP4+TAVG 277 106 72.323
PVAL_IP4+PROD_DP+WEIG_IP+TAVG 259 124 67.624
PVAL_IP4+PROD_DP+TAVG 253 130 66.057
PVAL_DP+PROD_DP+WEIG_DP+DIST _DP+TAVG | 252 131 65.796
PVAL_DP+PROD_DP+WEIG_IP+DIST IP+TAVG 251 132 65.535
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TAVG 250 133 65.274

Tabulka 5.18:  Porovnani metod nad trénovacimi daty

] Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_DP+PROD_DP+WEIG_DP+DIST DP+TAVG 283 100 73.890
PVAL_DP+PROD _DP+WEIG_IP+DIST IP4+TAVG 282 101 73.629

PVAL IP+PROD IP+WEIG_IP+DIST IP+TAVG 281 102 73.368
PVAL_IP+PROD_DP+WEIG_DP+DIST DP+TAVG 280 103 73.107
PVAL_IP4+PROD_DP+WEIG_IP+TAVG 276 107 72.062
PVAL_DP+WEIG_IP+DIST DP+TAVG 275 108 71.801
PVAL_DP+DIST_DP+TAVG 274 109 71.540
PVAL_DP+PROD IP+DIST DP+TAVG 272 111 71.018
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TAVG 270 113 70.496

Tabulka 5.19:  Porovnani metod nad testovacimi daty

] Metoda ‘ Shoda [%] ‘ Narust [%] ‘

PVAL_ DP+PROD_IP+DIST DP+TAVG 73.89033 8.35533
PVAL_DP+PROD_IP+WEIG_IP+DIST _DP+TAVG 73.10704 7.57204
PVAL_DP+DIST_DP+TAVG 72.84595 7.31095

PVAL_ DP+WEIG_IP+DIST_DP+TAVG 72.32375 6.78875
PVAL_IP+PROD_DP+WEIG_IP+TAVG 67.62402 2.08902
PVAL_IP+PROD_DP+TAVG 66.05744 0.52244

PVAL_ DP+PROD_DP+WEIG_DP+DIST_DP+TAVG | 65.79634 0.26134
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP+TAVG 65.53524 0.00024

Tabulka 5.20:  Zlepseni metod nad trénovacimi daty

’ Metoda ‘ Shoda [%] ‘ Nartst [%] ‘

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TAVG | 73.89033 0.52233

PVAL_DP+PROD_DP+WEIG_IP+DIST_IP4+TAVG 73.62924 0.26124

PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TAVG 73.36814 0.00014
Tabulka 5.21:  ZlepsSeni metod nad testovacimi daty

] Metoda | Tr. zlepSeni[%)] | Ts. zlepSeni[%] |
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP 3.99999 8.00000
PVAL_IP+PROD_DP+WEIG_IP 2.00000 0.00065
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Metoda Tr. zlepSeni[%)] | Ts. zlepSeni[%] |

PVAL_DP+DIST_DP 0.00095 0.00045
PVAL_DP+WEIG_IP+DIST_DP 0.00075 0.00055
PVAL_IP4+PROD_DP 0.00043 -
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP 0.00033 3.99999
PVAL_DP+PROD_IP+DIST _DP 0.00033 0.00027
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP 0.00024 0.00023
PVAL_IP+PROD _IP+WEIG_IP+DIST_IP 0.00015 0.00014
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP - 0.00033

Tabulka 5.22: Zlepseni dosazené rozsitenim TAVG nad
trénovacimi (Tr.) a testovacimi (Ts.) daty

5.7 Soucasny prepocet vah i prahi

Jako dalsi metodu pfevodu neuronové sité na FPNN jsme zvolili soucasny pfepocet vah i
prahti s ohledem na chovani vzorovych neuront v referencni siti. Nasim cilem bylo co nejvice
priblizit odezvu aktivatoru na konkrétni vektor odezvé ptidvoniho vzorového neuronu na
stejny vektor.

Pro ziskani daného chovani jsme se rozhodli pouzit algoritmus Nelder-Mead popsany
v sekci 2.4. Jako chybovou funkci, kterou jsme algortimem minimalizovali, jsme zvolili od-
chylku vystupt aktivatorti od vzorovych neuront skryté vrstvy nad jednotlivymi vektory
trénovaci datové sady. Jako vychozi bod jsme brali FPNN namapované dspésnymi meto-
dami mapovani vah popsanych v pfedchozich kapitolach. Experimentovali jsme se dvéma
metodami popsanymi v nasledujicih podkapitolach. Navrhované metody jsou aplikovany na
vysledky mapovani dfive pfedstavenymi metodami. Jedna se tedy o dalsi rozsifeni ptvod-
nich metod.

5.7.1 Prepocet celé vrtsvy najednou

Toto rozsifeni budeme dale oznacovat suffixem TLAY za ndzvem metody. V této metodé
jsme pocitali celou skyrtou vrstvu najednou, tedy vSechny prislusné vahy a také prahy vSech
aktivatorid. Simplex byl tvofen hodnotami vSech vah spoji a vSech prahi. Chybova funkce
byla definovana jako suma souc¢tt odchylek vystupu vSech aktivatort od vystupt ptvodnich
neuronti pres vSechny vektory trénovaci datové sady. Popisuje to rovnice (5.16), kde T' je
mnozina trénovacich vektort, H je mnozina indext neuroni skryté vrstvy (aktivatory maji
stejné indexy), o! je vystup aktivatoru i pro vektor ¢ a d! je vystup ptivodniho neuronu pro

vektor ¢.
Err = Z Zoﬁ —d! (5.16)
teT icH

Jako vychozi bod pro vytvofeni pocatecéniho simplexu byla pouzita FPNN namapo-
vana metodami, kterym se dodsud podafilo dosdhnout zlepseni, tedy metod uvedenych v
tabulkéch 5.8 a 5.9.

Toto rozsifeni jsme aplikovali na Uspésné kombinace metod z predchozich ¢asti a na
metodu ARIT. Vypocty pro tpravu praht jsme provadéli nad trénovaci datovou sadou. S
vyslednym FPNN jsme experimentovali nad obéma datovymi sadami.

Tabulka 5.23 shrnuje vysledky experimentdi nad trénovaci datovou sadou, a tabulka
5.24 nad testovaci datovou sadou. Tabulky jsou sefazené podle procentualni shody. Nékteré
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kombinace metod a rozsireni dosdhly vzajemné shodnych vysledkt. Tabulky obsahuji z
takovych skupin vzdy jen jednu.

Tabulky 5.23 a 5.24 shrnuji vysledky experimentti. Tabulky jsou sefazené podle procen-
tualni shody. Nékteré kombinace metod a rozsifeni dosdhly vzajemné shodnych vysledki.
Tabulky obsahuji z takovych skupin vzdy jen jednu.

Tabulky 5.25 a 5.26 obsahuji ty metody, jez davaly lepsi vysledky, nez jakych bylo do-
sazeno v Casti s jednoduchymi nekombinovanymi metodami. Ve sloupci Nartst [%] je v
téchto tabulkach uvedeno zlepseni vysledkid oproti nejlepSimu dosazenému vysledku pred-
chozi ¢asti. Tabulka 5.27 uvadi zlepsSeni dosazené rozsifenim oproti nerozsifenym verzim
metod. Jsou vypsany jen hodnoty zlepSeni, tam kde uvedeno neni (symbol pomlcky) k
zadnému zlepSeni nedoslo.

Nad trénovaci datovou sadou doséhla rozsifena kombinace metod PVAL_TP4+PROD_DP
+WEIG _IP+TLAY celkové zlepSeni o 3.13340 % ve srovnani s dosud nejaspésngjsi jedno-
duchou metodou PROD_DP. Kromé této kombinace dosahlo lepsich vysledkd dalsich pét
rozsifenych kombinaci metod. Nad testovaci datovou sadou bylo dosazeno zlepseni o 8.61643
%. Celkem ¢tyfi metody dosahly zlepSeni vysledkii nad testovacimi daty.

Celkem péti metodam prineslo rozsiteni zlepseni vysledkid nad trénovacimi daty. Nejle-
psSim dosazenym zlepSenim je 1.04440 % u metody PVAL_IP + PROD_DP + WEIG_IP. Nad
testovaci datovou sadou pomohlo rozsifeni dosahnout lepsich vysledkt celkem sedmi meto-
dam, pfi¢emz nejvice to bylo o 3.13324 % u metody PVAL_DP + PROD_IP + WEIG_IP
+ DIST_DP.

] Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_IP+PROD_DP+WEIG_IP+TLAY 263 120 68.668
PVAL_DP+WEIG_IP+DIST DP+TLAY 259 124 67.624

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TLAY | 257 126 67.101
PVAL_DP+PROD _IP4+WEIG IP+DIST _DP+TLAY 254 129 66.318
PVAL_IP4+PROD_DP+TLAY 253 130 66.057
PVAL_DP+PROD _DP+WEIG_IP+DIST IP+TLAY 252 131 65.796
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TLAY 250 133 65.274

Tabulka 5.23:  Porovnani metod nad trénovacimi daty

] Metoda ‘ Shoda ‘ Neshoda ‘ Shoda [%)] ‘
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TLAY 284 99 74.151
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP+TLAY 283 100 73.890
PVAL_DP+PROD_IP+WEIGIP+DIST_ DP+TLAY 282 101 73.629

PVAL_IP+PROD_IP+WEIG_IP-+DIST_IP+TLAY 281 102 73.368
PVAL_IP+PROD_DP+WEIG_IP+TLAY 244 139 63.707
PVAL_IP+PROD_DP+TLAY 233 150 60.835

Tabulka 5.24:  Porovnani metod nad testovacimi daty

Metoda | Shoda [%] | Nértst [%] |
PVAL_IP+PROD_DP+WEIG_IP+ TLAY 68.66840 3.13340
PVAL_DP+WEIG_IP+DIST_DP+ TLAY 67.62402 2.08902

PVAL_DP+PROD _DP+WEIG_DP+DIST DP+TLAY | 67.10182 1.56682
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Metoda ‘ Shoda [%] ‘ Nartst [%)] ‘

PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TLAY 66.31853 0.78353

PVAL IP+PROD_DP+TLAY 66.05744 0.52244

PVAL_DP+PROD_DP+WEIG_IP+DIST_IP+TLAY 65.79634 0.26134
Tabulka 5.25:  Zlepseni metod nad trénovacimi daty

] Metoda ‘ Shoda [%] ‘ Nartst [%] ‘

PVAL_DP+PROD_DP+WEIG _DP+DIST_DP+TLAY | 74.15143 8.61643

PVAL_IP+PROD_DP+WEIG_DP+DIST_DP+TLAY | 73.89033 8.35533

PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TLAY 73.62924 8.09424

PVAL_IP4+PROD_IP+WEIG_IP+DIST IP+TLAY 73.36814 7.83314
Tabulka 5.26:  ZlepSeni metod nad testovacimi daty

‘ Metoda | Tr. zlepseni[%)] | Ts. zlepSeni[%] |
PVAL_IP+PROD_DP+WEIG_IP 1.04440 -
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP 0.26134 -
PVAL_IP4+PROD_DP 0.00043 -
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP 0.00033 0.78333
PVAL IP4+PROD IP+WEIG_IP+DIST _IP 0.00015 0.00014
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP - 3.13324
PVAL_DP+PROD_IP+DIST_DP - 2.61123
PVAL_DP+DIST DP - 2.35032
PVAL_DP+WEIG_IP+DIST_DP - 2.08933
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP - 0.26143

Tabulka 5.27: Zlepseni dosazené rozSifenim TLAY nad
trénovacimi (Tr.) a testovacimi (Ts.) daty

5.7.2 Postupny prepocet

Toto rozsiteni budeme dale oznacovat suffixem TACT za nazvem metody. V této metodé
jsme pocitali kazdy aktivator skryté vrstvy samostatné. Simplex byl tvoren vahami vSech
spoju v fetezcich vedoucich do aktivatoru a jeho prahem. Vysledné hodnoty vah spojt byly
ziskany jako vazeny priimér hodnot vypoctenych pro kazdy aktivator. Vahy byly vypoc-
teny ze vzdalenosti aktivatoru a spoje. Chybova funkce byla definovana jako suma souctu
odchylek vystupt daného aktivatoru od vystupt ptivodniho neuronu pres vSechny vektory
trénovaci datové sady. Popisuje to rovnice (5.17) pro aktivator s indexem 4 (ptivodni neu-
ron ma stejny index), kde T' je mnoZina trénovacich vektort, o} je vystup aktivdtoru i pro
vektor ¢ a d! je vystup piivodniho neuronu pro vektor ¢.

_ gt
Err = E o; — d; (5.17)
teT
Toto rozsireni jsme aplikovali na tspésné kombinace metod z pfedchozich c¢asti a na

metodu ARIT. Vypocty pro ipravu praht jsme provadéli nad trénovaci datovou sadou. S
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vyslednym FPNN jsme experimentovali nad obéma datovymi sadami.

Tabulka 5.28 shrnuje vysledky experimentdi nad trénovaci datovou sadou, a tabulka
5.29 nad testovaci datovou sadou. Tabulky jsou sefazené podle procentualni shody. Nékteré
kombinace metod a rozsiteni dosahly vzajemné shodnych vysledki. Tabulky obsahuji z
takovych skupin vzdy jen jednu.

Tabulky 5.30 a 5.31 obsahuji ty metody, jez davaly lepsi vysledky, nez jakych bylo do-
sazeno v Casti s jednoduchymi nekombinovanymi metodami. Ve sloupci Nartst [%] je v
téchto tabulkach uvedeno zlepseni vysledkid oproti nejlepSimu dosazenému vysledku pred-
chozi ¢asti. Tabulka 5.32 uvadi zlepsSeni dosazené rozsifenim oproti nerozsifenym verzim
metod. Jsou vypsany jen hodnoty zlepSeni, tam kde uvedeno neni (symbol pomlcky) k
zadnému zlepSeni nedoslo.

Nad trénovaci datovou sadou doséhla rozsitend kombinace metod PVAL_DP + DIST_DP
+ TACT celkové zlepSeni 0 9.92191 % ve srovnani s dosud nejispésnégjsi jednoduchou me-
todou PROD_DP. Kromé této kombinace dosahlo lepsich vysledkt dalsich pét rozsirenych
kombinaci metod. Nad testovaci datovou sadou bylo dosaZeno zlepSeni o 7.83314 %. Celkem
Sest metod dosahlo zlepSeni vysledki nad testovacimi daty.

Celkem Sesti metodam pfineslo rozsiteni zlepseni vysledki nad trénovacimi daty. Nejle-
psim dosazenym zlepSenim zde je 4.69975 % u metody PVAL_IP + PROD_DP + WEIG_IP.
Nad testovaci datovou sadou pomohlo rozsifeni dosdhnout lepsich vysledki celkem sedmi
metodam, pricemz nejvice to bylo o 0.78374 % u metody PVAL_DP + DIST_DP.

’ Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_DP+DIST DP+TACT 289 94 75.456
PVAL_DP+WEIG_IP4+DIST DP+TACT 288 95 75.195
PVAL_IP+PROD_DP+WEIG_IP+TACT 277 106 72.323
PVAL_IP4+PROD_DP+TACT 259 124 67.624
PVAL_DP+PROD IP+DIST DP+TACT 258 125 67.362
ARIT+TACT 251 132 65.535
PVAL_IP+PROD_IP+WEIG_IP+DIST IP4+TACT 250 133 65.274
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TACT | 248 135 64.751

Tabulka 5.28:  Porovnani metod nad trénovacimi daty

] Metoda | Shoda | Neshoda | Shoda [%] |
PVAL IP+PROD IP+WEIG_IP+DIST IP+TACT 281 102 73.368
ARIT+TACT 280 103 73.107
PVAL_DP+PROD_DP+WEIG_IP+DIST IP4+TACT 279 104 72.845
PVAL_DP+PROD _DP+WEIG_DP+DIST DP+TACT 278 105 72.584
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP+TACT 277 106 72.323
PVAL_IP+PROD_DP+WEIG_IP+TACT 264 119 68.929
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TACT 248 135 64.751
PVAL DP+PROD _IP+DIST DP+TACT 245 138 63.968
PVAL_IP+PROD_DP+TACT 243 140 63.446

Tabulka 5.29:  Porovnani metod nad testovacimi daty
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’ Metoda | Shoda [%] | Nériist [%] |
PVAL_DP+DIST DP+TACT 75.45691 9.92191

PVAL DP+WEIG_IP+DIST DP+TACT | 75.19582 9.66082
PVAL_IP4+PROD_DP+WEIG_IP+TACT | 72.32375 6.78875

PVAL_IP+PROD_DP+TACT 67.62402 2.08902
PVAL_DP+PROD_IP+DIST DP+TACT | 67.36292 1.82792
ARIT+TACT 65.53524 0.00024

Tabulka 5.30:  Zlepseni metod nad trénovacimi daty

| Metoda | Shoda [%] | Nérust [%] |
PVAL _IP+PROD_IP+WEIG_IP+DIST IP+TACT 73.36814 | 7.83314
ARIT+TACT 73.10704 | 7.57204

PVAL DP+PROD _DP+WEIG_IP+DIST IP4+TACT 72.84595 7.31095

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TACT | 72.58485 7.04985

PVAL_IP4+PROD_DP+WEIG_DP+DIST DP+TACT | 72.32375 6.78875

PVAL_IP4+PROD_DP+WEIG IP+TACT 68.92950 3.39450
Tabulka 5.31:  ZlepsSeni metod nad testovacimi daty

] Metoda | Tr. zlepSeni[%)] | Ts. zlepSeni[%] |
PVAL_IP+PROD_DP+WEIG_IP 4.69975 -
PVAL_DP+WEIG_IP+DIST_DP 2.87282 0.52275

PVAL_DP+DIST DP 2.61190 0.78374
PVAL_IP4+PROD_DP 1.56701 -
ARIT 0.26108 -
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP 0.00015 0.00014

Tabulka 5.32: Zlepseni dosazené rozsitenim TACT nad
trénovacimi (Tr.) a testovacimi (Ts.) daty

5.8 Srovnani

V predchéazejicich sekcich jsme predstavili nékolik metod mapovani neuronové sité na FPNN
miizové struktury. V této kapitole provedeme srovnani vysledkt predstavenych metod se
vSemi rozsifenimi. Sloupec Shoda [%] obsahuje miru shody klasifikace FPNN a referené¢ni
neuronové sité. Sloupec Rozdil [%] udava rozdil vysledné miry shody dané metody od miry
shody metody ARIT, ktera byla navrzena a implementovana jako prvni, a proto ji pouZijeme
pro srovnani zlepseni ¢i zhorseni novéjsich metod. Experimentti bylo provedeno vice nez ¢tyti
tisice a jejich kompletni vypis zde neni mozny. Velmi mnoho kombinovanych metod vSak
dosahlo numericky stejnych vysledkt, proto byla z kazdé takové skupiny vybrana jedina
jako reprezentant. Rozsifené metody byly zaneseny do tabulky jen pokud dosédhly zlepseni
vysledkt. Kompletni vypis experimentii je mozné najit na prilozeném CD v souborech
/Results/complete_sum table_train.pdf a /Results/complete_sum table_test.pdf.
7 tabulek vyplyva, ze rizné kombinace metod dosahly znatelného zlepSeni vysledki.
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Nejlepsi vysledek ¢isté kombinované metody je zlepSeni o 8.616% nad trénovacimi daty
a 8.355% nad testovacimi daty. Rozsifeni pracujici se spoleénymi tpravami vah a praht,
TLAY a TACT, také pfinesly jisté zlepseni oproti jednoduchym metoddm i oproti kombi-
novanym metodam. Nejlepsi vysledek nad trénovacimi daty metody rozsifené o TACT je
10.182% a metoda rozsitend o TLAY dosdhla zlepseni 3.394%. Nad testovacimi daty do-
sédhla nejlepsich vysledkt metoda rozsifena o TLAY se 8.87699% zlepsSenim a u rozsifeni
TACT bylo dosazeno nejlepsiho zlepSeni o 8.09399%. Rozsifeni TLAY a TACT mély tedy
obé pozitivni vliv na vysledky.

Dalsim navrzenym rozsifenim byly TMID a TAVG zalozené na jednoduché upraveé
prahd. I tyto metody pfinesly zlepSeni jak proti jednoduchym metodam, tak zlepSily vy-
sledky i fady kombinovanych metod. Obé metody dosahly shodného zlepseni vysledki. Nad
trénovacimi daty byl nejlepsi vysledek z lepSeni o 8.616%. Nad testovacimi daty pak 8.616%.

| Metoda | Shoda [%] | Rozdil [%] |
PVAL_DP+DIST_ DP+TACT 75.456 10.18200
PVAL_DP+WEIG _IP+DIST_DP+TACT 75.195 9.92099
PVAL_DP+PROD_IP+DIST_DP+TAVG 73.89 8.616
PVAL_DP+PROD _IP+DIST_DP+TMID 73.89 8.616
PVAL_DP+PROD_IP+DIST_DP 73.89 8.616

PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TAVG 73.107 7.83299
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TMID 73.107 7.83299

PVAL_DP+PROD_IP+WEIG_IP+DIST_DP 73.107 7.83299
PVAL_DP+DIST DP+TAVG 72.845 7.57099
PVAL_DP+DIST_DP+TMID 72.845 7.57099

PVAL_DP+DIST_DP 72.845 7.57099
PVAL_DP+WEIG_IP+DIST_DP+TAVG 72.323 7.04899
PVAL DP+WEIG_IP+DIST DP+TMID 72.323 7.04899
PVAL_IP+PROD_DP+WEIG_IP+TACT 72.323 7.04899

PVAL_DP+WEIG_IP+DIST_DP 72.323 7.04899
PVALIP+PROD_DP+WEIG_IP+TLAY 68.668 3.39400
PVAL_IP4+PROD_DP+WEIG_IP+TAVG 67.624 2.34999
PVALIP+PROD_DP+WEIG_IP+TMID 67.624 2.34999
PVAL_IP4+PROD_DP+TACT 67.624 2.34999
PVAL DP+WEIG_IP+DIST DP+TLAY 67.624 2.34999
PVAL_IP4+PROD_DP+WEIG_IP 67.624 2.34999
PVAL DP+PROD_IP+DIST DP+TACT 67.362 2.08799

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TLAY 67.101 1.82699
PVAL_DP+PROD_IP+WEIG_IP+DIST DP+TLAY 66.318 1.04399

PVAL_IP4+PROD_DP+TAVG 66.057 0.78300
PVAL_IP4+PROD_DP+TMID 66.057 0.78300
PVAL_IP4+PROD_DP+TLAY 66.057 0.78300

PVAL_IP+PROD_DP 66.057 0.78300

PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TAVG 65.796 0.52200
PVAL_DP+PROD_DP+WEIG_DP+DIST _DP+TMID 65.796 0.52200
PVAL_DP+PROD_DP+WEIG_IP+DIST IP4+TLAY 65.796 0.52200
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP 65.796 0.52200
PVAL_DP+PROD_DP+WEIG_IP+DIST IP+TAVG 65.535 0.26099
PVAL_DP+PROD_DP+WEIG IP+DIST_IP+TMID 65.535 0.26099
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Metoda | Shoda [%] | Rozdil [%] |
ARIT+TACT 65.535 0.26099
PVAL DP+PROD _DP+WEIG _IP+DIST IP 65.535 0.26099
PROD_DP 65.535 0.26099
PVAL_IP4+PROD_IP+WEIG_IP+DIST IP+TAVG 65.274 0.0
PVAL_IP+PROD_IP+WEIG_IP+DIST IP4+TMID 65.274 0.0
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP+TACT 65.274 0.0
PVAL_IP+PROD_IP+WEIG_IP+DIST IP+TLAY 65.274 0.0
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP 65.274 0.0
ARIT 65.274 0.0
PVAL_DP+PROD_DP+WEIG_DP+DIST_IP 65.013 -0.26099
PVAL DP+PROD _DP+WEIG _DP+DIST DP+TACT 64.751 -0.52299
WEIG_IP+DIST_DP 61.879 -3.39500
PVAL_IP4+PROD_IP+DIST_DP 60.052 -5.22200
PVAL_IP4+PROD_IP+WEIG_IP+DIST_DP 59.268 -6.006
PVAL_IP+WEIG_IP+DIST_DP 58.746 -6.52799
PVAL_IP+DIST DP 58.224 -7.05000
PVAL_DP+PROD_IP 53.785 -11.48900
PVAL_DP+PROD_IP4+WEIG_IP 53.263 -12.01100
PVAL_DP+WEIG_IP 41.514 -23.75999
Tabulka 5.33:  Porovnani metod nad trénovacimi daty
Metoda | Shoda [%] | Rozdil [%] |
PVAL DP+PROD _DP+WEIG_DP+DIST DP+TLAY 74.151 8.87699
PVAL_DP+PROD_DP+WEIG_DP+DIST DP+TAVG 73.89 8.616
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP+TMID 73.89 8.616
PVAL_IP4+PROD_DP+WEIG_DP+DIST _DP+TLAY 73.89 8.616
PVAL_DP+PROD_DP+WEIG_DP+DIST_DP 73.89 8.616
PVAL_DP+PROD DP+WEIG_IP+4DIST IP4+TAVG 73.629 8.35500
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP+TMID 73.629 8.35500
PVAL_DP+PROD _IP4+WEIG_IP+DIST_DP+TLAY 73.629 8.35500
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP 73.629 8.35500
PVAL IP4+PROD IP+WEIG IP+DIST IP+TAVG 73.368 8.09399
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP4+TMID 73.368 8.09399
PVAL IP+PROD_IP+WEIG_IP+DIST_IP+TACT 73.368 8.09399
PVAL_IP+PROD_IP+WEIG_IP+DIST IP+TLAY 73.368 8.09399
PVAL_IP+PROD_IP+WEIG_IP+DIST_IP 73.368 8.09399
PVAL_IP+PROD_DP+WEIG_DP+DIST DP+TAVG 73.107 7.83299
PVAL_IP4+PROD_DP+WEIG_DP+DIST_DP+TMID 73.107 7.83299
ARIT+TACT 73.107 7.83299
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP 73.107 7.83299
PVAL_DP+PROD_DP+WEIG_IP+DIST IP4+TACT 72.845 7.57099
PVAL_DP+PROD _DP+WEIG_DP+DIST DP+TACT 72.584 7.31000
PVAL IP4+PROD_DP+WEIG_DP+DIST IP 72.584 7.31000
PVAL_IP+PROD_DP+WEIG_DP+DIST _DP+TACT 72.323 7.04899
PROD _DP+WEIG_DP+DIST_TP 72.323 7.04899
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Metoda

| Shoda [%] | Rozdil [%]

|

PVAL_IP4+PROD_DP+WEIG_IP+TAVG
PVAL_IP+PROD_DP+WEIG_IP+TMID
PVAL_IP4+PROD_DP+WEIG_IP
PVAL_DP+WEIG_IP+DIST_DP+TAVG
PVAL_DP+WEIG_IP+DIST_DPv
PVAL_DP+WEIG_IP+DIST_DP
PVAL DP+DIST DP+TAVG
PVAL_DP+DIST_DP+TMID
PVAL_DP+DIST_DP
PVAL_DP+PROD_IP+DIST_-DP+TAVG
PVAL_DP+PROD_IP+DIST_DP+TMID
PVAL_DP+PROD_IP+DIST_DP
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TAVG
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TMID
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP
PVAL IP+PROD_DP+WEIG_IP+TACT
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP+TACT
PVAL DP+PROD_IP+DIST DP+TACT
PVALIP+PROD_DP+WEIG_IP+TLAY
PVAL_IP4+PROD_DP+TACT
PVAL_IP+PROD_IP+WEIG_IP+DIST_DP
PVAL_IP+DIST _DP
PVAL_IP+PROD_DP+TLAY
PROD_IP+DIST_DP
PROD_IP+WEIG_IP+DIST_DP
PVAL_IP+WEIG_IP+DIST_DP
PVAL_DP+PROD_IP
PVAL_DP+PROD_IP+WEIG_IP
WEIG_IP+DIST_DP
PVAL_DP+WEIG_IP

72.062
72.062
72.062
71.801
71.801
71.801
71.54
71.54
71.54
71.018
71.018
71.018
70.496
70.496
70.496
68.929
64.751
63.968
63.707
63.446
62.663
62.14
60.835
60.835
60.052
59.791
58.485
56.919
55.613
36.553

6.78799
6.78799
6.78799
6.52700
6.52700
6.52700
6.26600
6.26600
6.26600
5.744
5.744
5.744
5.22199
5.22199
5.22199
3.65500
-0.52299
-1.30599
-1.56700
-1.82800
-2.61100
-3.13400
-4.439
-4.439
-5.22200
-5.48300
-6.78900
-8.35500
-9.66100
-28.72100

Tabulka 5.34:
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Kapitola 6

Uceni FPNN algoritmem
backpropagation

FPNN zkoumaného mtizového typu maji do jisté miry shodné strukturalni znaky jako do-
predné vrstvené neuronové sité - skladaji se z vrstev a jsou nerekurentni. Protoze dopredné
vrstvené neuronové sité jsou tradiéné trénovany algoritmem backpropagation (viz. 2.2.1),
je mozné polozit otazku, zda by bylo mozné timto algoritmem trénovat i FPNN. V piipadé,
ze by FPNN bylo zkonstruovano stejné jako sama neuronova sit, bez sdileni spoji, pak o
tom neni pochyb. V pripadé miizové struktury ale narazime pravé na problém aproximace
vice synaptickych propojeni stejnymi spoji.

Tradi¢ni algoritmus backpropagation nepocita se sdilenim propojeni. V tomto algoritmu
jsou vypoctené chyby propagovany zpét do pfedchézejici vrtsvy skrze vSechny synapse a
jsou vazeny jejich vahami, pricemz se kazdou synapsi propaguje jen jedna chyba. Z hodnot
takto akumulovanych chyb je pak pro vahu kazdé synapse zvlast vypodéitana jeji potiebné
modifikace. V FPNN ale takovy pristup koliduje se sdilenim spoji mezi ptivodnimi synap-
semi. Pii zpétné propagaci ptes kazdy spoj prochézi vice nez jen jedna odchylka. Prochazejci
odchylky nejsou vazeny jen jednou vahou, ale jsou nasobeny vahou kazdého spoje jimz pro-
jdou, tedy nékolikrat za sebou. Pro kazdy spoj se pocita vice modifikaci, pro kazdou ptivodni
synapsi jedna. A tyto modifikace museji byt aplikovany spolec¢né.

Je zde tedy potieba fesit stejny problém jako u mapovani vah synapsi na vahy sdilenych
spoji v FPNN. Stejné jako u mapovani je tfeba najit kompromis mezi vypocétenymi modi-
fikacemi a tento kompromis pouzit jako vyslednou modifikaci. Metod hledani kompromisu
miizeme navrhnout vice. Mlizeme vyuzivat stejnych principt jako ptfi mapovani.

S ohledem na tuto dlohu jsme vytvorili novy modul Teacher a implementovali v ném
algoritmus backpropagation tak jak je popsdn v néasledujici podsekci. Tato implementace
pocita jen s jednou metodou hledani kompromisu, miuize byt ale rozsifena o dalsi. Tato tloha
nabizi velky prostor pro vyzkum a experimentovani, to je ale jiz nad ramec této prace a
jejiho zaméfeni na mapovani jiz naucenych neuronovych siti.

6.1 Implementovana verze algoritmu backpropagation
Algoritmus pouzity pro uceni pracuje podobné jako algoritmus uzivany k uceni neuronovych
siti. Byl ale prizptisoben specifikim mrizové strultury FPNN. Zatimco pro kazdou synapsi

je v origindlnim algoritmu vypoctena jedind odchylka, spoje v FPNN pocitaji s nékolika
odchylkami. Pro prichodu algoritmu backpropagation mé kazdy spoj vypocteno nékolik
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modifikaci, které spojuje do jedné aplikaci aritmetického primeéru. Po pfedlozeni vstupniho
vektoru a vypoctu vystupniho vekoru vypocitaji vystupni aktivatory j hodnotu d;:
6 = (tj = 0j)0;(1 = 05) (6.1)

kde t; je pozadovany vystup a o; skutecny vystup. Aktivatory i ve skryté vrstvé vypocitaji
hodnotu ¢;:
I w

weChain;;

(51' = Oi(l — 02‘) Zdjwij
J

(6.2)

wij =

(6.3)

kde o; je vystup aktivatoru i, J; je hodnota vypoctend (a propagovana zpét) aktivatorem
J v nasledujici vrtsveé, Chain;; je Tetézec spoju mezi aktivatory ¢ a j a w;; (6.2) je jejich
souéin. P¥i zpétném sifeni jsou hodnoty ¢ ukladany ve spojich, pres které jsou propagovany.
Spoje pak vypocitaji hodnoty zmén parametru W v kroku n:

AW = ndjo; + aw?j_l (6.4)

kde 7 je koeficient uceni a « je koeficient momentu. Tyto hodnoty jsou vypocteny pro kazdy
koncici fetézec. Jejich aritmeticky primeér je dosazen jako nova hodnota W.

6.2 Experimenty

Uvedeny algoritmus jsme spustili na FPNN tlohy Diabetes s parametry n = 0.9 a o = 0.5,
coz je podle [21] doporucend poc¢ateéni volba. Probéhlo 1000 epoch uéeni.

’ Uloha ‘ Datova sada ‘ Shoda ‘ Neshoda ‘ Shoda [%] ‘
Diabetes Trénovaci 250 133 65.274
Diabetes Testovaci 248 135 64.752

Two Spiral | Trénovaci 98 95 50.777
Two Spiral Testovaci 97 96 50.259

Tabulka 6.1:

Vysledky experimentt uceni nad obéma tlohami a datovymi sadami
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Kapitola 7

Zlepseni aproximace pridanim
rendundatnich zdroju

Pro dosazeni lepsich vysledki se mizeme pokusit zvysit vypocetni silu FPNN porusenim
jeho struktury tak, ze zavedeme jistou redundanci. V piipadé aktivatorti zadné redundance
neni mozné, protoze jejich pocet je dan poctem neuronti ptivodni sité. Protoze ale spojt je
mensi pocet neZ synapsi referencni sité a kazdy spoj aproximuje nékolik synapsi najednou,
miizeme redundanci zavést pravé u nich a docilit toho, Ze spoje budou aproximovat méné
synapsi zaroven. Tato kapitola se zaméfuje na jednu z moznosti zavedeni redundance do
spoji FPNN, kterou jsme navrhli jako dalsi mozné rozsifeni a ndmeét pokracovani prace.

7.1 Zdvojeni spoju

Jendou z moznosti zavedeni redundance je rozdvojeni nékterych spoji. Vhodnym kandida-
tem na zdvojeni v ramci fetézce je termindl, protoze v ném se tok vypoctu rozdvojuje - ¢ast
fetézci zde konéi a druhé ¢ast pokracuje sledem déle. Pfi zdvojeni termindlu vytvorime
novy termindl, pfes ktery ptijdou vsSechny konéici fetézce a ptivodni spoj ve sledu bude
prenaset Tetézce, které jesté nekonci. Nebude tedy termindlem. Rozdvojeni spoju ukazuje
obréazek 7.1, kde byl ptivodni spoj (prvni spoj v propojovacim sledu) nahrazen dvéma spoji.

Do modulu FPNNWeightsMapper byla implementovana metoda zvojovani spoji. Metoda
umoziuje duplikovat vice spojii najednou. Duplikace u nékterych spoji nemé smysl. Pre-
devsim spoje lezici na konci sledu, tedy spoje, které nemaji jiny spoj jako naslednika a
maji pouze jednoho predchiidce, neni tf¥eba rozvojovat. Aplikace tedy umoziiuje duplikovat
mnozinu spoju z propojovaciho sledu a znovu celé FPNN premapovat. Cely proces proniha

Obrazek 7.1: Zdvojeny spoj
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nasledovné:

10.

11.

. FPNN se béznym postupem namapuje

. Vypocita se chyba aproximace

. Spoje propojovaciho sledu se sefadi sestupné podle chyby
. Vybere se pocet spoju predepsany parametrem

. Pro kazdy spoj se vyhodnoti, zda je mozné jej rozdvojit, pokud ne, jsou vyrazeny.

Pro kazdy vybrany spoje je vytvoren duplikat. Pokud ptivodni spoj:

(a) M4 jiny spoj jako néslednika, tak je odpojen od aktivatoru a misto néj je pfipojen
jeho duplikat. Na vstup duplikatu jsou pfipojeni vsichni predchidci ptivodniho
aktivatoru. Ptivodni spoj se stal neterminélem.

(b) Nemé mezi nasledniky zadny spoj, tak zlstava piipojen k aktivatoru duplikat je
k nému pripojen také. Polovina predchudci ptivodniho spoje je prevzata dupli-
katem. Ten tak prebira jednu vétev prichazejicich fetézct.

Provede se nové mapovani, jehoz se netermindlni spoje netcastni.

. Vypoctené parametry se propaguji obéma sméry propojovacim sledem.

. Neterminaly si vypocitaji hodnoty vSech fetézci, které pres né prochazeji.

Neterminaly jsou po jednom namapovany postupné od spoji blize zac¢atku propojo-
vaciho sledu smérem ke vzdalenéjsim. Mapovani probiha nasledujicim zpisobem:

(a) Vyberou se ty fetézce, které sméfuji do nejblizsiho aktivatoru a tedy konéi v
nejbliz§im termindlu. Pro tyto vybrané fetézce se vypoc¢te mapovani stejnym
zpusobem jako v terminalech pfi béZném mapovani. Neterminal se tedy chova
stejné jako termindl s tim rozdilem, Zze termindl pocita s fetézci, které v ném
kon¢i a netermindl s fetézci koncicimi v nejbliz§im nasledujicim terminalu.

(b) Neterminal propaguje nové vypocteny parametr W ptes své nasledniky déle skrze
cely zbytek sledu. Néasledujici neterminély (které se teprve budou mapovat) si
touto hodnotou aktualizuji vypoctené fetézce.

Provede se jesté jedno mapovani béznym zptisobem, jehoz se ale ti¢astni pouze dupli-
katy a spoje na konci sledtl, ¢imZ dojde k zapocitani zmén na neterminélech.

7.2 Zavér

Predstavend metoda mapovani duplikovanych spoji vychazi z metody ARIT a je to jen
jedna z mnoha moznych metod. Bylo by také mozné zalozit mapovani duplikati na dalsich
metodach predstavenych v této praci, stejné tak vyuziti optimalizaci. Vyvoj téchto metod
stejné jako dukladnéjsi experimenty s navrzenou metodou jsou vsSak jiz nad ramec této
prace, a budou naplni naseho budouciho vyzkumu v této oblasti.
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Kapitola 8
Zaver

V ramci této prace byly navrzeny dva rizné zplisoby uceni FPNN. Uceni s ucitelem po-
moci algoritmu backpropagation bylo navrzeno jako prirozené vyusténi faktu, ze FPNN
jsou aproximaci vrstvenych doprednych siti. Tato metoda byla implementovana a byl nad
ni proveden experiment, jenz u tlohy Diabetes dosahl vysledné presnosti 65.274% nad tré-
novacimi daty a 64.752% nad testovacimi daty. Udeni FPNN tlohy Two Spiral dosahlo nad
trénovacimi daty presnost 50.777% a nad testovacimi daty 50.259%.

Dalsim zpisobem, na ktery jsme se v nasi praci primarné zamérili, bylo mapovani
parametrtt neuronové sité na parametry FPNN ve snaze se nabidnout moznost vytvorit
FPNN z naucené neuronové sité, aniz by byla potfeba originalni trénovaci datova sada.
Navrhli jsme celkem deset metod mapovani, se kterymi jsme provadéli experimenty. Nejlepsi
dosazeny vysledek byl 65.535% presnost.

Pro dosazeni lepsich vysledkli jsme osm metod zalozenych na vyuziti vazeného priméru
zkombinovali do mnoha kombinaci a nad kazdou z nich jsme provadeéli experimenty. Kombi-
novani metod pfineslo zlepSeni o 8.356% s celkovou presnosti 73.89% nad trénovacimi daty
a nad testovacimi daty zlepSeni o 0.522% s celkovou piesnosti 73.89%.

Navrhli jsme nékolik rozsiteni ptivodnich metod a jejich kombinaci. Prvni rozsireni bylo
zalozeno na zapocitavani nekoncicich retézcti do vazeného priiméru ve snaze o rozprostieni
chyby aproximace po celém Tetézci. Navrzené rozsireni neptineslo zlepSeni vysledkt. Dalsim
rozsifenim byly dpravy prahti aktivatord na zakladé statistiky hodnot potencialti, kterych
nabyvaly pfi vypoc¢tu nad datovou sadou. Toto rozsifeni prineslo zlepseni vysledki nékterym
kombinacim metod, ale ke zlepsSeni celkovych vysledkid nedoslo. Dale jsme navrhli dalsi dvé
rozsifujici metody zaloZené na optimaliza¢nim algoritmu provadéjici mapovani a prepocet
vah i prahii soucasné. Tato rozsifeni pfinesla nékterym kombinacim metod zlepseni v fadu
procent a dosahla zlepSeni celkovych vysledkii o 10.182% s celkovou presnosti 75.456% nad
trénovacimi daty. Nad testovacimi daty zlepseni dosahovalo 8.877% s celkovou presnosti
74.151%.

Celkové se nam tedy podafilo dosdhnout presnost 75.456% nad trénovacimi daty a
74.151% nad testovacimi daty. Pro dalsi zlepseni vysledki jsme navrhli metodu zavadéni a
mapovani redundantnich spoji do FPNN tak, aby prevzaly ¢ast aproximovanych synapsi
od spoji vykazujicich vysoké chyby aproximace. Vyvoj této metody a experimenty s ni by
mohly byt naplni dalsi prace, jako metoda hledani kompromisu mezi pfesnosti a prostorovou
slozitosti. Stejné tak uceni algoritmem backpropagation by se mohlo stat predmétem dalsiho
vyzkumu.
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Priloha A

Obsah CD

Prilozené DVD obsahuje nésledujici adresdrovou strukturu:
/FPNN - soubory s ulozenymi FPNN
/FPNN VHDL - zdrojové kédy VHDL implementace FPNN
/Latex - zdrojové INTEX kédy této technické zpravy a dokumentaci

/technicka_zprava.pdf - tato technicka zprava

/fig - obrazky z této technické zpravy
/Naive NN - zdrojové kédy pfimé VHDL implementace neuronovych siti
/Networks - soubory ulozenych referenc¢nich siti, vah a datové sady

/*.train - trénovaci datové sady

/*.train_res - vysledky referen¢ni sité nad trénovaci datovou sadou
/*.test - testovaci datové sady

/*.test_res - vysledky referen¢ni sité nad tstovaci datovou sadou
/*.net - ulozené sité pro softwarovou FANN implementaci

/*.rates - statistiky potenciala referen¢ni sité

/*.results - vypis vystupti neuronti referencni sité pro vSechny vektory trénovaci
datové sady

/*.weights - vahy referencnich siti
/Paper - ¢lanek na odbornou konferenci

/paper_draft.pdf - koncept ¢lanku shrnujiciho vysledky préace pro odbornou kon-
ferenci

/tex - zdrojové kédy konceptu ¢lanku
/PYFPNN - zdrojové kédy projektu PyFPNN

/dokumentace - dokumentace PyFPNN ve formatu HTML
/uzivatelska_prirucka.pdf - uzivatelska pfirucka k aplikacim PyFPNN
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/Results - kompletni tabulky s vysledky experimentt a jejich zdrojové kédy
/Software - zdrojové kédy softwarové implementace neuronovych siti

/uzivatelska_prirucka_software.pdf - uzivatelskd pfirucka k softwarové implemen-
taci

/ANN - zdrojové kédy programu na udéeni siti

/ANNTester - zdrojové kédy programu na testovani siti

/FANN - zdrojové kédy knihovny FANN
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Priloha B

Formaty souboru pro PyFPNN

B.1 Format popisu FPNN

Aplikace PyFPNN pouzivaji textovy popis FPNN, ktery vychazi z definice FPNA /FPNN.
Kazdy radek tohoto popisu za¢ind naveéstim, nasledovanym dvojteckou. Navésti urcuje, ¢eho
se dany radek tyka. Mize se jednat o nékteré preddefinované navésti, slouzici ke globalnim
nastavenim, nebo se mutze odkazovat jménem na néktery neurdlni zdroj, pak rfadek slouzi
k nastavni konkrétniho neuralniho zdroje. Aktivatory mohou mit libovolnd jména sloZena
z alfanumerickych znaki, spoje ale musi mit jména ve formatu (zdrojovy aktivator,cilovy
aktivator).

Pteddefinovana navesti:
Ni - mnozina jmen vstupt
activators - globalni nastaveni vSech aktivatord
links - globalni nastaveni vSech spoju
inputs - globalni nastaveni vSech vstupt
number_format - nastaveni datového typu

Za naveéstim nasleduje vycet nastaveni oddélenych stiednikem. Jedna se o zapisy parametr =
hodnota, ¢imz jsou nastavovany konkrétni parametry. Kromé téchto nastaveni uvadime i
jména neuralnich zdrojt, se kterymi je pravé nastavovany neurdlni zdroj propojen. Nasta-
veni parametri a jména pripojenych neuralnich zdroji muzou byt na fadku libovolné pro-
michané. Jména nastavitelnych parametri odpovidaji jménem i vyznamem definici FPNN|
jedné se tedy o nazvy: W,T,i,f,theta,a,c. Parametr i podporuje stejné hodnoty jako ge-
nericky parametr iter_op entity ACTIVATOR, tedy +,-,*,/ a parametr £ podporuje stejné
hodnoty jako genericky parametr func_name entity ACTIVATOR, tedy unipolar_sigmoid,
bipolar_sigmoid, unipolar_step, bipolar_step. V popisu je nutné uvézt mnozinu Ni a
nastaveni datového typu number_format. Lokalni nastaveni prepisuji globalni nastaveni.

Priklad

Nésledujici priklad definuje trojvrstvé FPNN se tfemi aktivatory a dvéma spoji. Je uvedeno
nékolik globalnich nastaveni, ktera jsou pak u nékterych neuralnich zdroji lokalné prepsana
- napf. spoje maji globdlné nastavené parametry W na 1.0, ale u spoje (n2,n3) je tento
parametr prepsan na 0.453. Stejné tak u aktivatoru nl je pfenastaven parametr theta.
Nastaveni FX na fddku number_format deklaruje, Zze se bude pouzivat pevna fadova carka,
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i_part pak urcuje pocet bitl celé ¢asti a f_part pocet bitl desetinné ¢asti. Jména uvedena
na fadcich neurdlnich zdrojt uvadéji propojeni, takze napt. aktivator n3 je propojen se
spojem (n2,n3).

Ni: nx

activators: i = +;f = unipolar_sigmoid;theta = 0.0;a =1
links: W =1.0

inputs: ¢ =1

number_format: FX;i_part=8; f_part=8

nl: nx;(nl1,n2);theta = 1.0;

n2: (n1,n2);(n2,n3)

n3: (n2,n3)

(n1,n2): n1;n2

(n2,n3): n2;n3;W=0.453

B.2 Format popisu neuronové sité pro NaiveNNGenerator

Format textového popisu sité pro NaiveNNGenerator je zaloZzen na radkovém zadavani
hodnot. Kazdy radek je ve formatu nastaveni=hodnota. Na levé strané rovnice je uvedeno
jméno nastaveni v daném formatu a na pravé ¢islo nebo fetézec jako hodnota. Tak je mozné
nastavit parametry neuroniim, synapsim i vrstvam. Neurony se ¢isluji od 1 od prvniho neu-
ronu ve vstupni vrstvé. Vrstvy se ¢isluji od 1 od vstupni vrstvy.

Jména nastaveni:
structure - udéava strukturu sité jako ¢isla znacici pocet neuronu ve vrstvach oddéle-

nych znakem ”x”. Toto nastaveni je povinné.
activation_in_layerX - udava nazev aktivacni funkce neuronu ve vrstvé ¢islo X. Pod-
porovany jsou stejné hodnoty, které podporuje genericky pa-
rametr func\_name entity NEURON, tedy unipolar_sigmoid, bipo-
lar_sigmoid, unipolar_step a bipolar_step. Vychozi hodnota je uni-
polar_sigmoid.
activation_param_in_layerX - udava parametr pfenosové funkce pro neurony ve vrstveé
¢islo X. Toto nastaveni odpovida generickému parametru
L entity NEURON. Vychozi hodnota je 5.0

wX,Y - udava vahu synapse mezi neuronem ¢islo X a neuronem cislo Y.
tresholdX - udéva hodnotu prahu neuronu d¢islo X.
Priklad

Zde je uveden pripad trojvrstvé sité se tfemi neurony, jejiz vystupni neuron pouziva jako
aktivaéni funkci skokovou funkei (2.4) a mé prah s hodnotou 3.0. Véhy jsou nastaveny na
hodnoty svych indext.

structure = 1xi1x1
activation_in_layer3 = unipolar_step
activation_param_in_layer3 = 0.0
wli,2 =1.2

w2,3 = 2.3

treshold3 = 3.0
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Priloha C

Tabulky

] Metoda ‘ Shoda ‘ Neshoda ‘ Shoda [%)] ‘
PVAL_DP+DIST_DP 279 104 72.845
PVAL_IP4+PROD_DP 253 130 66.057
PROD_DP+WEIG_IP 252 131 65.796
PVAL_IP+PROD_IP 250 133 65.274
PVAL_DP+PROD_DP | 249 134 65.013
WEIG_IP+DIST _DP 237 146 61.879
PVAL_IP+DIST_DP 223 160 58.224
PVAL DP+PROD_IP 206 177 53.785
PVAL_DP+WEIG_IP 159 224 41.514

Tabulka C.1:  Porovnani metod nad trénovacimi daty

] Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_IP4+PROD_DP 283 100 73.890
PVAL_IP+PROD_IP 281 102 73.368
PROD_IP+WEIG.DP | 280 103 73.107
PROD DP+WEIG.IP | 276 107 72.062
PVAL_DP+DIST_DP 274 109 71.540
PROD_DP+DIST_IP 270 113 70.496
PVAL_IP+DIST_DP 238 145 62.140
PROD_IP+DIST_DP 233 150 60.835
PVAL_DP+PROD_IP 224 159 58.485
WEIG_IP+DIST _DP 213 170 55.613
PVAL_DP+WEIG_IP 140 243 36.553
Tabulka C.2:  Porovnani metod nad testovacimi daty

] Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_DP+PROD_IP+DIST_DP 283 100 73.890
PVAL_DP+WEIG_IP+DIST_DP 277 106 72.323
PVAL_IP+PROD_DP+WEIG_IP 259 124 67.624
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’ Metoda

| Shoda | Neshoda | Shoda [%] |

PROD_IP+WEIG_IP+DIST DP 251
PVAL IP4+PROD _IP+WEIG _IP 250
PVAL_DP+PROD _DP4+WEIG IP | 249
PVAL_IP4+PROD_IP+DIST_DP 230
PVAL_IP+WEIG_IP+DIST_DP 225
PVAL_DP+PROD_IP+WEIG_IP 204

132
133
134
153
158
179

65.535
65.274
65.013
60.052
58.746
53.263

Tabulka C.3:  Porovnani metod nad trénovacimi daty

] Metoda

| Shoda | Neshoda | Shoda [%] |

PVAL IP4+PROD _IP+WEIG_IP 281
PVAL_DP+PROD_DP+WEIG_IP | 280
PVAL_IP+PROD_DP+WEIG.DP | 278
PROD_DP+WEIG_DP+DIST_IP 277
PVAL_IP4+PROD_DP+WEIG_IP 276
PVAL_DP+WEIG_IP+DIST _DP 275
PVAL_DP+PROD_IP+DIST_DP 272

PVAL_IP4+PROD_IP+DIST_DP 240

PROD_IP+WEIG_IP+DIST_DP 230

PVAL IP4+WEIG IP+DIST DP 229
PVAL_DP+PROD_IP+WEIG_IP 218

102
103
105
106
107
108
111
143
153
154
165

73.368
73.107
72.584
72.323
72.062
71.801
71.018
62.663
60.052
59.791
56.919

Tabulka C.4:  Porovnani metod nad testovacimi daty

Metoda | Shoda | Neshoda | Shoda [%] |

PVAL_DP+PROD_IP+WEIG_IP+DIST_DP 280 103 73.107
PVAL_IP+PROD_DP+WEIG_DP+DIST DP | 252 131 65.796
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP 251 132 65.535
PVAL_IP4+PROD_IP+WEIG_IP+DIST 1P 250 133 65.274
PVAL_DP+PROD_DP+WEIG_DP+DIST_IP | 249 134 65.013
PVAL IP4+PROD_IP+WEIG_IP+DIST_DP 227 156 59.268
Tabulka C.5:  Porovnani metod nad trénovacimi daty
’ Metoda | Shoda | Neshoda | Shoda [%] |
PVAL_DP+PROD_DP+WEIG_DP+DIST DP | 283 100 73.890
PVAL_DP+PROD_DP+WEIG_IP+DIST_IP 282 101 73.629
PVAL_IP+PROD_IP+WEIG_IP+DIST 1P 281 102 73.368
PVAL_IP+PROD_DP+WEIG_DP+DIST_DP 280 103 73.107
PVAL_IP+PROD_DP+WEIG_DP+DIST 1P 278 105 72.584
PVAL_DP+PROD_IP+WEIG_IP+DIST_DP 270 113 70.496
PVAL IP4+PROD_IP+WEIG_IP+DIST_DP 240 143 62.663
Tabulka C.6:  Porovnani metod nad testovacimi daty
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