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Abstrakt

Uvodem préce pfinasi struény piehled problematiky softcomputingu a fe$eni NP-tGplnych problémi.
Zejména se vénuje evolucnim algoritmim a jejich zakladnim typim. V dalsi Casti je zpracovana
studie na kartézské genetické programovani (CGP), které patii do oblasti evolucnich algoritmii. CGP
se pouZziva zejména pro navrh Cislicovych obvodt, symbolickou regresi a jiné. Samostatna kapitola je
vénovana studii nové techniky Age layered population structure (ALPS), ktera se vénuje problému
predcasné konvergence, pfi¢emz navrhuje zplisob rozdéleni populace na subpopulace separovanych
na zakladé vékového kriteria. Pomoci zajisStovani dostatecné diverzity v populaci dosahuje vyznamné
lepsich feSeni oproti klasickym evolu¢nim algoritmtim. V praci jsou navrZeny dva zplisoby zaclenéni
techniky ALPS do CGP. V dalsi ¢asti je popsan postup implementace klasického CGP a jeho dvou
variant s vyuzitim techniky ALPS. V ramci prace byly vykonany testy na klasickych testovacich
ulohach s pouzitim a bez pouziti techniky ALPS, pfi¢emz v ¢asti ,,Experimentalne vysledky* byl

diskutovan ptinos pouziti techniky ALPS v CGP oproti klasickému CGP.

Abstract

This work introduces a brief summary of softcomputing and the solutions to NP-hard problems. It
especially deals with evolution algorithms and their basic types. The next part involves the study of
cartesian genetic programming, which belongs to the field of evolution algorithms, used mainly in the
evolution of digital circuits, symbolic regression, etc. A special chapter is devoted to the studies of
new technique Age layered population structure, which deals with the problems of premature
convergence, which suggests the way of how the population could be divided into subpopulations
split up according to the age criteria. Thanks to the maintaining of sufficient diversity, it achieves
substantially better solutions in comparison to the classical evolution algorithms. This papier includes
the suggestion of two ways of incorporation of the ALPS technique into CGP. In the next part of
work there were carried out tests on the classic problems, that would be solved with evolution
algorithms. These tests were made with and without using ALPS technique. In the part of work
»Experimental results* there was discussed a contribution of using ALPS technique in CGP against

the classic CGP.
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1 Uvod

Pri hl'adani odpovede na otazku, ktoré rieSenie problému je najlepSie, optimalne, je mozné pouzit
obrovské mnoZstvo postupov, ktoré su viac ¢i menej uspes$né. AvsSak pri hl'adani optimalneho rieSenia
v tzv. NP-uplnych problémoch, ako je napriklad rieSenie niektorych problémov z tedrie grafov,
planovanie tloh na vyrobnej linke, hl'adania predpisu komplikovanych matematickych funkcii ¢i
inych, naraZzame pri klasickom ,,hard computingu* na problém s exponencialne rastiicou pamétovou
¢i Casovou zlozitost’'ou rieSenia.
Boli preto postupom ¢asu objavené a zavadzané metddy tzv. softcomputingu, ktory zohladnuje a
akceptuje nepresnost’ realneho sveta. Su vlastne ,,inteligentné programy*, teda také, ktoré riesia
problémy bez ich exaktného algoritmického popisu.

Do oboru softcomputingu patri niekol’ko oblasti, pricom zaélenenie evolu¢nych algoritmov a

ich zakladnych technik je vidiet na obrazku ¢. 1.

Softcomputing
| |
Evoluc¢né
Neurdénové siete algoritmy Fuzzy logika
Evolu¢né Evoluc¢né Genetické Genetické
programovanie stratégie algoritmy programovanie

Obrazok ¢. 1: Prehl’ad evolu¢nych algoritmov [2]

Cielom tejto prace je vytvorit’ Stadiu problematiky kartézskeho genetického programovania
(CGP) anovej metody zabranujucej predcasnej konvergencii Age Layered Population Structure
(ALPS), na zaklade ktorej bude vytvoreny navrh aimplementdcia kartézskeho genetického
programovania vyuzivajuceho techniku ALPS. Téato bude overena na zvolenych testovacich tlohach
a porovnana s vysledkami poskytovanymi Standardnym CGP.

Druha kapitola sa zaobera evolu¢nymi algoritmami a popisuje ich zakladné rozdelenie, priCom

v jednotlivych podkapitolach su tieto zakladné typy evolucnych algoritmov podrobnejsie vysvetlené.



V tretej kapitole je podrobne popisana metoda kartézskeho genetického programovania, a jeho
vyuzitie pri navrhu kombinac¢nych logickych obvodov, symbolickej regresii a programov.

Stvrta kapitola obsahuje §tadiu techniky Age layered population structure.

V poslednej piatej kapitole je navrhnuty sposob zaclenenia techniky ALPS do kartézskeho
genetického programovania, ktory bude pouzity pri implementécii v d’alSej casti diplomového

projektu.



2 Evoluc¢né algoritmy

Na zaklade literatiry (najmid [2] a [3]) je v tejto kapitole popisana problematika evolu¢nych
algoritmov, vysvetlené zakladné pojmy ako princip evolu¢ného procesu, selekcia, krizenie, mutacia,
fitness jedinca a iné.

Vychadzajiac z Darwinovej evolucnej teorie, jej abstrahovanim a formalizovanim sme dostali
univerzalnu optimaliza¢ni metodu, ktora sluzi ako prostriedok modernej numerickej matematiky.
Evolu¢né algoritmy st pouzite'né pri hl'adani globalnych minim (maxim) funkcii, ktoré su obklopené
velkym mnozstvom lokalnych minim (maxim). St zaloZzené na napodobeni prirodzenej biologickej
evolucie v prirode(napr. zivociSnych druhov).

V klasickej Darwinovej teérii su populacie geneticky variabilné, pricom medzi jedincami
prichadza k prirodzenému vyberu, kedy prezivaji jedince najviac adaptované na dané prostredie.
Tymto spdsobom sa d’alej $iri ich geneticky material na ich potomkov. V priebehu procesu evolucie
tak dochadza k uprednostiiovani najviac adaptovanych jedincov, az pokym nie je proces evolucie
takmer zastaveny (v prirode je tento jav mozno vidiet' napriklad u niektorych zivocisnych druhov,
kedy sa ich geneticky material za poslednych niekol’ko miliénov rokov menil iba minimalne).

Biologicka evolucia je teda progresivna zmena genetického obsahu populacie v priebehu
mnoho generacii. Obsahuje tieto tri hlavné komponenty [2]:

1. Prirodzeny vyber, kedy do procesu reprodukcie vstupuju jedince najviac adaptované

na prostredie (majl vysoka hodnotu fitness).

2. Nahodny geneticky drift - nadhodné udalosti pocas Zivota jedincov ovplyviiuju
populaciu (toto je vyznamné najma pre malé populécie). Patri sem napriklad mutacia
genetického materialu alebo smrt’ jedinca (jedinec s vysokou hodnotou fitness sa tym
padom nemdze zacastnit procesu reprodukcie ajeho geneticky materidl sa tak
nedostane do d’alsej generacie).

3. Proces reprodukcie, pocas ktorého prichadza k vymene genetického materialu rodi¢ov
(najcastejsie dvoch), a vznikaju potomkovia — najéastejsie tento proces prebicha tak,
ze z genetickej informacie dvoch jedincov s vybrané Casti, ktoré sltizia k zostaveniu

genetickej informacie nového jedinca (tzv. ,,sexualna reprodukcia®).

Schopnost’ jedinca prezit v danom prostredi je charakterizovana jeho hodnotou fitness —
relativne definuje schopnost daného jedinca prezit v prostredi areprodukovat’ sa konkrétnej
populécii.

Evolu¢né algoritmy teda pracuju na principe evolucie v realnom svete. RieSenie ulohy je
prevedené na proces evolucie nidhodne (alebo za pomoci nejakej heuristiky) generovanych

pociatocnych rieSeni. Jednotlivé riesenia su zakddované do retazca symbolov (binarny retazec,



pripadne strom, retazec realnych ¢isiel...). Nasleduje ich ohodnotenie pomocou funkcie fitness — ¢im
vyssia hodnota fitness, tym vacSmi je jedinec adaptovany na prostredie a je takisto vysSia jeho Sanca
vstupit do procesu reprodukcie. Populacia rieSeni je nazyvana aj populacia individui alebo
chromozdémov, pricom chromozom sa skladé z jednotlivych génov.
Reprodukciu posuvaju vpred najma tieto dve hlavné sily:
1. Selekcia, ktora umoziuje presadzat’ sa najmd jedincom s vysokou hodnotou fitness
(teda najviac adaptovanych na dané prostredie), ¢im je umozneny prenos genetického
materialu.

2. Operatory krizenia a mutécie, ktoré zabezpecuju dostatocnti rozmanitost’ populacie.

Kombinaciou tychto dvoch vyssie uvedenych metdd je mozné ziskat' jedince v nasledujicej
generdcii s vy$Sou hodnotou fitness. Ako bolo spomenuté vysSie, pri sexualnej reprodukcii pouzitim
operatoru krizenia prichadza ku krizeniu (najcastejSie dvoch) jedincov, priCom vznikaju (takisto
najcastejSie dvaja) potomkovia. Metdda selekcie uprednostiiuje jedince s vySSou hodnotou fitness,
avsak aj jedince s nizSou hodnotou by mali dostat’ prilezitost’ k reprodukcii — prispieva to k vyssSej
diverzite populacie a zmensuje riziko predCasnej konvergencie populacie — teda ze dostaneme iba
suboptimalne rieSenie niekde v lokdlnom minime, v doésledku malej diverzity sa teda nedostavame ku
globalnemu maximu. Operator mutacie simuluje proces mutacie v prirode, kedy cast’ genetickej
informacie jedinca je zmenena Cisto nahodne.

Nizsie je uvedeny vSeobecny evolucny algoritmus [2]:

begin
t:=0; //mastavenie pocCiatoéného Casu
initpopulation P (t); //inicializécia populacie — ndhodné generovanie jedincov
evaluate P (t); //ohodnotenie pociatocnej populéacie
while not finished do //pokym neplati ukon¢ovacia podmienka
t:=t+1; /lzvy$ ¢islo populacie
P' :=selectpar P (t); //selekcia rodicov
recombine P' (t); //rekombinacia rodicov - krizenie
mutate P' (t); //mutacia nahodnych jedincov
evaluate P' (t); //ohodnotenie novych potomkov
P :=survive P,P' (t); //obnova populacie pre d’alsSiu generaciu
do
end

2.1  Zakladné pojmy z EA

Gén je zakladna stavebna jednotka chromozdmov, ktora moze nadobudat’ iba urcity pocet hodndt nad
definovanou abecedou (napr. ‘0° alebo ,1° v pripade kodovania do binarneho retazca, ‘+’ napriklad

u genetického programovania v pripade stromovej reprezentacie).



Chromozom je jedinec zloZeny zistého poctu génov, reprezentuje jedno konkrétne rieSenie
v prehl’addvanom stavovom priestore. Je to vektor obvykle pevnej diZky (toto neplati u genetického
programovania).

Populdcia je tvorend konetnym poctom jedincov (chromozémov). Pociatocnd populacia je
generovana nahodne.

Genotyp predstavuje kddovany tvar rieSenia, napr. binarny retazec.

Fenotyp predstavuje dekddovany tvar rieSenia, teda konkrétna hodnota nejakého jedinca, napriklad
konkrétny obvod, cesta obchodného cestujuceho.

Fitness funkcia relativne ohodnocuje adaptovanost’ konkrétneho rieSenia v danom priestore. Hl'adame

pomocou nej najlepsi chromozém — jedinca, ktory najviac vyhovuje naSim poziadavkam.

2.2  Komponenty EA

Evolu¢né algoritmy pozostavaju z nasledujticich komponent:
1. Reprezentacia rieSenia — sposob zakodovania.
Funkcia fitness — sposob ohodnotenia jedincov (ich adaptovanosti na prostredie).
Populacia.
Technika vyberu rodicovskych jedincov.

Operatory krizenia a mutécie.

AN O

Obnova populacie.

Vsetky body budu podrobnejsSie rozobrané v jednotlivych podkapitolach, pretoze st odlisné

u konkrétnych typov evolu¢nych algoritmov.

2.3  Aplikacia evolu¢nych algoritmoyv, ich

nasadenie a nevyhody

Evoluc¢né algoritmy nachadzaju uplatnenie vSade tam, kde zlyhavaju tradi¢né metody optimalizicie,
a to najma pri rieSeni zlozitych NP — uplnych tloh. Patri sem napriklad [2]:

e Numerick4, kombinatoricka optimalizacia,

e planovanie a riadenie,

e inZziniersky navrh,

e dolovanie dat,

e strojové ucenie, umela inteligencia.



Je teda zrejmé, Ze nachadzaju uplatnenie v tych pripadoch, kedy:
e Prehladavany priestor je prili§ rozsiahly a chyba znalost, ktora by umoziiovala najst’
vhodné rieSenia,
e nie je moznd matematickd analyza problému (zlozité matematické funkcie, nemoznost’
vyjadrenia problému pomocou analytickej rovnice) a

e loha ma prili§ vel'a obmedzujicich podmienok, kritérii.

Avsak aj nasadenie evolu¢nych algoritmov nemusi vzdy zaruCovat’ prijatelny vysledok, medzi
ich najvécsie problémy patri najma:
e Schopnost’ ohodnotit’ rieSenie iba relativne — nemame zaruku Ze najdené optimum je
skuto¢ne globalne a neuviazli sme iba v lokalnom extréme,
e velka ¢asova naro¢nost’,

e EA konc¢i na zaklade ¢asového obmedzenie alebo stagnacie konvergencie funkcie

V nasledujucich kapitolach sa oboznamime so zakladnymi typmi evolu¢nych algoritmov,
pricom zdvoch znich (genetické programovanie a evolucné stratégie), vychadza aj kartézske

genetické programovanie, ktoré bude hlavnym predmetom Stadie prace.

2.4  Evolucné stratégie

Evolu¢né stratégie (ES) boli navrhnuté uz v 60-tych rokoch 20. storofia dvomi nemeckymi
Studentami. Patri tak k najstar§Sim uspe$nym stochastickym metédam. Evolu¢né stratégie maju vela
spolo¢ného s klasickym genetickym algoritmom (dedenie genetického materialu, mutacia, postupné
evolvovanie...), no st tu podstatné rozdiely napriklad v reprezentacii chromozémov, spdsobe pouzitia
genetickych operatorov ¢i obnove populacie. ES st vhodné pri optimalizacii zlozitych funkcii. Na
rozdiel od GA evolucné stratégie pouZzivaju na reprezentaciu chromozomov realne Cisla. Hybnou
silou tu [4] najmé mutécia vyuzivajuca Gaussovu distribu¢nu funkciu, kriZzenie sa zacalo vyuzivat’ az

neskor.

2.4.1 Navrh evolucnej stratégie a jej priebeh[4]:

o Volba zlozenia chromozomov.

o Volba typu stratégie ((u+1), (L,A)).

o Vol'ba ukoncujicej podmienky.

o Pokym nie je splnena ukon¢ujiica podmienka:
o Krizenie rodicovskej populacie (iba u niektorych typov ES)
o Mutacia



2.4.2

o Selekcia (zavisi od typu stratégie)

Reprezentacia rieSenia

Na rozdiel od bindrnej reprezentacie chromozému u GA, u ES sa pouziva na reprezenticiu

chromozému redlne ¢isla. Priklad mozného jedinca je:

| 0.3970| -0.7710] 0.7262] -0.3400| 0.0028| 0.7853| 0.5197| -0.7962] -0.5586| 0.5439

243

Obrazok ¢. 2: Reprezentacia chromozému v ES

Vypocet fitness

Jej tlohou je rovnako ako u GA ohodnotit’ kvalitu jedinca v populacii, pouziva sa rovnako ako u

genetického algoritmu (s prihliadnutim samozrejme na zmenu reprezentacie).

244

Obnova populacie

Obnova populacie moéze v evolucnych stratégiach prebiehat’ dvomi spdsobmi:

1.

2.4.5

Tzv. plus stratégia (p+i), kedy zrodiCovskej populacie p vygenerujeme A potomkov
pomocou operatorov krizenia alebo mutécie, zoradime ich podl'a hodnoty fitness a do d’alse;j
populacie s vybrané najuspesnejSie jedince — uplatituje sa tu elitizmus. U zakladnej stratégie
1+1 (jeden rodi¢ jeden potomok), je z jedného rodi¢a generovany isty pocet jedincov, a ak je
niektory lepsi ako rodi¢, tento je nim nahradeny. Pripomina to gradientné metody alebo
horolezecky algoritmus [1].

Tzv. Ciarkova stratégia (u,A). Z rodiCovskej populacie p generujeme A potomkov, tychto
zoradime podl'a hodnoty fitness a vyberieme najuspesnejSich. Rodi¢ovska populacia je
kompletne nahradena potomkami, pri¢om tieto mézu mat’ aj hor$iu priemernt hodnotu fitness
— to umoznuje tejto metdde opustit’ lokalne minima a uspesne optimalizovat’ aj vel'mi zloZzité

funkcie.

Technika vyberu rodi¢ovskych jedincov

Vyber rodi¢ov prebieha ndhodne, s uniformnym rozloZzenim (kazdy jedinec ma rovnaku Sancu vstupu

do reprodukéného procesu).
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2.4.6 Krizenie a mutacia

2.4.6.1 Mutacia

U evoluénych stratégii je uvedenda ako prva mutacia, pretoze je hnacim motorom evolucie, a
spoCiatku bola pouzivana iba ona (podobne ako v kartézskom genetickom programovani), krizenie
v ES sa zacCalo pouzivat’ az neskor.

Na rozdiel napriklad od GA, kde nastdva zmena véc¢sinou iba na jednom bite chromozému, tu
je mutacia vacSinou uplatnovana na kazdy prvok vektoru (ale nemusi). Vyuziva sa Gaussovej
distribtcie pravdepodobnosti zmeny s nulovou strednou hodnotou a rozptylom o. Casto sa pouZiva

normované rozdelenie formalizované zapisom N (0,1).

0,6 =

Gaussovska distribtcia
0,4=
0,2 =4—

/ pravdepodobnosti so stredom v
nule a odchylkou 0,5
|

A AN

-0,81 -0,64 -0,26 -0,22 -0,14 -0,03 0,18 0,25 0,34 NahOdne generované hodnoty

podl’a tejto distribucie

0,22 -0,03 -0,26 0,18 0,25 -0,64 -0,14 0,77 0,34 -0,81 vektor mutacie
8,04 960 -3,71 1,88 -6,85 2,99 -847 -9,57 -7,67 6,04 povodny vektor
8,26 9,57 -3,97 2,08 -6,60 2,35 -861 -8,80 -7,33 5,23 zmutovany vektor

Obrazok ¢. 3: Generovanie mutacie u ES [1]

Ako je vidiet, na zaklade distribu¢nej funkcie su s istymi pravdepodobnostami vygenerované
vektor ndhodnych Cisiel, a tento je po patricnom premiesani pripocitany k pévodnému vektoru. Preco
je gaussovska distribucia lepsia ako zmena bitov v bindrnom vektore a viac o tzv. Hammingovej
bariére je mozné najst’ v prislusne;j literatare [1].

Standardna odchylka o sa v priebehu evoliicie meni podl'a pravidla 1:5. To znamend, Ze ak
v priebehu evolucie dostavame vacsi pocet Gspesne zmutovanych potomkov, potom by sme mali
postupovat’ va¢simi krokmi (zvacsit' Stand. odchylku), a naopak, pri zlych vysledkoch by sme mali
postupovat’ pomalSie. Nech @(k) je koeficient uspeSnosti definovany ako pomer uspe$nych mutacii

v priebehu poslednych £ iteracii k poctu k iteracii, z ktorych bola uspesnost’ merana, potom [1]:

11



c,.0, ak @(k)<l1/5,
o'=<c.0, ak ¢@(k)>1/5,
o, akp (k)=1/5,
kde ¢c>1 a c4<l riadia zvdc¢Sovaniec a zmenSovanie Standardnej odchylky. V literatire byvaju tieto

koeficienty Casto Specifikované ako ¢;~0.82 a c=1/cs~1.22.

2.4.6.2 KriZenie

U evolucnych stratégii sa vyuzivaju tri typy krizenia: priemerom, diskrétne a linearna kombinacia.

2.4.6.2.1. KriZenie priemerom

Vyuziva sa tu aritmeticky priemer, z dvoch rodi¢ov vznika jeden potomok.

0.549] -0.157| 0.321]-0.597| 0.463| 0.554| 0.199] -0.759| -0.530 | Rodi€ 1
-0.943| 0.407| 0.251]-0.023 | 0.883| 0.074 ]| -0.469| -0.240 | -0.337 | Rodi¢ 2

-0.197| 0.125| 0.286|-0.310| 0.673| 0.314]|-0.135] -0.499 | -0.433 | Potomok
Obrazok ¢. 4: Krizenie priemerom v ES

2.4.6.2.2. Diskrétne KriZenie

Hodnoty génov potomka su ndhodne preberané od jedného alebo druhého rodica.

0.549] -0.157| 0.321]-0.597| 0.463| 0.554| 0.199] -0.759| -0.530 | Rodi¢ 1
-0.943| 0.407| 0.251]|-0.023 | 0.883| 0.074 ]| -0.469| -0.240 | -0.337 | Rodi¢ 2

0.549| -0.157| 0.251| -0.597| 0.463| 0.074| 0.199| -0.240| -0.337 | Potomok
Obrazok ¢. 5: Diskrétne krizenie v ES

2.4.6.2.3. Linearna kombinacia

Tu vznikaji dvaja potomkovia, priCom tieto vektory su linedrnou kombinaciou rodicov. x; a X, st
rodi¢ovské chromozoémy, y; a y, ich potomci. Bod krizenia « je z intervalu <0,1>,

y1=a.x;+ (1-a).x,

V2= (l—a).xl +a.xp

2.4.7  Autoevolucia riadiacich parametrov

Okrem zakladného pravidla 1:5 (vid” kapitola 2.5.6.1) je mozné pouzit' aj autoevoluciu riadiacich
parametrov, kedy je chromozém tvoreny dvomi sekciami — jedna je sekcia cielovych parametrov a
jedna sekcia riadiacich parametrov. DetailnejSi popis je mozné najst’ napr v [2]. Takto evolvované

parametre dosahuju lepsie vysledky ako v pripade samotného pouzitia pravidla 1:5.
Evolucné stratégie byvaju pouzivané pre optimalizaciu funkcii o niekol’kych premennych alebo

pri ulohach so zmieSanymi spojito-diskrétne-celoCiselnymi parametrami (napriklad pri névrhu

korekénych cievok pre nedestruktivnu magnetickil rezonanciu).
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2.5 Geneticke algoritmy

Geneticky algoritmus patri medzi zakladné stochastické optimalizacné techniky s vyraznymi
evoluénymi Crtami. V stCasnosti patri medzi najpouzivanejie evolucné algoritmy. Vychadza
z Darwinovskej teorie [5], je robustny, aplikovatel'ny na Siroku paletu problémov. Je ¢asovo narocny,
avsak vzdy vedie aspon k suboptimalnemu rieSeniu, priCom nepozaduje znalosti o prehl'adavanom
priestore, zato je potrebné mat sklisenosti pri nastavovani parametrov. NajCastej§ie pouzivané je
binarne alebo permuta¢né zakédovanie chromozomu.
Standardny GA algoritmus je mozné popisat’ nasledovne [2]:
1. Nastav ¢as t=0, nahodne vygeneruj po¢iatoénti populaciu D (0) s mohutnostou N.
2. Pomocou fitness funkcie F (X) ohodnot’ vSetky jedince populacie D (t).
3. Pomocou operatorov krizenia a mutdcie generuj populaciu potomkov O (t)
s mohutnostou M<=N.
4. Vytvor novt populaciu D (t+1) nahradenim ¢asti populacie D (t) jedincami z populacie O
(t).
5. Nastav Cas t na Cas t+1.

6. Pokym nie je splnena podmienka ukoncenia algoritmu, pokracuj bodom 2.

V nasledujucich podkapitolach budu popisané jednotlivé komponenty genetického algoritmu.

2.5.1 Sposob zakodovania

2.5.1.1 Binarne zakédovanie
NajcastejsSim spdsobom zakodovania chromozémov v genetickom algoritme je binarne zakddovanie.
Je to preferovany spOsob nevyzadujuci ziadne Specidlne genetické operacie, ma ale problémy
s reprezentaciou realnych premennych. Chromozém budeme chapat’ ako binarny vektor pevnej dizky
k:

a=(a,d,,...a,)e {01 [1]
Populacia P obsahuje jedincov, ktoré su zakddované v tvare binarnych vektorov o
P={a,,a, g X} s
kde p udava kardinalitu populacie P (pocet jedincov v populacii).
Nech fje u¢elova funkcia definovana nad mnozinou binarnych vektorov dizky k

o >R,
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ktora ohodnoti kazdy binarny vektor & € {O,l}k realnym ¢islom. Nasou tlohou je hl'adat’ globalne

minimum tejto funkcie nad mnoZinou {0,1}"

a,, =arg min /(@)

aef0,1}F
Funkcia freprezentuje prostredie, v ktorom sa dané jedince populacie nachadzaju. Mierou uspesnosti

daného jedinca je jeho funk¢énd hodnota ohodnotena fitness funkciou.

2.5.1.2 Permutacné zakodovanie
Je mozné ho previest’ na binarne zakddovanie, vyzaduje Specidlne genetické operatory. Je pouzite'ny
napriklad aj v typickom priklad aplikacie evolu¢nych algoritmov akym je problém obchodného

cestujuceho.

2.5.1.3 Stromova Struktara

Stromova S§truktira je vyhodnd najmé pri VLSI navrhu a podobne. Takisto ako permuta¢ného

zakodovanie vyzaduje Specialne genetické operatory.

2.5.2 Funkcia fitness

Sluzi na ohodnotenie chromozoémov v populécii. Byva to Casovo najnaro¢nejsia etapa evolu¢ného

algoritmu, byva vykonavana nad vSetkymi jedincami.

2.5.3 Populacia

Pociatocna populacia byva generovana nahodne, pripadne pomocou nejakej heuristiky. Jej typicka

velkost’ u genetického algoritmu byva 30-100 jedincov.

2.5.4 Technika vyberu rodic¢ovskych jedincov

Sluzi na vyber vhodnych jedincov pre krizenie a mutdciu. Vyber moéze prebichat medzi dvomi
jedincami alebo skupinami jedincov, pricom byva uprednostiovany jedinec s vyS$Sou hodnotou

fitness. V nasledujucich podkapitolach st vysvetlené tri techniky vyberu rodicov.

2.54.1 Ruletovy vyber

Tato metdda vyberu rodiCovskych jedincov je zalozena na pravdepodobnosti vyberu uréitého
chromozému do procesu reprodukcie — ¢im vySSia hodnota fitness (vdcSia adaptovanost na

prostredie), tym vacsia pravdepodobnost’. Nech populacia P ma mohutnost’ p=5.

P={a,,a,,a,,a,,as}, nech ohodnotenie fitness funkciou F (X) jednotlivych chromozomov je:

F (a))=12

14



F (a)=24
F (05)=35
F (0g)=27

F (as5)=41 = E

Obrazok ¢. 6: Pravdepodobnost’ vstupu chromozémov do procesu reprodukcie

OF(a1)[8.63%]
BF(a2)[17.27%]
OF(a3)[25.18%)]
)
)

OF(a4)[19.42%]
B F(a5)[29.50%]

Potom pravdepodobnost’ vstupu jednotlivych jedincov do procesu reprodukcie je priamo umerna

hodnote ich fitness, ¢o je vidiet’ na obrazku ¢.3.

2.54.2 Turnajovy vyber
Tento sposob vyberu rodi¢ovskych jedincov je dost’ odlisny od predchadzajicej metdody — najprv st
uplne nahodne vybrané dva jedince z rodi¢ovskej populacie, ktoré medzi sebou bojuji — st porovnané
na zaklade ich hodnoty fitness, vitazny chromozom je ten s vysSou hodnotou.

Vyhodou tohoto vyberu je ten fakt, Ze aj jedince s nizSou hodnotou fitness dostavaju prilezitost
zucCastnit’ sa procesu reprodukcie, ¢o zabranuje predCasnej konvergencii a uviaznutiu v nejakom

lokalnom minime (je tu dostato¢na diverzita).

2543 Pravdepodobnostny vyber

Kombinuje predchadzajice dva sposoby vyberu. Na populacii si vykonané vzdy najprv dva vybery
ruletovym spOsobom (€iZze proporcionalne k hodnote fitness), a nasledne tieto dva jedince bojuju
turnajovym spdsobom. Vitazny znich postupuje do mnoziny jedincov urcenych ku krizeniu

a mutacii.
2.5.5 KriZenie a mutacia

2.5.5.1 Krizenie

Je hnacim motorom genetického algoritmu, hoci byva ¢asto vel'mi diskutovany a Cast’ vedcov tvrdi,
7ze nema patricny biologicky podklad. Tvrdia, Ze su vdaka nemu rozbijané stavebné bloky (teoria

stavebnych blokov je nad ramec tejto publikacie, viac je mozné docitat’ sa napr. v [2]).
Majme dva chromozomy «, ff € {O,l}k , potom operaciu krizenia je definovana ako operacia,

ktora dvom rodicovskym chromozémom priradi dva nové jedince srovnakou dlzkou ako mali

povodné [1]:
(@, ") =0, (@, f).
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Existuje niekol’ko realizacii stochastického operatora krizenia, rozdielne napriklad pre binarne alebo
permutacné zakddovanie chromozomu. Uvedieme si iba zdkladné jednobodové kriZenie pri bindarnom

zakodovani, ostatné st podobné; krizenie u permutacného zakodovania je pre nas nezaujimave.

2.5.5.1.1. Jednobodové krizZenie

Majme dva chromozoémy, vyberme nahodne bod krizenia. Potom dostavame dvoch
potomkov, kde prvy potomok ma prvi ¢ast’ z prvého rodi¢a a druhti za bodom kriZenia z druhého.

Druhy potomok naopak — vid’ obrazok ¢. 7.

0] 1/ 1/ 0] 0] 0] 1] 1|Rodi¢ 1
111, 0] 0 1 Rodic¢ 2

=
o
=

11 1] 0ff 1] 1| 0| 1]|Potomok 1
11 1] 0] Off O] O 1| 1]|Potomok 2
Obrazok ¢. 7: Jednobodové krizenie v GA

2.5.5.1.2. Dvojbodové kriZenie

Prebieha podobne, len st vybraté 2 body krizenia a do potomka sa vybera striedavo Cast’ z jedného

a druhého rodica.

2.5.5.1.3. Uniformné KriZenie

Vyuziva ndhodne vygenerovani binarnu masku, na zaklade ktorej sa vybera Cast’ genetického
materialu raz zjedného raz z druhého rodi¢a. AvSak na rozdiel od predchadzajucich spdsobov

krizenia vznik4 iba jeden potomok.

111/ 1[0l 0] 0] 1] 1]|Rodi¢ 1
ol 1]0] 0] 1] 1] 0] 1]|Rodi¢ 2
01101001 Maska
[1]1]1] 0] 0] 1] 0] 1]|Potomok 1

1] 1]
Obrazok ¢. 8: Uniformné krizenie pomocou masky

2.5.5.2 Mutacia

Operacia mutacia stochasticky transformuje binarny vektor o na binarny vektor o’. Hromadna
mutacia sa vyuZiva iba v ojedinelych pripadoch (v kartézskom genetickom programovani je avSak
jedinym vyuZzivanym operatorom). Jej pravdepodobnost byva u genetického algoritmu vacSinou
vrozsahu 0,1 — 10%, pricom mava bud konStantny alebo exponencialny priebeh. U binarneho
zakodovania chromozoémov je pri mutacii nahodne vybrany jeden bit, a jeho hodnota je invertovana.
U permuta¢ného zakddovania sii ndhodne vybrané dve pozicie (Cisla) v chromozome, atieto st

vymenené.

2.5.6 Obnova populacie

Najpouzivanejsie varianty obnovy populacie su:
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Generativna vymena, kedy je cela rodi¢ovska populacia nahradena potomkami a
Ciastotna obnova, kedy iba jeden jedinec snajnizSou hodnotou fitness zrodiovskej

populacie je nahradeny potomkom.

Casto su pouzivané varianty kombinujice tieto dve varianty. Pri CiastoCnej obnove su

pouzivané rézne techniky nahrady povodnej populacie, a to:

2.6

Podra kvality (velkost populécie zostava zachovana),

turnaj (bojuju spolu jedince rodi¢ovskej populacie a potomkov),

elitizmus (Cast’ najuspesnejSich jedincov rodiCovskej populacie je skopirovana do
nasledujtcej bez krizenia ¢i mutacie),

faktor premnozZenia, kedy nahodne vybranu skupinu rodi¢ov nahradzuji genotypicky

podobné jedince z potomkov.

Geneticke programovanie

Genetické programovanie ako sucast evoluénych algoritmov vzniklo koncom 80-tych rokov

minulého storocia. Je aplikovatel'né na r6zne problémy, medzi najc¢astejsie patri napriklad symbolicka

regresia a vyvoj programov, no dosiahlo Gspechy aj pri navrhu kombinaénych a kvantovych obvodov,

mechanickych systémov, ¢i antén. Je odlisné od klasického genetického algoritmu (viz. kapitola 2.6),

a to v nasledujucich troch krokoch [2]

Reprezentacia. Genetické programovanie (GP) pracuje s tzv. spustitelnymi Struktirami
(programy, elektronicky obvod...). NajzésadnejSim rozdielom oproti klasickému
genetickému algoritmu je ten, Ze chromozém v GP ma premenliva dizku, s &im stvisia
isté vyhody aj problémy (vid’ nizsie).

Genetické operatory pracuju nad spustitelnymi Struktirami — existuje tu okrem
operatorov kriZzenia a mutacie mnozstvo operatorov, ktoré umoziuju pracovat’ s modulmi,
podprogramami a podobne.

Pri vypoéte hodnoty fitness daného chromozému je vykonany kod programu

(chromozomu) pre dani mnozinu vstupov a st vyhodnotené ziskané vysledky.

Pred zaciatkom rieSenia ulohy genetickym programovanim, je nutné definovat’ 5 pripravnych

krokov:

Definicia mnoziny terminalov (nachadzaju sa v listoch stromu).
Definicia mnoziny funkeii.
Definicia spdsobu vypoctu fitness.

Definicia parametrov GP (pocet generacii, velkost’ populacie).
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e Definicia sposobu uréenia vysledku a sposob ukoncenia evoltcie.

2.6.1 Mnozina terminalov

Reprezentuje vstupy, teda premenné, konsStanty a funkcie bez argumentov, napriklad pri symbolickej
regresii mozu patrit’ do tejto mnoziny prirodzené alebo realne ¢isla, konStanta neznadmej ‘x’, iné

premenné a podobne.

2.6.2 Mnozina funkcii

Velkost tejto mnoziny je prakticky neobmedzena, je zavisla na type rieSenej tlohy. Pri symbolickej
regresii sem mozu patrit’ rozne aritmetické alebo goniometrické funkcie, pri evolvovani programov
sem patria napriklad konstrukcie daného programovaciecho jazyka (cykly, podmienky, skoky...).
Volba mnoziny funkcii je sice neobmedzena, ale musi byt volend opatrne. Pri pouzivani
jednoduchych funkcii nie je mozné riesit’ naro¢nejsie ulohy, avSak pri nadmernom pocte pouzitych

funkecii prili§ narasta prehl’'adavany priestor a nemusime sa dostat’ ku kone¢nému rieSeniu.

2.6.3  Vypocet fitness

Je takisto zavisly na type konkrétnej ulohy. Napriklad pre vypocet fitness pri hl'adani programov je
mozné fitness pocCitat’ ako pomer spravnych vystupov na dané vstupy k celkovému poctu (najlepsi
jedinec teda bude mat’ hodnotu fitness 1), zatial’ Co u problému symbolickej regresie je mozné fitness
ratat’ napr. ako sumu kvadratickych odchylok vystupnych bodov ziskanych vyhodnotenim daného
jedinca k pozadovanej funkcii (tu ma najlepsi jedinec hodnotu fitness 0).
V literattre st udavané 4 terminy pre fitness hodnoty: hruba, Standardizovana, prisposobena a

normalizovana fitness [2].

Definicia parametrov GP a spdsobu ukoncenia evoltcie je plne v rukach vyvojara, priCom je
mozné pouzit’ rozliéné pristupy s roznymi vysledkami v zavislosti od typu ulohy (velké populacie a
maly pocet krokov evolucie alebo naopak).

Algoritmus GP je podobny tomu u genetickému algoritmu:

e Nahodna inicializacia populacie.
e Vyhodnotenie fitness funkciou kazdého chromozoému v populacii.
e Pokym nie je nova generacia plne obsadena, opakujeme nasledovné kroky:
o Zvolenym selekénym algoritmom vyberieme jedincov.
o Nad vybranymi jedincami (jedincom) uskuto¢nime genetické operacie.

o Vysledok tychto operacii vlozime do novej generacie.

18



e Pokym nie je splnena podmienka na ukoncenie algoritmu pokra¢ujeme bodom 2.

e Vystupom algoritmu je jedinec s najvy$sou hodnotou fitness.

V nasledujucich podkapitolach budu uvedené rozdiely v komponentach oproti klasickému

genetickému algoritmu.

2.6.4 Reprezentacia rieSenia

Ako bolo spomenuté, v genetickom programovani st chromozomy najCastejSie reprezentované
stromovymi Strukturami (autor metody J. Koza pracoval povodne v LISP-e). Uvazujme problémy
symbolickej regresie, kedy mame zadané vstupné a vystupné hodnoty funkcie a hl'addme jej predpis,

potom priklad takéhoto chromozému méze byt na obr. 9:

Obrazok ¢. 9: Priklad chromozému v GP

2.6.5 Sposob vypoctu fitness

Sposob vypoctu fitness v GP bol popisany v uvode kapitoly 2.7.

2.6.6  Populacia

Generovanie pociato¢nej populacie je prvym krokom evolu¢ného algoritmu. Rovnako ako pri
genetickom algoritme aj pri GP je pociatocna populacia generovana nahodne, avSak riadi sa istymi
pravidlami pri zostavovani stromu. Majme definované mnoziny funkcii a termindlov, a takisto je
nutné definovat’ maximalnu hibku stromu. Rozlidujeme tri zakladné metddy generovania pociatoénej
populacie:

Grow — uzly stromu st ndhodne vyberané z mnoziny terminalov alebo funkcii. Akonahle je vybrany
terminal, je ukon¢ené generovanie vetvy stromu, hoci nemusela dosiahnut’ maximélnej hibky.

Full — pri tejto metdde sa nahodne vyberaju iba prvky z mnoziny funkcii, az pokym nie je dosiahnuta
maximalna hibka. Strom st pravidelné, na rozdiel od prechadzajicej metody kde dostaneme viésinou

nepravidelné stromy.
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Ramped Half-and-Half — pomocou tejto metody dostavame populaciu s dostatoénou diverzitou. Je

takisto definovand maximalna hibka stromu 7, pri¢om su postupne generované stromy s maximalnou
hibkou 2, 3,....4, kde na polovicu stromov kazdej dizky je pouzita metdéda grow a na druhii polovicu

metoda full.

2.6.7 Technika vyberu rodic¢ovskych jedincov

Pracuje obdobne ako u genetického algoritmu (vid’ kapitola 2.6).

2.6.8 Krizenie a mutacia

Pracuju obdobne ako u GA, avSak z dévodu odlisnej reprezentacie chromozémov sa s nimi pracuje
trochu inym sposobom. Uvazujme iba stromovu reprezentaciu, potom pri krizeni dostavame jedince
rozliénej hibky stromu. To vedie aj k uréitym problémom genetického programovania (vid' kapitola

2.7.10).

2.6.8.1 Krizenie

Je povazované za zakladny operator GP, priCom existuje niekol’ko variant (v zavislosti na type
aplikacie GP), zostatime u uvazovanej symbolickej regresie. Operator krizenia kombinuje geneticky
material 2 rodi¢ov. Na zakladne nejakej selekénej metddy podobne ako u genetického algoritmu st
vybran¢ rodicovské jedince, a v nich st ndhodne vybrané podstromy v rodi¢ovskych jedincoch,
a tieto st medzi sebou vymenené. Takymto sposobom dostaneme dvoch potomkov, ktoré st vlozené

do populacie.

Rodicia

Obrazok ¢. 10: Prvy bod kriZzenia v GP — vyber podstromov

Po procese krizenia dostavame:
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Potomkovia

Obrazok ¢. 11: Druhy bod krizenia v GP — vymena podstromov

2.6.8.2 Mutacia

Pravdepodobnost’ mutacie u GP byva okolo 5%. Existuje zase niekol’ko variant (napriklad na zéklade
toho, ¢i obsahuje uzol terminal alebo funkcia, mézeme zmenit’ nahodne jeho hodnotu), najCastejSie sa
pouziva ten spoOsob, kedy sa nahodne vyberie podstrom, aten je nanovo vygenerovany nejakou

metddou (vid’ tvod kapitoly 2.7).

Rodicia

Mutacia

Obrazok ¢. 12: Mutacia v GP

2.6.9 Obnova populacie

Prebieha obdobne ako u Standardného GA.

2.6.10 Problémy GP

Patri medzi ne problém s konvergenciou populacie (J. Koza tvrdi, Ze ak sa nenajde rieSenie do 50
generacii, spravidla uz sa nenajde, priCom pracuje s tisickami jedincov), potom je to prili§ velka
mnozina terminalov, funkcii, alebo ich nevhodna vol'ba, a takisto problémy prameniace zo sposobu

reprezentacie chromozoémov (bloat).
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2.6.10.1 Introny a bloat

Introny st také Casti programu, ktoré nemaji sémanticky vyznam — napriklad a=a+1-1. Pocas
evolicie narastd ich pocet a vedie k d’alSiemu problému — bloat (naftknut sa), ¢o znamena, Ze
chromozémy prili§ rasti a maju znacné ako pamitové naroky, tak aj ¢asové na ich ohodnotenie

fitness funkciou. Jednym z Ciasto¢nych rieSeni méze byt penalizacia prili§ vel'kych chromozémov.

2.6.10.2 Skalovatelnost’
Nie je doposial mozné vyvijat' prili§ zlozity program alebo komplikovany predpis matematicke;j
funkcie (pripadne in¢), pretoze toto vedie k nutnosti pouzitia velkych chromozémov, z ¢oho ale

vyplyva nutnost’ prehl'adavania vel'kého stavového priestoru, ¢o vedie k zna¢nej neefektivite.

2.6.10.3 Zovseobeciovanie

Pozadujeme ju pri vicsine metod umelej inteligencie, kedy chceme, aby nase rieSenie bolo schopné
dostatone zovseobectiovat' pre vSetky testovacie data. Ak vysledok evolicie pracuje dobre pre
trénovaciu mnozinu, ale nie pre testovaciu (hoci ma tento jedinec vysoku hodnotu fitness), dochadza

k tzv. overfitting —u (obdobné pretrénovaniu z neurénovych sieti).
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3 Kartézske genetickeé programovanie

3.1 Navrh digitalnych obvodov pomocou

evolu¢nych algoritmov

Tradi¢né cislicové systémy akymi su napriklad pocitace, smerovace, ¢i mobilné telefony, boli
navrhnuté pomocou komplexnych pravidiel a zasad pre tvorbu cislicovych zariadeni. Tento sposob
navrhu je nazyvany zhora nadol, ked’ sa zacina so vSeobecnou a abstraktnou $pecifikaciou funkcie
systému arozdelenim na jednotlivé podsystémy, pricom pohybom smerom nadol dochadza
k zjemnovaniu navrhu a presnejSej Specifikacii architektury a konkrétnych funkcii podsystémov.
Tento sposob je v prikrom rozpore s tym, ¢o je pouzité pri evolu¢nom navrhu &islicovych obvodov.
Na zaliatku dizajnu st vygenerované konkrétne jedince, zakddované istym spdsobom, ktory
reprezentuje Cislicovy obvod. Vhodnost' tohto jedinca je urCend tym, ako dobre plni svoju
pozadovant funkciu. Schopnost’ prezitia tohto organizmu je mozné vidiet' ako proces skladania
vacsieho systému z jednotlivych mensich komponent a testovania organizmu v prostredi, v ktorom sa
nachadza. Tento proces je v tomto dokumente (vypracovanom na zaklade [6]) nazyvany zostavit
a testovat’ (assemble-and-test), vid’ obrazok ¢. 13. Tento proces umoziiuje prehl'adat’ ovela vAacsi
priestor ako ten, ktory je mozné preskimat’ pomocou striktnych navrhovych pravidiel (priestor

zobrazeny Sedou farbou), a to prave z dévodu absencie tychto obmedzeni.

Welli Iiala schranka
schranla snciastol
suciastok w
> Assemhle Aplikacng
and test . alooritrmg aravidla

InEpiracia

Priestor riedeni
najditelnych
tlovelom

Priestor wietlorch riefend

Obrazok ¢. 13: Konvenény navrh vs. evolu¢ny navrh s vyuzitim zloz-a-testuj [6]
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Koncept assemble-and-test spolu s evolu¢nymi algoritmami postupne zlep$oval kvalitu navrhu
bol do znacnej miery prijaty aj novovznikajiicim odvetvim Evolvable Hardware, ktorého tlohou je
zostavit' elektronicky obvod. Obvody su zakddované do genetypov, z ktorych st konstruované
konkrétne obvody (jedince) alebo fenotypy. Vyskum v oblasti Evolvable Hardware méze byt
rozdeleny do dvoch kategorii: vntitorna (intrinsic) evolucia a vonkaj$ia (extrinsic) evolucia. Vnutorna
evolucia odkazuje na evoluc¢ny proces, v ktorom je zostaveny konkrétny jedinec (fenotyp)v hardvéri
aje testovany (umoziiuje podstatne zrychlit' proces evolicie). Druhd pouZziva softvérovy model
hardvéru, a konkrétne jedince st ohodnotené softvérovo. Kazda z tychto dvoch kategorii je delitel'na
na d’alSie dve podkategorie, a to analogovu a digitalnu (ktorou sa budem zaoberat’ aj v studii).

Zasadnou otazkou je, ¢i pri evoluénom vyvoji obvodov dokdzeme abstrahovat’ vSeobecné
principy, a objavit’ nové metédy navrhu obvodov. V literature [6] je uvadzané, Ze je to mozné, priCom
je vsak potrebné brat’ aj ohl'ad na velkost’ takto produkovanych obvodov, ked’ze napriklad pomocou
kartézskeho genetického programovania dostdvame rozumné vysledky iba pre obvody s maximalnym
poctom priblizne 10 vstupov, d’alej sa uz evolucia stava Casovo vel'mi nadro¢nou z dévodu extrémneho
narastu prehl'adavaného stavového priestoru. Proces objavovania novych navrhovych pravidiel je

mozné chapat’ ako formu dolovania dat [6].

3.2 Popis CGP

Kartézske genetické programovanie po prvykrat predstavil vo svojom ¢lanku J. Miller v roku 1999 a
o rok neskdr vspolupraci sP. Thomsonom. V Standardnej forme kartézskeho genetického
programovania (CGP) je problém reprezentovany vo forme acyklického orientovaného grafu
(spominané genetické programovanie v kapitole 2.7 pouziva ako reprezentdciu stromy rozli¢nej
hibky), ktory je zakédovany pomocou retazca celych ¢isel pevnej dizky. Toto je zakladny rozdiel
oproti genetickému programovaniu, kde mézu mat jednotlivé chromozémy rozlicnu velkost. Uzly
grafu si usporiadané v dvojrozmernej mriezke a predstavujii jednoduché logické funkcie (AND,
XOR, OR...). Tento spdsob reprezentacie do znac¢nej miery zodpoveda odpoveda Struktire FPGA
(obvody FPGA su zostavené z matice logickych blokov).

3.2.1 Reprezentacia problému v CGP

V CGP je programovatelny obvod reprezentovany ako 2-D pole n. (stipcov) x n, (riadkov)
programovatel'nych elementov. Rovnako, ako pocet vstupov (n;) a vystupov (n,) obvodu, je i rozmer
mriezky napevno dany. Vstup uzlu logického obvodu méze byt pripojeny bud’ k vstupu, alebo
ktorémukol'vek vystupu uzlu zo stipcov pred stipcom, v ktorom sa dany uzol nachadza. Nie je mozné
prepajanie sa v ramci jedného stipca alebo za dany stipec (kvoli komplikovanosti realizécie spitnej
viizby). Vznikaju takto teda vyluéne kombinaéné logické obvody. Dalej je potrebné definovat’ pocet

vstupov uzlu (n, Standardne 2) a mnozinu F, ktorda obsahuje logické cleny (funkcie), ktoré mézu
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jednotlivé programovatel'né elementy (uzly) realizovat. Kardinalita mnoziny F je ozna¢ovana ako n.
Poslednym a vel'mi dolezitym parametrom, urcujucim prepojitelnost’ jednotlivych elementov v ramci
obvodu je tzv. [-back parameter (L), ktory uréuje, v ramci kol’ko predchadzajucich stipcov je mozné
pripajat’ vstupy elementov daného stipca k ich vystupom. Napriklad, ak je L = 1, je mozné pripajat’ sa
iba k vystupom predchidzajuceho stipca. Pre L = n., je mozné prepojenie vramci vsetkych
predchadzajucich stipcov. Pri L = 1 je mozné jednoduché zretazenie linky a urychlenie vypodtu az
n.+1-krat, na druhej strane vicsSia hodnota l-back parametru umoziiuje vicsiu variabilitu a moznost’
prehl’adat’ vacsi priestor moznych rieSeni (v pokusov vyplyva, Ze toto je vhodné najmé pri evolucii
nasobiciek [7,8]). V zavislosti od implementacie, niektoré z nich dovol'uju pripojit’ vstup elementu
priamo na vstup obvodu, hoci toto nie je umoznené parametrom L. Celkova dizka chromozému
ACGP (pocet génov) je vyjadrite'na ako:

Acgp = np.1e. (n+1)+n,.

Na obr. ¢. 14 je uvedena schéma uplnej jednobitovej s¢itacky s prenosom.

2
a. I 9 - Sum
II| i _."-\ -"K
1 — “u_
| '\_l‘ __——"_'_'_'_.-' -/_..
1 \ a o ",
VN e J - Cout
| Ny __'_'_'- F f.
-] t-—‘lﬁ_“__jr_ "lrll .')x
= . 2 — 3 -} by
\ S 7 7/ y
§ I| 1\- _"-:-\-""- 'Y rlf
— "\. -._lll. 1I."~—- r(
L -
\ kS }f 7
\ X iy
Cin. %Y ,:
YL 21 /s ] 2 Iy
% y a8
.I il -\I =¥
u |

Obrazok ¢. 14: Schéma uplnej jednobitovej s¢itacky s prenosom vykreslena zobr. programom [7]

Tento obrazok odpoveda chromozomu:

Genotyp: (1,2,1) (1,2,2) (0,1,2) (4,2,5) (5,4,3) (4,0,2) (7,1,2) (1,6,5) (1,1,3) (8,9)

Chromozom obsahuje v nasom pripade n, x n, trojic, pricom kazda tato trojica reprezentuje konkrétny
programovatelny element. Prvé cislo udava cislo prvého vstupu, druhé cislo druhého vstupu a
posledny treti parameter urcuje index funkcie realizovanej danym elementom. Na konci chromozému
je n-tica (v naSom pripade dvojica), ktord ma rovnaky pocet ¢lenov ako je pocet vystupov dané¢ho
obvodu. Oznacuje ¢isla vystupov obvodu, ktoré vedd priamo na vystup. Cislovanie vystupov za¢ina
od nuly, pricom index 0 dostava prvy vstup, vystup prvého elementu ma hodnotu n+1. Takto sa
v &islovani pokraéuje po stipcoch.

Fenotyp

Hoci ma genotyp v CGP fixnt diZku, fenotyp mé dizku premenliva; ta zavisi od poétu pouZitych

elementov. Sposob vytvorenia fenotypu je jednoduchy — postupuje sa smerom od vystupov obvodu
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po indexoch uzlov smerom k vstupom. Ako je vidiet, v tomto pripade ma fenotyp dizku 5, pretoze st
aktivne iba uzly s indexami vystupov: 4, 5, 7, 8, 9 (zvyraznené na obrazku).

Pravdivostna tabul’ka daného obvodu:

Vstupy Vystupy
X|y| carry |outl|outO
0]0 0 0 0
0|0 1 0 1
01 0 0 1
01 1 1 0
110 0 0 1
110 1 1 0
111 0 1 0
111 1 1 1

Tabul’ka €. 1: Pravdivostna tabul’ka uplnej jednobitovej scitacky s prenosom

Hodnoty jednotlivych parametrov CGP (pre dany priklad):

n, =3 (pocet riadkov)

n.=3 (podet stipcov)

n; =3 (pocet vstupov)

n, =2 (pocet vystupov)

n, =2 (pocet vstupov elementu)

L =3 (I-back parameter)

F = {NAND (0), NOR (1), XOR (2), AND (3), OR (4), NOT (5)} (mnozina funkcii)

n, =6 (kardinalita mnoziny F)

3.2.1.1 Vlastnosti kédovania problému v CGP

Koédovanie v CGP spdsobuje redundanciu, a to z dovodu:
e Niektoré uzly nemusia byt pouzité (Sedé na obrazku ¢. 13),
o niektoré uzly nemusia pouzivat’ vSetky vstupy (NOT, WIRE - prepojka),
e funkcie ur€itej skupiny uzlov moézu byt nahradené¢ menSim poctom (dvojitd negicia,
NOT (AND ( A)) =NAND (A) atp.), je to obdobné ako u GP.
Dalej tu existuje neutralita — tj. ak dva fenotypy sii vzdjomne neutralne, ak maju rovnaku hodnotu

fitness.

3.2.2  Vypocet hodnoty fitness

V priebehu evolucie je potrebné ohodnotit’ vhodnost’ zapojenia konkrétneho jedinca (vid’ kapitola
3.2.6), aby bolo mozné urcit’ jeho d’alsi osud v procese evolucie. Fitness funkcia tu teda sluzi ako
funkcia, ktora urCuje mieru funkcnosti zapojenia [7]. V nasom pripade je fitness funkcia u CGP

hodnota u konkrétneho jedinca pocet spravne vypocitanych bitov vystupu. Predstavme si Uplna
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definiciu napr. Gplnej jednobitovej séitacky, kedy pri troch vstupoch dostavame 2*2*2 — 8 moznych
kombinacii vstupnych vektorov. Tieto su postupne prikladané na vstupy testované¢ho obvodu, a na
zaklade zapojenia konkrétneho jedinca (fenotypu), je vypocitand hodnota fitness, ako pocet spravne
vypocitanych bitov (vypocitana hodnota sa porovna s tou zadanou v pravdivostnej tabul’ke). V tomto
pripade (2 vystupy), by bola maximalna mozna fitness jedinca 2*8, tj. 16. Tento vypocet sa v praxi
urychl'uje tak, ze na vstupy obvodu nie su prikladané jednotlivé bity, ale naraz celé ¢isla. Vzhl'adom
na to, ze vicSina ,,beznych“ programovacich jazykov ako je C, Java obsahuju bitové operatory, je
mozné pracovat’ s celymi Cislami na bitovej urovni. To znamend, Ze na vstup obvodu privedieme
naraz jeden bit, ale napr. 32bitov (vel'kost’ jedného Cisla integer v 32 — bitovej aritmetike), pripadne
64. Tymto je znizeny rad zloZitosti 0 2°(2%)a vypocet je urychleny 32 — nasobne (64).

Tato jednoducha fitness zohl'adnovala iba fuk¢énost’ zapojenia, no nie také parametre akymi st
napriklad spotreba, pocet pouzitych elementov a iné. V praxi sa zvac¢sa postupuje tym spdsobom, Ze
najskor je najdeny pozadovany obvod, a po jeho najdeni sa d’alej evolvuje obvod s ohl'adom na d’alSie

pozadované parametre.

3.2.3 Inicializacia populacie

V kapitole 3.2.6 je mozné sa docitat’, ze algoritmus CGP pracuje na podobnom principe ako evolu¢né
stratégie (1+A). PriCom je vyuzivany iba operator mutacie. PoCiatocna generacia je vygenerovana
uplne nahodne o pocte (1+A) jedincov (zvyCajne 1+4); pripadne je mozné pouzit ako prvotni

populaciu uz existujuce rieSenia a tie sa poksat’ d’alej v procese evolucie vylepSovat'.

3.2.4  Technika vyberu rodiCovského jedinca

Rovnako ako u ES je z jedného vybratého jedinca vygenerovanych pomocou operatoru mutacie jeho
A mutantov. Jednou zasadnou zmenou u CGP je to, Ze ak existuje jedinec s rovnakou hodnotou
fitness, ktory este nebol pouzity pri generovani novej generacie, pouZzije sa ten, a nie uz pouzity. Toto

zabezpecuje diverzitu populacie a pomaha predchadzat’ predCasnej konvergencii procesu evolucie.

3.2.5 Mutacia

V CGP je mutacia pouzivana ako jediny geneticky operator. Jej vel'kost je volitelna, ¢o vyzaduje istd

davku skusenosti a citu. Rozoznavame dva typy mutacie: adaptivnu a neutralnu.

3.2.5.1 Adaptivna mutacia

Adaptivna pracuje na aktivnych génoch, pricom vyuziva nahromaden¢ho uzitocného genetického
materidlu. Nahodne je vybrany gén, a tento je zmutovany, pricom kedZe chromozém obsahuje
jednotlivé gény a na konci pripojenie vystupov, je mozné mutovat’:

e Pripojenie vstupov elementu (uzlu obvodu),
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o funkciu elementu (tu teda i pripadne jeho aritu) a
e vystupy obvodu.
Je teda zrejmé, ze po mutacii sa z niektorych uzlov mézu stat’ uzly aktivne, alebo naopak

neaktivne.

3.2.5.2 Neutralna mutacia

Neutralna mutécia je takd, ktord nemeni fitness hodnotu jedinca. Mdze sa stat, ze dostdvame iny
fenotyp, s rovnakou fitness hodnotou, alebo je zmutovany neaktivny gén, ktory teda samozrejme
rovnako nema vplyv na fitness hodnotu jedinca; napriek tomu aj tento typ muticie ma vyznamny

vplyv na zachovanie diverzity, a moze sa uzitoCne prejavit’ najma v buducich generaciach.

3.2.6  Algoritmus CGP

Algoritmus kartézskeho genetického programovania je zalozeny na evolucnej stratégii typu (1+A),
zvyCajne (1+4). Drviva vécSina §tadii objasiiuje, Zze operator uniformného krizenia je pre CGP
nevhodny, a ztoho dovodu sa pouZziva iba mutacia, avSak v literatire je mozno najst’ aj CGP
vyuzivajuce kriZenie, ale aby bolo ucinné je potrebné zmenit’ reprezentaciu chromozoémov [11]. Pocet
zmutovanych génov je udany riadiacim parametrom urcujicim tento pocet, zvycajne sa vSak udava
ako prinosné 2 — 3 zmutovanych génov v kazdej mutacii chromozému. Treba mat’ na paméti to, Ze nie
vsetky hodnoty v génoch su pripustné (treba brat’ ohl’'ad napr. na l-back parameter a podobne).
Samotny algoritmus CGP prebieha nasledovne [6]:

e Nahodné vygenerovanie 1+A jedincov (alebo pouzitie uz existujicich rieSeni) pre

inicializaciu populacie.

e Ohodnotenie vSetkych jedincov populdcie pomocou fitness funkcie.

e Skopirovanie najlepsieho jedinca do novej populécie.

e Vygenerovanie A potomkov tohoto jedinca pomocou mutacie.

e Pokym nie je splnena podmienka pre ukonéenie algoritmu, pokracuj krokom 2.

3.2.7  Obnova populacie

7 danej generacie je teda vybrany jedinec s najlepSou hodnotou fitness. Ak st dva s rovnakou
hodnotou, pouZije sa ten, ktory eSte nebol mutovany, ak je takychto viac, vybera sa ndhodne. Tento

proces je mozné vidiet' na obrazku ¢. 14 (tu nizSia numericka hodnota znamena vyssiu fitness) [8].

------------ > | Fitness 6 | -----------> | Fitness 6 Fitness 6
Fitness 8 Fitness 9 Fitness 7
Fitness 9 Fitness 6 Fitness 3
Fitness 7 Fitness 6 [ ------------ > |Fitness 6
Fitness 9 Fithess 8 Fitness 4

Obrazok ¢. 14: Vyvoj fitness hodndt 5 jedincov [8]
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3.2.8 Varianty CGP

Okrem klasického CGP je mozné najst informacie aj o CGP vyuzivajuicom moduly, viacero

chromozémov alebo CGP s moznost'ou spétnej viazby [8].

3.2.9 Zhodnotenie

Pomocou evolu¢nych algoritmov (a teda aj CGP) mézeme prehladavat’ ovel'a vacsi priestor moznych
rieSeni ako nam ponukaju klasické nadvrhové metdody. CGP moze byt tspesne aplikované na rézne
problémy, okrem tu zmienovaného navrhu kombinacnych logickych obvodov to je symbolicka
regresia (ked’ vstupy nie su binarne, ale nadobudajii hodnoty konstant a premennych, pricom uzly
,»obvodu® realizuju rozlicné matematické funkcie), d’alej je to navrh cislicovych filtrov, obrazovych
operatorov, kontrolérov pre robotov a iné¢. CGP umoziuje objavit nové (alebo ,,staré®)
patentovatel'né rieSenia (napr. najlepsie zapojenia obvodov pre medidn, radiacu siet’ alebo nasobicky).
Samozrejme trpi aj problémami, siivisiace najmé s maximalnym poctom vstupov (rozumné vysledky
dava CGP do asi 10 vstupov, potom narasta doba evolicie na dni az tyZzdne a podstatne sa zniZuje
schopnost’ najst’ pozadované rieSenie), alebo s vol'bou parametrov, pricom ich vhodna volba médze
znacéne urychlit’ proces evolucie. Pre urychlenie vypoctu je mozné vyhodne pouzivat’ paralelizaciu.

Dalsie informacie, najmi o vysledkoch experimentov s CGP, je mozné najst napr. v [6][7][8].
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4 Technika Age Layered Population

Structure

Tato pomerne nova technika (¢lanok, v ktorom je popisana bol uverejneny Gregorym S. Hornbym
vroku 2006), ma za tulohu predchadzat pred¢asnej konvergencii, problému tykajuceho sa aj
evolu¢nych algoritmov.

V prvej podkapitole je objasneny problém predcasnej konvergencie a jeho mozné priciny, ako
aj sposoby, ako jej je mozné zabranit. Dalej nasleduje popis techniky ALPS ajej vyuZitie

v evolu¢nych algoritmoch.

4.1 Konvergencia

Ulohou algoritmu je najst’ globalne maximum (alebo minimum) danej funkcie pri prehladavani
stavového priestoru. Ak nevieme presne, kedy algoritmus dosiahol globalneho extrému (napr. pri
funkciach s viacerymi premennymi a rozoklanym priebehom), evolu¢ny algoritmus ukonéi svoj
priebeh bud’ pri vy€erpani maximalneho poctu generacii, alebo napriklad vtedy, ked’ vdc¢sina jedincov
populacie si je vzajomne velmi podobna, alebo rovnaka. Maju tzv. vysoku uniformitu. Vtedy
hovorime, ze populacia skonvergovala, ak toto plati pre isté percento jedincov populacie — jednotlivé
gény chromozomov maji rovnaké hodnoty aich vzajomné kriZzenie alebo mutacia neprispievaju

k d’alSiemu vyvinu. [10]

4.1.1 Predcasna konvergencia

Predcasna konvergencia je problém vyskytujuci sa aj v evoluénych algoritmoch. Hovorime o niom
vtedy, ak populéacia skonverguje do lokalneho extrému, a nedokaze najst’ extrém globalny. Existuje
viacero pricin pred¢asnej konvergencie:

e Vysoky selekény tlak — pri vybere jedincov, ktoré sa uplatiiuji v reprodukénom procese,
musime vyberat’ najmi tie s vysokou hodnotou fitness, na druhej strane musime zachovat’
dostatocni mieru diverzity v populacii. Pri vysokom selekénom tlaku populacia rychlo
skonverguje, no existuje tu vysoké riziko toho, Ze sa uprednostnia najmi jedince s vysokou
hodnotou fitness, ¢o moze znamenat’ Ze sa dostaneme do lokalneho extrému, a algoritmu sa
nepodari dostat’ sa d’alej v prehl'adavanom priestore. Viac napr. v [2]

e Selekény Sum (geneticky drift) — vplyvom genetickych operatorov sa jedince spociatku
rovnomerne rozlozené v ramci stavového priestoru zhlukuju v okoli jedného bodu, ¢o mdze

ale nemusi byt’ globalny extrém.
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o Utinok genetickych operatorov, poskodzujicich geneticky material — posobia tak proti

konvergencii.

Existuje niekol’ko metod potlacujucich predcasnu konvergenciu [10]:

1. Ovplyvihovanie velkosti populacie (vo véaésej populacii dlhSie trva kym sa geneticky material
eliminuje);

2. potlaenie pri¢in - nastavenie selek¢ného tlaku a pravdepodobnosti krizenia (zniZenie);

3. inftzia nového genetického materidlu (genetic load, odstranenie duplikacii, reinicializacia);

4. podpora rozmiestnenia v priestore (Uprava vhodnosti - snaha o rovnomernu distribtciu v celom
priestore, napr. zdiel'anie - ¢im viac rovnakych jedincov, ich vhodnost’ sa znizuje);

5. podpora subpopulacii (obmedzenie parenia - paria sa iba podobné druhy, preselection - neprezije
najpodobne;jsi teda rodi¢, crowding - neprezije najpodobnejsi zo vzorky, prahovanie - nejakou
metrikou sa urci vzdialenost’ resp. podobnost’ k, aj prah pre £, Co je podmienka vyberu).

Techniku ALPS je do istej miery podobnd 5. bodu, teda podpore subpopulacii, kedy sa
vzajomne krizené iba podobné druhy (v pripade ALPS podobné vekom).

4.2  Mozné rieSenia predCasnej konvergencie

Informacie v tejto kapitole st Cerpané z clanku [9]. Pred¢asna konvergencia je beznym problémom
evoluénych algoritmov, s ktorym sa stretneme najmé pri zlozitejSich ulohach. Nastava vtedy, ked’
pomocou genetickych operatorov uz nie sme schopni produkovat’ nové jedince, ktoré by sa dokazali
,»vyliezt* z lokalneho extrému a d’alej pokracovat’ v prehl'adavani stavového priestoru. Na potlacenie
predcasnej konvergencie bolo zavedenych niekol'’ko metdd (vid kapitola 4.1.1), ktoré s viac ¢i menej
uspesné. Napriek tymto pokusom sa nepodarilo zostrojit’ robustny evolu¢ny algoritmus, ktory by
dokazal najst’ vzdy rieSenie blizko optima (globalneho extrému).

Najjednoduchsou cestou za Géelom redukcie pravdepodobnosti predCasnej konvergencie je
zvySenie percento mutacie, zvySenie poctu mutacii na jednotlivych chromozdémoch alebo vicsia
populacia. Zvysené percento mutacie ale rozbija stavebné bloky (vid’ [2]), zvySenie po¢tu mutacii (ak
budeme teraz uvazovat’ napr. CGP) zasa nevytvara rieSenia blizko rodic¢a, a ,,poskakuje® v stavovom
priestore, pri¢om je problém najst’ optimalne rieSenie (toto je najma znatel'né pri mensej Strukture 2-D
mriezky, kedy kazda mohutnd mutacia jedinca znamena znac¢ny rozvrat jeho genetického materialu).
Pouzitie vdc¢Sej populacie dava pomerne slusnu zaruku toho, Ze bude dostatoéne pokryty
prehl'adavany priestor a a zvysi sa tym pravdepodobnost’ najdenia rieSenia blizko globalneho optima.
Problém ale je, e prili§ velka populacia dlho konverguje, zatial' ¢o mensia moze Iahsie skiznut’ do
lokalneho extrému.

Okrem tychto moznosti existuje niekol'ko variacii vSeobecného evolu¢ného algoritmu, akymi
su napr. predvyber, crowding, deterministicky/multimodalny crowding, alebo zdiel’ana fitness funkcia

(viac v [2]). Na tychto technikach su zaloZené aj mnohé novsie metddy, ktorych nevyhodou ale je, ze
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zvyCajne pracuju lepSie s bitovou reprezentaciou chromozémov ako napriklad s reprezentaciou pri
genetickom programovani.

Jednou zmoznosti, ako udrzat dostatocnu diverzitu v populécii, je zavadzanie novych
individui do procesu evolicie, co umoziuje opustit’ lokalne extrémy a prehladavat’ int ast’ priestoru
rieSeni. Toto sa implicitne vykonava pri reStartovani evolucného algoritmu — vzdy iné ndhodné
rozmiestnenie pociatonej generacie umoziuje rozmiestnit' jedince a zvySuje tak Sancu, Ze sa
priblizime globalnemu optimu. Avsak je znacne problematické urcit’, po kol'kych generaciach by mal
byt algoritmus restartovany. Maly pocet generacii méze vyustit' v to, Ze zastavime evollciu napriek
tomu, Ze nedosiahla svoj koniec, pricom sme mohli dostat’ lepsi vysledok. Na druhej strane moézeme
stravit’ dlhy cas na jednom mieste, pricom sme uviazli v lokdlnom extréme.

Technika ALPS (Age Layered Population Structure) bola zavedena za uc¢elom lepsej integracie
novych jedincov. ALPS pouziva isty spdsob merania veku za ticelom obmedzenia sutazenia rozli¢ne
starych jedincov. ALPS meria vek genetického materidlu, tj. ako dlho je pritomny v procese
evolucie. Nahodne vygenerovany jedinec dostava ,,Casové razitko* — vek 0. Kazda generacia, v ktorej
je pouzity geneticky materidl tohto jedinca, ma vek vyssi o 1. To znamena, ze akykol'vek jedinec
vytvoreny krizenim alebo mutaciou dostava pridelené Casové razitko o 1 vysSie, ako je vek jeho
(naj)starSiecho rodi¢a. Tymto sposobom je populacia rozvrstvena do niekolkych ¢asovych vrstiev,
pricom kazda zvrstiev ma dovoleny urity maximalny vek, ktory ked” dany jedinec prekroci,
prechadza do vysSej vrstvy. Jedince v pociato¢nej vrstve st pravidelne nahradené novymi, nahodne
vygenerovanymi.

Rozvrstvenim populacie dosiahneme toho, Ze kriZenie a mutécia prebiehaju iba v konkrétnych
vrstvach, tj. s priblizne rovnako starymi jedincami, ¢o umoziiuje novym chromozémom prehl’adat’
stavovy priestor, pricom su chranené od starSich jedincov, ktoré by mohli byt dominantné a sposobit’
vypadok genetick¢ho materidlu. Dodsledkom tohto metdda zabraiiuje predcasnej konvergencii
a uviaznutiu v lokalnom optime.

Technika ALPS je v podstate podobnd inym klasickym typom evolu¢nych algoritmov, ale tieto
rozdiely sposobuju, ze dosahuje vyrazne lepsie vysledky. Pred pouzitim ALPS existovalo uz niekol’ko
algoritmov, ktoré pouzivali niektory spésob merania veku. Tieto systémy sa od ALPS odlisuji tym,
ze vek konkrétneho jedinca bol vzdy merany od jeho vzniku (tj. po krizeni alebo mutacii) a dostal
vzdy Casové razitko 0 alebo 1. Oproti tomu teda ALPS meria vek genetického materialu, ako dlho je
pritomny v procese evolucie. NavySe, tieto metody generuju nové jedince iba na pociatku algoritmu,
teda su limitované najdenim rieSenia iba v tzv. oblasti atraktoru (je to mozné si predstavit' ako
skupinu bodov v istej oblasti).

Iny evoluény algoritmus oddeluje populaciu do rozliénych vrstiev a pravidelne generuje
nahodne nové jedince do pociato¢nej vrstvy — tzv. HFC model. Rozdiel medzi HFC a ALPS je ale
ten, ze HFC pouziva fitness na rozdelovanie jedincov do vrstiev. Oddelenie jedincov na zaklade

fitness sa rovnako ukazalo ako prinosné vzhl'adom na to, Ze jedince s vysokou hodnotou fitness st vo
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vysSej vrstve ateda nemaji moznost dominovat’ nad jedincami znizSich vrstiev, ktoré takto
dostavaji moznost’ preskimat’ stavovy priestor a maju viac ¢asu na najdenie lepSicho rieSenia. Boli
pouzité rozlicné variacie HFC, napr. AFC (Adaptive Hierarchical Fair Competition) alebo CHFC

(Continuous Hierarchical Fair Competition), no neukézali sa byt’ vyrazne uspesnejsimi ako HFC.

4.3 Popis ALPS

ALPS sa li$i od tradicnych evolu¢nych algoritmov tym, ze segreguje jedince pouZzitim nového kritéria
— veku genetického materialu jedincov za i€elom kontroly pouzitia genetickych operatorov (krizenia,
mutacie). Vek daného jedinca je definovany v ALPS tym, ako dlho sa vyskytuje tento geneticky
material v procese evolicie. Nahodne vygenerované nové jedince maju pridelené ¢islo 0, takto je ich
geneticky material zavedeny do populacie. Jedince, ktoré vznikni krizenim alebo mutaciou, maja vek
o 1 vyssi, ako ma ich najstarSi rodi¢ (pri mutacii je samozrejme iba jeden). Ak je dany jedinec
skopirovany do d’alSej generacie (napr. vyuzitim elitizmu), je takisto jeho vek zvySeny o 1, a zostava
uchovany do tej doby, pokym nie je pouzity ako rodi¢. Pri elitizme je vek zvySeny napriek tomu, Ze
jedinec nebol pouzity v reprodukénom procese, a to ztoho dovodu, Ze jeho geneticky material bol
pouzity v danej generacii, a stt'azil tak s jeho potomkami. Aj ked’ je jedinec pouzity v reprodukénom
procese niekol’kokrat, jeho vek je zvySeny vzdy iba o 1 pri kopirovani do novej generacie, pretoze
vek hovori o tom, ako dlho je geneticky material pouzivany, nie ako je rozsireny.

Za ucelom obmedzenia sut'azenia a reprodukcie medzi jednotlivymi jedincami je populacia
rozdelend do niekolkych vekovych vrstiev, ktoré si podobné ostrovéekom, kde sa jedince
rozmnozuju iba v ramci ostrovéekov, nie medzi nimi. Kazda tato vrstva ma vekovy limit, po ktory
vnej mdze zostat jedinec, okrem poslednej vrstvy, ktora obsahuje jedince rozlicného veku
(samozrejme vysSiecho ako maximalny vek jedinca predposlednej vekovej vrstvy). Pri urCovani
maximalneho veku v danej vrstve moZzeme vychadzat zrozlicnych vekovych schém, ato napr.

linedrna, Fibonacciho, polynomidlna alebo exponencialna:

Maximalny vek vo vrstve

Vekovaschéma || O | 1 | 2 3 4 5 6

Linearna 112 4 5 6 7
Fibonacciho 112
114

3

3| 5 8 13 | 21
9| 16 | 25 | 36 | 49
Exponencialna (2")| 112 4| 8 16 | 32 | 64

Polynomialna (n’)

Tabul’ka ¢. 2: Rozli¢né spdsoby nastavenia vekovych limitov v jednotlivych vrstvach

Aby sme oddelili jednotlivé vekové vrstvy a umoznili pocet jedincov v nich nejakym spdsobom

manazovat’, pouziva sa tzv. age-gap parameter. Toto Cislo ndsobime konStantami v tabulke pre
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zvoleni vekov(l schému. Teda napr. ak zvolime age-gap 20 apouZijeme polynomidlnu schému,
jednotlivé vekové vrstvy (pocnuc od prvej) budi obsahovat nasledovny pocet jedincov: 20, 40, 80,
180, 320... Toto umoziuje jedincom v prvej vrstve najst vhodnu oblast’, v ktorej by sa mohlo
nachadzat’ globalne optimum. Teoreticky méze ALPS pouzivat’ teoreticky nekonecny pocet vrstiev,
obmedzeny sme iba pamét'ou pocitaca.

V podstate je evolucia s vyuzitim techniky ALPS podobna beznému evolu¢nému algoritmu,
avsak s niekol'kymi podstatnymi odchylkami. Poprvé, jedince vstupuju do reprodukéného procesu iba
s jedincami v rovnakej vekovej vrstve, alebo vrstve o 1 nizSou. To znamena, Ze rodicia pre vrstvu 0 su
vybrani iba z vrstvy 0, rodi¢ia pre vrstvu 1 st vyberani z vrstiev 0 a 1, a tak dalej az rodicov pre
vrstvu n vyberame z vrstiev n a n-1. Ked’ze vyberame rodicov z dvoch vrstiev, takymto sposobom
moézu potomkovia hladko postupovat vramci vrstiev vySSie. Po druhé, jedince vo vrstve 0 su
v pravidelnych intervaloch (vzdy po age-gap generaciach) vzdy kompletne nahradené nahodne
vygenerovanymi jedincami. Pre age-gap 5 je to teda v generéciach 0, 5, 10, 15,... A po tretie, jedince
st v danej vekovej vrstve iba po ti dobu, po ktort spliiaju vekovy limit. To znamena, Ze ak pouzijeme
vekovi schému linearnu, a age-gap 10, vo vrstve 0 je aktivna iba prvych 10 generécii, potom je
pouzita vrstva 1, vrstva 2 za¢ina od generacie 20 vyssie. Prva vrstva je vZzdy kompletne nahradena
néhodne vygenerovanymi jedincami. Ked’ jedince nespifiaju vekovy limit, je ich fitness hodnota
porovnana s fitness hodnotou jedincov z vysSej vrstvy, a ak je lepSia aspon ako jeden chromozom
z vys§ej vrstvy, jedinec prechadzajuci z niZzSej vrstvy nahradi toho najhorSieho z vrstvy vysse;j.

Zvysovanie veku jedinca po kazdej generdcii, v ktorej je pouzity ako rodi¢, mu umoznuje
postipit’ vel'mi vysoko v ramci vrstiev, az do poslednej, v ktorej sa nachadzaju najstarsie jedince, teda
tie s najvyssou hodnotou fitness. Avsak jedinec ostava v populacii iba za predpokladu, ze je zaroven
globalnym optimom, alebo sa nachadza vel'mi blizko neho. Toto je zdsadny rozdiel od techniky HFC,
kde mo6ze jedinec ostat’ v danej vrstve dovtedy, pokym je jeho fitness hodnota maximom v danej

fitness vrstve.

4.4  Dosiahnuté vysledky

V porovnani sinymi typmi evolu¢nych algoritmov, ¢i uz klasickym kanonickym EA, alebo
algoritmom vyuzivajicim obmenu AHFC [9] dosahuje dobré vysledky a vyznamne ich prekonava
(vid’ obrazok ¢. 15). Je to dosiahnuté tym, ze ALPS neustale zavadza do procesu evollcie nové
nahodne generované rieSenia, a tymto zvySuje pravdepodobnost, Ze sa algoritmu podari vymanit
z lokalnych optim a najst’ globalne rieSenie. Problém dominancie starSich jedincov javiacich sa ako
lepSie prispdsobenych prostrediu (majtcich teda vyssiu hodnotu fitness), je oSetreny obmedzenim
moznosti pohlavnej reprodukcie v ramci jednotlivych (maximalne dvoch susednych) vekovych

vrstiev jedincov. Pri experimentoch bolo d’alej zistené, ze vSetky rieSenia najdené vyuzitim techniky
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ALPS boli lepsie v porovnani s inymi (konkrétne kanonicky EA a EA s pouzitim techniky AHFC), ¢o

takisto naznacuje, Ze globalne optimum by malo byt najdeny s vyuZzitim mensieho poctu generacii.

300 : . | |
Canonical EA -----

=0l AHEC o -
ALPS ——

200 | i

150

fithess

100

50

D | | | |
0 2e+06 4e+06 6e+06 8e+06 1e+07

evaluations

Obrazok ¢. 15: Graf znazornujuci fitness hodnotu najlepsicho jedinca u rozl. EA [9]

Neustaly prisun novych jedincov do populacie je sice podobny restartovaniu EA, ale umoziuje
reStartovat’ algoritmus ,,Ciastocne®, pricom je umoznené novym jedincom evolvovat’ a prehladavat
stavovy priestor, hladajuc v nom globalne optimum bez toho, aby bol ich geneticky material
potlaceny rieSeniami javiacimi sa ako lepSie, hoci su tieto iba niekde blizko lokalneho extrému. Na
obrazku €. 15 je vidiet postupny prechod najlepSich jedincov skrz jednotlivé vekové vrstvy, ¢im je
umoznené ¢iastkové preskiimanie novymi jedincami odliSnych oblasti atraktorov (basin of attraction),

ktoré delia celkovy stavovy priestor.
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Obrazok ¢. 16: Graf znazoriiujuci fitness hodnoty a vek najlepsich jedincov pocas prvych 2 miliénov

generacii algoritmu vyuzivajuceho ALPS [9]
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4.5 Hybridné formy ALPS

Napriek tomu, ze ALPS poskytuje pravidelnym zavadzanim novych jedincov do populédcie znacne
lepsie vysledky oproti kanonickému EA alebo inym jeho vylepSeniam, nie vzdy je tato technika
schopna najst’ rieSenie blizko globalneho optima. Preto sa ukazalo ako vhodné [9] kombinovat’ ALPS
sinou technikou podporujlicou dostatoéni diverzitu v populacii, konkrétne bol pouzity

deterministicky crowding (vid kapitola 4.1.1).
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5 Navrh zac¢lenenia ALPS do CGP

V ramci tejto kapitoly bude navrhnuty spdsob zaclenenia technika ALPS do kartézskeho genetického
programovania. V d’alSom semestri bude na ziklade navrhu implementované¢ CGP vyuzivajice
ALPS. KedZe na zadanych testovacich tlohach budi vykonané testy a porovnania klasického CGP
a CGP vyuzivajuceho ALPS, je urCite nutné navrhnat viacero spdsobov zaClenenia techniky do
kartézskeho genetického programovania.

Relativne najvacsim problémom pri navrhu sa javi problém absencie genetického operatora
krizenia v CGP. Uvedené dva spdsoby navrhu su si znacne podobné a pouzivaji iba mutaciu, s tym
rozdiclom, Ze v druhom navrhu je vzdy pri generovani novej populacie pouzitych viacero
Lsimultannych® skupin. Vyuzitie techniky ALPS v kartézskom genetickom prinasa isté problémy, ako
je napriklad rovnako rychle starnutie populacie v jednej vrstve, ¢o neumoziuje plynuly presun
genetického materialu medzi vrstvami, ale ,,skokovity*. Dal§im problémom je, Ze po zostarnuti jednej
vrstvy nemusi byt prave aktualny prechod z nizsej vrstvy (ta este nedosiahla potrebny maximalny
vek), a teda takato vrstva ,,idluje®.

V nasledujucich podkapitolach st uvedené navrhy dvoch moznych sposobov zaclenenia ALPS

do CGP.

5.1 1. sposob zaclenenia ALPS do CGP

Prvy spdsob vychadza z pouzitej techniky ALPS popisanej v literatare [9], avSak vzhladom na
absenciu krizenia budi jednotlivé subpopulacie putovat v zavislosti na zvolenej vekovej schéme
relativne postupne vekovymi vrstvami. Ked’Ze krizenie jedincov v ramci dvoch susednych vekovych
vrstiev nie je mozné, ztoho dovodu nie je umozneny ani kontinualny presun genetického materialu
vys$Sie medzi jednotlivymi vrstvami (vek jedinca je vek najstar§ieho rodi¢a zvySeny o jednic¢ku). Toto
neplati doslovne pre iné vekové schémy ako linearna, kedy méze byt pri dosiahnuti maximalneho
veku jedinca v nizSej vekovej vrstve najlepsi jedinec vo vysSej vrstve nim nahradeny. V poslednej
vekovej vrstve budi vzajomne interagovat jedince zrozlicnych subpopulacii, tj. na zaklade
porovnania fitness hodnoty mladsi jedinec bud’ nahradi starSieho jedinca s nizSou hodnotou fitness,
alebo bude vymazany z populacie (toto plati pre vSetky vekové schémy).

Priklad: Uvazujme tri vekové vrstvy, parameter age-gap=20, polynomialnu vekovti schému. Pocet
jedincov bude v jednej subpopulacii Standardne 5 (4+1). Potom priebeh niekol’kych vybranych

krokov behu evolu¢ného algoritmu ju:
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V generacii €. 1 bude zaplnena prva vekova vrstva, kde budi nagenerované nahodné rieSenia (¢im

vy$sia numerickd hodnota fitness, tym vhodnejsi jedinec):

Vekova vrstva 0

Fitness 15

Fitness 54

Fitness 53

Fitness 3

Fitness 7

Vekova vrstva 1

Vekova vrstva 2

Obrazok ¢. 17: 1. krok algoritmu vyuZzivajuceho ALPS v CGP

V generacii €. 11 sa presunie najlepsi jedinec z prvej vekovej vrstvy vysSie, a subpopulacia vo

vekovej vrstve 0 bude kompletne nahradena novymi nahodne generovanymi jedincami (posledna

vekova vrstva ostava stale prazdna):

Vekova vrstva 2

Vekova vrstva 0 Vekova vrstva 1
Fitness 13 Fitness 64
Fitness 43 / Fitness 54
Fitness 64 | Fitness 83
Fitness 32 Fitness 34
Fithess 23 Fithess 19

V generacii €. 21 sa porovnajui hodnoty fitness najlepsich dvoch jedincov z vekovych vrstiev 0 a 1, ak
bude jedinec z prvej vrstvy lepsi (alebo bude mat’ rovnaki hodnotu fitness), nahradi jedinca vo vyssej

vrstve, subpopulacia v nizsej vekovej vrstve je znovu nahradena novymi rieSeniami. Z vekovej vrstvy

Obrazok ¢. 18: 2. krok algoritmu vyuzivajuceho ALPS v CG

1 zatial’ neprechadza ziadny jedinec, kvoli pouzitej polynomialnej vekovej schéme:

Vekova vrstva 0

Fitness 2

Vekova vrstva 1

Fitness 71

Fitness 73

Fitness 56

Fitness 52

Fitness 12

Fitness 76

Fitness 34

Fitness 34

V generacii €. 31 najlepsi jedinec z druhej vrstvy prechadza do vyssej vekovej vrstvy 2 a st z neho

mutované nové rieSenia, nasleduje porovnanie najlepsich rieseni vrstiev 0 a 1, pripadné presunutie sa

Fitness 47

najlepS$ieho jedinca z vrstvy 0 a generovanie novej subpopulacie vo vrstve 0:

Vekova vrstva 2

Obrazok ¢. 18: 3. krok algoritmu vyuZzivajiceho ALPS v CGP

Vekova vrstva 0 Vekova vrstva 1 Vekova vrstva 2
Fitness 4 Fitness 17 Fitness 83
Fitness 56 Fitness 54 / Fitness 97
Fitness 37 % Fitness 83 | Fitness 53
Fitness 95 Fitness 41 Fitness 42
Fithess 12 Fithess 7 Fitness 65
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5.2 2. sposob zaclenenia ALPS do CGP

Druhy sposob je podobny prvému, takisto s absenciou krizenia. AvSak tu nebude v prvej vekovej
vrstve generovana jedina subpopuldcia, ale bude ich viacero (3-5). To znamena, ze v jednotlivych
vrstvach sa bude postupne evolvovat’ viacero subpopulécii rovnakého veku. Hoci toto je znaCne
podobné prvému spdsobu (tu je iba simultanne spustenych viacero subpopulacii), chcel by som
porovnat’ vysledky, kedy bude najlepSia subpopulacia (resp. najlepsi jedinec z danej subpopulacie
danej vekovej vrstvy) z nizSej vekovej vrstvy nahradzat’ subpopulaciu z vysSej vrstvy, priCom buda
tieto subpopulécie porovnavané na zaklade fitness hodnoty najlepSicho jedinca z danej populacie (z
ktorého sa generuji nové rieSenia).

Tento spdsob viac zodpoveda pouzitiu ALPS v klasickom EA, kedy z viacerych jedincov vyberiem

do vysSej vrstvy toho najlepsicho z niekol’kych.
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6 Implementacia kartézskeho
genetického programovania

vyuzivajuceho techniku ALPS

6.1 Vyber programovacieho jazyka

Vyber programovaciecho jazyka je jednym z najdolezitejSich rozhodnuti. Tento vyber mdze vo
vyznamnej miere ovplyvnit’ vyvoj celej aplikacie a jej vlastnosti.

V zadani projektu je formulovand poziadavka na vytvorenie implementacie CGP vyuzivajuceho
techniky ALPS. Tato moZnost nam samozrejme poskytuje kazdy netrivialny vyssi programovaci
jazyk; avSak kazdy zjazykov sa vyznauje rozlicnou mierou vhodnosti pre dany projekt. Z
,klasickych®, ¢i ,,modernejSich“ programovacich jazykov je mozné uvazovat napriklad o jazykoch
ako je Java, C#, C++, C, pripadne iné. Objektovo orientované jazyky, kam patria aj prvé tri uvedené,
zazivaju vel'ky rozmach, najmi kvoli moznosti urychlenia vyvoja aplikacie, modularnemu navrhu,
ato pri sucasnom zvySeni kvality a bezpeCnosti vytvaranych softvérovych produktov (vynimky,
kontrola hranic poli v Jave, atd’.). Naproti tomu, dafiou za tento programatorsky prepych byva prave
rychlost” aplikacie, ktora je jednym z najddlezitejSich parametrov pri evoluénom navrhu. Aj z tohto
dovodu som sa rozhodol pre jazyk C, ktory umoznuje okrem iného aj rychlu pracu s polami, ¢o je pre
tento typ aplikacie zrejme jednym z najvécsich kritérii. Pri pouziti Standardnych kniznic bude takisto

mozné prelozit’ projekt pod réznymi operacnymi systémami.

6.2 Ciel implementacie

Hlavnym ciel'om prace je vytvorit’ funkénti implementaciu techniku ALPS v kartézskom genetickom
programovani. Nastavenie idealnych parametrov evolicie je pomerne naro¢ny proces, v ktorom nie je
mozné najst’ jednoznacne najlepsiu alebo najhorSiu kombinaciu parametrov ako je velkost’ mriezky
CGP, pocet mutovanych génov, velkost populdcie a podobne. Pri implementacii a overovani
vysledkov na jednotlivych zadanych tlohach budem véc¢Sinou vychadzat zbezne dostupnych
vysledkov a znamych nastaveni, kedZe cielom prace je porovnat vysledky klasického CGP oproti
tomu vyuzivajucemu ALPS. Je predpoklad, ze zdrojovy kdéd moéze byt v budicnosti modifikovany
alebo rozSirovany niekym pokracujucim v préci, takisto je zrejmé, Zze vysledny produkt nebude
uréeny uplne beznému uzivatelovi PC. Z tychto dévodov, takisto znutnosti vel'kého mnoZzstva

nastaveni jednotlivych parametrov, fakticky zbytoCnosti grafického rozhrania (vécSie problémy
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s prenositelnostou, nutnost inStalovania Specialnej kniznice; som sa rozhodol implementovat
program ako konzolovli aplikaciu. Jednotlivé parametre budi nastavitelné prostrednictvom
hlavickového suboru. Na zobrazovanie jednotlivych chromozémov bude pouzity program

CGPViewer od p. Ing. Vasicka).

6.3  Postup pri implementacii

6.3.1 Zakoédovanie rieSeného problému

Funkcia kombina¢ného logického obvodu byva zadana vo forme pravdivostnej tabulky (na aké

vstupy dostavam aké vystupy, vid’ obrazok ¢. 19):

Ilj....|....llo....l....zlo....|....SID....I....4ID....|....SID..
B‘—! scitacka 1+1b

# 2 wstupy, 1 wystup

#5i i1, 10

fizo out

oo : o

o1 : 1

10 @ 1

11 = 0O

1:1 (9 [91] = # 35 $23 Text

Obrazok ¢. 19: Pravdivostna tabul’ka jednobitovej s¢itacky

Na obrazku ¢. 19 je znazornena pravdivostna tabulka jednobitovej scitacky. Pre urychlenie
vyhodnocovania fitness hodnoty dané¢ho jedinca bude pouzita tzv. ,,paralelné* vyhodnocovanie v tom
zmysle, ze vstupy jednotlivych chromozémov nebudu reprezentované bitovo, ale ako celé Cisla typu
integer, ¢o umozni (v mojom pripade) pri pouziti 32 — bitovej pocitacovej architektiry az 32 —
nasobné urychlenie vypoctu. Na zakodovanie takejto tabul’ky do vhodnej reprezentacie je pouzity
program tab2h.exe od Ing. Vasicka. Ten po spracovani takého vstupné stiboru vygeneruje hlavickovy

subor, ktory vyzera nasledovne:

[l
U
&
@

scitacka.h

{Unknown Scope)

= #define POPIS "# scitacka 141k 2 wstupy, 1 wystup %1 il,i0 %o out n'
//Pocet wstupu & vystupu
#define PARAM TN 2 //pocet wstupu komb. obwvodu
#idefine PARAM OUT 1 //pocet wystupu komb. obvodu
/iInicializace dat. pole
#define init datafa) %

al[0] =0xfffffffo;:h

al[l] =0Oxfffffifa;h

a[2]=0x00000006;
//Pocet prvku pole
#idefine DATASIZE 3

Obrazok ¢. 20: Zakdédovana pravdivostna tabul’ka jednobitovej s¢itacky
Program do hlavickového suboru nageneruje parametre ako st pocet vstupov, vystupov

kombina¢ného obvodu, a definuje makro pre inicializaciu pol'a so zakédovanymi prvkami.
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Toto plati pre kombinaéné obvody — pre iné testovacie Ulohy je v prilohe A uvedeny postup

definovania potrebnych parametrov pre evolu¢ny navrh.

6.3.2  Nacrt postupu implementacie

6.3.3 1. faza implementacie

Prvym cielom bolo vytvorenie implementacie klasického CGP, aby bolo mozné s nim ziskané
vysledky porovnat’ s vysledkami dosiahnutymi po implementovani vySie uvedenych dvoch navrhov
zaClenenia techniky ALPS do CGP. Tento program bude tvorit’ kostru pre implementaciu d’alSich
dvoch navrhnutych sposobov. V tejto Casti navrhu boli navrhnuté zakladné hlavickové subory, ktoré
aplikacia vyuziva, kam patri najmd spdsob kddovania chromozomu a hlavickovy subor,
prostrednictvom ktoré budi nastavované uzivatelom aplikacie jednotlivé parametre evolu¢ného
procesu. Implementacia projektu obsahuje hlavickové stbory cgp.s (tu sa nastavuji parametre
evolucie), chromozom.h (definicia chromozoému), rozsahy.h (definicia Struktiry, ktora sluzi pri
generovani look-up tabuliek pre minimalnu alebo maximalnu hodnotu vstupu génu). V zdrojovom
subore cgp.cpp je implementovany cely algoritmus CGP (alebo jeho dvoch modifikéacii).

Hlavickovy subor popisujuci sposob zakodovania jedinca (chromozom.h):

/x %

Struktura reprezentujuca jedinca,
konkretne riesenie.
*/
typedef struct chromozom {
/*Vek jedinca*/
unsigned int vek;

/**

Smernik na dynamicky alokovane pole.

Tu su zakodovane jednotlive geny (vstup 1, vstup 2, funkcia hradla)
(stlpce * riadky * (POCET VSTUPOV blocku +

POCET VYSTUPOV bloku) + POCET VYSTUPOV)*/

int * krabicka;

/**
Smernik na dynamicky alokovane pole.
tu budu ulozene vysledky jednotlivych blockov v chromozome, pocet je
POCET_STLPCOV * POCET_RIADKOV*/
int * vysledky;
} chrom;

/**Definicia smernika na chromozom*/
typedef chrom * CHROMOZOM;

Priklad definicie hlavi¢kového suboru umoznujuceho nastavenie parametrov evolicie (cgp.h) sa

nachadza v prilohe A.
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6.3.4 2. faza implementacie

V druhej faze implementécie bola do klasického CGP doimplementovana funkcnost’ podla prvého
spOsobu navrhu zaclenenia techniky ALPS do CGP. Zostalo zachované kodovanie chromozomu, bol
doplneny hlavickovy subor cgp.h o definiciu konstant poétu vekovych vrstiev, pouzitej vekovej
schémy a parametru age-gap, ktory definuje maximalny mozny vek v jednotlivych vrstvach. V tejto

faze boli doimplementované funkcie:

-void inicializujVrstvy(int *vrstvy);

=> sluziaca na vytvorenie look — up tabul’ky pre definovanie maximalneho mozného veku
jedincov v jednotlivych vekovych vrstvach na zaklade definovaného parametru age — gap a pouZitej
vekovej schémy
-int krokEvolucie (CHROMOZOM * pop, int cisloVrstvy, int cisloIteracie);

=> funkcia, ktora oddel'uje evolu¢ny proces pre jednotlivé vrstvy
- int zistiPrechod (int iteracia, int * vrstvy);

=> funkcia zist'ujlca, ¢i v danej generacii evolu¢ného algoritmu nie je potrebné vykonat’
prechod do vyssej vrstvy z dovodu zostarnutia genetického materialu
- int porovnajAvymen (CHROMOZOM * spodnaV, CHROMOZOM * hornaV, int
cisloSpodnejVrstvy, int iter);

=> tato funkcia porovna hodnotu najlepsich jedincov, z ktorych st generované nové rieSenia
medzi dvomi susednymi vrstvami, v pripade lep$ej hodnoty fitness najlepSicho jedinca v spodnej
vrstve tento nahradi najlepSicho jedinca vo vysSej vrstve
- void ohodnotPopulaciu (CHROMOZOM * pop, int cisloVrstvy);

=> funkcia ohodnocuje novo generovanu populaciu za G¢elom ziskania potrebnych informacii

(index najlepsieho jedinca, maximalna hodnota fitness v danej vrstve atd’.)

6.3.5 3. faza implementacie

V tretej faze bola doimplementovana funkénost’ algoritmu podla druhého spdsobu névrhu zaclenenia
techniky ALPS do CGP. V tejto faze prislo k jedinej zmene v definicii hlavickového stboru cgp.h,
kde pribudla definicia po&tu subpopulacii v jednotlivych vrstvach. Dalej bolo potrebné modifikovat’
vysSie uvedené funkcie alogiku algoritmu vzhladom na pribudnutie d’alSicho rozmeru (poctu

subpopulécit).
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6.3.6  DalSie informacie

Kedze testovanie CGP vyuzivajuceho techniku ALPS bolo vykonané nielen na Cisto kombina¢nom
obvode ako je napr. nasobicka, ale napriklad i na probléme ,nasobenia Cisiel konStantou” (kde je
mozné pouzivat’ iba bitové operacie posunu, s¢itanie a od¢itanie), bolo potrebné mierne modifikovat’
hlavi¢kovy stbor definujuci parametre po¢tu vstupov , vystupov a iné, v prilohe A je mozné najst’
navod na kroky potrebné pre spustenie evolu¢ného procesu kombina¢nych logickych obvodov a iné.

Cela implementacia CGP ako 1 mnou navrhnutych 2 sposobov za¢lenenia techiky ALPS do CGP bola
vytvorena v jazyku C, bez pouzitia Specialnych kniznic, ktoré by znemoznovali prenositelnost’
implementacie medzi roznymi OS. PreloziteI'nost’ programu bola testovany na systémoch Windows
XP a Linux (distribacia Gentoo, jadro 2.6.12.6). Preklad bol vykonany Microsoft Visual Studiom
a MinGW (Windows XP) a prekladacom ,,g++“ (Linux) Jedinym vi¢§im obmedzenim je pouzitie
vyhradne 32 — bitovej pocitacovej architektury, je mozné odstranit’ niekol’kymi jednoduchymi
upravami zdrojového kodu (jedna sa tu najmid o vypocet fitness funkcie, kde sa rata iba s 32 —

bitovymi ¢islami).
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7 Experimentalne vysledky

Pri nastavovani parametrov evolucie som nerobil Specidlne testy urcujice vhodnost’ nastavenia
velkosti mriezky CGP, poctu mutovanych génov, maximalneho poctu generécii pre dany problém
ainé. Zvac¢sa som vychadzal z parametrov, ktoré boli dostupné pre dany typ problému (napriklad pri
nasobeni ¢isiel konStantou som pouzil nastavenia z [12]). Bolo tak konané z dévodu moznosti
porovnania mnou ziskanych vysledkov v ramci klasického CGP (ktoré ako bude ukazané su naozaj
porovnatel'né so Statistikami uvedenymi v literature), a d’alej aby tak bolo mozné ukazat vplyv
pouzitia techniky ALPS v CGP. Désledok jej pouzitia je znazorneny v jednotlivych podkapitolach vo
forme Statistickych tabuliek, ako i graficky. V grafoch st znazornené priemerné hodnoty fitness
najlepS$ieho jedinca ziskané zo vSetkych behov evolucie.

Avsak musel som revidovat’ (najma pri testovani druhého sposobu zaclenenia ALPS do CGP) 2
parametre evolucného procesu, ato maximalny pocet generacii a takisto pocet behov. Bolo to
sposobené najmé velkou Casovou narocnostou 2. a 3. Casti implementacie, kedy sa vlastne casom
znasoboval pocet populacii (ako sa postupom cCasu stavali aktivne jednotlivé vrstvy); testy boli
vykonédvané na 50 — tich behoch evolucie. Na experimentovanie bol pouZity jednojadrovy 32 - bitovy
procesor Intel Centrino s maximalnou frekvenciou 1,73 GHz. V tabulke ¢. 3 sl uvedené priemerné

¢asy evolucie pre 50 behov pre jednotlivé experimenty.

Nasobic¢ka 3x3b
Pouzita technika a parametre Priemerny ¢as pre 50 behov evollcie
Klasické CGP, limit 1M generacii |[0:11:40

Klasické CGP, limit 2M generacii |[0:23:20

CGP s vyuzitim ALPS (1.
spbsob), linedrna vekova
schéma, age-gap 110000, 2M
generacii 1:02:30
CGP s vyuzitim ALPS (2.
spbsob), linedrna vekova
schéma, age-gap 100000, 1M

generacii 1:35:50
Multiplierless Multiple Constant Multiplication
PouZita technika a parametre Priemerny &as pre 50 behov evolucie

Klasické CGP, limit 1M generacii |0:06:40
Klasické CGP, limit 3M generacii [[0:19:10
CGP s vyuzitim ALPS (1.
spbsob), linearna vekova
schéma, age-gap 70000, 3M
generacii 0:55:50
CGP s vyuzitim ALPS (2.
spbsob), linearna vekova
schéma, age-gap 100000, 1M
generacii 0:58:20
Tabul’ka ¢. 3: Priemerné ¢asy pre evoluciu pri jednotlivych nastaveniach (50 behov)
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Druhy spdsob vzhl'adom na pribudnutie novych subpopulacii do jednotlivych vrstiev bol

casovo este narocnejsi, bol preto znizeny maximalny pocet generacii.

7.1  Experiment 1 — evolu¢ny navrh nasobicky

3x3 bity

V dalsich podkapitolach bude popisany evolu¢ny navrh nasobicky 3x3 bity; v prvej podkapitole budi
porovnané mnou ziskané vysledky pri pouziti klasického CGP so zndmym rieSenim od autorov [11].
V dalsich dvoch podkapitolach nasleduje popis a vysledky experimentov za pouZzitia mnou
navrhnutych sposobov zaclenenia techniky ALPS do CGP (pri rozlicnych pouzitych vekovych
schémach). V zavere kapitoly st uvedené tabulky a grafy zhodnocujtice dosiahnuté vysledky.

7.1.1 Zname rieSenie

Uvedené zname rieSenie bolo opisané v ¢lanku [11], pri pouziti metddy SAMRC (technika
umoziujliica adaptibilnt zmenu velkosti mutacie pocas evolucie). Bola pouzita Struktira velkosti
6x9, pricom bol vyevolvovany jedinec s 26 hradlami a oneskorenim 6. Princip algoritmu bol podobny
ako v klasickom CGP, ¢ize najprv bolo najdené rieSenie s maximalnou hodnotou fitness, a d’alej bol
znizovany pocet pouzitych hradiel (tento sposob som pouzil aj ja vo vsetkych spdsoboch

implementéacie CGP). Vysledok je na obr. €. 21:
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Obrazok ¢. 21: Najlep$ie najdené rieSenie 3 — bitovej séitatky podla [11]
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Ako je vidiet, bola pouZita maximalna hodnota parametru I-back. Dalsie informacie
o evolu¢nom navrhu nasobicky (v tomto pripade 3x4 bity) je mozné ziskat' v [7]. Tam sa autori
zaoberali aj nastavenim parametru l-back a jeho vplyvu na tGspesnost’ evoluéného navrhu nasobiciek.
Je zjavné, Ze najvacsiu uspesSnost’ ma navrh nasobicky pri povoleni maximalneho parametru 1-back
(napr. pri pouziti I-back = 1 bola ispes$nost’ navrhu nulova, a to ako v pripade nasobicky 3x4 bity, tak
aj v pripade 3x3 bity).

Na zaklade takto ziskanych informacii som sa rozhodol nastavit’ vel'kost’ mriezky CGP na 7x6,
s maximalnym poctom generacii 2 miliény. Pri navrhu nasobicky boli pouzité iba funkcie: WIRE
(prepojka), AND, OR a XOR. Dalsie podrobné informacie o jednotlivych nastaveniach st uvedené

pri konkrétnych experimentoch. Konstantné nastavenia pre evoluény navrh nasobicky 3x3 bity:

#define VELKOST POPULACIE 5 /*pocet jedincov populacie*/

#define POCET MUT GENOV 3 /*max pocet genu, ktory MOZE zmutovat*/
#define POCET_ STLPCOV 7 /*pocet stlpcov*/

#define POCET RIADKOV 6 /*pocet riadkov*/

#define POCET VSTUPOV_ BLOKU 2
#define POCET VYSTUPOV_BLOKU 1

#define L BACK 7 /*parameter l-back*/

#define POCET_ FUNKCII 4 /*pocet pouzitych funkcii*/
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7.1.2  Experiment 1A

Za pouzitia klasického CGP na evolu¢ny navrh nasobic¢ky 3x3 bity boli vykonané 2 experimenty,
lisiace sa iba maximalnym poc¢tom generacii. Bolo tak vykonané z toho dovodu, ze kym pri prvom
spOsobe implementacie ALPS v CGP bol pouzity maximalny pocet generacii 2 miliény, v druhom
spOsobe bol vzhl'adom na vyrazné zvySenie vypoctovej naro¢nosti pri pouziti druhého spdsobu
zaClenenia techniky ALPS do CGP pouzity limit 1 milién. Za pouzitia tychto dvoch limitov bolo

vykonané porovnanie klasického ALPS s jednym a druhym spdsobom zaclenenia ALPS.

7.1.2.1 Experiment 1Ai

V tomto experimente bol pouzity maximalny limit pocCtu generacii rovnych 2 miliény. Ostatné
nastavenia parametrov evolucie:

#define POCET_GENERACII 2000000 /*max. pocet generacii evolucie*/
#define POCET_ BEHOV_EVO 50 /*max. pocet behov evolucie*/

Priemerna tUspesnost’ najdenia nasobicky bola vtomto pripade 50%, co priblizne zodpoveda
vysledkom uvadzanym v literatire (41% - 58%) [11] Statistické vysledky a graf priemernej hodnoty

fitness najlepsieho jedinca pocas evolucie su uvedené v tabul’ke ¢. 3 a na obrazku ¢. 22.

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 827 043,19
Priemerny pocet pouzitych hradiel v rieSeni 29,04
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 32

Tabulka ¢. 4: Ziskané Statistické vysledky

Priemerna hodnota najlepsieho jedi v populacii (klasické CGP)
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Obrazok ¢. 22: Priemerna hodnota fitness najlepsieho jedinca pocas evolucie
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7.1.2.2 Experiment 1Aii

V tomto experimente bol pouzity maximalny limit po¢tu generacii rovnych 1 milién. Bolo to z toho
dovodu, aby bolo mozné vykonat vhodné porovnanie do stanoveného poctu generacii s druhym
spdsobom pouzitia techniky ALPS v CGP, kde musela byt maximalna horna hranica znizena kvoli
vysokej ¢asovej naroc¢nosti riesenia.

Ostatné nastavenia parametrov evolucie:

#define POCET_GENERACII 1000000 /*max. pocet generacii evolucie*/
#define POCET_ BEHOV_EVO 50 /*max. pocet behov evolucie*/

Priemerna tspes$nost’ najdenia nasobicky bola v tomto pripade 24%, teda priblizne polovicna
Gispesnost’ evolucie oproti experimentu 1Ai. Statistické vysledky a graf priemernej hodnoty fitness

najlepS$ieho jedinca pocas evolucie st uvedené v tabul’ke ¢. 4 a na obrazku ¢. 23.

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia 616 105,69
Priemerny pocet pouzitych hradiel v rieSeni 28,50
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 32

Tabul’ka ¢. 5: Ziskané Statistické vysledky

Priemerna hodnota najlepsieho jedinca v populacii (klasické CGP)
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Obrazok ¢. 23: Priemerna hodnota fitness najlepsicho jedinca pocas evolicie

Zatial€o minimalny a maximalny pocet pouzitych hradiel ostava v obidvoch pripadoch
(experimenty 1Ai a 1Aii) rovnaky, pri znizenom pocte generacii na jeden milion dosahujeme znacné
zlepsenie priemerné¢ho poctu generacii potrebnych pre najdenie vhodného riesenia a takisto sa znizil

priemerny pocet pouzitych hradiel v rieSeni. AvSak toto je za cenu zniZenia UispeSnosti algoritmu az
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o polovicu — teda zrejme dostdva moznost’ ,,vyniknat* prave ta lepSia polovica rieSeni, ktoré boli
najdené za kratSi Cas a mali i napriek zniZzenému poctu generacii moznost’ v priemere znizit pocet
pouzitych hradiel (d’alSie navySenie poctu generacii vacSinou nemava uz velky vplyv na zniZenie

poctu hradiel, po ¢ase vacsinou ich pocet stagnuje a d’alej sa neznizuje).

7.1.3  Experiment 1B

V tejto podkapitole budi zobrazené vysledky experimentov za pouzitia prvého spdsobu zaclenenia
techniky ALPS do CGP. Vsetky nastavenia ostavaju rovnaké ako v pripade pouzitia klasického CGP,
d’alej bol dodefinovany pocet vekovych vrstiev, ktory ostava pri vSetkych testoch pouZitia rozli¢nych
vekovych schém (linearna, fibonacciho, polynomialny a exponencialna) rovnaky, avSak bol meneny
parameter age—gap, vzdy v zavislosti na pouzitej vekovej schéme. V jednotlivych podkapitolach budia
uvedené dosiahnuté Statistické vysledky a grafy priemernej hodnota fitness najlepSieho jedinca v celej
populécii rieSeni v porovnani s klasickym CGP.

Pouzité parametre:

#define POCET GENERACII 2000000 /*max. pocet generacii evolucie*/
#define POCET BEHOV_ EVO 50 /*max. pocet behov evolucie*/

7.1.3.1 Experiment 1Bi

V tomto experimente bola pouzita linearna vekova schéma, ktora viedla k uspes$nosti najdenia vhodné
rieSenia az 64%, Co je oproti klasickému CGP pomerne slusné zlepSenie (podobné, o nieco horsie
vysledky dosahovali aj iné metddy usilujuce sa vylepsit’ klasické CGP, napr. spominany SAMRC).
Takisto je grafe (obr. ¢. 24) mozné pozorovat’ zlepSenie priemernej fitness hodnoty najlepsicho
jedinca v populacii. Na druhej strane zo Statistik je vidno, Ze sa vyraznejSie zvysil priemerny pocet
generacii potrebnych na najdenie vhodného rieSenia, d’alej maximalny pocet pouzitych hradiel. Toto
je zrejme sposobené zavadzanim nového genetického materialu, ¢o umoziuje vymanit’ sa z lokalnych
extrémov a zvysit uspeSnost’ evollcie; na druhej strane tie rieSenia, ktoré si objavené tesne pred
stanovenym limitom po¢tu generacii zvySuju ich priemerny pocet a maju taktieZ menej Casu na
znizenie poctu pouzitych hradiel. Napriek tomu bolo dosiahnuté zniZenie priemerného poctu
pouzitych hradiel.

Pouzité parametre:

#define AGE_SCHEME 1 /*linearna vekova schema*/
#define AGE_GAP 100000
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Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 918 205.38
Priemerny pocet pouzitych hradiel v rieseni 28.75
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 34

Tabul’ka ¢. 6: Ziskané Statistické vysledky

Priemerna hodnota fitness najlepsSieho jedinca v celej populacii (linearna vekova schéma)
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Obrazok ¢. 24: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.3.2 Experiment 1Bii

V tomto experimente bola pouzita fibonacciho vekova schéma, ktora viedla k uspesnosti najdenia

vhodné rieSenia az 68%, ¢o je rovnako vyznamné zlepSenie, o nieCo viac ako v linearnej schéme.

Takisto je grafe (obr. ¢. 25) mozné pozorovat’ zlepSenie priemernej fitness hodnoty najlepSicho

jedinca v populacii. Je vidno, Ze sa pri tejto pouzitej vekovej schéma zaroven zvysil oproti

klasickému CGP priemerny pocet generacii potrebnych na najdenie vyhovujuceho rieSenia, takisto

stupol o 2 maximalny pocet pouzitych logickych hradiel (zrejme kvoli neskorSie objavenym

rieSeniam, rovnako, ako u linearnej schémy), ale znizil sa ich priemerny pocet. Vyssia uspesnost’ je

zrejme mozna pripisat’ tomu, ze oproti linearnej schéme st tu vacsie rozostupy medzi jednotlivymi

vrstvami, a tak je nahradené dlhsie stagnujice rieSenie.

Pouzité parametre:
#define AGE SCHEME 2 /*fibonacciho vekova schema*/
#define AGE_GAP 100000
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Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 927 803.27
Priemerny pocet pouzitych hradiel v rieseni 28.50
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 34

Tabulka ¢. 7: Ziskané Statistické vysledky
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Obrazok ¢. 25: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.3.3 Experiment 1Biii

V tomto experimente bola pouzitd polynomidlna vekova schéma, ktora viedla k tispesnosti najdenia
vhodné rieSenia 62%, Co je vysledek priblizne zrovnatel'ny s doposial’ ziskanymi z predchadzajtcich
dvoch vekovych schém. Oproti prechadzajtcej fibonacciho vekovej schéma sa znizil priemerny pocet
generacii potrebnych na najdenie vhodného jedinca, stale vSak ostava o nieCo vyS$$i ako pri pouziti
klasického CGP. Na druhej strane je tu takisto oproti prechadzajiicim pouzitym vekovym schémam

zvySeny priemerny pocet pouzitych hradiel, ¢o zrejme takisto suvisi s ¢astej$im zavadzanim nového

genetického materialu.

Pouzité parametre:
#define AGE SCHEME 3
#define AGE_GAP 50000
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Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia

897 214.29

Priemerny pocet pouzitych hradiel v rieseni 29.06
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 34

Tabulka ¢. 8: Ziskané Statistické vysledky

vekova schéma)
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Priemerna hodnota fithess najlepsieho jedinca v celej populacii (polynomialna
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Obrazok ¢. 26: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.3.4 Experiment 1Biv

V tomto experimente bola pouzita exponencidlna vekova schéma, ktora viedla k GispesSnosti najdenia
vhodného rieSenia az 70%. AvSak oproti ostatnym vekovym schémam je tu mozZné pozorovat
najvyznamnesie zvysenie priemern¢ho poctu generacii potrebnych na najdenie vhodného rieSenia
a zniZenie priemerné¢ho poctu pouzitych hradiel. Toto je mozné zrejme pripisat’ malému parametru
age-gap, ktory umoziuje velmi intenzivne prehladavanie stavového priestoru moznych rieSeni,

zatial'¢o na druhej strane ma jedinec moznost’ vo vyssich vekovych vrstvach, medzi ktorymi je znacne

vacsi rozostup dokonvergovat’ ku globalnemu extrému.

Pouzité parametre:
#define AGE SCHEME 4
#define AGE GAP 50000
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Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 938 545.62
Priemerny pocet pouzitych hradiel v rieseni 28.74
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 34

Tabulka ¢. 9: Ziskané Statistické vysledky

Priemerna hodnota fitness

Priemerna hodnota fitness najlepsieho jedinca v celej populacii (exponencialna vekova
schéma)
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Obrazok ¢. 27: Priemerna hodnota fitness najlepsich jedincov pocas evolucie
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7.1.3.5

Zosumarizovanie vysledkov

Priemerny podéet
generacii potrebnych
na najdenie vhodného
rieSenia

Priemerny
pocet
pouzitych
hradiel

v rieSeni

Minimalny
pocet
pouzitych
hradiel

v rieSeni

Maximalny
pocet
pouzitych
hradiel

v rieSeni

Klasické CGP

827 043.19

29.04

26

32

1. varianta
zaclenenia
ALPS (linearna
vek. schéma)

918 205.38

28.75

26

34

1. varianta
zaclenenia
ALPS
(fibonacciho
vek. schéma)

927 803.27

28.50

26

34

1. varianta
zaclenenia
ALPS
(polynomialna
vek. schéma)

897 214.29

29.06

26

34

1. varianta
zaclenenia
ALPS
(exponencialna
vek. schéma)

938 545.62

28.74

26

33

Tabul’ka ¢. 10: Zosumarizované Statistické vysledky

Priemerna hodnota fithess najlepsieho jedinca v celej populacii

Priemerna hodnota fithess

Cislo generacie
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Obrazok ¢. 28: Priemerna hodnota fitness najlepsich jedincov pocas evolucie
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7.1.3.6 Zaver

Ako je vidiet, najlepSie vysledky pri evolu¢nom navrhu nasobi¢ky za pouZitia prvého spOsobu
vyuzitia techniky ALPS dosiahla exponencialna vekova schéma (GspeSnost’, priemerny aj minimalny
poc¢et hradiel). Napriek tomu nemozno tvrdit, Ze by pouzitie niektorej vekovej schémy malo
v kone¢nom doésledku (za vyuzitia limitu 2 milidbnov generacii) vyznamny vplyv na vysledky oproti

ostatnym, Co je mozné vidiet’ aj v sumarizacnom grafe (obr. ¢. 28).
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7.1.4  Experiment 1C

V tejto podkapitole budu zobrazené vysledky experimentov za pouzitia druhého sposobu zaclenenia
techniky ALPS do CGP. Vsetky nastavenia ostavaju rovnaké ako v pripade pouzitia klasického CGP,
d’alej bol ako v pripade experimentu 1B dodefinovany pocet vekovych vrstiev, a v tomto pripade
i podet subpopulacii nachadzajucich sa v jednotlivych vekovych vrstvach. Struktira kapitoly je
obdobna ako aj u 1B, budi uvedené Statistické vysledky a grafy priemernej hodnoty fitness
najlepSicho jedinca v celej populacii rieSeni. Toto bude porovnavané voéi vysledkom ziskanym
z experimentu 1Aii, pretoZze vzhl'adom na pribudnutie d’alSieho rozmeru (po¢tu subpopulacii) prislo
k d’alSiemu zpomaleniu procesu evolucie, preto bol maximalny pocet generacii znizeny na 1 milion.
Pocet behov evolucie ostava zachovany ako v predoSlom experimente 1B (50 behov), ¢o by malo
poskytnit’ dostato¢ne relevantné Statistické vysledky.

Pouzité parametre:

#define POCET GENERACII 1000000 /*max. pocet generacii evolucie*/
#define POCET BEHOV_ EVO 50 /*max. pocet behov evolucie*/
#define POCET SUBPOPULACII 3 /*pocet subpopulacii*/

7.14.1 Experiment 1Ci

Pri tomto experimente bola pouzita linearna vekova schéma, ktorda mala uspesnost’ najdenia vhodného
rieSenia az 74%; takisto prislo k znizeniu priemerného poctu pouzitych hradiel a ich maximalneho
poctu. Toto oproti klasickému CGP, ktory pri danom limite 1 milion generécii malo UspeSnost’ iba
24% mozno povazovat za velmi vyznamné zlepSenie, samozrejme si treba uvedomit’, Ze sa tu
simultanne vedla seba wvyvijali 3 rieSenia vkazdej aktivnej vrstve, aznich bolo vybrané
najvhodnejsie. Oproti klasickému CGP je mozné v grafe pozorovat, ze pri takomto sposobe bol
intenzivne prehl'adavany stavovy priestor moznych rieSeni a relativne skoro prichadzalo k najdeniu
vhodného rie$enia. Takisto prislo k zniZzeniu priemerného pocétu pouzitych hradiel.

Pouzité parametre:
#define AGE_SCHEME 1 /*linearna vekova schema*/
#define AGE_GAP 100000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 501 473.73
Priemerny pocet pouzitych hradiel v rieSeni 28.08
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 31

Tabulka ¢. 11: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii (linearna vekova schéma)
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Obrazok ¢. 29: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.4.2 Experiment 1Cii

Za pouzitia fibonacciho vekovej schémy bola uspe$nost’ najdenia vhodného riesenia az 90%. Sucasne
sa znizil priemerny pocet generacii potrebnych na najdenie vhodného riesenia a prislo k miernemu
zvySeniu priemerného poctu pouzitych hradiel a takisto ich maximalneho pocétu. ZniZenie
priemerného poctu generacii zrejme suvisi so znizenim parametru age-gap, ktory umoziuje rychlejsie
vyhladévanie vhodnych rieseni.

Pouzité parametre:

#define AGE SCHEME 2 /*fibonacciho vekova schema*/
#define AGE_GAP 90000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia |443 296.91
Priemerny pocet pouzitych hradiel v rieSeni 28.22
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 34

Tabulka ¢. 12: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii (fibonacciho vekova
schéma)
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Obrazok ¢. 30: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.4.3 Experiment 1Ciii

Polynomialna vekova schéma viedla konieCo hor§im vysledkom (uspesnost 82%) ako
prechadzajuca fibonacciho, ale znizil sa priem. pocet generacii potrebnych na najdenie vhodné
rieSenia (zrejme to znovu suvisi s opdtovnym zniZzenim parametru age-gap). Ostatné sledované
parametre ostavaju priblizne rovnaké ako u ostatnych vekovych schém.

Pouzité parametre:
#define AGE_ SCHEME 3 /*polynomialna vekova schema*/
#define AGE GAP 50000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia |429 388.46
Priemerny pocet pouzitych hradiel v rieSeni 28.31
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 32

Tabulka ¢. 13: Ziskané Statistické vysledky
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Obrazok ¢. 31: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.4.4 Experiment 1Civ

Pouzitie exponencialnej vekovej schémy viedlo k podobnym vysledkom ako u predchadzajacich
pouzitych schém, pricom so znizenim parametru age-gap prislo k d’alSiemu znizeniu priemerného
poétu generécii potrebnych na najdenie vhodného riesenia. Uspesnost riesenia bola 84%, ¢o je takmer

identické s polynomidlnou vekovou schémou. Zrejme je je spOsobené aj podobnymi rozostupmi

medzi vekovymi vrstvami (bolo ich pouZitych iba pat).

Pouzité parametre:

#define AGE_ SCHEME 4 /*exponencialna vekova schema*/

#define AGE_GAP 25000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia 412 269.29
Priemerny pocet pouzitych hradiel v rieSeni 28.60
Minimalny pocet pouzitych hradiel v rieSeni 26
Maximalny pocet pouzitych hradiel v rieSeni 33

Tabulka ¢. 14: Ziskané Statistické vysledky
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schéma)

Priemerna hodnota fitness najlepsieho jedinca v celej populacii (exponencialna vekova
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Obrazok ¢. 32: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.4.5 Zosumarizovanie vysledkov
Priemerny pocet
generacii potrebnych Priemerny pocet | Minimalny pocet | Maximainy
na najdenie vhodného | pouzitych pouzitych pocet pouzitych
rieSenia hradiel v rieSeni | hradiel v rieSeni | hradiel v rieSeni
Klasické CGP 616 105.69 28.50 26 32
2. varianta
zaclenenia ALPS
(linearna vek.
schéma) 501 473.73 28.08 26 31
2. varianta
zaclenenia ALPS
(fibonacciho vek.
schéma) 443 296.91 28.22 26 34
2. varianta
zaclenenia ALPS
(polynomialna
vek. schéma) 429 388.46 28.31 26 32
2. varianta
zaclenenia ALPS
(exponencialna
vek. schéma) 412 269.29 28.60 26 33

Tabul’ka ¢. 15: Zosumarizované Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii
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Obrazok ¢. 33: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.1.4.6 Zaver

Nie je mozné jednoznaéne uréit, pouzitie ktorej vekovej schémy viedlo k lepsim vysledkom. Co sa
tyka rychlosti najdenia vhodného rieSenia vitazi exponencidlna vekova schéma, na druhej strane
najvyssiu uspesnost’ vykazuje fibonacciho. Ako je mozné vidiet, vicSina ostatnych dolezitych
sledovanych parametrov (priemerny pocet pouzitych hradiel, ich najmens$i pocet) ostava zhruba
rovnaky. Rovnako ako v pripade pouzitia 1. sposobu vyuzitia techniky ALPS teda neplati, Zze by
pouzitie niektorej vekovej schémy v kone¢nom désledku (za vyuzitia limitu 1 miliénov generacii)
viedlo k vyznamne lepsim vysledkom oproti ostatnym, ¢o je mozné vidiet’ aj v sumarizacnom grafe

(obr. ¢. 33).
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7.1.5 NajlepSie ziskané rieSenie

Vo vsetkych experimentoch malo najlepsie ndjdené rieSenie 26 pouzitych hradiel, rovnako ako v [11].
Podarilo sa mi teda vo vSetkych experimentoch dosiahnut’ ich relativne nizky pocet, pricom pocet
takychto jedincov mierne kolisal od typu pouzitého sposobu zaclenenia ALPS do CGP a pouzitej
vekovej schémy. Na obrazku 4. 34 je mozné vidiet’ mnou ziskané najlepsie rieSenie, s oneskorenim
ST. Toto by zrejme v d’alSich experimentoch mohlo byt eliminované pouZitim iného rozmeru

mriezky pri evollcii.

Obrazok ¢. 34: Najlepsie najdené riesenie 3 — bitovej nasobicky
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7.2  Experiment 2 — nasobenie Cisiel konStantou
(Multiplierless Multiple Constant
Multiplication)

V ramci experimentu ¢. 2 budu vykonané testy CGP a jeho modifikacii vyuzivajice techniku ALPS
na porovnanie vysledkov na probléme nasobenia Cisiel kon$tantou.

Premenna (x) mdze byt nasobena niclen pomocou nasobic¢ky, ale aj obvodom pozostavajucim
iba z operacii bitového posunu, séitaiek a odcCitaciek. Najdenie optimalneho rieSenia s minimalnym
po¢tom scéitaiek a odcitaciek je NP — uplny problém, na rieSenie ktorych sa pouzivaju (ako bolo
uvedené na zaciatku prace) aj evoluéné algoritmy.

Napriklad, premenna x méze byt nasobena 71 ako:

T1x=10001112x=x << 6 +x<<2+x << 1 +x[13]

Konkrétny problém, na ktorom budil vykonané experimenty bol prevzaty z [12], odkial’ boli
rovnako prevzaté parametre velkosti mriezky CGP (upraveny bol ale napriklad maximalny pocet
generacii). Vybrany bol relativne ,,najtazsi* problém, s uvadzanou tspe$nost'ou najdenia vhodného
rieSenia 68,5%.

Budem teda hl'adat’ nasobky 2925, 23111 a 13781 premennej x, na mriezke o rozmeroch 5x6.

DalSie parametre uvadzam nizsie:

#define VELKOST POPULACIE 5 /*pocet jedincov populacie*/

#define POCET MUT GENOV 3 /*max pocet genu, ktory MOZE zmutovat*/
#define POCET STLPCOV 5 /*pocet stlpcov*/

#define POCET RIADKOV 6 /*pocet riadkov*/

#define POCET VSTUPOV_ BLOKU 2
#define POCET VYSTUPOV_BLOKU 1

#define L BACK 5 /*parameter l-back*/

#define POCET_ FUNKCII 11 /*pocet pouzitych funkcii*/

Bolo pouzitych 11 funkcii, a to: WIRE (prepojka), operacie bitového posunu dolava (od 1 do
8bitov) a operacie sCitania a odcCitania. RieSenie pozostava z komponent (operacie bitového posunu,
operacie sCitania a odCitania, prepojka), avSak v tejto kapitole budi nazyvané hradla, z dévodu

zachovania ,,nazvoslovia‘“ z oblasti pouzitia CGP.
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7.2.1 Zname rieSenie

Uvedené najlepSie zname rieSenie je prevzaté z [12] zverejnené bolo v [13]. Pouziva iba 8 operacii
s¢itania alebo od¢itania (tento parameter je pri tomto probléme vyznamny najma preto, lebo operacie
bitového posunu st z hardvérového hladiska vel'mi ,lacné“). Ako je vidiet, v tomto pripade boli

pouzité posuny aj o Sirke viac ako 8bitov.

2925x 23 13781 x

Obrazok ¢. 35: Najlep$ie zname rieSenie problému [13], prevzaté z [12]
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7.2.2  Experiment 2A

Za pouzitia klasického CGP na evolu¢ny navrh obvodu na nasobenie ¢isiel konStantou boli vykonané
2 experimenty, liSiace sa rovnako ako v experimente 1A iba maximalnym po¢tom generacii. Bolo tak
vykonané ztoho dovodu, Ze kym pri prvom sposobe implementacie ALPS v CGP bol pouzity
maximalny pocet generacii 3 miliony (v literatire[12] bol limit az 20 miliénov generacii), v druhom
spOsobe bol vzhl'adom na vyrazné zvySenie vypoctovej naro¢nosti pri pouziti druhého spdsobu
zaClenenia techniky ALPS do CGP pouzity limit 1 milién. Za pouzitia tychto dvoch limitov bolo

vykonané porovnanie klasického ALPS s jednym a druhym spdsobom zaclenenia ALPS.

7.2.2.1 Experiment 2Ai

V tomto experimente bol pouzity maximalny limit pocCtu generacii rovnych 3 miliény. Ostatné
nastavenia parametrov evolucie:

#define POCET_GENERACII 3000000 /*max. pocet generacii evolucie*/
#define POCET_ BEHOV_EVO 50 /*max. pocet behov evolucie*/

Priemerna tspesnost’ najdenia takéhoto obvodu bola v tomto pripade 76%, ¢o priblizne zodpoveda
vysledkom uvadzanym v literatire (68.5% [12]),priCom mierne vysSSia uspeSnost mohla byt
sposobena mensim poctom behov evolucie, a taktiez zrejme inymi pouzitymi funkciami bitového
posunu. Statistické vysledky a graf priemernej hodnoty fitness najlepsicho jedinca pocas evolicie st

uvedené na v tabulke ¢. 15 a na obr. ¢. 36.

Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 967 084.24
Priemerny pocet pouzitych hradiel v rieSeni 22.31
Minimalny pocet pouzitych hradiel v rieSeni 19
Maximalny pocet pouzitych hradiel v rieSeni 25
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 13.07
Minimalny pocet pouzitych ne-shiftovych hradiel v rieSeni 11
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 16

Tabulka ¢. 16: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii
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Obrazok ¢. 36: Priemerna hodnota fitness najlepsicho jedinca pocas evolicie

7.2.2.2 Experiment 2Aii

V tomto experimente bol pouZzity maximalny limit poctu generacii rovnych 1 miliéon. Bolo to z toho
dovodu, aby bolo mozné vykonat vhodné porovnanie do stanoveného poctu generacii s druhym
spdsobom pouzitia techniky ALPS v CGP, kde musela byt maximalna horna hranica znizena kvoli

vysokej ¢asovej ndro¢nosti rieSenia. Ostatné nastavenia parametrov evolucie:

#define POCET_GENERACII 1000000 /*max. pocet generacii evolucie*/
#define POCET_ BEHOV_EVO 50 /*max. pocet behov evolucie*/

Priemerna uspes$nost’ najdenia rieSenia v tomto pripade bola 56%, ¢o nie je prili§ razantné zniZenie
uspesnosti, ako tomu bolo v pripade nasobicky. Ako je mozné vidiet aj v literature, napr. [12],
hl'adanie obvodov na nasobenie &isiel konstantou ma pri pouziti CGP vysoku uspesnost’. Statistické
vysledky a graf priemernej hodnoty fitness najlepSicho jedinca pocas evolucie st uvedené v tabulke

¢. 16 ana obr. ¢. 37.

Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 548 792.29
Priemerny pocet pouzitych hradiel v rieSeni 22.75
Minimalny pocet pouzitych hradiel v rieSeni 20
Maximalny pocet pouzitych hradiel v rieSeni 26
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 13.39
Minimalny pocet pouzitych ne-shiftovych hradiel v rieSeni 11
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 16

Tabulka ¢. 17: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsSieho jedinca v celej populacii

96,00000
95,50000

95,00000 /H’%/.——’—_._.
94,50000

94,00000 - /
9350000 [—e—Kiasické CGP, limit M

93,00000 -
92,50000 -
92,00000 -
91,50000
91,00000

Priemerna hodnota fitness

Cislo generacie

Obrazok ¢. 37: Priemerna hodnota fitness najlepsicho jedinca pocas evolicie

Ako je vidiet, v oboch pripadoch sa stretdvame s obdobnymi javmi ako tomu bolo u evolué¢ného
navrhu nasobic¢ky 3x3 bity. A to, Ze pri pouziti limitu 1 milién generacii sa pomerne razantne znizi
priemerny pocet generacii potrebnych na néjdenie rieSenia (aj ked’ v tomto pripade bez takmer
polovi¢ného zniZenia tUspeSnosti). AvSak vtoto pripade nepriSlo uz k vyznamnému zniZeniu

priemerného poctu pouzitych hradiel, a to ani v pripade s¢itaciek/od¢itaciek.

7.2.3  Experiment 2B

Experimenty vykonané v tejto Casti prace st obdobné ako u experimentu 1; teda vSetky nastavenia
ostavaju rovnaké ako v pripade pouzitia klasického CGP, d’alej bol dodefinovany pocet vekovych
vrstiev, ktory ostava pri vSetkych testoch pouzitia rozliénych vekovych schém (linearna, fibonacciho,
polynomialny a exponencialna) rovnaky, avsak bol meneny parameter age—gap, vzdy v zavislosti na
pouzitej vekovej schéme. V jednotlivych podkapitolach budu uvedené dosiahnuté Statistické vysledky
a grafy priemernej hodnota fitness najlepSicho jedinca v celej populacii rieSeni v porovnani
s klasickym CGP.

Pouzité parametre:

#define POCET GENERACII 3000000 /*max. pocet generacii evolucie*/
#define POCET BEHOV_EVO 50 /*max. pocet behov evolucie*/
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7.2.3.1

Experiment 2Bi

Pri pouziti linearnej vekovej schémy bola dosiahnuta uspesnost’ najdenia riesenia az 88%, €o je oproti

klasickému CGP zna¢né zlepSenie. Takisto sa znizil priemerny pocet potrebny na najdenie vhodného

rieSenia, rovnako ako priemerny pocet pouzitych hradiel. Toto vSetko je zrejme sposobené neustalym

zavadzanim nového genetického materialu na najnizSej vekovej vrstve atym padom udrzovanim

dostatocnej diverzity v populacii. NizSie su uvedené dosiahnuté Statistické vysledky a graf, kde je

porovnana priemerna hodnota fitness najlepSiecho jedinca v celkovej populacii pocas evolucie

s klasickym CGP.

Pouzité parametre:
#define AGE SCHEME 1
#define AGE GAP 70000

/*linearna vekova schema*/

Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 764 183.48
Priemerny pocet pouzitych hradiel v rieSeni 22.00
Minimalny pocet pouzitych hradiel v rieSeni 18
Maximalny pocet pouzitych hradiel v rieSeni 25
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 13.06
Minimalny pocet pouzitych ne-shiftovych hradiel v rieSeni 10
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 15

Tabulka ¢. 18: Ziskané Statistické vysledky

Priemerna hodnota fitness najlepsieho jedinca v celej populacii (linearna vekova schéma)

—&—Klasické CGP, limit 3M
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©
S

Obrazok ¢. 38: Priemerna hodnota fitness najlepsich jedincov pocas evolucie
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7.2.3.2

Experiment 2Bii

Pri pouziti fibonacciho vekovej schémy bola v tomto pripade dosiahnuta Gspesnost’ najdenia rieSenia

az 94% (rovnako ako v predoslych schémach dosahuje fibonacciho vekova schéma dobré vysledky).

Prislo tu (oproti linearnej schéme alebo klasickému CGP) k zniZeniu priemerného poctu generacii

potrebnych na najdenie rieSenia, takisto ik priemernému pocétu pouzitych hradiel (vSetkych a

neshiftovych).

Pouzité parametre:
#define AGE SCHEME 2
#define AGE_GAP 60000

/*fibonacciho vekova schema*/

Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 719 244.36
Priemerny pocet pouzitych hradiel v rieSeni 21.74
Minimalny pocet pouzitych hradiel v rieSeni 17
Maximalny pocet pouzitych hradiel v rieSeni 25
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 12.79
Minimalny pocet pouzitych ne-shiftovych hradiel v rieSeni 11
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 15

Tabulka ¢. 19: Ziskané Statistické vysledky

schéma)

Priemerna hodnota fitness najlepsieho jedinca v celej populacii (fibonacciho vekova

—&—Klasické CGP, limit 3M

—8— CGP s vyuzitim ALPS (1.

spOsob)

Priemerna hodnota fitness
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Obrazok ¢. 39: Priemerna hodnota fitness najlepsich jedincov pocas evolucie
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7.2.3.3

Experiment 2Biii

Pri pouziti polynomialnej vekovej schémy sa oproti predchadzajicim dvom vekovym schémam

mierne zvysil priemerny pocet generacii potrebnych na najdenie vhodného rieSenia (Co zrejme suvisi

s va¢simi rozostupmi medzi vekovymi schémami, kde obcas jedna vrstva ,zostarne™, no zatial

neprislo k prisunu nového gen. materialu). Napriek vysokej uspesnosti sa ale mierne zvysil priemerny

pocet pouzitych hradiel.
Pouzité parametre:
#define AGE SCHEME 3
#define AGE_GAP 50000

/*polynomialna vekova schema*/

Priemerny pocet generacii potrebnych na najdenie vhodného riesenia | 806 493.67
Priemerny pocet pouzitych hradiel v rieSeni 22.27
Minimalny pocet pouzitych hradiel v rieSeni 19
Maximalny pocet pouzitych hradiel v rieSeni 26
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 13.22
Minimalny pocet pouzitych ne-shiftovych hradiel v rieSeni 10
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 16

Tabulka ¢. 20: Ziskané Statistické vysledky

Priemerna hodnota fitness najlepsieho jedinca v celej populacii (polynomialna vekova
schéma)
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Obrazok ¢. 40: Priemerna hodnota fitness najlepsich jedincov pocas evolucie
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7.2.3.4 Experiment 2Biv

Pri pouziti exponencidlnej vekovej schémy, rovnako ako v experimente 1Biv, priSlo zvySeniu
priemerného poctu generacii potrebnych na najdenie vhodného rieSenia, avSak tato pouzita schéma
dosahuje najlepsie priemerné ukazovatele po&tu pouZitych hradiel (aj neshiftovych). Uspesnost’ bola
92%.

Pouzité parametre:

#define AGE_SCHEME 4 /*exponencialna vekova schema*/
#define AGE_GAP 50000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 820 219.11
Priemerny pocet pouzitych hradiel v rieSeni 21.54
Minimalny pocet pouzitych hradiel v rieSeni 18
Maximalny pocet pouzitych hradiel v rieSeni 25
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 12.63
Minimalny pocet pouzitych ne-shiftovych hradiel v rieseni 10
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 16

Tabulka ¢. 21: Ziskané Statistické vysledky

Priemerna hodnota fitness najlepsSieho jedinca v celej populacii (exponencialna vekova
schéma)
# 96,5
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Obrazok ¢. 41: Priemerna hodnota fitness najlepsich jedincov pocas evolucie
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7.2.3.5

Zosumarizovanie vysledkov experimentu 2B

Priem.
pocet Priem. Max.
generacii pocet Min. pocet | pocet
potrebnych | Priem. Min. Max. pouzitych | pouzitych | pouzitych
na pocet pocet pocet ne- ne- ne-
najdenie pouzitych | pouzitych | pouzitych | shiftovych | shiftovych | shiftovych
vhodného | hradiel hradiel hradiel hradiel hradiel hradiel
rieSenia vrieSeni |vrieSeni |vrieSeni |vrieSeni |vrieSeni |vrieSeni

Klasické CGP [ 967084.24 22.32 19 25 13.08 11 16

1. varianta

zaclenenia

ALPS (linearna

vek. schéma) 764183.48 22.00 18 25 13.06 10 15

1. varianta

zaclenenia

ALPS

(fibonacciho

vek. schéma) 719244.36 21.74 17 25 14,20 11 15

1. varianta

zaclenenia

ALPS

(polynomialna

vek. schéma) 806493.67 22.27 19 26 13.22 10 16

1. varianta

zaclenenia

ALPS

(exponencialna

vek. schéma) 820219.11 21.54 18 25 12.63 10 16

Tabul’ka ¢. 22:

Zosumarizované Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii

96,50

96,00 - —— ické
2 me——— AR XK Klasické CGP
2 95,50 1 EXM
&
g 9004 —=CGP s ALPS 1. sposob,
2 94,50 | linedrna vekova schéma
e
o
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Obrazok ¢. 42: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.2.3.6 Zaver

Ako je vidiet, nie je mozné jednoznacne urcit’, ktora vekova schéma bola pri navrhu obvodu na
nasobenie Cisla konStantou najvhodnejSia. Ak by sme uvazovali parametre ako je rychlost’ najdenia
vhodného rieSenia, ¢i minimalny pocet pouzitych hradiel s operaciami s¢itania a od¢itania, rovnako

prevazovala by fibonacciho vekova schéma.
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7.2.4  Experiment 2C

V tejto podkapitole budu zobrazené vysledky experimentov za pouzitia druhého sposobu zaclenenia
techniky ALPS do CGP. Vsetky nastavenia ostavaju rovnaké ako v pripade pouzitia klasického CGP,
d’alej bol ako v pripade experimentu 2B dodefinovany pocet vekovych vrstiev, a v tomto pripade
i podet subpopulacii nachadzajucich sa v jednotlivych vekovych vrstvach. Struktira kapitoly je
obdobna ako aj u2B, budi uvedené Statistické vysledky a grafy priemernej hodnoty fitness
najlepSicho jedinca v celej populacii rieSeni. Toto bude porovnavané voéi vysledkom ziskanym
z experimentu 2Aii, pretoze vzhl'adom na pribudnutie d’alSieho rozmeru (po¢tu subpopulacii) prislo
k d’alSiemu zpomaleniu procesu evolucie, preto bol maximalny pocet generacii znizeny na 1 milion.
Pocet behov evolucie ostava zachovany ako v predoSlom experimente 2B (50 behov), ¢o by malo
poskytnit’ dostato¢ne relevantné Statistické vysledky.

Pouzité parametre:

#define POCET GENERACII 1000000 /*max. pocet generacii evolucie*/
#define POCET BEHOV_ EVO 50 /*max. pocet behov evolucie*/
#define POCET SUBPOPULACII 3 /*pocet subpopulacii*/

7.2.4.1 Experiment 2Ci

Pri pouziti linearnej vekovej schémy sa znizili v podstate vSetky sledované Statistické parametre
oproti pouzitiu klasického CGP, najmi rychlost najdenia vhodného kandidatneho riesenia. Uspesnost’
najdenia vhodného rieSenia bola rovnako ako pri experimente 2Bi az 96%. Tu bolo najdené aj
najlepsie vyevolvované rieSenie, ktoré je zrovnatelné s rieSeniami dosiahnutymi v literatare [12, 13]
Pouzité parametre:

#define AGE_SCHEME 1 /*linearna vekova schema*/
#define AGE GAP 100000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 322 902.83
Priemerny pocet pouzitych hradiel v rieSeni 21.12
Minimalny pocet pouzitych hradiel v rieSeni 17
Maximalny pocet pouzitych hradiel v rieSeni 24
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 12.45
Minimalny pocet pouzitych ne-shiftovych hradiel v rieseni 10
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 14

Tabulka ¢. 23: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii (linearna vekova schéma)
w 97
3
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Obrazok ¢. 43: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.2.4.2 Experiment 2Cii

Uspesnost’ nijdenia vhodného kandidatneho riesenia bola 100%, vysledky su obdobné ako pri pouziti
linedrnej vekovej schémy (priCom ale fibonacciho vekova schéma znovu dosahuje vysokl
uspesnost). Ostatné sledované parametre s zrovnatelné s linearnou vekovou schémou, prislo iba
k miernemu zvySeniu minimalneho poc¢tu pouzitych hradiel.

Pouzité parametre:
#define AGE SCHEME 2 /*fibonacciho vekova schema*/

#define AGE GAP 90000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 349 804.92
Priemerny pocet pouzitych hradiel v rieSeni 21.18
Minimalny pocet pouzitych hradiel v rieSeni 19
Maximalny pocet pouzitych hradiel v rieSeni 24
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 12.44
Minimalny pocet pouzitych ne-shiftovych hradiel v rieseni 11
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 15

Tabulka ¢. 24: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii (fibonacciho vekova
schéma)
897
Q
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Obrazok ¢. 44: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.2.4.3 Experiment 2Ciii

Pri pouziti polynomidlnej vekovej schémy bola uspesnost’ nijdenia vhodného jedinca 98%, prislo
dokonca k zvySeniu rychlosti najdenia vhodného kandidatneho rieSenia (Co zrejme stvisi so
zmen§enim parametru age-gap a schopnosti rychlejSie prehl’adavat’ stavovy priestor moznych rieseni).
Ostatné sledované parametre ostavaji znovu porovnatelné s ostatnymi vekovymi schémami.

Pouzité parametre:
#define AGE_ SCHEME 3 /*polynomialna vekova schema*/
#define AGE GAP 35000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 292 374.12
Priemerny pocet pouzitych hradiel v rieSeni 21.39
Minimalny pocet pouzitych hradiel v rieSeni 17
Maximalny pocet pouzitych hradiel v rieSeni 24
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 12.69
Minimalny pocet pouzitych ne-shiftovych hradiel v rieseni 10
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 15

Tabulka ¢. 25: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsieho jedinca v celej populacii (polynomialna vekova
schéma)

N ‘/_/.t-=-=-ﬁ-=-—k

95 /_P,A
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Obrazok ¢. 45: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.2.4.4 Experiment 2Civ

Pri pouziti exponencidlnej vekovej schémy ostala uspesnost’ najdenia vhodného rieSenia na 98%

(rovnako ako u polynomidlnej schémy), priCom ostatné parametre ostali znovu porovnatelné ako

u ostatnych vekovych schém. NajvyraznejSie sa znizil priemerny pocet potrebnych generacii na

najdenie vhodného jedinca, ¢o je znovu spdsobené rychlym prehladavanim stavového priestoru na

najnizsej vrstve pri generovani novych rieseni.
Pouzité parametre:
#define AGE_ SCHEME 4 /*exponencialna vekova schema*/

#define AGE_GAP 25000

Priemerny pocet generacii potrebnych na najdenie vhodného rieSenia | 243 235.10
Priemerny pocet pouzitych hradiel v rieSeni 21.53
Minimalny pocet pouzitych hradiel v rieSeni 18
Maximalny pocet pouzitych hradiel v rieSeni 25
Priemerny pocet pouzitych ne-shiftovych hradiel v rieseni 12.84
Minimalny pocet pouzitych ne-shiftovych hradiel v rieseni 10
Maximalny pocet pouzitych ne-shiftovych hradiel v rieseni 15

Tabulka ¢. 26: Ziskané Statistické vysledky
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Priemerna hodnota fitness najlepsSieho jedinca v celej populacii (exponencialna vekova
schéma)
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Obrazok ¢. 46: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.2.4.5 Zosumarizovanie vysledku experimentu 2C
Priem.
pocet Priem. Max.
generacii pocet Min. pocet | pocet
potrebnych | Priem. Min. Max. pouzitych | pouzitych | pouzitych
na pocet pocet pocet ne- ne- ne-
najdenie pouzitych | pouzitych | pouzitych | shiftovych | shiftovych | shiftovych
vhodného | hradiel hradiel hradiel hradiel hradiel hradiel
rieSenia vrieSeni |vrieSeni |vrieSeni |vrieSeni |vrieSeni |vrieSeni

Klasické CGP [ 548792.29 22.75 20 26 13.39 11 16

2. varianta

zaclenenia

ALPS (linearna

vek. schéma) 322902.83 21.13 17 24 12.46 10 14

2. varianta

zaclenenia

ALPS

(fibonacciho

vek. schéma) 349804.92 21.18 19 24 12.44 11 15

2. varianta

zaclenenia

ALPS

(polynomialna

vek. schéma) 292374.12 21.39 17 24 12.69 10 15

2. varianta

zaclenenia

ALPS

(exponencialna

vek. schéma) 243235.10 21.53 18 25 12.84 10 15

Tabul’ka ¢. 27: Zosumarizované Statistické vysledky
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Priemerna hodnota fithess najlepsieho jedinca v celej populacii
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Obrazok ¢. 47: Priemerna hodnota fitness najlepsich jedincov pocas evolucie

7.2.4.6 Zaver

Pouzitie druhého sposobu zaclenenia techniky ALPS do CGP, s ktorym boli vykonané experimenty
na probléme nasobenia Cisiel konsStantou prinieslo dobré vysledky oproti pouzitiu klasického CGP,
rozdiel je najmd vyraznej§i pri pouziti limitu jedného milidna generacii. AvSak rovnako ako
v predchadzajicich pripadoch nie je mozné jednoznacne urcit, ktora vekova schéma podava najlepsie

vysledky, s bliziacim sa limitom konverguju vsetky k rovnakému maximu.
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7.2.5 NajlepSie ziskané rieSenie

V najlepSom znadmom rieSeni [13] bolo pouzitych iba 8 operacii sCitania a odc¢itania a 8 bitovych
posunov. Mnou ziskané najlepsie rieSenie obsahovalo az 10 operacii s¢itania a od¢itania a 7 operacii
bitovych posunov. Toto bolo zrejme spOsobené tym, Ze boli pouziti relativne vysoké hodnoty
konstant, pricom ja som vo vykonanych testoch pouzil maximalne 8 — bitovy posun; na rozdiel od
znameho rieSenia, kde boli pouzité posuvy viacerych bitov. Napriek tomu sa domnievam, Ze sa mi

podarilo dosiahnut’ relativne dobré rieSenie bliZiace sa optimu, ktoré je znazornené na obr. ¢. 42.

S 29245x
== 7 == f +
2311 1%
+ +
<< B A . ) 13781
== 5 + - +
== 2 - == hf

Obrazok ¢. 42: Najlepsie ziskané rieSenie problému pocas evoluicie
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8 Z.aver

V ramci diplomového projektu som vypracoval studiu uvadzajicu do problematiky softcomputingu,
konkrétne cCasti evoluénych algoritmov. V prvej casti st rozobrané jednotlivé typy evolu¢nych
algoritmov. V dalSich kapitolach je vypracovana S§tidia na tému Kkartézskeho genetického
programovania a novej techniky pouzivanej pri evolu¢nom navrhu ALPS, ktora zabranuje predc¢asnej
konvergencii a udrzuje dostatoénu diverzitu populacie. Posledna ¢ast’ obsahuje dva spdsoby navrhu
zaClenenia techniky ALPS do kartézskeho genetického programovania.

Nasledovala implementacia klasického CGP a jeho dalSich dvoch varidnt obsahujicimi
zaClenenie techniky ALPS navrhnutymi v zimnom semestri v ramci semestralniho projektu. Na tychto
implementaciach boli vykonané experimenty so zadanymi testovacimi tilohami, ktorymi boli navrh 3
— bitovej nasobi¢ky a navrh obvodu na nasobenie Cisiel konstantou. V obidvoch pripadoch viedlo
pouzitie techniky ALPS k vyznamnému zlepSeniu evolu¢ného procesu. Zvysila sa najmé uspesnost’ a
rychlost’ najdenia vhodného kandidatneho rieSenia, ¢o je spésobené zavadzanim novych rieseni do
populacie na najnizSej vekovej vrstve, a tym umoZnenie intenzivnejSie prehladavanie stavového
priestoru moznych rieSeni, o umoziuje vymanit’ sa z lokalnych minim. Takisto prislo k miernemu
zlepSeniu parametrov ako je priemerny pocet pouzitych hradiel.

Oproti tomu lezia ale isté problémy. St nimi napriklad vyS$Sia vypoctova narocnost’ na hardvér
vzhl'adom na pouzitie viacerych vekovych vrstiev (pri druhom spdsobe sa narocnost’ zvysi pouzitim
subpopulacii vo vrstvach), ¢i problém nekontinualneho presunu genetického materialu medzi
jednotlivymi vrstvami, ktory sa odohrava skokovito.

Experimenty boli vykonané za pouZitia rozlicnych vekovych schém, z ktorych avsSak nie je
mozné usudit’, ze by ta — ktora bola vhodnejsia na rieSenie niektorého typu problému. Da sa povedat,
ze vsetky pouzité vekové schémy dosahovali ve'mi podobné vysledky pri jednom aj druhom spdsobe
zaClenenia techniky ALPS do CGP.

Na zéaklade vykonanych experimentov a ziskanych vysledkov je mozné povedat’, ze technika
ALPS prinasa zlepsenie vysledkov evoluéného procesu aj pri jej pouziti v kartézskom genetickom
programovani, a to ako vo zvySeni tspesnosti evolucie ako i vlastnosti jej vysledkov, vid’ napriklad
zniZenie poc¢tu pouzitych hradiel.

Do budtcnosti by bolo uréite vhodné naprogramovat’ zaélenenie techniky ALPS do CGP

viacvlaknovo, pripadne vykonat” hardvérovil implementéciu.
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Dodatok A

Navod na pripravu spustenia evolucie

a nastavenie jej parametrov

Kombina¢né logické obvody

Pre spustenie evolucie je potrebné zakddovat’ konkrétny problém do poZzadovaného tvaru. K tomuto
je pouzity program od p. Vasicka tab2h. Najprv je potrebné definovat’ pravdivostna tabulku

pozadovaného obvodu, vid’ obr. ¢. Al:

9 L A I T I I
l# scitacka 1+1b

# 2 wvstupy, 1 wystup

#%i i1,4i0

#%a0 out

1:1 (%) [21] = # 35 $23 Text

Obrazok ¢. A.1: Pravdivostna tabul’ka jednobitovej s¢itacky

Potom po zadani prikazu tab2h pravdivostnatabulka.txt > pravdivostnatabulka.h dostaneme
hlavi¢kovy subor, ktory je potrebné prilinkovat’ do suboru cgp.h:
#include "pravdivostnatabulka.h"

Uvedeny spdsob plati pre kombina¢né logické obvody.

Nasobenie ¢isiel kon§tantou

V pripade, Ze chceme pomocou CGP riesit’ problém nasobenia Cisiel konStantou, musime

modifikovat’ (vytvorit) hlavickovy stubor, nasledovnym spdsobom:

#define POPIS "#MCM\n"

#define PARAM IN 1 /*pocet vstupov obvodu, tu 1*/

#define PARAM OUT 3 /*pocet vystupov kombinacneho obvodu*/
/**Inicializacia datoveho pola*/

#define init data(a) \

a[0]=0x00000001;\ /*Konstanta, napriklad 1%/
a[1]1=0x00000B6D; \ /*1. nasobok konstanty*/
a[2]1=0x00005A47;\ /*2. nasobok konstanty*/
a[3]1=0x000035D5; /*3. nasobok konstanty atd...*/

/**Pocet prvkov pola --> PARAM IN + PARAM OUT*/
#define DATASIZE 4
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Ako vidiet,, je potrebné definovat’ pocet vstupov (v tomto pripade 1), d’alej pocet vystupov (pocet
nasobkov konstanty) a velkost’ datového pol’a. Takto editovany subor je takisto potrebné
v hlavickovom stibore cgp.# prilinkovat’:

include "mcm.h"

Nastavenie parametrov evolicie

Kompletné nastavenie parametrov evolucie je mozné vykonat’ editovanim hlavickového suboru
cgp.h, kde je mozné definovat’ maximalny pocet behov evolucie, po¢et generacii, pri CGP rozsirenom
o ALPS pocet vekovych vrstiev, pocet subpopulacii atd’. Poc¢as evolicie su takisto zaznamenavané
Statistiky o priebehu evolucie, a to do dvoch suborov:

textovy, kam sa ukladajt informacie o Cisle prvej generacie, kedy bolo najdené vhodné kandidatne
rieSenie, na konci evolucie doplnené o ¢islo minimalneho po¢tu pouzitych blokov. V pripade
problému nasobenia ¢isiel konstantou je doplneny este pocet operacii s¢itania a odcCitania.
excelovsky, kam sa ukladajt po stanovenom pocte generacii informacie o maximalnej hodnote
fitness najlepsicho jedinca v populacii.

Po kazdom uspesnom behu evolucie je zaznamenany najlepsi jedinec do stiboru vo formate, ktory
umoznuje zobrazenie programom CGPViewer od p. Ing. Vasicka, a to v tvare:

»Cchromozom<cislo_behu_evolucie>.chr®.

Priklad definicie hlavickového suboru cgp.h:
#include "posuvy.h"
/*Nazvy suborov so statistikami*/

#define NAZOV_SUBORU_STATISTIK "statistiky.txt"
#define NAZOV_SUBORU EXCEL "statistiky.xls"

#define VELKOST POPULACIE 5 /*pocet jedincov populacie*/
#define POCET MUT GENOV 3 /*max. pocet mutovanych genov*/
#define POCET_ FUNKCII 11 /*pocet pouzitych funkcii*/
#define POCET STLPCOV 5 /*pocet stlpcov*/

#define POCET RIADKOV 6 /*pocet riadkov*/

#define POCET VSTUPOV_BLOKU 2
#define POCET VYSTUPOV_BLOKU 1

#define L BACK 5 /*parameter l-back*/

#define POCET_GENERACII 1000000 /*max. pocet generacii evolucie*/
#define POCET BEHOV EVO 20 /*pocet behov evolucie*/

#define AGE SCHEME 1 /*pouzita vekova schema*/

#define AGE _GAP 100000 /*definicia parametru age-gap*/
#define POCET VEKOVYCH VRSTIEV 5 /*pocet vekovych vrstiev*/

#define POCET SUBPOPULACII 3 /*pocet jednotlivych sub-populacii*/
#define POCET_STATISTIKY 100000 /*po kolko gen. statistika do excelu*/
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Dodatok B
Obsah prilozeného CD

Adresarova Strukttra priloZzeného datového média:

howto — obsahuje manual k pouZitiu aplikacii
prog — aplikacie pre zakodovanie problému/zobrazenie rieSenia (prilozené so zvolenim p.
Ing. Vasicka)
o tab2h - program pre zakdodovanie kombina¢ného obvodu
o viewer— program na zobrazovanie vyevolvovanych rieSeni
src — zdrojové kody pre klasické CGP a jeho 2 variant s vyuzitim ALPS
stat — ziskané¢ Statistické vysledky a ulozené jednotlivé vyhovujice jedince

thesis — obsahuje text diplomovej prace vo formatoch .doc a .pdf
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