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Abstrakt

Tato prace se zabyva navrhem a implementaci systému schopného automatizované ob-
chodovat na burze. K predikci vyvoje je vyuzito neuronovych siti. Pro hledani vhodnych
kombinaci vstupnich parametrt je pouzit geneticky algoritmus.

Abstract

This master thesis is focused on designing and implementing a software system, that is able
to trade autonomously at stock market. Neural networks are used to predict future price.
Genetic algorithm was used to find good combination of input parameters.
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Kapitola 1

Uvod

Obchodovani na burze ma dlouho tradici - podle nékterych prament zapocalo pred 6000
lety v Ciné. Prvni dochované doklady se objevily v Japonsku v 17. stoleti. Péstitelé ryze po-
tfebovali na péstovani urcity zakladni kapital, ktery ne kazdy farmar mél. Pokud mu chybél,
mél moznost jesté nevypéstovanou ryzi predprodat. Uzavtel s né€jakym velkym odbératelem
(napf. lechticem) smlouvu, ze mu v dohodnutém terminti dodéd dohodnuté mnozstvi ryze
za pfedem dohodnutou cenu. Z této dohody méli oba prospéch, nebot farmaf védél, ze méa
jistého kupce pro svoji arodu a odbératel védeél, kolik za ryzi zaplati. S touto smlouvu,
kterou v dne$ni dobé nazyvame futures kontrakt, mohl farmay ziskat avér pro financovani
péstovani.

Tento systém vyborné fungoval v pripadé, ze byla troda viceméné priumérna. Pokud
vSak byla velmi dobra, bylo ryze hodné a jeji cena Sla dolt - v tuto chvili tratil odbératel,
ktery byl futures kontraktem vazan odebrat ryzi za vyssi cenu. V pripadé malé trody cena
vylétla nahoru a tratil farmar - musel dodat ryzi za nizsi, pfedem dohodnutou cenu. Lidi
tedy napadlo obchodovat se samotnymi futures kontrakty - pokud mél farmar podezieni,
ze bude Spatna troda, nakoupil futures kontrakty ostatnich farmait a poté, co se opravdu
urodilo Spatné, mohl odkoupit ryzi vazanou kontraktem za nizkou cenu a poté ji prodat za
cenu trzi, tj. vyssi.

Postupem casu zacali futures kontrakty nakupovat i lidé, kteri o péstovani ryze nic
nevédéli a chtéli pouze vydélat na spekulaci na pokles nebo riist ceny .

A takto se zrodila burza...

Zdanliva jednoduchost obchodovéani na burze s komoditami, akciemi ¢i rozlicnymi deri-
vaty s vidinou pohadkovych ziski ldkala a stale 1aka velké mnozstvi lidi. Jejich postupy a
systémy pro tspésné obchodovani se rizni - nékteri spoléhaji na své neomylné ,,0ko“, podle
kterého trhy analyzuji, jini se ridi podle globalnich a lokalnim ekonomickych ukazateli a
dalsi spoléhaji na statistické zpracovani historickych cenovych grafti.

Nékteré obchodniky ¢asem napadlo, ze by se dalo obchodovani pifenechat pocitaci - a
zacaly vznikat generatory automatickych obchodnich strategii, expertni systémy pro auto-
matizované obchodovani zalozené na statistice, neuronovych sitich, genetickych algoritmech
atp. Cas ovéiil, ze prakticky pouzitelné automatizované zptisoby je mozné vytvoiit, neni to
vSak jednoduché.

Predmétem této diplomové prace je sezndmeni se s principy fungovani obchodovani
na burze a vytvoreni systému, ktery do urc¢ité miry umoznuje predikovat vyvoj cen na
burzovnim trhu.

Lgerpano z hitp://www.financnik.cz/komodity/manual /komodity-jak-to-funguje. html



Préace navazuje na semestralni projekt, ze kterého prejima kapitolu o obchodovani na
burze a kapitolu vénovanou teorii.

Prvni ¢ast prace obsahuje seznameni s principy fungovani obchodovani na burze, se
zékladnimi pojmy a s nékterymi pristupy, které pouzivaji redlni obchodnici. Druhé cast
predstavuje teoreticky popis nastroju, které lze k predikci vyvoje burzovniho trhu pouzit.
Tteti cast popisuje data, ktera jsou k dispozici a piredstavuje jednotlivé obchodni modely a
jejich vysledky a finalni porovnani jejich tspésnosti. Ctvrta ¢ast rozvadi navrh systému a
popis implementace. Pata ¢ast diskutuje mozné sméry dalsiho vyvoje a posledni ¢ast, zavér,
prehledné shrnuje ziskané vysledky.



Kapitola 2

Zaklady obchodovani na burze

V tvodu byl stru¢né popsan zptisob obchodovani s futures kontrakty. Na burzovnich trzich
je vSak mozné obchodovat mnoha riznymi aktivy, které budou ve stru¢nosti predstaveny.
Nejprve je nutné seznamit se se samotnymi principy obchodovani a prostiedky, které ob-
chodovani zjednodusuji.

2.1 Zakladni déleni obchodovani

Existuji 2 zakladni zptsoby déleni- podle zptisobu, jakym obchodnik analyzuje trhy (fun-
damentalni analyza a technicka analyza), nebo podle doby, po jakou drzi oteviené své
pozice (intradenni obchodovani a pozi¢ni obchodovani).

2.1.1 Déleni podle zpiisobu analyzy
Fundamentalni analyza

Je zalozena na znalostech globalnim a lokalnich ekonomickych ukazatelti. Jedna se napf. o
investici do akcii firmy, pokud vim, Ze do firmy ma prijit velky investor.

Fundamentalni obchodnici se vétsinou specializuji na nékolik mélo (¢asto i na jediny)
trhii, o kterych maji rozsahlé védomosti - nejen o chovani samotnych trhi, ale i o odvétvi,
do kterého trh spada (napi. komoditni fundamentalni obchodnik obchodujici kukufici bude
dobie informovéan o dopadu pocasi na sklizen kukufice, o hlavnich oblastech, kde se péstuje,
predpovédich pocasi atd.)

Tento typ analyzy se Spatné automatizuje a je hluboce spojen s pokrokem ve zpracovani
prirozeného jazyka. Automatizace lze napf. provadét analyzou klicovym slov v novinéach a
denicich.

Technicka analyza

Analyza pracuje pouze s historickymi cenovymi grafy, ze kterych se pokousi riznymi me-
todami predikovat dalsi vyvoj trhu.

Technicti obchodnici se mohou specializovat na vice trhii nez jejich fundamentalni ko-
legové, nebot nepotfebuji tak velké znalosti. I tak ale musi vénovat nemalé mnozstvi casu
studiu historickych cenovych grafi svych trhi.

Technicka analyza je Castéji a jednoduseji automatizovatelna a tato prace na ni bude
zalozena.



2.1.2 Déleni podle doby drzeni pozic

Pojem pozice bude vysvétlen déle, zjednodusené lze fici, Ze oteviena pozice je nakoupeny
nebo prodany kontrakt trhu.

Intradenni obchodovani

Obchodnik drzi oteviené pozice v ramci jednoho obchodniho dne, tj. maximélné v fadu
hodin, ¢astéji vSak minut. Tento zpusob obchodovani je ¢asové narocnéjsi, je nutné se po
cely obchodni den soustfedit. Umoznuje vSak potencidlné vyssi zhodnoceni a brokerské
poplatky jsou vétsinou nizsi.

Tento zptisob v naprosté vétsiné voli lidé, kteri se obchodovanim Zivi.

Pozi¢ni obchodovani

Pozice mohou byt oteviené dlouho dobu (v Fadech mésicu i let). Trhy staci kontrolovat
nekolikrat tydneé.

2.2 Aktiva

Aktiva jsou zjednodusené feceno instrumenty, které lze na riznych burzovnich trzich obcho-
dovat. Déli se na zakladni podkladovd aktiva a odvozené financéni derivdaty. Mezi podkladova
aktiva patfi napf. akcie, komodity (obili, ropa, zlato...) a zahraniéni mény. Finan¢nimi deri-
vaty se rozumli jiz drive zminéné futures kontrakty, opce, swapy, akciové indexy a dalsi, které
jsou néjakym zptisobem odvozeny od jednodussiho derivatu nebo podkladového aktiva.

2.3 Cenové grafy

Cenové grafy jsou zékladnim néstrojem technické analyzy, zobrazuji vyvoj ceny trhu v
prubéhu c¢asu. Jsou vzdy vztazeny k néjakému casovému intervalu, v némz cenova data
agreguji (napf. 2 minutovy cenovy graf agreguje data ze 2 minut do jedné tsecky grafu).
Tento interval se anglicky nazyva timeframe a toto oznaceni se bude nadale v praci pouzivat.

Existuje nékolik druht cenovych grafli, mezi nejpouzivanéjsi patii svickové grafy. Tyto
grafy se skladaji ze ,,svicek“, které jsou tvoreny 3 ¢astmi (viz 2.1):

télo urcuje open a close svicky, tj. hodnoty na kterych dany ¢asovy tsek zacinal (= oteviral)
a koncil (= zaviral). Vétsinou je barevné, ¢ervend znaci klesajici svicku (open je na
horni hrané, close na spodni), zelena rostouci svicku (open je na spodni hrané, close
na horni)

spodni a horni vybézek urcuje low (resp. high) svicky, tj. minimalni (resp. maximalni)
hodnotu, na kterou se cenu v pribéhu daného intervalu dostala

7 vyse uvedeného je vidét, ze svicka je definovana 4 hodnotami, pfi¢emz je obc¢as vhodné
ji reprezentovat jedinou hodnotou. Pro tento ucel se pouziva typickd hodnota (angl. typical
price, dle jen TP), ktera se spocita nasledovné' :

high + low + close
3

TP =

(2.1)

Lgerpano z hittp://www.incrediblecharts.com/indicators/typical_price.php
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Obrazek 2.2: Ukazka svickového grafu z programu NinjaTrader

2.4 Supporty a resistance

Cerpéno z [?].
Finan¢ni trhy jsou velmi volatilnim a nepfedvidatelnym prostfedim. V grafem se vSak

casto vyskytuji atvary, jejichz dalsi chovani lze s rozumnou pravdépodobnosti predpovidat.

Jedna se o tzv. supporty a resistance?.

support je cena, pod kterou nikdo nechce prodavat.

resistance je cena, nad kterou nikdo nechce nakupovat

7 vyse uvedeného vyplyva, Ze se jedna o body, které vzdoruji dalsimu rtistu, resp. padu ceny

vvvvvv

Pokud je obchodnik schopen rozlisit tyto Gtvary, miize na nich s velkou pravdépodob-
nosti nemalo profitovat.

2.5 Trhy

Trhy jsou mistem, kde se s aktivy uskutecnuje samotné obchodovani. Mohou byt komoditni
nebo finan¢ni, v zavislosti na aktivu, na kazdém trhu se obchoduje pravé jedno aktivum.

2gerpano z http: //www.financnik. cz/komodity/manual /komodity-support-resistance. html
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Obrazek 2.3: Ukazka supportu a resistance (pfevzato z

http: / /www. financnik.cz/komodity /manual /komodity-support-resistance.html)

Trh lze charakterizovat nékolika hledisky:

volatilita udavé, jak rychly a zivy trh je 3, tzn. jak rychlé a velké jsou zmény ceny v
prubéhu dne. Na vice volatilnich trzich lze rychle a hodné vydélat stejné tak jako
ztratit.

cena kazdy trh ma ve své specifikaci pevné definovanou cenu jednoho bodu. Bod se sklada
z urc¢itého poctu mensich jednotek, tickid (taktéz definovano ve specifikaci). Tick je
tedy nejmensi cena, o kterou se muze trh pohnout. Z vysSe uvedeného vyplyva, Ze
u dvou riznych trhtt muze stejny bodovy pohyb znamenat nestejny finan¢ni zisk ¢i
ztratu.

7 vyse uvedeného vyplyva, Ze ke kazdému trhu je dobré pfistupovat s jinou strategii a
s rlizné velkym kapitalem.

2.6 Technické indikatory

Jednd se o pomocné hodnoty vypocitané z cenovych grafi. V prubéhu let se ustalila jista
mnozina téchto indikatord, které se v praxi osvédcily a které se v riznych kombinacich
pouzivaji k predikci vyvoje trhu.

S¢erpano z http: //www.financnik. cz/wiki/volatilita



2.6.1 Klouzavy prumér (MA)

Nékdy té% oznacovan jako jednoduchy klouzavy préimér - SMA (simple moving average)®.
Pouziva se pro vyhlazeni prubéhu ceny v ¢ase a tedy k redukci Sumu. Parametrem je pocet
historickych hodnot, ze kterych se klouzavy primér pocita. Je definovan néasledovné:

Pint Pigno1) + ot B

n

SMAZ(TL) = (2.2)

kde n je pocet historickych hodnot a P; je hodnota close v ¢ase i.[2]

2.6.2 Exponencialni klouzavy prumér (EMA)

Exponencidlni klouzavy primér je velmi podobny jednoduchému klouzavému primeéru s
’ ’ v v/ .7 /. v vz 3 5 , . v
tim rozdilem, Ze starsi hodnoty maji pro vypocet mensi vahu’. Je definovan rekurzivneé:

2
EMAi(n) = m(Pi +EMA; 1)+ EMA; 4 (2.3)

kde n, P; ma stejny vyznam jako u SMA a EMA;_1 je pfedchozi hodnota exp. priméru.
EM Ap muze byt zvolena 0.

2.6.3 Index relativni sily (RSI)

Z angl. relative strength index, tento index mé¥i dynamiku vyvoje ceny’. Pohybuje se v
rozmezi 0 -100, trh je povazovan za prekoupeny, pokud je index vic nez 70 a preprodany
pokud je mensi nez 30. Je definovan nasledovné:

AG;_1(n)(n — 1) + currentGain

AGi(n) = - (2.4)
AL;(n) = ALi—1(n)(n — 1T)L + currentLoss (25)

> currentGain

=0

AGo(n) = - (2.6)

> currentLoss

n
100
AL;(n)

kde currentGain, resp. currentLoss, predstavuji aktudlni zisk, resp. ztratu, vypocitanou
jako rozdil aktualniho close a pfedchoziho close.

4gerpano z hitp ://stockcharts.com/school/doku.php? id=chart_school:technical_indicators:moving_averages
S¢&erpano z hittp://stockcharts.com/school/doku.php ? id=chart_school:technical_indicators:moving_averages
S¢erpano z http://stockcharts.com/school/doku.php ? id=chart_school:technical_indicators:relative_strength_in



2.6.4 Commodity Channel Indicator (CCI)

Tento indikator méfi odchylku ceny od své primérné hodnoty’. Vysoka hodnota ukazuje,
Ze cena je vySe nez je prumér, nizka hodnota signalizuje opak. Jeho rozsah podstaté neni
omezen, vétsinou se vSak pohybuje v rozmezi -100 az 100. Je definovan nésledovné:

TPy = SMATF (n)| + |TPi_(r—1) — SMATF (n)| + ... + |TP; — SMATF (n)|

n

MD(n)
(2.9)

TP, — SMATF(n)
CCI;(n) = L
() = 0015 3D
kde M D(n) je stfedni odchylka pro n historickych hodnot, T'P; je typickd hodnota v ¢ase

i a SMATP(n) je jednoduchy klouzavy primér, ve kterém se pouziva TP misto close (viz
2.2).

(2.10)

2.7 Obchodovani

Pro tspésné obchodovani, tedy obchodovani, které prinasi zisk, je nutné vytesit 2 zasadni
otazky - kdy vstupovat do pozice a kdy z pozice vystupovat. Pro obé tyto otazky existuje
fada rozli¢nych metod, od velmi jednoduchych po velice sofistikované. Mozna jesté dulezi-
t&jsich tématem, nez jsou ta vyse uvedend, je sprava kapitalu (angl. money management).

2.7.1 Vstup do pozice

Do trhu lze vstupovat na zakladé cenovych formaci, technickych indikatort, dobrého po-
citu, ¢i kombinace vyse uvedeného. Jeden z nejjednodussich zpiisobi je vyuziti klouzavého
prumeéru. Jakmile cena protne klouzavy priameér, jedné se o signal vstupu do pozice. Pokud
prumér protne shora doli, jedna se o signal pro vstup do pozice short, pokud zdola nahoru,
je to signél pro vstup do pozice long (viz obrazek 2.4).

Obecné lze Tici, Zze vstup do pozice je znac¢né netrividlni rozhodnuti a rizné obchodni
systému k nému pouzivaji rizné prostiedky.
ovliviiuje velikost zisku ¢i ztraty obchodu. Stejné jako v pripade vstupu do pozice, ani zde
neexistuje zadné obecné pravidlo a kazdy systém Tesi vystup z pozice po svém.

Casto pouzivanou technikou je tzv. stop-loss, dale jen SL. SL ilustruje obrazek 2.5.
Jednd se o védomé akceptovani jisté, pfedem definované ztraty, jako platby za to, Ze se
ztrata nestane nekontrolovatelnou. Funguje tak, ze pii zadavani prikazu nastavime hranici,
pod kterou cena nesmi spadnout. Pokud pod ni spadne, pozice je automaticky uzaviena a
obchod tedy ukoncen se predem definovanou ztratou.

SL jako takovy chrani pred nekontrolovatelnou ztratou, pouziva se vSak i v technikich
pro generovani zisku v pripadé, Ze se trh pohybuje spravnym smérem.

Profit-target

Dale jen PT, termin profit-target oznacuje techniku, kdy je dopfedu stanovena hodnota
zisku, na které je obchod uzavien. PT se pouziva v kombinaci se SL. Vystup pomoci PT je

"&erpano z hittp://stockcharts.com/school/doku.php ? id=chart_school:technical_indicators:commodity_channel_in
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Obrazek 2.4: Ukézka vstupu do pozice short pifi pozi¢nim obchodovani futures kon-
trakt kukufice (pfevzato z http://www.financnik.cz/komodity/manual/komodity-klouzave-
prumery.html)

prakticky pouzitelny v piipadé, ze obchodnik jiz delsi dobu obchoduje a statisticky analyzuje
své obchody a je tedy schopen odhadnout, na jaké hodnoté zisku nejcastéji uzaviral obchody.

Posouvani SL

V pripadé, ze se trh pohybuje spravnym smérem, lze vystup fidit postupnym posouvanim
SL a tim chranit jiz dosazeny zisk. Pravidla pro tyto posuny mohou byt velmi slozita
nebo velmi jednoduché, zalezi na obchodnim systému. Opét neexistuje obecné poucka nebo
pravidlo.

2.8 Money management

Casto podceniovana sou¢ast obchodovani, ktera vSak fakticky oddéluje stabilné vydélavajici
tspésné obchodniky od téch, ktefi znovu a znovu pfichézi o penize®.

Uspésné obchodovani neni zaloZené na schopnosti uréit s tspésnosti 90 % v§voj trhu.
Bézné se dosahuje presnosti kolem 50 %, je vSak nutné vybirat obchody, které prinaseji
potencialné vyssi zisk nez ztratu. Money management je tedy schopnost vybirat a planovat
obchody a strategie s vyS$im potencidlem zisku, nez je vySe pfedem stanoveného risku.
Pro méfeni poméru risku a zisku pouziva se RRR (risk reward ratio) (pomér mezi riskem
a ofekdvanym ziskem), které se obchodnici snazi minimalizovat, tj. snazi se pfi predem
definovaném riziku dosdhnout co nejvétsiho potencidlniho zisku.

8¢erpano z http:/ /www.financnik. cz/komodity /manual /money-management. html
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Obrazek 2.5: Ukazka fungovani SL. Obchod je uzavien jesté predtim, nez miZe ztrata
znatelné nartst (pfevzato z hittp://www.financnik.cz/komodity/manual/komodity-stop-

loss.html)

Risk lze dopfedu definovat pomoci stop-lossti, ocekavany zisk se vétsinou pocita jako
prumérny zisk za historii obchodovani.
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Kapitola 3

Teoreticka c¢ast

V této ¢asti budou predstaveny zaklady fungovani prirozenych i umélych neuronovych siti
i neuront.

3.1 Biologicky neuron

Neuron je zdkladnim prvkem nervové tkané. Jedna se o vysoce specializovanou buniku schop-
nost pfijimat, zpracovavat a rozesilat elektrické impulsy. Jeho strukturu popisuje obrazek
3.1. Sklad4 se z téla neuronu, kratkych vybézkt (dendriti) a dlouhého vybézku (azonu).

Neuron

Dendrit Axonalni
‘ zakonéeni

Ranvieriv l

zafez

Schwannova

Myelinovéa pochva burika

Bunécné jadro

Obrazek 3.1: Struktura biologického neuronu (pfevzato z
http://cs.wikipedia.org/wiki/Neuron)

Neurony spolu komunikuji na zakladé synapsi - propoju mezi axonem jednoho neuronu
a dendrity jinych neuronti. Pokud napéti na dendritech piekond urcitou limitni hodnotu,
dojde v vyslani elektrického impulsu do axonu a tedy do ostatnich neuront, které jsou pres
své dendrity pfipojeny k axonu.
7 vyse uvedeného vyplyva, ze dendrity jsou , vstupem“ neuronu, kdezto axon je , vystu-
13

pem*“.
Spojenim nékolika neuront vzniké neuronova sit.
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3.2 Umeély neuron

Matematicky model, kter§ napodobuje chovani biologického neuronu'. Existuje jich cela
fada, jeden z nejpouzivanéjsich je model popsany McCullochem a Pittsem (viz obrazek
3.2):

N

Y =S50 (wiz;) + ©) (3.1)

i=1
kde Y je vystup neuronu, x; jsou vstupy neuronu, w; jsou synaptické vihy, © je prahova
hodnota a S(z) je aktiva¢ni funkce.

£

. > —P{so—p

*re e

Obrazek 3.2: Model umélého neuronu (ptrevzato z http://cs.wikipedia.org/wiki/Neuronov% C3%A1_s%C3Y

Synaptické vahy uréuji informaci ulozenou v neuronu. Cim je hodnota vahy vyssi, tim
je dany vstup dulezitéjsi.

Neuron tedy funguje tak, Ze na jeho vstup jsou vloZeny hodnoty. Hodnoty jsou vynéa-
sobeny s vahou dané synapse a vysledné hodnoty jsou secteny. Pokud je soucet mensi nez
prahova hodnota ©, zastava neuron v pasivnim stavu. Pokud je prah prekrocen, vystup
neuronu je vypocitan pomoci aktivaéni funkce.

Aktivacni funkce mize byt v podstaté libovolna spojita funkce, nejéastéji se vSak pou-
Zivaji 4 nasledujici:

skokova prenosova funkce pro vstup mensi nez dand mez vraci nulu, pro vét§i vraci
jednicku.

=47 5§ (32)

sigmoidalni prenosova funkce hodnoty se v minus nekonecénu blizi nule a v nekonecénu
jednicce, v nule nabyva hodnoty 0,5. Jeji vyhodou oproti skokové je existence derivace
v kazdém bodé defini¢niho oboru.

1

e — 3.3
1+ ek (3:3)

f(z)

prenosova funkce hyperbolické tangenty v minus nekonecnu se blizi -1 a jedniCce v
nekonecnu, v nule nabyva hodnoty 0.

2

f(x)

L&erpano z hitp://cs. wikipedia.org/wiki/Neuronov%C38%A1_s%C3%AD%C5%A5
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prenosova funkce radialni baze hodnoty se v minus i plus nekonecnu blizi 0, pro nulu
dosahuje hodnoty 1.

fla)=e* (3.5)
- b 0! Prenosova funkce hyr.asrbolicke
tangenty
Prenosova funkce radi4inf baze &
Sigmoidalni pfenosova funkce &3
Obrazek 3.3: Prehled aktivacnich funkei (pFevzato z

http://cs.wikipedia.org/wiki/Neuronov% C3%A1_s%C3%AD%C5%A5)

3.3 Neuronova sit

Spojenim nékolika neuronii vznika neuronové sit. Podle zpisobu zapojeni neuront lze roz-
lisit nékolik topologii siti, z nichZ nejcastéji se pouziva dopfedné vrstevna sit (feedforward
neural network). Obecné se sklada ze 3 typt vrstev - vstupni vrstva, jedné nebo vice skry-
tych vrstev, vystupni vrstva (viz obrazek 3.4). Vrstvy jsou plné propojené, tj. vSechny
neurony vstupni vrstvy jsou propojeny se vSemi neurony skryté vrstvy a vSechny neurony
skryté vrstvy jsou propojeny se vSemi neurony vystupni vrstvy. Na vstupni vrstvu jsou
ptivedeny vstupy. Z vystupni vrstvy vychazeji vystupy.

3.4 Ucenl neuronové sité

Aby neuronova sit k néemu byla, je nutné ji naucit na datech. Obecné existuji 2 druhy
uceni - uceni bez ucitele a uceni s ucitelem.

3.4.1 Uceni bez uditele

Zpisob uceni, pfi kterém neni zndmy spravny vystup neuronové sité, tj. hledd skrytou
strukturu v datech. Pouziva se napt. pro shlukovani, konkrétné algoritmy self-orginizing
maps (SOM) a adaptive resonance theory (ART).

3.4.2 Uceni s ucitelem

Uceni, pfi kterém je zndm spravny vystup sité. V této praci bude vyuzit tento druh uceni,

bude tedy podrobnéji probrano.
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skryta
vrstva

vstupni
vrstva

x1
¥l

y2

Obrazek 3.4: Schéma dopfedné neuronové sité

Backpropagation

Jeden ze zékladnich algoritmii pro uéeni uméljch neuronovych siti’. Je nutna datova sada,
skladajici se z mnoziny vstupt a ocekavanych vystupi. Tento algoritmus také pozaduje,
aby aktivaéni funkce neurond méla derivaci na celém svém defini¢nim oboru.

Sklada se ze 2 fazi - propagace a tprava vah.

Propagace Sklada se ze 2 krokt.

1. Dopredna propagace trénovaciho vstupu neuronovou siti a generovani vystup.

2. Zpétna propagace vystupt siti a pocitani rozdilti mezi hodnotami vystupi a skrytych
neuronu (A).

Uprava vah

1. Pronésobeni A s hodnotami vstupnich neurond, tj. vypocet gradientu vah.

2. Odecteni nasobku gradientu od vah.

Velikost nasobku gradientu se nazyva ucici konstanta. Jeji velikost ovliviiuje rychlost

uceni sité - ¢im vyssi je konstanta, tim rychleji se sit udi.

Faze propagace a upravy vah se opakuji, dokud sit nedosdhne potfebné presnosti.

2gerpano z http://en.wikipedia.org/wiki/Backpropagation
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Algoritmus

inicializace vah sité (nastaveni na nahodné hodnoty)
do
foreach trénovaci vzorek v
vystup = sit.spoéitejVystup(v)
idedlni = v.ziskejIdedlniHodnotu()
spoéitej chybu (vystup - idedlni) vystupnich neuront
spoCitej rozdil vah pro vSechny vahy ze skryté vrstvy do vystupni vrstvy
spocitej rozdil vah pro vSechny vahy ze vstupni vrstvy do skryté vrstvy
uprav vahy
until sit nemd poZadovanou pfesnost

Resilient backpropagation

Tato metoda je vylepSenim zakladniho backpropagation algoritmu a je prezentovéna v [1].

Narozdil od pivodni metody, ktera k tipravé vah pouzivala hodnotu parcialni derivace,
resilient backpropagation pouzivd pouze znaménko derivace, které pak dale ¥idi danou ite-
raci uceni.

3.4.3 Cross validace

Z angl. cross-validation. Metoda, ktera zvySuje presnost neuronové sité (ale obecné libovol-
ného modelu) pro neznama (tj. jesté nevidénd) data.

Mnozina dat, na které se sit uéi, se rozdéli na urcity pocet stejné velkych podmnozin.
Tento pocet je parametrem kiizové validace. Kazda podmnozina je poté postupné pouzita
pro validaci (je na ni vyhodnocena pfesnost sité) a ostatni mnoziny jsou pouzity jako
testovaci data. Vysledné hodnoty jsou zprimeérovany.

Vyse uvedeny postup odstrafiuje problém pieuceni, tedy situaci, kdy sif dosahuje dob-
rych vysledkt na trénovacich datech, na skuteénych datech si vSak vede $patné (viz obrazek
3.5).

training set

error

— = validation set

»
>

number of epochs

Obrazek 3.5: Problém pfeuceni (pfevzato z hitp://rstb.royalsocietypublishing.org/-
content/362/1479/339.full)
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3.5 Geneticky algoritmus

Geneticky algoritmus je heuristickou metodou prohledavani stavového prostoru zalozenou
na napodobovani evoluce. Pracuje s genetickymi pojmy - genotyp, fenotyp, populace, chro-
mozom atd. Pouziva se v pripadech, kdy je analytické feSeni zcela nezndmé nebo pfilis
vypocetné narocné a spada do Sirsi kategorie tzv. evolu¢nich algoritmi.

3.5.1 Dulezité pojmy

gen zikladni stavebni jednotka chromozomu. Jeho hodnota spada do definované abecedy
(napf. 0 a 1, cela ¢isla atd.)

genotyp sklddé ze z jednotlivych gent, obcas byva nazyvan chromozom nebo jedinec
fenotyp kandidatni feSeni vytvorené na zakladé urcitého genotypu
populace mnozina genotypu

fitness funkce definuje, nakolik je dany fenotyp kvalitni (odpovidé pozadavkim zadéni)

3.5.2 Strucny popis

Mnozina kandidatnich feSeni (nazyvana populace) je na poc¢atku algoritmu inicializovana
nahodnymi hodnotami (genotypy). Tyto genotypy predstavuji (vetSinou ¢iselnou formou)
vlastnosti toho kterého kandidatniho feseni a postupné se méni. Tyto zmény predstavuji
evoluci jedinct.

Algoritmus pracuje tak, ze na zacatku je populace vytvorena z ndhodnych jedincu.
Cela populace je ohodnocena tzv. fitness funkci, kterd popisuje, jak moc kvalitni je dané
feSeni. Déle jsou z pocéateéni generace urc¢itym zptsobem (budou predstaveny dale) vybrani
rodice, ktefi uréitym zptsobem vytvori potomky (taktéz bude rozvedeno dale). Z potomku
a soucasné generace je vytvofena generace nova. Je tedy vidét, Ze se jedna o iterativni
proces, ktery mtize mit riizna kritéria pro ukonceni.

3.5.3 Pseudokéd GA
inicializuj pocateéni populaci

ohodnot populaci

dokud neni splnéna ukoncovaci podminka
vyber vhodné jedince z populace
pomoci genetickjch operdtord (mutace, k¥iZeni...) je modifikuj
z pivodni populace a té&chto novich potomkl vytvof novou populaci
ohodnot populaci

vystupem GA je ¥eSeni s nejlepSi hodnotou fitness funkce

3.5.4 Metody vybéru rodicta

Rodice lze z populace na zakladé fitness funkce vybrat mnoha riznymi zpiisoby, které
mohou potenciidlné vyznamné ovlivnit vysledek GA. Pro vSechny by vSak mélo platit, ze
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jedinec s vyssi fitness funkci bude jako rodi¢ vybran pravdépodobnéji nez jedinec s nizsi
fitness funkci. Je téz dulezité zminit, Ze jedinec mize byt vybran vicekrat.
Predstavme nékteré bézné pouzivané.

Ruleta

Kazdému jedinci je vypocitand relativni fitness hodnota (definované jako podil fitness je-
dince a soucet fitness hodnot celé populace), kterd odpovida pravdépodobnosti, se kterou
bude jedinec vybran. Tato metoda mé zasadni nevyhodu, pokud se v populaci vyskytuje
jedinec s vyrazné vyssi fitness nez zbytek populace. Tento jedinec je pak velice ¢asto vybiran
jako rodi¢, takze populace v dalsi generaci ,,zdegeneruje“ - ztrati se genetickd rozmanitost.

Oznagceni ruleta vychéazi z podobnosti se skute¢nou ruletou - kruznice je rozdélena na
vyseky, jejichz velikost odpovida relativni fitness hodnoté jedince. P¥i vybirani se ruletou
zatoc¢i a je vybran prislusny jedinec.

Vybér podle poradi

Jedinci se sefadi podle hodnoty fitness a vybere se potiebny pocet nejlepsich.

Turnaj

Z populace se ndhodné vybere ur¢ity pocet jedinci (vet$inou 2), ze kterych je pak nejlepsi
vybran jako rodi¢. Poté se ndhodny vybér opakuje.

3.5.5 Genetické operatory

Kiizeni

Kiizeni je operator, ktery z ur¢itého poc¢tu rodi¢u (vetSinou 2) generuje urcity pocet po-
tomku (taktéz vétsinou 2). Tento operator se pouziva velmi ¢asto (s cca 80 % pravdépo-
dobnosti). Konkrétni realizace tohoto operatoru zavisi na abecedé gent. Pro binarni geny
se Casto pouziva jedno- ¢i vicebodové kiizeni a uniformni k¥izeni.

Jednobodové kriZeni

Potomci vznikaji tak, Ze se ndhodné vygeneruje bod kiizeni. Prvni potomek mé prvni ¢ast
z prvniho rodice, druhou z druhého, druhy potomek pfesné obracené (viz obrazek 3.6).

I R

Obrazek 3.6: Jednobodové kiizeni (pfevzato z http://blog.dreasgrech.com/2011/02/stringevolver-
evolving-strings-with.html)



Vicebodové kriZeni

Bodi kfizeni se generuje vic, tvorba novych potomkt probiha analogicky jako u jednobo-
dového kfizeni (viz obréazek 3.7).

Obrazek 3.7: Dvoubodové kiizeni (pievzato z hitp://blog.dreasgrech.com/2011/02/stringevolver-
evolving-strings-with.html)

Uniformni kiiZeni

Hodnota kazdého genu potomka je vybrana z prvniho rodice se stejnou pravdépodobnosti
jako ze druhého.

Mutace

Tento operator se pouziva s nizkou pravdépodobnosti (kolem 10 %). Jeho realizace opét
zéavisi na abecedé genl.

Mutace binarniho genotypu

Binarni genotyp se mutuje velmi jednoduse - provede se inverze ndhodného genu genotypu.

Mutace realného genotypu

Ke kazdému genu se pficte ¢islo, které je ndhodné generovano podle Gaussova rozdéleni
pravdépodobnosti se stfedem v 0 a s odchylkou 0,5.

3.5.6 Metody tvorby nové populace

Existuji 2 zdkladni pristupy ke tvorbé nové populace - bud se do nové populace prenasi
cast staré populace, kterd se doplni nové vytvofenymi potomky, nebo se celd nova populace
tvofi pouze z potomku (tzv. generaéni populace).

3.5.7 Ukoncovaci podminky

P1i rozhodovani, kdy algoritmus ukondit, se pouziva nékolik pristup1.

e definice pozadované maximalni/maximélni (v zavislosti na tom, zda se fitness funkce
minimalizuje ¢i maximalizuje) hodnoty fitness funkce

e ukonceni po vytvofeni pevné stanoveného poc¢tu generaci

e ukonceni po uplynuti uréité doby, pfip. spotiebovani urcitého strojového ¢asu
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e ukonceni poté, co nové generace nezlepsuji kvalitu feseni

e kombinace vySe uvedeného
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Kapitola 4

Prakticka cdast

V této kapitole bude predstavena stézejni ¢ast prace. Na zacatku budou prezentovana tré-
novaci a testovaci data a popsano jejich zpracovani. Poté budou popsany pouzité obchodni

vvvvvv

lozeny a diskutovany vysledky jednotlivych modelt.

4.1 Trénovaci a testovaci data

Jak jiz bylo feceno, prace se zabyva intradennim obchodovanim. Je tedy vhodné vybrat
takové trhy, které maji pfes den dostatecny pohyb, aby bylo mozné realizovat zisk (musi
tedy byt dostatecné volatilni). Zarovern vSak nesmi béZny denni pohyb ¢init tisice USD
(nesmi tedy byt pfili§ volatilni) - aby na nich mohl obchodovat i zacinajici investor.

Trhy téz musi byt co nejméné ovlivnény fundamentalnimi faktory, coz ¢ini napt. z akci-
ovych trhi zcela nevhodné kandidaty, nebot ceny akcii mohou byt zasadné ovlivnény napft.
zménou vedeni spole¢nosti. Tyto vlivy se do modelu velmi $patné zahrnuji.

Dalsim z dulezitych hledisek je likvidita trhu. Pokud neni trh dostateéné likvidni (tj.
neprobihd dostateéné mnozstvi obchodit), je mozné, Ze aktudlni piikaz nebude okamzité
proveden, protoze se nenajde partner transakce. To znamend pozdrzeni piikazu, coz bude
velmi pravdépodobné znamenat zménu ceny a tedy zasadni nekonzistenci mezi modelem
a redlnym trhem. Historickd data sice neumoznuji poznat, zda by byl piikaz okamzité
vykonan, v dostatecné likvidnim trhu to vSak lze predpokladat.

Poslednim hlediskem je dostupnost dostateéného mnozstvi historickych dat. VétSina
takovychto intradennich dat je k dispozici na internetu za finan¢ni poplatek, tento faktor
je tedy velmi limitujicim.

Podafrilo se ziskat tickova data z obdobi od ptlky prosince 2010 do zari 2013 pro futures
index E-mini Russell 2000, ktery je mimojiné pro zac¢inajici obchodniky doporuéovan v [3].

4.1.1 E-mini Russell 2000

Jak jiz bylo zminéno, jedna se o futures index, jehoz hodnota je poéitana z hodnot akcii
2000 firem z rtznych odvétvi obchodovanych na burze. Je extrémné likvidni a spliuje i
druhou podminku, tj. malou zavislost na fundamentalnich faktorech (pravé kvuli faktu, ze
je pocitan z velkého mnozZstvi hodnot). Spliiuje i podminku rozumné volatility.

Velikost kontraktu je 100 USD a jeden bod je slozen z 10 tickda.
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4.1.2 Zpracovani dat

Data, ktera jsou k dispozici, jsou tickova. To pfinasi urcité vyhody a nevyhody. Vyhodou
je, ze je mozné vygenerovat cenové svicky libovolného timeframu. Nevyhodou je, Ze je nutné
tyto data agregovat do cenovych sviéek, nebot v tickové podobé je jich piilis velké mnozstvi.
Zpracovani probihalo tak, Ze se shlukly ticky po danych ¢asovych intervalech a z kazdého
shluku se vytvortila svicka - prvni tick shluku znacil jeji open, posledni close, nejvétsi high
a nejmensi low.

Pro dalsi praci byl zvolen timeframe 2 minuty, ktery je doporucovan pro intradenni
obchodovani v [3].

4.2 Obchodni modely

V této ¢asti budou predstaveny rozebrany jednotlivé obchodni modely, které byly testovany.
Jedna postupné o ndhodny obchodni model, poté naivni lidsky obchodni model zaloZeny na
klouzavych priamérech a nakonec 2 modely s neuronovou siti - prvni s ndhodné zvolenymi
parametry, druhy s parametry zjiSténymi genetickym algoritmem.

4.2.1 Metodika vyhodnoceni obchodnich modelu

Kazdy obchodni model bude vyhodnocen na druhé poloviné datové sady, ktera je k dispozici
(tj. 338 obchodnich dni, které budou nadale oznacovéany jako testovaci data). Prvni polovina
bude vyuzita modely, které pouzivaji neuronovou sit, na uceni této sité (tato data budou
dale oznacovana jako trénovaci data).

Kazdy model bude vyhodnocen prvné bez stop-lossu, poté s pouzitim stop-lossu.

Pocet ziskovych a ztratovych obchodnich dni je uveden bez zapocitani brokerskych
poplatkt, stejné tak jako celkovy zisk a celkova ztrata. Tyto tidaje tedy ukazuji surovou
uspésnost systému. Konec¢ny stav Gétu i priimérné bilance z jednoho obchodu jsou uvedeny
bez i s poplatky, které byly stanoveny na 4 USD na obchod.

4.2.2 Nahodny obchodni model

Tento model vychazi z predpokladu, ze pokud bude vstup do pozic a vystup z pozic na-
hodny, bude pfi dostateéném mnozstvi obchodu celkova bilance (samoziejmé bez zapocita
brokerskych poplatkil) viceméné nulova. Je v implementovan v podstaté jako test, zda je
implementace nizsich vrstev aplikace spravna.

Funguje tak, ze pro kazdou svicku s ur¢itou pravdépodobnosti vstoupi/vystoupi z pozice.
Pokud vstupuje, je to s pravdépodobnosti 50 % na dlouhou stranu a se stejnou pravdépo-
dobnosti na kratkou stranu.

Model byl testovan bez stop-lossu a poté se stop-lossem 150 USD (empiricky urcenym)
a s pravdépodobnosti vstupu/vystupu do/z pozice 10 % (zvolena viceméné nahodné, ale
tak, aby pramérny denni pocet obchodt nepiesahl 15) a 3,2 % (urcena tak, aby pramérny
denni pocet obchodu byl 3-4, jak je doporuéeno v [3]), coz dava 4 kombinace nastaveni
modelu.

Protoze vysledky po jednom béhu simulace by byly ovlivnény Sumem, bylo provedeno
1000 simulac¢nich béht a pfedkladané vysledky jsou jejich primeérem.
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Tabulka 4.1: Vysledky nahodného obchodniho modelu pro pravdépodobnost 10 %

Pravdépodobnost 10 % H bez SL ‘ SL 250 USD ‘
Pocet obchodnich dni celkem 338 338
z toho ziskovych 169 169
z toho ztratovych 169 169
Primérné bilance z jednoho obchodu

bez zapocitani poplatki -0,00003 USD | 0,00009 USD
se zapocitanim poplatki -4,03 USD -3,9 USD
Celkovy zisk 6874 USD 6876 USD
Celkovéa ztrata 6887 USD 6842 USD
Primérny denni pocet obchodu 10,7 10,7
Koneény stav uctu

bez zapocditani poplatki -131 USD 347 USD
se zapocitanim poplatki -14662 USD | -14184 USD

Nahodny obchodni model, 10 %
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Obrazek 4.1: Vyvoj stavu aétu po jednotlivych dnech v USD pro ndhodny obchodni model
s pravdépodobnosti 10 % bez zapoéitanych poplatkii

Vysledky nahodného obchodniho modelu

Z vysledkt ndhodného obchodniho modelu s pravdépodobnosti 10 % (viz graf 4.1 a tabulka
4.1) 1ze soudit, Ze pokud nezapocitavame brokerské poplatky, osciluje stav uétu okolo 0
(hodnoty bez zapocitani poplatkiti). Tomu odpovida i pramérna bilance na obchod, kterd
se téz blizi 0 (bez poplatki) nebo hodnoté poplatku za obchod (pokud jsou zapoé¢itany po-
platky). Pomér ztratovych a ziskovych dni je taktéz vyrovnany. Stop-loss, podle o¢ekavani,
zlepsuje tspésnost modelu.

Vysledky modelu s pravdépodobnosti 3,2 % (viz graf 4.2 a tabulka 4.2) jsou velmi
podobné vysledktim 10% modelu s tim rozdilem, ze pomér ztratovych a ziskovych dnti neni
1:1. Toto lze prisoudit faktu, Ze probéhlo mensi mnozstvi obchodt, jsou tedy vice ovlivnény
Sumem. Stop-loss opét znatelné zlepSil tspésnost.

Celkové vysledky ndhodného obchodniho modelu odpovidaji predpokladim.
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Tabulka 4.2: Vysledky ndhodného obchodniho modelu pro pravdépodobnost 3,2 %

Pravdépodobnost 3,2 % H bez SL ‘ SL 250 USD ‘
Pocet obchodnich dni celkem 338 338
z toho ziskovych 166 166
z toho ztratovych 172 172
Primérné bilance z jednoho obchodu

bez zapocitani poplatki -0,00006 USD | 0,0001 USD
se zapocitanim poplatki -4,06 USD -3,8 USD
Celkovy zisk 5967 USD 5967 USD
Celkovéa ztrata 5975 USD 5946 USD
Primérny denni pocet obchodu 3,2 3,2
Koneény stav uctu

bez zapocditani poplatki -75 USD 200 USD
se zapocitanim poplatki -4495 USD -4221 USD

Ndhodny obchodni model, 3,2 %
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Obrazek 4.2: Vyvoj stavu aétu po jednotlivych dnech v USD pro ndhodny obchodni model
s pravdépodobnosti 3,2 % bez zapocitanych poplatkt

4.2.3 Naivni obchodni model

V praxi pouzivané obchodni modely byvaji velmi sofistikované a obtizné implementovatelné,
nebot do nich obchodnik davd svoje dlouholeté zkuSenosti, cit pro trh a intuici. Existuje
véak velmi jednoduchy a naivni model', ktery by mél byt lepsi nez nahodny model.

Tato strategie je zaloZena na klouzavych prumérech. Pro pripomenuti uvedeme, Ze
klouzavy primeér je parametrizovany technicky indikator, kde parametr je pocet posled-
nich close hodnot, ze kterych se pocita aritmeticky primeér. Obchodni interpretace je tedy
ta, ze vyhlazuje cenovou kfivku a snizuje jeji zasuménost.

Pokud, na cenovém grafu, protne cena klouzavy primér smérem doli, je to signal ke
vstupu do kratké pozice (formélné viz vyraz 4.1) , pokud smérem nahoru, jednd se o signal
ke vstupu do dlouhé pozice (viz vyraz 4.2).

Lerpano z hittp://www.financnik. cz/komodity/manual /komodity-klouzave-prumery. html
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Vyraz, ktery definuje signal pro vstup do kratké pozice:
Close(i —1) > SMA(i — 1) A Close(i) < SM A(i) (4.1)
Vyraz, ktery definuje signal pro vstup do dlouhé pozice:

Close(i — 1) < SMA(i — 1) A Close(i) > SM A(i) (4.2)
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Obrazek 4.3: Klouzavy  prameér protind  cenovy graf  (pfevzato A
http: //www. financnik.cz/komodity /manual /komodity-klouzave-prumery.html)

Vystup z pozice je Tizen stejnym zpisobem, tzn. pokud jsem v dlouhé pozici a model
dé signal do kratké pozice, ukoncuji svoji dlouhou pozici. Byla zvolena vcelku agresivni
obchodni strategie, kdy se v tomto pfipadé nejenze ukonci dlouha pozice, ale zaroven se
vstupuje do kratké pozice.

Dalsi zpusob, jak lze vystoupit z pozice, je pripadny stop-loss nebo pokud je dana
svicka posledni svickou dne (nechceme drzet pozice pies noc, nebot se jedna o intradenni
obchodovani).

Tento model je parametrizovan jednim parametrem, a to parametrem klouzavého primeéru,
tj. z kolika poslednich hodnot se pocita. Budou piedstaveny vysledky pro hodnoty 10, 40
a 30, kterd byla experimentalné vypozorovana jako optimalni. Ve spojeni s variantou se
stop-lossem a bez stop-lossu vznika 6 kombinaci nastaveni modelu.
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Tabulka 4.3: Vysledky naivniho obchodniho modelu pro parametr 10

Parametr 10

H

bez SL | SL 1000 USD

Pocet obchodnich dni celkem 338 338
z toho ziskovych 194 194
z toho ztratovych 144 144
Primérna bilance z jednoho obchodu

bez zapocitani poplatki 2,38 USD 2,49 USD
se zapocitanim poplatki -1,6 USD -1,5 USD
Celkovy zisk 10084 USD 10102 USD
Celkova ztrata 7591 USD 7495 USD
Pomér zisku a ztrat 1,33 1,35
Primérny denni pocet obchodt 31 31
Koneény stav uctu

bez zapocitani poplatkt 24929 USD 26079 USD
se zapocitanim poplatku -16938 USD -15788 USD

Vysledky naivniho obchodniho modelu

Naivni obchodni model, parametr 10
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Obrazek 4.4: Vyvoj stavu actu po jednotlivych dnech v USD pro naivni obchodni model s
parametrem 10 bez zapocitanych poplatki

Z vysledkt pro parametr 10 je vidét, ze pro nékteré nastaveni modeld neni rozdil mezi
variantou se stop-lossem a bez stop-lossu velky.

P1i hodnoté stop-lossu mensi nez 100 USD byl vykon modelu podstatné horsi nez bez
stop-lossu. To lze vysvétlit tim, ze klouzavy primér s takto nizkym parametrem je potrad
dostatecné volatilni na to, aby daval velké mnozstvi obchodnich signalt, model je tedy
casto v oteviené pozici. Takto nizky stop-loss zptusobi, Ze i pfi malém pohybu na ,,Spatnou*
stranu je pozice ukoncena se ztratou, prestoze by za par dalsich svicek mohla pfinést zisk.

Ukéazalo se, ze az hodnota stop-lossu 1000 USD pfinasi zlepSeni vykonnosti modelu, ne
v8ak velké (viz tabulka 4.3). To lze vysvétlit tak, ze denni pohyb 1000 USD je pro tento
trh velmi neobvykly (navic je neobvyklé i to, Ze model sém o sobé nedal vystupni signdl),
stop-loss se tedy aplikuje velmi zfidka (viz graf 4.4).
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Tabulka 4.4: Vysledky naivniho obchodniho modelu pro parametr 40

Parametr 40 H

bez SL | SL 100 USD |

Pocet obchodnich dni celkem 338 338
z toho ziskovych 164 177
z toho ztratovych 174 161
Primérna bilance z jednoho obchodu

bez zapocitani poplatki 0,69 USD 3 USD
se zapocitanim poplatki -3,3 USD -0,95 USD
Celkovy zisk 7477 USD 5694 USD
Celkova ztrata 7183 USD 4397 USD
Pomeér zisku a ztrat 1,04 1,29
Primérny denni pocet obchodii 12,6 12,6
Koneény stav uctu

bez zapocitani poplatkt 2949 USD | 12979 USD
se zapocitanim poplatki -14098 USD | -4072 USD

Je téz vidét, ze vhodné zvolend hodnota stop-lossu zlepsuje pomér ziskt a ztrat, neovli-

viuje vSak prumérny denni pocet obchodii.

15000

Naivni obchodni model, parametr 40
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Obrazek 4.5: Vyvoj stavu u¢tu po jednotlivych dnech v USD pro naivni obchodni model s
parametrem 40 bez zapocitanych poplatki

Model s parametrem 40 jiz naplno ukazuje potencial stop-lossu. Z grafu vyvoje stavu
uctu je vidét, ze stop-loss zavedl vzestupnou tendenci a také znacné vylepsil primérnou
bilanci na obchod a pomér zisku a ztrat. Stejné jako v minulém piipadé nezménil pramérny
denni pocet obchodt.
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Tabulka 4.5: Vysledky naivniho obchodniho modelu pro parametr 30

Parametr 30

H

bez SL | SL 100 USD

|

Pocet obchodnich dni celkem 338 338
z toho ziskovych 166 174
z toho ztratovych 172 164
Primérna bilance z jednoho obchodu

bez zapocitani poplatkt 2,5 USD 3,8 USD
se zapocitanim poplatki -1,4 USD -0,1 USD
Celkovy zisk 8881 USD 6638 USD
Celkova ztrata 7536 USD 4616 USD
Pomeér zisku a ztrat 1,17 1,43
Primérny denni pocet obchodt 15,3 15,3
Koneény stav uctu

bez zapocitani poplatkt 13459 USD | 20219 USD
se zapocitanim poplatki -7300 USD -544 USD

Naivni obchodni model, parametr 30
25000

20000 ,/\/J-v
15000

10000

— SL 100 USD

usb

— bezSL
5000

mmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmm
NNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNNN

-5000

-10000

Obrazek 4.6: Vyvoj stavu uc¢tu po jednotlivych dnech v USD pro naivni obchodni model s
parametrem 30 bez zapocitanych poplatki

Model s parametrem 30 se nejevi bez stop-lossu jako kvalitni nastaveni. Po jeho zavedeni
se vSak uspésnost modelu rapidné zvysuje, coz je vidét hlavné ze vzristu poméru zisku
a ztrat o 22 %. I v ostatnich kritériich toto nastaveni systému dominuje - méa nejlepsi
prumérnou bilanci na obchod jak se zapocitanim poplatkt, tak bez nich i nejvyssi koneény
stav u¢tu po zapocitani poplatki.

Vhodné hodnota stop-lossu tedy opét zasadné zlepsila kvalitu modelu a opét nezménila
prumérny pocet obchodu za den.

Vyhodnoceni naivniho obchodniho modelu

7 vysledkt je zretelné vidét, ze, v souladu s predpoklady, naivni obchodni model je kvalit-
néjsi ve smyslu primeérné bilance na obchod a poméru ziskti a ztrat. V nékterych nastavenim
dava ndhodny model lepsi koneény stav uctu se zapocitanim poplatki, coz je umoznéno fak-

vvvvvv
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tomto pripadé konecny stav Gctu bez poplatkl, ve kterém naivni model jasné vede.

4.2.4 Zakladni obchodni model vyuZivajici neuronovou sit

Tento model bude dale také nazyvan modelem se zakladni (neuronovou) siti.

V této casti bude popsan zakladni model zalozeny na neuronové siti, bude predstavena
jeho zakladni myslenka, zptisob pfedzpracovani dat a poté vysledky simulovaného obcho-
dovani.

Myslenka

Zékladni myslenka je prostd - naucit neuronovou sit predikovat budouci hodnotu trhu nebo
alespon tendenci trhu. Jakmile se toto podari, Ize velmi efektivné obchodovat.

Vstupy sité budou vyhradné historické ceny a technické indikatory, fundamentalni fak-
tory by bylo tézké zakddovat a navic nemaji na intradenni obchod ani zdaleka tak velky
vliv jako na pozi¢ni obchodovéni.

Vhodnou kombinaci historickych cen a technickych indikétorti by se neuronova sit méla
naucit predikovat budouci cenu. Cini tak na zékladé jiz vidénych cenovych formaci (z tré-
novaci sady), se kterymi hledd podobnost v aktualnim cenovém grafu.

Predzpracovani dat

Hodnoty cenovych dat se pohybuji v fadech desitek, stovek a tisicti bodt. Tento rozsah je
v8ak pro uceni neuronové sité nevhodny. Pri pokusu o uceni sité v bodovém rozsahu 730
- 800 se chyba sité s postupnymi iteracemi zlepsovala jen velice pomalu, tento zptisob byl
tedy zavrZen. Vstupni data jsou normalizovana do rozsahu -1 az 1, coz nejenze zlepSuje a
v podstaté umoznuje uceni sité, ale navic ma i zobecniujici efekt - v redlném trhu se stejné
cenové utvary objevuji na vSech cenovych hladinach, tj. i kdyz je trh napf. na Grovni 200
bodti i 300 bodi. Normalizace v rdmci dni umozinuje siti ucit se cenové utvary nezavisle na
tom, na jaké cenové hladiné se ttvar objevil.

Dalsim divodem, pro¢ byla zvolena normalizace v ramci dnd a ne v rdmci celé datové
sady, je fakt, ze datova sada zahrnuje vice nez rok a za tento rok se trh mohl pohnout o
nékolik stovek bodl. Pokud by tedy -1 v normalizované datové sadé odpovidalo minimu
a 1 by odpovidalo maximu, jejichz vzdalenost by mohla byt nékolik set bodi, pak by
denni pohyby v ramci desetin a jednotek bodi staly velice nesignifikantnimi a sit by nebyla
schopnd naudit se intradenni nuance pohybt specifické pro dany trh.

Je pouzita modifikovand min-max normalizace. Pfimo tuto metodu nelze pouZit, nebot
normalizuje do intervalu 0 az 1 (viz vzorec 4.3).

T — min

MinMazxNorm(x) = (4.3)

maxr — min
kde x je normalizovand hodnota a max, resp. min je maximum, resp. minimum intervalu,
ktery se normalizuje.
Pro normalizaci do intervalu -1 az 1 je nutné pouzit nasledujici vzorec (jeho odvozeni
je trivialni):
ModifiedMinMaxNorm(x) = MinMaxNorm(z) — 1 (4.4)
Vzhledem k tomu, Ze na vstup neuronové sité piijdou i technické indikatory odvozené
z cen, je ziejmé, ze bude nutné normalizovat i indikatory. Klouzavé praméry (jednoduchy i

28



exponencialni) neni tfeba nijak upravovat, nebot jsou poéitany jako pramér cen, a pokud
jsou ty normalizovany, jsou automaticky normalizovany i vypoctené priméry.

Jina situace nastava pro CCI a RSI indikatory. Oba jsou pocitany jako poméry, norma-
lizace cen je tedy neovlivni.

CCI indikator je nastaven tak, aby cca 80 % hodnot padlo do intervalu -100 az 100. Je
tedy normalizovan pomoci modifikovaného min-max vzorce tak, ze jako minimum intervalu
je brano -150 a jako maximum 150. Do tohoto intervalu padne naprosta vétsina hodnot a
téch par extrémnich se promitne mimo interval -1 az 1. Toto vSak lze prohlésit za dostate¢né
dobrou aproximaci.

RSI indikator se ze své definice pohybuje mezi 0 a 100, tyto hodnoty jsou tedy voleny
jako parametry pro modifikovanou min-max normalizaci.

Je zfejmé, ze pii vyuziti v redlném provozu nebude mozné prijimané cenova data ko-
rektné normalizovat, nebot nebude znam rozsah celého obchodniho dne. Toto lze Fesit
mnoha zpusoby, napf.:

e prevzeti minima a maxima pfredchoziho dne
e prevzetl minima a maxima a jejich linearni transformace

e sofistikovanéjsi vypocet minima a maxima na zakladé pribéhu minulého obchodniho
dne (na zékladé statistiky, neuronové sité atd.)

Struktura neuronové sité

Bude pouzita tiivrstvd doprfednd neuronova sit, pocet vstupnich neurond bude roven délce
vstupniho vektoru, pocet neuront skryté vrstvy bude postupné nastaven na experimentélni
hodnoty 15, 20 a 25 neurond, ve vystupni vrstvé bude jediny vystupni neuron, ktery bude
predikovat budouci hodnotu trhu.

Horizontem bude nazyvan ¢asovy bod (svicka), pro ktery se déla aktuélni predikce. Hod-
noty starsi budou oznacovana jako historickd data (pfipadné posledni hodnoty), hodnoty
mladsi budou budoucnost.

Vstupni vektor bude slozen ze 4 slozek:

TP 20 poslednich typickych hodnot, normalizovanych v intervalu obchodniho dne

CCI 15 poslednich hodnot indikatoru s parametrem 20, normalizovanych vyse uvedenych
zpusobem

RSI 15 poslednich hodnot indikatoru s parametrem 14, normalizovanych vyse popsanym
zpusobem

EMA 20 poslednich hodnot indikadtoru s parametrem 12, hodnoty jsou jiz normalizovany,
nebot jsou poéitdny z normalizovanych cen

Vystupni vektor pro vstupni vektor vytvoren z trénovacich dat jako primér normalizo-
vanych typickych hodnot ze 7 nejblizsich budoucich svicek. Pro tspésné obchodovani neni
totiz nutné znat presnou hodnotu budouci svicky, staci aspésné predpovédét smér, kterym
se bude trh ubirat. Navic volba vétsiho ¢asového okna (v tomto ptipadé 7) ¢asteéné omezuje
sum, kterym se realna data vyznacuji.

Tyto parametry byly experimentalné nalezeny jako vyhovujici, evoluce lepsich pomoci
genetického algoritmu je pfedmétem dalsi podkapitoly.

29



Ucéeni neuronové sité

Je vyuzit algoritmus resilient backpropagation. Uceni probihd déavkové, tzn. vahy jednot-
livych synapsi nejsou ménény po kazdé iteraci, ale az po 1000 iteracich. Toto rozhodnuti
bylo provedeno na zakladé faktu, Ze pfi tzv. online uceni (vahy jsou upravovany po kazdé
iteraci) miize chyba sité po dokonceni iterace dokonce vzriist.

Pro pocatecni inicializaci sité je pouzit Nguyen-Widrow algoritmus® - na poéatku jsou
vahy a prahy inicializovany ndhodnymi hodnotami. Tyto hodnoty jsou poté upraveny po-
moci koeficientu vypoc¢teném z poctu neuronu skrytych vrstev a poctu vystupnich neuroni.
Nguyen-Widrow algoritmus umoznuje nastavit takové pocatecni rozlozeni vah, ze nasledné
uceni sité je rychlejsi nez pfi pouziti zcela ndhodného rozlozeni.

Sit je uCena na péarech vstupni vektor/vystupni vektor (viz vyse). Burzovni data maji ti-
meframe 2 minuty, tj. kazda svicka je agregaci dat ze 2 minut. Toto ¢asové méritko je vhodné
z nékolika divodt - je doporucované v [3], odstranuje velké mnozstvi Sumu, zmensuje objem
zpracovavanych dat a pfitom zachovava rozumné mnozstvi testovacich vektor.

Mnozina trénovacich vektort je vytvorena nésledovné - z prvni poloviny dostupnych
dat jsou vytvotfeny vektory. Poté je kazdy desaty (tj. celkem 10 %) vloZzen do mnoziny
valida¢nich vektort, ze zbytku je slozena trénovaci mnozina. Poradi vektord v ni je poté
nadhodné promichéno z toho divodu, aby uceni sité bylo co nejplynulejsi. V ptipadé, kdy
by se jedna ¢ast trhu chovala vyrazné jinak nez druhd (napf. jedna ¢ast silné rostouci trh,
druhé c¢ast silné klesajici trh), by po zapoceti u¢eni na druhé &asti trhu chyba vyrazné
zhorsila. Promichani potadi tento jev do velké miry eliminuje.

Ucenti sité probiha tak dlouho, dokud se signifikantné zlepsuje presnost sité na validac-
nich datech. Je tedy provedena iterace uceni na trénovacich datech a poté je spocitana chyba
na valida¢nich datech. Dokud sit zlep$uje o vice nez 0.00001 na iteraci, uéeni pokracuje.
Jakmile toto pfestane platit, uceni kondi.

Tento zptsob ma za tikol zajistit, aby uceni sité netrvalo ptilis dlouho (v této fazi by jesté
nebyl problém, pokud by uceni sité trvalo desitky minut, v dalsi fazi je vSak vyuzit geneticky
algoritmus, ktery potfebuje natrénovat velké mnozstvi siti a tam by byl takto dlouhy cas
uceni nezvlddnutelny) a také predejit overfittingu, tj. preuceni. Jedna se o situaci, kdy se
presnost sité na trénovacich datech stéle zlepsuje, piresnost na testovacich datech vsak klesa.
Lze to interpretovat tak, ze sif se prili§ prizpusobila dané trénovaci sadé a ztraci schopnost
generalizovat.

Pfesnost sité je méfena stiedni kvadratickou chybou (déle jen MSE - z angl. mean
squared error), kterd se po¢ita nasledujicim zptisobem:

1 < ,
MSE = - Z(predzctedi — real;)? (4.5)
=1
kde n je pocet vektortli, predicted; je hodnota, kterou predikuje vystupni neuron pro i-ty
vektor a real; je idedlni hodnota.
Cilem uceni je tedy minimalizace této chyby a v dusledky toho co nejpresnéjsi predikce.

Vysledky uéeni

Na obrazku 4.7 je graf priubéhu stfedni kvadratické chyby v zavislosti na probéhlych tréno-
vacich epochach. Jsou zobrazena data pro trénovaci mnozinu i valida¢ni mnozinu pro rtizné

Zhttp://www.webpages.ttu.edu/dleverin /neural network /neural networks.htm]
3http://www.heatonresearch.com/encog/articles/nguyen-widrow-neural-network-weight.html
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pocty neurond skryté vrstvy.
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Obrézek 4.7: Priibéh chyby v zavislosti na probéhlych epochach. Cislo oznacuje podet ne-
urontl skryté vrstvy.

7Z grafu je zietelné vidét, ze sit s mensim poc¢tem neurontl ve skryté vrstvé se uci rychleji,
coz je ocekavany vysledek. Je téz vidét, ze chyba pro trénovaci a valida¢ni mnoziny pro
jednotlivé sité velmi silné koreluje.
Také je vidét, Ze pribéh chyby je pro vsechny sité a mnoziny velmi podobny - z pocatecni
chyby velmi rychle béhem nékolika malo epoch vyrazné klesa, poté se pokles zpomaluje ¢im
dal vice.

Tabulka 4.6: Koneéné chyby (méfené MSE) pro jednotlivé sité a mnoziny

15 neuronu

20 neuront

25 neuront

Trénovaci mnozina
Valida¢ni mnozina

0,038795035
0,039851685

0,038207722
0,039238443

0,037067822
0,037113335

Tabulka 4.6 prehledné shrnuje vysledné hodnoty pro jednotlivé poc¢ty neuronti a mnoziny.
Je vidét, ze pro tento zpusob trénovani sité nema pocet neuront skryté vrstvy velky vliv
na chybu sité, ma vsak velky vliv na rychlost trénovani (viz tabulka 4.7).

Tabulka 4.7: Pocet epoch potiebnych k natrénovéani sité

15 neuronu

20 neuroni

25 neuroni

Pocet epoch

64

181

314
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Obchodni model

Obchodovani probiha s vyuzitim natrénovanych siti. Z druhé poloviny dostupnych dat jsou
vytvofeny testovaci vektory (analogickym zpusobem jako trénovaci vektory), kterou jsou
postupné prikladany na vstup sité. Vystup sité (tj. predikovand budouci hodnota) je porov-
nana s aktualni hodnotou trhu. Pokud se lisi o vétsi nez prahovou hodnotu, model generuje
doporuceni pro vstup do pozice (zda do dlouhé ¢i kratké zavisi na znaménku rozdilu mezi
aktuélni hodnotou a predikovanou hodnotou).

V pripadé, ze se model vyskytuje v opacné pozici, nez kterd vyplyva z vystupu sité
(napf. model mé otevienu dlouhou pozici a od sité vzejde doporuceni pro vstup do kratké
pozice), je prislusné pozice ukonéena a model vstupuje do pozice doporucené siti (pro nas
pripad by model ukoncil dlouhou pozici a vstoupil do kratké).

Tento algoritmus popisuje nasledujici pseudokdd:

aktualniCena = vektor.ziskejAktualniCenu()
predikovanaCena = sit.spocitejVystup(vektor)

trhPoroste = ((predikovanaCena - aktualniCena) > (prah))
trhKlesne = ((aktualniCena - predikovanaCena) > (prah))

if (trhPoroste) {
if (vKratkePozici()) {
ukonciPozici()
}
vstupDoDlouhe ()
}
else if (trhKlesne) {
if (vDlouhePozici()) {
ukonciPozici()
}
vstupDoKratke ()

Hodnota prahu miize zcela zasadné ménit vysledky obchodovéani, proto neni mozné ji
volit ndhodné. Pro optiméalni hodnotu je zkouman interval 0,001 az 0,5 s krokem 0,005.
Pro kazdou zkoumanou hodnotu prahu jsou obchodnimu algoritmu postupné predkladana
testovaci data a je vypocten celkovy zisk véetné zapocitani poplatkd za obchody. Pokud by
tyto poplatky nebyly zapocitany, byly by zvyhodnény ty velikosti prahu, pfi kterych model
déla velké mnozstvi obchodt a primeérna bilance obchodu je nizka. Tyto hodnoty prahu by
mohly davat zajimavé vysledky pro celkovy stav uctu bez zapocitanych poplatkd, byl by
to vSak odklon od realného obchodovani, ke kterému se tato prace pokousi priblizit.

Vysledky pro vSechny tii sité ukazuje graf 4.8.

7 grafu je vidét, Ze vSechny sité dosahuji maxima v podobném intervalu a jejich kiivky
obecné velmi silné koreluji. Vypocitand maxima jsou prehledné shrnuta v tabulce 4.8.

Pro optimalizované hodnoty jsou v dal§im kroku pro kazdou sit vypoéitany podrobnosti
- stejné jako pro predchozi modely (tedy ndhodny a naivni). Jsou uvedeny pouze hodnoty
pro strategii bez stop-lossii, nebot strategie se stop-lossy byla sice vyzkouSena, nicméné
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Koneény stav Gétu se zapoéitanim poplatkil v zavislosti na hodnoté prahu pro jednotlivé sité
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Obrazek 4.8: Koneény stav uctu se zapocitanim poplatkt v zavislosti na hodnoté prahu pro
sité s 15, 20, 25 neurony ve skryté vrstve.

Tabulka 4.8: Vypocitand obchodni maxima pro jednotlivé sité
15 neuronti | 20 neurond | 25 neuront
Maximalni zustatek | 136940 USD | 136832 USD | 144026 USD
Hodnota prahu 0,181 0,231 0,186

74dna hodnota stop-lossu nezlepsila vysledky obchodovani pro Zadnou sit . Hodnoty pro
strategii se stop-lossy tedy nejsou uvedeny.

Udaje shrnuje graf 4.9, ktery ukazuje vvoj stavu tétu po jednotlivych obchodnich dnech
bez zapocitanych poplatki, a tabulka 4.9, ktera ukazuje shrnujici informace pro jednotlivé
site.

7 grafu je zretelné vidét, Ze stav uctu plynule a stabilné roste pro vsechny sité a Ze
kiivky velmi silné koreluji.

7 tabulky, ktera poskytuje podrobnéjsi udaje, je vidét, Ze sit se 20 neurony ve skryté
vrstvé dosahuje nejvyssiho poc¢tu nulovych dni, tj. dni, ve kterych neprobéhl zadny obchod.
Vysvétleni je nasnadé - pro tuto sit byl jako optimalni vypocitan nejvyssi (konkrétné 0,231)
ze vSech t¥{ praht a ¢im vyssi prah, tim méné obchodnich signali (coz mj. potvrzuje i
vypocitany priamérny denni pocéet obchodt). Nizsi poéet obchodt je ovsem kompenzovan
lepsi primérnou bilanci na obchod.

Celkovy zisk a celkova ztrata jsou pro sité s 15 a 20 neurony ve skryté vrstvé velice
podobné, lehce vybocuje sit s 25 neurony. Totéz plati pro koneény stav uc¢tu bez zapocitani
poplatki i se zapo¢itanim. Nejpravdépodobnéjsim vysvétlenim se jevi byt fakt, ze sit s 25
neurony byla natrénovana na vétsi pfesnost nez ostatni dvé sité (viz tabulka 4.6). Vzhledem
k tomu, Ze hlavni vysledek (tj. koneény stav G¢tu se zapocitanim poplatk) je pro sité s 15 a

4V realném obchodovani by bylo oviem rozumné stop-loss vyuzit i tak a zvolit takovou hodnotu, které
negativné neovlivni obchodovani. Muze nastat vypadek proudu, pfipadné internetového pripojeni a té chvili
je lepsi mit stop-loss nastaven a vystavit se tak pouze omezené ztraté.
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Vyvoj stavu uctu po obchodnich dnech pro jednotlivé sité
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Obrazek 4.9: Vyvoj stavu aétu bez zapocitanych poplatki po jednotlivych dnech v USD
pro obchodni model vyuzivajici neuronové sité

Tabulka 4.9: Vysledky obchodniho modelu s neuronovymi sitémi
H 15 neuront | 20 neurontl | 25 neuront

Pocet obchodnich dni celkem 338 338 338
z toho ziskovych 249 254 261
z toho ztratovych 71 54 64
z toho nulovych 18 30 13
Primérné bilance z jednoho obchodu

bez zapocitani poplatkt 84,99 USD 119,7 USD 75 USD
se zapocitanim poplatka 81,3 USD 115,7 USD 71 USD
Celkovy zisk 158470 USD | 156970 USD | 169520 USD
Celkova ztrata 15340 USD | 15410 USD | 17390 USD
Pomér zisku a ztrat 10,33 10,18 9,74
Primeérny denni pocet obchodu 4,98 3,49 5,99
Koneény stav uctu

bez zapocitani poplatki 143130 USD | 141560 USD | 152130 USD
se zapocitanim poplatki 136940 USD | 136832 USD | 144026 USD

20 neurony, ktery byly natrénovany na témeér stejnou presnost, v podstaté totozny, je mozné
usuzovat, ze pocet neurond skryté vrstvy nema na vysledek prilis velky vliv. Mnohem vétsi
vliv bude mit presnost natrénované sité.

Z toho divodu budou v néasledujici modifikaci tohoto modelu vyuzity sité s 15 neurony
ve skryté vrstveé.
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4.2.5 Modifikace modelu s ANN vyuzivajici geneticky algoritmus

Tento model bude déle také nazyvan jako model s optimalizovanou siti.

Jak jiz bylo feceno, je pfi vyuziti neuronové sité cilem naudit sit na trénovacich datech
tak, aby jeji chyba na testovacich byla co nejmensi. Tohoto se snazime dosahnout kombi-
naci historickych dat a z nich odvozenych indikatori. Problém je ten, Ze stavovy prostor
vSech kombinaci délek historickych dat a pfipadné délek identifikatorid je prilis rozséhly na
prochazeni hrubou silou.

Pro nalezeni optimalnich parametrl se nabizi vyuziti genetického algoritmu. Jak jiz
bylo feceno, geneticky algoritmus je heuristickd metoda inspirovana prirodni evoluci, ktera
vyzaduje, aby byly definovany nasledujici polozky:

e zpusob zakédovani problému (resp. kandidétniho feseni) do genomu
e vytvoreni pocatecni populace

e fitness funkce, kterd hodnoti kvalitu kandidatnich feseni

e ukoncovaci podminka

Tyto polozky budou nyni podrobné predstaveny.

Zakédovani kandidatniho feSeni do genomu

V nasem pripadé je kandidatni feSeni kombinace délky vstupniho okna a mnozstvi histo-
rickych hodnot jednotlivych indikatord, které jsou zaroven nepovinné.

Toto 1ze nejjednoduseji zakédovat do pole celych ¢isel o 4 prvcich (vstupni okno +
3 indikatory), kde hodnota 0 zna¢i nepfitomnost indikatoru (pro vstupni okno to neni
povolend hodnota). Strukturu genomu shrnuje tabulka 4.10.

Tabulka 4.10: Struktura genomu
| okno | CCI | RSI [ EMA |

Povolené hodnoty pro jednotliva pole jsou nésledujici:
okno libovolné pfirozené éislo (tj. ZT — {0})
CCI, RSI, EMA libovolné nezéporné celé &islo (tj. Z™)

Proces prevodu z genomu na parametry je velice jednoduchy - pole okno se pouzije jako
délka vstupniho okna, dalsi pole, pokud jsou nenulova, se pouziji jako pocet historickych
hodnot daného indikatoru. Opaé¢ny pfevod se provede analogicky.

Vytvoreni poéateéni populace

Pocatecni populace neni generovana zcela nahodné, nebot existuji principidlni omezeni hod-
not genomu (napt. nedava smysl velikost okna v zdpornych ¢islech) i optimaliza¢ni omezeni
(napf. pro velikost okna 5000 by se nikdy zadny obchod neprovedl, nebot tolik dat obchodni
den ani neobsahuje).

Pro velikost vstupniho okna je tedy pouzito ndhodné ¢islo z intervalu 1 az 100. Kazdy
indikator je pouzit s pravdépodobnosti 50 % a pokud je pouzit, je pro pocet pouzitych
historickych hodnot vybrano nahodné ¢islo z intervalu 1 az 100.
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Fitness funkce

Hodnotici funkce mé za kol vyjadrit, jak kvalitni dané kandidatni fesSeni. Na zakladé
pozorovani z predchoziho modelu je mozné fict, ze vysledek (tj. koneény stav uctu se za-
pocitanymi poplatky) obchodniho modelu vyuzivajictho neuronovou sit je nepfimo tmérny
chybé sité na trénovacich datech, tedy ¢im nizsi chyba, tim lepsi vysledek.

7 tohoto dtivodu neni nutné hledat parametry pro maximéalni hodnotu stavu ucétu, staci
nalézt parametry pro minimalni chybu sité.

Tato optimalizace umozni velmi vyrazné zkratit ¢asovou naro¢nost vypoctu, nebot pro
vypocet maximalni hodnoty stavu actu by bylo tfeba:

1. natrénovat neuronovou sit

2. pro kazdou kandidatni hodnotu prahu (viz minuly obchodni model) vypocitat vysle-
dek obchodovani (velmi naro¢éné operace)

3. maximalni hodnotu vratit jako hodnotu fitness funkce pro zadané parametry

Pokud se vsak omezime na vypocet chyby sité, zméni se postup nasledovné:
1. natrénovat neuronovou sit
2. jeji vyslednou chybu vratit jako vysledek fitness funkce

Je vidét, ze velmi vypocetné nédroény bod 2 odpadl.

Ukondcovaci podminka

Geneticky algoritmus konéi, dokud se ve 3 po sobé jdoucich generacich nezméni hodnota
fitness funkce nejlepsiho jedince.

Parametry genetického algoritmu

Populace se sklada ze 60 jedincti. 30 % nejlepsich jedinctt automaticky beze zmény prechézi
do dalsi generace (princip elity), ostatni jsou vybrani turnajovym algoritmem.

Pro tvorbu novych potomki je pouzito dvoubodové kiizeni.

Mutace probihd s pravdépodobnosti 20 % tak, Ze ke kazdému prvku genomu néhodné
pricte ¢i odecte ndhodné Cislo z intervalu 1 az 5.

Vysledky genetického algoritmu

Jako nejlepsi byl vyselektovan jedinec s genomem [10, 0, 0, 0], tedy velikost vstupniho okna
10, bez indikétortu. Pfislusna sit byla natrénovana na stfedni kvadratickou chybu 0,018.

Pro sit byl pouzit stejny postup jako v predchozim modelu, tj. byla opét hledédna op-
timalni hodnota prahu na intervalu 0,001 az 0,5 s krokem 0,005. Vysledné hodnoty jsou
zobrazeny v grafu 4.10. Nejvyssi hodnoty dosahuje model pro hodnotu prahu 0,061.

Pro optimélni hodnotu tedy byla stejné jako v minulém piipadé vypocitdna podrobné
dat. Vyvoj stavu uctu po jednotlivych dnech zobrazuje graf 4.11 a shrnuti statistickych
udaje je obsazeno v tabulce 4.11.

V grafech 4.10 a 4.11 lze pozorovat jistou podobnost s grafy 4.8 a 4.9. Prvni dvojice
grafii (hodnoty prahii) nejprve pomalu roste, poté dosdhne svého maxima a nakonec klesa.
Druhé dvojice graft (stavy Gétu) roste témér linedrné.
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Konecny stav Gctu se zapocitanim poplatkt v zavislosti na prahu pro obchodni
model vyuzivajici GA
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Obrazek 4.10: Vyvoj stavu G¢tu se zapocitanim poplatkt pro jednotlivé hodnoty prahu pro
obchodni model vyuzivajici GA

Vyvoj stavu Gctu bez zapocitani poplatkii po jednotlivych obchodnich dnech
pro obchodni model vyuzivajici GA
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Obrazek 4.11: Vyvoj stavu uc¢tu bez zapocitanych poplatka po jednotlivych dnech v USD
pro obchodni model vyuzivajici GA

Rozdily se ovSem nachazi v tabulce 4.11. Pomér ziskovych a ztratovych dni prudce
vzrostl, stejné jako pomér celkovych ziskt a ztrat. Primérny denni pocet obchodu klesl,
naproti tomu se priimérnd bilance obchodu rapidné zvysila.
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Tabulka 4.11: Vysledky obchodniho modelu vyuzivajiciho geneticky algoritmus
H 15 neuronti

Pocet obchodnich dni celkem 338
z toho ziskovych 305
z toho ztratovych 11
z toho nulovych 22
Primérné bilance z jednoho obchodu

bez zapocitani poplatki 260,3 USD
se zapocCitanim poplatki 256,3 USD
Celkovy zisk 265180 USD
Celkova ztrata 2810 USD
Pomér zisku a ztrat 94,3
Priimérny denni pocet obchod 2,98
Konecény stav uctu

bez zapocitani poplatku 262370 USD
se zapocitanim poplatki 258338 USD

Pro stop-loss plati totéz co v minulém pripadé, tj. nebyl pouzit z toho duvodu, ze
nezlepsoval vykon modelu.

4.3 Porovnani obchodnich modelu

V této ¢asti budou porovnany jednotlivé obchodni modely. Srovnani probéhne pomoci grafi
vyvoje stavu uctu po jednotlivych obchodnich dnech bez zapocitani poplatki i s jejich
zapo¢itanim (nebot model, ktery mé lepsi vysledky bez zapoéitani poplatki nez jiny model,
mize dévat horsi vysledky, pokud se poplatky zapocitaji) a pomoci shrnujici prehledové
tabulky.

Graf 4.12 ukazuje vyvoj stavu uctu bez zapocitani poplatki po jednotlivych obchodnich
dnech.

Je vidét, ze oba ndhodné modely (tj. ndhodny model s pravdépodobnosti 10 % a 3,2 %,
pro oba nastaven stejny stop-loss 150 USD) po celou dobu osciluji okolo 0, coz odpovida
predpokladim.

Naivni obchodni model s parametrem 10 je dle ocekdvani vice volatilni nez ten s pa-
rametrem 30, nebot del$i parametr redukuje Sum dat a volatilitu. Na konci vSak model s
parametrem 10 prekonava druhy model.

Model vyuzivajici zdkladni neuronovou sit dosahuje mnohondsobné lepsiho vykonu nez
naivni i ndhodné modely, vykazuje téZ velmi nizkou miru volatility, nebot roste témér
linearné.

Model vyuZivajici neuronovou sit s parametry zjisténymi genetickym algoritmem ma
podobny pribéh stavu uctt co se tyce volatility a linedrniho rustu jako predchozi model.
Dosahuje vsak témét dvojnasobné lepsiho vysledku, coz lze vysvétlit tim, Ze byla natréno-
vana na nizsi chybu a tedy vyssi presnost.

Graf 4.13 zachycuje totéz co predchozi graf s tim rozdilem, Ze jsou zapocitany poplatky.

Oba ndhodné modely linearné klesaji, ten s pravdépodobnostnim parametrem 10 %
klesé rychleji, nebot za den udéla vice obchodii a bez zapocitani poplatki se drzi okolo 0.
Po zapocitani poplatkti bude tedy linearné klesat kvili jejich kumulaci. Druhy nédhodny
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Vyvoj stavu Gétu po obchodnim dnech bez zapoéitani poplatki
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Obréazek 4.12: Srovnani prubéhi stavi u¢tu po obchodnich dnech bez zapocitani poplatkt
pro jednotlivé obchodni modely
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Obrazek 4.13: Srovnani prubéht stavi uc¢ti po obchodnich dnech se zapocitanim poplatki
pro jednotlivé obchodni modely
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model klesa ze stejnych davodi.

Naivni model s parametrem 30 piekonava druhy naivni model diky tomu, Ze v ném
vyborné funguje stop-loss a déld méné obchodl. Bez zapocitani poplatki je lepsi model
s parametrem 10, jenze jeho bilance na jednotlivy obchod je horsi a svého vykonu dosa-
huje velkym mnozstvi obchodi. Jakmile se zapocitaji poplatky, velké mnozstvi obchodi se
projevi na zasadnim poklesu vykonu modelu.

Oba modely vyuzivajici neuronové sité se chovaji velice podobné, jako bez zapocitani
poplatkt - linedrné rostou a nejsou piili§ volatilni.

Tabulka 4.12 shrnuje dtlezité vysledky jednotlivych modelt.

Vysvétlivky pro fadky:

nadhodny, 3,2 % nahodny obchodni model, pravdépodobnost 3,2 %, SL 150 USD
nahodny, 10 % nihodny obchodni model, pravdépodobnost 10 %, SL 150 USD
naivni, param. 10 naivni obchodni model, parametr 10, SL 1000 USD

naivni, param. 30 % naivni obchodni model, parametr 30, SL 100 USD
zakladni sit obchodni model vyuzivajici zdkladni neuronovou sit

optim. sif obchodni model vyuzivajici neuronovou sit optimalizovanou GA
Vysvétlivky pro sloupce:

B- primérna bilance na jeden obchod bez zapocitani poplatki
B+ pramérné bilance na jeden obchod se zapocitanim poplatkt
R pomér celkového zisku a celkové ztraty

# prumérny pocet obchodi za den

F- konecény stav Gctu bez zapocitani poplatkt

F+ konecny stav ¢tu se zapocitanim poplatkt

Tabulka 4.12: Srovnani jednotlivych obchodnich modelt

| | B- | B+| R[ #] F- | F |
néhodny, 3,2 % 0,0001 USD | -3,8 USD 1] 3.2 200 USD | -4221 USD
néhodny, 10 % 0,000009 USD | -3,9 USD 11 10,7 347 USD | -14184 USD
naivni, param. 10 2,49 USD -1,5 USD | 1,35 31| 26079 USD | -15788 USD
naivni, param. 30 3,8USD | -0,1USD | 143|153 | 20219 USD -544 USD
zékladni sit 75 USD 71 USD | 9,74 | 5,99 | 152130 USD | 144026 USD
optim. sit 260,3 USD | 256,3 USD | 94,3 | 2,98 | 262370 USD | 258338 USD

7Z tabulky je patrno, Ze oba ndhodné modely modely stéle osciluji okolo nuly, nebot jejich
bilance na jeden obchod je bez poplatki témér nulova (v pfipadé modelu s pravdépodobnosti
10 % se vice blizi 0, nebot provedl vice obchodii a ¢im vice obchodt, tim vice bude vysledek
konvergovat k 0). Bilance se zapoc¢itanim poplatkii se téméf rovné poplatku za obchod (ve
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vysi 4 USD), coz dava smysl. Pomér ziskt a ztrat je v obou piipadech roven 1, coz taktéz
odpovida predpokladim.

Oba naivni modely vykazuji lepsi vysledky nez ndhodné modely, coz je vidno na vy-
§8im poméru ziskid a ztrat. Oba modely jsou bez zapocitani poplatka relativné ziskové, po
zapocitani poplatki se oba stavaji prodéleénymi.

Model vyuzivajici zékladni neuronovou sit dosahuje mnohem lep$ich vysledkii nez vSechny
predchozi modely. Je téz vidét, Zze u néj klesl primérny denni pocet obchodti, prestoze po-
mér ziskll a proher a koneény stav uctu se vyrazné zlepsily. Lze tedy usuzovat, Ze tento
model si vice vybiral obchodni p¥ilezitosti (tj. generoval méné obchodnich signélu), ale o to
byly prilezitosti lepsi.

Model vyuzivajici sit s parametry optimalizovanymi genetickym algoritmem si vedl jesté
lépe. Je vidét dalsi sniZzeni poctu obchod® denné a vyrazné navyseni pomeéru ziskd a ztrat.
Znamend to tedy, Ze model si jesté 1épe vybiral kvalitni a vhodné obchodni piilezitosti a
diky tomuto vyrazné predcil vSechny ostatni modely.
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Kapitola 5

Implementace

Tato kapitola se zabyva popisem implementace systému a jeho dulezitych funkénich ¢asti.
Na zacatku budou predstaveny nékteré zakladni informace, poté architektura systému, na-
sledovat bude podrobné;jsi popis dulezitych balicka a jejich t¥id a nakonec bude zminka o
dilezitych tfidach z externich knihoven.

5.1 Obecné informace

Pro implementaci byl zvolen jazyk Java ve verzi 7.0. Volba jazyka je ovlivnéna jednak jeho
nezavislosti na platformé a jednak faktem, Ze pro néj existuje velké mnozstvi knihoven pro
vSechny mozné ucely (a tedy i ty implementujici neuronové sité a genetické algoritmy).
5.1.1 Pouzité knihovny

Systém vyuziva knihovnu JSAP! pro zpracovani argumentt piikazové fadky, z knihovny
Encog ? pouziva neuronovou sit, geneticky algoritmus a uéici algoritmus resilient backpro-
pagation a pro parsovani konfigura¢niho JSON souboru pouzivé knihovnu GSON®.

5.1.2 Architektura systému

Diagram na obrazku 5.1 predstavuje pohled na architekturu systému. Je z néj zfejmé, ze
jsou vyuzity 3 nezavislé knihovny (Encog, JSAP a GSON), a Ze samotny systém je rozdélen
na vice balick{.

StockMarketPredictor néazev celého systému a hlavni tfida

GA balicek obsahujici tfidy nezbytné pro geneticky algoritmus

Indicators balicek obsahujici indikatory technické analyzy

Data balicek obsahujici tfidy pro transformaci dat (napf. z tick na obchodni dny)

TradingStrategy balicek popisujici jednotlivé obchodni strategie (napf. strategie bez/se
stop-lossem)

DecisionMaker obsahuje rozhodovaci tiidy

'the Java Simple Argument Parser, http://www.martiansoftware.com/jsap/
2Encog Machine Learning Framework, http://www.heatonresearch.com/encog
3google-gson, https://code.google.com/p/google-gson/
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StockMarketPredictor

StockMarketPredictor [-—------- .

T ! TradingStrategy

DecisionMaker

Indicators Data

Encog JsAP_| GSON

Obrazek 5.1: Zjednoduseny pohled na architekturu systému

5.1.3 Popis bali¢ku a jejich ti¥id
Bali¢ek Data

Jak jiz bylo feceno, tento balicek se stara o transformaci nizkotroviovych dat na slozitéjsi
logické celky.
Obrazek 5.2 zobrazuje diagram t¥id balicku Data.

Data
MLDatapair

<<interface>>
MLDataPairsource }:1 MLDataPairSource }<1<| BatchMLDataPairSource

TradingDay

}( ,,,,,, | <<interface>> }Q

BatchTradingDaySource

PriceBar

- intert i Csvsource
- | <<interface>>
IPriceBarSource

T

ArrayTickSource | |CsvTickSource

Obrazek 5.2: Diagram t¥id balicku Data

Je z néj patrné, ze kazda troven dat méa vlastni balicek, ktery obsahuje alespon jednu
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t¥idu implementujici rozhrani IXXXSource, kde XXX je oznaceni tirovné dat. Tato tfida
maé na starost generovani dat svého typu (vetSinou je generuje z dat nizsiho typu), funguje
jako iterator (tj. implementuje rozhrani Iterable<XXX>).

Pro obchodni dny a data pro neuronovou sit (tj. TradingDays a MLDataPair) je imple-
mentovana jesté tfida BatchXXXSource, ktera je potomkem t¥idy implementujici ptislusny
generator dat. Tato tfida ziska z generatoru vSechna dostupné data a vrati je jako seznam.

Ttida MLDataPairSource navic umoziuje vkladani indikdtora (podrobnéji viz pfiloha),
takZe pro neuronovou sit jsou jiz korektné vygenerovana data i s indikatory.

Proces transformace dat z nizkodroviiovych na data vyssi drovné ilustruje obrazek 5.3.

| MLDataPair

| MLDataPair

Abstractindicator
Abstractindicator

TradingDay

| MLDataPair

TradingDay TradingDay

Pricebar Pricebar

Pricebar ‘

Obrazek 5.3: Schéma transformace dat

Balidek Indicators

Obrazek 5.4 zobrazuje diagram ti¥id balicku Indicators.

Indicators
<<abstract> >
#| Abstractindicator [+
EMA ﬂ) te SMA

RSI cc

Obrézek 5.4: Diagram t¥id balicku Indicators

Obsahuje 5 t¥id, z toho jednu abstraktni, ze které dédi vSechny indikatory. Tato abs-
traktni tfida obsahuje spoleéné prostiedky pro praci s historickymi hodnotami indikatort
a posouvani ¢asového horizontu.

Jednotlivé indikatory pak obsahuji metody pro vypocet své hodnoty.

Balicek GA

Obréazek 5.5 zobrazuje diagram tfid balicku GA.
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]

ErrorScore MutatePerturbinteger GA

Obrazek 5.5: Diagram t¥id balicku GA

Trida GA obsahuje inicializaci po¢ate¢ni populace a metody pro prevod mezi genomem
a parametry. ErrorScore definuje fitness funkci pro GA a MutatePerturbInteger je geneticky
operator, ktery popisuje mutaci vektoru celych cisel (takovy operator Encog neobsahuje,
bylo nutné jej doimplementovat).

Baliédek DecisionMaker

Obrazek 5.6 zobrazuje diagram tiid balicku DecisionMaker.

Obrazek 5.6: Diagram t¥id balicku DecisionMaker

Balicek obsahuje rozhrani, které umoznuje dvé zakladni operace - zjistit, kterou akci
rozhodovaci tfida doporucuje (vstup do dlouhé/kratké pozice, ukonéeni pozice, nedélat
nic) pomoci metody getAction() a posunuti ¢asového horizontu metodou moveHorizon().
Abstraktni rozhodovaci tfida obsahuje operace pro zjistovani aktualniho stavu systému
(zda-li je v pozici a pokud ano, tak v jaké).

Jednotlivi potomci abstraktni tfidy poté implementuji vySe uvedené operace - tiida
RandomDecisionMaker implementuje ndhodné rozhodovéani, NaiveDecisionMaker se rozho-
duje podle naivniho modelu zaloZeném na klouzavych primeérech (viz predchozi kapitoly)
a NNDecisionMaker (zkratka pro NeuralNetworkDecisionMaker) se rozhoduje na zdkladé
vystupu naucené neuronové sité.

Balicek TradingStrategy

Obrazek 5.7 zobrazuje diagram tfid balicku TradingStrategy.

Rozhrani definuje nékteré dilezité metody, hlavné tedy metodu trade(), ktera provede
obchodovani v ramci jednoho obchodniho dne.

Tiida BasicTradingStrategy jednoduse obchoduje na zédkladé vystupu rozhodovaci t¥idy.
StoplossTradingStrategy obchoduje stejnym zpisobem, navic ale hlida nastaveny stop-loss
a v pripadé, ze je prekrocen, ukoncuje pozici.

Tiida StockMarketPredictor

Tato hlavni tfida zpracovava pomoci knihovny JSAP parametry pfikazové radky, nacita
konfigura¢ni soubor a provadi pozadovanou ¢innost. Lze pozadovat natrénovani neuronové
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TradingStrategy

< <interface>>
ITradingStrategy

&

BasicTradingStrategy

i

StoplossTradingStrategy

Obrazek 5.7: Diagram t¥id balicku TradingStrategy

sité, obchodovani s daty v definovaném souboru a spusténi genetického algoritmu pro opti-
malizaci parametrii neuronové sité.
Knihovna Encog

Obrézek 5.8 zobrazuje upraveny a zjednoduseny (kvuli piehlednosti) diagram tfid balicku
Encog.

Encog
GA Neural

<<interface>> TrainEA MLDataPair BasicMLDataSet
CalculateError rain

<<interface>>

EvolutionaryOperator BasicNetwork ResilientPropagation

Obrazek 5.8: Zjednoduseny diagram t¥id balicku Encog

Balicek GA obsahuje samotny geneticky algoritmus, ktery je implementovan ve tfidé
TrainEA. Vychozi nastaveni pouzivd pro vybér rodi¢t turnajovy systém a presouva 30
% nejlepsich jedincti rovnou do dalsi generace na zakladé principu elity. Rozhrani Cal-
culateError definuje metody, které musi implementovat fitness tr¥ida. Ty jsou hlavné 2
dulezité - shouldMinimize(), kterd fikd, zda se méa fitness funkce minimalizovat ¢ maxi-
malizovat, a pak calculateScore(), ktera vypocita zadanému jedinci hodnotu fitness funkce.
Rozhrani EvolutionaryOperator definuje metody, které musi implementovat evolu¢ni ope-
rator - nejdulezitéjsi je metoda performOperation(), kterd na zadanych jedincich provede
danou operaci. Dalsi metody jsou parentsNeeded() a offspringProduced(), kterd definuj,
kolik rodi¢u je potfeba a kolik potomkt danou operaci vznikne (pro mutace je potieba 1
rodi¢ a vznikne 1 potomek).

Balicek Neural obsahuje t¥idy pro praci s neuronovou siti. T¥ida MLDataPair je datovy
kontejner nesouci par vstupni vektor a prislusny vystupni vektor, BasicMLDataSet je taktéz
kontejner nesouci seznam MLDataPair. BasicNetwork je samotnéd neuronovéa sit, které lze
nastavovat poCty neuronu v jednotlivych vrstvach, pridavat a odebirat vrstvy, ménit vahy
synapsi a prahy neuront, definovat aktivac¢ni funkce a provadét samotné vypocty. Resili-
entPropagation je t¥ida implementujici ucici algoritmus resilient backpropagation odvozeny
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od backpropagation. Umoznuje volit jednotlivé varianty (RPROP-, RPROP+, iRPROP-,
iRPROP+), nastavovat velikost davky, po které se upravuji vahy sité a v neposledni fadé
samozfejmé trénovat neuronovou sit.

Knihovna JSAP

Tato knihovna slouzi pouze pro zjednodusSeni prace prfi zpracovani parametrt prikazové
radky, nebude zde tedy detailnéji popsana.

Knihovna GSON
Plati pro ni totéZ co pro JSAP.
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Kapitola 6
Zaver

V této kapitole budou predstavy mozné sméry dalsiho vyvoje a shrnuty dosazené vysledky.

6.1 Smeéry dalsiho vyvoje

Jednou z moznych cest, kterou se vydat, je pokusit se pfiblizit se co nejvice realité, tj.
implementovat chovéani brokera. V této praci se obchoduje na trovni agregovanych svicek -
bere se, Ze je mozné vstoupit do trhu na close minulé svicky. Toto vsak nemusi byt pravda
a pokud jsou k dispozici tickova data, bylo by mozné provadét test, zda byl dany obchod
vykonan na dané cenové hladiné.

Dalsi véci, kterou je mozné zavést v rdmci implementaci brokera, je rozliSovani mezi
jednotlivymi typy pfikazi (napf. rozliSovani mezi MARKET a LIMIT priikazy) a jejich
prislusné vykonani. Toto muze zasadné ovlivnit vysledky obchodni strategie.

Idealnim zpiisobem, jak implementovat brokera, je samoziejmé vyuzit readlného brokera,
bohuzel nebyl nalezen broker, ktery by nabizel demotcet s moznosti napojeni na API a
realnd realtime data, to vSe zdarma. Je dokonce velmi nepravdépodobné, ze by takovy
broker viibec existoval, nebof uz jen za samotnd realtime data se plati nemalé sumy.

Dal$im moznym smérem vyvoje by mohlo byt testovani piistupu pouzitého v této praci
na vet$im mnozstvi dat. V této praci byly pouzity data z cca dvou let, coz vSak bylo obdobi
velmi klidné a trhy mély rostouci tendenci. Existuje riziko, ze pfi zméné globalni ekonomické
situace by se takto nauceny a nastaveny systém nebyl schopen v rozumné dobé adaptovat,
jeho presnost by rapidné klesla a to by mohlo pfinést obrovské finané¢ni ztraty.

Stejné tak by bylo zajimavé otestovat systém natrénovany na téchto datech na jiném
trhu, idedlné mnohem volatilnéj$im - napt. forex.

Dva predchozi odstavce se tedy daji shrnout néasledovné - pro redlné vyuziti by bylo
nezbytné provést ditkladné a zevrubné testy robustnosti systému.

Dalsi cestou by mohlo byt zakomponovani uréitych fundamentéalnich dat (napf. irokova
sazba FEDu méni globélni ekonomickou situaci). V tomto pfipadé by v§ak mohlo byt obtizné
tato data spravné a vhodné zakddovat.

Zajimavé vysledky by mohlo davat zména timeframu - 2 minuty se ¢asto pouZivaji pro
lidské obchodovéani. Radikalnim sniZenim (na Groven setin sekund) bychom se dostali na pole
HFT (high frequency trading), coz je ¢isté strojovd doména, nebot ¢lovék neni schopen v
takto kratkych casem ani zareagovat. V HFT je ovSem obrovska konkurenci bank a velkych
fondt s prakticky neomezenym kapitalem a pristupem k nejleps$im mozktm planety. Naopak
zvysSeni timeframu umozZnuje jesté vice omezit Sum dat a vypozorovat néjaké zakonitosti,
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coz by mohlo byt zajimavé napt. pro forex, znamy svou volatilitou.
Taktéz tprava celé obchodni strategie by mohlo znacné zlepsit vysledky - aplikace profit
targeti, sofistikovanéjsi money management, moznost otevieni vice pozic zaroven atd.

6.2 Shrnuti vysledku

Cilem prace bylo navrhnout a implementovat systém, ktery bude schopen autonomné ob-
chodovat, a poté vyhodnotit jeho t¢innost.

Systém byl implementovan, jako referenéni model byl zvolen ndhodny obchodni model.
Pro srovnani byl implementovan i naivni model zalozeny na klouzavych primeérech.

Ukézalo se, ze referenéni nadhodny model dosahuje nejhorsich vysledki, tésné nasledovan
naivnim modelem. Model vyuzivajici neuronovou sit daval nékolikandsobné lepsi vysledky.
Poté byl pro hledani optimalni kombinace vstupnich parametrt vyuzit geneticky algoritmus,
ktery tspésné nasel parametry lepsi nez ty ptivodné zvolené.

Model vyuzivajici sit, jejiz vstupni parametry byly nalezeny GA, davéa témér dvakrat
lepsi vysledky nez model se zékladni siti. Ovétilo se tedy, ze GA je schopen najit lepsi
parametry nez ty, které byly v podstaté ndhodné zvoleny.
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Priloha A

Konfigraéni soubor

Konfigura¢ni soubor je ve formatu JSON !. Sklada se ze 2 povinnych a 4 nepovinngch poli.
Povinné pole jsou inputWindow a output Window, kterd udévaji velikost vstupniho a
predikéniho okna.
Nepovinna pole:

indicators obsahuje pole objektt definujici indikatory (podrobnosti viz readme soubor na
DVD)

pricebarFile udava nazev datové souboru
hiddenNeuronCount udéava pocet neuront ve skryté vrstvé

tradingThreshold velikost prahu, tj. o kolik se musi liSit soucasné a predikovana hodnota,
aby byl generovan obchodni signal

"http://www.json.org/
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Priloha B
Diagram trid

Obrazek B.1 zobrazuje podrobny diagram vyznamnych t¥id. Nazvy balickt se mohou lisit
od nazvu balickt ve zdrojovém kédu, nékteré balicky byly zjednoduseny kvuli prehlednosti.
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Obrazek B.1: Podrobny diagram t¥id
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