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Abstract: The aim of this thesis is to enable evaluation of quality, or the type of product in in-
dustrial applications using artificial neural networks, especially in applications where the classical
approach of machine vision is too complicated. The system thus designed is implemented onto a
specific hardware platform and becomes a subject to the final optimalisation for the hardware plat-
form for the best performance of the system.
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1 UVOD

Cilem prace je umoznit posuzovani kvality nebo typu vyrobku v primyslovych aplikacich pomoci
umélych neuronovych siti. Takto navrzeny systém bude dale implementovan na konkrétni hardwa-
rovou platformu a bude provedena optimalizace vysledného modelu pro rychlejsi béh systému. Di-
ky navrzenému systému, by tedy mélo byt mozné fesit vizualni strojovou kontrolu a kategorizaci
vyrobkil i v nékterych ptipadech, ve kterych to béznymi systémy doposud neslo anebo by to bylo
ptilis nérocné.

2  VYBER VHODNE TRIDY VYROBKU

Zadani diplomové prace vychazi z pozadavkid spole¢nosti TE Connectivity. Prace se tedy zamétuje
na stavajici i budouci projekty obrazové kontroly produkta této spole¢nosti. Po prozkoumani vhod-
nosti byly vybrany 3 takové, které¢ jsou béznymi zptisoby velmi obtizné fesitelné. Dale bude pied-
stavena jedna z nich.

2.1 ROZPOZNANI TYPU USTRIZENEHO KABELU

Obrazek 1: 4 ze 6 typt ustfizenych kabell k rozpoznani
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Jedna se o rozpoznani typu kabelu po strojovém ustfihnuti. Kabeltl je 5 typta a v ptipadé jednoho se
jeste deli na dve kategorie podle pouziti typu stiihacky.

TVORBA MNOZINY TESTOVACICH SNIMKU

Pro tvorbu mnoziny testovacich snimki bylo vyuzito jiz zavedenych kamerovych systému. Pro vy-
brané ulohy to jsou systémy zaloZeny na systémech Cognex In-Sight Spreadsheet. Ve vysledku by-
lo zaznamenéano 1000 snimkd od kazdé kategorie. Tedy v ptipad€ rozpoznavani typu ustfizeného
kabelu to ¢ini 6000 snimkd. Na zavér byly snimky dotfidény manualné. Vzhledem k velikosti toho-
to datasetu a piipadné narocnosti zpracovani snimktt NN v plném rozliseni, byly tyto snimky upra-
veny na rozliSeni 800 x 600 px.

VYBER HARDWAROVYCH PLATFOREM

41 HARDWAROVA PLATFORMA PRO UCENi

Po pocate¢nim prizkumu trhu a zvazeni lokalnich i cloudovych feseni, bylo rozhodnuto pro stavbu
vlastni vypocetni stanice. Je zalozena na grafické kart¢ NVIDIA GeForce RTX 2080 Ti s 11 GB
grafické paméti (bohuzel pro nékteré modely nedostate¢na hodnota), dale procesoru AMD Ryzen 9
3900X, 64 GB RAM (3600 MHz, CL16) a SSD ADATA XPG GAMMIX S50 1TB PCI-E 4 (z ce-
novych divodi nezvolen INTEL Optane).

4.2 HARDWAROVA PLATFORMA PRO PREDIKCI

Po dukladném zvazeni dostupnych moznosti byl zvolen NVIDIA Jetson AGX Xavier, jedna se o
kompaktni (10,5 x 10,5 X 6,5 cm) jednodeskovy pocita¢ urceny pro zpracovani obrazu a inferenci
neuronovych siti. Nabizi velké moznosti konektivity (PCI-E x16, 2x M.2 slot jeden z nich NVMe,
HDMI 2.0, Gigabit Ethernet, USB 3.1 porty a CSI-2 Lanes). Jadrem zatizeni je ARM v8.2 64-bit
CPU, 8MB L2 + 4MB L3 a graficka karta Nvidia s architekturou Volta a Tensor akcelera¢nimi ja-
dry. Byla ptidana Wi-Fi karta Intel 7265NWG a SSD. V soucasnosti je navrhovan drzak zatizeni,
kompatibilni s DIN systémem, aby mohlo byt zatizeni umisténo do elektrického rozvadéce na vy-
robnich linkach.

Obrazek 2:  Hardwarova platforma NVIDIA Jetson AGX Xavier ur¢ena pro inferenci

IMPLEMENTACE APLIKACE PRO OPTICKOU KLASIFIKACI VYROBKU

Nejdiive bylo experimentovano s vlastnimi architekturami konvolu¢nich NN. Byla vyzkousena
klasickou tilohu rozpoznavani ruéné psanych ¢islic s vyuzitim volné dostupného MNIST datasetu.

vvvvvv

kace bude vhodnéjsi vyuzit jiz existyjicich architektur. Po nékolika pokusech byla zvolena archi-
tektura neuronové sit¢ Inception-v3. V nasledujici ¢asti této prace bude vyzkousena také nova verzi
Inception-v4 a NASNet (pro vysokou vypocetni naro¢nost zatim vynechan).
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INSTALACE SOFTWARU PRO UCENI A INFERENCI NN

V ptipadé, Ze chceme vyuzit pro u¢eni modelu grafickou kartu NVIDIA z pracovni

stanice (Cast 3.1.4), je zapotiebi nainstalovat zna¢né mnozstvi podpirného softwaru

o presné danych verzich. Tato oblast bohuzel neni velmi dobfe dokumentovana u oficialnich
zdrojl a obcas jsou tyto informace dokonce v rozporu s realnou funkcnosti

a tak je potfeba s verzemi experimentovat.

Aktualné stabilni je nasledujici kombinace:
» Keras 2.3.1

* TensorFlow 2.0

* Cuda 10

* CUDNN 7.6.0

* OpenCV 4.1.2.30

VYSLEDKY KLASIFIKACE NATRENOVANOU NEURONOVOU SITi

Byla ovéfena funkce neuronové sité na tloze ustfizeného kabelu. Nejdfive byla natrénovana neuro-
nova sit’ s architekturou Inception-V3. Snimky byly rozdéleny nasledovné. 700 od kazdé kategorie
bylo uréeno pro samotné trénovani, 200 pro testovani a 100 pro zaveére¢né, plné nezavislé overeni
funkénosti. Pfi trénovani modelu bylo nastaveno 20 etap, coz odpovida pfiblizné 20 hodinam uéeni
na dfive zminéné pracovni stanici. Vysledek nezavislého testovani, tedy inference nau¢eného mo-
delu NN na snimcich, se kterymi se neuronova sit’ nikdy nesetkala, je popsan v nasledujici tabulce
1. Tabulka udava, Ze s vyjimkou detekce manualniho stfihu (,,man*) predikuje NN na ovéfovacich
snimcich jednotlivé typy kabeld dokonale. V piipadé€ ,,man* se projevuje to, Ze se jedna o stejny
typ kabelu jako je typ 5352, ale byl proveden jen jiny typ stfihu. V tomto pfipad¢ to nehraje pro vy-
robu zadnou roli a tuto nepfesnost tedy mizeme zanedbat, nicméné i tak se bude touto neptesnosti
do budoucna zabyvano.

535 5352 blue dacar man
predikovano predikovano predikovano predikovano| predikovano
535
skutecné 100 0 0 0 0
5352V , 0 100 0 0 0
skute¢né
blue
skutecné 0 0 100 0 0
Ll 0 0 0 100 0
skute¢né
man
skutecné 0 24 0 0 76

Tabulka1l:  Tabulka vysledkt predikce natrénované neuronové sité Inception-v3 pro uréeni typu

kabelu (tzv. confusion matrix, bézné pouzivana pro posuzovani vysledkti neuronovych siti)

OPTIMALIZACE NATRENOVANEHO MODELU NEURONOVE SIiTE PRO NVIDIA
JETSON XAVIER

8.1 TENSORRT

TensorRT je optimaliza¢ni knihovna pro NVIDIA grafické karty a NVIDIA zatizeni z fady Jetson.
Knihovna podporuje optimalizaci modelt, vytvofenych ve vétsin€ frameworkt pro neuronové site.
Jsou podporovany TensorFlow, Caffe, PyTorch, MXNet a dalsi. Zakladem této knihovny je to, Ze
optimalizuje model neuronové sité na konkrétni hardwarovou platformu. Optimalizované modely
tedy nejsou pfenosné mezi riiznymi modely zatfizeni. Stejn¢ tak jsou optimalizované modely vaza-
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ny na konkrétni verzi Tensor RT. Samotna optimalizace probiha tak, Ze se nacte podporovany mo-
del, odstrani se vrstvy a operace, které nemaji zadny efekt na vysledek, nasledné spoji konvoluci,
bias a ReLu operace do blokti. V zavislosti na pouzité hardwarové platformé zvoli optimalni algo-
ritmy a datovou strukturu. Také minimalizuje potfebnou velikost paméti tim, ze zietézi vystupy z
nekterych vrstev, a pokud pouziva stejna data vice operaci, zamezi jejich duplikaci. Dal§im krokem
je optimalizace zménou velikosti jednotlivych proménnych, ve vétSin€ ptipadt se voli INT8. U
zadného z modeld nebyla zaznamenana zhorSenou piesnost po provedeni optimalizace. Optimali-
zace modelt, které jsou specifické pro konkrétni hardware, jsou provadény tak, ze knihovna vyge-
neruje testovaci data a postupnym spousténim testuje na skute¢ném hardwaru, jaké nastaveni a jaké
optimalizace funguji nejlépe.

8.2 OPTIMALIZACE KERAS MODELU POMOCI TENSORRT

Vzhledem k tom, Ze nadstavbovy framework Keras neni knihovnou TensorRT podporovany, je za-
pottebi nejprve prevést vysledny model do formatu, jaky by vytvofil TensorFlow. Jiz pfi samotném
vypoctu Keras modelu je potiebné myslet na to, ze bude model optimalizovan. Je kritické, aby vy-
stupni vrstva nebyla bez jména. Pokud bez jména je, nijak to neovliviiuje vyuziti modelu
k inferenci, ale zamezi tomu, aby mohl byt model pieveden do TensorFlow. Pokud je tedy pftipra-
veny model, Ize pfistoupit k samotnému procesu optimalizace pomoci navrzeného skriptu. Po spus-
téni vyzve ke zvoleni cesty vstupniho Keras modelu. Po nacteni je model otevien, jsou z néj vycte-
ny naucené vahy, architektura a ndzev vystupni vrstvy a je ulozen ve formatu tzv. frozen grafu
TensorFlow. Tento frozen graf je nasledné nacten a optimalizovan knihovnou TensorRT a po do-
konceni optimalizace ulozen. Rozsahlejsi moznosti a vykonové benefity takto provedené optimali-
zace budou predmétem testovani v nasledujici fazi této prace. V soucasném stavu jsou optimalizo-
vané modely o velikostech 200 MB — 700 MB na Nvidia Jetson Xavier, ptiblizn€¢ 6x rychlejsi, nez
neoptimalizované modely spusténé na profesionalni grafické kart¢ NVIDIA Quadro M2200.

9 ZAVER

Tato prace se zabyvala klasifikaci/detekci vad vyrobki pomoci neuronovych siti. Byly vybrany
vhodné tiidy uloh pro testovani a zvoleny ty, které jsou standardnimi prosttedky obrazové kontroly
jen velmi obtizné realizovatelné. Byl vytvofen dataset snimkd. Pro prezentovanou ulohu je to 6000
anotovanych snimkl. Byla vybrana hardwarovou platformu pro uceni, ktera je zalozena na NVI-
DIA RTX 2080 Ti a platforma NVIDIA Jetson Xavier pro rozpoznavani. Byla vyvinuta a imple-
mentovana aplikace pro uceni a rozpoznavani a nainstalovan nezbytny software pro funkénost
hardwaru. Aplikace je zaloZena na architektuie Inception-v3. Nasledné byla neuronova sit’ natré-
novana a ovéiena klasifikaci pro ustiizené kabely. Pro 5 kategorii klasifikuje aplikace bezchybné,
v pripad¢ posledni kategorie, ktera se li§i pouze typem stfihu, coz neni pro vyrobu nijak duilezité, je
spravné klasifikovano 76 ze 100 snimkd. Nasledovala optimalizace modelu s pomoci knihovny
NVIDIA TensorRT, diky tomu se rozpoznavani zrychlilo ptiblizn€ 6x (srovnini Jetson Xavier op-
timalizovano, Quadro M2200 neoptimalizovano).
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