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Abstrakt

Prace se zabyva problematikou dolovani dat v prostiedi socidlnich siti. Podava piehled o dolovani
z dat a moznych metodach dolovani. Prace také zkouma socialni média a sité, co mohou poskytnout a
jaké problémy se sebou pfinaseji. Jsou prozkoumané API tiech socidlnich siti a jejich moznosti z
hlediska ziskani dat vhodnych pro dolovani. Zkoumaji se techniky dolovani znalosti z textovych dat.
Je popsan zpisob implementace webové aplikace, ktera doluje data ze socialni sité¢ Twitter pomoci
algoritmu SVM. Implementovana aplikace klasifikuje zpravy na zakladé jejich textu do tiid
reprezentujicich kontinenty ptivodu. Je provedeno nékolik experimentd v softwaru RapidMiner a

Vv implementované webové aplikaci a jejich vysledky jsou prozkoumany.

Abstract

Thesis discusses data mining the social media. It gives an introduction about the topic of data mining
and possible mining methods. Thesis also explores social media and social networks, what are they
able to offer and what problems do they bring. Three different APIs of three social networking sites
are examined with their opportunities they provide for data mining. Techniques of text mining and
document classification are explored. An implementation of a web application that mines data from
social site Twitter using the algorithm SVM is being described. Implemented application is
classifying tweets based on their text where classes represent tweets’ continents of origin. Several
experiments executed both in RapidMiner software and in implemented web application are then

proposed and their results examined.
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1 Uvod

Hlavnym zamerom tohto projektu je problematika dolovania z dat a ziskavanie znalosti z dat v oblasti
socialnych sieti. Socialne siete predstavuju Coraz vacSiu sucast’ zivota pre mnoho uzivatel'ov
internetu, ktori travia na nich stale viac a viac svojho vol'ného ¢asu. So svojimi milionmi aktivnych
uzivatelov z celého sveta tak socialne siete vo svojich datach ukryvajli potencialne velké mnozstvo
informacii, ktoré by mohli byt’ vyuziteI'né na viaceré Gcely, ¢i uz v oblasti marketingu alebo politike.
Tento trend narasta uz niekol’ko rokov aje velmi pravdepodobné, ze vtom bude pokracovat' aj
v blizkej budicnosti. Socidlne siete sa tak stdvaju Casto terCom pre tzv. dataminerov, ktori mézu takto
objavovat’ nové trendy a zaujimavé informacie v roznych oblastiach.

Kapitola 2 poskytuje prehl'ad problematiky dolovania z dat ako takej a zaroven sa snazi tento
problém posadit’ do kontextu socialnych sieti.

V tretej kapitole tejto prace su preskiimané tri rozne socialne siete z pohladu toho, aké
moznosti pontkaju pre dolovanie zich dat. Jednd sa o webovl socidlnu siet Facebook,
mikroblogovaciu sluzbu Twitter a hudobny portal Last.fm.

Dolovanie znalosti ztextov ponima kapitola 4, kde su vysvetlené principy, postupy
a algoritmy, ktoré sa v tejto oblasti informatiky pouzivaji. Jednym z hlavnych zamerani je algoritmus
SVM, ktory okrem iného sluzi na klasifikaciu vzoriek do tried.

Kapitola 5 sa zaobera spésobom, akym mozno ziskavat’ tweety zo socialnej siete Twitter pre
ich neskorsie vyuzite v oblasti dolovania znalosti z textov. Dalsia kapitola priblizi pripravu pred
samotnou implementaciou webovej aplikacie. Ide o nastavenie a vyuzitie prostredia pre dolovanie,
program RapidMiner, v ktorom boli vykonané experimenty pre porovnanie dolovacich metéd Naivny
Bayes a k-najblizsi susedia. Nasledne je v kapitolach 7 a 8 predloZeny navrh a popisana konkrétna
implementacia webovej aplikacie, ktora doluje informacie z textovych dat. Kapitoly 9 a 10 zahriiuju
experimentalnu Cast, ziskané vysledky a ich celkové zhodnotenie.

Na zéver je predlozené celkové zhrnutie prace, jej prinosu a pripadnych vylepSeni a moznych
smerov, ktorymi by sa d’alsi vyvoj implementovanej aplikdcie mohol uberat’.

Tato diplomova praca nadvéizuje na semestralny projekt, z ktorého boli prevzaté kapitoly 2 a
3. Z tychto kapitol vziSlo néasledné rozhodnutie, akym spdsobom bude vyvoj tejto prace pokracovat
a ¢im konkrétne sa bude praca v d’al§ich &astiach zaoberat'. Slo teda o preskiimanie problematiky
dolovania znalosti z textovych dat a o implementovanie webovej aplikacie, ktora bude klasifikovat’

kratke textové spravy pomocou algoritmu SVM.



2 Teoreticky prehl’ad k dolovaniu z dat

Hibkova analyza dat (ang. data mining [dejta majnyn] — dolovanie z dat) [1] alebo neodborne
dolovanie dat je proces analyzy dat z roznych perspektiv a ich sumarizacia na uzito¢né informacie.
Dolovanie z dat tiez znamend ziskavanie znalosti z databaz (ang. Knowledge Discovery from Data -
KDD) [2], ktoré opisuje typicky proces extrakcie zaujimavych (netrivialnych, skrytych, predtym
nepoznanych a potencialne uzitoénych) modelov dat a vzorov z velkych objemov dat. Tieto modely
reprezentuju znalosti ziskané z dat. [3]

Ziskavanie znalosti zhruba pozostava z nasledujucich uloh: predspracovanie dat, dolovanie
z dat anasledne spracovanie dat. Tieto kroky nutne nemusia byt oddelené tlohy, ale mozu byt
skombinované dohromady. Dolovanie z dat je integralna sGcast’ viacerych suvisiacich oblasti ako
Statistika, matematika (matematické modelovanie tj. klasifikacné pravidla alebo stromy, regresia,
zhlukova analyza), umeld inteligencia (neurénové siete, rozpoznavanie vzorov, Samouciace Sa
algoritmy), databazové systémy, nastroje OLAP (on-line analytické spracovanie), strojové ucenie,
vizualizacia, bioinformatika a iné. [1, 4]

Algoritmy dolovania z dat sa hrubo delia na algoritmy s kontrolovanym uéenim (ucenie sa s
ucitelom), polo-kontrolovanym (zmie$ané ucenie sa) anekontrolovanym ucenim (uéenie sa bez
ucitela). Klasifikacia je bezny priklad pristupu s kontrolovanym ucenim. Pre algoritmy
s kontrolovanym ucenim je mnozina dat typicky rozdelena do dvoch Easti: trénovacie a testovacie
data so znamymi triedami. [4]

Algoritmy s kontrolovanym uéenim buduju klasifikacné modely z trénovacej mnoziny dat
a pouzivaji naucené modely pre predikciu. Pre ohodnotenie ¢innosti klasifikatného modelu je tento
model aplikovany na testovaciu mnozinu dat, ¢im sa ziska presnost’ klasifikacie. Medzi typické
metddy s kontrolovanym ucenim patri klasifikdcia pomocou rozhodovacich stromov, naivna
bayesovska klasifikacia, klasifikacia pomocou neurénovych sieti a algoritmus k-najblizsich susedov.

Algoritmy s nekontrolovanym ucenim su navrhnuté pre data bez tried. Zhlukovanie je
typickym prikladom nekontrolovaného ucenia. Algoritmy s nekontrolovanym ucenim pre dant ulohu
buduju model zaloZeny na podobnosti alebo rozdielnosti medzi objektmi z mnoziny dat. Podobnost’
alebo rozdielnost’ medzi datovymi objektami moze byt merana pomocou Euklidovskej prip.
Manhattanskej vzdialenostnej funkcie.

Algoritmy s polo-kontrolovanym ucenim st najlepSie vyuzitelné tam, kde existuje malé
mnozstvo oznacenych dat a velké mnozstvo neoznacenych dat. Dve typické metdody zmieSaného
uCenia sa st polo-kontrolovana klasifikacia a polo-kontrolované zhlukovanie. Prvy spésob pouziva
oznacené data pre klasifikaciu a neoznacené data pre vylepsSenie a zjemnenie hranic klasifikacie.

Druhy sp6sob pouziva oznacené data pre spravne vedenie zhlukovania.


http://sk.wikipedia.org/wiki/Angli%C4%8Dtina
http://sk.wikipedia.org/wiki/Matematick%C3%A9_modelovanie
http://sk.wikipedia.org/w/index.php?title=Zhlukov%C3%A1_anal%C3%BDza&action=edit&redlink=1

Pre uplnost’ boli spomenuté rdzne spOsoby, ktorymi moéze byt ziskavanie znalosti z dat
prevedené. Tato praca vSak bude blizsie pojednavat’ konkrétne o technikach automatickej klasifikacie
textovych dokumentov. Tieto techniky, pomocou ktorych mozu byt textové dokumenty automaticky

klasifikované, budd hlbsie preskiimané v kapitole 4.

2.1 Socialne siete

Socialne siete si definované ako skupina internetovo zalozenych aplikacii, ktoré sii postavené na
ideologii a technologickych zakladoch Webu 2.0, a ktoré umoziuji tvorbu a vymenu uzivatel'om
vytvoreného obsahu. Socialne médid st konglomeratom réznych typov socidlnych médii a stranok
vratane tradi¢nych médii, ako st noviny, radio, televizia a netradi¢né média, ako Facebook, Twitter,
Last.fm, Reddit, Google+ atd’. [5]

Socialne média ponukaju uzivatelom jednoduchy sposob pre vysoko efektivnu vzajomnu
komunikaciu takych rozmerov, aké nemozno vidiet’ pri tradiénych médiach. Popularita socialnych
médii pokracuje v exponencidlnom raste, z coho vyplyva evolicia socialnych sieti, blogov, mikro-

blogov, wiki stranok, socialnych noviniek, zdiel'anie médii (text, fotky, audio a video) atd’.

2.1.1  Dolovanie z dat socialnych sieti

Uzivatelia vytvoria na socidlnych sietach kazdy den obrovské mnozstvo obsahu. Je velmi
pravdepodobné, Ze tento trend bude v buducnosti pokracovat’ s exponencidlne va¢§im objemom dat.
Preto je pre vyrobcov, spotrebitel'ov a poskytovatel'ov sluzieb dolezité prist’ na spravny spdsob, ako
tieto Gidaje vhodne manazovat’ a vyuzit. Socialne siete sa vyvijaji smerom dopredu prostrednictvom
snahy zodpovedat’ nasledujtice otazky:

o Ako moéze uzivatel’ dat’ o sebe vediet'? / Ako mbze byt vypocuty?

e Aky zdroj informacii by mal uzivatel’ vyuzit'?

o Ako zlepsit uzivatel'ovu skusenost™?

Odpovede na tieto otazky su skryté v datach socidlnych sieti. Tieto vyzvy predstavuju pre ,,data
minerov* hojné prilezitosti k vytvoreniu novych algoritmov a metéd pre ziskavanie znalosti zo
socialnych sieti.

Data generované na socidlnych sietach maju iny charakter, nez konvencné data v tvare
matribut-hodnota“ z klasického dolovania z dat. Data socialnych médii do znac¢nej miery tvoria
samotni uzivatelia socialnych sieti. Tieto data su rozsiahle, zaSumené, rozptylené, nestruktirované
a dynamické, ¢o v oblasti ziskavania znalosti z dat predstavuje nemalé prekazky pri objavovani

novych a efektivnych technik a algoritmov.



Napriklad Facebook ma 137.6 miliénov unikatnzch navstevnikov za mesiac a to iba v USA.
Twitter ma 140 milidonov aktivnych uzivatelov, ktori denne poSlu 340 miliénov tzv. tweetov
(kratkych textovych sprav). [6]

Na zéklade konkrétnej platformy socidlnej siete mézu byt data Casto velmi zaSumené.
Odstranenie Sumu zdat je esencialnou ulohou pred samotnym dolovanim. Odbornici totiz
zaznamenavaju, ze spameri vygeneruju viac dat ako legitimni uzivatelia. [7,8]

Stranky socialnych sieti si dynamické a priebezne sa vyvijajuce. Napriklad Facebook pocas
svojho posobenia priniesol niekol’ko novych konceptov ako timeline, tvorenie skupin pre uzivatel'a
a pocetné mnozstvo zmien tykajlcich sa sikromia uZivatel'ov.

Existuje vela dalsich zaujimavych otazok tykajucich sa I'udského spravania, ktoré mozno
Studovat’ a skiimat’ vyuzivajic pri tom data zo socidlnych sieti. Socialne siete moézu tiez pomahat
inzerentom nachéadzat’ vplyvnych l'udi pre maximalizovanie dosahu ich produktov. Socialne siete
moézu tiez pomoct sociologom odhalovat’ I'udské spravanie v ramci réznych zaujmovych skupin.
Okrem toho maju socialne siete uz takmer neoddelitelna ulohu pri ulahovani a napomahani
masovym hnutiam, protestom a revoluciam ako boli Arab Spring, Occupy Wall Street, revolucia
v Egypte v roku 2011 a iné. [9, 10, 11]

2.1.2  Sidkromie, bezpe¢nost’ a dovera

Pouzivanie socidlnych médii so sebou nesie obavy tykajice sa uzivatel'ovej bezpecnosti a jeho
sukromia. Vznikaji nové problematické otazky, pretoZze na seba nardzaji dve protichodné
poziadavky: na jednej strane chce mat’ uZzivatel' Co najviac priatelov a zdiel'at ¢o mozno najviac
informacii, no na strane druhej chce mat’ aj ¢o najviac zachovaného sukromia. Byt spologensky
vyZaduje otvorenost’ a transparentnost a naopak mat sukromie so sebou prinaSa obmedzenie
mnozstva informacii, ktoré uzivatel' zdiel'a. NavySe stranky socialnych sieti K tomu, aby nad’alej
fungovali a rastli, povzbudzuju uzivatel'ov, aby sa 'ahko medzi sebou nasli a rozSirovali svoje siete
v uzivatel'skych profiloch (odkial’ mézu byt nepriamo dostupné aj informacie o inych uzivatel'och),
sa mézu samotni uzivatelia spolu s ich priateI'mi a ¢lenmi ich skupin vystavit’ riziku r6znych utokov.
Socialne média boli uz tercom mnohych pasivnych ale aj aktivnych utokov, ako su sledovanie,
Sikanovanie, kradez informacii (tzv. phishing), spam, podvod a inych. [4]

Napriklad iba menS$ina uZzivatel'ov si meni predvolené nastavenia sikromia. V niektorych
pripadoch st uzivatel'ské profily Uplne verejné, takze su vSetky informacie pre kohokol'vek dostupné.
Ked’ je profil verejne pristupny, stava sa teréom zlomyselnych uzivatel'ov, ktori vyuzivaju tieto data
pre osobny prospech. [12]

Tendencia tvorcov socialnych sieti je stale viac paméitat’ na uzivatel'ovo sukromie. Je to

poznat ztoho, Ze v priebehu rokov s narastajucimi skisenostami menia politiku pojednavajicu



0 sukromi uzivatel'ov. Prejavuje sa to tak, Zze napr. stupenn sukromia je pre novych uzivatelov
predvolene nastaveny na privatnej$i. Okrem toho sa sprostredkovatelia socialnych sieti snazia §irit

osvetu ohl'adom bezpecnostnych rizik a nastaveni roznymi upozorneniami a pripomienkami.



3 API socialnych sieti

V tejto kapitole s preskamané API (skratka pre Application Programming Interface) troch réznych
socialnych sieti a ich moznosti z pohl'adu ziskavania dat vhodnych pre dolovanie. Ide 0 socialne siete

Facebook, Twitter a Last.fm.

Application programming interface alebo skratkou API (rozhranie pre programovanie
aplikdcii). Tento termin je pouzivany v programovani. Ide o zbierku funkcii a tried (ale aj inych
programov), ktoré urcuju, akym sposobom sa maju funkcie kniznic volat’ zo zdrojového kddu
programu. API funkcie st programové celky, ktoré programator vold namiesto vlastného

naprogramovania. [13]

3.1 Facebook

Facebook je socialna siet’ spustend vo februari roku 2004. V septembri roku 2012 ma Facebook viac
nez miliardu aktivnych uzivatelov, z ktorych viac ako polovica pouziva Facebook na mobilnych

zariadeniach. [14]

3.1.1  Socialny graf

Jadro Facebooku tvori tzv. socialny graf zlozeny zI'udi aich vztahov k inym l'udom a objektom.
[15]

Socialny graf v kontexte internetu je tzv. sociogram. Sociogram je graficka reprezentacia socialnych
prepojeni, ktoré dand osoba ma. Zobrazuje teda Strukturu osobnych vztahov internetovych

uZzivatel'ov. [16]

Obrazok 1 zachytava rézne typy vztahov medzi socidlnymi objektami. UZzivatel' Eva je priatel
Adama a Jany, kym Adam a Jana priatelia nie su. Eva je ich spolo¢ny priatel. Eva po¢tva Last.fm

radio a pozera video z Youtube.



Petrova
fotka

pozera

padi sa
priateli sa

Eva

pocuva priateli sa

Jana
Last.fm

Obrazok 3.1 - priklad socialneho grafu [16]

3.1.2 Graph API

Graph API predstavuje jednoduchy, konzistentny pohl'ad na socialny graf Facebooku, rovnomerne
reprezentujuc objekty v grafe (napr. ludi, fotky, udalosti, stranky) a vztahy medzi nimi (napr.
priatel’stva, zdielany obsah, oznacené fotky — tzv. foto tags).
Graph API je primarny sposob ako dostat data do azo socialneho grafu Facebooku. Ide
0 nizkouroviové API zalozené na HTTP, ktoré je mozné pouzit’ na dotazovanie Sa na data alebo na
in¢ ulohy, ktoré by aplikdcia mohla potrebovat. Open Graph umoziuje definovat’ nové objekty
a akcie v uzivatel'ovom socialnom grafe a spdsob ako vytvarat’ nové inStancie tychto akcii a objektov
pomocou Graph API.

Kazdy objekt v socialnom grafe ma svoje unikatne ID. Vlastnosti tohto objektu su pristupné
na adrese https://graph.facebook.com/ID. Napr. oficialna stranka pre Facebook platform ma ID
19292868552, takZe objekt je mozné dostat’ na adrese https://graph.facebook.com/19292868552, kde
je objekt reprezentovany v nasledujucej JSON notacii:
{

"about": "Build and distribute amazing social apps on Facebook...",
"company overview": "Facebook Platform enables anyone to build...",
"is published": true,

"talking about count": 25405,

"username": "FacebookDevelopers",
"website": "http://developers.facebook.com",
"were here count": O,


https://graph.facebook.com/ID
https://graph.facebook.com/19292868552

"category": "Product/service",
"id": "19292868552",

"name": "Facebook Developers",
"link": "http://www.facebook.com/FacebookDevelopers",
"likes": 362557,
"cover": {
"cover id": "10151121467948553",
"source": "http://sphotos-f.ak.fbcdn.net/hphotos-ak-123.png",

"offset y": O

3121 JSON

JavaScript Object Notation (JSON) je textovo zalozeny otvoreny Standard, ktory je navrhnuty pre
¢lovekom citate'nt vymenu dat. Tento Standard je odvodeny zo skriptovacieho jazyku JavaScript pre
reprezentaciu jednoduchych datovych Struktur a asociativnych poli, ktoré sa nazyvaji objekty.
Napriek vztahu s JavaScriptom je JSON jazykovo nezavisly a existuju dostupné parsre pre mnoho
réznych jazykov. Format JSON je c¢asto pouzivany pre prenasanie Struktirovanych dat cez
internetovu siet’. Primarne je vyuzivany pre prenos dat medzi serverom a webovou aplikaciou, takze

sa jedna o alternativu k XML. [17]

3.1.3 Autentifikacia a autorizacia

Pomocou Graph API je mozné T'ahko ziskat’ pristup ku vSetkym verejnym informaciam o objekte,
avSak k ziskaniu dodato¢nych informacii je nutné dostat’ od uZivatela povolenie. Toto sa robi
pomocou nastroja Facebook Login autentifikiciou uzivatela a nasledného poziadania uzivatela, aby

aplikaciu autorizoval. Graph API pouziva pre autorizaciu otvoreny Standard OAuth 2.0.

3.13.1 OAuth

OAuth je otvoreny Standard pre autorizaciu. OAuth sprostredkovava sposob, pomocou ktorého mozu
klienti pristupovat’ k prostriedkom serveru v mene vlastnika prostriedkov (¢o moze byt iny klient
alebo koncovy uzivatel'). Pre koncovych uzivatel'ov taktiez poskytuje proces pre autorizaciu a
sprostredkovanie pristupu tretim stranam K prostriedkom na serveri bez zdiel'ania ich osobnych

udajov (typicky prihlasovacie meno a heslo). [18]

3.13.2 Facebook Login

Facebook pontika viacero moznych procesov prihlasenia sa pre rozne zariadenia a projekty. Tieto
procesy generuju tzv. accessS token, ktory mdze programator vyuzit' pre vytvaranie API volani v mene
daného uzivatela. O perzistenciu tokenu a podpisovanie API volani sa automaticky stara klientské
JavaScriptové SDK, ktoré je vhodné pre webovu aplikaciu. Okrem toho existuju aj i0OS SDK alebo
Android SDK.



Klientské JavaScript SDK

JavaScript SDK pontka rychly sposob ako integrovat’ prihlasovaci proces do aplikacie pre akékol'vek
zariadenie, na ktorom je mozné pustit’ internetovy prehliada¢ podporujici JavaScript. Ked'ze SDK sa
stara o kazdy access token, ktory bol vygenerovany pocas prihlasovania a volania Graph API su
automaticky podpisované, jediné, ¢o musi programator spracovavat’ a ukladat’, su data poskytnuté

API volaniami.

Nasledujtci diagram nacrtava proces klientského prihlasovania:

Uzivatel'ov Serverovy Facebook
prehliadac kod aplikacie API

Javascript

T —

Tlagidlo “Login with Facebook” zavola FE.login()
a zobrazi dialogové okno s prihlasovacim formuldrom

Javascript

‘. . Login je potvrdeny a session vytvorena,
Prihlasovanie access Token dostupny

dokoncene

Obrazok 3.2 — proces prihlasovania pomocou JavaScript SDK [15]

3.1.3.3 Povolenia

Aby aplikacia mohla pouzivat’ uzivatel'ské data, je nutné od kazdého uzivatel'a, aby dal explicitné
povolenie, Ze suhlasi s tym, aby jeho osobné informacie mohla vyuzivat’ tretia strana. Aplikacia méze
od uzivatel'ov pozadovat’ isti mnozinu osobnych tdajov. Rozni uzivatelia vSak maji r6zne nastavenie
akazdy jej mdze poskytnut’ len iné obmedzené mnozstvo informacii. Aplikacia teda musi byt
napisana tak, aby bola schopnd pracovat s variabilnou mnozinou informacii obdrZzanych od
uzivatelov. Okrem toho niektori uZivatelia nemusia povolit’ uzivat’ aplikacii Ziadne svoje osobné
data. Ziskavat’ teda velké objemy dat pre dolovanie by vyzadovalo relativne velké mnozstvo ¢asu,

nakol’ko by bola od kazdého potencialneho uzivatel'a nutna jeho spolupraca a povolenie.
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3.2  Twitter

Twitter je online socialna mikroblogovacia siet’, ktora umoziuje svojim uzivatel'om posielat’ a ¢itat’
textové spravy dlhé maximalne 140 znakov. Tieto spravy sa hovorovo nazyvaju ,,tweets*. Twitter bol
spusteny v juli 2006, odkedy rapidne nabral celosvetovi popularitu sviac ako 500 milionmi
registrovanych uzivatel'ov v roku 2012, ktori spolu denne vygeneruju cez 340 milionov tweetov.
Twitter sa od svojho spustenia dostal medzi desat’ najnavstevovanejSich stranok. Neregistrovani
uzivatelia moézu Citat tweety, kym registrovani uzivatelia ich mozu odosielat’ bud’ cez webové
rozhranie, cez SMS alebo Skalou aplikacii pre mobilné zariadenia. [19]

Dolovat’ data z Twitter statusov nie je trivialny problém. V porovnani napr. s novinami alebo
beznymi blogmi, kde su vety vic¢Sinou dobre konstruované a mena napisané vo svojich plnych
tvaroch, su tweety plné slangu a novovznikajuceho Zargonu. Tweet obmedzeny dizkou 140 znakov
taktiez I'udi nati k zna¢nej davke kreativity, aby sa im podarilo do spravy vtesnat’ Zelanti informaciu.

Okrem toho sa moéze zdat, ze 140 znakov dlhé statusy nemusia obsahovat' dostatok
relevantného obsahu pre dolovanie. Je treba poznamenat’, ze tweety obsahuji ovela viac dat, nez len
akokol'vek kratku myslienku, ktort chcel uzivatel’ zdiel'at’ SO svojimi priatel'mi cez tuto socialnu siet’.
Kazdy tweet obsahuje okrem samotnej spravy aj mnozstvo metadat, teda informacii, napr. o tom,
kedy a kym, pripadne z akej aplikacie, bol tweet odoslany.

Priklad toho, ako mdze tweet spolu s jeho metadatami vyzerat' v JSON notacii:

{

"id" => 12296272736,

"text" => "An early look at Annotations",

"created at" => "Fri Apr 16 17:55:46 +0000 2010",

"in reply to user id" => nil,

"in reply to screen name" => nil,

"in reply to status_id" => nil

"favorited" => false,

"truncated" => false,

"user" =>
{"id"™ => 6253282,
"screen_name" => "twitterapi",
"name" => "Twitter API",
"description" => "The Real Twitter API",
"url" => "http://apiwiki.twitter.com",
"location" => "San Francisco, CA",
"profile background color" => "cldfee",
"profile background image url" =>
"http://a3.twimg.com/profile background images/59931/background.png",
"profile background tile" => false,
"profile image url" =>
"http://a3.twimg.com/profile images/689684365/api normal.png",
"profile link color" => "0000ff",
"profile sidebar border color" => "87bc44",
"profile sidebar fill color"™ => "e0ff92",
"profile text color" => "000000",
"created at" => "Wed May 23 06:01:13 +0000 2007",
"contributors enabled" => true,
"favourites count" => 1,
"statuses_count" => 1628,
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"friends_ count" => 13,
"time zone" => "Pacific Time (US & Canada)",
"utc offset" => -28800,
" lang " => " en " ,
"protected" => false,
"followers count" => 100581,
"geo enabled" => true,
"notifications" => false,
"following" => true,
"verified" => true},
"contributors" => [3191321],
"geo" => nil,
"coordinates" => nil,
"place" =>
{"id" => "2b6f£f8c22edd9576",
"url" => "http://api.twitter.com/1l/geo/id/2b6ff8c22edd9576.json",
"name" => "SoMa",
"full name" => "SoMa, San Francisco",
"place_ type" => "neighborhood",
"country code" => "US",
"country" => "The United States of America",
"bounding box" =>
{"coordinates" =>
[[[-122.42284884, 37.76893497],
[-122.3964, 37.76893497],
[-122.3964, 37.78752897],
[-122.42284884, 37.78752897]111,
"type" => "Polygon"}},
"source" => "web"}

Potencionalne najrelevantnejSie metadata st zvyraznené tuéne a ide v poradi o tieto informacie:
e Text samotnej spravy
e Datum vytvorenia spravy
o Uzivatel
o Autorovo prihlasovacie meno
o Autorovo meno v tvare, v akom sa zobrazuje na stranke pre ostatnych uzivatel'ov
o Autorova biografia
o Autorova stranka
o Autorova lokacia (ide o textové pole a neda sa zarucit’, ¢i by lokacia bola
dohladatel'na geografickymi koordinatami)
o Datum vytvorenia Gétu
o Pocet obl'ibenych tweetov, ktoré sa tomuto uzivatel'ovi pacili
o Pocet tweetov, ktoré autor vytvoril
o Pocet uzivatel'ov, ktorych autor tohto tweetu sleduje
o Casové zona
o Uzivatel'ov vybrany jazyk
o Pocet l'udi, ktori sleduju autora tweetu

o Znacka, ¢i sa jedna o overeného uzivatel’a
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e (GeoJSON Tag
e Miesto pridruzené tweetu (miesto odoslania tweetu)
o ID miesta
o Nazov miesta
o Typ miesta (mesto, dedina, oblast’...)
o Krajina, v ktorej sa miesto nachadza
o Kod krajiny
o Koordindty miesta

e  Zdroj, z ktorého bol tweet odoslany

Z jedného tweetu teda mozno vydedukovat’ mieru, akou sa uzivatel’ aktivne zapdaja, jeho popularitu

alebo lokaciu (ktora moze byt’ celkom presna, ak sa jedna o geograficky ozna¢ené miesto). [20, 21]

3.21  Twitter REST API

REST API ponuka jednoduché rozhranie pre vac¢Sinu funkcionality Twitteru. Pomocou dotazov je
mozné ziskavat’ vSetky verejné dostupné informacie.

Representational State Transfer (REST) je §tyl softwarovej architektiry pre distribuované
systémy, ako je World Wide Web. Rozhranie REST je pouZiteI'né pre jednotny a jednoduchy pristup
k zdrojom. Zdrojom moézu byt data, pripadne stavy aplikacie (ak si tieto stavy reprezentovatelné
konkrétnymi datami). REST je teda orientovany datovo, nie proceduralne. Vsetky zdroje maju vlastny
identifikator URI. REST architektry pozostavaju z klientov a serverov. Klienti posielaji servrom

poziadavky; servre spracivaji poziadavky a Vracaju patriéné odpovede. [23]

3.2.2  Twitter Streaming API

Streaming API poskytuje moznost’ streamovat’ statusy v takmer redlnom case ponad perzistentné
spojenie. Je ich mozné filtrovat’ pomocou klI'i¢ového slova alebo uzivatel'ovho identifikatoru.

Sada streamovacich API poskytnutych Twitterom dava vyvojarom pristup s nizkou odozvou
do globalneho streamu tweetov. Spravna implementicia streamovacieho klienta by zahriiovala
posielanie sprav, ktoré by upozoriiovali, Ze nastal novy tweet, alebo Ze nastala nejaka ind udalost’ bez
nadbyto¢nej rézie, ktora je spojend s dotazovanim sa na REST koncovy bod. Streaming API
umoziuje Specifikovat’ a sledovat’ velké mnozstvo kli¢ovych slov, na zaklade ktorych navracia
tweety s geograficky oznacenou lokaciou z konkrétneho regionu. Okrem toho si mozno nechat’ vratit’

verejné statusy konkrétnej mnoziny uzivatel'ov.
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Twitter ponuka niekol’ko streamovacich koncovych bodov, z ktorych kazdy je prispésobeny
na iny konkrétny ucel: verejny stream (public stream), uzivatel'sky stream (user stream), stream

stranok (site stream). [23]

Verejné Streamy verejnych dat te¢tcich cez Twitter. Su vhodné pre sledovanie Specifickych
streamy uzivatel'ov alebo konkrétne témy a na dolovanie dat.

Uzivatel’ské Uzivatel'ov stream obsahuje zhruba vsetky data koreSpondujtice s jednym
streamy konkrétnym uzivatel'om a jeho pohl'adom na Twitter.

Streamy Multi-uzivatel'ska verzia uzivatel'ského streamu. Streamy stranok st uréené pre

stranok servre, ktoré sa pripdjaji na Twitter v mene viacerych uzivatel'ov.
) pripajaj ry

Rozdiely medzi Streaming APl a REST API

Pripojenie sa k streaming API vyzaduje udrziavat’ otvorené prezistentné HTTP spojenie. V mnoho
pripadoch to zahfila premys$lat’ o danej aplikédcii inym spdsobom, nez za pouzitia REST APIL
Uvazujme napr. webovl aplikaciu, ktord prijima uzivatelove poZziadavky, posle jeden alebo viac
poziadavkov Twitter API, nasledne naformatuje a vypise vysledok uzivatel'ovi ako odpoved’ pre jeho

povodnt poziadavku. Tento scenar je znazorneny na obrazku 3.

UZivatel’ HTTP server Twitter

Server prepodle pofiadavok Twitter odosle APT
k REST API odpoved’
Twitter odoZle APL
odpoved’
MW
UZivatel vidi vykreslend Data sa ndruii
stranku vyrendd

Obrazok 3.3 — scenar s pouZzitim REST API [19]

Aplikacia, ktora sa pripaja pomocou Streaming API nebude schopnd zriadit’ spojenie ako
odpoved’ na uZivatel'ovu poziadavku sposobom, aky je znazorneny na obrazku 2. Namiesto toho je
kéd pre udrziavanie Streaming spojenia typicky pusteny procese, ktory je oddeleny od procesu, ktory

narédba s HTTP poziadavkami. Tento scendr znazorfiuje obrazok 4.
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UZivatel’ HTTP server Proces streamovacieho Twitter

proces
spojenie
Server vytiahne "“““;f" ?.,I_FEW
r H ﬁ u
UZivatel vytvori z DB ‘P*:WWW i
pofladavok "5"5“"3':""‘&']1:'“lm“'|"""ﬂ
Ukoncenie
spojenia

Obrazok 3.4 — scenar s pouzitim Streaming API [19]

Proces starajuci sa o streamovanie ziskava ako vstup tweety a vykondva potrebné parsovanie,
filtrovanie a / alebo agregaciu pred samotnym ulozenim do datového skladu alebo databaze. Proces,
ktory sa stara o HT TP spojenie sa dotazuje datoveho skladu pre vysledky na zaklade uzivatel'ovych
poziadaviek. Sice je tento model komplexnejsi ako predchadzajici, benefity vyplyvajuce zo

stremovania tweetov v realnom ¢ase z neho robia uzitoény model pre vel'a roznych typov aplikacii.

3221 Verejné toky

Tieto toky ponukaju vzorky z verejnych dat ,tecucimi* cez Twitter. Akonahle aplikacia vytvori
spojenie so streamovacim koncovym bodom, je jej dodany tok tweetov. Vyhodou oproti REST API

je, Ze netreba uvazovat’ a robit’ si starosti s obmedzujicimi limitami a rychlostami pri dotazovani.

Koncové body:

e POST statuses/filter
e GET statuses/sample
e GET statuses/firehose
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Spojenia

Kazdy ucet moze vytvorit' iba jedno spojenie k verejnym koncovym bodom. Pripojenie sa na verejny
tok viac nez jedenkrat s tymi istymi prihlasovacimi idajmi sposobi, Ze sa najstarSie spojenie odpoji.
Klienti, ktori sa snazia vytvarat nadmerny a neprimerany pocet spojeni (¢i uz uspesnych alebo

neuspesnych), riskuji, Ze ich IP adresa bude automaticky zablokovana.

3.22.2 UZivatel'ské toky

UZzivatel'ské toky pontkaju toky dat a udalosti $pecifickych k danému autentifikovanému uzivatel'ovi.
Treba poznamenat’, Zze uZzivatel'ské toky nie st zamysSlané pre spojenia typu server-server. Na
vytvorenie spojeni v mene viacerych uzivatelov zrovnakého stroja je vhodnejSie pouzit' streamy

stranok.
Koncovy bod

e GET user

Spojenia
Je vhodné minimalizovat pocet pripojeni, ktoré aplikacia vytvori s uzivatel'skymi tokmi. Kazdy
Twitter et je totiz limitovany na len niekol’ko malo simultannych spojeni pre jednu OAuth
aplikaciu, nebertic do tivahy IP adresu. Po vyc¢erpani pocétu spojeni danou aplikciou, sa najstarSie
spojenie ukonéi. Uget pripajajuci sa z prili§ vel'a instancii tej istej OAuth aplikacie cyklicky strieda
spojenia.

Aplikacia musi byt schopna spracovat HTTP chybu 420, ktora indikuje, ze Gcet sa snazi
prihlasovat’ prili§ ¢asto. Tato chyba znaci, Ze Ucet presiahol limitovany pocet spojeni pre aplikaciu.
Nasledne sa da uzivatel'ovi najavo, ze ich pristup k uzivatel'skym tokom bol automaticky a do¢asne
zakdzany. Odportica sa vypnit' nadbytoné kopie aplikécie, pripadne inStancie beZiace na inom
pristroji, aby sa znovu spristupnilo streamovanie.

Kazda aplikacia ma svoju vlastnu alokaciu, takze prihlasovanie sa z Aplikacie 1 neovplyvni
Aplikéciu 2 a naopak. Napriek tomu pustenych prili§ mnoho képii bud’ Aplikacie 1 alebo Aplikacie 2
sposobi problémy. Taktiez treba poznamenat’, ze pocet simultannych spojeni je limitovany na dant IP
adresu bez ohl'adu na konkrétnu aplikaciu.

Aplikacie, ktoré podporujii simultanne zobrazenie viacero Twitter u¢tov mozu otvorit’ jedno

spojenie pre jeden ucet.
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3.2.2.3 Dobré navyky

Aplikacia sa uplatni najlepsSie, ak bude vyuzivat aj uzivateI'ské streamy spolocne s REST APIL
Aplikacia, ktora sa pripaja na uzivatel'ské toky moze spitne dopiiiat’ data pomocou REST API, aby
tak pokryla Casové periody, kedy z nejakého dovodu vypadlo spojenie.

Pri prechode z pouzivania REST API na pouZivanie uzivatel'skych tokov je vhodné spravit
posledny REST dotaz po tom, ¢o prebehlo uspesné pripojenie, ¢im sa zaisti, Zze nedoslo k Ziadnej
strate dat.

Pri odpojeni sa z uzivatel'ského toku je dobré sa pokusit’ znovu pripojit’ aspofi minutu alebo
dve pred tym, nez sa bude pokracovat’ s dotazovanim sa na REST API. Toto oneskorenie pomoze
predist’ zahlteniu REST API dotazov, keby malo d6jst’ k menSiemu zdrZaniu alebo inym tazkostiam
u API uzivatel'skych tokov.

Je vhodné sa snazit' nevyuzivat' cely REST API limit pocas streamovania. Odporica sa

pouzivat REST API, akoby to bol vzacny zdroj.

3.2.24 Streamy stranok

Streamy stranok ponukaji sluzby, ako su webové stranky alebo mobilné sluzby, ktoré dostavaju
aktualizacie anové spravy pre velka skupinu uZzivatelov. Udalosti mozu byt streamované pre
akéhokol'vek uzivatela, ktory ma povoleny OAuth pristup do aplikacie. Desktopové aplikacie alebo
aplikacie s malo uzivatel'mi by mali pouzivat’ uzivatel'ské streamy.

Streamy stranok su v dobe pisania tohto textu v limitovanej beta verzii. Pristup je obmedzeny
pre skupinu uétov na whiteliste. Daliie rozoberanie streamov stranok teda nie je podstatné, nakol’ko
by neboli vyuzitelné.

Scoialna siet’ Twitter tak so svojim obrovskym po¢tom denne odoslanych tweetov pontka
moznosti ako ziskat' velké mnoZstvo materidlu pre ziskavanie znalosti z dat. Pomocou jeho
streamovaciecho API sa da v relativne kratkom case ziskat' dostatocne vel'ka vzorka dat o roznych

témach a nazorov l'udi z r6znych lokacii z celého sveta.

3.3 Last.fm

Last.fm je sluzba pre odporucanie hudby uzivatelom. Uzivatelia sa zaregistruji a stiahnu program
The Scrobbler, ktory im pomaha objavovat’ novi hudbu na zaklade toho, aké pesni¢ky uzivatelia
pocuvaku. [24]

Last.fm API pontka mozZnost’ implementovat’ programy pouzivajuce Last.fm data. Je mozné
vytvorit’ webové alebo desktopové aplikacie alebo aj aplikacie pre mobilné zariadenia. Je treba si

vytvorit” API ucet, ktory nasledne poskytne API kI'i¢, aby bolo mozné vyuzivat webové sluzby

17



Last.fm. Odpovede na volania metéd tohto API su vo formate XML, ktoré je v $tyle REST.
Korefiova adresa API je http://ws.audioscrobbler.com/2.0/

Korenovej URL sa posiela parameter sdanou metdédou, ¢o je vyjadrené ako
‘package.method’ spolu s konkrétnymi argumentami. Nasledujuce parametre si vyzadované pre
vSetky volania:
api_key : kl'a¢ Last.fm API
method : metéda API vyjadrena ako package.method, kore$pondujica pomenovaniu metody

Z dokumenacie Last.fm API

napr:
http://ws.audioscrobbler.com/2.0/?method=artist.getSimilar&api key=xxx...

API podporuje niekolko transportnych formatov, ale odpoveda implicitne v Specidlnom
Last.fm XML formate. Je taktieZ mozné dostavat’ odpovede aj vo formate JSON.

V ponuke je vel'ké mnozstvo metdd, pomocou ktorych mozno ziskavat' data o jednotlivych
umelcoch (ich fanusikoch, udalosti, kde vystupuju, podobnych umelcoch atd’.), ich albumoch,
pesni¢kach, udalostiach, informacie o uzivatel'och, tagoch ainé. VaéSina metdd nevyzaduje
autentifikdciu. Prevazne sa jednd o metody, ktoré maju Citaci charakter a len vracaju nejaké data.
Metody, ktoré maju charakter zdpisu naopak vyzaduju autentifikiciu uzivatel'a. V tomto pripade treba
uzivatel'a poslat’ na adresu last.fm/api/auth spolu s vyssie spominanym vygenerovanym API kI'aiCom
ako parameter. Pouziva sa HTTP GET dotaz, ktory moze vyzerat napr. takto:

http://www.last.fm/api/auth/?api key=xxx
Ak uzivatel nie je prihlaseny do Last.fm, bude presmerovany na prihlasovaciu stranku a nasledne po
prihlaseni bude poziadany o povolenie, aby aplikacia mohla pouzivat’ jeho uéet. Pre potreby
dolovania dat by vSak tento ikon nemal byt’ dolezity, o poskytuje aplikacii dostacujice moznosti
ziskavania potrebnych dat bez zbytoc¢nej rézie.

Pri vytvarani aplikacie, ktora pouziva Last.fm API, je vhodné pamétat’ na niekol’ko zasad.
Napriklad pri vytvarani webovej aplikacie nie je rozumné dotazovat sa API pri naditani kazdej
stranky. Mohlo by to mat’ za nasledok pozastavenie uctu, keby aplikacia pokra¢ovala v posielani
niekol’kych dotazov za sekundu. Okrem toho treba pouzivat kodovanie UTF-8 pri posielani
argumentov API metoédam.

Pre potreby vytvorenia webovej aplikacie vyuzivajucej Last.fm API existuje viacero, aj ked’ iba
neoficialnych, moznosti. Pre jazyk PHP to st:

e PHP last.fm API

e Felix Brun’s PHP libs
Oba prostriedky pontkaji moznost' cacheovania odpovedi priamo na stiborovy systém alebo do

databazy. Prvy nastroj vracia data ako pole, druhy vracia data v objektoch.
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4 Teoria k dolovaniu textovych dat

Dolovanie textovych dat (knowledge discovery in texts — KDT, alebo ¢asto nazyvany aj ,text
mining”, resp. dolovanie z textov) oznacuje proces ziskavania znalosti z textu. Tieto informacie sa
typicky odvodzuji zo vzorov atrendov v textoch a statistiky. Dolovanie textovych dat obvykle
zahriiuje proces spracovania vstupného textu, odvodzovanie vzorov v ramci Struktirovanych dat
a nakoniec vyhodnotenie a interpretacia vystupu. Ulohy dolovania textovych dat obvykle zahriuju
kategorizaciu textov, zhlukovanie textov, extrahovanie konceptov alebo entit, sumarizaciu
dokumentov a analyzovanie sentimentu. [25]

Proces objavovania znalosti v mnozine textovych dokumentov sa v doésledku inherentnej
nestruktirovanosti a neurcitosti jazyka javi ako omnoho zlozitej$i nez proces objavovania znalosti
v databazach. [26]

Proces dolovania znalosti z textovych dokumentov je mozné vykonavat’ spdsobom ako bezny

proces objavovania znalosti. Jednotlivé kroky, ktoré tento proces zahriiyje, su:

Ziskanie relevantnej mnoZiny dokumentov

Prvym zasadnym krokom je ziskat’ dostatocne vel'ku a relevantnu vzorku dat. Pokial’ ide o skiimanie
konkrétnej aplika¢nej domény, je ziaduce, aby tato mnozina dat pokryvala tito oblast’ celd, alebo
aspon v dostato¢nej miere. Vzorky sa mdzu ziskat' z existujicich zdrojov bud’ automatizovanym

spdsobom, manualne alebo kombinovane.

Predspracovanie dat

Dal$im krokom je ziskané data spracovat’ takym spdsobom, aby sa s nimi dalo pracovat’ v ramci
pouzitych algoritmov. Z textov sa odstrania nepodstatné informacie ako neplnovyznamové slova,
upravia sa vel'kosti pismen, prevedu sa rozne tvary rovnakého slova na jeho spolocny morfologicky
zaklad apod. Takto upravené data sa prevedil na numericki formu reprezentacie, s ktorou moze

nasledne vybrany algoritmus pracovat’.

Dolovanie v textoch
Treti krok zahriiuje samotné dolovanie a zavisi od vybranej techniky dolovania v textovych datach.
Moze ist’ o klasifikaciu textov, zhlukovanie, pripadne extrakciu informacii na zaklade k tomuto Gcelu

vybraného algoritmu.

19



Vizualizacia a interpretacia vysledkov
Poslednym krokom je vizualizovanie a predostretie vysledkov, ktoré boli algoritmom vypocitané.
Slizia na to rozne nastroje, ktoré mézu dosiahnuté vysledky reprezentovat. Interpretaciu tychto

vysledkov musi urobit’ uz ¢lovek sam.

4.1 Tokenizacia

Tokenizacia je proces rozlozenia toku textu do slov, fraz, symbolov alebo inych zmysluplnych
elementov nazyvanych tokeny. Tokeny mozno definovat’ ako systémom rozpoznané a akceptované
skupiny znakov s kolektivnym vyznamom. Zoznam tokenov sa pouziva ako vstup pre dalSie
spracovanie v dolovani textovych dat.

Vzhl'adom na vyuzitie tokenizicie na predspracovanie a nasledné dolovanie znalosti z textov
pomocou Klasifikaénych a zhlukovacich algoritmov je vhodné zohl'adnit’ isté javy a $pecialne tvary
lexikalnych jednotiek a riesit’ ich pomocou adekvatneho navrhu systému tokeniza¢nych pravidiel. Su
to najma [27]:

e (isla — ¢isla a zmieSané alfanumerické retazce vi¢§inou nie si dobrymi termami vo
vektorovej reprezentacii dokumentov, a to kvoli ich neurcitosti.

e Zlozenie slova — je otazkou, ¢i slova so spojovnikom pri tokenizacii spojit’, alebo rozdelit’ do
viacerych tokenov. Moznym rieSenim je preskumat’, ¢i sa textové jednotky pred a za
spojovnikom nachadzaju v slovniku pripustnych tvarov.

e Velkost pisma — znaky sa ¢asto v procese tokenizacie konvertuju bud’ na velké, alebo na

malé pismo, o vSak moze niekedy znamenat’ stratu sémantickej informacie.

4.2 Izolacia korena slova

Proces, ktory z tvaru slova v texte uré¢i jeho zakladny tvar sa nazyva lematizacia. Ciel'om je zoskupit’
réznym spésobom vysklofiované tvary slova, aby mohli byt analyzované ako jedna polozka [28].

Specialnou formou lematizacie je izolacia koreiia slova (angl. ,stemming“). Ide
0 jednoduchsi pristup ziskania korena, ktory je mozné l'ahSie implementovat a ma mensSie Casové
naroky. Takto ziskany koreni sa nazyva ,,stem*. Tento stem nemusi byt identicky s morfologickym
zakladom slova; vicSinou je dostacujuce, Ze suvisiace slova sa namapuju na rovnaky stem aj napriek
tomu, ze dany stem nie je validny morfologicky korein slova. [26, 29]

V anglictine nie je izolacia korena tak narocna a najpouzivanejsi je Porterov algoritmus. [26]
Je zalozeny na odstrafiovani pripon, priCom vyuziva pevny zoznam pripon a niektoré¢ dalSie pravidla
morfologie anglického jazyka. V implementacii som vyuZil prave tento algoritmus, ktory bol pre

jazyk PHP verejne dostupny a 'ahko zakomponovatelny do webove;j aplikacie. [30]
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Pre ilustraciu uvediem niekol’ko prikladov, ktoré budu nazornejsie vo vysvetleni, ako je proces
stematizacie uskutoCnovany. V praci sa zameriavam len na anglicky jazyk atak si nasledujtce
priklady ukazané tiez na anglickych slovickach. Algoritmus pre anglicky jazyk by mal teda
identifikovat’ retazec ,,cats* (a pripadne retazec ,.catlike, ,,catty* atd’.) ako odvodeny od zakladu
»cat“ aretazce ,,stemmer”, ,,stemming”, ,,stemmed* ako odvedené od zakladu ,,stem®. Algoritmus
stematizacie redukuje slova ,,fishing®, ,,fished”, ,,fish* a ,,fisher* na zéklad slova ,,fish“, no na druhej
strane slova ,,argue®, ,,argued”, ,,argues®, ,,arguing” a ,,argus“ sa vsetky redukuju na stem ,,argu® (¢o
ilustruje prave pripad, v ktorom dany stem nie je ani samotné slovo ani morfologicky zaklad), ale
»argument™ a ,,arguments‘ sa redukuji na stem ,,argument*.

Proces stemming je dolezity krok predspracovania, nakolko st po jeho aplikacii rozne

gramatické tvary slova identifikované a indexované (zapocitané) ako jedno a to isté slovo.

4.3  Eliminacia neplnovyznamovych slov

Vsetky identifikované a lematizované tokeny st kandidatmi pre termy vektorového modelu textového
dokumentu. Termy, cize klicové slovd, by mali ¢o najpresnejSie vyjadrovat obsah daného
dokumentu. Zaroven je pre efektivnost’ d’alSicho spracovania pomocou klasifikaénych a zhlukovacich
algoritmov vyhodné minimalizovat’ pocet termov popisujucich jednotlivé dokumenty. Tieto dve
skuto¢nosti su dovodmi pre to, aby sa z d’alSieho spracovania vylucili tokeny s malym prispevkom k
celkovému obsahu textu. Vo vSeobecnosti sa predpoklada, ze hlavnymi nositel'mi obsahu textu su
plnovyznamové slova, predovsetkym substantiva a adjektiva. Lematizované tokeny, ktoré vznikli z
tychto slov, su vhodné na reprezentaciu obsahu dokumentov a maju sa transformovat’ na termy.
Naopak, minimalny a zanedbatelny prinos k obsahu textu sa predpoklada pri neplnovyznamovych
slovach — spojkach, predlozkach, zamenach, Casticiach, réznych netextovych elementoch a scasti aj
pri ¢isliciach a ¢islovkach. Tieto takzvané stop-slova (angl. stop-words, niekedy tieZ noise-words) sa
obycajne v texte vyskytuju s vysSou frekvenciou, pricom vsak k celkovému obsahu textu prispievaju
iba malym informa¢nym ziskom. Tokeny vzniknuté z tychto slov je vhodné vylucit’ zo zoznamu
termov. [26] Typické stop-slova pre angli¢tinu su napriklad:

a, about, above, after, again, an, and, any, are, be, before, behind, been, both, brief, can, come, did,
didn’t, down, during, each, else, et, etc, except, far, for, from, get, go, got, had, half, has, have, he,
hello, his, how, in, into, it, just, last, let, low, me, most, much, my, near, no, none, not, now, of, off, on,
our, out, own, past, per, rather, recent, say, see, self, she, so, soon, such, take, than, that, the, their,
then, there, they, this, to, too, try, under, up, upon, us, use, via, want, was, we, were, what, when, who,

why, would, yes, yet, ...
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Standardizovany a vieobecne akceptovany zoznam stop-slov neexistuje, pretoZe zaradenie vhodného
slova medzi stop-slova je Castokrat zavislé od aplikacie alebo domény, ktorej sa analyzované texty

tykaju.

Jednym zo spOsobov odstrafiovania stop-slov je taky, Ze sa popredu ru¢ne pripravi zoznam tychto
neplnovyznamovych slov, ktory sa nazyva tzv. negativny slovnik (angl. stop-word list). Z textov sa
odstrania slovicka, ktoré sa nachadzaju v tomto slovniku. Nevyhoda vyplyvajuca z tohto pristupu je
ta, Ze je zavisly na konkrétnom jazyku, ktory sa v textoch pouziva. Okrem toho samozrejme dochadza
k istej strate informacii zo ziskanych vzoriek textu, avSak tito nevyhodu dostatoéne vyvaZuje
skutocnost’, ze vd'aka tejto redukcii sa znizuje priznakovy priestor, pomocou ktorého su dokumenty
reprezentované. Vd’aka tomu sa zefektivni praca dolovacich algoritmov, ¢i uz ide o klasifikéaciu,
pripadne zhlukovanie apod. Tento pristup vopred definovaného slovnika som zvolil a pouzil v tomto

projekte s mnozinou obsahujicou anglické neplnovyznamové slovicka.

4.4  Klasifikacia textovych dokumentov

Klasifikacia textovych dokumentov je uloha, v ktorej ide o to zaradit' dokument do jednej alebo
viacerych tried alebo kategorii. Pre tento projekt bolo treba preskumat’ automatické tj. algoritmické

sposoby klasifikacie dokumentov.

4.4.1 Automaticka klasifikacia dokumentov

Ako bolo uz nacrtnuté v kapitole 2, Glohy automatickej klasifikicie dokumentov mézu byt rozdelené
na tri rzne typy:

o Kklasifikacia dokumentov s kontrolovanym ucenim, kde je potrebné, aby existoval nejaky
externy mechanizmus (ako napr. spitnd vdzba od cloveka), ktory sprostredkovdva pre
dokumenty spravne zaradenie do tried.

e Klasifikacia dokumentov s nekontrolovanym ucdenim (tieZz znama ako zhlukovanie
dokumentov), kde musia byt dokumenty klasifikované bez akejkol'vek referencie alebo
odkazu na externé informacie.

e Klasifikacia dokumentov s polo-kontrolovanym (zmie$anym) ucenim, kde su casti

dokumentu oznacené vonkaj$im mechanizmom

Pre ucely klasifikacie dokumentov existuje mnozstvo v praxi pouzivanych technik. Niektoré s
vypisané v nasledujucom zozname a zahriiuja:
¢ Naivny Bayesovsky klasifikator (angl. Naive Bayes)

e Metoda zhlukovania dat (angl. Expectation Maximization, EM)
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e TF-IDF

e Latentné sémantické indexovanie (angl. Latent semantic indexing, LSI)
e SVM (angl. skratka pre ,,Support Vector Machine*)

e Neurdénové siete

e Algoritmus K-najblizsich susedov

e Rozhodovacie stromy

Dalsie Casti prace sa zameriavaju na klasifikaciu s kontrolovanym uéenim. Pri tomto spdsobe
algoritmizacie je mnozina dat rozdelena do dvoch casti: trénovacia a testovacia, ¢o bude vysvetlené

neskor.

4.5 Modely reprezentacie textovych dokumentov

Modelom reprezentacie textovych dokumentov sa nazyva taka formalizacia dokumentu, resp. jeho
textu v prirodzenom jazyku, ktora nejakym spdsobom vyjadruje obsah tohto textu a zaroven
umoziuje ich efektivne spracovanie metédami dolovania v textoch, predovsetkym algoritmami
klasifikacie a zhlukovania. Vyznamnou vlastnostou a predpokladom aplikovatel'nosti modelov
reprezentacie textov je moznost matematicky porovnavat' texty podla ich vzdjomnej podobnosti,
pribuznosti ich obsahov [31].

Vychodiskom konstrukcie r6znych modelov reprezentacie textovych dokumentov pre ulohy
ziskavania znalosti z textov je matica dokument-term. Texty z dokumentov v analyzovanom korpuse
sa predspracuju postupmi popisanymi v predchadzajucich Castiach Cize konverziou na Cisty text,
segmentaciou, tokenizaciou, lematiziciou, morfologickou a pripadne aj komplexnou jazykovou
analyzou. Pre kazdy z dokumentov sa ziska zoznam (vektor) lematizovanych termov, ktoré vyjadruju
obsah daného dokumentu. Problémy pri tejto reprezentacii méze sposobovat’ potencidlne vel’ky pocet
termov, ktory negativne ovplyviiuje efektivitu zhlukovacich a klasifikacnych algoritmov, a tiez
nerovnomerné zastipenie termov vzhl’adom na ich prispevok k celkovému obsahu dokumentu resp.
kolekcie. Prvy problém, teda zniZzenie poc¢tu termov v reprezentacii dokumentu, sa riesi odstranenim
neplnovyznamovych slov.

Matica dokument-term je vo vSeobecnosti riedka matica, obsahujuca vel’a nil na poziciach
termov, ktoré sa nenachadzaji v textoch niektorych dokumentov z korpusu. Preto sa pre tlohu
vyhladavania informacii pouziva upravena matica dokument-term, ktora pre kazdy z termov
uchovava iba zoznam tych dokumentov, v ktorych sa dany term vyskytuje. Takéto reprezentacia textu
sa nazyva invertovany index (alebo skratene index), proces transformacie dokumentu (textu) do tejto

reprezentacie sa oznacuje ako indexéacia..
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Existuje niekol’ko modelov reprezenticie textovych dokumentov, medzi ktoré patri
Boolovsky model, pravdepodobnostny model avektorovy model. Boolovsky model pouziva
binarne ohodnotenie pritomnosti resp. absencie slova v texte dokumentu. Pravdepodobnostny model
vychadza z Boolovského modelu a tiez pouziva binarne ohodnotenie, liSi sa vSak vo vypocte
vzajomnej podobnosti dvoch textov. Najpouzivanej$i model pri ziskavani znalosti z textov je model
vektorovy [26], ktory som vyuzil vimplementacii aj v (pred samotnou implementaciou)

uskuto¢nenych testoch v programe RapidMiner a tento model bude rozobraty podrobnejsie.

4.5.1 Vektorovy model

Jeden z nedostatkov Boolovského modelu je, Ze nie je spdsob ako zhodnotit’, ktoré slova st v ktorom
dokumente relevantnejsie. Ak by vSak bolo mozné ohodnotit’ termy v dokumente na zaklade toho,
v akej miere su reprezentativne v dokumente ako celku, mohli by sme presnejsie zoradit’ dokumenty
podl’a toho, ako vel'mi sa k sebe podobaji. Tato myslienka formuje zaklad pre vektorovy model.

Vektorovy model (angl. ,,Vector Space Model“, VSM) je algebraicky model reprezentacie
textovych dokumentov ako vektorov identifikatorov, ako napr. indexovanych termov. Dokumenty
su reprezentované ako vektor:

dj = (Wy,j, Wy j, o, W, )

Kazda dimenzia vyjadruje odlisny term. Ak sa term nachadza v dokumente, jeho hodnota vo vektore
je nenulova. Bolo vyvinutych niekol’ko réznych spésobov ako pocitat’ tieto hodnoty, zvané tiez ako

vahy termov. Jedna z najzname;jsich schém je TF-IDF vdhovanie.

452 TF-IDF

Pre ohodnotenie slov dokumentov vahami som pouzil metodu TF-IDF. Skratka TF-IDF stoji pre
anglicky termin ,term frequency—inverse document frequency®, ¢o by sa dalo prelozit’ ako
»frekvencia vyrazu-inverzna dokumentova frekvencia®. Ide o numericku Statistick(i metodu, ktora
reflektuje ako vel'mi je dané slovo délezité v ramci daného dokumentu z kolekcie dokumentov.
Kazdé slovo nachadzajice sa v dokumente je teda ohodnotené ¢iselnou hodnotou TF-IDF. Tato
hodnota sa priamo umerne zvysuje s poctom kolkokrat je dané slovo obsiahnuté v dokumente, ale je
vyrovnana Castostou tohto slova v celej kolekcii dokumentov. To napomaha kontrolovat’ fakt, Ze
niektoré slova st obecne beznejsie, nez ostatné. [32]

Hodnota TF-IDF je sucin dvoch Sstatistickych tudajov, frekvencie slova a inverznej
dokumentovej frekvencie. Existuju rézne spOsoby pre urCovanie oboch Statistickych hodnét.
V pripade frekvencie termu tf (t, d), najjednoduch$im vyberom je pouzitie hrubej frekvencie termu
v dokumente, tj. pocet kol’kokrat sa term t nachadza v dokumente d. Ak ozna¢ime hrubu frekvenciu
termu t ako f (¢, d), potom jednoducha TF schéma bude tf (t,d) = f(t,d).

Existuju este d’alSie moznosti:
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e Boolovské frekvencie: tf (t,d) = 1 ak sa term t nach8dza v dokumente d, v opaénom pripade
tf(t,d)=0

e Logaritmicka frekvencia: tf(t,d) = 1 + logf(t,d) aOked f(t,d) =0

e Normalizovana frekvencia, ktora sluzi na to, aby sa prediSlo skresleniu pri dlhsich

dokumentoch, napr. hrub4d frekvencia termu vydelend hrubou frekvenciou termu s

. : . _ f(td)
maximalnou frekvenciou v danom dokumente: tf (t,d) = ol (o) wed)
Inverzna dokumentova frekvencia je miera toho, ¢i je dany term napriec vSetkymi dokumentmi bezny
alebo naopak vzacny. Je ziskana vydelenim celkového poctu dokumentov poctom dokumentov

obsahujtcich dany term a naslednym zlogaritmovanim vysledného podielu:

. D
ldf(t,D) = logm kde:

e |D| znac¢i mohutnost’ D, alebo celkovy pocet skimanych dokumentov
e |{d€D: te€d}|: potet dokumentov obsahujucich term t (tj. tf(t,d) # 0). Ak sa term
v korpuse dokumentov nenachadza, viedlo by to k deleniu nulou. Je teda beZznou praxou
upravit rovnicunal+ |{d €D : t € d}|.
Potom sa TF-IDF vypocita ako:

idf (t,d, D) = tf(t,d) x idf (t, D)

Logaritmus slizi na isté zahladenie vysledkov. Ak je napr. term A zastupeny v dokumente X prave
raz aterm B je v tom istom dokumente zastipeny dvakrat, potom je term A S$pecifickej$i a mal by
poskytnut’ lepsie vysledky, ale nie nevyhnutne dvakrat lepSie vysledky. Logaritmus tieto rozdiely
zahladi. [33]

Vysoka vaha v TF-IDF je dosiahnuta vysokou frekvenciou termu v danom dokumente
anizkou dokumentovou frekvenciou termu v celkovej kolekcii dokumentov. Vahy teda maja
tendenciu odfiltrovavat’ bezné termy. Nakol'ko pomer vnutri IDF logaritmu je vzdy vacsi nez alebo
rovny 1, hodnota IDF (a TF-IDF) je vacsia nez alebo rovnd 0. Ako sa term objavuje vo viacerych

dokumentoch, pomer vnutri logaritmu sa priblizuje 1, ¢im sa hodnoty IDF a TF-IDF blizia k 0.

45.3 Naivny bayesovsky klasifikator

Prvy algoritmus, ktory som pouzil na experimentovanie a nasledné porovnanie s OStatnymi
algoritmami, sa nazyva Naivny bayesovsky klasifikator. Je zaloZeny na tzv. Bayesovom teoréme a je
obzvlast’ vhodné ho pouzit, ked’ je vysoka dimenzionalita vstupnych dat. Ide o jednoduchti metddu
klasifikacie, no napriek svojej jednoduchosti vie tento klasifikator Casto poskytnut’ presnejSie
vysledky nez iné sofistikované klasifika¢né metody. [34]

Demonstraciu principu Naivného baysovského klasifikatoru ukazem na nasledujucom priklade.
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Obr. 4.1 — priklad Klasifikovanych vzoriek pre naivny bayesovsky klasifikator

Ako vidno z obr. 4.1, klasifikované objekty mézu byt zelené alebo ¢ervené. Nakolko je v priklade
dvakrat viac zelenych objektov nez Cervenych, je dvakrat viac pravdepodobné, ze novy objekt bude
tiez zeleny. V bayesovskej klasifikacii tato skuto¢nost’ figuruje ako tzv. apriérna pravdepodobnost.
Ide o pravdepodobnost’, s akou bude novy neznamy objekt klasifikovany do jednej z tried. Apriona

pravdepodobnost’ je teda zaloZena na predchadzajucej skusenosti.
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Obr. 4.2 — neznama vzorka pre naivny bayesovsky klasifikator

Pre klasifikaciu nezndmeho objektu (biely kriizok na obr. 4.2) je rozumné uvazovat, ze ¢im viac
zelenych (alebo cervenych) objektov je v okoli nového objektu, tym vécSia pravdepodobnost, ze
novy objekt bude prave tejto farby. Pre novy objekt teda existuju dve rézne pravdepodobnostné
informacie a vysledna klasifikacia sa robi pomocou kombinacie oboch tychto pravdepodobnosti do

tzv. posteriornej pravdepodobnosti za pouzitia tzv. Bayesovho teorému.

4531 Bayesov teorém

Nech X aY st dva obecne rézne javy. Symbolom P(X|Y) sa zna¢i podmienent pravdepodobnost’
javu X za podmienky vyskytu javu Y. Tato hodnota udava, aka je pravdepodobnost’, Ze nastane jav X,
ak bezpe¢ne vieme, Ze nastal jav Y. Podmienend P(X|Y) sa vypocita pomocou vzorcu:

PXNY)

PXIN =55

kde P(X Nn'Y) je pravdepodobnost’, Ze nastanu javy X a Y sucasne; P(Y) je pravdepodobnost’ javu Y.
[3] Hodnota P(X|Y) nie je obecne zhodna s hodnotou P(Y|X). Po upravach sa dostane vztah, ktory

sa nazyva Bayesovsky vzorec:
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4.5.4  Klasifikator zaloZeny na k-najbliZSom susedstve

Dalsi algoritmus, ktory som otestoval na ucely klasifikacie, je klasifikator, ktory funguje na principe
k-najblizSicho susedstva (angl. ,k-nearest neighbors alebo skratkou ,k-NN“). Ide o jeden
z najjednoduchsich algoritmov spomedzi algoritmov s u¢enim s u¢itelom. V tomto pristupe sa pocita,
ze kazda vzorka dat (kazdy textovy dokument) je reprezentovany n-ticou atribatov ¢iselnej hodnoty.
Vzorky su teda obsiahnuté v n-dimenzionalnom priestore.

Hodnota kv nazve algoritmu udava pocet najpodobnejSich vzoriek, ktoré sa vybera
vzhladom k prave klasifikovanej vzorky. Vyberie sa teda knajblizSich vzoriek a trieda prave
klasifikovanej vzorky sa urc¢i podla triedy najpocetnejSie obsiahnutej v tomto susedstve najblizsich
vybranych prvkov.

Na to, ako zistit’ mieru podobnosti dvoch vzoriek, existuje niekol’ko (nie len) numerickych
metdd. Na experimenty som vyuzil dve numerické metddy: euklidovsku vzdialenost’ a kosinovu

podobnost’.

454.1 Euklidovska vzdialenost’

Medzi dvoma vzorkami X = (x4, X5, ...,X,) @ Y = (¥1,¥2, ..., ¥n) je definovana tzv. Euklidovska

vzdialenost’, ktora sa da vypocitat’ podl'a nasledujticeho vzorca [3]:

d(X,Y) =

45.4.2 Kosinova podobnost’

Dalsou moznostou porovnania dvoch textovych dokumentov, ktori som zvolil, bola kosinova
podobnost’, ktora lepSie zodpoveda vyznamovej podobnosti dokumentov [26]. Je to miera podobnosti
dvoch vektorov, ktora sa ziska vypocitanim kosinusu uhla tychto vektorov. Ide 0 skalarny sucin

vektorov, vydeleny suc¢inom ich vel'kosti.
Poslednym zo skiimanych algoritmov pre klasifikdciu je najzlozitej$i a najpodstatnejsi,

nakolko je to algoritmus, ktory bol vyuZity v implementacii, a preto mu je venovana zvlast

podkapitola. Algoritmus je ozna¢ovany skratkou SVM (angl. skratka pre ,,Support Vector Machine®).
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46 SVM

SVM (angl. ,,Support Vector Machine®) je algoritmus, ktory je zalozeny na Statistickej teorii ucenia
sa — linearnej a nelinearnej regresii. Analyzuje data a rozpoznava vzory, pouziva sa na klasifikaciu a
regresiu. Pre pripad tejto prace sa vyuzije jeho schopnost’ klasifikacie do tried. Na vstup berie
mnozinu vstupnych dat a pre kazdi vstupnu vzorku predikuje, do ktorej z dvoch moznych tried
vzorka patri. Jedna sa teda o ne-pravdepodobnostny binarny linearny klasifikator. Majic mnozinu
trénovacich vzoriek, kde kazda je oznacena ako patriaca do jednej z dvoch kategorii, trénovaci
algoritmus SVM vybuduje model, ktory priraduje nové vzorky do jednej alebo druhej kategorie.
SVM model je reprezentaciou vzoriek ako bodov v priestore namapovanych takym spdsobom, ze
namapované do tohto istého priestoru a predikcia ich triedy je ur¢ena na zaklade toho, na ktoru stranu
od spominaného oddel'ovacieho priestoru spadaju. [35]

Okrem linearnej klasifikacie st SVM schopné efektivne vykonéavat’ aj nelinearnu klasifikaciu
pomocou techniky, ktora sa nazyva anglicky ako tzv. ,,kernel trick”, kde sa implicitne mapuju vstupné
vzorky do viacdimenziondlneho priestoru.

Vopraxi teda SVM  skonstruuje  hyperplochu, alebo mnozinu  hyperploch
v multidimenzionalnom priestore. Intuitivne, dobra separacia jednotlivych kategorii je dosiahnuta tak,
ze oddel'ujica hyperplocha je skonstruovana tak, Ze ma ¢o mozno najvacsiu vzdialenost’ k najblizsej
vzorke trénovacej mnoziny jednotlivych tried. Tento okraj sa nazyva angl. ,functional margin®
Obecne teda plati, ze ¢im S$irsi okraj, tym mensia chybovost’ v klasifikacii. Tento princip blizsie
znazornuje obr. 4.3, kde okraj H1 neoddel'uje triedy, okraj H2 ich oddel'uje s malym okrajom a okraj
H3 ich oddel’uje s najva¢sim moznym okrajom.
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Obrazok 4.3 - moZnosti oddelenia vzoriek tried [45]
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Na obrazku 4.4 je znazornena oddelujuca hyperplocha a okraje pre SVM, ktoré bolo
natrénované na zaklade vzoriek z dvoch réznych tried. Vzorky nachadzajlice sa priamo na okrajoch

tejto hyperplochy sa nazyvajua podporné vektory (angl. ,,support vectors).

/s
4
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Obrazok 4.4 — znazornenie oddel’ujucej hyperplochy a podpornych vektorov [45]

4.6.1 Klasifikacia do viac tried pomocou SVM

Bolo spominané, ze SVM je binarny klasifikator, a teda klasifikuje vzorky do jednej z dvoch tried.
Klasifikacia SVM do viac tried (angl. multi-class SVM classification) prideluje vzorkam jednu
z kone¢ného poctu tried. Hlavny pristup, ako toto docielit’ je ten, Ze sa problém klasifikacie do
viacero tried rozlozi do niekolkych problémov binarnej klasifikacie. Toto je bezny pristup a funguje
tak, ze sa vytvori niekol’ko binarnych klasifikatorov, ktoré rozliSuju medzi oznacenim jednej triedy
a zvyskom tried (angl. one-versus-all) alebo medzi kazdou dvojicou tried (angl. one-versus-one).
V prvom pristupe sa klasifikacia robi spdsobom ,,vitaz berie vsetko, kde klasifikator s najvyssim
vysledkom udeli vzorke konkrétnu triedu. Tu je ddlezité, aby vystupné funkcie klasifikatorov boli
nakalibrované tak, aby produkovali medzi sebou porovnatelné vysledky. V druhom pripade sa
klasifikacia robi tak, ze kazdy klasifikator udeli vzorku jednu z dvoch tried a nasledne sa vzorka
zaradi do triedy, ktora mala najvacsi pocet hlasov. [36] Existuju este iné sposoby SVM Kklasifikacie do

viacerych tried, no tie su nad ramec tejto prace, nakol'ko ich pouzita kniznica nepodporuje.
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4.6.2 Nelinearna Klasifikacia

Nie vzdy je mozné rozdelit' vzorky dvoch tried v priestore priamkou, Vv trojrozmernom priestore
plochou, pripadne v N-dimenziondlnom priestore hyperplochou. V niektorych pripadoch by bolo
nutné takéto rozdelenie urobit’ krivkou (nelinedrnym regiénom). Namiesto toho, aby sa k ditam
algoritmus snazil vypocitat' a dosadit’ nelinearne plochy, SVM riesi tato situaciou pomocou tzv.
kernel funkcie, ktora mapuje data zjedného priestoru do iného priestoru, kde je mozné pouzit
k separacii jednotlivych tried hyperplochu. Aby bolo mozné vykonat’ tato separaciu, kernel funkcia
moze previest’ data do viacdimenzionalneho priestoru, kde moze byt separacia jednoduchsia.
Je mozné vyuzit mnoho kernel funkcii, ale pri zopar konkrétnych sa ukazalo, ze pracuju

dobre v Sirokom mnozstve pripadov. Medzi najpouzivanejsie kernelové funkcie patri:

e linearny kernel

e polynomialny kernel

e tzv. ,radial basis function*

e tzv. sigmoid kernel
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5 Ziskavanie dat

Pre vyber jazyka PHP na samotné ziskavanie dat zo socialnej siete Twitter som sa rozhodol na
zaklade toho, ze je vnom napisanych niekol’ko réznych oblubenych, na tieto ucely bezne
pouzivanych néstrojov. Aby som sa nemusel Twitter Streaming API dotazovat’ ru¢ne, vyuzil som

PHP rozhranie Phirehose a framework nad tymto rozhranim nazvany 140dev Twitter Framewok.

5.1 Phirehose

Phirehose je PHP rozhranie k Twitter Streaming API. Ide o kniZznicu, pomocou ktorej je mozné sa
z PHP aplikécii I'ahko pripojit’ k Streaming API a ukladat’ z tohto toku v redlnom case sa objavujlice
novo vytvorené tweety. Tato kniznica umoziuje prichadzajice statusy zarad’ovat’ do fronty, smeruje
ktomu, aby bola implementovanid presne na zaklade odporuCani z Twitter Streaming API
dokumentécie, priCom vyuziva minimum ¢asu procesoru. [37]. Je treba poznamenat’, Ze tato kniznica
je urena pre pouzivanie iba v prostredi prikazového riadku, tzn. nie pre vsadenie do webového
skriptu, ani pustenie v internetovom prehliadaci.

Okrem pripojenia a autentifikicie do Streaming API a zarad’ovania tweetov do fronty podla
zvolitelného pristupu, Phirehose za programatora tiez rieSi opidtovné pripajanie sa pri moznych
vypadkoch a chybach spominaného API. Udrzuje teda stale spojenie a navySe monitoruje vzniknuté
chyby a vykonnostné metriky.

Kniznica Phirehose vSak ziadnym sposobom nedekoduje a nespracovava samotné tweety a ani
neposkytuje funkcionalitu, ktord sa netyka priamo Streaming API (napr. informacie z uzivatel'skych

uctov, vyhladavanie atp.)

5.2 140dev Twitter Framework

Na dekoddovanie tweetov a ich nasledné spracovavanie som vyuzil vol'ne dostupnu kniznicu, ktorej
cielom je eSte vyraznejSie zjednoduSenie pristupu k Twitter APL Je napisand v PHP
a JavaScripte, pre ukladanie dat vyuziva databazu MySQL a pre autentifikaciu OAuth. [39] Jadro
tohto frameworku tvori Twitter Database Server, ktory vyuziva Streaming API pre agregovanie
tweetov obsahujucich vybrané kIiCové slova. Entity objavujice sa v tweetoch su ukladané do
separatnych tabuliek pre optimalizovanie vykonu dolovania dat. Tweet moze obsahovat’ nasledujuce
entity:
e hashtag - slovo alebo fraza, ktora zacina znakom # (dvojity krizik), napr. #WeHaveAPope.
Pomocou hashtagov je mozné dohladat’ rézne trendy (novy film, album, dolezita udalost),

pripadne oznacit’ vyznam prispevkov (sarkazmus, hnev atd’.)
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e URL tj. webovych adries

e @mention — pouzitie akejkol'vek prezyvky v tele tweetu v tvare ,,@prezyvka”

5.2.1  Architektara frameworku

Framework je postaveny spdsobom, ktory oddel'uje proces ziskavania novych tweetov od
prezentacnej vrstvy, ktora zobrazuje vhodné data na webovej stranke, pripadne vrstvy, ktora méze

data inym sposobom d’alej spracovavat’.

Databaza

Streaming API

Cache
@u I'ka
Parsovanie
Webstranka 3

PoZiadavka )
| € Normalizovane

tabulky

Obrazok 5.1 — architektura frameworku 140dev [39]

Takato architektira vytvori vrstvu medzi Twitter API a uzivatel'skym rozhranim. Na jednej
strane je APl a kdd, ktory zbera data. Na druhej strane je kod, ktory dodava vysledok uzivatel'om ako
webova aplikacia. V strede je databazovy dizajn a programovacie techniky, potrebné pre ulozenie dat
tweetu do normalizovanej databazovej schémy, ktord je optimalizovana pre dotazy, ktoré dand
aplikacia potrebuje.

Viacsinu prace ohladom ziskavania tweetov vykondva kniznica Phirehose, ktora je
nainstalovana spolu s 140dev frameworkom. Aby bolo mozné vyuzivat’ Phirehose, je nutné vytvorit
PHP skript, ktory rozsiri triedu Phirehose a prida kod, ktory uklada tweety hned’ pri ich prijati. Tuto
ulohu riesi skript get_tweets.php, ktory je pustany ako nepretrzity proces na pozadi.

Skript parse_tweets.php spracovava kazdy novy tweet, ktory je pridany do tabulky
json_cache skriptom get_tweets.php. Déta z tweetov st extrahované zo stipca raw_tweet v tabul’ke

json_cache anasledne rozlozené do tabuliek: tweets, tweet tags, tweet _urls, tweet_mentions a
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users. Ak je uzivatel’ uz obsiahnuty v tabul’ke users, jeho data su aktualizované datami z najnovsicho

tweetu.

Twitter Streaming API

Tweet

Tweeet

[ o]

I Entities object |

| User object

get_tweets.php
db_lib.php
Phirehose Library

|

Twitter Database Server

|

Tweet

parse_tweets.php
db_lib.php

\\

json_cache

tweets

tweeat_tags

tweat_urls

tweet mentions

YAARNN

[ T

Users

~— -

5.2.2

Obrazok 5.2 — architektira kodu frameworku 140dev [38]

Databazova schéma

Pri Struktire databazy je vhodné si vSimnut, Ze kazdy riadok ztabulky json cache obsahuje

jednoznaény identifikator tweetu tweet_id. Vd’aka tomuto je mozné sa v budicnosti vratit' a znovu

rozparsovat’ vysledky API dotazovania sa. Toto je vyhoda, pretoze Twitter pravidelne meni Struktiru

vysledkov ziskanych pomocou Streaming API. St pridivané nové hodnoty, pripadne existujuce

poli¢ka zmenia nazov alebo datovy typ. VA¢Sinou su tieto zmeny oznamené vopred, no nie je to

pravidlo a moznost’ znova rozparsovat ¢ast’ alebo vsetky v minulosti ulozené data moze pdsobit’ ako

zachrana. [38]
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json_cache

tuveet o
cache_jd
cache_date
rawy_tweet
parzed

Obrazok 5.3 — databazova schéma frameworku 140dev [38]

SCrEEn_nathe
riame
profile_image_url

tweets tweet_tags
twweet_id tywveet id
tweeet_text tag
entities
crested_at tweet_urls
geo_lat twveet_id
gea_long url
uzer_id

tweet_mentions

twweet_id
SOLFCE

USErs

target

uzer_id
SCrEEn_Nathe
e
profile_image_url
location

url

dezcription
created_at
follovwers_cournt
friends_cournt
statuzes_count
time_zone

last_update

]
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6 RapidMiner

Pred samotnou implementaciou webovej aplikacie na dolovanie textovych dat zo socialnej siete
Twitter som najprv chcel overit’, ¢i implementacia takejto aplikdcie mdze priniest’ nejaké relevantné
vysledky a teda ¢i ma implementacia vobec zmysel. Na overenie toho, na kol'ko presne je mozné
z kratkych textov tweetov odhadovat’ iné informacie, som sa rozhodol vyuzit’ software RapidMiner.

Ide o prostredie, ktoré poskytuje prostriedky pre strojové ucenie, dolovanie z dat, ziskavanie
znalosti z textovych dat (po nahrati $pecialneho pridavného modulu), prediktivnu analyzu a biznis
analyzu. Toto prostredie sa bezne pouziva pre vyskum, edukacné ucely, rapidne prototypovanie,
vyvoj aplikacii a priemyselné aplikacie. [39] Jedna sa o vel'mi obl'ibené a solidne prostredie, kde som
mohol namodelovat’ niekol’ko skimanych scenarov dolovania textovych znalosti z tweetov a ziskat’
tak pomerne jednoducho niekolko roznych vysledkov, ktoré som mohol nasledne porovnat
a zhodnotit. Velkou vyhodou tohto pristupu bolo, Ze som mohol model ¢o najspravnejsie
,hakalibrovat™ vyskuSanim viacerych technik a ich kombinacii a ziskat’ tak najlepSic mozné percento
uspesnosti klasifikacie tweetov do kategorii podla kontinentu ich pdvodu.

Na zéklade charakteru skimanych dat sa da urcit’ najvhodne;jsi klasifikacny algoritmus, ktory
poskytne najlepsie rieSenie a vysledky pre dany problém. Algoritmy sa mézu od seba lisit’ vzhl'adom
na celkovu presnost’, pripadne ¢asu na vykonanie ulohy. V praxi je ¢asto vhodné navrhnut’ a vytvorit’
niekol’ko modelov pre kazdy algoritmus, vytvorit' najlep$i model pre kazdy algoritmus a nasledne

vybrat’ najlepsie rieSenie pre samotné nasadenie rieSenia do praxe a jeho implementaciu.

6.1 Schéma dolovania

Pred implementaciou webovej aplikacie som najprv vytvoril model v programe RapidMiner 5, ktory
ponuka vSetky potrebné nastroje a techniky na dany problém. Nakolko bolo potrebné dolovanie
z textovych dat, bolo treba doinStalovat modul pre tuto tlohu, ktory dodal funkcionalitu pre
spracovanie textovych dat ako tokenizacia, stemming apod. V tejto Casti opiSem jednotlivé pouzité
funkéné bloky a ich nastavenia. Kompletna schéma, na ktorej boli prevedené prvotné experimenty

pred samotnou implementaciou, je na obrazku 6.1.
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Obrazok 6.1 — schéma dolovania v programe RapidMiner

Ako nazov napoveda, blok Read Database sa stara o to ziskat’ vzorku dat z databazy pomocou
jednoduchého MySQL SELECT prikazu. Vybera texty vSetkych tweetov, ktoré maji vyplneny aj
atribut pre kontinent. Ten sa pouzije pri krizovej validacii (vid’. Kapitola 6.1.2).

Aby bol RapidMiner schopny pracovat’ s textami tweetov, bolo nutné pouzit’ operator Nominal
to Text, ktory text tweetu prekonvertuje na retazec. Takto skonvertované tweety sluzia nasledne ako
vstupna mnozina pre d’alsi operator.

Process Documents from Data je operator, ktory vykonava spracovanie textov na vstupe
podl'a presne nakonfigurovaného nastavenia, ktoré sa sklada z d’alSich samotnych funkénych blokov
vo vnutri tohto operatora. Schéma spracovania textov je znazornena na obrazku 6.2 a blizSie popisana
v Casti 6.1.1 Schéma pre spracovanie textov.

Pomocou operatorov Select Attribute a Set Role sa programu RapidMiner napovie, aky
konkrétny atribut (v tomto pripade vybrany stipec z databazy) bude zastupovat’ akii rolu. Nastavenie
je teda také, Ze atribut kontinent bude zastupovat’ triedy, do ktorych bude mozné tweety klasifikovat'.
Tieto informacie sa odovzdaju d’alej do posledného a najpodstatnejSicho funkéného bloku Validation
(X-Validation) teda kriZzovej validacie, ktorej princip a nastavenie je popisané v ¢asti 6.1.2. Vysledky
krizovej validicie st poslednym vystupom a po spusteni a dokonceni celého procesu sa zobrazia

uzivatel'ovi.

6.1.1  Schéma pre spracovanie textov

Vnutro funkéného bloku pre spracovanie jednotlivych textov tweetov sa sklada z piatich operatorov,

ktoré st zapojené sériovo, kde vstup jedného operatoru je vystupom operatoru, ktory ho predchadza.
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Obrazok 6.2 — schéma funkéného bloku pre spracovanie textov v programe RapidMiner

6.1.1.1 Tokenize

Tokenize je prvy blok v spracovani textov. Vyznam tokenizacie je priblizeny v Casti 4.1. Tokenizaciu
je mozno nastavit’ do jedného z viacerych modov, na zaklade ktorého sa body na rozdelenie textu
vyberaju podla iného principu. Mod bloku je nastaveny tak, ze text tweetu sa rozdeli na tokeny na ne-

pismenovych (angl. non-letters) znakoch.

6.1.1.2 Transform Cases

Tento operator je nastaveny jednoducho tak, ze transformuje vsetky velké pismena na malé, aby sa

slova, ktoré st rozdielne len vo velkosti pismen, spracovavali jednotne.

6.1.1.3 Filter Stopwords

Ide 0 operator, ktory z tweetov odstrani anglické neplnovyznamové slova (vid’ ¢ast’ 4.3). Pouziva na

to slovnik zabudovany v programe RapidMiner.

6.1.14 Stem (Snowball)

Toto je operator pre izolaciu korefia slov (vid® ¢ast’ 4.2). Snowball je framework ,,stemming®
algoritmov. Rozne jazyky potrebuju rozne stemming algoritmy a je teda mozné zvolit’ jazyk. Na tieto
ucely som zvolil Porter stemming algoritmus, ktory je vel'mi Casto pouzivany a stal sa z neho de facto

Standard pre stemming anglickych slov.

6.1.1.5 Filter Tokens (by Length)

Posledny operator v sérii operatorov v ramci spracovania textov tweetov slizi na to, ze odstrani
z textu slova, ktoré nezapadaju svojou dizkou do vymedzeného rozsahu. Pomocou tohto operatoru
som nechal odstranit’ slova, ktoré su kratSie ako dva znaky, nakolko by neniesli Ziadnu realnu

informaénu hodnotu a model by musel s nimi zbyto¢ne pocitat’.
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Po tychto spominanych krokoch sa z vyslednych spracovanych tweetov vypocita vektor slov, ktory
bude numericky reprezentovat’ dany tweet. Je mozné vybrat’ schému pre vytvorenie tohto vektora. Na

tieto ucely som pouzil schému TF-IDF (vid. ¢ast’ 4.5.2).

6.1.2 Krizova validacia

Poslednym krokom v schéme modelu je tzv. KriZzova validacia (angl. cross-validation). Krizova
validécia je technika pre validiciu modelu Statistickej analyzy. Je to metdda, ktorou mozno zistovat’,
ako bude tento model ovplyviiovat’ nezavislé vzorky dat. Tento postup je vyznamny pre predikciu
neznamych vzoriek po predchadzajtcej klasifikacii znamych vzoriek. Ide v nej teda o to odhadnut’, na
korl’ko presne bude predikény model fungovat’ v praxi.

Princip krizovej validacie spodiva vtom, ze vstupna vzorka dat je rozdelena na
komplementarne podmnoziny. Jedna podmnozina sluzi ako trénovacia, na ktorej je vykonana analyza.
Druha podmnozZina sa nazyva testovacia, na ktorej je overena analyza z trénovacej mnoziny. Aby sa
aspon do istej miery prediSlo kolisavosti nameranych vysledkov, vykonava sa viacero kol krizovej
validacie, priCom sa vzdy trénovacia a testovacia mnozina vyberie z inej Casti vstupnej vzorky dat.
Vysledky validacie sa zo vSetkych vykonanych kol spriemeruju. [40]

Existuje viacero typov krizovej validacie. Typ krizovej validacie, ktory pouziva RapidMiner
a ktora je implementovana v kniznici LibSVM, ktorej pouzitie bude opisané neskér, sa nazyva k-fold
kriZzova validacia. V tomto type validacie je vstupna vzorka dat rozdelena na k rovnako mohutnych
podmnozin. Pre kazdi podmnozinu je potom prevedena nasledujica procedara: vytvori sa model za
vyuzitia zvy$nych (K - 1) podmnozin ako trénovacia mnozina. Tento model je overeny na aktualnej
mnozine. To znamend, ze kazda podmnoZzina je pouzita na testovanie prave raz. Po k kolach sa
vysledky spriemeruj.

V experimentoch v programe RapidMiner som skiial rozne hodnoty parametru k. Dalej
v praci budu predostreté vysledky experimentov krizovej validacie prevadzanych s réznymi
hodnotami parametru k aj pomocou kniznice LibSVM pouzitej priamo v implementacii.

Schéma krizovej validacie je zobrazena na obrazku 6.3. Z obrazku je vidno, ako je proces
validacie rozdeleny na trénovaciu a testovaciu Cast. V trénovace]j Casti je vybrany algoritmus pre
vyhodnotenie vektorového modelu. Experimentoval som s algoritmami k-najblizsi susedia a Naivny
Bayesov algoritmus (na obrazku zasednuty tj. deaktivovany). V testovacej Casti sa algoritmus aplikuje

a jeho vykon zvaliduje. Pomocou bloku Performance sa ziskaju vysledky ako celkova presnost’.
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Obrazok 6.3 — Schéma kriZovej validacie v programe RapidMiner

6.1.3 Confusion Matrix

Vysledky toho, nakolko tispesne alebo neuspesne klasifikacny algoritmus predikoval zaradenie
jednotlivych textovych dokumentov (v pripade tejto prace ide o klasifikovanie jednotlivych tweetov)
do konkrétnych tried, sa zobrazuje pomocou tzv. ,.confusion matrix“ tabulky. Tato tabulka
zobrazuje pocet spravnych anespravnych predikcii natrénovaného modelu a porovnava ho
s aktualnymi spravnymi hodnotami v ramci testovacej mnoziny dat. Tabulka obsahuje N x N buniek
s vysledkami, kde N vyjadruje pocet tried. Vyhodou confusion matrix je to, ze sa z nej da vycitat

povaha nespravne predikovanych klasifikacii ako aj ich konkrétny pocet.

V tejto tabulke figuruji nasledujtce 4 zakladné cisla:
e TP (angl. skratka pre true positive): pocet pripadov, kedy bol usudok algoritmu v rameci
triedy pozitivny (tj. jedna sa o dokument z danej kategorie) a spravny
e TN (angl. true negative): pocet pripadov, kedy bol tsudok algoritmu taky, ze sa nejedna
0 prave danu triedu a tento tsudok bol spravny
o FP (angl. false positive): pocet pripadov, kedy bol isudok algoritmu pozitivny, ale nespravny

e FN (angl. false negative): pocet pripadov, kedy bol tisudok algoritmu negativny a nespravny
Confusion matrix tieZ obsahuje d’alSie dve Statistické hodnoty pre kazdu triedu. Ide o presnost’ (angl.
precision) a navratnost’ (angl. recall). Precision, teda presnost, vyjadruje v percentach pomer poctu

spravnych tsudkov k poctu nespravnych usudkov. Vypocita sa pomocou vzorca:

precision =TP / (TP + FP)
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Recall percentudlne vyjadruje pocet pozitivnych pripadov, ktoré boli spravne ohodnotené. Vzorec na

vypocet hodnoty recall:
recall=TP / (TP + FN)

Poslednym ¢islom je spravnost’ (angl. accuracy), ktora je percentualnym vyjadrenim predikcii, ktoré

boli spravne. Vypocita sa vzorcom:
accuracy = (TP + TN) /(TP + TN + FP + FN)

Vyznam hodnét presnost’ anavratnost je znazorneny na obrazku 6.4, kde relevantné polozky
(polozky danej triedy) su nalavo od priamky a ziskané polozky su vnutri ovalu. Cervené regidny
reprezentuju chyby: nalavo od priamky st to neziskané relevantné polozky (FN), zatial ¢o napravo
od priamky su to ziskané irelevantné polozky (FP). Vysoka hodnota névratnosti teda znamena, ze
algoritmus vratil vacsinu zo vSetkych moznych relevantnych vysledkov, kym vysoka presnost

znamena, Ze algoritmus vratil podstatne viac relevantnych vysledkov nez irelevantnych.

Obrazok 6.4 — znazornenie vyznamu hodnot presnosti a navratnosti
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I Navrh webovej aplikacie

Na zéklade vysledkov z preskimania troch réznych API socidlnych sieti a charakteru skimanych
a ziskanych dat, som mohol navrhnut’ Struktiru webovej aplikacie. Najadekvatnejsia socialna siet’ na
tato ulohu mi prisla siet’ Twitter s jej milionmi tweetov objavujucich sa denne a kvoli moznosti ich
vSetky pouzit’ v dolovani bez toho, aby aplikdcia musela obdrzat’ povolenie od kazdého uzivatela,
ako je tomu napr. pri socialnej sieti Facebook.

Po preskiimani Struktury tweetov a dat, aké so sebou nesu, bolo treba rozhodnuat’ o tom, o aké
informacie sa bude aplikacia zaujimat, tj. o sa bude presne z tychto dat dolovat’ a aka sa na to
vyberie vhodna technika. Tweety maju moznost’ byt' oznackované geografickou lokaciou miesta, kde
boli vytvorené pomocou zemepisnej §irky a dizky. Tato informacia by sa dala vyuzit v korelacii
S inym tudajom v ramci tweetu, pripadne uzivatela, ktory dany tweet vytvoril. Jedna z moznosti bola
skamat’ korelacie medzi textom tweetu a prave spominanou geografickou lokaciou a overenie, ¢i nie
je mozné odhadnut’ na zéklade tak kratkeho textu ako je 140 znakovy tweet lokaciu jeho vzniku.
Napln dalsich casti prace je overenie toho, nakol’ko je mozne s vyuzitim vhodnych prostriedkov
dolovania textovych dat odvodit’ z textu tweetu kontinent, na ktorom tweet vznikol.

Z takto zadaného problému a charakteru dat sa ponika implementaciu rozdelit’ na tri hlavné
Casti podla funkcionality, aki vykonavaju. Prvy modul bude sluzit' na ziskavanie geografickych
informacii 0 kazdom tweete na zaklade zemepisnej §irky a dizky. Druhy modul sa bude starat
0 manipulaciu s databazou a s tweetami v nej. Treti modul bude mat’ za tGlohu vykonavat’ samotné
dolovanie z textovych dat, pocitat’ na to potrebné hodnoty a klasifikovat' tweety do jednotlivych
kategorii.

Samotna webova aplikacia bude mat’ jednoduché uzivatel'ské rozhranie, kde budl
nastavitelné parametre pre dolovanie. Ulozisko dat na t¢ely dolovania bude databaza MySQL, ktora
bude pre tento projekt dostacujica. Po preskimani moznosti pre ziskavanie tweetov a porovnani
vhodnych algoritmov na dolovanie bolo na mieste rozhodnutie, Ze aplikacia bude napisana v jazyku
PHP za pouzitia rozhrania Phirehose, ktor¢ je na ti€ely ukladania tweetov ¢asto pouzivané. Ide o PHP
rozhranie k Twitter Streaming API. Aby sa vSak dali efektivne odchytavat’ a ukladat’ tweety, bude
treba naprogramovat’ a spustit’ na serveri na pozadi proces, alebo systémového deamona, ktory po
spusteni vytvori perzistentné HTTP spojenie, ktoré sa bude nasledne udrziavat’ podl'a potreby pre
rézne Casové obdobia, kym sa nenazbiera dostatocna vzorka tweetov. Tento proces ukladania
a parsovania tweetov bol blizsie popisany Vv kapitole 5. Algoritmus pre samotnu klasifikaciu bude
SVM, ktory je blizSie preskimany Vv kapitole 4. Pre tieto potreby existuje kniznica, ktora tento

algoritmus implementuje a je jednoducho pouzite'na v PHP.
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8 Implementacia

Webovt aplikaciu som sa rozhodol napisat’ v jazyku PHP. Nakol'ko je modul pre ziskavanie tweetov
napisany tiez V PHP za pomoci na to vhodnych kniznic, naskytd sa tu vd’aka tomu moznost’ tento
modul s aplikaciou v buducnosti prepojit’ a eventualne nastavit’ ziskavanie a ukladanie tweetov podl'a
aktualnej potreby. NavySe pre tento pristup existuje moznost’ vyuzit' priamo v kode PHP kniznicu
LIBSVM [41] pomocou na to predpripraveného rozsirenia PHP SVM, ktoré tato kniznicu obal'uje
pomocou PHP rozhrania pre jej l'ahké pouzitie v skriptoch. [42]

Pre zaklady, na ktoré som aplikaciu polozil, som zvolil obl'ibeny nastroj Nette Framework. Je
vhodny ako na mensie, tak celkom komplexné webové rieSenia. [43] Aplikacia by tak mohla byt v
budticnosti 'ahko rozsiritel'na o pripadni novu funkcionalitu.

Na manipulaciu s MySQL databazou som si vybral 'ahko pouziteI'na databazova vrstvu dibi.

[44]

8.1  Geograficka lokacia

Pred tym, nez by bolo mozné ulozené tweety pouzit' ako trénovacie data pre ziskanie modelu na
klasifikaciu, je nutné tymto tweetom odvodit’ kontinent na zaklade ich geografickych suradnic. O tuto
funkcionalitu sa v implementacii stara trieda GeoService.
Ziskat' kontinent na zaklade zemepisnej $irky a dizky je mozné viacerymi spdsobmi. Existuje
niekol’ko zadarmo poskytovanych webovych sluzieb, ktoré pracuju s geografickymi datami tohto typu
aje mozné od nich ziskavat rozne geografické informacie ako krajina, mesto, dokonca ulica
nachédzajuca sa na danych koordindtoch. Moznosti sa naskytuje niekol’ko:

e Google Maps reverse geocoding API

e Yahoo Geoplanet API

e SimpleGeo

e (Geonames.org

e Bing reverse geocoding API
Vsetky vymenované sluzby st jednoduché HTTP koncové body pre ziskavanie adresy na zaklade
kombinacie Gidajov zemepisnej Sirky a dizky. V implementacii som vyuzil konkrétne webovu sluzbu
od Geonames.org. V koéde sa jednoducho zavola konkrétna adresa s koordindtmi a naspat’ do
aplikacie je navrateny dvojmiestny kod krajiny, ktora sa na danych koordinatoch nachadza. Kod
krajiny sa mapuje na prisluchajuci kontinent uz priamo v zdrojovom kéde aplikacie. Po takto
ziskanych kontinentoch pre kazdy tweet je mozné tweety nechat’ spracovat’ aplikaciou na vytvorenie

modelu pre klasifikaciu.

42


http://code.google.com/apis/maps/documentation/geocoding/#ReverseGeocoding
http://developer.yahoo.com/geo/
http://simplegeo.com/
http://geonames.org/
http://msdn.microsoft.com/en-us/library/cc966793.aspx

Nevyhoda sluzby geonames.org je ta, Ze ma obmedzujuce limity na to, kol’ko takychto volani
je dovolené pre danu konkrétnu IP adresu spravit' za den. Pre ucely tohto projektu tato skutocnost
nebola nijak obzvlast obmedzujuca, nakol’ko limit je stanoveny na niekol’ko tisic denne a tak tento
limit nebol v priebehu experimentovania takmer nikdy prekro¢eny. Aj napriek tomuto obmedzeniu
som sa rozhodol vyuzit tito sluzbu, pretoze v pripade, Ze by bola aplikicia pouzivanad s mohutnejsimi
vzorkami dat, sluzba geonames.org pontika moznost, ako tomuto obmedzeniu predist. Ak by to teda
bolo potrebné, je mozné si ztejto sluzby stiahnut priamo databazu, ktori tato sluzba pouziva
a s priestorovym rozsirenim MySQL vybudovat vlastnl sluzbu, ktorda by vracala udaje bez
akychkol'vek obmedzeni. Ak by nebolo nutné prili§ vel'ké mnozstvo dotazov, druha moznost’ by bola
vyuzivat’ aspon dve z predostretych sluzieb. Toto by mohlo byt realizovatel'né tak, ze po prekroceni
limitu jednej sluzby by toto aplikdcia detekovala a automaticky by vyuzila API niektorej d’alSe;.
Alternativna sluzba by mohla byt napr. Google maps geocoding API, ktoré ma obmedzenie na 15000

dotazov z jednej IP adresy denne.

8.2 LIBSVM

LIBSVM je integrovany software, ktory pontika okrem iného moznosti pre klasifikdciu numerickych
dat pomocou Support Vector Machines, ¢o je prave funkcionalita, ktora je vyuZzita v implementacii.
Dolezita schopnost’, ktorti kniznica musela mat’, aby bola pre u¢ely tohto projektu pouzitelna, je

podpora pre klasifikaciu dat do viacerych tried (angl. ,,multi-class classification®).

8.2.1 Pouzitie LIBSVM

Sposob, akym sa kniZnica pouziva, je taky, Ze sa najprv nadefinuju parametre, potom sa
kniznici poskytnu trénovacie data, na zaklade ktorych sa vygeneruje model. Podl'a vygenerovaného
modelu sa moézu nasledne robit’ predikcie na novych, ,,neznamych* datach. V nastaveni LIBSVM ide
0 to vybrat’:

e typ problému tj. ¢i ide o klasifikaciu alebo regresiu
e typ tzv. kernel funckie

e tzv.,cost parameter*

Pre ucely tejto prace sa z uzivatel'ského rozhrania aplikacie da vybrat’ jeden z dvoch spdsobov
klasifikacie a to C-SVC alebo nu-SVC. Ide v podstate o ta isti techniku klasifikacie avSak s inymi
parametrami. C-SVC pouziva cost parameter C, ktory sa zadava v rozmedzi od 0 do nekone¢na a nu-
SVC pouziva parameter nu, ktory sa zadava vzdy v rozmedzi od 0 do 1. Parameter C napoveda
algoritmu SVM, akou velkou mierou sa ma snazit vyhnut sa nespravnej klasifikacii kazdého

jednotlivého vzorku. Vysoka hodnota parametru C znamend, Ze si klasifikator vyberie radSej uzSiu
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oddel'ujacu hyperplochu, ak to pomdze klasifikovat' viac vzoriek do spravnej kategoérie. Naopak
vel'mi nizka hodnota parametru C sposobi, ze klasifikator bude hl'adat’ $irSie oddel'ujiice hyperplochy
aj napriek tomu, Ze takto zvolena hyperplocha sposobi, Ze sa nespravne klasifikuje viac vzoriek.
Parameter C (a nu) teda pontika flexibilitu v oddelovani jednotlivych kategorii. Kontroluje pomer
medzi tym, aké velké mnozstvo nespravnych klasifikacii sa povoli, a mierou nakol'ko sa bude snazit’
Dalsi povinny parameter, ktory treba kniznici LIBSVM zadat, je typ kernel funkcie. Kniznica

pontika na vyber 4 rézne typy:

e linearny

e polynomialny

o radial basis function

e sigmoid

Po navoleni parametrov sa formular odoSle a program vygeneruje model, ktory sa mdze
V budicnosti vyuzivat na klasifikovanie novych tweetov, ktoré nenesti so sebou informaciu

0 kontinente (resp. geograficky oznacenom mieste) pdvodu.

8.2.2 Format trénovacich a testovacich dat

Déata moézu byt kniznici PHP SVM dodané bud’ ako stibor, datovy tok alebo pole. V pripade, ze st
vzorky dodané ako stbor alebo datovy tok, musi obsahovat’ jeden riadok pre kazdu trénovaciu
vzorku, ktora musi byt naformatovana v $pecifickom tvare. Riadok pre danti vzorku musi obsahovat’
triedu  reprezentovani  celym  Cislom, ktora je nasledovand postupnostou  parov
charakteristicky rys:hodnota, ktora je zoradena vzostupne podla hodnét charakteristickych rysov.
Charakteristické rysy st celé ¢isla, hodnoty st desatinné Cisla, obvykle normalizované do rozmedzia
od 0 do 1. Nasleduje priklad, ako by mohli vyzerat’ vstupné trénovacie data pre 3 vzorky. Kazda
vzorka reprezentuje jeden tweet z dvoch réznych tried, kde trieda 1 znac¢i napr. Severni Ameriku
atrieda 2 znaci Eurdépu. Kazdy charakteristicky rys reprezentuje nejaké slovo a jemu prisluchajtca
hodnota reprezentuje dolezitost’ tohto slova v danom tweete. Rysy, ktoré maja hodnotu 0 (tj. slovo sa
Vv tweete vObec neobjavilo) jednoducho nie st zahrnuté vtychto datach. Rysy st v pripade

implementacie tohto projektu reprezentované

1 1:0.43 3:0.12 50:0.2
2 1:0.22 2:0.15 60:0.55 75:0.98
1 3:0.15 6:0.84 40:0.15 99:0.10
Na zaklade tymto sposobom naformatovanych dat je mozné vygenerovany model ulozit
aznova neskor pouzit' na doposial’ nevidené data. Model sa uklada v textovom tvare ako subor

model.svm a obsahuje informacie o pouZitych parametroch azoznam vygenerovanych support
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vektorov. Hodnoty vstupnych dat, ktoré som algoritmu predaval na vstup, sa zhodovali na stotiny
presne s hodnotami, ktoré vypocitaval model v programe RapidMiner. Algoritmus teda pracoval

S vhodnymi vstupnymi datami.

8.3  Struktura aplikacie

V tejto podkapitole budu priblizené tri hlavné servisné triedy, ktoré webova aplikacia vyuziva. Ide
o Triedy GeoService, TweetService a ProcessDocumentService. Cinnosti kazdej z nich budu dalej

blizsie popisané v jednotlivych podkapitolach.
8.3.1  Trieda GeoService

GeoSenvice

+ UpdateTweetContinents()
+ getContinentFromCoordinates(lat, long)
+ mapCountryCodeToContinent{countryCaode)

Obrazok 8.1 — diagram triedy GeoService

Tato trieda sa stara o ziskavanie potrebnych geografickych informacii k jednotlivym tweetom.
Nakol’ko sa pri ziskavani tweetov procesom na pozadi ukladaju iba tweety, ktoré uz nesu so sebou
informacie o zemepisnej $irke a dizke, d’al§im nevyhnutnym krokom je ziskanie kontinentu pre kazdy
uloZzeny tweet. Na toto slizi metdda updateTweetContinents. Ta pre kazdy tweet, ktory este
nema prideleny kontinent, vold metodu getContinentFromCoordinates, v ktorej sa najprv
ziska dvojmiestny kod krajiny podla Standardu ISO 3166-1 alpha-2, k ¢omu sa vyuziva sluzba
geonames.org, ktora bola popisana v Casti 8.1. Po ziskani kodu krajiny na zaklade zemepisnych
sturadnic sa pouzije metéda mapCountryCodeToContinent, ktorda jednoduchym spdsobom
mapuje dany kod krajiny na prislachajuci kontinent, na ktorom sa krajina reprezentovana
poskytnutym koédom nachadza. Takto ziskany kod krajiny a kontinent sa ulozi do tabulky tweets

k danému zaznamu tweetu do prislachajicich stipcov country_code a continent.
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8.3.2  Trieda TweetService

TweetService

+ tweetCount
+ tweetsWithContinent
+ tweetsWithContinentPairs

+ getTweets()

+ getTweetPairs()

+ classifyTweet(tweetld, continentld)
+validate()

Obrazok 8.2 — diagram triedy TweetService

Servisna trieda TweetService sluzi na to, aby vyberala z databazy relevantné mnoziny tweetov,
S ktorymi aplikacia méa pracovat, aktoré sa maji pouzit na vypoclitanie vektorového modelu
textovych dokumentov pomocou TF-IDF. Na ziskanie konkrétnych zaznamov je vyhradena metoda
getTweetsWithContinent, ktord ziskava vzorku dat, ktord sa vyuZije na generovanie modelu
algoritmom SVM. Tieto tweety sa zobrazuju v tabulke v uZivatel'skom prostredi aje mozné ich
prehladavat’, pripadne zoradovat podla jedného zo zobrazenych stipcov (id tweetu, uZivatelova
prezyvka, text tweetu, ditum vytvorenia tweetu, skuto¢ny kontinent pdvodu, predikovany kontinent).
Vybrana vzorka sa ulozi do atributu tweetsWithContinent
a tweetsWithContinentPairs, ktoré¢ vracaju ktomu ur¢ené metddy getTweets a
getTweetPairs.

Trieda taktiez uklada k zaznamom predikované kontinenty metédou classifyTweet, na zaklade
¢oho modze nasledne vypoéitat’ percentualnu presnost’ vykonanej predikcie metéodou validate,
v ktorej pri kazdom zazname porovnava skutocny kontinent oproti predikovanému. Tato metdda

vypocita ¢isla pre tabul’ku confusion matrix.
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8.3.3  Trieda ProcessDocumentService

ProcessDocumentService

+ fweets

+ 1f_idf
+termFreqs
+ trainData

+tokenizeTweets(tweets, toLowercase)

+ removestopwordsi(tweets)

+ stemTweets(tweets)

+ filterTweetTokensByLength({tweets, length)
+ computeTermFrequencies(tweets)

+ computeTF_IDF(tweets)

+ prepareTrainDatal)

Obrazok 8.3 — diagram triedy ProcessDocumentService

Jedna sa o podstatni cast’ implementacie, kde su vyuzité techniky dolovania z textov, ktoré st
opisané v kapitole 4. Triede st predané tweety, ktoré boli vybraté triedou TweetService a postupne sa
spracovavaju. Prvym krokom je tokenizacia, ktori vykond metdéda tokenizeTweets. Pri tomto
kroku sa znaky tokenov rovno transformuju na malé pismena. Takto tokenizované tweety su d’alej
predané metdéde removeStopwords, ktord odstrani tie tokeny, ktoré sa nachadzaju v zozname
stop-slov. Ten je definovany ako statické pole v samostatnej triede Stopwords, kde sa daju pripadné
stop-slova I'ahko pridavat’ alebo mazat. Dalsi krok vykonava metéda stemTweets, ktora izoluje
korene slovam spracovavanych tweetov pomocou Porterovho stemming algoritmu. Nasledne sa eSte
vyhodia tokeny, ktoré su kratSie ako 2 znaky pomocou metdédy £ilterTweetTokensByLength.
Takto upravené tweety s pripravené na to, aby sa mohla vypocitat' frekvencia jednotlivych slov
ahodnét TF-IDF pre kazdy token vkazdom tweete. Na toto slizia metddy
computeTermFrequencies a computeTF IDF, ktoré hodnoty uloZia do atributov triedy
tf idf atermFregs. Pomocou metédy prepareTrainData sa uz len data pretransformuju
do formatu, ktory je vyzadovany kniznicou PHP SVM (vid’ 8.2.2) metédou prepareTrainData.
Tymto findlnym sposobom pripravené data sa pouZziju na tvorbu modelu a klasifikaciu. Vysledky st

napokon zobrazené v tabul’ke confusion matrix.
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9 Experimentalna Cast’

V tejto kapitole st predostreté vysledky experimentovania s nazbieranymi datami zo socialnej siete
Twitter. V' podkapitole 9.1 st ukazané vysledky experimentov, ktoré boli ziskané este pred samotnou
implementaciou aplikacie. Boli ziskané prostrednictvom programu RapidMiner. V podkapitole 9.2 st

preskumané vysledky nadobudnuté testovanim uz implementovanej webovej aplikacie.

9.1 EXxperimenty v prostredi RapidMiner

Pred samotnou implementaciou som vykonal niekolko testov v prostredi RapidMiner, aby som si
overil, do akej percentualnej miery st existujuce algoritmy schopné klasifikovat’ aj také kratke texty,

ako s 140 znakové tweety.

9.1.1 Testovacie data

Prva mnozina tweetov bola ziskana v obdobi, kedy bol zvoleny papez Frantisek, tj 13. marca
2013. V procese zbierajucom data som navolil, aby tweety, ktoré sa mali ukladat’, mali vo svojom
texte obsiahnuté kI'aCové slova pope alebo vatican. Ukazalo sa, Ze pri vdcSej svetovej udalosti 'udia
naozaj vo velkej miere vyuzivaju socialnu siet’ Twitter a tweety sa pocas niekol’kych hodin ukladali
tempom 40 az 60 tweetov za sekundu. Nazbieral som tak vel'mi pocetni mnozinu sprav, z ktorych
vSak len asi 1 az 2 percentd bolo oznaCkovanych geografickymi sturadnicami. Vo vysledku to
znamena, Ze som pracoval asi s 2289 tweetmi ohl'adom témy volby papeza. Zastipenie kontinentov v

tejto mnozine dat je rozpisane v tabulke 9.1.

Kontinent Pocet tweetov
North America | 1401
Europe 362
Asia 428
South America | 34
Africa 10
Oceania 54

TabulPka 9.1 — rozloZenie kontinentov v tweetoch pre experimenty ohPadom témy vol’by

papeia
Dalsie experimenty boli prevedené na odli$nej vzorke dat. Okrem vol'by papeza bola v tomto

obdobi vel'mi rusnym spdsobom aktivna Severna Korea, ktora prichadzala sjednou vystraZznou

spravou za druhou. V tomto obdobi som nazbieral teda d’alSiu vzorku dat, ktoré boli ziskavané pod
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kritériom, Ze uloZené tweety musia obsahovat’ klI'icové slova ako ,,north*, , korea“, ,kim"“. Opat §lo
0 vel'mi intenzivne obdobie, o sa tyka poctu tweetov generovanych uzivatelmi po celom svete.
Tentokrat som nazbieral vzorku 10550 tweetov, pre ktoré som mohol odvodit’ kontinent ich povodu
na zaklade ich geografickych suradnic. Opat’ platilo, ze spominany pocet tweetov tvoril asi 0 1 az 2%
zo vsetkych ulozenych tweetov, ktorych boli stotisice. Ide 0 dost’ odlisnil tému a tym padom sa dalo
ocCakavat’ na jednej strane iné zastupenie uzivatel'ov s inym kontinentom povodu, ale na druhej strane
aj obsahy samotnych textovych sprav, ktoré tito uzivatelia vygenerovali. Ukazalo sa vsak, ze opat
tweetovali najmé obyvatelia Severnej Ameriky. Percentualne zastipenie jednotlivych kontinentov

ukazuje tabul’ka 9.2. Dal§ie experimenty teda boli prevedené na tejto vzorke dat.

Kontinent Pocet tweetov
North America | 8124
Europe 1304
Asia 631
South America | 351
Africa 75
Oceania 39

Tabul’ka 9.2 — rozloZenie kontinentov v tweetoch pre experimenty ohP’adom témy Severna

Kérea
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9.1.2

Vysledky testov

Otestoval som najprv jeden z najbeznejsich algoritmov a to Naivny bayesovsky klasifikator.

Vysledky st zobrazené v tabul’ke 9.3.

Accuracy: 49,06%

true true true true true true class
Africa | Europe | North Asia South Oceania | precision
America America
pred. 1 9 53 8 0 3 1.35%
Africa
pred. 2 132 256 31 5 11 30.21%
Europe
pred. 4 133 772 103 16 27 73.18%
North
America
pred. Asia | 2 38 158 204 5 3 49.76%
pred. 0 27 96 35 7 3 4.17%
South
America
pred. 1 23 66 47 1 7 4.83%
Oceania
class 10.00% | 36.46% | 55.10% 47.66% | 20.59% 12.96%
recall

Tabul’ka 9.3 — experiment ¢. 1.1 algoritmus Naive Bayes

Ukazalo sa, ze Bayesovsky klasifikator so svojou celkovou presnostou 49% nie je vel'mi

vhodny na textové data tohto typu. Pre porovnanie som rovnaki vzorku dat pouzil na druhy

experiment, kedy vzorky klasifikoval algoritmus k-najblizsich susedov. Vysledky st v tabul’ke 9.4.

Accuracy: 66,32%

true true true true true true class
Africa | Europe | North Asia South Oceania | precision
America America
pred. 0 1 0 0 0 0 0.00%
Africa
pred. 1 61 78 10 2 4 39.10%
Europe
pred. 8 259 1175 136 27 42 71.34%
North
America
pred. Asia | 1 39 142 281 5 7 59.16%
pred. 0 1 3 0 0 0 0.00%
South
America
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pred. 0 1 3 1 0 1 16.67%
Oceania

class 0.00% |16.85% | 83.87% 65.65% | 0.00% 1.85%
recall

Tabul’ka 9.4 — experiment ¢. 1.2 pre tweety obsahujice kPPu¢ové slovo pope, algoritmus k-NN

Celkova presnost’ algoritmu k-najbliz§ich susedov je vysSia, no stale nie si vysledky dostatocne
presved¢ivé. Dalsimi experimentmi som chcel zistit, ako velmi celkovej presnosti pomoze
mohutnej$ia mnozina testovacich vzoriek. Nasledujice dva experimenty su teda prevedené na

rovnakych dvoch algoritmoch, no s inou vzorkou dat, ktora sa tykala Severnej Korey.

Vysledky algoritmu Naivny Bayes sa zlepsili asi o0 6% s celkovou presnostou 55,04%. Su
zobrazené v tabulke 9.5. Ako z tabul’ky vidno, algoritmus relativne presne klasifikoval iba vzorky zo

Severnej a Juznej Ameriky.

Algoritmus Kk-najbliz$i susedia zaznamenal o dost’ vidcéSie zlepSenie presnosti s celkovou
presnostou 79,52%. Su zobrazené v tabulke 9.6. Nakol'ko ma vSak tento algoritmus vel'mi velké
pamétové naroky, bolo mozné otestovat’ ho najvac¢Smi na vzorke 6000 tweetov. Algoritmus by bol
kvoli spominanej pamétovej narocnosti v realnom prostredi prakticky nepouzitelny, pretoze by bolo
treba vytvorit' model z o najvacsej mnoziny dat. Aj toto bol jeden z hlavnych dévodov, preco vo
finalnej implementacii bol pouzity algoritmus SVM, ktory by mal dosahovat’ porovnatel'né, pripadne

lepsie vysledky.

Accuracy: 55,04%

true true true true true true class
North Europe | Asia Africa | South Oceania | precision
America America
pred. 4399 381 133 35 31 14 88.10%
North
America
pred. 2017 703 78 15 11 13 24.78%
Europe
pred. Asia | 635 78 374 5 3 2 34.09%
pred. 444 53 16 14 6 2 2.62%
Africa
pred. 82 19 5 2 294 0 73.13%
South
America
pred. 547 70 25 4 6 8 1.21%
Oceania
class 54.15% 53.91% | 59.27% | 18.67% | 83.76% 20.51%
recall

Tabul’ka 9.5 — experiment ¢. 1.3 pre tweety obsahujice kl’i¢ové slovo korea, algoritmus Naive

Bayes
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Accuracy: 79,52%

true true true true true true class
North Europe | Asia Africa | South Oceania | precision
America America
pred. 4293 694 152 52 28 15 82.02%
North
America
pred. 180 286 38 3 13 1 54.89%
Europe
pred. Asia | 5 8 86 0 2 0 85.15%
pred. 1 0 0 4 0 0 80.00%
Africa
pred. 22 15 0 0 102 0 73.38%
South
America
pred. 0 0 0 0 0 0 0.00%
Oceania
class 95.38% 28.51% | 31.16% | 6.78% | 70.34% 0.00%
recall

Tabul’ka 9.6 — experiment ¢. 1.4 pre tweety obsahujuce kl'au¢ové slovo korea, algoritmus k-NN

9.2  Experimenty vo webovej aplikacii

V tejto Casti predostriem vysledky, ktoré boli namerané pri experimentovani s implementovanou
webovou aplikaciou vyuzivajiac pri tom kniznicu LIBSVM. Boli pouzité viaceré vzorky dat, vzdy

nazbierané na zaklade inych kl'a¢ovych slov, ktoré mali ukladané tweety vo svojom texte obsahovat’.

Prvé experimenty st vykonané na rovnakej mnozine dat tykajucej sa volby papeza. Tweety
v8ak celkom jednoznaéne najCastejSie pochadzaju zo Severnej Ameriky. Naopak v kontinentoch
Afrika, Juzna Amerika a Oceania sa tweetuje najmenej. V tychto spominanych troch kontinentoch je
dokonca ¢ast’ vSetkych tweetov tak mala, Ze bolo vhodné ich spojit’ do jednej spolo¢nej triedy v
zaujme udrzat’ ¢o mozno najrovnomernejsie rozdistribuovanie dat v jednotlivych kategériach. Vo
vysledku potom aplikacia klasifikuje tweety celkovo do 4 tried. Podarilo sa mi implementovat’ k-fold
validaciu, ktora vracia takmer rovnaké vysledky ako kniznica LIBSVM. Pouzivam spdsob, v ktorom
sa najprv mnozina dat ndhodne zamiesa a nasledne sa znej postupne vyberaji podmnoziny. Pri
tabul’kach teda vzdy uvadzam celkovu presnost’, ktort vypocitala kniznica a celkovu presnost’, ktort
vypocitala moja implementécia.

Vysledok experimentu ¢. 2.1 zobrazeny v tvare confusion matrix pre SVM typu nu-SVC,

linearny kernel a parameter nu nastaveny na hodnotu 0.1 a k-folds validacia na 10 zobrazuje
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tabulka 9.7. Celkova presnost’ vypocitana kniznicou LIBSVM po 10-folds krizovej validacii je

65,968%.

Accuracy: 66,273%

LIBSVM accuracy: 65,968%

true North true true true South class
America Europe | Asia | America/ Africa/ | precision
Oceania

pred. North 1166 151 79 5 83.23%
America
pred. Europe 246 88 23 5 24.31%
pred. Asia 160 18 248 2 57.94%
pred. South 71 16 11 0 0%
America / Africa/
Oceania
class recall 70.97% 32.23% | 68.7% | 0%

Tabul’ka 9.7 — experiment ¢&. 2.1 pre tweety obsahujuce kl'a¢ové slovo pope

V experimente ¢.2 bol zmeneny typ SVM na C-SVM. Parameter C bol nastaveny na 1.
Ostatné nastavenia ostali rovnaké ako v prvom experimente. Celkova presnost’ sa podla krizovej
validacie LIBSVM zvysila asi 0 5%. Vysledky zobrazuje tabulka ¢. 9.8. Je mozné si vSimnut', Ze
model predpoklada, Ze vdcsina tweetov pochadza zo Severnej Ameriky a tieto si myli s tweetami
z Europy. Tweety z Azie triafa presnejsie. Problém mu robi okrem Eurdpy aj spravne klasifikovat
tweety z minoritnych kontinentov tj. zo 4. triedy. Tu by pomohlo, aby trénovacia mnozina obsahovala
mnozstvo vzoriek ztejto triedy porovnatelne velké s ostatnymi triedami. Ziskanie dostato¢ného
mnozstva ozna¢enych vzoriek z tejto triedy by vSak mohlo zabrat’ zna¢ne dlhé obdobie neustaleho
ukladania tweetov. Tento problém je do istej miery vyrieSeny v druhom type experimentov,

pouzivajic int vstupni mnozinu, Vv ktorej je vzoriek va¢sie mnozstvo.
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Accuracy: 69,201%
LIBSVM Accuracy: 70,074%

true North true true true South America class
America Europe Asia / Africa / Oceania precision

pred. North America | 1334 19 48 0 95.22%
pred. Europe 315 31 16 0 8.56%
pred. Asia 208 1 219 0 51.17%
pred. South America
/ Africa / Oceania o7 : ° 0 %
class recall 68.62% 57.41% 75.26% | 0%

Tabul’ka 9.8 — experiment ¢&. 2.2 pre tweety obsahujice kl’'a¢ové slovo pope

S alternativnymi nastaveniami

Experiment ¢. 2.3 bol uskuto¢neny s rovnakymi parametrami ako experiment ¢. 2.1. Rozdiel
bol len vo vstupnej vzorke dat, ktorej spravy obsahovali klI'icové slova ohl'adom Severnej Korey, no
najma ich bolo zna¢ne viac. Vysledky zobrazuje tabul’ka 9.9. Vysledky po 10-fold krizovej validacii
su v tomto pripade vyrazne presnejsie, o ukazuje, ze na velkosti mnoziny trénovacich dat zalezi

Vv dost’ znacnej miere. Celkova presnost’ 84,336% je uz o dost’ prijatel'nejsia.

Accuracy: 84,336%
LIBSVM Accuracy: 84,45%

true North true true true South America class
America Europe Asia / Africa / Oceania precision

pred. North America | 7822 225 16 58 96.32%
pred. Europe 775 518 10 1 39.72%
pred. Asia 336 27 268 0 42.47%
pred. South America
R B 180 18 2 265 56.99%
class recall 85.83% 65.74% 90.54% | 81.79%

Tabul’ka 9.9 — experiment ¢. 2.3 pre tweety obsahujuce kl'u¢ové slovo korea

Dal§im experimentom som chcel overit, ¢i algoritmus nebude pracovat’ eite presnejsie, ked’ na
vstup ako trénovacie data dostane rovnomernejSie rozlozené zastipenia jednotlivych tried. Pre
experiment ¢. 2.4 som odstranil teda niekol’ko tisic zaznamov, ktoré mali povod v Severnej Amerike,

aby boli poCty tweetov v jednotlivych triedach ¢o mozno najpodobnejSie. Poéty tweetov ostali
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rovnaké, ako ukazuje tabulka 9.2, zredukoval sa len pocet tweetov zo Severnej Ameriky, aby

zodpovedalo poctu tweetov z Europy. Vysledky tohto experimentu su v tabul’ke 9.10.

Accuracy: 70,301%
LIBSVM Accuracy: 70,086%

true North true true true South America class
America Europe Asia [/ Africa / Oceania precision

pred. North America | 1037 238 27 22 78.32%
pred. Europe 377 885 39 3 67.87%
pred. Asia 132 99 399 1 63.23%
pred. South America

71 80 17 297 63.87%
/ Africa / Oceania
class recall 64.13% 67.97% 82.78% | 91.95%

Tabul’ka 9.10 — experiment €. 2.4 pre rovnomerne rozdistribuované tweety obsahujice

kl'uéové slovo korea

Celkova presnost’ sa pri rovnomernejsej distribucii tweetov v jednotlivych triedach pri 10-fold
krizovej validacii zhorSila naspét’ na necelych 70%, €o je percento, ktoré sa vo vysledkoch objavuje
pomerne ¢asto. V porovnani s predchadzajicim experimentom to vSak podstatne vylepSilo presnost’,
s akou algoritmus odhaduje texty z jednotlivych tried. Ide teda 0 vymenu, kde sa o malé percento
znizila presnost’ predikcie triedy pre Severnu Ameriku, ale naopak sa vyrazne zvysila presnoSt
predikcie vsetkych ostatnych tried a vySplhala sa pri kazdej nad 60%. Z tychto skuto¢nosti je teda
mozné usudit’, Ze je vhodnejsie, ked’ sa trénovacia mnozina vytvori z ¢o mozno najrovnomernejsie
rozdistribuovanych dat v jednotlivych kategoriach. Idedlne by uz bolo iba ziskat’ tito mnozinu ¢o

najvacsiu, ¢o by mohlo vysledky este o niekol’ko percent vylepsit.

Poslednym typom experimentov bolo vyskusSat’ tieto dve mnoziny spojit do jednej a vyskusat
algoritmus klasifikovat' takto réznorodejSiu mnozinu dat. Celkovy pocet tweetov bol pri tychto
experimentoch 12815. Nastavenie pre prvy experiment tohto typu bolo rovnaké ako v experimente ¢.
2.2, tj. 10-fold krizova validacia na SVM type C-SVM, slinearnym kernelom, s parametrom C
nastavenom na 1. Ide o najlepSie mozné nastavenia, pre vytvorenie modelu pre klasifikaciu tweetov,

ktoré sa mi podarilo objavit. Vysledky st v tabul'ke 9.11.
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Accuracy: 85,306%

LIBSVM Accuracy: 85,287%

true North true true true South America class
America Europe Asia [/ Africa / Oceania precision

pred. North America | 8080 22 8 11 99.5%
pred. Europe 924 366 10 4 28.07%
pred. Asia 378 9 243 1 38.51%
pred. South America 172 6 1 - 6151%
/ Africa / Oceania
class recall 84.57% 90.82% 92.75% | 94.7%

Tabulka 9.11 — experiment ¢. 2.5 pre pre tweety s roznorodym obsahom

Rovnako ako v minulom pripade, tak aj teraz som d’alsi experiment spravil na vzorke dat, z ktorej
som odstranil tweety zo Severnej Ameriky kvoli rovnomernej distribucii ich kontinentov. Vysledky
su v tabulke 9.12 a ukazujii obdobnll zmenu vo vysledkoch ako pri predchadzajicich experimentoch,

kedy boli data do tried rovnomernejSie rozdelené.

Accuracy: 70,973%

LIBSVM Accuracy: 70,424%

true North true true true South America class
America Europe Asia / Africa / Oceania precision

pred. North America | 1154 217 32 21 81.04%
pred. Europe 401 861 37 5 66.03%
pred. Asia 151 78 401 1 63.55%
pred. South America
| Africa/ Oceania 75 75 17 298 64.09%
class recall 64.8% 69.94% 82.34% | 91.69%

Tabul’ka 9.12 — experiment ¢. 2.6 pre rovnomerne rozdistribuované tweety s roznorodym

obsahom
S tymito nastaveniami som spravil sériu experimentov, kde som menil hodnotu k v k-fold validacii.

Presnost’ pri 2-fold validacii nie je taka vysoka ako pri vyssich hodnotach parametru k. Zistil som, ze

presnost’ sa ustali tesne nad ¢islom 70% pri hodnotach k 8 a viac. Znazornuje to graf 9.1.
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Takto predpripravena vzorka dat je podl'a experimentov najvhodnejsia pre vytvorenie modelu, ktory
by mohol byt pouzity v buducnosti na predikciu povodu novych tweetov. Boli predostreté tie
najlepsie vysledky, ktoré sa mi po viacerych experimentoch podarilo ziskat. Skusal som pri tom
rézne kombinacie kernelov a ich parametrov, no da sa povedat, Ze len spominané nastavenia (najma
linearneho kernelu) davali relevantné vysledky. Ostatné kernely na tento typ dat nefungovali takmer
vobec, ¢o sa prejavovalo napr. takym spdsobom, ze vsetkym, alebo drvivej vicSine tweetov bol

kontinent povodu predikovany ako Severna Amerika.
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Graf 9.1 — grafické znazornenie zavislosti medzi parametrom k pri k-fold kriZovej validacii

a vypocitanou celkovou presnost’'ou modelu v percentach
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10  Zhodnotenie dosiahnutych vysledkov

Ako sa dalo predpokladat’, dolovanie znalosti z textovych dokumentov tak kratkych ako st tweety, je
pomerne narocny problém, ktory ani tie najlepSie algoritmy nie st vzdy schopné dostato¢ne presne
rieSit. NavySe sa ukéazalo, ze napriek obrovskému poctu sprav, ktoré sa na socidlnej sieti Twitter
denne vygeneruju, st asi len 2% vSetkych tweetov geograficky oznacené. Toto mnozstvo bolo vSak
eSte stale dostacujiicou vzorkou na to, aby boli aspon tie lepSie algoritmy schopné relativne presne
predikovat’ kontinent, odkial’ tweet pochadza.

Po porovnani niektorych metdd pred implementéciou v prostredi RapidMiner som usudil, ze
zadana tuloha klasifikacie na zaklade textu tweetov by mohla byt rieSitelna s pomerne dobrou
presnostou, ktord by mohla dosahovat’ aspoit 70%. K tomuto Gc¢elu som sa rozhodol vyuZzit' mocny
algoritmus SVM, ktory som preskiimal hlbsie a implementoval vo webovej aplikacii za vyuzitia
kniznice LIBSVM. Algoritmus SVM dosahuje obecne najlepSie vysledky v sfére dolovania dat, ale
z mojich experimentov je pre skimany problém presnostou porovnatelny s algoritmom Kk-najblizsich
susedov. Navyse vSak nema tak velké pamitové naroky, kvoli ktorym by bol algoritmus k-NN len
tazko pouzitelny. Celkova presnost’ algoritmu k-najblizSich susedov pre klasifikaciu tweetov sa
ukazala byt’ v rozmedzi od 70 do 85%.

Experimenty vykonané v implementovanom rieSeni vracali rézne vysledky, ktoré sa
pohybovali zhruba od 70 do 85%. Po spriemerovani celkovych presnosti jednotlivych experimentov
vykonanych algoritmom SVM som sa dostal k hodnote 74,40%. Ide teda o pomerne vysoké percento,
nakolko sa jednalo o tak kratke texty, ktoré so sebou Castokrat niesli len minimum informacnej
hodnoty a algoritmus mohol v niektorych pripadoch v podstate len ,hadat* spravnu triedu. Tato
percentualna uspe$nost’ stipala so zvdcSujicou sa mnoZinou trénovacich dat ada sa teda
predpokladat’, ze model vytvoreny z niekolkondsobne vicSieho poctu ziskanych tweetov by
dosahoval eSte o nieCo lepSie vysledky. Okrem toho sa ukazalo, Ze je vhodné data rozdistribuovat’
takym sposobom, aby boli jednotlivé triedy zastiupené ¢o mozno najrovnomernejsie. Toto by
predstavovalo idealnu vzorku pred vytvorenie modelu.

Z vysledkov mozno vycitat’, Ze sa algoritmus vo vicSine pripadov najlepSie naucil urcovat
tweety pochadzajice zo Severnej Ameriky. Mal problém s tweetami z Eurdpy, ktoré si mylil s
tweetam zo Severnej Ameriky, no tweety z Azie predikoval naopak presnejsie. Tato skutoénost’ sa da
odovodnit’ tym, Ze tweety z Azie st pisané rozdielnymi jazykmi. Napriek tomu, Ze tweetov zo zvysku
sveta bolo najmenej, predikoval ich algoritmus povicsine presnejsie nez tweety z Eurdpy alebo Azie.

Celkovo si myslim, ze by sa vysledky dali eSte vylepsit’, keby sa tweety ukladali na jednej
strane dostato¢ne dlho a na druhej strane by sa pouzili r6znorodejsie kl'icové slova s réznych oblasti.
Model vytvoreny ztakychto dat by mal potencial byt uz celkom flexibilny, nech by sa jednalo

0 akukol'vek skimanii doménu so stabilnou presnost'ou asponi 80%. Ziskala by sa takto celkom
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relevantna vzorka na vytvorenie modelu, ktory by sa vytvoril po vyskuSani d’alSich, na dany model
mozno vhodnejsich kombinacii vstupnych parametrov algoritmu SVM. Je totiZ mozné, Ze parametre,
ktoré davali najlepsie vysledky pre mnozinu dat pouzita v tejto praci, by nemuseli byt pre odlisnu a
mohutnejs$iu mnozinu tie najvhodnejsie. Bolo by teda rozumné tieto kombinacie pri novych datach
opat’ overit’ a preskimat’ nové kombinacie. Na ucely tejto prace sa vSak ako najucinnejSie ukazali
nasledovné parametre:

e typ SVM: C-SVM

e kernel: linearny

e C:1

ek pre k-fold krizovu validaciu: 8 az 10
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11 Zaver

Socialne siete m6zu mat’ vo svojich Siroko rozsiahlych datach ukryté cenné informacie, ktoré
by inak nez pomocou $pecialnych technik ziskavania znalosti z dat boli len tazko objaviteIné. Takto
ziskané znalosti moézu byt vyuzité pre politické kampane, vylepSenie sluzieb pre zakaznikov
konkrétnych odvetvi alebo lepsie zameranie reklamy.

Hlavnym ciel'om tohto projektu bolo preskimat’ tri API troch rdéznych socidlnych sieti. I§lo
0 webové sluzby Facebook, Twitter a Last.fm. Kazd4 siet pontika mierne odliSné moznosti pre
dolovanie z ich dat. Facebook kladie na sikromie najvacsi doraz a tak dava kazdému uzivatelovi
moznost’, ¢i svoje data povoli zdielat' s tretimi stranami. Tym sa stdva menej praktickym pre
rozsiahle dolovanie dat. Na druhej strane mikroblogovacia sluzba Twitter dava moznost’ pouzivat’ pre
vlastné ucely dolovania vSetky jeho statusy (tweety), ktoré mozno zachytavat’ a ukladat’ v redlnom
Case, ¢o pri pocte viac nez 340 milionov tweetov denne predstavuje dostatocnii mnozinu dat pre
efektivne vyuzitie nejakej dolovacej metody. Tretie preskimané API socidlnej siete Last.fm pontka
celkom Standardné metddy pre ziskanie jej dat. Vacsina dat, ktoré by boli vyuziteI'né pre dolovanie je
verejne dostupnych, takze by nebolo potrebné sa starat’ o nadbytocnu réziu spojent stym, aby
jednotlivi uzivatelia povol'ovali, ktoré data poskytnu tretej strane.

Na zaklade mnozstva dostupnych dat som zvolil socialnu siet’ Twitter a pomocou na to
vhodnych nastrojov ziskal vzorku dat, na ktorej bolo mozné robit’ experimenty s vyuzitim niektorych
dolovacich metéd na ziskavanie znalosti ztextovych dat. ISlo o vyuzitie niektorej konkrétnej
dolovacej metody pre klasifikaciu a predikciu. Ulohou bolo zistit' a overit, & je mozné odvodzovat
skuto¢nosti na zaklade kratkeho textu tweetu. Slo teda o predikciu toho, na akom kontinente tweet
vznikol na zaklade textu, ktory obsahuje.

Po niekol’kych experimentoch a skiimani réznych algoritmov na dolovanie textovych dat som
blizsie preskumal algoritmus SVM, ktory dosahuje obecne najlepSie vysledky. Ten som nasledne
pouzil v implementacii webovej aplikacie.

Na ucely spominanej ulohy klasifikdcie sa mi podarilo implementovat’ webova aplikaciu,
ktord je schopna predikcie novovzniknutych, aplikaciou este nevidenych tweetov do jednotlivych
tried reprezentujucich kontinenty. Vyuzitie takejto aplikacie by mohlo byt napriklad v spravodajstve,
kedy by sa pomocou nej dalo odhadovat, v ktorych castiach Zeme sa l'udia najviac zaujimaji
0 aktualnu svetovu udalost’. Tato aplikacia by sa dala d’alej rozSirovat’ o iné algoritmy, pripadne
0 nové ulohy dolovania dat, nakol'’ko ma na to implementované potrebné postupy a predstavuje dobry
zaklad pre komplexnejsiu aplikaciu tohto typu. Jednym z moznych rozsireni by mohlo byt napr. také,
ktoré by k lokacii tweetu zist'ovalo aj sentiment vztahujuci sa vZzdy ku konkrétnej téme. Vysledkom

by mohla byt webova, verejne dostupnd aplikacia, ktora by sluzila na postupné zmapovanie
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jednotlivych ¢asti sveta a postoja tamojSich obyvatelov k aktudlnym svetovym, ¢i uz politickym,
nabozenskym alebo inym témam a udalostiam.

Blizsie preskimanie obsahu, ktoré uzivatelia socialnych sieti generuju, méze totiz odkryvat
délezité vzory pri politickych udalostiach, revoluciach apod. Netreba ich teda podcenovat.
Akékol'vek dalSie skumanie v tejto oblasti pomocou prostriedkov, ktoré ndm ponuka oblast’

dolovania znalosti z dat, méze byt teda prospesné ¢i uz mensim komunitam, konkrétnym krajinam

alebo aj celému svetu.
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Z.oznam priloh

Priloha 1. CD so zdrojovymi kodmi aplikacie a elektronickou verziou tejto technickej spravy
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