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Abstrakt

Tato praca sa zaoberd detekciou cesty, ktord sa nachddza vo vonkajSom prostredi.
Na dosiahnutie tohto ciela st pouzité dva pristupy. Pozaduje sa, aby boli oba odolné
vo¢i nahlym svetelnym zmenam v obraze a pouzitelné pre rozne typy povrchu aj s
malym znecistenim. Prvy vyuziva klasické metédy spracovania obrazu. Vystupom tejto
metody st vyznacené hranice cesty. Druhym zvolenym pristupom je pouzitie konvoluénych
neurénovych sieti. V tomto pripade sa jedna o klasifikacni tdlohu a vystupom je
odhad smeru cesty. Navrhlo sa niekolko struktur sieti a po ich natrénovani sa zvolila
najvhodnejsia z nich. Dosiahnutéd tspesnost siete sa overila na novej testovacej mnozine.
Obe metddy st implementované v jazyku Python.

Summary

The Master’s thesis deals with the issue of the road detection in the outdoor environment
using image processing. It is highly required that the methods selected are robust to
sudden light changes within the image and effective in detection of wide variety of road
surfaces possibly comprising certain kinds of pollution. Two methods have been used in
order to reach the desired goal. The initial method uses standard algorithms of the image
processing. Main outcome of this method are highlighted road boundaries. The following
method is based on convolutional neural networks. In this case we have classification task.
The result of this method is the estimation of the road direction. In the whole process,
several neural network structures have been designed. After the network training the most
suitable one was selected. Eventually, the results have been retested using newly created
test set. Both of these methods are implemented in programming language Python.
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Uvod

V sucasnosti sa v priemysle Coraz viac rozmdha praca s autonémnymi vozidlami.
Jednoducho ich ide rozdelit na dve kategoérie a to na vozidla urc¢ené na pracu vo vnitornom
prostredi a na vozidla uréené na pracu vo vonkajsom prostredi. Aj ked sa to mozno
nejavi ako velky rozdiel skuto¢nost je ind. Zatial ¢o vo vnutornom prostredi maju stale
podmienky ako napriklad intenzitu osvetlenia, jednotnu farbu podlahy, presné hranice
medzi cestou a okolim a pod., tak vo vonkajsom prostredi je potrebné zohladnovat ovela
viac faktorov. V oboch pripadoch jednou z najzasadnejsich veci, bez ktorej nie st schopni
sa pohybovat bez Tudskej pomoci, je spravne rozpoznavanie cesty. Jednym z rieSeni je
vizualne rozpoznavanie cesty, kedy sa zo snimok urcuji v redlnom case hranice cesty
podla vhodne zvolenych algoritmov.

Rozpoznavanie cesty zo snimok je problém, ktorym sa zaoberd velké mnozstvo Iudi uz
niekolko desafroci. Bolo vytvorenych mnoho typov algoritmov, napisanych vela ¢lankov
a knih. Mnohé tieto riesenia je mozné rozdelit do niekolkych zakladnych kategorii, ktoré
popisuje obr.¢. 1. Na vstupe je snimka cesty. Je jedno ¢i sa jedna o cestu s vodorovnym
dopravnym znac¢enim alebo cestu neoznacCenu, pristupy akym sa riesi najdenie cesty
je podobné v oboch pripadoch. Po nacitani snimky je mozné cestu rozpoznavat bud
pomocou strojového ucenia (neurénové siete) alebo prostrednictvom klasickych metdd.
Tieto klasické metody ide najjednoduchsie rozdelit na dve kategérie a to na algoritmy,
ktoré pouzivaji vo svojom rieseni model (linedrny parabolicky model, B - spline model, a
pod.) a na algoritmy, ktoré svoje riesenie ziskaji na zaklade urcitych charakteristickych
¢ft, ktoré snimka obsahuje (rozlozenie farieb, orientécie textir a pod.).

Snimka
I
I |
Klasické Neurdnové
metody siete
[
I I
érty/
modely znaky

Obr. 1: Rozdelenie metdd

Riesenia, ktoré su zalozené na klasickych metédach je mozné zaradif do oblasti
spracovania obrazu, ktorej cielom je zo snimok ziskavat nejaké vlastnosti v zavislosti na
type ulohy prostrednictvom vhodnych metéd. Riesenia, ktoré pouzivaji umelé neurénové
siete patria do oblasti strojového ucenia, ktoré je podoblastou umelej inteligencie. Do
tohto oboru sa radia metody, ktoré umoznuji programu sa ucit a nasledne adekvatne
reagovat na rozne vstupné hodnoty iba na zdklade informacii, ktoré sa naudil.

Postup prace je rozdeleny na dva velké celky pricom oba st zamerané na najdenie cesty
prostrednictvom odlisnych metéd. Prvy sposob pouziva na rieSenie problému klasické
metody a jeho usporiadanie v praci je nasledovné. V prvej casti sa priblizia riesenia
inych autorov. Nasledne sa dany problém analyzuje, navrhni sa zjednodusenia a vytycia
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sa problémy, ktoré bude musiet navrhnuty algoritmus spliiat. Potom sa pristipi k volbe
vhodnych metdéd. Na zaver sa popise a zhodnoti navrhnuté riesenie a dosiahnuté vysledky.
Druhé cast prace bude venovana neurénovym sietam. Zasadnou vecou, ktoru je potrebné
pred celym procesom ucenia zvolif je spravna reprezentacia cesty. Na tvod sa popisu
neurénoveé siete a priblizi sa proces jej ucenia. Nasledne je usporiadanie tejto casti obdobné
ako pri pouziti klasickych metdéd. V prvom kroku sa analyzuje problém. Nésledne sa zvoli
vhodna reprezentacia cesty a pristupi sa k roztriedeniu dat do konkrétnych kategorii.
Potom je potrebné pre dosiahnutie vysokej presnosti po natrénovani, zvolit vhodnu
struktiru siete. Navrhne sa niekolko typov, ktoré sa otestuju a vyberie sa z nich ta
najlepsia. Na zaver sa zhodnotia dosiahnuté vysledky.



I [ V4 [J
1 Formulacia problému a ciele
[ ] \'4 [ ]
riesellla

Néajdenie cesty je problém, ktory je zlozity z dovodu premenlivosti velkého poctu
premennych, ktoré je potrebné pri navrhu takéhoto typu algoritmu zohladnit. Prave z
tohto dovodu je nutné presne naformulovat problém a vytycit presné ciele, ku ktorym
bude postupne celd praca smerovaf.

Pred formuléaciou problému je potrebné nadefinovat zédkladny pojem a to je najdenie
cesty. Pod tymto slovnym spojenim sa rozumie vyznacenie bud celej alebo casti cesty, za
predpokladu, Ze sa nachddza pred pozorovatelom, ktory je taktiez na pozorovanej ceste.

Vseobecne je problém néjdenia cesty mozné formulovat ako vytycenie cesty na snimke
IubovoInym vhodnym spdsobom pricom by mala byt pouzita metdéda dostatoéne robustna.

Zvolili sa dva pristupy ako sa bude k danému problému pristupovat a to
prostrednictvom klasickych metéd a pouzitim neurénovych sieti. Cielom v oboch
pripadoch bude spravne ndjdenie a vyznacenie cesty. Vstupnymi datami pre oba pristupy
budua snimky.

V prvom pripade, teda pri pouziti klasickych algoritmov, bude spravnemu najdeniu
cesty predchadzat vhodna volba algoritmov spracovania obrazu, ktoré bude potrebné pred
pouzitim prestudovat. Nasledne volba metdd je zavisla na okolitom prostredi, v ktorom
sa bude cesta nachadzat. Ako vysledok z tejto metdédy sa ocakavaju vyznacené hranice
cesty.

Pri neurénovych sietach bude na dosiahnutie dobrych vysledkov potrebné zvolit,
vhodnu reprezentaciu cesty, typ siete a nasledne dosiahnut dostatocne vysoku tspesnost
pri jej trénovani.



2 Rozpoznanie cesty klasickymi
metodami

Cestné komunikécie st vo vseobecnosti velmi rozmanité. Pokial sa autonémne vozidlo
pohybuje po ceste s vodorovnym dopravnym znacenim je mozné aby sa pohybovalo
podla tohto systému znacenia. Existuje vela druhov algoritmov, ktoré sa zaoberaju prave
detekciou ¢iar. Je mozné ich rozdelit do dvoch zakladnych kategorii, a to na metody
zalozené na modeli [46][18][16][45] a na metddy zaloZené na urc¢itych vlastnostiach obrazu
[36] [20]. Jeden z najjednoduchsich sposobov ako rozpoznat znacenie popisuje Surma [41].
Vo svojom rieseni odstrani Sum pomocou Gaussovho filtru, potom deteguje hrany. Na to
aby urcil, ktoré zo ziskanych hran vyjadruju cestu, pouzije masku tzv. oblast zaujmu.
Pokial sa c¢iary nachadzaju v tejto oblasti aplikuje Houghovu transformaciu. Riesenie je
pouzitelné len pri urcitych podmienkach, jednotné intenzita svetla, ziadne iné vodorovné
znacenie na ceste a ani oproti idice auta. Vo vsetkych tychto pripadoch by pouzitie
Houghovej transformacie zlyhalo a vysledok by bol nepouzitelny. S inym riesenim prisli
Shi, Kong a Zheng [36], ktorych algoritmus je zaloZeny na charakteristickych ¢rtach.
Podstatou je detekcia vsSetkych charakteristickych ¢ft z obrazka, nasledné postudenie
oblasti, v ktorych boli detegované ciary na zaklade ziskanych vlastnosti. Na zaver sa
aplikuje Houghova transformdcia na vyznacenie vyslednych ¢iar. Sun a spol. [40] vytvorili
algoritmus, ktory je pouzitelny aj pri zmendach prostredia. Podstatou je extrakcia hran
zalozend na Statistike histogramu gradientu. Wang, Teoh a Shen [45] v praci vytvorili
tzv. B-Snake model jazdného pruhu. Ide o model, ktory pouzitim B-Splinu vytvori
Iubovolny tvar z mnoziny kontrolnych bodov. Tieto body st uré¢ené pomocou algoritmu
CHEVP (Canny/Hough Estimation of Vanishing Points), ktory snimok rozdeli na niekolko
podoblasti. Pre kazdu oblast sa urcéi tzv. bod zaniku, pomocou ktorého sa nasledne
vypocita vysledny kontrolny bod pre danu oblast. Tato metdda je zaujimava v tom, ze je
dostatocne robustnd voci sumu, tienom na ceste a zmenam svetla.

Ako sa méa vozidlo pohybovat vo chvili, ked na ceste nie je ziadne znacenie? Tento
druh ciest pri rozpoznavani zo snimkov prinasa znac¢né komplikacie. Cesty maji rozne
nedokonalosti, rozne trhliny, jamy, nestandardné znacenia alebo napisy. Taktiez nemusia
maf homogénny povrch a moézu maft rozne druhy znecistenia ako listy, odpadky, lavicky a
za urcity druh znecistenia sa mézu povazovat dokonca aj ludia. Prave z tychto dévodov je
detekcia cesty, ktora nemé vodorovné dopravné znacenie komplikovanejsia, ale aj napriek
tomu vznika mnoho algoritmov, ktoré si robustné proti réznym typom Sumu.

Zhaozi Zu a spol.[49], na rozpoznanie vidieckej cesty vyuzili tzv. bod zéniku. Celé
rieSenie spocivalo v tom, ze sa vypocitali orientacie textir pomocou Sobelovho filtra. Zo
ziskanych orientacii sa nasledne zvolil bod zaniku. Overovali sa vSetky ¢iary, ktoré tymto
bodom prechadzali. Vybrala sa najdominantnejsia z nich a ta sa prehlasila za hranicu
cesty. Body, z ktorych sa skladala prva hranica cesty sa prehlasili za nové body zaniku.
Druhd hranica cesty sa urcila obdobne ako prva. Vybrali sa najdominantnejsie ¢iary, ktoré
prechadzali novymi bodmi zaniku. 7 tychto ¢iar sa nasledne urcila pozadovana druhé
hranica cesty. Nevyhodou tohto druhu riesenia je, Ze je pouzitelny len pri fotografiach,
kde cesta v dialke zanika.

Kong a spol [19] vo svojom ¢lanku prestavili metodu, ktord pozostéva z dvoch krokov,
odhadu bodu zaniku a segmentaciu cesty. Zaklad celého vypoctu je postaveny na tzv.
Gabor wavelets[6][35][28], ktoré sa pouzivaji na analyzu textir a ich podstata je zalozena
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na hladani specifickych frekvencii v roznych smeroch v dopredu zvolenej oblasti zaujmu.
Na urcenie bodu zaniku sa vypocitaju orientacie textir kazdého pixlu, ktoré si rozsirené o
vahu. Pixly s nizkou hodnotou vah sa nepovazuji za relevantné a tym sa zaisti, ze vysledné
body zaniku na snimkach st urcené presnejsie ako pri ¢istom vypocte orientécie textur
pixlov. Detekcia hran, ktoré vychadzaji z bodu zéniku, je zalozend na OCR (Orientation
Consistency Ratio). Nasledne je na segmentaciu cesty potrebné zvolit najdominantnejsie
hrany. Velkou vyhodou tejto metddy je pouzitie v réznych typoch prostredia.

S inym riesenim prisli Cristéforis a spol. [7]. Na rozpoznanie cesty vyuzivaji
segmentaciu obrazu. Ako prvé sa detegoval horizont. Oblast, ktora sa nachadzala pod nim
sa zanechala a vSetko nad sa odrezalo z dévodu zjednoduSenia celého obrazu. Nasledne
sa na zredukovanie Sumu pouzil medidanovy filter. Ziskala sa tzv. mapa segmentov,
ktora pozostavala z pixlov rozriedenych do skupin na zaklade podobnych vlastnosti. Na
rozpoznanie cesty sa pouzila tzv. metéda ROI (rectangular region of interest), ktord z
obrazu vyreze oblast, kde sa s najvicsou pravdepodobnostou cesta nachadza. Potom sa
porovna zvolena oblast s mapou segmentov a na zaklade podobnosti sa rozhodne, kde
sa cesta nachadza a kde nie. Hranice cesty sa nakoniec vyznacia pomocou kontur. Tato
metoda sa zda byt velmi efektivna, ale s jednoznac¢nostou to nie je mozné povedat, pretoze
vysledky, ktoré autori prezentuji maju jednotnu intenzitu svetla. Je otazne, ¢i by pri
vacsom mnozstve tienov, pripadne trhlin na ceste davala stale dobré vysledky.

S dalsim riesenim ako rozpoznat cestu bez vodorovného dopravného znacenia popisali
vo svojej praci Huang a spol.[15]. Zdrojom informécii o ceste je oblast, ktord sa nachadza
pred kamerou, v spodnej ¢asti snimky. Tato oblast sa prevedie do HSV modelu. Nésledne
sa ziskand snimka postupne prechadza po riadkoch, ktoré st rozdelené na niekolko
segmentov. Hrani¢né body tychto segmentov sa porovnaju s hodnotami predpokladane;j
cesty a pokial hodnoty oboch koncovych bodov odpovedaji hodnotam cesty, dany segment
sa prehlasi za cast cesty. Nakoniec sa pristupi ku korekcii segmentov v jednotlivych
riadkoch a ziskané body prelozia krivkou.

V nasledujucich kapitolach bude postupne popisany vlastny navrh rieSenia najdenia
cesty v obraze.



3 Analyza problému

V resersnej casti vid. 2 bolo popisanych viacero moznych rieseni najdenia cesty v
obraze. 7Z ich réznorodosti je zjavné, ze tomuto problému sa venuje mnozstvo Tudi a stéle
sa hlada riesenie, ktoré by bolo natolko robustné, aby ho bolo mozné pouzif na riadenie
autonémnych vozidlach.

V tejto casti sa problém detekcie cesty analyzuje, navrhna sa urcité zjednodusenia a
vytycia sa problémy, ktoré bude potrebné do navrhu algoritmu zahrniat. V prvom kroku
je potrebné podrobnejsie analyzovat cestu a okolité prostredie a az na zaklade ziskanych
poznatkov prijaf urcité zjednodusenia, ktoré budi nasledne pouzité pri navrhu algoritmu.

Vseobecne existuje nespocetne vela ciest, a vSetky sa od seba odlisuju. Zékladny
rozdiel, tak ako bolo spomenuté uz v resersnej cCasti, je v tom, ¢i sa dand cesta nachadza
vo vnutornom alebo vonkajSom prostredi. Pokial vo vnutri tak intenzita osvetlenia je vo
vacsine pripadov jednotnd, cesta je jednoznacne oddelena od okolitého prostredia a jej
farba je homogénna. No pri ceste nachadzajicej sa vo vonkajSom prostredi sa vsetko
znacne komplikuje. Osvetlenie cesty nie je ani zdaleka vo vécsine pripadov jednotné.
Vplyvom okolitého prostredia vznikaji ostré prechody medzi miestami, kde sa tien
nachédza a kde nie. Taktiez povrch méze byt velmi réznorody. Pokial sa jednd o mensie
chodniky, tie st bud tvorené z kociek, strku alebo ¢istej zeme, zatial co vacsie cesty z
asfaltu. Dal$fm problémom je vplyv ro¢ného obdobia, zatial ¢o v lete je cesta ¢istd a
okolité prostredie je dost odlisné, v jeseni alebo zime sa situacia znova dost komplikuje.
Vo vymenovavani vsetkych pripadov, ktoré je potrebné brat do tivahy, aby bol algoritmus
najdenia cesty dostatocne robustny je tak mnoho, ze keby sa taky aj podarilo vytvorif
cas, ktory by bol potrebny na jej detekciu by bol tak dlhy, ze vo vysledku by ho nebolo
mozné pouzit.

7, vyssie uvedenych dévodov sa pristipilo k urc¢itym zjednoduseniam, vdaka ktorym
bude hladanie cesty trochu menej narocné. V prvom rade sa vzalo v tvahu okolité
prostredie. Kedze snimky, ktoré si k dispozicii boli vytvorené v parku, bude sa
predpokladat, ze okolité prostredie bude tvorené prevazne stromami a travou. Teda
algoritmus nebude zahfnat pripady, kde okolie bude tvorené budovami. Dalej sa bude
predpokladat, ze snimky st zaznamenané z miesta na ceste a pre celkové zjednodusenie
obrazu sa odstrani niekolko pixlov z hornej c¢asti snimky:.

Po prijati zjednodusSeni je potrebné, pre tspesné najdenie cesty, v algoritme vyriesit
problém ndhlej zmeny intenzity svetla. Taktiez bude potrebné algoritmus navrhnit tak,
aby fungoval pri detekcii roznorodych ciest, ¢i uz tvarovo alebo materialovo. Taktiez by
mal byt odolny voc¢i malému znecisteniu na ceste. Pojem znecistenie zahina odpadky,
listie pripadne oznacenie na ceste. Mal by byt dostato¢ne presny a ¢o najviac jednoduchy
aby sa zaistila robustnost.

V nasledujucich castiach budta postupne popisané metédy, ktoré je mozné pouzit pri
navrhu vlastného algoritmu a nasledne sa pristipi k samotnému rieseniu.



4 Volba metdod riesenia problému

Fotoaparaty, kamery a iné zariadenia na zachytavanie obrazu sa pouzivaju uz
niekolko desatroc¢i. S velkym pokrokom vo vypocetnej technike je mozné obraz, ktory
bol tymito zariadeniami ziskany dalej spracovavat a ziskavat z neho informécie, ktoré
su pre fungovanie niektorych zariadeni zasadné. Vedna disciplina, ktora sa snazi prave
prostrednictvom pocitacovych prostriedkov napodobnif ludské videnie a vnimanie sa
nazyva pocitacové videnie. Jej podstata spociva v spracovani obrazu (image processing),
ktoré je mozné podla [38] rozdelit na niekolko krokov a to, snimanie, predspracovanie,
segmentaciu, detekciu priznakov, klasifikiciu a rozpozndvanie objektov, porozumenie
scény, rekonstrukciu a 3D zobrazenie. Prvé tri casti sa radia do tzv. nizko-tiroviiového
spracovania obrazu, vystupom ktorého su extrahované znalosti. Zvysné casti patria do
tzv. vysoko-iroviiového spracovania obrazu.

Pre kazdy krok v spracovani obrazu, bolo vytvorenych velké mnozstvo algoritmov, z
ktorych je kazdy zamerany na najdenie inej vlastnosti v obraze. Na dosiahnutie spravneho
vysledku je preto zasadna prave volba metod, ktorej ale predchadza spravne pochopenie
rieSenej sustavy.

Usporiadanie nasledujticich podkapitol je spravené s ohladom na vSeobecny postup
pri spracovani obrazu a ich je obsah v struc¢nosti nasledovny. V prvej podkapitole sa
popise rieSena sustava, v tomto pripade snimka. V dalsich castiach sa popiSe snimanie
obrazu a farebné modely, pomcou ktorych sa ziska farebny obraz. Nasledne sa prejde
k predspracovaniu, ktorého podstatou je odstranenie pripadne potlacenie informaéacii
neziaducich pre dalsie spracovanie. Do tejto podkapitoly z vécsej Casti patria metddy
zamerané na odstranenie réoznych druhov sumu. Potom sa prejde ku segmentacii, ktorej
podstatou je rozdelenie obrazu na casti podla spolo¢nych vlastnosti. Na zaver sa uvedie
software,v ktorom sa celé riesenie realizovalo.

4.1 RieSena sustava

V tomto pripade bude rieSenou sustavou snimka, ktorta je mozné chapat ako sief velmi
malych stvorcov, ktoré sa nazyvaju pixly. Tieto pixly su ulozené tak, ze vo vysledku tvoria
dvojrozmernd maticu. Pri¢om pocet pixlov v riadku vyjadruje Sirku a pocet pixlov v stipci
vysku obrazka. Na to aby mohli reprodukovat obraz, ktory vnimame zrakom je potrebné
aby kazdé jednotka mala zakédované dalsie parametre ako napr. farbu, jas a pod.

Vsetky snimky, ktoré budu pouzité v praci st rozmeru 480 x 360 pixlov. Taktiez na
vsetkych z nich je zaznamenana cesta.

4.2 Snimanie

Obraz, ktory vieme ziskat z fotoaparatu, kamery alebo inych senzorov je v stcasnosti
nieco tak prirodzené, ze vicsinu Tudi sa ani nenapadne zamysliet nad tym ako obraz
vlastne vznika. Pri ziskavani informacii z obrazu je tato znalost potrebnd ¢i uz z dévodu
spravnej volby snimaca alebo porozumeniu toho z ¢oho je zlozeny a ¢o vyjadruje.
Signaly ktoré vstupuju do zariadenia urceného na snimanie mézu byt rézneho druhu,
kedze je praca zamerana na ziskavanie informacii zo snimok, tak v tomto pripade je na



vstup snimaca privadzané svetlo. Jeho intenzita je nasledne prevedena na elektricky signal
prostrednictvom optickych snimacov CMOS alebo CCD, ktoré st zlozené z velkého poctu
buniek, na ktoré dopadaju fotony. Podrobnejsie vysvetlenie ako tieto snimace funguju je
popisané v [47]. Ziskany analégovy elektricky signédl sa nasledne prevedie pomocou AD
prevodniku na digitalny signal. Vysledkom celého procesu snimania je matica o rozmere
n X m. Pocet prvkov matice odpoveda poc¢tu buniek v optickom snimaci a v ziskanom
obraze je to jeho rozlisenie. Hodnoty, ktoré méze nadobtudat kazdy prvok matice, zavisia
na rozliseni AD prevodniku. Napriklad ak sa pouzije 8-bitovy prevodnik tak na vystupe
je mozné ziskat hodnoty v rozsahu 0 — 255. Pokial, vysledkom ma byt farebny obraz tak
kazdy prvok matice sa musi skladat z troch zloziek. Pouziva sa tzv. RGB farebny model,
ktory pozostava z troch farebnych zloziek (modrej, zelenej, ¢ervenej) a podrobnejsie je
popisany v nasledujtcej casti.

4.3 Interpretacia farieb

Velka cast interpretacie nasho sveta, ako vyzera, ako ho vidime ako jednotlivci zavisi na
vnimani farieb, ktoré nas kazdodenne obklopuju. Ked sa polozi otazka, ¢o je farba nie
vietci budid poznat odpoved. V [12] je definovand z fyzikdlneho hladiska ako vlnova dizka
z viditelného spektra, ktora ked vstupi do oka vyvola reakciu, tzv. vnem. Teda farby si len
rozne vinové dizky svetla, ktoré dopadaji na sietnicu a mozog ich vie ndsledne spracovat.
Pri spracovani obrazu je rozpoznanie farieb zasadné z dovodu spravnej interpretacie casti
obrazu. Na vysvetlenie ako sa rozpoznavaju farby v digitalnom svete je potrebné ako prvé
objasnif pojmy farebny model, farebny priestor a gamut.

Farebny model: Abstraktny matematicky model, ktory je tvoreny niekolkymi
zakladnymi farbami vyjadrenymi cislami, z ktorych je mozné spravnou kombinaciou
vytvorit iné farby.

Farebny priestor: Priestor, v ktorom je obsiahnuta kazda farba ako diskrétny bod v
zvolenom matematickom modele.

Gamut: Rozsah farieb, ktoré je mozné vo vybranom priestore dosiahnuf.

Najvacsim farebnym priestorom, je priestor nasho viditeIného spektra, vSetky ostatné,
umelo vytvorené priestory, su vicsinou jeho podmnoziny. Niektoré moézu zasahovat aj
mimo viditelné spektrum vid obr. ¢. 4.1. V tomto diagrame su ¢isté chromatické farby
prevedené do suradnic z, y. Vysledkom je tvar podkovy, tzv. spektralny locus a ciara,
ktorad spaja koncové body podkovy sa nazyva purpurova linia. [39]

Jednym z najpouzivanejsich modelov je prave RGB model, ktory sa definuje ako
aditivny farebny model, pozostavajuci z troch zékladnych zloziek, a to z ¢ervenej (red),
zo zelenej (green) a z modrej (blue). Tieto hodnoty je mozné ziskat z chromatického
diagramu prostrednictvom vhodnej transformacie. RGB model sa zobrazuje v priestore
prostrednictvom kocky v kartézskom suradnicovom systéme, kde jednotlivé osi popisuju
zakladné farby RGB modelu, obr. ¢. 4.2. Pokial sa pouzije 24 bitové zobrazenie, teda 8
bitov na kazdy kandl, tak zakladné farby m6zu nadobudat hodnoty v rozsahu 0 - 255. Pre
predstavu, takéto zobrazenie poskytuje priblizne 16,6 miliéna réznych farieb. Ked vsetky
zlozky budid nulové (0, 0, 0), tak vysledkom bude ¢ierna, a pokial nadobudni hodnoty
(255, 255, 255) vysledkom bude biela. [30]
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Obr. 4.1: Chromaticky diagram

4.4 Predspracovanie

V obraze sa nachadza vela informaécii, niektoré si pre dalSie spracovanie uzitocné a
niektoré je na dosiahnutie dobrych a spravnych vysledkov potrebné potlacit pripadne
odstranit. Medzi nepotrebné informécie patria vlastnosti v obraze, ktoré sa pre dalSie
spracovanie nadbytocné. Taktiez sem patria roézne nedokonalosti v obraze, ktoré nemusia
byt viditelné Tudskym okom, no pri ich ponechani nie je mozné pristupit k segmentacii
obrazu. Va&Sinou sa prejavuji vo forme $umu. Cast spracovania obrazu, ktora sa zaobera
tymito problémami sa nazyva predspracovanie alebo tzv. preprocesing a jej hlavnymi
cielmi si teda odstranenie skreslenia, potlacenie Sumu a zvyraznenie pozadovanych rysov
v obraze. Je dolezité si uvedomit, zZe pri predspracovani obrazu sa ziadne nové informacie
neziskavaju, ale urcité vlastnosti sa len potlacuji alebo odstranuji aby boli zvyraznené
iné.

Bolo vytvorenych mnoho algoritmov, ktoré sa venujui tomuto problému a podla typu
upravy je mozné ich rozdelif do viacerych kategorii:

1. Bodové jasové transformacie
2. Geometrické transformacie
3. Lokalne predspracovanie

4. Matematicka morfologia
V nasledujtcich ¢astiach budt postupne popisané metédy podla kategorie, do ktorej

patria. Informécie o jednotlivych metédach popisanych v castiach 4.4.1-4.4.4 boli ¢erpané
z [38][14][42][9].
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4.4.1 Bodové jasové transformacie

Do tejto casti predspracovania patria metody, ktoré transformuju jediny vstupny bod
na vystupny bod. Patria sem algoritmy jasova korekcia, transformécia jasovej stupnice a
ekvalizacia histogramu. Prvé dva algoritmy st zamerané na odstranenie chyb spésobenych
snimacim zariadenim, ktorého vystupom je nerovnomerne osvetleny obraz. Posledné
spomenuta metoda ekvalizacia histogramu je zamerana na zvyraznenie pixlov popisujucich
objekt v snimke.

Jasova korekcia

Podstatou tejto metdédy je korekcia obrazu, teda odstranenie systematickej chyby,
ktora vznika pri snimani obrazu snimacim zariadenim. Nech ¢, j je poloha vstupného
bodu obrazu g(i,j) a nech f(i,7) je vystupny skresleny bod obrazu. Potom hodnotu
transformacie e(i, j), ktord vznika pri procese snimania je mozné vyjadrit ako

f(i.5) = eli,j)g(i, ) (4.1)

Hodnotu e(i, 7) je mozné ziskat tak, ze sa bude snimat plocha s konstantnym jasom

c. Potom sa povodny vztah upravi do tvaru (4.2), z ktorého je mozné ziskat hodnotu
transformacie e(3, j):

Jelisj) = e(i, j)e (4.2)

Tento postup sa vykona pre kazdy bod v obraze a tym sa ziska tzv. korekénd

transformacna matica. Pokial sa podmienky (expozi¢ny ¢as a teplota) pre snimanie zmenia
je potrebné tito maticu vypocitat znova.

Transformacia jasovej stupnice

Tato metdda popisuje prevod vstupnej jasovej hodnoty na vystupnu prostrednictvom
znamej funkcie. Na rozdiel od jasovej korekcie, kde sa pre kazdy bod pocitala
transformacna hodnota e(i, j) v tejto metéde je podla jasovej hodnoty vstupného bodu a
typu funkcie urcéeny vystupny bod. Obr. ¢. 4.3 vyjadruje funkcie, ktoré si bezne pouzivané
na transforméciu, os p vyjadruje vstupni jasovt stupnicu a os ¢ vystupnu jasovu stupnicu.

0 | 255 P
Obr. 4.3: Transformécia jasovej stupnice - a) Inverznd transformdcia b) ZvySovanie
kontrastu c¢) Prahovanie
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Vyrovnanie histogramu

Prvym krokom k vysvetleniu, ¢o je vyrovnanie inak nazyvana aj ekvalizacia histogramu,
je objasnenie, ¢o je to histogram. Vseobecne sa da definovat ako grafické znazornenie dat
pomocou stipcového grafu, kde x-ové os vyjadruje pocet zloziek a y-ovéd os vyjadruje pocet
hodnét spadajicich do daného intervalu (zlozky). Pri fotografidch sa Sirkou histogramu
rozumie pocet jasovych trovni. Ked sa vezme Sedoténna snimka a spravi sa jej histogram
tak pixely, ktoré maji hodnoty bliziace sa nule budu zastipené v lavej casti grafu zatial,
¢o pixely, ktoré budi mat hodnoty bliziace sa bielej budu zastipené v pravej casti grafu.
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Intenzita jasu [-]

2000

00 =8
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Pocet hodnét [-]

(a) Povodny obrazok (b) Histogram
Obr. 4.4: Histogram farebného obrazku

Problém vznika vtedy, ked vSetky pixly v obraze maji podobnu jasovii hodnotu.
Objekty v snimke je tazké rozoznat od okolia. Vtedy sa pristupuje k ekvalizacii histogramu.
Ide o proces, v ktorom sa upravi kontrast obrazu.

Problém vznikajuci pri ekvalizacii je, Zze okrem zvyraznenia ziadicich objektov moze
dojst aj k zvyrazneniu neziadiiceho Sumu a tym dojde k potlaceniu informacii, ktoré su
pre dalsie spracovanie dolezité .

4.4.2 Geometrické transformacie

Pri snimani obrazu moézu vznikat geometrické deformacie, ktoré sa prejavuji formou
skreslenia. Vznikaju vtedy, ked snimacie zariadenie nie je umiestnené kolmo na snimany
objekt a na ich odstrdnenie sa pouziva prave geometrickd transformacia. Je definovand
tzv. transformacénymi rovnicami, ktoré popisuje vztah (4.3).

To = Tx(x7 y) Yo = Ty(ZE, y) (43)

Kde T, a T, st transformac¢né matice, x, y si sdradnice bodu vstupného obrazu a
Zo, Yo su suradnice bodu transformovaného obrazu.

Vseobecne geometrickd transformacia pozostava z dvoch krokov a to z transformacie
suradnic pixlov vstupného obrazu a jasovej interpolacie.
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4.4.3 Lokalne predspracovanie

Cielom tejto casti predspracovania obrazu je odstranenie Sumu a néjdenie hran. Metody
spadajuice do tejto kategérie sa teda delia na dve skupiny, a to na vyhladzovanie a detekciu
hran.

Podstatou vyhladzovania, znameho aj ako filtrovanie, je potlacenie vyssich frekvencii,
¢o ma za nasledok odstranenie Sumu v obraze, ale aj rozostrenie hran. Existuje viacero
typov Sumu, napr. biely, aditivny, multiplikativny, Gaussov, Salt and Pepper a iné.
Podrobnejsie si popisané v [5]. Kazdy z nich je vhodné odstranovat inym typom filtru.
Tie najvyznamnejsie a teda aj najcastejsie pouzivané filtre budi popisané v nasledujicom
texte.

Podstatou detekcie hran je najdenie miest v obraze s velkou velkostou gradientu. Na
rozdiel od vyhladzovania, v tejto ¢asti dojde k zvyrazneniu vyssich frekvencii obrazovej
funkcie (hrany) a casti, v ktorych dochadza k pomalym zmenam sa odstréania. Nevyhodou
pouzitia metdd tohto typu je, ze moze dojst k zvyrazneniu Sumu.

Filtracia

Vyhladzovanie obrazu sluzi na odstranenie Sumu z obrazu, tak ze hodnota jasu kazdého
pixlu sa upravi na zaklade jeho okolia. Toto okolie ma najcastejsie rozmer 3 x 3 alebo
5 x 5 pixlov.

Zakladnou metédou, ktord sa pouziva je diskrétna konvoltcia, ktord je popisand
rovnicou (4.4).

M N

flry)= > > cmn)gle—m,y—n) (4.4)
m=—M n=—N

Kde f(x,y) je vystupny bod obrazu, ¢(m,n) je konvoluénd maska o rozmere 2M +1x 2N +

1, M, N vyjadruje rozmer a g(x — m,y — n) je vstupny bod obrazu. Teda, hodnota jasu

bodu vystupného obrazu sa vypocita ako stuc¢in koeficientov konvolucnej masky a hodnoty

jasov bodov vstupného obrazu odpovedajice okoliu. Podla typu konvolu¢nej masky, inak

povedané koeficientov, ktoré obsahuje sa rozlisuje viacero typov filtrov.

Medzi najjednoduchsi z nich patri priemerovanie. Jedné sa o filter, ktory vystupniu
jasovil hodnotu pixlu vypocita ako aritmeticky priemer hodndét jasu bodov, ktoré spadaji
do zvoleného okolia. Konvoluénd maska méa v tomto pripade tvar jednotkovej matice,
rovnica (4.5).

(4.5)

Ol =
—_ =
—_ =
—_ =

Priemerovanie sa vyuziva na odstranenie pixlov, ktoré v obraze maju rozlicnu jasovi
hodnotu ako ich okolie. Tento proces je sice efektivny, ale je potrené zdoraznit, ze pri
vacsom rozmere obrazka moze byt ¢asovo naroc¢ny.

Dalsim filtrom, ktory sliizi na vyhladenie obrazu je tzv. Gaussov filter. Na odstranenie
sumu taktiez pouziva konvolué¢ni masku, ktorej hodnoty st dané podla Gaussovho
rozdelenia, rovnica (4.6).
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1 4 7 41
L |4 16 26 16 4

c=gg |7 26 41 26 7 (4.6)
4 16 26 16 4

1 4 7 4 1

Pri pouziti Gaussovho filtra hodnoty jasu stredového bodu a jeho najblizsicho okolia
(Styria susedia) maji ovela vysSiu vdhu ako ostatné, ¢o mé za nasledok zvyraznenie
stredového bodu, ale aj rozmazanie obrazu.

Medianovy filter usporiada hodnoty, ktoré spadaji do okolia aktualne spracovavaného
pixlu, podla velkosti, a nésledne sa z tychto hodnot zvoli median. Tato ziskand jasova
hodnota sa prehlasi za vystupnu jasovi hodnotu spracovavaného pixlu. Vyhodou tohto
filtru je, ze vysledna hodnota pixlu je strednd hodnota postupnosti a tym padom extrémne
hodnoty na okrajoch neovplyvnia vysledok na rozdiel od priemerovania. Samozrejme mé
to aj svoje nevyhody, pretoze v pripade napr. tenkych ciar, déjde k ich poruseniu.

(a) Pévodny obrazok

g

(c) Gaussov filter (d) Medidnovy filter

Obr. 4.5: Priklady vyssie popisanych filtrov. a) Pévodny obrazok b) Priemerovanie, velkost
pouzitej masky 7 X 7 ¢) S pouzitim Gaussovho filtra velkost pouzitej masky 7 x 7 d)
Medianovy filter

Hladanie hran

Pri tvorbe tejto casti sa okrem literatiry uvedenej v uvode 4.4 ¢eralo aj z [13][11]. Aby
bolo mozné popisat postup ako sa deteguju hrany v obraze je potrebné najskor vysvetlit
pojmy gradient a hrana.

15



Gradient spojitej funkcie f je vektor, ktorého jednotlivé zlozky st tvorené parcidlnymi
derivaciami. Vyjadruje smer najvicsieho narastu a jeho velkost a smer sa urcia podla

rovnic (4.7, 4.8).
IV f(z,y)| = \/(2—92 + (g—g)Q (4.7)

of
W = tan™! (2—?) (4.8)

oz

Kde f(x,y) je obrazovéa funkcia.

Hrana je dana vlastnostami pixlu a jeho okolia. Ide o vektor s dvomi zlozkami, ktoré
sa ziskaju ako parcidlne derivacie obrazovej funkcie f(z,y). Vyjadruju velkost a smer,
pricom velkost je totozna s velkostou gradientu a smer je kolmy na smer gradientu. Teda
miesta v obraze, v ktorych dochadza k najviacsej zmene jasovej hodnoty sa daju pokladat
za miesta s najvacsim ndrastom obrazovej funkcie f(z,y).

Kedze ziskany obraz nie je spojity, ale je tvoreny jednotlivymi pixlami je potrebné
parcidlne derivacie, ktoré sa vyuzivaju na vypocet gradientu aproximovat, a to pomocou
diferencii (rovnice 4.9 a 4.10).

Azf<x7y) :f(x,y) —f(x—l,y) (49>

Ayf(l‘,y):f(l‘,y)—f(l',y—l) (410)

Derivacia obrazovej funkcie sa da aproximovat aj pomocou operatorov. Vyuzije sa na to
diskrétna konvolicia, ktorej masky sa budu povazovat za operatory aproximujice prvia
derivaciu obrazovej funkcie. Kedze operatory nie si invariantné voci rotécii, tak kazdy
operator bude obsahovat tolko konvolu¢nych masiek, kolko smerov rozlisuje. Vyslednd
celkova odozva sa néasledne urci ako sucet vsetkych natoceni masiek.

Medzi najpouzivanejsie operatory patri Robertsov operator, ktory vyuziva iba okolie
bodu o velkosti 2 x 2, vdaka comu sa pokladd za vypoctovo nenarocény operator.
Konvolu¢né masky, ktoré pouziva vyjadruje (4.11)

/ﬁ:{ . _ﬂ by = {_(1) (1)} (4.11)

7 tvaru konvolu¢nych masiek vyplyva, ze hrany sa hladaji na diagonalach. Kedze sa na
najdenie miest s najviacsim narastom obrazovej funkcie pouziva tak malé okolie, velkou
nevyhodou pri pouziti tohto operatoru je prave citlivost na Sum.

Dalsim operatorom, ktory aproximuje prvé derivicie, je Sobelov operator. Tento typ
operatora vyuziva okolie bodu o velkosti 3 x 3. Celkovy pocet pouzivanych konvoluénych
masiek je osem. V (4.12) su vyjadrené len prvé tri masky, pricom ostatné je mozné ziskat
ich pootocenim. Najcastejsie sa pouzivaju masky k; a k3, pomocou ktorych sa hladaju
vodorovné a zvislé hrany.

1 2 1 0 1 2 -1 0 1
ki=1] 0 0 0 hk=]|-1 0 1| k=|-2 0 2 (4.12)
-1 -2 -1 —2 -1 0 -1 0 1



Nevyhodou pouzitia tohto operatoru je vacsia casova narocnost na vypocet oproti
Robortsovmu operatoru z dévodu pouzitia véacsieho okolia. Medzi vyhody patri mensia
citlivost na sum.

Existuje niekolko dalsich typov operatorov, napriklad Robinsonov, Prewitovej a iné,
ktorych presnejsi popis je mozné ndjst v [11].

Druha metéda, ktora slizi na najdenie hran v obraze, je zalozena na najdeni nulovej
hodnoty druhej derivacie obrazovej funkcie. Tieto miesta s nulovou hodnotou st hladané
hrany. Na vypocet druhej derivacie sa pouziva tzv. Laplaceov gradientny operator, ktory
sa oznacuje V2. Ide o skaldrnu veli¢inu, teda v porovnani s gradientom sa prichadza o
smer hrany, ale velkost je mozné vypocitat podla rovnice (4.13).

_ Pflxy) | Pf(z,y)
sz(ﬂf, y) - (933'2 + ayg

Ako uz bolo spominané v predchadzajicej metdde ziskany obraz nie je spojity, ale je
tvoreny jednotlivymi pixlami. Parcidlne derivacie, ktoré si pouzité na vypocet velkosti
Laplaceovho operatoru je teda potrebné aproximovat. Znova sa na to vyuzije diskrétna
konvolucia, ktorej konvoluné masky maji tvar (4.14).

(4.13)

0 1 0 1 1 1
k=] 1 =4 1| k=|1 -8 1 (4.14)
0 1 0 1 1 1

Ako je mozné vidiet z ich tvaru, tak st invariantné voci natoceniu. Nevyhodou pouzitia
tohto operatoru je velka citlivost na sum, ale kedze vdaka strmosti prechodu je hladanie
priechodu hrany nulou ovela spolahlivejsie tak sa pristupilo k rieseniu, v ktorom sa spravi
konvolicia obrazu s vyhladzovacim filtrom, aby sa zaistila robustnost odhadu druhej
derivécie. Filter podla [4] musi spliiat dve podmienky:

o Filter ma byt hladky a vo frekvenénom spektre ma priblizne odpovedat pasmove;j
propusti, aby obmedzil mozny pocet frekvencii, pri ktorych moéze dojst k priechodu
nulou.

o Filter m4a reagovat iba na body z blizkeho okolia.

Popisanym podmienkam najlepsie odpoveda Gaussov vyhladzovaci filter. LoG operator
vyuziva tento filter spolu s odhadom druhej derivacie pomocou Laplaceovho gradientného
operatoru V2. Pri prechode nulou pri LoG operéatore potom plati (4.15).

V2G(x,y,0) * f(z,y) = (V2G(z,y,0)) * f(z,y) = 0 (4.15)

Kde G(z,y,0) je pouzity Gaussov filter a f(z,y) je vstupnd obrazova funkcia. Ako kazdy
operator aj LoG operdtor ma nevyhody. Medzi tie patri vyhladenie ostrych tvarov a
spajanie hran do uzavretych kriviek.
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4.4.4 Matematicka morfolégia

Dalsou moznostou ako ziskani snimku pred pouzitim segmentacnej metédy upravit, ale aj
po nej, je pomocou matematickej morfoldgie. Do tejto casti patria dve zakladné metody,
a to erdzia a dilatacia. Potom ich kombinaciou vznika tzv. otvorenie a uzavretie.

Eroézia

Tato metdoda matematickej morfoldgie funguje tak, ze aktudlne spracovavanému pixlu
priradi minimalnu hodnotu z jeho blizkeho okolia. Kedze sa pracuje v bindrnom obraze,
to znamend, ze vSetky pixly s hodnotou jedna (biela), ktoré susedia s pixlami s nulovou
hodnotou (pozadie) sa zmenia na nulové pixly. Teda vsetky objekty v obraze sa zmensia
z kazdej strany o jeden pixel.

Tato metoda sa najcastejsie pouziva na odstranenie Sumu. Taktiez je mozné pomocou
tohto algoritmu oddelit objekty, ktoré sa dotykaji. Zaujimavym pouzitim je aj ziskanie
hranic tak, ze sa odcita erodovany obraz od pévodného.

Dilatéacia

Ide o algoritmus, ktory funguje obdobne ako erdzia, len s jednym rozdielom. Aktualne
spracovanému pixlu nepriradi minimélnu hodnotu z jeho okolia ale maximalnu. To
znamena, ze vsetky nulové pixly, ktoré susedia s pixlami s hodnotou jedna sa zmenia
na pixly rovné jednej. V jednoduchosti to znamenad, ze hranice objektov sa zvécsia o jeden
pixel.

Téato metdda sa pouziva na vyplnenie tenkych medzier v obraze, no nevyhodou je, ze
moze dojst aj k zvyrazneniu Sumu v obraze.

Otvorenie

Tato metdéda vznikla kombinaciou dilatacie a erdzie. Presnejsie erdzia je nasledovand
dilataciou. Pouzitim tohto algoritmu je mozné z obrazu odstranit malé oblasti alebo
oddelit objekty.

Uzavretie

Ide opéf o kombinaciu dilatacie a erdzie pricom v tomto pripade je dilatacia nasledované
eroziou. Tito metdédu je mozné pouzit pri spajani objektov, ktoré sa nachidzaju blizko
seba. Taktiez je mozné docielit vyhladenie obrysov v obraze.

Vseobecne metody matematickej morfologie je vhodné pouzit z dovodu malej
vypocetnej narocnosti, kedze pracuji s binarnym obrazom.
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(e) Uzavretie

Obr. 4.6: Snimka upravend pouzitim réznych metéd matematickej morfologie, pouzité
okolie 5 x 5

4.5 Segmentacia

Po aplikovani metéd z preprocesingu sa ziskal obraz, ktory nie je skresleny, sSum je
potlaceny a st najdené hrany v obraze. V dalSom kroku je potrebné takto upraveny obraz
rozdelif na niekolko casti. Toto rozdelenie sa realizuje na zaklade spolo¢nych vlastnosti
pixlov, medzi ktoré patri napriklad intenzita jasu, farba, texttra a pod.. Cast spracovania
obrazu, ktora sa prave tymto rozc¢lenenim zaoberd sa nazyva segmentacia obrazu.

Podla [9] je mozné ju definovat nasledovne: Nech R oznacuje oblast (cely obraz) a nech
H je predikat pre dvojhodnotové ohodnotenie homogenity oblasti. Potom segmentécia
je definovana ako rozdelenie oblasti R do M podoblasti Ry, Rs,,..., Ry, takych, ze:
Zjednotenim vsetkych disjuktnych homogénnych podoblasti sa ziska obraz R. Prienik
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Tubovolnych dvoch podoblasti je prdzdna mnozina. Kazdd z podoblasti musi spliiat
kritérium homogenity, ktoré by zjednotenim dvoch alebo viacerych podoblasti bolo
porusené. Pod pojmom kritérium homogenity sa rozumie troven jasu, farba a pod.

Segmentacia je proces, ktory je ovplyvnitelny roznymi faktormi ako napriklad kvalita
vstupného obrazu, svetelné podmienky, pri ktorych bol obraz ziskany, kvalita snimacieho
zariadenia a v neposlednom rade aj vplyv okolitého prostredia.

Ako v prechadzajucich castiach tak aj na segmentaciu obrazu bolo vytvorenych mnoho
metod. Medzi najzndmejsie a aj najcastejsie pouzivané patria:

 Prahovanie (Thresholding)
» Rozpoznanie hran (Edge detection)
» Narastanie oblasti (Region growth)

V dalsich podkapitolach budt postupne jednotlivé metédy podrobnejsie popisané a
vysvetlené.

Pri segmentéacii tak isto ako pri predspracovani je potrebné si pred zacatim riesenia
uvedomit, Ze neexituje ziadny vSeobecny postup, podla ktorého sa ziska pozadované
riesenie. Je potrebné metody, ktoré si v tychto kapitolach popisané, pripadne dalsie,
spravne skombinovat a nasledne aplikovat tak aby, sa zo vstupného obrazu ziskali
také informacie, ktoré odpovedaji ¢o najlepsiemu vysledku. Informéacie o jednotlivych
met6dach boli opat cerpané z [38][14][42][9].

4.5.1 Prahovanie

Najjednoduchsia metdda, ktora sa pouziva na segmentovanie je prahovanie. Jedna sa o
algoritmus, ktory prostrednictvom prahu oddeli objekty od pozadia, pricom prah moze
byt bud globalny pre cely obraz alebo lokalny. Zakladny princip spoc¢iva v tom, Ze na
vstup sa privedie obraz, a nasledne sa prechadza kazdy pixel. Podla hodnoty prahu sa
rozhodne & dany pixel tento prah spliiia alebo nie. Pokial nie zarad{ sa do skupiny, ktoré
vyjadruje pozadie, inak do skupiny objektu. Ako prah sa najcastejsie voli troven jasu
alebo farba.
Definuje sa teda ako priradenie (4.16).

fli,j)=d tar < fi,§) <ty d=1,2,...D (4.16)

Kde f(i,7) je vstupny obraz a t4 je d-ty prah. Takto navrhnutd metéda sa vyznacuje
svojou jednoduchostou a vypoctovou nendrocnostou. Prahovanie je mozné rozdelif na
niekolko typov algoritmov podla prahu, aky dana metoda vyuziva, pricom sa moze urcovat
manualne alebo automaticky napriklad pouzitim metédy p-podielu , metédy analyzy tvaru
histogramu a optimédlneho prahovania, ktoré st podrobnejsie vysvetlené v [9].

Globalne prahovanie

Ide o metddu, ktora je pouzitelnd na obrazy, v ktorych sa objekty od pozadia vyrazne
odlisuju. Ked sa vezme v tivahu vztah (4.16) a d = 1, tak globdlne prahovanie je mozné

definovat nasledovne: fi4)
o] 1 1,7) =T
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Kde f(i,j) je vstupny obraz, g(i,j) vystupny bindrny obraz a T je v tomto pripade
prah. Globélne prahovanie je pouzitelné len v malom mnozstve aplikacii prave z dovodu
pouzitia jedného prahu na cely obraz. Pokial by sa v obraze nachadzali napriklad dva
objekty, ktoré by mali int jasovi troven, tak pouzitim iba jedného prahu by mohlo dojst
k zaniku celého objektu. Taktiez tato metdda nie je pouzitelnd pri obrazoch, ktoré su
nerovnomerne osvetlené alebo vyrazne ovplyvnené Sumom.

Prahovanie s hysteréziou

Tento typ prahovania pracuje s dvoma prahmi, tzv. hornym (high) a dolnym (low) prahom.
Princip pouzitia je nasledovny. Na vstup sa privedie obraz, postupne sa prechadza kazdy
pixel. Hodnota aktudlne zvolené¢ho pixlu sa porovna s oboma prahmi. Pokial je hodnota
pixlu vyssia ako horna prahova hodnota pixel sa prehlasi za patriaci do hladaného objektu
a priradi sa mu hodnota najcastejsie sa pouziva 255, ¢o je hodnota maximalneho jasu.
V pripade, ze aktudlne spracovavany pixel neprekro¢i spodny prah, tak sa prehlasi za
okolie a priradi sa mu nulova hodnota. Pokial hodnota pixlu spadd do intervalu dvoch
prahov, tak je potrebné vziat do tuvahy okolie pixlu. Pokial sa v jeho okoli nachadza
aspon jedna hodnota, ktora presiahla horni prahovi hodnotu, tak aktualne spracovavany
pixel sa prehlasi, taktiez za patriaci do hladaného objektu a priradi sa mu znova hodnota
maximalneho jasu, inak sa prehlasi za nulovy, teda za okolie. Hysterézne prahovanie sa
pouziva pri Cannyho hranovom detektore, ktory slizi na hladanie hranic v obraze.

Adaptivne prahovanie

Pokial sa v obraze nachadza viac oblasti s odliSnou tiroviiou jasu, tak globalne prahovanie
ako uz bolo napisané v predchadzajtcej casti by bolo neefektivne. Je preto potrebné zvolit
metodu, ktora ziskany obraz rozdeli na niekolko podoblasti pricom pre kazdu z nich je prah
urceny samostatne. Takéto rieSenie poskytuje prave algoritmus adaptivneho prahovania.
Prah sa v tomto pripade voli automaticky na zaklade vlastnosti obrazu v danom mieste.
Vyuziva na to bud priemer pixlov, alebo Gaussovské rozdelenie hodnot jasu na danom
lokdlnom mieste.
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(c) Prahovanie s hysteréziou (d) Adaptivne prahovanie s pouzitim
t1 = 100,19 = 150 Gaussovho rozdelenia na blizkom okoli

velkosti 9 x 9
Obr. 4.7: Priklady vyssie popisanych typov prahovania

4.5.2 Rozpoznanie hran

V obraze sa zvycCajne nachadzaju rézne objekty a pozadie. Prechody medzi nimi si
pokladané za dolezité miesta, pretoze obsahuju viacej informacii ako iné miesta v snimke.
Je preto dolezité aby boli tieto miesta najdené.

V 4.4.3 bolo popisané hladanie hran v obraze prostrednictvom réznych operatorov.
Okrem hran sa v spracovani obrazu zavadza aj pojem hranica. Hranica je vystup
segmentacie a vyjadruje obrys segmentovaného regionu. Teda rozdiel medzi hranou a
hranicou je, ze zatial ¢o hrana musi spliiat len podmienku vysokého gradientu, hranica
musi spliiat aj dalsie podmienky ako napriklad stanoventi hodnotu jasu a iné.

Sledovanie vnatornej hranice objektov

Aby bolo mozné pouzif tito segmentacnii metdédu, je potrebné v prvom kroku vytvorit
bindrny obraz. Nasledne sa aplikuje postup, ktorého vysledkom st hranice objektov.

Postup najdenia hranice je nasledovny. Najskor sa zacne prehladavat obraz. Tento
proces trva pokial sa nendjde bod, ktory patri do inej oblasti. V binarnom obraze sa inou
oblastou rozumie hrana. Nasledne sa prehlada okolie ndjdeného bodu, ktorého rozmer je
3 x 3. Prvy najdeny bod sa stdva novym bodom hranice. Treba poznamenat, ze v kazdom
kroku sa uchovava poloha predchadzajticeho bodu. Algoritmus sa zastavi vo chvili, ked sa
vrati do pociato¢ného bodu.
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Prahovanie gradientného obrazu

Ide o jednu z najjednoduchsich segmentacnych metdd, ktord sa radi to detekcie hran.
Algoritmy, ktoré spadaji do tejto Casti rozpoznania hran v obraze sa delia na dve kategorie
a to na:

1.

2.

Detektory zalozené na aproximovani maxim prvych derivacii

Detektory zalozené na hladani priechodov nulou pri druhej derivacii

Pouzitim operatorov vysvetlenych v casti 4.4.3 a prahovanim je mozné ziskat hladany
obraz so zvyraznenymi hranicami.

Cannyho hranovy detektor

Poslednym detektorom, ktory sa vyuziva na najdenie hran v obraze je tzv. Cannyho
hranovy detektor. Ide o metddu, ktorej cielom je najst skokové hrany prostrednictvom
filtru. Jeho myslienka je zalozena na troch kritériach:

e Detekéné kritérium: Musia byt detegované vSetky hrany a zaroven miesta, kde sa

hrany nenachadzaji, sa nesmu prehlasif za miesta s hranami.

o Lokolizacné kritérium: Rozdiel medzi realnou a najdenou hranou musi byt

minimalny:.

o Poziadavka jednej odozvy: Kazda detegovana hrana musi byt najdena len raz, teda

na jednu hranu musi byt maximalne jedna odozva.

Na realizaciu tychto kritérii sa vytvoril postup, ktory je mozné popisat v niekolkych
krokoch.

1.

Filtracia obrazu prostrednictvom Gaussovho vyhladzovacieho filtra. V tomto kroku
sa eliminuje Sum, ziskany obraz sa vyhladi.

. Urcenie gradientu. Kedze obraz je nespojity, tak na aproximéaciu prvej derivacie sa

pouzije konvolicia so Sobelovym operatorom.
Néajdenie lokalnych maxim derivacii.

Potlac¢enie odoziev mimo maxima (non-maximal suppression). Potlacia sa hodnoty,
ktoré nie st maximalne a tym dbjde k stenceniu hran.

Prahovanie s hysteréziou. Postup tejto metédy bol popisany v 4.5.1.
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(c) S pouzitim Sobelovho operatoru (d) S pouzitim Sobelovho operatoru
smere v smere y

(e) S pouzitim Laplaceovho operédtora

Obr. 4.8: Priklady vyssie popisanych typov detektorov

4.5.3 Narastanie oblasti

V prechadzajucej casti boli popisané metddy, ktorych podstatou bolo najdenie hran v
obraze. Tato metoda je navrhnuta uplne inak. Ide o algoritmus, ktory sa v obraze snazi
najst oblasti s homogénnymi vlastnostami, teda podstata metédy vychadza z klasickej
definicie segmentacie, ktora bola popisana v ivode tejto kapitoly. Za homogénne vlastnosti
sa mozu povazovat intenzita jasu, farba, textira a iné. Pri hladani oblasti sa pouziva prave
homogenita ako kritérium. Prikladom kritéria homogenity je stredna hodnota intenzity
jasu.
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Princip algoritmu je nasledovny. Ako prvé je potrebné v snimke vytvorif pociatoc¢né
regiony. Nasledne sa budi testovat body, ktoré susedia s tymto regiénom. Kedze ide
o iterativny proces, tak v kazdom kroku sa otestuje susedny bod narastajicej oblasti.
Pokial vybrany bod bude spliiat zvolené kritérium homogenity, tak sa priradi do oblasti.
Pokial bod patri uz do inej oblasti, tak sa tieto oblasti zlicia. Nasledne po priradeni
je potrebné upravif kritérium a urcif nové body, ktoré susedia s narastajicou oblastou.
Pokial, ale testovany bod kritérium nesplni tak mozu nastat dve situacie. Prvou je, ze
bod sa prehléasi za novy regién. Druhou je, Ze tento bod sa nezaradi nikam a bude sa
pokracovat v pévodnom procese dalej. Teda obraz bude mat len tolko regiénov, kolko ich
bolo vytvorenych na zaciatku.

Vyhodou tejto metédy je, Ze je odolna voéi Sumu, no jej velkou nevyhodou je prave
vypoctova narocnost.

4.6 Python

Za programovaci jazyk, v ktorom bude celé riesenie realizované, sa zvolil Python. Je
to vysoko urovnovy, dynamicky, interpretovany programovaci jazyk. Medzi jeho vyhody
jednoznacne patri, Zze sa jednd o open-source softvér, teda volne dostupny pre kazdého.
Taktiez pri pisani kodu umoznuje pouzivat okrem objektovo orientovanej paradigmy aj
proceduralnu a funkcionalnu. Medzi velké vyhody patri aj jeho c¢itatelnost a kratkost v
porovnani s inymi programovacimi jazykmi.

Celkovo boli vyvinuté tri verzie. Aktualne je aktivna a bezne pouzivana prave verzia
3.x. Ma v sebe zabudované velké mnozstvo kniznic a pokial je potrebna ina tak je mozné
ju kedykolvek dodato¢ne nainstalovat. [29] Na realizaciu rieSenia bude potrebné niektoré
doinstalovat. Pouzité kniznice:

o Numpy
e OpenCV

Numpy ja zdkladny balik pre vedecké vypocty v jayku Python. Podporuje mnoho
matematickych funkci, generatory nadhodnych ¢isel, Fourierove transformécie a mnoho
inych. Rovnako podporuje pracu s rozsiahlymi n-dimenzionalnymi polami. Jeho jadro
tvori dobre optimalizovany kdéd v jazyku C.[26]

OpenCV (Open Source Computer Vision Library) je kniZnica pre pocitacové videnie
a strojové ucenie s podporou v jazykoch C++, Python a Java. Obsahuje viac nez 2500
optimalizovanych algoritmov medzi, ktoré paria filtre a segemtacné metody pouzivané v
tejto paci.[27]
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5 Postup riesenia

V predchadzajucej kapitole boli priblizené metdédy spracovania obrazu, pomocou
ktorych by bolo mozné najst cestu v obraze. V nasledujtcich castiach sa popise riesenie,
ktoré bude tvorené kombindciou prave vyssie popisanych algoritmov.

Podstatnou vecou pri vytvdrani rieSenia je to, aby navrhnuty algoritmus spliial
podmienky, ktoré boli vytycené v casti 3. Od metddy sa pozaduje aby bola odolna voci
ndhlym zmenam intenzity jasu. Taktiez je potrebné aby ju bolo mozné pouzit na réznych
typoch cesty a aby bola odolnéd voci znecisteniu, ktoré sa moze na ceste nachadzat.

Riesenie je rozdelené na niekolko casti, ktoré buda podrobnejsie popisané v
nasledujucich podkapitolach. V prvej casti sa popise a zdovodni odstranenie neziaduceho
okolia. V druhej casti sa analyzuje farebnost cesty a nasledne sa pristupi k rozlozeniu
celej snimky na jednotlivé RGB zlozky. V tretom kroku sa zrealizuje potrebna korekcia
obrazu. Nasledne sa pristipi ku samotnej segmentacii. Chybam v obraze a ich odstraneniu
je venovana piata cast, v ktorej je popisané vyuzitie, aj pripadné vytvorenie uzavretych
kriviek a ich nasledné odstranenie na zaklade velkosti ploch, ktoré obopinaji. V posledne;j
Casti sa vyznacia ziskané hranice cesty.

Vstupnymi datami, ktoré st potrebné pre riesenie si fotografie ziskané z mobilného
robota B2, ktoré boli vytvorené v parku Luzanky - Brno. Na kazdej snimke je
zaznamenand cesta s okolitym prostredim. Rozmer kazdej ziskanej fotografie je 480 x 360
pixlov.

5.1 Zjednodusenie obrazu

Ziskanu snimku je vhodné upravit skor ako sa pristupi k samotnej detekcii. Je velké
mnozstvo faktorov, ktoré mozu ovplyvnit spravne ndjdenie cesty. Niektoré z nich je
mozné odstranif este pred aplikovanim algoritmov na rozpoznanie cesty. Na obr. ¢. 5.1
s uvedené povodné fotografie.

Ako je mozné vidief na vsetkych snimkach sa nachadzaji kryty z robota - prava
cast obrazu. Tieto casti z robota, ktoré boli zachytené pri snimani cesty, nenest ziadnu
informaciu o tom, kde sa cesta nachadza a pre dalSie spracovanie st nepotrebné, preto sa
pristupilo k ich odstraneniu. Odrezalo sa 50 pixlov z pravej strany kazdej snimky:.

Dalsou ¢astou obrazu, ktord moze komplikovat detekciu cesty st oblasti nad tzv.
horizontom cesty (miesto, kde cesta zanikd). V tejto Casti obrazu sa vi¢sinou nachddza
obloha, stromy, budovy a pod., ktoré bud svojou farbou alebo tvarom moézu vyrazne
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ovplyvnit vysledky. Jednou z moznosti bola metéda detekcie horizontu, ktora bola
pouzitd v pracach spominanych v reSersnej casti. Kedze sa ale predpoklada, Ze cesta
je bez vyrazného stipania pristipilo sa k radikalnejsiemu rieseniu, z kazdej snimky sa
odrezalo 20 %. Teda zo snimky s rozmerom 480 x 360 pixlov sa vytvorila snimka s
rozmerom 480 x 280 pixlov. Pokal by sa cesta uz nachadzala aj v odrezanej casti, tak
informaécie o jej tvare a polohe sa nestratia. Je to z toho doévodu, zZe robot zaznamenéaval
cestu podstatne rychlejsie v porovnani s jeho pohybom. Teda informacie budu obsiahnuté
v nasledujicej snimke. Vysledné, orezané fotografie, ktoré sa pouzili na rozpoznanie cesty
vyjadruje obr. ¢. 5.2.

5.2 Rozdelenie na zlozky RGB

V tejto Casti je potrebné ziskant snimku upravif tak, aby po naslednej filtracii a
segmentacii bolo mozné cestu v obraze vyznacit. Preto je potrebné navrhnut také riesenie,
ktoré bude zohladnovat vsetky podmienky popisané v iivode tejto kapitoly. Pracovalo sa
s niekolkymi myslienkami, pomocou ktorych by bolo mozné riesenie zrealizovat.

Prvou bolo, Ze sa na miesta s vysokou hodnotu jasu spravi ,zaplata“. Postup by bol
nasledovny. Najskor by sa snimka previedla na sedotonnu. Nasledne by sa z obrazku spravil
histogram, z ktorého by sa vybralo 5% najjasnejsich pixlov. Potom by sa u¢ila minimalna
hodnota z tychto 5% a t& by sa odcitala od pévodného histogramu. Vysledkom by bola
maska na ¢iernom pozadi. Nésledne by sa obrazok upravil pouzitim masky. Navrhnuty
postup sa aj zrealizoval vid. obr. ¢. 5.3, no pri ostrych prechodoch svetlo-tien je dana
metoda nepouzitelna.
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(c) Po pridani masky
Obr. 5.3: ,,Zaplata“

Dalsou moznostou bola zmena farebného priestoru. Na taky, ktory je vo&i zmene
intenzite svetla invariantny. Zvazovalo sa pouzitie modelu HSV. Pri odstranovani miest
s vysokou hodnotou jasu sa vyskytol problém. Tieto miesta, ktoré si velmi blizko bielej
mozu mat v tomto priestore prakticky Iubovolni farbu a pri znizeni saturacie na tychto
miestach vznikli oblasti s ndhodnymi farbami (najcastejsie ruzova, purpurova, tyrkysova).

Poslednou zvazovanou moznostou, bolo zistit, ktorej zakladnej farbe najviac odpoveda
cesta v RGB modeli. Postup bol nasledovny. Z viacerych snimok sa vyrezalo miesto, na
ktorom sa nachadzala cesta. Vyrez bol velkosti 200 x 80 pixlov. V kazdom pixle sa zistila,

ktora zlozka nadobtida maximalnu hodnotu. Ziskané vysledky st vyjadrené grafmi na obr.
¢.5.4.
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Obr. 5.4: Grafy vyjadrujice pocet pixlov v zavislosti na farbe

Kedze sa v snimkach nachddzaji miesta s vysokou intenzitou jasu tak namiesto
standardného rozkladu na farebné zlozky (modri, zelent, ¢erveni) sa aplikuje postup,
ktory popisuje obr. ¢. 5.5.
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Obr. 5.5: Postup urcenia farby pixlu

Na vstupe sa nachadza aktudlne zvoleny pixel, ktory sa skladé zo spominanych troch
zloziek - modrej(B), zelenej(G) a cCervenej(R). Nasledne sa vyhodnoti, ktora zlozka ma
najvyssiu hodnotu a zvysné dve sa prehlasia za nulové. Vynimku tvoria pixly, ktoré maju
vsetky farebné zlozky takmer rovné. Kedze modra zlozka je dominantna na ceste uplatnila
sa nasledujica podmienka. Pokial je modra zlozka vacsia ako 95% zelenej alebo 90%
cervenej zlozky tak za najvyssiu hodnotu sa povazuje modra cast a zvysné dve sa prehlésia
za nulové. Tento postup sa aplikuje na vsetky pixly v snimke a vysledkom si tri obrazky,
ktoré popisuju obr. ¢. 5.6 - 5.8.

Obr. 5.6: Modré zlozka

Obr. 5.7: Zelena zlozka
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Obr. 5.8: Cervené zlozka

V ziskanych vysledkoch je mozné si vSimnuf, Ze cestu je mozné vyjadrit aj opacne,
prave prostrednictvom, zelenej, ktora sa na ceste nenachadza. Tento postup by sa mohol
pouzit, ale celkové riesenie by sa zuzilo len, na fotografie, v ktorych cestu obopina zelené
okolie. V opac¢nom pripade, ako je mozné vidiet aj na obr. ¢. 5.7 v Tavo cesta zanikne s
okolim a jej identifikdcia by nebola mozna. Aj z tohto dovodu sa pre dalSie spracovanie
pouzili vysledky prezentované na obr. ¢. 5.6, teda modrej casti.

5.3 Korekcia obrazu

V obraze sa nachadza vela nedokonalosti, ktoré je potrebné odstranovat roznymi
metodami, ktoré boli popisané v casti 4.4. Po pouziti rozkladu na farebné zlozky ani
tieto obrazky nie st vynimkou. Vznikli v nich r6zne nedokonalosti, ¢i uz vplyvom velkej
intenzity svetla, roznych objektov na ceste alebo typom povrchu cesty. Tieto nedokonalosti
sa prejavuju formou Ciernych pixlov, ktoré nezapadaji medzi okolité, tak ako je to mozné
vidiet na obr. ¢. 5.6. Na prvy pohlad sa moze zdat, Ze tieto snimky, uz nie je mozné
upravit do takého stavu, aby cesta bola jednoliata a bola mozna jej identifikdcia, no
opak je pravdou. Na korekciu celého obrazu sa vytvoril algoritmus, ktory je podobny
priemerovaniu popisaného v casti 4.4.3.

Vytvorila sa maska rozmeru 3 x 3, ktora postupne prechadzala celt snimku. Pri kazdom
posune sa overovalo, kolko ¢iernych pixlov sa aktudlne nachadza v maske. Pokial ich
hodnota presiahla 75% vsetkych pixlov v rdmci masky, tak sa aktudlne vyhodnocovany
pixel - pixel v strede masky prehlésil za ¢ierny. Pokial hodnota vsetkych pixlov nepresiahla
spominani percentualnu hodnotu, tak sa spravila priemernd hodnota nenulovych pixlov.
Vysledok sa znova zapisal do aktualne vyhodnocovaného pixlu. Tento postup sa zopakoval
na kazdej snimke dva- krat. Vysledok tohto procesu je mozné vidiet na obr. ¢. 5.9.

Obr. 5.9: Snimky po korekcii s maskou 3 x 3

Vyssie popisany postup nedokonalosti v obraze zmensil, ale nie natolko, aby bolo
mozné aplikovat hladanie uzavretych kriviek v obraze, preto sa na finalnu ipravu pouzila
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maska s vacsim rozmerom 5 X 5 a znova sa cely postup aplikoval na kazdt snimku. Na
obr. ¢. 5.10 je zobrazeny vysledok po tomto procese.
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Obr. 5.10: Snimky po korekcii s maskou 5 x 5

5.4 Najdenie hran v obraze

V reSersnej casti bolo popisanych viacero segmentacnych metéd. Prvou z nich bolo
prahovanie, vid. 4.8. Tento algoritmus sa nepouzil z jednoduchého dévodu. Touto metdédou
by sa ni¢ neziskalo, kedze pixly okolia majt nulovii hodnotu. Dalsou metédou, ktors bola
vysvetlend v casti 4.5.3 je metoda narastania oblasti. KedZe sa nakoniec zvolil postup
rozdelenia obrazu na jednotlivé zlozky aj tato metoda je nepouzitelna z rovnakého dévodu
ako prahovanie. Preto sa pristupilo k poslednej vysvetlenej metode, a to detekcii hran.
Na najdenie hran v obraze je mozné pouzif viacero filtrov, ako napriklad Sobelov a pod.
Pretoze za optiméalnu metdédu sa povazuje Cannyho hranovy detektor pouzila sa prave
tato metdda. Jej tedria bola popisand v casti 4.5.2. V skratke ide o metodu, ktora v sebe
zahrnuje viacero krokov, a to filtraciu Gaussovym filtrom, nasledné pouzitie Sobelovho
filtra a na rozhodnutie ¢i sa jedna o hranu alebo nie sa pouzije prahovanie s hysteréziou.

V praci sa pouzila funkcia z kniznice OpenCV prostrednictvom, ktorej sa metdda
realizovala. Nazyva sa Canny a je do nej potrebné nastavit niekolko argumentov. Ako prvy
sa pozaduje vstupny obraz, druhy a treti argument vyjadruji miniméalnu a maximéalnu
hodnotu prahovania s hysteréziou, teda ktoré hrany sa naozaj pokladaji za hrany a ktoré
nie. Stvrty argument vyjadruje velkost Sobelovho kernelu. Pokial sa hodnota nenastavi,
vychodzia hodnota je nastavend na velkost tri. Po nastaveni vsetkych parametrov
cv.Canny(img, 220, 250) je ziskany vysledok zobrazeny na obr. ¢. 5.11.

Obr. 5.11: Najdené hrany v obraze
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5.5 Uzavreté krivky

Na obr. ¢. 5.11 su vyznacené hranice cesty, ale aj vsetky nedokonalosti, ktoré sa v procese
predspracovania nepodarilo odstranit. Tato c¢ast sa bude zaoberat prave ich ndjdenim a
naslednou eliminaciou.

V prvom kroku sa budu hladat v obraze uzavreté krivky. Kedze pri pouziti Cannyho
hranového detektora v krivkach vznikli nespojitosti, bolo potrebné ich hrubku zvacsit, ¢im
sa tento problém vyriesil. Pouzila sa na to metéda z matematickej morfologie - dilatacia.
Vysledok je zobrazeny na obr. ¢. 5.12.

Obr. 5.12: Zvyraznené hrany v obraze

Nasledne sa na detekciu tychto uzavretych kriviek pouzila funkcia findContours.
Problém pri jej pouziti bol, ze vsetky krivky pokladala za uzavreté. Bolo potrebné zaviest
minimélnu velkost oblasti zavisli na dizke krivky, ktortt maju obopinat. Nésledne po ich
najdeni boli odstranené z povodného obr. ¢. 5.11.

Obr. 5.13: Obrazky po odstraneni hran pomocou uzavretych kriviek

Tymto postupom sa neodstranili krivky na okrajoch obrazu. Bolo ich potrebné
uzavriet, ¢o sa docielilo pridanim bieleho okraja. Vsetky krivky, ktoré v obraze zostali
sa povazuju za hranice cesty. Ziskany vysledok je mozné vidiet na obr. ¢. 5.13.
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6 Zhodnotenie dosiahnutych
vysledkov

V prechadzajuicej kapitole bol popisany postup riesenia, v ktorom sa vysvetlili dovody
pouzitia jednotlivych metdd. Cielom tejto kapitoly bude vyhodnotif tspesnost daného
algoritmu. Taktiez budu popisané vyhody a nevyhody navrhnutej metédy a jej casova
narocénost.

Ako prvé je potrebné definovat, ktoré vysledky sa povazuju za spravne a ktoré za
nespravne. Nasledne je mozné vyhodnotit tispesnost zvolenej metddy. Za tspesne najdent
cestu sa pokladaju nasledujice pripady:

« Hranice cesty najdené po celej dizke na oboch strandch.
« Hranica cesty ndjdend po celej dizke na jednej strane, na druhej aspoii ¢iastocne.
« Hranice cesty najdené zhruba do polovice dlzky celej cesty na oboch stranéch.

o Hranica cesty sa pokladéa za ndjdent aj v pripade, Ze st v obraze dalSie ¢iary, ktoré
sa nachddzaji mimo nej.

Vo vsetkych ostatnych pripadoch sa cesta povazuje za nendjdent. Su to pripady ako
napriklad, nendjdené ziadne hranice cesty alebo najdenie hranic v strede cesty a pod.
Takyto pripad je zobrazeny na obr. & 6.2 v pravo dole. Uspesnost metédy podla
predchadzajucich kritérii je zaznamenana v tabulke ¢. 6.1.

Celkovy pocet | Ndjdené hranice | Nendajdené hranice || Percentudlna tspesnost
snimok cesty cesty

260 235 25 90,39

Tabulka 6.1: Tabulka vyjadrujica tspesnost zvolenej metédy

Dosiahnuta percentualna tuspesnost bola neocakavana, kedze sa predpokladala mala
robustnost tejto metddy. Za velké pozitivum sa poklada okrem tuspesnej nezavislosti
na intenzite svetla aj moznost pouzitia algoritmu na vsetkych typoch povrchu vratane
prechodov medzi nimi.

Je potrebné spomentut aj nevyhody tejto metody. Prvou z nich je ¢asova narocnost. Pri
povodnej velkosti obrazka, 430 x 360 pixlov, bol vypocetny ¢as potrebny na najdenie hranic
cesty v jednej snimke 180 sekiind. Co je pre pripad aplikacie v redlnom ¢ase nepouzitelné.
Preto sa pristupilo k nasledovnému rieseniu. Vstupny obrazok sa zmensil o polovicu, teda
novy rozmer bol 215 x 140 pixlov. V zmensenej snimke nebolo potrebné vykonat jej
korekciu dva-krat, ale len raz. Po tychto tpravach sa podarilo vypocetny cas znizif na
6 sekiund. Pre real-time aplikacie je to stale nepouzitelné, ale pre ostatné aplikicie ako
napriklad priprava do neurénovej siete je to vhodné a aj dostatocne rychle riesenie.

33



Obr. 6.2: Vyznacené hranice cesty v povodnych obrazkoch
Dalsie vysledky mozno néjst v prilohe A.

6.1 Mozné modifikacie a dalsia praca

V pripade dalSej prace by bolo potrebné vylepsit vypocetny c¢as navrhnutej metddy.
Riesenie je v optimalizacii tej Casti algoritmu, ktora sa venuje korekcii obrazu. Jej
vylepsenie by mohlo spocivat v pouziti rézneho kroku pri prechadzani snimky alebo navrhu
in¢ho a lepsieho algoritmu.

Taktiez by bolo mozné algoritmus rozsirit na typy cesty, ktoré st reprezentované inou
zakladnou farbou. Riesenie by mohlo spocivat v ur¢ovani farby v oblasti zdujmu pri kazde;
snimke.

Dal$ou pracou by mohlo byt rozsirenie navrhnutej metédy, tak aby bola pouZitelnd aj
v mestskom prostredi.
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7 Rozpoznanie cesty
prostrednictvom neurénovych sieti

Rozpoznanie objektov na fotografidach, zlepsenie vyhladavania obrazkov, vytvaranie
umeleckych diel, hranie hier. Toto vSetko bolo doneddavna doménou ¢loveka a zdhadou pre
svet programovania. Ludsky mozog bol v tomto smere neprekonatelny, no v sticasnosti sa
zacali pouzivat umelé neurénové siete, ktoré vznikli na zaklade poznatkov ziskanych prave
z pozorovania neurénovej siete v ludskom mozgu. Tieto umelé neurénové siete patria do
oboru umelej inteligencie a existuje pre ne pomenovanie deep learning (hlboké uéenie).
Cielom sieti je v ziskanych datach najst hlbsi vyznam a nasledne porozumiet abstraktnym
pojmom a reagovaf na rozne tlohy a situacie ako clovek.

Existuje vela druhov neurénovych sieti a kazda z nich je vytvorena pre iny tucel.
Napriklad na rozpoznévanie reci sa pouziva rekurentna neurénova siet [10]. Pomocou nich
je taktiez mozné hranie hier ako napriklad Sach [44] alebo gomoku [37].

Vynimkou nie st ani autonémne vozidla. V predchadzajucich castiach 2 bolo
priblizenych viacero pristupov, ktoré sa na rozpoznavanie cesty pouzivaju. Dokonca sa
vytvoril aj vlastny algoritmus na detekciu cesty. Sice vysledky, ktoré vsetky c¢lanky aj
vlastna praca poskytuji su dostatocné, dalo by sa povedaf Ze nie je dostatocne robustné.
Staci pri kazdej metode zaviest do okolia Sum, na ktory dand metdéda nie je navrhnuta
a vysledkom urcite nebude spravne najdend cesta. Preto sa v poslednych rokoch aj na
rozpoznavanie cesty zacali pouzivat neurénové siete.

Malik, Ahmed a Kunwar vo svojej praci [22] uviedli metédu, ktord je schopnd
rozpoznat cestu pri rozlicnych vonkajsich podmienkach. Jej podstatou je klasifikacia
podla charakteristickych ¢t a pouzitie Kohenovej samo organizacnej mapy (SOM) na
najdenie cesty. Algoritmus celkovo pozostava z piatich krokov. Ako prvé bolo potrebné
vstupny obraz upravit a extrahovat vlastnosti. Nasledne sa pouzije samo organizacna
mapa, ktorej vystupom je odlisSenie miest, kde sa nachadza cesta od ostatnych. Teda
vystup je bud nulovy alebo rovny jednej pre kazdy pixel. Ziska sa bindrny obraz. Na
zaver sa aplikuje algoritmus na detekciu hran a Houghova transformacia. Autori v praci
prezentuju vysledky, pri ktorych zvolend metéda dosahuje az 99 percentnt tispesnost. Je
potrebné ale podotkniit, ze navrhnuta siet bola trénovana a testovana len na velmi malom
mnozstve obrazkov.

S inou, ale podobnou metédou prisli Wuerch a Wallance [48]. V ich rieSeni je na
vstup siete privedeny cely obraz a vystupom st opat binarne hodnoty, ktoré vyjadruju
¢i sa v danom mieste v obraze nachadza cesta alebo nie. Potom sa tieto najdené miesta
vyznacia v povodnom obraze. Vysledky, ktoré autori prezentuji dosahuji presnost takmer
95%. Trénovacia mnozina, ktori pouzili obsahovala okolo desat tisic obrazkov. Nevyhodou
tejto metody je jednoznacne velkost vystupu, z dovodu modifikdcie velkého mnozstva
parametrov v sieti.

Predtym ako sa pristupi k navrhnutiu a aplikovaniu vlastnej konvolu¢nej neurénove;j
siete je potrebné vysvetlit zakladné pojmy, ktorych porozumenie je neoddelitelnou
sucastou celého procesu.
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7.1 Neurdn

Ako prvé je potrebné popisat zakladni stavebni jednotku neurénovej siete — neurodn.
7 biologického hladiska sa jedna o bunku, ktord je urc¢ena k prenosu, spracovaniu a
uchovavaniu informaécii, ktoré si potrebné pre funkcénost organizmu. Neurdn pozostava
zo somatu, dendridov a axiénu (obr. ¢. 7.1).

Obr. 7.1: Biologicky neurén

V umelych neurénovych siefach bol na zaklade biologického neurénu vytvoreny tzv.
formélny neurén. Matematicky sa moéze vyjadrit nasledovnym vztahom:

y=fQ_wwi+b) (7.1)

Tento formalny neurén, ma n realnych vstupov x1, ..., x,. Tieto vstupy st ohodnotené
synaptickymi vahami wy, .., w,, ktoré vyjadruju priepustnost, ktora sa pri prechode signalu
meni a tym sa neurénova siet uci. Suma sicinu redlnych vstupov a synaptickych vah
vyjadruje vnutorny potencial neurénu &, ku ktorému sa dodatocne pripocita premenna
b, ktord oznacuje Specidlny neurén tzv. prah (bias). Bias vyjadruje hodnotu potrebni
pre ovplyvnenie aktivacnej funkcie neurénu. Vystup y z neurénu sa vypocita na zaklade
vnutorného potencialu & a aktivacnej funkcie f, ktora slizi pre prahovanie vnitorného
potencidlu.[4]

V jednoduchosti je mozné vyssie popisany postup vysvetlit nasledovne. Neurdén je
mozné chapat ako aproximator, ktory funguje ako vypinac¢. Na vstup neurénu si privedené
vystupy z inych neurénov. Zo vstupov je potrebné vytvorit jeden signdl. Sluzi na to funkcia
nazyvana aktivacna funkcia. Nasledne je takto vytvoreny signal potrebné spracovat. O to
sa postara tzv. signdlova funkcia. Kedze vystup, ktory je mozné dostat z neurénu je bud
rovny nule, teda do okolia nie st vysielané Ziadne signély alebo rovny jednej, tak signalovu
funkciu je mozné chapat ako funkciu, ktorda realizuje vypinac.
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Obr. 7.2: Model formélneho neurénu

7.2 Aktivacné funkcie

Existuje viacero typov aktivacnych funkcii, ktoré sa vyuzivaji v neurénovych sietach.
Zakladnou vecou, ktori musia vsetky pouzivané funkcie spliat je schopnost transformovat
readlne hodnoty zo vstupov do intervalu (0,1) alebo (—1,1). Dalej je potrebné klast
velky doraz na tvar pouzitych funkcii. Pouzivaji sa také, pri ktorych funkcia prudko
stipa v okoli nuly a pri vyssich hodnotach len velmi malo. Najpouzivanejsimi
predstavitelmi takychto funkcii si sigmoida alebo hyperbolicky tangens. Obidve sa
vyznacuju diferencovatelnostou, ¢o umoznuje pri u¢eni neurénovych sieti pouzit algoritmy
zalozené na gradientovych metodach.

Medzi velmi pouzivané funkcie patria aj Relu alebo ostra nelinearita. Ide o
jednoduchsie funkcie, ktoré sa diferencovatelnou nevyznacujt a pri ich pouziti je potrebné
pouzit iné metédy ako gradientové na nastavovanie parametrov v sietach. Priebehy vyssie
spominanych funkcif s zobrazené na obr. ¢. 7.3.[21][1]
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Obr. 7.3: Priklady aktivacnych funkcii

7.3 Neuronové siete

Neurdénové siete vznikaju zlozenim neurénov, ktoré si navzajom medzi sebou prepojené.
Je mozné ju definovat ako vypoctovy graf, ktory obsahuje uzly (vypoétové jednotky) a
orientované hrany prenasajice numericki informéciu cez jednotlivé uzly. Kazdy neuréon
je schopny vyhodnotif na vstupe jednoducht funkciu. Teda neurénova siet reprezentuje
refazec kompozicii funkcii, ktory transformuje vstupny vektor na vystupny.

Je zlozena z velkého mnozstva neurénov, ktoré je potrebné usporiadat do niekolkych
casti, ktorymi bude postupne prechddzat informéacia zo vstupu az na vystup. Tieto casti
sa nazyvaju vrstvy neurénovej siete a delia sa na:

o wstupnd vrstva - Na vstup je privedena informécia z okolitého sveta a vystup z
neurénu je sucasne vstupom dalsieho neurénu.

o skrytda wvrstva - Na vstup je privedend vystupnd informacia z predchadzajiceho
neurénu a vystup pokracuje dalej do neurénovej siete, teda sa stava vstupom
dalsieho neurénu.
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o wystupnd vrstva - Na vstup znova prichadza informacia z predchéadzajiceho neurénu,
ale vystup je konec¢ny. Ziskala sa informacia, ktora sa od pozadovala.

Tieto vrstvy st vyobrazené na obr.c. 7.4.

Neurénové siete st velmi zlozité a mozno si kladiete otazku, ¢i by nebolo lepsie pouzit
iné metody, ktorymi by sa dosiahol podobny vysledok. Mozné to je, ale je potrebné si
uvedomit, ze pomocou sieti je mozné sledovat... Neurénové siete je mozné rozdelit do
dvoch zakladnych skupin a to na:

1. Dopredné neurénové siete (Feed-forward neural network)
Su to siete, ktoré neobsahuji spiatné véazby v prepojeni neurénov, teda neexistuje
spojenie, ktoré by sa vracalo smerom ku vstupu.

2. Rekurentné neurénové siete (Recurrent neural network)
Ide o siete, ktoré obsahuji spéatné vézby.[3]

Priklady oboch sieti st na obr ¢. 7.4 a 7.5. Je medzi nimi zasadny rozdiel a to, ze
rekurentna siet je schopna postihntt dynamiku, zatial ¢o doprednd nie. No stucasne je
aj komplikovanejsia, a preto sa v praxi cCastejSie vyuzivaju prave dopredné siete a su
spravené tak, aby boli schopné aproximovat aj nejaké dynamické deje. Okrem tychto
dvoch zakladnych skupin existuju aj Specifické typy neurénovych sieti, ako napriklad
Kohonenove siete alebo Hopfieldove siete, ktoré si podrobnejsie vysvetlené v [31].

vstupna vrstva skryté vrstvy vystupna vrstva

X1 Yi
X2 o o o Y2
Xn Yn

1 1
Obr. 7.4: Topolégia doprednej neurénovej siete
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Obr. 7.5: Topoldgia rekurentnej neurénovej siete

Cinnost neurénovych sieti sa vo vseobecnosti méze rozdelit do dvoch faz.
1. Faza ucenia
2. Aktivna faza

V prvej faze sa siet trénuje. Ide o proces, v ktorom sa upravuju vahy medzi jednotlivymi
neurénmi tak, aby sa minimalizovala chybova funkcia. Ucenie je mozné chapat ako
adaptaciu neurénovej siete, na konci ktorej bude sief obsahovat vahy, pouzitim ktorych
by sa mal dosahovaf najlepsi vysledok. Druha faza, teda aktivna faza siete, vezme
natrénovani siet aj hodnoty vah a pouzije ju na riesenie nejakého realneho problému.

Velmi podstatnou vlastnostou neurénovych sieti je prave spominané ucenie. V
dobach pred vyuzivanim neurénovych sieti bolo potrebné na riesenie problému vytvorif
algoritmus, na zdklade ktorého sa dany problém vypocital. Avsak, pri neurénovych sietach
je navrhnuty vSeobecny algoritmus a ten dana sief pouziva vo faze ucenia. Spravnost a
vhodnost tohto algoritmu urcuje kvalitu a rychlost ucenia. V nasledujicej casti bude
podrobnejsie popisané ucenie siete.[8][31]

7.4 Ucenie

Pri tvorbe textov sa Cerpalo [31][32]. Ucenie neurénovej siete je jej zdkladna vlastnost,
pri ktorom dochadza k zmene parametrov. Cielom ucenia je dosiahnutie ziadanej hodnoty
medzi vystupom z neurénovej siete a pozadovanym vystupom. Pri procese ucenia ide teda
o postupné upravovanie vah medzi jednotlivymi neurénmi. Medzi nastavitelné parametre
okrem vah patria aj zmena struktiry neurénovej siete alebo zmena strmosti aktivacnych
funkcii. Ucenie moze teda prebiehat:

o Bez ucitela
Ucenie bez ucitela je pristup, v ktorom nie st presne urcené triedy vystupov, ale
algoritmus ma vo vstupnych datach najst urcité vlastnosti medzi, ktorymi existuju
suvislosti a nasledne podla nich vytvorit jednotlivé triedy. Tento druh ucenia funguje
na zaklade zhlukovej analyzy.
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Vysvetlenie ako sa ziskaju jednotlivé zhluky, inak nazyvané clustery, je nasledovny.
Data sa rozdelia do niekolkych casti, clusterov, podla urcitych spolo¢nych vlastnosti.
7 kazdej casti sa vezmu funkéné hodnoty, prostrednictvom ktorych sa vypocita
reprezentativna hodnota kazdého clusteru. Touto hodnotou méze byt napriklad
tazisko. Nasledne sa tato hodnota prehlasi za hodnotu reprezentujicu cely cluster
a bude trvaft az do dalsieho clusteru. Takyto postup sa aplikuje v smere x aj y.
Vystupom st teda data, ktoré si rozdelené do samostatnych mnozin.

e S ucitelom

Na rozdiel od ucenia bez ucitela pri pri uceni s uc¢itelom existuje mnozina tzv. vzorov
s klasifikaciami, ktoré si potrebné pre urcenie chybovej funkcie, ktord je zasadnym
prvkom tohto ucenia. Hodnota tejto funkcie sa ziska ako rozdiel medzi aktudlnym
vzorom a vystupom zo siete a vyjadruje chybu o kolko sa vystup z neurdnovej
siete odlisuje od vzoru. Nasledne sa podla tejto chyby a prostrednictvom algoritmu
spatného sirenia upravia vahy a cely proces sa zopakuje od zaciatku az kym sa na
vystupe neziska hodnota, ktord odpoveda pozadovanej miniméalnej chybe.

Tento typ ucenia sa vyuziva pri aplikdciach, kedy je mozné vytvorit alebo
nejakym spdsobom ziskat mnozinu vzorov, ktora sa pouzije ako tréningova mnozina
neurénovej siete.

Po pouziti ¢i uz ucenia s ucitelom alebo bez neho by mal byt systém schopny priradit
nezname vzory triede, ktord najlepsie odpoveda rozpoznanym vlastnostiam. Tato faza
sa nazyva rozpoznavanie. A cely proces ucenia je znamy aj pod pojmom automatickd
klasifikacia vzorov.

Kedze cielom prace je detegovat cestu na zaklade vopred pripravenych fotografii tak
ucenie neurénovej siete bude spravené na zaklade ucenia s ucitelom. V dalsej casti sa teda
podrobnejsie vysvetli tento pristup.

7.4.1 Ucenie s ucitelom

Informécie v nasledujicej casti sa ¢erpali z [31]. Podstata metédy ucenia s ucitelom, uz
bola vysvetlena v ivode. Pre podrobnejsie vysvetlenie je potrebné ako prvé zaviest urcité
predpoklady. Tie st nasledovné:

o Predpokladé sa dopredna siet s n vstupnymi a m vystupnymi jednotkami. Skrytych
jednotiek moze obsahovat ITubovolné mnozstvo.

+ Tréningova mnozina {(z1,t1), ..., (p,t,)}, pozostavajica z p usporiadanych dvojic
n a m dimenzionalnych vektorov. Nazyvaji sa vstupné a vystupné vzory.

o Aktivaéna funkcia f, ktort obsahuje kazdy neurén (vypocetna jednotka) musi byt
spojita a diferencovatelna.

e V prvej iteracii vahy predstavuji ndhodne vybrané redlne cisla.

Potom postup ucenia neurénovej siete je mozné popisat nasledovne. Ako prvé sa na
vstup privedie z tréningovej mnoziny vstupny vzor z;. Na zdklade tohto vstupu siet
vypocita vystup, ktory sa oznac¢i o;. Tento vystup zo siete je rozdielny od vystupného
vzoru t;. Pre vsetky i = 1, ..., p sa pozaduje aby bol kazdy vystup o; dostatocne blizky
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vystupnému vzoru t;. Nasledne je potrebné dosiahnuf minimalizaciu chybovej funkcie,
pricom ucitelom neurénovej site sa rozumie prave tato chybova funkcia. Na to, aby bola
dosiahnuta pozadovana minimalizacia tejto funkcie, sa na vstup privedie dalsi vstupny
vzor a predpoklada sa, Ze neurénova sief rozpoznd, ¢i je novy vstup podobny tomu
ucenému alebo nie. K najdeniu lokalneho minima sa pouziva algoritmus spatného Sirenia,
ktory na znizenie chybovej funkcie vyuziva gradient.

Ked sa neurénova siet rozsiri o chybova funkciu tak ako je to zobrazené na obr ¢.
7.6, tak vystupom je celkova chybova funkcia E. Vahy v takejto sieti je potom mozné
tvar rozsirenej siete, tak hodnotu E je mozné prehlasit za spojiti a diferencovatelni
funkciu, pretoze sa pocita iba pomocou skladania funkcii neurénov. Nasledne je mozné
potom tuto chybovi funkciu minimalizovat pouzitim iterativneho procesu gradientného

zostupu.
_QE 9E  OE

VE = 7.2
Ow, Owsy’ 7 Owy, (7.2)
Kde wy, ..., wy st véhy siete. Potom kazda védha je modifikovanéd podla rovnice (7.3).
oF
Aw; = —fya—wi, prei=1,... k (7.3)

Kde v je tzv. konstanta ucenia.

Pokial sa na vypocet gradientu funkcie siete vzhladom k jej viham pouzije vhodna
metoda, tak potom je mozné vahy v sieti nastavovat pri kazdom prechode. Toto by
mal zarucit algoritmus spatného Sirenia inak znamy aj ako back propagation, ktory je
vysvetleny v [31] [25].

X1 —

X2 ——> o o o
o o
° o
° )

Xn

L.

1 1

Obr. 7.6: Neurénova siet rozsirend o chybovu funkciu

7.5 Konvolu¢éné neurénové siete

Konvoluéné neurénové site sa radia medzi Specidlne neurénové siete, ktoré na vstupe
ocakavaju obrazové data. Tieto siete aj ked boli vymyslené uz v 80-tych rokoch minulého
storocia sa do popredia zdujmu dostali len neddvno. Prelom nastal v stutazi Imagenet
Visual Recognition Challenge (ILSVRC), ktord je zamerand na klasifikiciu obrazu
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pouzitim réznych algoritmov. V tejto sutazi sa prvy krat ukazalo, ze pouzitie konvoluénych
neurénovych sieti na rozpoznavanie obrazov s miniméalnym predspracovanim je mozné s
ovela lepsimi vysledkami ako pri pouziti inych metod. Od vtedy sa zacali tieto siete masovo
pouzivat vo vSetkych odvetviach.[24]

Ide o typ sieti, ktoré taktiez ako neurénové siete popisané v prechadzajicom texte,
obsahuju parametre, ktoré sa v procese ucenia modifikuju. Ich struktira taktiez obsahuje
vrstvy s neurénmi pricom kazdy moze byt aktivny alebo nie v zavislosti na funkeii.
Zasadnym prvkom, ktorym tento typ sieti odliSuje od inych neurénovych sieti je pouzitie
konvolucnej vrstvy.

Konvoluéné neurénové siete sa vyznacuju tymito charakteristickymi ¢rtami:

o lokdlna konektivita
Neurény, do ktorych maja prichadzat vstupné informécie nie st spojené s celym
vstupom, ale len jeho malou c¢astou.

o zdielanie vah
Neurény, ktoré su ulozené v jednej vrstve zdielaju rovnaké hodnoty parametrov,
¢im sa zmensuje ich celkovy pocet, ktory je potrebny pocas trénovania ukladat a
nasledne modifikovat.

e odolnost voci posunutiu
Vyplyva z principu fungovania vyberu maximéalnej hodnoty v zvolenej oblasti.

Priklad takéhoto typu siete je zobrazeny na obr.c.7.7. Vo vseobecnosti je tvorend
niekolkymi typmi vrstiev a to konvolucnej, aktivacnej, poolingovej a plne prepojene;j.
Ako je mozné si vSimnut jednotlivé vrstvy sa striedaju a to nasledujicim spésobom. Na
vstupe je obraz, ktorého informacie st privedené do prvej konvolucnej, za nou nasleduje
aktivacna a poolingova vrstva. Tieto tri vrstvy je mozné niekolko krat striedat podla
toho, aké priznaky sa pozaduje v sieti detegovat. Nasledne sa pouzije plne prepojena
vrstva, z ktorej sa ziska konecny vystup.

Input Feature Maps Feature Maps  Feature Maps Feature Maps
48x48 Oap44x44 6@22x22 12@18x18 12f@ 9x9

Outputs

Convolution Max-pooling Convolution Max-pooling

Classification

Features extraction

Obr. 7.7: Architektira konvolu¢nej neurénovej siete [2]
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Konvoluéna vrstva

Konvolucéné vrstva je najdodlezitejSou castou celej siete a slizi na detekciu priznakov vo
vstupnom obraze. Jej podstatou je pouzitie diskrétnej konvoltcie, ktora bola definovana
v Casti 4.4.3. Jej presnejsie fungovanie je popisané v [34][8].

Je ddlezité poznamenat, ze v ramci jednej konvoluénej vrstvy sa nerealizuje len jedna
konvoltcia, ale hned niekolko. Teda kazda vrstva tohto typu obsahuje niekolko filtrov,
pricom kazdy filter deteguje iny priznak v celom obraze. Co je zobrazené aj na obr. ¢. 7.7,
ktory popisuje architekturu siete.

Poolingova vrstva

Dalsou ¢astou konvolu¢nej neurénovej siete je tzv. poolingova vrstva. Na rozdiel od
konvolucnej vrstvy, ktorej tlohou je detegovat priznaky v obraze cielom tejto Casti je
zmensenie rozmerov vstupu. Toto zmensenie je realizované prostrednictvom hladania
maximalnych hodnét tzv. max pooling. Princip fungovania je zobrazeny na obr. ¢. 7.8.

9 5 3 8

12 3 5 1 12 8
15 8 15
2 3

Obr. 7.8: Max pool

Velkost vystupu zdvisi na dlzke pouzitého kroku a jeho hodnota na velkosti pouzitého
filtra. Podrobnejsi postup fungovania je popisany v [34].

Medzi v¥hody pouzitia poolingovej vrstvy patri nezavislost na posunuti vstupu. Dalsou
vyhodou je, Ze je mozné ju pouzit ako prvi vrstvu siete pokial na vstup prichadzaju
snimky s roznymi rozmermi. Tato vrstva zaisti aby sa ich rozmer zjednotil. Parametre
vrstvy sa v tomto pripade volia dynamicky v zavislosti na velkosti vstupu. Pokial sa
pouzije ako skryta vrstva siete, teda po konvolucnej vrstve, tak na vstup je privedena
aktivacnd mapa. Ndjdenie maxima sa pre kazdu aktivaécni mapu vykona samostatne.
Teda pocet map sa zachova.

Plne prepojena vrstva

Poslednou vrstvou, ktord patri do architektiry konvoluénych neurénovych sieti je
prave plne prepojend vrstva. Je charakteristickd pre dopredné neurénové siete. Pre
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pripomenutie, vstupom do neurénu su teda vsetky vystupy neurénov z prechadzajicej
vrstvy ale vrameci jednej vrstvy st neurény oddelené, nemaji medzi sebou ziadne spojenia.
Moze byt bud skrytou alebo vystupnou vrstvou. Najcastejsie sa pouziva niekolko skrytych
vrstiev, ktoré su zakoncené vystupnou vrstvou, tak ako je to na obr. ¢. 7.7.

Cielom plne prepojenej vrstvy je vziat vysledky po procese konvolicie a poolingu,
previest ich do podoby vektoru a nasledne ich pouzit na klasifikiciu obrazu. Teda
vystupom konvolu¢nej neurénovej siete bude priradenie vstupného obrazu do triedy kam
by mal podla siete patrit. Taktiez ako v doprednej neurénovej sieti aj tu je na apravu vah
pouzity algoritmus spatného Sirenia.[34][8].
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8 Analyza problému

V resersnej casti 7 bolo popisanych viacero pristupov, ako rézni autori pristupovali k
detekcii cesty prostrednictvom neurénovych sieti. VSetky spomenuté pristupy dosahovali
pozoruhodne dobré vysledky. Zarazajicou vecou vo vécsine prac bolo, ze vo vacsine z nich
sa vo vysledkoch uviedla len vysledné dosiahnuta percentuédlna tspesnost. No pre spravne
natrénovanie siete je potrebné vykreslif dosiahnuté vysledky tspesnosti aj chybovosti
pocas celého ucenia aj testovania, a to z dovodu pretrénovania alebo podtrénovania siete.
Taktiez, v niektorych pracach trénovacia mnozina bola velmi maléd a teda sief by bolo
mozné pouzif iba pre konkrétne pripady. Z uvedenych prac vyplyva, Ze existuje viacero
vhodnych pristupov riesenia.

V tejto casti sa teda problém najdenia cesty pomocou neurénovych sieti analyzuje,
vymedzia sa hranice a prijmu sa potrebné zjednodusenia aby sa mohlo pristupit k navrhu
vlastného riesenia a nasledne k jeho realizacii.

Kedze vystupom siete ma byf najdend cesta je ako prvé potrebné zvolif vhodnu
stratégiu riesenia a reprezentaciu vysledkov. Nasledne, aby sa zamedzilo spominanym
neziaducim vysledkom (pretrénovanie, podtrénovanie) je potrebné mat na ucenie siete
pripravenu dostatoc¢ne velkd trénovaciu mnozinu, spravne pripravené a roztriedené data,
taktiez spravne navrhnutu strukturu siete a jej jednotlivé vrstvy. Vysledky siete by mali
bud priamo alebo po naslednom spracovani nejakym sposobom reprezentovat najdent
cestu.[32]

Pri ndvrhu algoritmu prostrednictvom klasickych metéd bolo potrebné brat do tvahy
vela faktorov, ktoré by mohli ovplyvnit dosiahnuté vysledky. Medzi ne patrili napriklad
typ cesty, osvetlenie cesty, okolité prostredie, objekty na ceste a mnoho inych. Pri navrhu
neurénovej siete je potrebné tieto okolnosti taktiez zohladnit, ale inym sposobom. Zatial
co pri klasicky metddach sa pre kazdy faktor musel algoritmus upravit, pri neurénovych
sietach je potrebné, ¢o najviac réznych prikladov cesty zahrnut do trénovacej mnoziny.
Cim védsia tédto mnozina bude, tym by mala byt siet pri detekcii novej cesty, ktord nebola
zahrnutad v trénovacej mnozine, robustnejsia.

Pre neurénové siete je charakteristickd velka casova a paméatova narocnost pri
trénovani. Kedze na trénovanie sa bude pouzivat bezne dostupna pocitacova zostava je
potrebné aby vstupné data, velkost siete aj pocet vystupov neboli velmi velké. Z dévodu
obmedzeného mnozstva vypocetnych zdrojov bude potrebné snimky prichddzajice na
vstup siete zmensit, struktiru siete navrhnut tak, aby pocet nastavovanych parametrov
bol ¢o najmensi, ale ispesnost siete bola ¢o najvysSia a nedochddzalo k spominanému
pretrénovaniu alebo podtrénovaniu siete.
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9 Navrh vlastného riesenia

Detekcia cesty vo vonkajSom prostredi patri medzi komplikovanejsie tlohy, z dévodu
roznorodosti cesty aj okolia. O tom sa presvedcilo uz v prvej casti prace, ktora sa venovala
pouzitiu klasickych metdéd. Algoritmus, ktory sa pouzil, obsahoval vela réznych filtrov,
segmentacnych metéd a tuprav. Problémom okrem casovej narocnosti bola nakoniec aj
robustnost algoritmu, ktora sa zacala stracat s pouzitim viacerych metod.

Pristupilo sa teda k hladaniu iného riesenia. Kedze uz v rozdeleni popisanom v tivode
prace, sa hladanie cesty delilo na klasické metody a neurdénové siete, tak tato cast prace
sa bude venovat prave neurénovym sietam. V nasledujicich castiach bude postupne
vysvetlené aké rieSenie na najdenie cesty sa zvolilo, ako prebichala priprava dat a aka
struktura siete sa zvolila. Nasledne sa pristupi k implementécii a prezentacii dosiahnutych
vysledkov.

9.1 Volba stratégie riesenia

Ako prvé bolo potrebné vybrat vhodny typ neurénovej siete. V castiach 7.3 a 7.5 boli
popisané dopredané, rekurentné a konvoluéné neurénové siete. Kedze je k dispozicii velké
mnozstvo snimok cesty, pre riesenie sa zvolila prave konvoluénd neurénova siet a ziskané
snimky sa pouziju ako trénovacie data.

V resersnej casti 7 bolo popisanych niekolko moznosti, ako by bolo mozné reprezentovat
cestu. Prvou zvazovanou moznostou bolo vytvorenie vystupnej vrstvy tak, ze kazdy neurén
odpovedd prave jednému pixlu na snimke. Pixel obsahuje cestu ak jeho odpovedajici
neurén je rovny jednej v opacnom pripade tento pixel prislicha okoliu. Toto riesenie
sa nepouzilo z dévodu malého mnozstva pamaéate. Druhou zvazovanou moznostou bolo
najdenie hrani¢nych bodov v obraze, pripadne bodov zaniku a rozdelenie obrazka na
oblasti. Pri tomto navrhu vznikol problém s vhodnym urcenim kategérii.

Ak sa uvazuje, ze snimka je rozdelend do 6 x 4 podoblasti a kazdy zo 4 hrani¢nych
bodov sa moze nachadzat v lubovolnej oblasti obrazka, celkovy pocet moznych kategérii by
bol 24*. Koneénym navrhom bolo opét rozdelenie snimky na niekolko oblasti avsak inym
sposobom. Vychadzalo sa z predpokladu, ze robot zaznamenévajuci cestu sa nachéddza na
nej. Potom sa pristipilo k vytvoreniu oblasti tak ako je to vyobrazené na obr. ¢ 9.1.

Obr. 9.1: Obrazok s vyznacenymi oblastami

47



Z obrazku je mozné vidiet, ze vSetky oblasti maji pociatok v jednom bode a to stred
spodnej hrany. Tento bod je najblizsie skuto¢nej polohe robota a sucasne je aj vrcholom
uhlu. Jednotlivé oblasti odpovedaju vyseku s uhlom 15°. Aktudlna snimka sa zaradi do
danej kategorie ak sa v odpovedajicej oblasti nachadza bod zaniku, teda miesto, kde cesta
zanikd. V tomto pripade by bol obrazok zaradeny do piatej kategorie.

Cely proces riesenia bude teda nasledovny. Ako prvé sa data roztriedia do prislusnych
kategorii. Néasledne sa vytvori vhodnd konvoluc¢nd neurénova siet, na vstup ktorej
budui privedené snimky s klasifikaciou. Vystupna vrstva siete bude navrhnuta tak, aby
obsahovala prave jedenast neurénov pricom kazdy odpovedd jednej kategérii. Vystup zo
siete bude vektor, s hodnotami v rozmedzi (0, 1). Snimka patri do prislusnej kategorie v
pripade, Ze hodnota odpovedajiceho neurénu je najvyssia zo vsetkych. Podrobne bude
celé riesenie postupne popisané v nasledujtcich castiach.

9.2 Implementacia v jazyku Python

Na realizaciu neurénovej siete je mozné pouzit viacero programovacich jazykov. Pouzivané
st napriklad Java, Python, C++ a iné. V tejto praci sa zvolil prave Python, z dévodu
predoslych skuisenosti. Python uz bol popisany v casti 4.6. Na realizdciu neurénove;j siete
bolo potrebné nainstalovat niekolko pridavnych kniznic.

Pouzité kniznice:

o Numpy

e OpenCV

o TensorFlow
e Matplotlib

Numpy je kniznica ucend pre matematické operdcie, ktorda umoznuje pracu s
viacrozmernymi polami. V préci sa vyuzije na vytvorenie pola obrazkov, ktoré sa pouziju
na trénovanie siete.[26]

V' kniznici OpenCV je obsiahnutych mnoho funkcii na spracovanie obrazu. V
predchadzajticom rieSeni z nej bolo pouzitych hned niekolko.[27]

Na tvorbu neurénovych sieti sa pouziva kniznica TensorFlow, ktorej stucastou je
framework Keras, ktory poskytuje na vytvorenie neurénovej siete uzivatelsky prehladné
prostredie. Medzi jej velké vyhody patri moznost vykonavat vypocty ako na procesore,
tak aj na grafickej karte a to pomocou CUDA jadier. Tato kniznica patri medzi
najpouzivanejsie a bude vyuzitd aj v tejto praci.[43]

Na zaver ziskané vysledky zo siete je potrebné vykreslif. Pre tento ucel bola zvolend
kniznica Matplotlib.[23]

Na pisanie programov v Pythone existuje velké mnozstvo editorov a IDE (Integrated
Development Environment). Medzi najpouzivanejsie patria PyCharm, Visual Studio Code
a mnoho inych. Pri vytvoreni neurénovej siete sa v praci pouzila verzia Pythonu (3.6.2),
Numpy (1.17.4), OpenCV (4.4.2.30), TensorFlow (2.0.0), Keras (2.2.4), Matplotlib (3.1.3)
a editor Visual Studio Code.
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9.3 Priprava dat

Vychadza sa z predpokladu vytvorenia konvolu¢nej neurénovej siete, ktord sa bude ucit na
zaklade metddy s ucitelom, ktord bola popisana v casti 7.4. Pre pripomenutie podstatou
tohto typu ucenia je predkladanie vzorov s klasifikaciou, pricom cielom je urcit chybovi
funkciu. Nasledne prostrednictvom nej nastavovat parametre siete tak aby dochadzalo
k minimalizacii tejto funkcie. KedZe sa jedna o konvoluéni neurénovu siet, tak sa na
vstup budu privadzat snimky. V prvom kroku je potrebné vytvorif trénovaciu a testovaciu
mnozinu, ktoré budd obsahovat data roztriedené do jednotlivych kategoérii. Je vhodné
pripravit, ¢o najvacsie mnozstvo dat a zaroven je dolezité klast déraz aj na ich réznorodost.
Jednoduchsie povedané je dobré ziskat ¢o najviac snimok cesty, ktoré sa od seba odlisuju
napr. textirou, farbou, nato¢enim, osvetlenim a pod.

Déta pre tiuto pracu boli ziskané z mobilného robota B2, ktory zaznamenaval cestu
v parku Luzanky. Ide o kolekciu dat zozbieranych z niekolkych rokov. Vsetky obrazky su
rozmeru 480 x 360 pixlov. Na vytvorenie potrebnych mnozin sa pouzila vicsina z nich
s vynimkou tych snimok, na ktorych sa cesta nenachadzala. Pripad rozpoznévania, ¢i sa
cesta na obrazku nachédza alebo nie, nebude do trénovania neurénovej siete zahrnuty.

V' nasledujucich podkapitolach bude blizsie popisané ako sa vytvorili jednotlivé
kategorie, nasledné rozdelenie na trénovaciu a testovaciu mnozinu a ich doplnenie
upravenymi datami.

9.3.1 GUI

Pred procesom trénovania siete je potrebné ziskané snimky rozdelif do prislusnych
kategorii. Ide o ¢asovo naro¢nu ¢innost, a preto sa bralo v ivahu viacero moznosti ako
ziskané data roztriedit.

Prvou moznostou bolo manualne riesenie. Postupne kazdu snimku otvorif, rozhodntt
do ktorej kategorie patri a néasledne ju priradit do prislusnej zlozky. Pri prvom navrhu
neurénovej siete sa takyto proces uplatnil, ale ukazal sa ako ¢asovo velmi neefektivny.
Pocet snimok, ktoré sa spracovali za hodinu, bolo priblizne tristo a to islo iba o cisté
roztriedenie do zloziek. Néasledné rozdelenie na trénovaciu a testovaciu mnozinu, pripadne
dalsie ipravy v tomto procese neboli zahrnuté.

Druhou moznostou bolo vytvorenie jednoduchého poloautomatického GUI (Graphical
User Interface), v ktorom sa pomocou niekolkych klikov naéitaji vsetky obrazky, uzivatel
len rozhodne o tom, do ktorej zlozky chce aktualne otvorenti snimku priradit a systém
vsetko ostatné spravi za neho.

Kedze druhd moznost sa javila ako rychlejSia a pouzitelnd aj v pripade dalsieho
rozsirenia trénovacej a testovacej mnoziny zvolila sa prave tato moznost. Vytvorilo sa
jednoduché GUI, tak ako je mozné vidiet na obr. ¢. 9.2. Princip fungovania je nasledovny.
V prvom kroku sa zada cesta, v ktorej sa nachadzaji data na roztriedenie do kategorii.
Nésledne po nacitani dat sa zobrazi prva snimka. V dalsom kroku je potrebné zvolit, do
ktorej kategoérie dana snimka patri a stlacit tlacitko ,save®. Nakoniec je mozné prejst na
novu snimku pomocou tlac¢itka ,next*.
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Obr. 9.2: GUI

Na obr. ¢. 9.2 je mozné vidief snimku cesty, do ktorej si nakreslené jednotlivé oblasti. V
tomto pripade cesta zanika v oblasti ¢. 5 a podla toho sa zvoli aj prislusny priecinok, do
ktorého sa tato snimka ulozi.

Pokial na¢itana snimka neobsahuje cestu alebo z nejakého iného dévodu nema byt v
nasledujicom procese pouzita jednoducho sa stlaci tlac¢itko ,next“ a prejde sa na dalsiu
snimku. Po stlaci tlacitka ,save” sa ma aktualna snimka ulozif do zvoleného priec¢inku.
Pokial priecinok neexistuje vytvori sa automaticky novy s prislusnym nazvom.

Po roztriedeni vSetkych snimok je potrebné vytvorené kategorie rozdelit na trénovacie
a testovacie data. Doporucuje sa, Ze je vhodné pouzit pomer 80/20. Teda 80 percent zo
vsetkych dat by malo byt obsiahnutych v trénovacej mnozine a zvysnych 20 percent v
testovacej mnozine. Po roztriedeni dat sa automaticky vsetky zlozky v prislusnej ceste
rozdelia vo zvolenom pomere na trénovacie sa testovacie data. Vysledkom su teda dve
zlozky - data na trénovanie a data na testovanie. Vo vnutri kazdej z nich sa nachadzaju
snimky roztriedené do prislusnych kategorii.

9.3.2 Doplnenie trénovacej a testovacej mnoziny

Po vyssie popisanom roztriedeni by bolo mozné uz pristupit k navrhu struktiry neurénove;j
siete. Odporuca sa roztriedené data este upravit, trochu pozmenit. Tento krok je vhodny
z viacerych dovodov. Prvym a aj hlavnym doévodom rozsirenia mnozin je zvacsenie poctu
snimok v kategoriach, v ktorych ich nie je obsiahnutych velké mnozstvo snimok. Jednd sa
zvacsa o okrajové kategérie (01, 02, 03, 09, 10, 11). Druhym je, ze vyslednéd natrénovana
siet bude robustnejsia.

Opat ako pri triedeni obrazkov aj tento krok bol naprogramovany tak, aby sa vsetko
vykonalo automaticky. V prvom kroku sa roztriedené data nacitaji. Nasledne podla toho,
o ktorti kategoriu sa jedna, sa zvoli kolko percent zo vSetkych snimok nachadzajtcich sa vo
zvolenej zlozke sa upravi. Okrajové kategorie budi obsahovat viac upravenych snimok ako
tie prostredné. Potom sa pristipi k samotnej aprave. Zvolilo sa hned niekolko zmien. Prvou
z nich je pribliZenie. Pévodn4 snimka sa priblizi o 7%, pri¢om zvolena hodnota sa urcila s
ohladom na mozni zmenu zaradenia pri va¢som priblizeni. DalSou vykonanou zmenou je
prevratenie snimky horizontalne. Pri tomto type tpravy bolo potrebné vysledny obrazok
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ulozit do zlozky, ktora aktualne odpovedd miestu zaniku cesty. Poslednou tpravou, ktora
bola pouzita bolo rozmazanie snimky prostrednictvom Gaussovho filtru. Zvolena maska
bola rozmeru 5 x 5. Vsetky vysSie popisané tpravy spolu s pévodnym obrazkom su
vyobrazené na obr. ¢. 9.3.

(c) Stranovo prevrateny (d) S Gaussovym filtrom

Obr. 9.3: Zvolené tpravy snimok

Pomocou vyssie spominanych iprav sa mnoziny dostatoc¢ne rozsirili. Z povodnych 6032
obrazkov v trénovacej mnozine po tpravach vzniklo 6514 obrazkov. Grafy na obr. ¢. 9.4
znazornuju mnozstvo snimok v jednotlivych kategéridach pred a po doplneni.

pocet snimok [
pocet snimok [-]

1 0
01 02 03 04 05 06 07 08 09 10 11 01 02 03 04 05 06 07 08 09 10 11
¢islo priec¢inku [-] cislo priecinku [-]
(a) Pred doplnenim (b) Po doplneni

Obr. 9.4: Grafy vyjadrujice rozlozenie dat v jednotlivych kategériach. (a) Pdvodné
kategorie (b) Kategorie rozsirené o upravené data
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7 grafov je jednoznacne vidiet, Ze doslo k znacnému navyseniu dat v okrajovych
kategoriach, ¢o bolo aj hlavnym cielom. S takouto trénovacou, ale aj testovacou mnozinou
je mozné pristipit k tomu najdolezitejsiemu, navrhu neurénovej siete.

9.4 Navrh struktiary siete

Pri navrhu konvolu¢énej neurénovej siete nie je mozné na zaciatku presne povedaf, z
kolkych konvolu¢nych, poolingovych a plne prepojenych vrstiev sa bude skladat. Cely
navrh struktuary sa odvija od tychto nasledujtcich podmienok.

o Siet by mala byt navrhnutd tak, aby v nej nedochadzalo k overfittingu a
underfittingu.

e Mala by dosahovat ¢o najvyssiu presnost.
e Hodnota chyby by mala byt ¢o najnizsia.

Aj ked sa splnenie tych podmienok moéze zdat ako jednoduché zalezitost opak je pravdou.
Okrem néjdenia vhodného pocétu vrstiev je potrebné spravne nastavit aj mnozstvo
parametrov v sieti.

Prva testovand struktura siete

Pred navrhom prvej struktury bolo spravenych niekolko testov na malej mnozine
trénovacich dat (350 snimok). Zoznamilo sa s pouzitim jednotlivych vrstiev, nastavenim
jednotlivych parametrov a overilo sa, ¢i je mozné dostat zo siete vystup taky ako sa
pozaduje.

Nésledne sa preslo na vac¢siu mnozinu dat (6000 snimok), rozdelenych na trénovaciu a
testovaciu mnozinu, tak ako to bolo popisané v kapitole 9.3. Na vstup siete sa priviedli
zmensené data (120x90 px). Toto zmensenie bolo nutné z dévodu malého mnozstva
pamate. Navrhla sa prva struktira neurénovej siete. Pocet vrstiev a jednotlivé parametre,
ktoré boli nastavené zobrazuje tabulka ¢. 9.1.

Typ vrstvy Pocet filtrov | Velkost jadra | Vystupny tvar | Pocet parametrov
Konvolucna 32 3x3 90x120x32 896
Poolingova - 2x2 45x60x32 0
Konvolu¢na 32 3x3 45x60x32 9248
Poolingova - 2x2 22x30x32 0
Vyrovnavacia - - 21120x1 0
Plne prepojena - - 700x1 14784700
Plne prepojena - - 60x1 42060
Vystupna - - 11x1 671
D 14837575

Tabulka 9.1: Navrhnutd struktira siete

Zvolila sa sief s tromi konvoluénymi, dvomi poolingovymi, dvomi skrytymi plne
prepojenymi vrstvami a vystupnou vrstvou. V konvoluénej vrstve sa zamedzilo zmenseniu
vystupu a ako aktiva¢nd funkcia sa zvolila ReLu.
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O takto navrhnutej struktire nie je mozné povedat ni¢ konkrétnejsie, kym sa
nepristupi k jej otestovaniu. Az na zaklade ziskanych priebehov chyby a presnosti v
zavislosti na epoche, je mozné zhodnotit, ktoré parametre je potrebné do siete pridat
pripadne pozmenit.

with tf.device('/gpu:0'):

model = models.Sequential ()

model .add(layers.Conv2D(32, (3, 3), padding="same", activation='relu',
input_shape=(90, 120, 3))

model .add (layers.MaxPooling2D((2, 2)))

model.add(layers.Conv2D(32, (3, 3), padding="same", activation='relu'))

model .add (layers.MaxPooling2D((2, 2)))

model.add(layers.Flatten())

model .add(layers.Dense (700, activation='relu'))

model.add(layers.Dense(60, activation='relu'))

model .add(layers.Dense(11, activation='softmax'))

model . summary ()

Obr. 9.5: Navrhnutd struktdra napisana v programe Python

Trénovanie siete

Tak isto ako navrh siete aj tréning siete bude zrealizovany prostrednictvom programu
Python a pridavnych kniznic, ktoré boli popisané v ¢asti 9.2. Pred zahdjenim trénovania
bolo potrebné zvolit vhodny optimalizacny algoritmus, typ chybovej funkcie. taktiez pocet
epoch a velkost batchu. Zvolené hodnoty, ktoré sa na pouzili su v tabulke ¢. 9.2.

Optimalizacny algoritmus | Typ chybovej funkcie | Pocet epoch | Batch
Adam categorical crossentropy 30 64

Tabulka 9.2: Hodnoty nastavené pri procese trénovania

Podrobnejsie st jednotlivé parametre a aj moznosti ich nastavenia popisané v [17].
V dalsom kroku sa mohlo pristupif k trénovaniu siete. Celkovo sa pouzilo 6000 snimok
rozdelenych na trénovaciu a testovaciu mnozinu. Hodnota chyby aj aktualne dosiahnute;j
presnosti siete sa ukladala po kazdej epoche. Po skonéeni celého procesu sa tieto ukladané
data vykreslili do grafov, ktoré su zobrazené obr. ¢. 9.6.
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Obr. 9.6: Grafy zobrazujiuce priebeh chyby a presnost v zavislosti na epoche

Z grafov jednoznacne vyplyva, zZe doslo k zna¢nému pretrénovaniu siete. Prejavilo sa to
tak, ze hodnota chyby pri testovani sa postupne zvysSovala, zatial ¢o pri tréningu postupne
klesala k nule. DalSou indikaciou pretrénovania je dosiahnutie takmer sto percentnej
presnosti ucenia. Je viacero moznosti ako potlacit pretrénovanie siete a to:

Zjednodusenie modelu.

Skoré zastavenie trénovania siete.

Rozsirenie vstupnych dat.

Pouzitie regularizacie (Dropout, L1, L2 regularization).

Kedze vstupné data uz boli rozsirené v 9.3.2, tak tdto moznost sa zatial vylucila.
Taktiez zmena hodnoty pocétu epoch by v tomto pripade bola neucinna, kedze k
pretrénovaniu zacina dochadzat uz po prvej epoche. K tprave struktiry modelu sa zatial
pristupovat nechcelo, teda v dalSom kroku sa bude navrhnutd struktira optimalizovat

pridanim a zmenou viacerych parametrov.

Optimalizacia parametrov

V tejto casti sa postupne vysvetli aké parametre je vhodné do navrhnutej siete pridat aby
sa predislo pretrénovaniu a zaroven sa dosiahla ¢o najmensia chyba. Ako prvé sa popisu
parametre pridané do siete. Patri medzi ne:
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e Dropout
Jeho podstatou je, ze vo faze ucenia uréitu cast neurénov neuvazuje. Podrobnejsie
je vysvetleny v [17]. Oportica sa hodnotu nastavovat v rozmedzi 0.2-0.5. V sieti sa
medzi kazda skrytt plne prepojent pridal s hodnotou 0.4.

o L1, L2 regularization
St to parametre, ktoré sa pridavaju k chybovej funkeii a ich podrobnejsie vysvetlenie
je mozné najst v [17]. V praci sa pouzil parameter L2 v konvoluénych vrstvach.
Jeho hodnotu sa odportica nastavovat na 0,1, 0,01, 0,001,.... Na vylepsenie procesu
trénovania sa zvolila hodnota 0,0001.

o Bias
Poslednym parametrom, ktory sa pridal do siete. Nastavil sa na hodnotu jedna, c¢o
vyjadruje, zZe dand vrstva ma pouzit bias.

Okrem pridanych parametrov,by bolo vhodné pristupit este k niekolkym upravam.
Kedze velkost obrazku, ktory prichddza na vstup siete je 120 x 90 pixlov, v prvej
konvolucénej vrstve by bolo vhodné pouzit vacsiu masku. Mal by sa zvolif rozmer 5 x 5. Je
to z toho dovodu, zZe rozmer snimky je stale dostatocne velky a v prvej vrstve by sa mali
detegovat priznaky, ktoré su rozsiahlejsie. Taktiez sa doporucuje znizenie hodnoty filtrov
v prvej vrstve. V literatire [33] sa odporuca zacat na prvej konvolucnej vrstve s mensim
poctom filtrov a postupne ich zvysovat.

Samozrejme je mozné kombinovat toho este viac. Moze sa zmenif aktivacna funkcia,
typ chyby tak isto aj optimalizacny algoritmus. Vhodné je prestudovat dokumentaciu
ktori poskytuje samotny Keras [17] a skisat, pri akej kombindcii parametrov je mozné
dosiahnuf najlepsie vysledky.

Dalsie navrhy siete

V tejto casti sa uvedie niekolko navrhov siete, ktoré boli realizované s ohladom na predoslé
vysledky a s pouzitim optimalizacnych parametrov. Celkovo sa navrhli tri vysledné
konvoluéné neurénové siete, z ktorych sa vybrala ta, ktora dosahovala najlepsie vysledky.
Postupne bude popisana struktira kazdej z nich a ku kazdej bude pridany graf, ktory
bude vyjadrovat priebeh chyby a presnosti pocas trénovania siete v zavislosti na epoche.

Na trénovanie siete sa vo vsSetkych pripadoch pouzili rovnaké data. Bolo pouzitych
priblizne 6000 obrazkov rozmeru 480 x 360 pixlov rozdelenych na trénovaciu a testovaciu
mnozinu. Vsetky navrhy siete st obsiahnuté v prilohe B.

Boli testované siete Netl az Net3. Priebehy chyby a tispeSnosti sieti v zéacislosti na
epoche po natrénovani, su zobrazené na obr. ¢. 9.7 - 9.9.

95



2.5 7 T
: —— frenovanie
— 2.0 : l\\ —— testovanie
E 1.5 1 Q
> ]
S 1.0 NS —
“--.._,__‘__‘__-._______-—__—-__
] -‘-_"‘-‘—l—-—..___l—_—————
0.5 7
0 10 20 30 40 50
Epocha [-]
1.0 T
1 —— trénovanie
_ 0871 —— testovanie —
= 0.6 —
8 f_/
a2 ]
i 04—
a ]
0.2
0.0 4 : — — —— .
0 10 20 30 40 50
Epocha [-]

Obr. 9.7: Grafy zobrazujice priebeh chyby a tispesnost v zavislosti na epoche v sieti Netl
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Obr. 9.8: Grafy zobrazujice priebeh chyby a tspesnost v zavislosti na epoche v sieti Net2
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Obr. 9.9: Grafy zobrazujtce priebeh chyby a tispesnost v zavislosti na epoche v sieti Net3

Trénovanie Testovanie
chyba [-] | presnost (%] | chyba [-] | presnost [%]
Netl 0,36 88,87 0,46 86,37
Net2 0,26 94,64 0,36 89,71
Net3 0,73 77,93 0,91 70,12

Tabulka 9.3: Dosiahnuté vysledky sieti po tréningu

Z tabulky 9.3 vyplyva, Ze najvacsiu percentudlnu uspesnost aj najmensiu chybu
dosiahla siet Net3. Bolo potrebné zvolit najlepsiu z nich. Predpokladalo by sa, Ze sa zvolila
siet, ktord dosahovala najlepsiu percentualnu tspesnost. S prihliadnutim na priebehy
grafov, bolo zjavné, Ze siet uz podlichala miernemu overfittingu, preto sa nakoniec zvolila
za najlepsiu siet Netl. Parametre z tejto siete budu pouzité na overenie percentualnej
uspesnosti siete na novej mnozine dat.
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10 Dosiahnuté vysledky

V prechédzajicej kapitole bola vybrana siet, na ktorej sa overi navrhnuté riesenie.
Cielom tejto kapitoly bude overit tispesnost natrénovania siete na inych datach ako boli
pouzité pri tréningu a testovani. Taktiez sa v tejto casti prace popisu vyhody a nevyhody
navrhnutého riesenia, zhodnoti sa casova narocnost a popisu sa mozné modifikdcie

pripadne dalSia mozna préca.

V prvom kroku sa siet trénovala este raz. Zvolil sa vacsi pocet epdch, z dévodu
dosiahnutia nizsej chyby a vyssej presnosti. Vysledné grafy priebehu chyby a presnosti

pocas trénovania si zobrazené na obr. ¢. 10.1.
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Obr. 10.1: Grafy zobrazujice velkost chyby a presnost v zavislosti na epoche

Vysledné hodnoty, ktoré dosiahla siet po natrénovani si zaznacené v tabulke ¢. 10.1.

Trénovanie | Testovanie
Dosiahnutd uspesnost [%)] 89,93 87,11
Chyba -] 0,3752 0,4549

Tabulka 10.1: Vysledné hodnoty ziskané po natrénovani siete

Siet bola trénovand s vyuzitim GPU. Priblizny ¢as potrebny na natrénovanie siete bol

4500 sekund.
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Nasledne sa pristupilo k overeniu vysledkov na novej mnozine dat. Pripravilo sa dalsich
1000 snimok, ktoré neboli pouzité v trénovacej ani testovacej mnozine. Cielom je overenie
vysledkov ziskanych z neurénovej siete. Znova je potrebné definovat, aké vysledky sa
pokladaji za spravne. St to vysledky, kde cesta zaniké vo vyznacenom vyseku. Uspesnost
na novych testovacich datach podla vyssie napisaného kritéria vyjadruje tabulka ¢. 10.2.

Celkovy pocet | Spravne detekovana | Nespravne detekovand | Percentualna
snimok cesta cesta uspesnost
1000 893 107 89,3

Tabulka 10.2: Vysledky ziskané na novej testovacej mnozine

Dosiahnuté percentualna tspesnost priblizne odpoveda vysledkom, ktoré sa ziskali z
vystupu siete, ¢o sa hodnoti ako pozitivne. Siet dokaze najst cestu nie len na réznom
type povrchu a pri roznych svetelnych podmienkach, ale aj na snimkach na ktorych sa
nachadzaji ludia. Dalsou vyhodou je jej ¢asovéa narocnost. Na vyhodnotenie jednej snimky
bolo potrebnych priblizne 110 ms, ¢o vyplyva aj z obr. ¢. 10.2.
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Obr. 10.2: Graf vyjadrujuci ¢asovu zavislost na pocte spracovanych snimok

Z obr. ¢. 10.2 je mozné vidiet, ze prvé vyhodnotenie je ¢asovo narocné. Trva priblizne
4 sekundy. Je to pravdepodobne z dévodu inicializacie vypoctu.

Velkou nevyhodu je nedostatok trénovacich dat v okrajovych oblastiach, ¢o ma za
nasledok viac nespravne vyhodnotenych snimok. Pre lepsie vysledky by bolo potrebné
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dané kategérie o tento typ dat rozsirit alebo dané kategorie zlucit. Ukazka ziskanych
vysledkov z neurénovej siete je na obr. ¢. 10.4.

Obr. 10.4: Vyznacena cesta

Dalsie vysledky sa nachadzajt v prilohe C.
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Zaver

Celd praca bola zamerana na najdenie vhodnych algoritmov na detekciu cesty v obraze.
V prvom kroku sa postup riesenia rozdelil na dve casti, na pouzitie klasickych metod a
neurénovych sieti. Do celej prace boli zavedené dva predpoklady a to, Ze cesta sa nachadza
pred pozorovatelom, ktory sa tiez nachadza na pozorovanej ceste a vstupnymi datami su
pre obe metdédy snimky ziskané z mobilného robota B2.

V prvej casti prace sa venovalo navrhu a naslednej realizacii rieSenia pouzitim
klasickych metéd. Kedze pouzité snimky boli vytvorené vo vonkajSom prostredi, v parku
Luzanky, bolo potrebné dané riesenie navrhnit s ohladom na charakter prostredia. Po
pociatocnej uprave snimok a ich hlbSom prestudovani sa zvolil upraveny rozklad na
farebné zlozky, ktory zaistil nezavislost na prudké zmeny svetla. V dalsich castiach sa
teda pracovalo len s vyslednou modrou zlozkou. Nastudovali sa rozne metody spracovania
obrazu a nésledne sa skombinovali tak, aby sa dosiahlo pozadované riesenie. Modifikované
priemerovanie sa pouzilo na zmensenie pripadne odstranenie oblasti, ktoré vznikli pri
procese vytvorenia modrej zlozky. Nasledne sa zo segmentacénych met6éd pouzil Cannyho
hranovy detektor na vyznacenie hranic v snimke. Zvysné neziadtce ¢iary po segmentacii
sa odstranili prostrednictvom néajdenia uzavretych kriviek v obraze. Na zaver sa ziskané
hranice cesty vyznacili v povodnom obrazku. Cely postup bol navrhnuty v programovacom
jazyku Python s pouzitim kniznic Numpy a OpenCV.

Na overenie funkcénosti navrhnutej metédy sa algoritmus otestoval na 260 snimkach
rozmeru 480 x 360 pixlov. Medzi vyhody navrhnutej metédy urcite patri jej presnost.
Velkou nevyhodou, vdaka ktorej algoritmus nie je mozné pouzit v redlnom case je
velka casova naroc¢nost. Na skratenie ¢asu bolo navrhnuté optimalizované riesenie, ktoré
spociva v zmenseni vstupnych snimok a naslednom pouziti mensieho poctu filtrov. Celkovy
vypocetny Cas sa skratil, ale nie natolko, aby bolo mozné dani metédu pouzit v real-time
aplikacii. To sa moze pokladat za dost velkt nevyhodu, ale navrhnuty algoritmus je mozné
vyuzit aj inak. KedZe sa v poslednej dobe do popredia dostali neurénové siete, ktoré na
svoj vstup potrebuju privadzat predpripravené data, tak prave na ich pripravu by bolo
mozné pouzit navrhnuty algoritmus.

Druhou castou prace bolo pouzitie neurénovych sieti na detekciu cesty. V prvom
kroku riesenia bolo potrebné zvolit vhodni reprezentaciu cesty. Vybralo sa rozlozenie
obrazu na rovnomerné oblasti podla uhlu, pricom sa za jeho vrchol pokladal bod, ktory
je najblizsie skutocnej polohe robota, teda stred spodnej hrany. Detekcia cesty podla
zvolenej stratégie viedla na klasifikacnia tlohu. Pre dalsi postup bolo potrebné snimky
priradit do jednotlivych kategérii a nasledne ich rozdelit na trénovaciu a testovaciu
mnozinu. Pre rozsirenie vstupnych dét sa pouzili viaceré upravy (Gaussov filter, priblizenie
a horizontalne prevratenie). Nasledne sa preslo k navrhu struktury siete. Najskor sa uréila
tzv. Startovacia sief. Sluzila na zistenie toho, ktoré parametre bude potrebné pridat, pre
dosiahnutie ¢o najlepsich vysledkov chyby a presnosti po ukonceni tréningu. Nasledne
sa sief optimalizovala pridanim konvolu¢nych a poolingovych vrstiev. Taktiez pridanim
parametrov a aj upravou uz existujicich. Vybrala sa siet, pri ktorej priebeh chyby a
presnosti pri trénovani a testovani mal najmensi rozdiel. Pre dosiahnutie lepsich vysledkov
sa pouzila na jej trénovanie vacsia trénovacia mnozina, ktora obsahovala priblizne 10000
snimok. Po natrénovani sa overili ziskané vysledky na novej mnozine o velkosti 1000
snimok. Dosiahnutéd percentualna tuspesnost bola obdobnad v porovnani s vysledkami
ziskanymi zo siete.
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Medzi vyhody pouzitej metody patri jej rychlost vyhodnotenia. Nevyhodou tejto
metody je potreba velkého mnozstva vstupnych dat, ktoré je nutné klasifikovat. Tento
krok je potrebné spravit ,rucne“. Pre predstavu, za hodinu bolo mozné s pouzitim
prezentovaného GUI kategorizovat priblizne 800 snimok. DalSou nevyhodou je ¢as
potrebny na natrénovanie siete, ktory sa s narastajicim poc¢tom dat bude len zvacsovat.
Taktiez nutnost pouzitia GPU, z dovodu ¢asovej narocnosti trénovania siete.
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B Navrhnuté struktuary sieti

Typ vrstvy Pocet filtrov | Velkost jadra | Vystupny tvar | Pocet parametrov
Konvoluéna 16 9XH 90x120x32 1472
Poolingova - 2x2 45x60x32 0
Konvolucéna 32 3x3 45x60x32 9248
Poolingova - 2x2 22x30x32 0
Vyrovnavacia - - 21120x1 0
Plne prepojena - - 700x1 14784700
Dropout (0,4) - - 700x1 0
Plne prepojena - - 60x1 42060
Dropout (0,4) - - 60x1 0
Vystupna - - 11x1 671
> 14,838,151
Tabulka B.1: Navrhnuta struktiura siete Netl
Typ vrstvy Pocet filtrov | Velkost jadra | Vystupny tvar | Pocet parametrov
Konvoluéna 16 9XH 90x120x16 1216
Poolingova - 2x2 45x60x32 0
Konvolucéna 32 3x3 45x60x32 4640
Poolingova - 2x2 22x30x32 0
Konvoluc¢na 32 3x3 22x30x32 9248
Poolingova - 2x2 11x15x32 0
Konvolucéna 64 3x3 11x15x64 18496
Poolingova - 2x2 ox7x64 0
Vyrovnavacia - - 2240x1 0
Plne prepojena - - 700x1 1568700
Dropout (0,4) - - 700x1 0
Plne prepojena - - 60x1 42060
Dropout (0,4) - - 60x1 0
Vystupna - - 11x1 671
> 1,645,031

Tabulka B.2: Navrhnuté struktira siete Net2
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Typ vrstvy Pocet filtrov | Velkost jadra | Vystupny tvar | Pocet parametrov
Konvoluéna 16 ) &) 90x120x16 1216
Poolingova - 2x2 45x60x16 0
Konvolucéna 32 3x3 45x60x32 4640
Poolingova - 2x2 22x30x32 0
Konvoluc¢na 64 3x3 22x30x64 18496
Poolingova - 2x2 11x15x64 0
Vyrovnavacia - - 10560x1 0
Plne prepojena - - 480x1 5069280
Dropout (0,4) - - 480x1 0
Plne prepojena - - 60x1 28860
Dropout (0,4) - - 60x1 0
Vystupna - - 11x1 671
> 5,123,163

Tabulka B.3: Navrhnuté struktara siete Net3
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