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ABSTRAKT

Tato diplomova prace se zaméfuje na detekci patologickych obratld v CT snimcich patere
s vyuzitim metod strojového uceni. V ramci teoretické ¢asti je popsana anatomie patere,
vyskyt patologii v CT obrazovych datech, je vypracovan prehled existujicich metod urce-
nych pro automatickou detekci patologickych obratli. Prakticka ¢ast je vénovana navrhu
pocitaCového systému, ktery realizuje detekci patologie obratll a urcuje jejich typ. Jako
klasifikator se pouziva neuronova sit. Aplikace analyzy hlavnich komponent (PCA) zajis-
tuje redukci pocatecniho poctu priznakl. Pro feSeni daného zadani byla ziskana realna
data. Zavér obsahuje hodnoceni dosazenych vysledkad.

KLICOVA SLOVA

Neuronova sit, Klasifikace, CT data, Strojové uceni, Patologie patefe, Analyza hlavnich
komponent, Obratel

ABSTRACT

This master's thesis focuses on detection of pathological vertebrae in spinal CT utilized
by machine learning. Theoretical part describes anatomy of the spine and occurrence
of pathologies in CT image data, contains an overview of existing methods intended
for automated detection of pathological vertebrae. Practical part devotes to design a
computer aided detection systems to identify pathological vertebrae and to classify a
type of pathology. Designed classification system is based on using neural network,
which performs classification step and on principal component analysis (PCA), which is
used to reducing the original number of observation features. For completing this task
were used real data. Conclusion contains evaluation of obtained results.

KEYWORDS

Neural network, Classification, CT data, Machine learning, Pathologies of spine, Principal
component analysis, Vertebra

TYSHCHENKO, Bohdan. Klasifikace patologickych obratli v CT snimcich patere s vyu-
Zitim metod strojového uceni. Brno, 2019, 42 s. Diplomova prace. Vysoké uceni technické
v Brné, Fakulta elektrotechniky a komunikacnich technologii, Ustav biomedicinského in-
zenyrstvi. Vedouci prace: Ing. Jifi Chmelik

Vysazeno pomoci balicku thesis verze 3.03; http://latex.feec.vutbr.cz


http://latex.feec.vutbr.cz

PROHLASENT

Prohlasuji, Zze svou diplomovou praci na téma , Klasifikace patologickych obratlt v CT
snimcich patere s vyuzitim metod strojového uceni” jsem vypracoval samostatné pod
vedenim vedouciho diplomové prace a s pouzitim odborné literatury a dalsich informac-
nich zdroji, které jsou vSechny citovany v praci a uvedeny v seznamu literatury na konci
prace.

Jako autor uvedené diplomové prace dale prohlasuji, ze v souvislosti s vytvorenim
této diplomové prace jsem neporusil autorska prava tretich osob, zejména jsem nezasahl
nedovolenym zplisobem do cizich autorskych prav osobnostnich a/nebo majetkovych
a jsem si plné védom nasledkl poruseni ustanoveni §11 a nasledujicich autorského za-
kona ¢. 121/2000 Sb., o pravu autorském, o pravech souvisejicich s prédvem autorskym
a o zméné nékterych zakond (autorsky zakon), ve znéni pozdéjsich predpisii, vletné
moznych trestnépravnich disledki vyplyvajicich z ustanoveni ¢asti druhé, hlavy VI. dil 4
Trestniho zakoniku ¢.40/2009 Sb.

podpis autora



PODEKOVANI

Rad bych podékoval vedoucimu diplomové prace panu Ing. Jifimu Chmelikovi za odborné

vedeni, konzultace, trpélivost a podnétné navrhy k praci.

podpis autora



I]T o]/v;II

(1.4.1  Struktura a funkce biologického neuronu . . . . . . . . . . ..

[1.4.2 Matematicky model neuronuf. . . . . . . ... ... ... ...

(1.5 Analyza hlavnich komponent|. . . . . . . .. ... ... ... ... ..

2 Navrh algoritmu|
1 Cldatal . . . . . . .
[2.2  Priznaky a oduvodnéni jejich volby| . . . . . . . ... ... ... ..
2.3 Pripravadat|. . . . . . .. ... .

2.5 Zlepseni modelul . . . . . . ... oo
[2.5.1 Aplikace PCA pro redukci prigznaka . . . . . ... ... .. ..
[2.5.2  Aplikace korelacni analyzy pro redukci priznakua . . . . . . ..

[3 Dosazené vysledky a jejich diskuze |
[3.1  Finalni klasifikacni model a jeho charakteristikyl . . . . . . .. .. ..

[3.2  Vizualni hodnoceni vysledkd . . . . . . ... ..o

[3.3  Chybovost a jeji zdroje| . . . . . . . . . ...

4 Zaveér]
[Literatural

[Seznam symbolt, velicin a zkratekl

[Seznam priloh|

[A° Seznam priznaku a vystup PCA analyzy |

11
12
14
14
15
17
20

22
22
23
26
27
28
29
30
31

32
32
34
36

37

38

40

41

42



Seznam obrazku

[.1 Pfedn{ a bo¢n{ zobrazeni patefe a obratle [3]| . . . . . . . .. ... .. 9
(1.2 Ukazka zdravé kosti a napadené osteopordzou [4] . . . .. . .. ... 10
[1.3  CT snimky obratli bez (A) a s (B) osteoporézou [ . . . . . . . . .. 10
(1.4 Vyskyt metastaz obratle v CT snimcichl . . . . . . ... ... ... .. 10
(1.5 Obecné schéma zpracovani biosignalul . . . . . . ... ... ... ... 12
(.6 Klasifikatod . . . . .. ... 12
(1.7 Definice klasifikacnich trid v obrazovém prostoruf. . . . . . . . . . .. 14
(.8 Schéma typické nervové bunky [8]| . . . . ... ... o000 15
.9 Schéma umélého neuronul. . . . . . ... ... ... 16
[L.LI0 Pfenosové funkce neuronul . . . . . ... ... ... o0 16
(.11 Obecné schéma neuronove sitel . . . . . . . . . . . . . . .. ... ... 17
[1.12 Priklady cyklické (vlevo) a acyklické (vpravo) architektury| . . . . . . 17
[1.13 Obecna struktura vicevrstvé dopredné site] . . . . . . . . .. . .. .. 18
[1.14 Schéma vypoctu hlavnich komponent| . . . . . . . ... ... ... .. 21
[2.1 Ukazka ucebnich dat (vlevo), vysledky predzpracovani (vpravo)| . . . 23

[2.2  Zastoupeni vyskytu jednotlivych klasifikacnich trid v puvodnich datech| 23

[2.3  Normalizovane histogramy zdraveho a patologickeho obratlu z C'T |

snimkul . ... e 24
2.4 Postup vypoctu priznaku podskupiny ¢islo 1} . . . . . . ... ... .. 24
[2.5 Porovnani puvodni masky a erodovanel . . . . .. ... ... 25
[2.6  Postup vypoctu priznaku podskupiny ¢islo 2| . . . . .. ... ... .. 25
2.7 Postup vypoctu priznaku podskupiny ¢islo 3| . . . . . ... ... ... 26
[2.8  Postup vypoctu priznaku podskupiny cislo4] . . . . .. ... ... .. 26
[2.9  Postup vypoctu priznaku podskupiny c¢islod| . . . . . . ... ... . 26
[2.10 Postup predzpracovani dat| . . . . . . . . .. ... ... ... ... .. 27
[2.11 Zastoupeni vyskytu klasifikacnich trid v pomocnych mnozinach| . . . 28
[2.12 Redukce poctu priznaku pomoci PCA[. . . . . . . .. ... ... ... 29
[2.13 Rozlozeni variance puvodnich dat v hlavnich komponentachl . . . . . 29
[3.1 Porovnani uspesnosti klasifikace siti za ruznych poctu priznakul. . . . 32
[3.2  Ucebni mnozina po PCA transformaci . . . ... ... ... ..... 33
[3.3  Matice uspesnostil . . . . ..o 34
[3.4  Topologie finalni neuronove sitel . . . . . . . ... 34
(3.5 Ukazka vysledku chybné klasifikace obratlu (axialni fez)| . . . . . .. 35

[3.6  Ukazka vysledku spravné klasifikace obratlu (axidlni fez)| . . . . . . . 35




Uvod

Stanoveni diagnézy je dilezitou soucasti kvalitniho vysetieni a zakladem pro navrh
nejvhodnéjsiho zptisobu lécby. V navaznosti na to, ze rychlost a presnost rozhodovani
je velmi zavaznym faktorem, v dnesni dobé se zvysuje tendence k pouziti umeélé
inteligence jako podpory v 1ékarské diagnostice.

Cilem prace je implementovat techniku strojového uceni, kterd by provadéla iden-
tifikace patologickych obratlia a klasifikaci typu patologie. Zakladnimi patologiemi
obratle jsou zlomeniny, nddorova onemocnéni a jejich kombinace. Charakter jejich
projevu je velmi riiznorody a popsat ho obecnymi pravidly bud neni mozné anebo
je moc narocné. A proto je nutné pouzit jednu z technik strojového uceni, které ze
znalostni baze vyvodi pravidla popisujici kazdou klasifikac¢ni t¥idu.

Text se déli na 3 celky, kdy prvni je vénovan teoretickému ivodu do problematiky,
popisu onemocnéni kostni tkané, existujicich metod zamétrenych na automatické
ohodnoceni zdravotniho stavu obratli v CT snimcich patere. Také tato ¢ast zahrnuje
uvod do klasifikace, podstatu analyzy hlavnich komponent, koncepci neuronovych
siti, zejména doprednych, se struénym popisem jejich typt, vlastnosti, metod uceni.

Druha kapitola ma prakticky charakter a zahrnuje detailni popis zakladnich
krokti celého algoritmu, volby a odivodnéni priznakii, ndvrhu neuronové sité, apli-
kaci PCA, implementaci naprogramované techniky na konkrétnich datech.

Treti ¢ast je vénovana hodnoceni dosazenych vysledek a zkouméni vlastnosti
klasifikatoru.



1 Teoreticka cast

1.1 Anatomicky prehled obratle

Pater clovéka — slozity mechanismus, funkcénost kterého ovliviiuje ¢innost ostatnich
systému lidského organismu. Skldda se z 33-34 obratli: 7 kr¢nich (C - C7), 12 hrud-
nich (The - Thys), 5 bedernich (Ly-Ls), 5 kifzovych sestavujici kiizovou kost a 4-5
kostrénich tvorici kost kostréni, mezi kterymi se nachazi meziobratlové ploténky. Za-
kladnim stavebnim prvkem je obratel. Jeho stavba zobrazena na Obr.[I.1} Sou¢dstmi

jsou obratlové télo, oblouk a vybézky. V otvorech oblouku je uloZena micha [§].
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Obr. 1.1: Predni a bo¢ni zobrazeni pétere a obratle (pfevzato a upraveno ze: [3])

Télo je ulozeno vpredu a je nosnou c¢asti obratle. Nahote a dole je ukonc¢eno témér
rovnou kryci plochou, kterd navazuje na meziobratlovou ploténku. Obratlové télo je
slozeno plastovou vrstvou (tzv. kompaktou), a houbovitou ¢asti (tzv. spongiézou).
Kompakta zajistuje pevnost a mechanickou odolnost, a spongioza realizuje latkovou
vyménu, remodelaci a castecné prenasi zatizeni puisobiciho na obratel. Nejnizsi a
nejutlejsi je obratlové télo v oblasti kréni patere a nejvyssi a nejmohutné;jsi v bederni
pateri.

Oblouk obratle je urcen pro chranéni michy, zezadu naseda na obratlové télo a s
nim vytvari paterni kanal. Vybézky jsou pripojeny k oblouku a upinaji se na né vazy
a svaly, coz umoznuje pohyb obratle. Vybézky jsou trnové, pricné a kloubni [8][5].

Nejcastéjsi patologii obratle je zlomenina obratle. To se mtize stat z divodi ab-
normalniho ptsobeni na pater, naptiklad pady, dopravni nehody, sport. Anebo miize
byt nasledkem snizeni mechanické odolnosti obratle. Pri¢inou je osteopordza zptiso-

bend prirozenymi vékovymi zménami. Projevuje se redukci normélné mineralizované



kostni hmoty, ktera vznika kvili prevazovani ibytku kostni hmoty nad novotvorbou
a nedostatku mineralnich latek v organismu (viz Obr. [1.2). Jelikoz obsah mineralt

ovliviiuje kostni denzitu, lze odhalit tuto nemoc pomoci vypocetni tomografie (viz

Obr. .

OSTEOPOROZA

‘ 3
‘ RV
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Obr. 1.2: Ukazka zdravé kosti a kosti postizené osteoporézou (prevzato a upra-

veno z: [4])

Obr. 1.3: CT snimky obratli bez (A) a s (B) osteopordzou (prevzato z: [21])

Zavaznym problémem jsou nddorovd onemocnéni (viz Obr. [1.4). Objevuji se
vzacné a projevuji se nerizenym riistem bunék vedoucim ke zvétseni postizené tkané.
Ve vétsiné pripadi se jednd o metastazu jiného nadoru, naptiklad z prsu, plic ¢i za-

zivaciho ustroji.

Obr. 1.4: Vyskyt metastaz obratle v CT snimcich
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1.2 Prehled dosavadnich metod

Prehled védeckych ¢lanki souvisicich s automatickou detekci patologii obratlii uka-
zal, ze v dnesni dobé toto téma je oblasti zajmu mnoha védeckych instituci. Jak se
prokazalo, pro feseni tohoto zadani mnozi védci pouzivali rizné postupy, jako na-
priklad statisticky pristup, texturni analyzu, segmentaci, metody strojového uceni
atd., ale spole¢nym pro vétsinu ¢lanku je to, ze uspokojivé vysledky byly dosazeny
zejména kombinaci odlisnych metod. Néasledujici odstavce obsahuji struény popis
vybranych publikovanych metod, které byly pouzity pro detekci bud metastaz nebo
abnormalnich anatomii.

Kombinovany pristup, ktery se skldda ze dvou metod zalozenych na statistice,
pouzil a ve svém clanku [I1] zvetfejnil Jiti Jan a jeho kolegové. Cilem préce byla
detekce poskozeni patere, zejména metastazami. Prvni metoda — tvarova a texturni
analyza. Obé se provadély nezavisle. Bylo zvoleno zna¢né mnozstvi priznaka a pak
pomoci genetické optimalizace byla ziskdna sada nejvyznamnéjsich, které se predkla-
daly na vstup klasifikatoru. Druhd metoda, graph-cut klasifikace, vyuziva statistické
analyzy normalizovaného histogramu a nasledné segmentace voxell na 3 tridy, coz
identifikuje vyskyt osteoblastické nebo osteolytické 1éze. Vysledky vyzkumu ukéazaly
dostatecné vysokou hladinu presnosti a efektivity.

Regeni podobného cile bylo popsano ve dal$im ¢lanku [T9] zvefejnénym Jianhua
Yao a jeho tymem. Jimi navrzeny algoritmus realizuje automatickou segmentaci ob-
ratli a detekci vyskytu kostni metastazy. Klasifikace obratlii na zdravé a nemocné
provadi vypoctenim 26 kvantitativnich priznaku, které jsou slozené ze 3 kategorii:
lokace, tvar, hustota. Dalsi krok rozdéluje vSechny priznaky na 7 podskupin. Kazda
z nich ma stejnou silu vlivu na vysledek klasifikace. Jako rozhodovaci funkce vystu-
puje dvoufaktorovda ANOVA. Algoritmus byl testovan na datech obsahujici pripady
metastaz v riznych etapiach rozvoje. Celkova tspésnost je pres 85% (hodnota sen-
zitivity) a ukdzala se pfima imeérnost spravnosti klasifikace na rozmeérech 1éze.

Holger R. Roth v spolupraci s jinymi védci se zabyval ndvrhem automatizovaného
systému detekce abnormalnich anatomii a patologii spjatych s rakovinou pomoci
konvolu¢nich neuronovych siti [16]. Zvlastnost metody — dvouvrstvy systém. Prvni
vrstva odhaduje s vysokou citlivosti (senzitivita ~ 100%) na tikor vysokému poctu
falesné pozitivnich vysledkt a jejim vystupem jsou predzpracovana data - oblast
zajmu vyzkumu. Z téchto dat se sbiraji vzorky (2 nebo 2,5 dimenziondlni), které
po transformaci skaly, ndhodné rotace sestavuji trénovaci mnozinu pro konvoluéni
neuronovou sit. Druha vrstva selektivné probird vstup a eliminuje falesné pozitivni
pripady. Takovy postup zajistil schopnost klasifikatoru zobecnovat rizna vstupni
medicinska data a prizptisobovat se k jejich riiznorodosti. Testovani na nékolika

mnozindch prokdzalo o zvyseni celkové senzitivity metody priumérné o 25%.
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Dalsi clanek [I7] popisuje algoritmus realizujici detekei obratli s metastazami a
autorstvi kterého patii Sheng-Fang Huang a Kuo-Hsien Chiang. Jejich kompletné au-
tomatizovany systém vysegmentovuje obratle a detekuje pritomnost nadoru. Etapa
klasifikace je zalozena na vypoctu 11 Haralick texturnich priznakt a 2 lokalnich sta-
tistickych parametri ze CT snimku. Rozdily mezi hodnotami priznakt aktualniho
snimku a hodnotami predchoziho i nasledujiciho davaji jesté 22 priznaky. Klasifika-
torem je doprednd neuronova sit. Ona zpracovava vsechny 33 priznaky a poskytuje
bindrni odpovéd. Na ucebni mnoziné, kterd je dand 392 zdravymi a 192 obratli s
nadorovym onemocnénim, tento klasifika¢ni model méa takové charakteristiky: sen-
zitivita = 85.4%, specificita = 91.8%, presnost klasifikace = 89.7%.

1.3 Uvod do klasifikace

Jednou ze zakladnich etap zpracovani signali je klasifikace, cilem které je zarazeni
objektu (signalu nebo obrazu) do definované skupiny. Tyto skupiny se jmenuji kla-
sifika¢ni tridy. Objekty v kazdé této tridé maji urcité spolecné vlastnosti a existuje

etalon, ktery co nejlépe reprezentuje vlastnosti tridy a jeji odlisnosti od ostatnich.

BIOSIGNAL _|[ L, ANALYZA
'Y »
—P{PREDZPRACOVANE ¥ o oy 1) [P| KLASIFIKACE
x % x
: VYBER —
S —— »| popisnYCH |[--pf NASTAVENI
ELEMENTO KLASIFIKATORU

Obr. 1.5: Obecné schéma zpracovani biosignalt

Zafizeni nebo blok algoritmu zpracovani (viz Obr. , ktery provadi zatridéni
do kategorie, se nazyva klasifikator. Jak lze vidét na Obr. [I.6] klasifikdtor muze
mit tolik vstupi, kolik elementti obsahuje formélni popis zpracovavaného signélu,
ktery se vytvari behem analyzy, a vystupi — jeden, diskrétni. Vystupni signdl udava
tridu, do které klasifikdtor zaradi vstupni obraz, a muze nabyvat hodnot, které
koresponduji s poctem tiid. Obcas vystup miize nabyvat jesté dalsi hodnoty, které

signalizuji o neschopnosti klasifikovat, ale snazi se vyhybat této moznosti 6] [7].

X ]
X : w=d(x) —Wr

XN

Obr. 1.6: Klasifikator
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Klasifikdtor funguje na zakladé rozhodovaciho pravidla, které popisuje vztah
mezi vstupem a vystupem. Z matematického hlediska toto pravidlo lze definovat

jako skalarni funkce d vektorového argumentu x

wy = d(x), (1.1)

kde x — je vektor pfiznaku, primitiv a relaci (zavisi na klasifikacni metodé), w —
identifikator klasifikac¢ni tfidy [6].

Jestli rozhodovaci pravidlo predem neni zndmé a klasifikace se realizuje automa-
ticky, da se Tict, ze tato tloha patii do oblasti umélé inteligence. V téchto pripadech
moznost realizace klasifikace je dosazena ucenim klasifikatoru. Podle zptisobu po-
skytnuti informace o pozadované klasifikaci rozlisujeme nasledujici zptisoby uceni:

a) uceni s ucitelem;

b) uceni bez ucitele.

Zakladni myslenka uceni s ucitelem spociva ve vyuziti trénovaci mnoziny, ktera
se sklada ze vstupnich hodnot a znamych odpovédi. Klasifikator se na téchto datech
trénuje tim, Ze upravuje vlastni vahy na zdkladé porovnani skutecné odpovédi s
zédouci. Trénovéni trvé, dokud nebude dosazeno stanovené kritérium efektivity [10].

U uceni bez ucitele nejsou znamé odpovédi k dispozici a klasifikator si saém od-
vozuje spravnost vystupu zpétnou vazbou.

Podle druhu formalniho popisu objektu metody klasifikace se déli na priznakové
a strukturdlni [6].

Priznakovy ptistup je zalozen na ziskani n-rozmérného sloupcového vektoru, je-
hoz slozky tvori konkrétni hodnoty elementarnich vlastnosti zpracovavaného signélu.
Tyto hodnoty nazyvame priznaky. Ony mohou popisovat kvantitativni a kvalitativni
vlastnosti.

Kazdému tomuto vektoru odpovida bod v N-dimenzionalnim obrazovém pro-
storu. V navaznosti na to, ze body podobnych objektii lezi blizko sebe, tloha klasi-
fikace spoc¢iva ve spravném stanoveni hranic klasifika¢nich trid, tim padem dochazi
k déleni prostoru na tolik c¢asti, kolik je klasifikacnich tiid. Nazorny priklad vyse
uvedeného je vidét na Obr. [1.7]

Strukturdlni metoda na popis signalu vyuziva relac¢ni strukturu, ktera se sklada
z primitiv — elementarnich popisnych casti signalu a vzajemnych vztahu mezi nimi
— relaci. Takovy pristup se umoznuje dozvédét o skladbé signédlu a vzajemnych sou-
vislostech mezi jeho jednotlivymi tseky. Nejcastéji se vyuziva pti analyze dvouroz-
meérnych signalt, totiz obrazi, kdy klasifikacni informace ziskana pomoci priznaki

nepostacuji pro rozhodovani o zarazeni do konkretni tfidy [6][20].
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Obr. 1.7: Definice klasifikac¢nich t¥id v obrazovém prostoru

1.4 Umélé neuronové sité

Koncept umeélych nervovych siti byl v minulosti inspirovan a vytvoren na zakladé
analogie s ¢innosti biologickych neuront nervového systému. Jejich hlavnim cilem
je simulovat a implementovat nékteré funkce lidského mozku, coz z technického hle-
diska lze povazovat za zpracovani signali. Diky podobnosti k lidské nervové soustave,
a to nejen stavbou, ale i procesem feseni tloh, umeéla neuronova sit méa schopnost

adaptace a uceni. Pravé tyto vlastnosti ji odlisuji od klasickych algoritmi.

1.4.1 Struktura a funkce biologického neuronu

Zakladnim stavebnim elementem nervové soustavy je neuron, ¢innost kterého spo-
¢ivd v prenosu a zpracovani signalu. Kazdy neuron se skldda z téchto ¢asti (viz
Obr. :

a) dendrity, které predstavuji signalové vstupy do téla neuronu;

b) télo bunky, nebo soma, hlavni bunééna Cast, ve které se scitaji vzruchy od
okolnich neuronti;

c¢) axon, ktery vede signél od téla neuronu;

d) synapsy, které napojuji vystup axonu na dendrity dal$ich neuron.

V téle cloveéka je 15-25 miliard nervovych bunék. Kazda z nich ma prumérné
10 000 dendritti. Takové mnozstvi neuronti zajistuje robustnost nervové soustavy a

umoznuje spravné fungovani organismu pti urazech.
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Funkce neuronu je podminéna chemickymi déji, které maji za nasledek jak exci-
tacni (budici), tak inhibi¢ni (tlumici) vliv, a tim paddem mohou vést bud k posilen,

nebo k potlaceni odezvy na prichdzejici podnét [15].

1.NEURON 2.NEURON

uf

SYNAPSE

A

Obr. 1.8: Schéma typické nervové bunky. A — axon, D — dendrity, M — mistni podraz-

déni na dendritech a téle neuronu, AP — akéni potencidly, sifici se axonem (prevzato

z: [8])

1.4.2 Matematicky model neuronu

Podobné biologickému neuronu, matematicky neuron je zédkladnim, procesnim prv-
kem umélé neuronové sité. Je systémem typu MISO (Multi-Input-Single-Output),
protoze mize mit jeden nebo nékolik vstupti a vzdy mé jenom jeden vystup. Jak je
ukdzano na Obr. [I.9] neuronové vstupy prevadéji vstupni hodnoty do téla neuronu,
predem vynasobené s odpovidajicimi vahami. Po vstupu do téla, vSechny hodnoty se
s¢itaji a soucet, ktery prekroc¢i prah, podobné jako akéni potencidl vyvolava vystup
prenosové funkee [15].

Matematicka formulace vyse uvedeného procesu je charakterizovana rovnici

y=fQ wir; =), (1.2)

kde x — vstupni vektor, w — vektor aktualnich vah, ¥ - aktualni prah neuronu a
f(a) — charakteristika neuronu, muze byt linearni funkei ale zpravidla je nelinearni.
NiZe jsou uvedeny piiklady klasickych nelinedrnich aktivacnich funkei (Obr. [1.10)).

Defini¢nim oborem neuronu je N-rozmérny prostor realnych cisel. Jestli se rozmezi
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VSTUPY SYNAPSE AXON

Obr. 1.9: Schéma umélého neuronu

hodnot jednotlivych vstupt vyrazné lisi, je rozumné nejprve normalizovat vstupy.
Casto se tento krok déld automaticky a je zahrnut do bloku pfedzpracovani. Toto
zavisi na knihovné a programovém prostredi, které se pouziva. Vystupem je zpra-
vidla néjaky interval hodnot nebo v pripadé logického neuronu — binarni mnozina
{0,1}. Poznamenejme, ze aktivacni funkce se muze lisit od popsanych, jako napii-
klad neuron s radialni bazi, a nebo za potieby byt upravena zménou strmosti pro

néjaké ad-hoc zadani [2][10].

: Skokova funkce ) Saturacni linearni funkce
0.5
S 0 205
-0.5
-1 0
-2 -1 0 1 2 -2 -1 0 1 2
(0] «
) Sigmoidalni funkce Hyper|1aolické tangencialni sigmoidalni funkce
0.5
- -
0.5 S 0
-0.5
0 -1
-5 0 5 -5 0 5
« [e%

Obr. 1.10: Prenosové funkce neuronu
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1.4.3 Uméla neuronova sit

Z hlediska prenosu a zpracovani signalu lze umélou neuronovou sit predstavit sché-
matem, uvedenym na Obr. [[.11] Tato sit realizuje zobrazeni ze vstupniho vektoro-
vého prostoru do vektorového prostoru vystupniho, {x} — {y}, pricemz dimenze
téchto prostori mohou byt rizné. Cilem vytvareni neuronovych siti je ziskani sys-
tém1, které by meély svym chovanim napodobovat svoje biologické vzory a byt apli-

kovatelny jako signélové procesory, klasifikdtory, systémy optimalizace [10][15].

)(107E -———oY1
N vstupd { Neuronova } M vystupl

Xno—| sit L Ym

Obr. 1.11: Obecné schéma neuronové sité

Rozlisujeme t1i faze (dynamiky) ustaveni a provozu umélé neuronové sité: orga-
nizacni, adaptacni a aktivni dynamika.

Organizacni dynamika specifikuje architekturu (topologii) neuronové sité. Nej-
castéji topologie je pevna, totiz neménici se v case, ale v rdmci adaptivniho rezimu
muze dochéazet k ptidani dalstho neuronu nebo spoje. Rozlisujeme 2 typy topologii:

cyklicka, acyklicka.

N L

T

OO=—=0O O+—C0O

Obr. 1.12: Priklady cyklické (vlevo) a acyklické (vpravo) architektury

Cyklickéa architektura je tvofena skupinou neuront spojenych v kruhu. Propo-
jeni je udélano takovym zptisobem, ze topologie obsahuje cykly. Nejjednodussim
prikladem cyklu je zpétna vazba neuronu, kdy jeho vystup je zaroven jeho vstupem.
Priklad obecné cyklické neuronové sité je uveden na Obr. m (vlevo), kde jsou
vyznaceny vsechny mozné cykly. Acyklické sité cykly neobsahuji a sifeni signdlu
probiha jednosmérné (na Obr. vyznacena nejdelsi cesta). Acyklickou lze vzdy
rozdeélit do jednotlivych vrstev [18][7].
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Sit, ve které jsou neurony usporadany do nékolika vrstev nad sebou, se nazyva
dopfednd neuronova sit nebo vicevrstvy perceptron (viz Obr. . Prvni vrstva je
vstupni, kterou lze chapat jako pasivni prvky s jednotkovym ptfenosem, posledni —
vystupni, realizuje celkovy vysledek, a mezilehlé vrstvy se nazyvaji skryté, napoma-
haji samotnému vypoctu vystupu. Signdl se $iti jenom jednim smérem — od vstupu
k vystupu. Neurony v jedné vrstvé jsou nezavislé, pracuji paralelné, a vystupy jsou
propojeny s kazdym neuronem dalsi vrstvy. K oznaceni architektury sité se pouzivaji
c¢islice rozdéleny pomlckami. Naptiklad, sif s topologii 5-8-8-2 je sit s 5 vstupnimi a

2 vystupnimi neurony, a v kazdé ze 2 skrytych vrstev je 8 neuronu [10)].

VYSTUP

VSTUPN{ VYSTUPNI

VRSTVA ., VRSTVA
SKRYTA

VRSTVA

Obr. 1.13: Obecnéa struktura vicevrstvé dopredné sité

Pocet vstupnich neuront je vzdy dan poc¢tem vstupt matematického modelu, po-
¢et vystupnich je ovlivnén kédovanim vystupu. Co se tyka skrytych vrstev - jejich
pocet nikdy neni dan predem, a proto mize byt jakykoliv. Neni také presné defino-
vano pravidlo, pomoci kterého by bylo mozné toto urc¢it. Robustnost sité, totiz vétsi
mnozstvi neuronu a vrstev, také neznamend zaruku presnéjsiho vysledku a dokonce
muze prispét k preuceni, coz docela komplikuje navrh sité. Avsak lze vyuzit disledek
Kolmogorovy véty. Podle této véty (rovnice kazdou vicerozmérnou redlnou spo-
jitou funkei f(zy,...,z,) N-proménnych lze presné vyjadrit jako linedrni kombinaci

kone¢ného poctu spojitych nelinedrnich funkei jedné proménné,

2n+1 n

f(‘rlv 7$7L) = z_:l wq(; ¢pQ(xp))7 (13)

kde 1, ¢ jsou nelinearni funkce proménné x.
Disledek Kolmogorovy véty pro vicevrstvy perceptron miizeme shrnout tak, ze
vicevrstvy perceptron se dvéma skrytymi vrstvami (n — pocet neuronu prvni skryté

vrstvy, 2n+1 - druhé) a jednim vystupnim neuronem, kde aktivaénimi funkcemi jsou

18



spojité monoténné rostouci funkce, miize byt univerzalnim aproximéatorem libovolné
funkce N proménnych [7].

Adaptacni dynamika. Pod timto pojmem rozumime proces uceni sité, kdy dochazi
k nastaveni vah a prahii jednotlivych neuront, coz zajistuje dosazeni pozadované
transformace vstupni mnoziny do mnoziny vystupni. Casto je pouzivana adaptacni
metoda ,back propagation* (BP) — metoda ,zpétného sireni“. Cilem metody je mini-

malizace chybové funkce, stredni kvadratické odchylky, ktera je vyjadrena vztahem

e = E{¢,} pro Ve, (1.4)

kde €, — okamzitd kvadratickd odchylka pro p-ty vektor ucebni mnoziny a je defi-

novana jako
N

€p = Z(jep)zv (1'5)

j=1
kde N - pocet vstupnich vektori, a e, — vektor rozdilu mezi skutecnou a pozadovanou
odpovédi po predlozeni p-tého vektoru [7].

Metoda BP zahrnuje 3 etapy. Prvni spociva ve doprednim Siteni trénovaciho
signalu, ziskani odezvy sité a chybového vektoru e,. Dalsi etapa stanovuje miru
upravy vah kazdého neuronu.

Lze tict, ze uprava vah je optimalizacni proces, kdy zadanou funkci je stredni

kvadratickd odchylka, ktera evidentné zavisi na konfiguraci sité w:

e = f(w). (1.6)
Vzhledem k tomu se pouziva nejjednodussi gradientni metoda, podle které mii-
zeme stanovit iteracni vztah pro tpravu jednotlivych vah:

wi(t) = wf(t — 1) + p- grad(wi(t — 1)), (1.7)

7

kde ¢ - aktudlni iterace, p - koeficient, ktery urcuje rychlost konvergence, k - ¢islo

vrstvy, i - ¢islo neuronu prislusné vrstvy, a gradient mtzeme definovat jako

| Cor o -
OE,  OF; 9rF da; 5 Of(v) . (1.8)

owF — Oxk 0oy owr Oa; !

7

grad (wf ) =

kde E - stfedni kvadratickd odchylka, f(«) - vystup neuronu, « - aktivace neu-
ronu, x - vstupni vektor prislusného neuronu.

Je vidét, ze prenosové funkce pro neuronovou sit s adaptacni metodou BP musi
byt spojitd, diferencovatelna a monotonné neklesajici. Takové vlastnosti maji sigmo-
ida a hyperbolicky tangens, a pravé proto se nejcastéji pouzivaji [10][18].

Aby bylo mozné upravit vahy vnitinich vrstev je nutné znat lokalni chyby, totiz

chyby odezev kazdého neuronu v aktualni iteraci. Pro odhad téch chyb se pouziva
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heuristicky p¥istup, ktery ¥ikd o tom, Ze chyba ¥e, kteréhokoli (i-teho) neuronu ve
vrstvé k se rozdéli mezi vsechny neurony predchozi vrstvy (k-1) v poméru vah pti-
slusnych propojeni. Chyby vystupni vrstvy jsou znamé, a odchylky od pozadovanych
odezev predchozich vrstev se pocitaji smérem od vrstev vyssich k vrstvam nizsim.
Coz se nazyva zpétngm sirenim chyb [10].

Posledni treti etapou je samotna uprava vah. Celkové etapy sestavuji jednou
iteraci uceni, které se zastavi po splnéni podminky ukonceni uceni.

Preucent site. Jednou ze specificnosti doptednych siti je schopnost preuceni. Pro-
jevuje se to efektivnéjsi minimalizaci chybové funkce ale na tkor zobecnéni. Fakticky
to znamenad, ze se sif adaptuje na nepodstatné detaily, a to vede k poklesu vykon-
nosti. Proto je dilezité véasné zastavit uceni. Je nékolik zptisobli zabranéni preucent,
které lze pouzivat zvlast i v jejich kombinaci.

1. Nesnazit se dosdhnout absolutniho minima chybové funkce. Staci zvolit prija-
telnou prahovou hodnotu kvadratické odchylky, po dosazeni které se uceni zastavi.

2. Podminkou ukonc¢eni muze byt nahly pokles hodnoty chybové funkce nad
trénovaci mnozinou, coz signalizuje zacatku preuceni.

3. Zavedeni valida¢ni mnoziny také napomahd stanovit zacatek preuceni.

4. K metodam predchazejicim pretrénovani se patii "uzké hrdlo'. Je to skryta
vrstva s relativné malym poctem neuronii. Omezuje reprezentace detailu v siti.

5. Zasumeéni dat. Umoznuje zabranit adaptaci na detaily.

6. Omezit pocet epoch uceni.

Vysledkem procesu uceni jsou nastavené vahy umélé neuronové sité, které vstu-
puji do aktivni dynamiky sité. V této fazi se vSechny prvky sité nachézeji v defino-

vaném stabilnim stavu a sit je pfipravena ke splnéni stanoveného zadani [7][10].

1.5 Analyza hlavnich komponent

Analyza hlavnich komponent nebo PCA (z angl. Principal Component Analysis) je
jedna z nejvice pouzivatelnych metod vicerozmérné analyzy. Cili metody je zjedno-
duseni popisu datového souboru uzitim pouze prvnich nékolika hlavnich komponent,
naptiklad pro vizualizaci dat, a zachovani co nejvétsi slozky informace pomoci mini-
malntho mnozstvi proménnych. Podstata metody spoc¢iva v transformaci ptivodnich
znakl na nové, nekorelované proménné, nazvané hlavni komponenty. Kazda hlavni
komponenta predstavuje linedrni kombinaci ptivodnich znaki. Jejich zédkladni cha-
rakteristikou je mira variability ¢ili rozptyl. Algoritmus je navrzen takovym zpiso-
bem, aby variabilita ptivodnich dat byla rozdélend mezi komponentami sestupné,
totiz vétsina informace o variabilité je sousttedéna do prvni komponenty a nejméné

informace je obsazeno v posledni. Klicové pravidlo této analyzy rika, ze ma-li néjaky
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ptivodni znak maly ¢i dokonce nulovy rozptyl, neni schopen prispivat k rozliSeni mezi
objekty [13].

Schéma vypoctu hlavnich komponent je zobrazena na Obr. [I.14] Nejprve se znaky
podléhaji standardizaci. Usporddani datového souboru A je takovym: sloupce ko-
responduji znakim, radky - jednotlivé objekty. Dal néasleduje vypocet kovarianc¢ni
matice C. Jeji vlastni ¢isla D vyjadiuji variability hlavnich komponent v novych sou-
radnicich, a vlastni vektory V - koeficienty transformace dat. Serazeni vlastnich ¢isel
sestupné a jejich nasledujici normovani ukaze procentualné vyjadienou variabilitu
komponent. Transformace ptivodnich dat se realizuje nasobenim matice vlastnich

vektorii na transponovanou matici vstupnych dat, totiz:

O=V-A" (1.9)

kdy O - vystupni matice se novymi soufadnicemi objektu [13].

PUVODNI | Prevod na zscore > PREDZPRACOVANA | rypocer kovariancz'» KOVARIANCNI

DATA PUVODNI DATA MATICE
PROCENTUALNE coenia | VARIABLITY |
P . ‘et viastnic
VYJADRENA VARIABILITA |—————{ KOMPONENT V |22
— —
KOMPONENT "o | pCA PROSTORU e

MATICE KOEFICIENTU | _ Serazeni | VLASTNI V¥pocet viastnich
TRANSFORMACE ¢ VEKTORY vektori

Transformace HLAVNI

—
KOMPONENTY

Obr. 1.14: Schéma vypoctu hlavnich komponent

Vlastnosti hlavnich komponent:

1. hlavni komponenty jsou ortogonalni;

2. rozptyly hlavnich komponent se rovnaji vlastnim ¢islim kovariancéni matice
priznaki;

3. soucet rozptyll priznaki se rovna souctil vlastnich ¢isel kovarianéni matice;

4. prvni hlavni komponenta ma nejvétsi varianci.
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2 Navrh algoritmu

Slozitost navrhu klasifikdtoru je zptisobena tim, ze podle zadani by klasifikdator meél
byt schopny urcovat patologie kteréhokoliv obratle (C3 az Lj), které jsou svymi
rozméry a strukturou podobné ale nejsou tuplné stejné. Dalsi komplikace spociva
v nemoznosti popsat patologie jednoznac¢nymi pravidly. Tyto specificnosti kladou
urcité pozadavky na klasifikator.

Vhodnou metodou feseni daného tikolu, totiz klasifikace obratli, je pouziti neu-
ronovych siti. Oproti obecnym metodam strojového uceni, neuronové sité maji radu
vyhod. Napriklad schopnost siti se uc¢it umoznuje ze znalostni baze vyvést pravidla,
kterda popisuje kazdou klasifikac¢ni skupinu. Je to velmi dulezité, protoze charakter
projevu téch patologii je velmi rtiznorody a popsat ho obecnymi pravidly bud neni
mozné anebo je moc naroc¢né. Dalsi vyhodou této metody je to, Ze neuronova sif
dokaze popsat nelinearni vztah mezi vstupem a vystupem a zobecnit rozhodovaci

pravidlo.

2.1 CT data

Pozadavkem pro navrh neuronové sité je uc¢ebni mnozina. Pro vytvoreni této mno-
ziny byla vyuzita sada C'T snimk patete 18 pacientti, zdravych a nemocnych, kterd
byla ziskana tstavem Biomedicinského inzenyrstvi VUT Brno v ramci spoluprace
s jinymi védeckymi institucemi. Tato data byla predzpracovana, anonymizovana a
obsahovala 371 obratlovych tél. Pomoci algoritmu popsaného v [9], bylo provedeno
predzpracovani. Obrazova data kazdého pacienta se sklddala ze dvou objekti: prv-
nim byla matice, kterd reprezentovala trojrozmérny snimek péatefe (hodnoty voxeli
koresponduji s Hounsfieldovymi jednotkami a jsou linedrné transformovany pricte-
nim 1000 HU), a druhy - matice stejné velikosti jako prvni reprezentujici indexa¢ni
masky, které urcuji meze obratlovych tél (je vidét na Obr. . Coz umoznilo zpra-
covavat obratle jednotlivé.

Kazdé obratlové télo bylo pfedem posouzeno lékarskym expertem a byl uréen
jeho patologicky stav. Dale na zakladé tohoto posudku do uc¢ebni mnoziny byl pridan
atribut informujici do které klasifikacni t¥idy patii ptislusny obratel. Celkem jsou 4
tridy: zdravy obratel (1), deformovany (2), s metastdzemi (3), deformovany a zarover
postizeny metastazemi (4). Zastoupeni vyskytu jednotlivych klasifikacnich tiid v
puvodnich datech lze vidét na Obr. Pomér zdravych obratli k patologickym je
219/152=1,44.
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Obr. 2.1: Ukézka ucebnich dat (vlevo), vysledky predzpracovani (vpravo)

4-kombinace patologii
3-metastaze
2-deformace

1-zdravy 219 A

0 50 100 150 200 250
Cetnost vyskytu, [-]

Obr. 2.2: Zastoupeni vyskytu jednotlivych klasifikacnich t¥id v ptvodnich datech

2.2 Priznaky a odivodnéni jejich volby

Cela sada zvolenych priznaki se sklada z péti podskupin. Prvni ¢tyfi jsou zalozeny
na deskriptivni statistice, a pata - na geometrii.

Prvni podskupina. Histogram snimku zdravého obratle méa asymetrické rozdé-
leni s kladnou sikmosti, které mizeme vidét na Obr. (zelend ¢ast grafu). Takovy
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tvar histogramu je zptusoben spongiozni ¢asti, ktera je prostorové vétsi a relativné
homogenni (tvoii levou ¢ast histogramu), a kortikalni casti — hrani¢ni a s vyssi den-
zitou, kterda formuje pravy postupnéjsi sklon. Zména tvaru histogramu v pripadé
nddorového onemocnéni je predstavena Cervenym histogramem (Obr. . Prvni
podskupina priznakt je zamérena na odhaleni tvarovych zmén histogramu, které
jsou zptsobeny patologiemi, a zahrnuje nasledujici statistické priznaky: entropie,
geometricky prumeér, harmonicky prumeér, aritmeticky prameér, median, interkvar-
tilni rozsah, pramérna absolutni odchylka, rozsah, smérodatna odchylka, koeficient

Spicatosti, Sikmosti a modus. Postup vypoctu je uveden na Obr.

007 T T T T T
[ Jzdravy

[ postizeny metastazemi
0.06 M .

0.05

0.04

0.03

Relativni éetnost vyskytu, [-]

0.02

0.01

1000 1500 2000 2500 3000
Mira absorpce zaieni, [HU]

Obr. 2.3: Normalizované histogramy zdravého a patologického obratlii z CT snimku

Vytez ] Vypocet -
w1, Maskovani I Podskupina
prlsll)lizgzho — obratle — stat;:::l:(l;ych — priznaka ¢islo 1

Obr. 2.4: Postup vypoctu priznakt podskupiny ¢islo 1

Druhé podskupina. Je zamérena na detekci strmych zmén absorpce zareni zpt-
sobenymi drobnymi shluky nadorovych bunék ve spongidzni ¢asti obratle. Proto se

nejprve provadi eroze binarni masky, ktera odstranuje kortikalni ¢ast. Pro erozi byla
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pouzita maska 5x5x5. Obr. je ukazkou vysledku erodovani. V pripadé neprove-
deni eroze by nebylo mozné rozeznat, které vysoké hodnoty v gradientnim obrazu
jsou zpusobeny zménou hustoty v kortikalni ¢asti, a které nadory. Déle se statistické
ptiznaky (12 stejnych priznaki jako u prvni podskupiny) pocitaji z gradientniho ob-
razu voxelovych hodnot spongiézni ¢asti obratlového téla (viz Obr. .

Transversal view: ¢ = Z-axis; 11 = t-axis, PageUp/PageDown = ch-axis, 0-5 = view

Y-axis

X-axis

Obr. 2.5: Porovnani puvodni masky a erodované (rozdil je oznaceny zelenou barvou)

Vypocet Maskovani
Vyi ., radientniho radientniho Vypocet -
» yfez' Binarni eroze & , g y p 3 Podskupina
ptislusného prostoru pomoci )| prostoru P statistickych M . o v
masky . piiznakd ¢islo 2
obratle Sobelova erodovanou znaku
operatoru maskou

Obr. 2.6: Postup vypoctu priznakt podskupiny ¢islo 2

Treti a ¢tvrtd podskupina. Pocitaji se obdobné jako druhd, ale na rozdil od ni
jsou vstupem do funkce vypoctu statistickych znaki parametrické prostory lokalnich
smérodatnych odchylek s riznou velikosti okna. Pro podskupinu ¢islo t¥i byla pouzita
maska 3 x 3% 3, a pro ¢tvrtou — maska 9 x 9 x 9. Tento pristup umoznuje prozkoumat
a odhalit drobné patologické prvky, jako napriklad nddor v pocatecni etapé. Ukazky
postuptl vypoctu jsou znizornény v Obr. al2.8

Pata podskupina. Je zamérena na popis geometrickych vlastnosti obratli. Tato
sada priznakt zajistuje detekei klasifikdtorem zlomenin a deformaci. Jelikoz oblasti
zadjmu je pouze tvar obratle, pro vypocet priznakl se pouziva binarni maska. Po-

moci prikazu regionprops3 se spocitaji dalsi vlastnosti: tézisté, vahované téziste,
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Vyiez Vypocet parametrického prostoru Maskovani Vypocet
prislusného —»| (smérodatna odchylka) s maskou —{ parametrického —P| statistickych |—p»
obratle 3x3x3 prostoru znaku

Podskupina
ptiznaka ¢islo 3

Obr. 2.7: Postup vypoctu priznakt podskupiny ¢islo 3

Vytez Vypocet parametrického prostoru Maskovani Vypocet Podskupina
pfislusného —»| (smérodatni odchylka) s maskou —» parametrického [—P statisticlf}'/ch —P| pHiznaka &islo 4
obratle 9x9x9 prostoru znakl

Obr. 2.8: Postup vypoctu priznak podskupiny ¢islo 4

Vviev

pravice), délky (ve voxelech) hlavnich os elipsoidu, které maji stejné normalizované

druhé centralni momenty (sefazeno od nejvyssi).

Volba masky
ptislusného obratle

Vypocet Podskupina

) tvarovych pfiiznakl ’ priznaku ¢islo 5

Obr. 2.9: Postup vypoctu priznakt podskupiny ¢islo 5

Kompletni seznam pouzitych priznaki je uveden v priloze na strané 42|

2.3 Priprava dat

Etapa pripravy dat je predstavend fetézcem kroki zobrazenym na Obr. [2.10} Nejprve
se provadi extrakce voxelt, které reprezentuji jednotliva obratlova téla, z CT snimki
pétere a rozsiteni (augmentace) u¢ebni mnoziny pridanim Sumu, ktery byl vygene-
rovan jako matice ndhodnych hodnot (celd ¢isla) normdlniho rozlozeni s nulovou
stfedni hodnotou a rozptylem 50 HU. Déle nésleduje vypocet priznaki. Navazu-
jici krok, validace, ukazal neptitomnost chybéjicich hodnot a abnorméalni hodnoty
geometrického a harmonického pruméru u 11 obratla (geomean=0, harmmean=0).
Na zakladé vzorct vypoctu téchto statistickych priznaki lze udélat zaveér, ze vyskyt
nulové hodnoty je zptisoben obsahovanim nulovych hodnot ve vstupnich vektorech.
Voxel s hodnotou 0 HU znamena, ze absorpce a rozptyl zafeni v tomto bodu pro-
storu jsou stejné kdyby by zareni prochézelo vzduchem. Existence bubliny vzduchu
nebo prostredi s vlastnostmi blizkymi ke vzduchu je malopravdépodobna. A proto

divodem muze byt bud artefakt méfeni nebo nasledek pridani Sumu. Tento problém
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byl odstranén nahrazenim nulové hodnoty voxelu stfedni hodnotou absorpce zareni
voxell z celého obratle. Zavére¢nym krokem je One Hot Encoding. Jelikoz uc¢ebni
mnozina obsahuje kategorickou proménnou (typ patologie), prevedeme tu promén-
nou na binarni formu, kterd umozni u¢eni modelu. V disledku vychozi u¢ebni mno-

zina obsahuje 742 ptipadii a 60 priznaki.

Vypodet One Hot Vychozi uebni

Validace dat .
— — P Encoding mnozina

Extrakce obratlovych Augmentace

>

tél z CT snimku patefe ucebni mnoziny

—»

piiznaka

Obr. 2.10: Postup predzpracovani dat

2.4 Pocatecni model

Pocatecni model vyuziva vSechny priznaky. Jako klasifika¢ni algoritmus slouzi do-
predna neuronova sif. Divodem této volby je nepotfebnost predem definovanych
vah, nejsou omezeni pro vstupni data.

Nejvétsi problém navrhu - volba poctu skrytych vrstev, neuront, prenosové
funkce a adaptacniho algoritmu. Jak bylo zminéno v teoretickém tvodu, neuro-
nova sit se sklada ze trech oblasti. Vstupni vrstva je definovana poctem priznakt
vstupujicich do sité. Poc¢et neuronii ve vystupni vrstvé zavisi na poctu klasifikac¢nich
trid.

Soucasné se navrhuji dve sité s riznymi topologiemi. Prvni je zaloZena na di-
sledku z Kolmogorovy véty (rovnice , o které se zminovalo v oddilu 1.4.3, a
podle ni sit bude mit nasledujici topologii: 60-60-121-4-4, kdy prvni a posledni ¢isla
reprezentuji pocet neuronii ve vstupni a vystupni vrstvé, a ¢isla mezi nimi — pocet
neuronti ve vnitfnich vrstvach. Druhd méa heuristicky charakter a idea jeji navrhu
vychézi z rozsekani N-dimenzionalniho prostoru priznaku (kdy N - pocet priznaki)
na veétsi mnozstvi subprostort a nasledného sluc¢ovani téch subprostortu, které obsa-
huji objekty stejné klasifikacni tfidy. Prakticky to znamena navysit pocet neuront
v prvni skryté vrstvé (navyseni se bude skladat polovinu poctu priznaki) a postup-
nym zmensenim poc¢tu neuront v dalsich vrstvach bude realizovano slucovani. Tudiz
druha sit bude mit topologii 60-90-50-16-4-4.

V obou modelech se jako prenosova funkce pouziva hyperbolicka tangencialni sig-
moidalni funkce, optimalizacni algoritmus — Resilient Backpropagation. Pred ucenim
siti se u¢ebni mnozina déli do dvou mnozin (70% — trénovaci, 30% — testovaci, viz
Obr. takovym zptisobem, aby byl zachovan stejny pomeér vyskytt klasifikac-
nich trid. Kritériem uspésnosti je F-score. 1000xkrat byla provedena inicializace a

uceni kazdé topologie. Kviili ndhodnému nastaveni poc¢atec¢nich hodnot vah a prahii,
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konvergence probihala jinak a dosazeny vysledky byly rtzné. Vysledky této etapy
jsou uvedeny v Tab. nejlepsi score ma sit ¢islo 1, a score druhé je o 0.0265 mensi.
Hodnota smérodatné odchylky F-score ukazuje, ze adaptac¢ni dynamika prvni sité

je silné ovlivnéna pocatecni inicializaci vah.

T T T
. ., 31 I Ucebni mnoZina
4-kombinace patologii 73 I Trénovaci mnozina’|
[ ITestovaci mnozina

104

2-deformace

132
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(<]
©
()}
1

o

Obr. 2.11: Zastoupeni vyskytu klasifikac¢nich t¥id v pomocnych mnozinach

Tab. 2.1: Porovnani navrzenych pocatecnich neuronovych siti

Nazev Topologie F-score Primér F-score Smérodatna
sité nejlepsi sité ze vSech 1000 siti | odchylka F-score ze
vSech 1000 siti
Sit ¢. 1 | 60-60-121-4-4 0,9551 0,5332 0,2675
Sit ¢. 2 | 60-90-50-16-4-4 0,9286 0,6923 0,0758

2.5 Zlepseni modelu

Tento krok ma za cil snizeni vypocetni naroc¢nosti a zabranéni komplikace klasifi-
ka¢niho modelu identifikovinim nevyznamnych priznakt a jejich nésledujicim vy-
louc¢enim za podminky zachovani dosazené sily klasifikace. Pro tento tcel je vyuzita
Principal Component Analysis (PCA), diky které budou vylouceny priznaky s mi-
nimalni informacni silou, a korela¢ni analyza, na zéakladé které se vylouc¢i korelované
priznaky. Co se tyka PCA tak je dilezité vést v patrnosti to, ze pristup vychazi z

predpokladu, Ze nejvice se ménici priznaky jsou klicové, coz nemusi vzdy platit.
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2.5.1 Aplikace PCA pro redukci pfiznaki

Tento oddil popisuje postup redukce puvodnich priznakt s vyuzitim PCA, ktery
mé heuristicky charakter. Pristup vychazi z vlastnosti hlavnich komponent. Jak se
uvddélo v oddilu [L.5] prvni hlavni komponenty obsahuji nejvétsi mnozstvi informace.
A proto se vybiraji nékolik prvnich komponent, aby soucet normovanych variabilit,
které vyjadiuji tyto komponenty, doséhl pozadované hodnoty (90%), a dal pracujeme
jenom s témi vybranymi. Koeficienty transformace priznaku ukazuji na informacni
prispéni pro kazdou komponentu a na jejich zédkladé se vypocita vaha informacni

sily a urcuje se vyznamnost tohoto priznaku. Detailni postup je uveden na Obr.

Matice vlastnich vektori
Informacni sila
Standardizace PCA : — Standardi Vylougeni piiznakt Zredukovana
s o andardizace
ucebni > - z — i —> s podprahovou » sada
" transformace R g rozpétim g podp v - o
mnoziny o £ hodnotou piiznakl

A

Obr. 2.12: Redukce poc¢tu priznakt pomoci PCA

Nejprve se provadi standardizace priznaki u¢ebni mnoziny, déle nasleduje PCA.
Zvoli se 11 prvnich komponent, jejichz soucet vyjadienych varianci je 90,57% (viz
Obr. [2.13)). Absolutni hodnoty koeficientit (hodnoty z vlastnich vektort), které se
pouzivaji pro transformaci ptriznaku do PCA prostoru, se sc¢itaji a podléhaji stan-
dardizaci. Timto zpusobem vznika vektor hodnot informacni sily kazdého ptiznaku.
Vsechny prediktory s hodnotou piinosu pod 0,2 se vylucuji (hodnota prahu byla
zjisténa empiricky). Dusledkem je redukce o 15 priznaku.

00— 100%
. %%
o 180%

160%

150%
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Obr. 2.13: Rozlozeni variance puvodnich dat v hlavnich komponentach
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Podobné jako v kapitole [2.4] se navrhuji nové sité a provadi se uceni za tcelem
hodnoceni vlivu redukce priznakt na klasifikacni silu. Uspésnost prvni sité se znacné
nezmeénila a klesla 0 0,0131 (viz Tab. [2.2)). V pripadé sité ¢islo 2 ma redukce pozitivni

vliv, protoze F-score se zvysilo o 0,0241.

Tab. 2.2: Porovnani neuronovych siti, které vyuzivaji 45 priznaku

Nazev Topologie F-score Primér F-score Smérodatna
sité nejlepsi sité ze vSech 1000 siti | odchylka F-score ze
vsech 1000 siti
Sit ¢. 1 45-45-91-4-4 0,9420 0,6776 0,1642
Sit ¢. 2 | 45-68-34-17-4-4 0,9527 0,6825 0,0805

2.5.2 Aplikace korelacni analyzy pro redukci priznaki

Vylouceni korelovanych priznakti dovoluje eliminovat ty prediktory, které popisuji
stejnou vlastnost obratle. Jesté jednim padnym divodem pouziti korelacni analyzy
je optimalizace procesu uceni neuronové sité. V pripadé, kdy mame na vstupu ne-
korelovana data, béhem uceni hodnota vdhy w; minimalizuje chybu nezavisle na
hodnoté véhy ws [14]. V opaéném piipadé je v hodnotach vah 7-tého neuronu zaké-
dovana vzajemna zavislost, ktera musi byt béhem trénovani naucena. Toto zbytecné
komplikuje Teseni klasifika¢niho problému.

Pro vypocet korelace se vyuziva Spearmaniiv korelac¢ni koeficient. Jako nepara-
metrickd metoda ma mensi silu, ale oproti parametrickému Pearsonovu korela¢nimu
koeficientu, neni nachylny k odlehlym hodnotdam a neklade pozadavek na normalitu
rozloZeni vstupnich dat [I].

Po ziskani korela¢ni matice oznacime pary korelovanych priznakt, jejichz abso-
lutni hodnoty jsou vyssi nez 0,8. Déle se provadi eliminovani priznakt néasledujicim
zpusobem:

1. nejprve se vylucuji priznaky s nejvétsim poctem nadprahovych korelaci;

2. ze dvou priznakt se stejnym poctem nadprahovych korelaci bude vyloucen
prave ten, jehoz prameér absolutnich hodnot korelacnich koeficienti je vyssi;

3. pokud priméry ze druhého kroku budou stejné, volba pro vylouceni bude
provedena nahodné.

V dusledku ze 45 priznakt ztstalo 20.
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2.6 Finalni klasifikacni model

Podobné pocatecnim sitim se navrhuji findlni. Tab. ukazuje klasifikacni vlast-
nosti vyslednych modelii. Vylouceni korelovanych priznaki znac¢né zhorsilo ispésnost

klasifikace, coz ukazuje na ztratu priznaka s vysokou klasifikacni silou.

Tab. 2.3: Porovnani finalnich neuronovych siti

Nazev Topologie F-score Primér F-score Smérodatna
sité nejlepsi sité ze vSech 1000 siti | odchylka F-score ze
vSech 1000 siti
Sit ¢. 1 20-20-41-4-4 0,8550 0,6688 0,0584
Sit ¢. 2 | 20-30-23-12-4-4 0,8085 0,6619 0,0575
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3 Dosazené vysledky a jejich diskuze

3.1 Finalni klasifika¢ni model a jeho charakteristiky

Pocatecni modely neuronovych siti, které vyuzivaly vsechny 60 ptiznakii, demonstro-
valy vybornou tspésnost klasifikace (viz Obr. [3.1]). Vysoka tiroven presnosti ukazuje

na spravnou a ucelnou volbu ptiznaki.

T T T T T T
| 0.9286

60 pfFiznakd g
N, 00551

| 0.9527

45 priznaki §
I, 09420

20 pFiznaki | 0.8085
riz u g w4 ]
St . 1
0.8550 Esice. 2
1

1 1 1 1 1
0 0.2 0.4 0.6 0.8 1 1.2
F-score

Obr. 3.1: Porovnani uspésnosti klasifikace siti za riznych poctt priznakt

Aplikace PCA umoznila nejenom zredukovat pocet puvodnich priznaki, snizit
vypocetni narocnost, ale i zlepsit ispésnost klasifikace. Tento jev pozorujeme v pri-
padé sité cislo 2: F-score stouplo o 0,0241. Ztrata exaktnosti klasifikace prvni sité je
nezna¢nd (0,0131). Toto znamen4d, ze se pomoci PCA podarilo spravné identifikovat
priznaky s nizkou klasifikacni silou, které zptisobuji Sum v datech.

Nésledné vylouceni korelovanych ptriznakti mélo nevhodny vliv. F-score obou siti
zna¢né klesla, pramérné o 0,12. Uloha identifikace patologickych obratltt patii k té
oblasti, kde cena chyby muze stat zavazné problémy se zdravim. Je nutné se vyhybat
krokum, které vyznamné snizuji uspésnost klasifikace. A proto je vhodnéjsi nepou-
zivat korelac¢ni analyzu a omezit se jenom PCA. Tudiz findlni model pro klasifikace
bude potrebovat 45 priznaki.

Je dilezité konstatovat, ze pouziti neuronové sité pro tuto klasifikacni tlohu je
ucelné. Jestli se podivame na Obr. 3.2] kde pomoci PCA jsou zobrazena ucebni
data, je vidét, ze se klasifikacni tiidy prekryvaji. Navzdory tomu si neuronova sif
dokazala identifikovat hranice klasifikacnich tfid a zachovat tispésnost klasifikace na
akceptovatelné trovni.

Na zakladé charakteristik danymi maticemi tispésnosti zvolime nejlepsi sit. Dalsi
pomocné kritérium - presnost klasifikace, pomér poc¢tu spravnych klasifikovanych k

celkovému poctu obratli. Je vyssi u sité ¢. 2 (viz Obr. , zelend hodnota v pravém
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Obr. 3.2: Ucebni mnozina po PCA transformaci. Zeleny krouzek - zdravy obratel,

modry - deformovany, ¢erny - s metastazami, ¢erveny - kombinace patologii.

dolnim rohu). JelikoZ pro tuto ulohu fale$na pozitivita patologickych obratli mé
nizsi vahu, nez falesna pozitivita zdravych, pro porovnani modelt lze pouzit dalsi
metriku - pramér True Positive Rate (TPR) patologickych t¥id. Timto zptisobem lze
porovnat schopnost siti identifikovat patologie. Zelené hodnoty dolniho radku jsou
TPR pro kazdou tridu. Spoc¢itame aritmetické praumeéry hodnot pro 2., 3. a 4. tridy.
Pro sit ¢. 1 se tento parametr rovnd 93,07 %, pro sit ¢. 2 - 94,5 %. Tudiz, druh4 sit
je citlivéjsi na patologie.

Tudiz, findlnim klasifikdtor je neuronova sit s architekturou uvedenou na Obr. [3.4]
kterd pro ttidéni potiebuje 45 priznakt a ma takové charakteristiky:

F-score = 0,9527,

sensitivita = 95,30%,

pozitivni prediktivni{ hodnota = 95,25%,

presnost = 96,40%.
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Obr. 3.3: Matice tspésnosti
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Obr. 3.4: Topologie finalni neuronové sité

3.2 Vizualni hodnoceni vysledkii

Na Obr. jsou ptipady, kdy neuronova sit Spatné identifikuje stav obratle (po-
pisky obsahuji opravdové diagnozy). Obratel T6 (a) klasifikator chybné povazuje za
zdravy, i kdyz tam je maly shluk nddorovych bunék. Obdobné selhdni mé obratel
L2 (b), ale na rozdil od T6 (a) je zatfidény do skupiny 'Deformovany’. Je mozné,
ze mald deformace kortikaln{ ¢asti (vpravo na obrazku) prispéla k nespravnému vy-
sledku. Tyto pripady upozornuji na pomérné nizkou citlivost klasifikatoru na nadory
v pocateéni etapé. Obratel L1 (c) byl zafazen do tfidy 'Kombinace patologii’ i kdyz
podle posudku lékate je oznacen jako deformovany. Snad vétsi atlum zafeni v pravé
dolni casti obrazku byl povazovan za metastaze. Lze Tict, Ze nespravné vysledky
klasifikace nejsou tak uplné nahodné a v nékterych pripadech je mozné castecné
oduvodnit, proc¢ na vystupu klasifikatoru je pravé toto ¢islo klasifikac¢ni tridy.
Dalsi Obr. [3.6] je vénovan spravnym vysledkim klasifikace. Za tispéch se pova-
zuje schopnost sité neidentifikovat cévni vstupy jako deformace. Je to dobte vidét
v pripadech (a) a (c). Obratel C4 (b) byl korektné klasifikovan jako obratel s me-
tastazami, a v T4 (d) navzdory zna¢nému postizeni byly rozeznany tvarové zmény

obratle a vyskyt nddorového onemocnéni.
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(c¢) Deformovany, L1
(a) Metastaze, T6 (b) Metastaze, L2

Obr. 3.5: Ukazka vysledki chybné klasifikace obratlu (axiélni fez)

(a) Zdravy, L3 (b) Metastaze, C4

(c¢) Deformovany, L3 (d) Kombinace patologii, T4

Obr. 3.6: Ukdzka vysledki spravné klasifikace obratlu (axidlni fez)
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3.3 Chybovost a jeji zdroje

V pripadé dopracovani klasifikacniho modelu pro umoznéni praktického uplatnéni
bude nutné znac¢né rozsitit ucebni data. Aby byla zachovana prijatelnd tspésnost
klasifikace, probereme co ji miize ovliviiovat a ¢emu se musime vyhybat. Faktory
vlivu, které jsou uvedeny nize plati a pro ziskany model.

1. Riznorodost projevu patologii. Existuje fada typt zlomenin a deformaci ob-
ratli, nadorova onemocnéni v raznych etapach rizné poskozuji obratlova téla. Toto
zpusobuje velmi velké mnozstvi moznych projevii patologii, coz klade pozadavek
na uplnost ucebni mnoziny. Jestli bude mozné ziskat bohata ucebni data, coz na
jedné strané je dobré, je nutné pocitat s nutnosti upravit topologii, navySenim po-
¢tu neuroni a vrstev, aby si sit byla schopné poradit s komplikovanéjsi ilohou. Dalsi
moznost Gpravy algoritmu - ménit prah informacni sily pti aplikovani PCA (viz oddil
, rozsitit sadu priznaki.

2. Pocet obratli v klasifikacnich tfidach. Malé mnozstvi obratli v klasifikacni
tridé nepostacuje pro identifikaci siti etalonu a muze byt povazovano jako sum v
datech. Reseni - snazit se stejné zastoupit kazdou t¥idu.

3. Vliv predzpracovani obrazovych dat. Tento faktor zahrnuje vliv vlastnosti a
nastaveni zafizeni, ktera byla pouzita pro sejmuti CT snimkii, vliv artefaktii a metod
jejich odstranéni, vlastnosti algoritmu segmentace obratlovych tél.

4. Nedostatek dalsich signifikantnich priznakii.

5. Lidsky faktor. Pri sestaveni u¢ebni mnoziny mize dojit k zattidéni obratle do

té tridy, ke které ten obratel opravdu nepatii.
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4 Zaver

V této praci byl navrzen, popsan a realizovan algoritmus pro detekci patologickych
obratli a néslednou klasifikaci typu patologie v CT snimcich patefe s vyuzitim
metod strojového uceni.

Prvni ¢ast obsahuje anatomicky prehled obratle, popis typt patologii a jejich
projev v CT datech, zaklady teorie klasifikace, strué¢ny prehled dosavadnich me-
tod zamérenych na teSeni této tlohy, teoreticky prehled neuronovych siti, metod a
specificnosti jejich uceni, podstata metody PCA.

Ve druhé casti jsou popsana data, kterda byla pouzitd pro trénovani klasifikac-
niho modelu, priznaky a oduvodnéni jejich volby, augmentace dat, extrakce pri-
znaki a priprava testovaci a trénovacich mnozin. Priznaky jsou zalozené na vyuziti
deskriptivni statistiky a geometrie. Navazujici kapitola popisuje navrh doptrednych
neuronovych siti liSice se topologii, jejich charakteristiky a postupy uceni. V dalsich
kapitolach je zahrnut algoritmus aplikace PCA, korela¢ni analyzy pro redukci poctu
puvodnich priznaki a vliv téch obou etap redukce na klasifikacni silu. Jako krité-
rium hodnoceni tspésnosti klasifikace konkrétni neuronové sité bylo pouzito F-score.
Navrzena metoda byla realizovdna v programovém prostfedi MATLAB® s vyuzitim
Deep Learning Toolbox®. Pomoci PCA byl ptivodn{ pocet p¥iznakii sniZen o 25% (z
60 priznaki na 45) se zachovanim uspésnosti klasifikace na akceptovatelné trovni.
Aplikace korelac¢ni analyzy byla vyloucena z divodu znac¢ného snizeni F-score.

V posledni ¢éasti jsou probrany dosazené vysledky, na zakladé F-score a pomocné
metriky (TPR) je vybrana findlni neuronova sit, jsou diskutovany zdroje chybovosti
a mozné metody snizeni jejich vlivu.

Vysledkem této diplomové prace je algoritmus extrakce ptriznakt z CT obrazo-
vych dat a néasledné zpracovani neuronovou siti pro klasifikaci zdravotniho stavu
obratlového téla. Charakteristiky klasifikdtoru: F-score = 0,9527, TPR = 95,30%,
pozitivni prediktivni hodnota = 95,25%, presnost = 96,4%.
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Seznam symboli, veli¢in a zkratek

ANOVA analyza rozptylu — Analysis of Variance

BP zpétné siteni — Back Propagation

CT vypocetni tomografie — Computed Tomography

MISO systém s mnoha vstupy a jednim vystupem —
Multi-Input-Single-Output

PCA analyza hlavnich komponent — Principal Component Analysis

TPR mira pravdivé pozitivity — Truen Positive Rate
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Seznam priloh

IA° Seznam priznaku a vystup PCA analyzy |
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A Seznam priznaki a vystup PCA analyzy

Tabulka obsahuje seznam vsech priznaki a koeficienty transformace pro prvni 3

hlavni komponenty PCA.

Ne |Pfiznak PC1 PC2 PC3

1|Entropy 0,176473841 0,023998666 -0,044589357

2|GeometricMean 0,116357561 -0,078662116 0,316284897

3|HarmonicMean 0,104752612 -0,083577194 0,334833813

4{Mean 0,126480865 -0,073109019 0,295546122

5|Median 0,106959281 -0,083602619 0,347437704

6|InterquartileRange 0,175709386 -0,008498787 0,037867925

7|MeanAbsDeviation 0,179001167 0,011657461 -0,015263351

8|Range 0,14758431 0,089024422 -0,144983723

9|StandardDeviation 0,178570284 0,020843173 -0,042980567
10[Kurtosis -0,14076871 0,021571078 -0,091532882
11Skewness -0,122011859 0,058557695 -0,286826562
12|Mode 0,076542218 -0,077826091 0,374316175
13|Gradient_GeometricMean 0,172442142| 0,011607843 0,03503708
14|Gradient_HarmonicMean 0,170316796 0,010770843 0,045157681
15|Gradient_Mean 0,173503816 0,014543947 0,020006931
16/Gradient_Median 0,170196942 0,007441512 0,043257453
17|Gradient_InterquartileRange 0,163443395 0,009353907 0,003613736
18|Gradient_MeanAbsDeviation 0,165702543 0,021619 -0,017473067
19|Gradient_Range 0,149821911 0,133209961 -0,092166299
20|Gradient_StandardDeviation 0,165101475 0,032212364 -0,033276136
21|Gradient_Kurtosis -0,043210482 0,069377647 -0,092189
22|Gradient_Skewness -0,026690666 0,108881786 -0,15102335
23|Gradient_Mode 0,10134896 -0,01379603 0,074647536
24]STD_3x3x3_GeometricMean 0,172646776 -0,002775108 -0,033782179
25|STD_3x3x3_HarmonicMean 0,168443159 0,003328911 -0,01990589
26/STD_3x3x3_Mean 0,175651503 -0,00573573 -0,051022208
27|STD_3x3x3_Median 0,172573516 -0,020080186 -0,025815964
28|STD_3x3x3_InterquartileRange 0,163561539 -0,037986104 -0,138726068
29|STD_3x3x3_MeanAbsDeviation 0,165180878 -0,008170506 -0,14313422
30|STD_3x3x3_Range 0,146730662 0,079503171 -0,188703882
31STD_3x3x3_StandardDeviation 0,164865839 0,003337346 -0,143940472
32|STD_3x3x3_Kurtosis -0,141114756 0,049994591 0,139143203
33|STD_3x3x3_Skewness -0,150942397 0,079511227 0,105789398
341STD_3x3x3_Mode 0,126755993 0,080289659 0,000946346
35|STD_9x9x9_GeometricMean 0,179527057 -0,029574253 0,012766482
36|STD_9x9x9_HarmonicMean 0,17804785 -0,03408351 0,020003924
37|STD_9x9x9_Mean 0,180287565 -0,024126384 0,004335038
38JSTD_9x9x9_Median 0,179345306 -0,035405393 0,010603456
39|STD_9x9x9_InterquartileRange 0,131724107 0,095690972 -0,077854941
40|STD_9x9x9_MeanAbsDeviation 0,135855169 0,069205535 -0,092322562
41|STD_9x9x9_Range 0,090518212 0,059326537 -0,172576887
42|STD_9x9x9_StandardDeviation 0,131392606 0,052080359 -0,10848202
43|STD_9x9x9_Kurtosis -0,113694945 -0,052449906 0,048940738
44]STD_9x9x9_Skewness -0,14205144 -0,009655264 0,018504835
45|STD_9x9x9_Mode 0,111596837 0,082115276 0,046207155
46|Centroid_x -0,012775459 0,301903088 0,123728986
47|Centroid_y -0,031501981 0,300489883 0,069862814
48|Centroid_z 0,037253098 0,288794766 0,063995879
49| WeightedCentroid_x -0,013257442 0,301531297 0,123590526
50| WeightedCentroid_y -0,033306284 0,301937504 0,071247422
51| WeightedCentroid_z 0,036500099 0,290529718 0,062436822
52| CentroidMinusWeightedCentroid_x 0,012061767 -0,005373278 -0,002532898
53|CentroidMinusWeightedCentroid_y 0,046656529 -0,004423462 -3,03E-02
54|CentroidMinusWeightedCentroid_z 0,021348388 -0,098481278 0,045929395
55[Orientation_alpha -0,021082423 -0,015390886 -0,026066238
56|Orientation_beta 0,014876906 -1,46E-02 -0,04228899
57|Orientation_gama 0,000813865 -0,010132641 0,050722144
58|PrincipalAxisLength_highest -0,009058337 0,330099179 0,090364553
59|PrincipalAxisLength -3,21E-05 0,331065784 0,104774386
60| PrincipalAxisLength_lowest -0,027964899 0,318238494 0,035935972
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