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Abstrakt

Tato praca sa zaoberd popisom a analyzou konceptu Big Data a ich spracovanim a vyuzitim
v procese podpory rozhodovania. Navrhované spracovanie vychadza z konceptu MapReduce
navrhnutého pre spracovanie Big Data. Teoreticka cast tejto prace z velkej Casti, pojednava
o systéme Hadoop, ktory poskytuje implementaciu tohoto konceptu. Jeho pochopenie je
klidcovou vlastnostou pre spravny névrh aplikacii spastanych v tomto systéme. Praca tiez
obsahuje navrh konkrétnych aplikacii na spracovanie Big Data. V implementacnej casti
prace sa nachdadza popis spravy systému Hadoop, popis implementacie aplikacii MapReduce

a popis ich testovania nad testovacimi sadami dat.

Abstract

This work deals with the description and analysis of the Big Data concept and its processing
and use in the process of decision support. Suggested processing is based on the MapReduce
concept designed for Big Data processing. The theoretical part of this work is largely about
the Hadoop system that implements this concept. Its understanding is a key feature for
properly designing applications that run within it. The work also contains design for specific
Big Data processing applications. In the implementation part of the thesis is a description
of Hadoop system management, description of implementation of MapReduce applications

and description of their testing over data sets.
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Kapitola 1
Uvod

Pojem Big data sa v poslednych rokoch zac¢ina v oblasti informacnych technolégii sklonovat
Coraz Castejsie a zac¢ina mu byt pripisovand coraz vicsia dolezitost. Samotny pojem Big data
vznikol v obdobi 90 rokov minulého storocia, no k jeho rozsireniu a vicsej popularizacii
dochédza az v priebehu poslednych rokov. Tento jav je spésobeny tym, ze s postupom casu
cena hardvéru potrebného na ulozenie masivnych datovych sad klesa, a preto sa ukladanie
obrovskych objemov dat stava jednoduchsie uskutoc¢nitelnym. Samotné ukladanie takychto
dat bez ich nasledného spracovania by samozrejme striacalo zmysel. Avsak spracovanie a aj
samotné ukladanie a pristup k takymto ddtam je mimo moznosti klasickych systémov.

Pojem podpory rozhodovania nie je v oblasti informac¢nych technolégii ziadnou novin-
kou. Stretavame sa s nim uz viac ako 30 rokov. Tak ako sa vyvijaji informac¢né technologie,
tak vyvojom prechadzaju aj samotné systémy na podporu rozhodovania. Preto sa aktudlne
pontka, ako jeden z moznych smerov rozvoja, vyuzitie vyssie zmienenych Big Data dat pre
podporu rozhodovania.

2. kapitola prace obsahuje popis podpory rozhodovania z pohladu informac¢nych techno-
16gii. Obsahuje taktiez popis metédy Online Analytical Processing, ktord ma momentéalne
velmi Siroké vyuzitie. Stucastou tejto kapitoly je aj popis datovych skladov, ¢o je koncept a
technologia definujica, ako st data v systémoch na podporu rozhodovania ukladané, a ako
sa do nich dostavaju.

V kapitole ¢islo 3 tejto prace su popisané vlastnosti konceptu Big Data. Hoci sa v nazve
nachadza slovo data nejednd sa len o samotné data, ale pod tuto definiciu patria aj zdroje
tychto dat, systémy na ukladanie a spracovanie velkych datovych sad.

Pre spravny navrh a implementéciu algoritmov na spracovanie velkych datovych sad
v rdmci Big Data je nutné detailne porozumiet platformam a konceptom ich spracovania.
Preto kapitola MapReduce obsahuje detailny popis paradigma MapReduce, jeho vypocétovy
model a jeho povod z funkciondlneho programovania.

V kapitole ¢islo 5 je podrobne rozobrany konkrétny systém na ukladanie a spracovanie
Big Data a to Apache Hadoop. Tento systém pozostava z dvoch casti, kde prvou je Hadoop

distributed file system, ktory slizi na ukladanie dat a z Casti, ktora implementuje paradigma



MapReduce, pomocou ktorého spracovéava tieto data. Obidve casti systému st komplexné a
zlozité, z toho dévodu si podrobne rozoberané, lebo ich pochopenie, spravna konfiguracia a
spravne vyuzitie je nevyhnutnym predpokladom pre tvorbu dobrych a efektivnych aplikacii
na spracovanie Big Data.

Kapitola ¢islo 6 obsahuje navrh a popis konceptu systému, ktory spaja klasické systémy
na podporu rozhodovania a Hadoop reprezentujuci systémy na spracovanie Big Data. V tejto
kapitole je mozné ndjst aj ndvrh a popis algoritmov na spracovanie Big Data, navrhnutych,
tak aby ich vystupy bolo mozné pouzif v podpore rozhodovania.

Systém Hadoop predpokladd nasadenie vo vypoctovom klastri. Preto jeho sprava a
vyuzivanie nie je trivialny tkon. Popis tychto aktivit spolu s implementa¢nymi detailami
navrhovanych aplikécii je mozné najst v kapitole 7.

Kapitola 8 je zamerand na samotné testovanie vyslednych aplikacii, ktoré boli spustané
v redlne nasadenom systéme. Stucastou kapitoly st funkcéné testy a experimentovanie so

vstupnymi ddtovymi sadami. Na konci kapitoly sa nachddza ich vyhodnotenie.



Kapitola 2

Podpora rozhodovania

Informaécia a znalost st najhodnotnejsie prvky, potrebné pre tvorbu rozhodnuti. Informacia
a znalost vznikaju interpretaciou dat. Interpretiaciu moéze vykonavat Clovek alebo Speciali-
zovany systém. V pripade, Ze sa o interpreticiu stara specializovany systém, hovorime o sys-
téme na podporu rozhodovania. Systém na podporu rozhodovania je Specidlny informacny
systém, ktory je navrhovany tak, aby podporoval tvorbu rieSeni pre problémy v oblasti roz-
hodovania. Systémy na podporu rozhodovania st zodpovedné za spracovanie, analyzovanie,
zdielanie a vizualizaciu dolezitych informaécii s cielom agregovat a transformovat znalosti,
¢im dochadza k zlepseniu znalosti v rdmci organizacie.

To, ako majui byt data spracované a transformované na znalosti, definuje Business In-
teligence (BI). BI pokryva vsetky procesy zapojené do extrakcie hodnotnych a uzitoénych
informdcii z masy dat, ktoré slizia pre podporu rozhodovania [16] [11]. Z technického hla-
diska BI obsahuje:

e Datové sklady — cast starajica sa o modelovanie, ukladanie, manazment a poskyto-

vanie dat

e ETL - proces extrakcie (extraction), transformécie (transformation) a nahravania

(loading) do détovych skladov.

e Vizualizécia — implementécia grafického zobrazenia vyslednych sprév (reports) a na-
steniek (dashboards)

e Datamining — dolovanie znalosti z dat

e OLAP — online analytical processing, slizi na spracovanie idajov v datovom sklade

podla uzivatelskych dotazov [18] [26].

Dalsia ¢ast kapitoly sa zaobera popisom a definiciou toho, ¢o je reportovanie, OLAP a ako

funguju datové sklady.



2.1 Reportovanie

Reportovanie (angl. reporting) je proces zbierania a prezentovania dat tak, aby mohli byt
analyzované. Reportovanie je nedelitelnou sticastou bussiness intelignece a podpory rozho-
dovania. Vystupom procesu reportovania st vysledné spravy (reports). Z pohladu tvorby
ich mézeme rozdelit na dva druhy, manazované a ad-hoc. Manazované reporty si pripravo-
vané technickym personalom organizédcie. O ich pripravu sa staraju vyvojari, ktori dostant
dopredu zadand tlohu. Ad-hoc reporty s tvorené koncovymi uzivatelmi systému na pod-
poru rozhodovania. Reportovanie je dolezitou prerekvizitou analyzy dat. Umoznuje totiz
uzivatelovi zrozumitelne vidiet data a na ich zaklade tvorif analyzy dat, z ktorych potom

ziskava znalost pre rozhodnutia.[9]

2.2 OLAP

Online analytical processing je technolégia, ktorda poskytuje dimenzionalny ramec pre pod-
poru rozhodovania. Cielom néstrojov OLAP je poskytnit multidimenzionalne pohlady na
data, ktoré sa za nimi nachddzaji. Medzi zdkladné koncepty OLAP patria dimenzie a ich
hierarchie. Dimenziou rozumieme usporiadatelni mnozinu zakladného datového typu alebo
ich hierarchicky usporiadanych struktdr. Dimenziou moéze byt napriklad cas alebo lokalita.
Viacero dimenzii tvori multidimenzionalny model nazyvany aj datova kocka. Datova kocka
poskytuje formalny model pre operacie nad datami, ako s agregacie a podobné vypocty.
Jednotlivé bunky kocky mo6zu niest informacie, napriklad kolkokrat sa atribut vyskytol v

détach, alebo maximum, sucet, priemernt hodnotu nejakého atributu.[3][18][16]

2.2.1 Materializacia datovej kocky

Materializécia je vypocitanie agregovanych hodnét vopred [16]. Doba odpovede na uziva-
telské dotazy vo velkej miere zavisi na efektivnom vypocte datovej kocky. Tieto vypocty su
vSak casovo aj priestorovo niroc¢né. Preto jednou z vyuzivanych technik je predpocitanie

agregovanych hodnot. Existuji 3 moznosti materializacie:

1. Materializacia celej datovej kocky : Jedné sa o najlepsie riesenie z pohladu rychlosti
uzivatelskych dotazov. Predpoditanie vSetkych hodnot je ale priestorovo prili§ ndrocné

a s velkostou kociek eSte narasta.

2. Ziadna materializacia: Agregované hodnoty si pocitané v ¢ase dotazu. V tomto pri-
pade rychlost vybavenia uzivatelského dotazu zavisi najmé na systéme uchovavajicom
data.

3. Ciasto¢na materializdcia: Dochadza k vypocitaniu len niektorych hodnét. Problémom

tejto moznosti je vsak spravna volba, toho ¢o mé byt predpocitané. [2]



2.2.2 Coddove pravidla

Dr. Edgar F. Codd definoval 12 pravidiel, ktoré popisuji vlastnosti OLAP:

1.

10.

11.

12.

Multidimenzionédlny a konceptudlny model — OLAP by mal poskytovat uzivatelovi
muldimenzionalny model tak, aby zodpovedal jeho potrebam a aby tento model mohol

pouzivat na analyzu zhromazdenych idajov.

. Transparentnost — To ze uzivatel mdze plne vyuzit svoju produktivitu, odbornost a

samotné prostredie docielime tym, ze technologie systému OLAP, jeho databdzy a

architektura vypoc¢tu budua transparentné.

. Dostupnost — Systém OLAP by mal pristupovat len k tidajom, ktoré st potrebné

pre analyzu. Systém by mal navyse byt schopny pristupovat k tymto diatam bez
ohladu na to, z ktorého heterogénneho podnikového zdroja pochidzaji a ako casto

su obnovované.

. Stabilnéd vykonnost — Uzivatel nesmie pocitit znizenie vykonu, aj ked velkost databazy

postupom casu narasta.

. Architektira klient /server — OLAP musi fungovat na zéklade architekttry klient/ser-

ver. Ddlezita je cena, vykon, flexibilita, interoperabilita.

. Genericka dimenzionalita — Kazda dimenzia idajov musi byt ekvivalentnd v Struktire

a operacnych schopnostiach.

Dynamicka manipulacia s riedkymi maticami — Systém OLAP musi byt schopny pris-
posobit svoju fyzicktl schému na konkrétny analyticky model, ktory optimalne oSetri

riedke matice za stcasného udrzania pozadovanej irovne vykonu.

. Systém OLAP musi byt schopny podporovat viacero uzivatelov, pripadne skupin uzi-

vatelov, pracujicich sicasne na konkrétnom modele.

. Neobmedzené operacie naprie¢ dimenziami — Systém OLAP musi rozoznat dimenzi-

onalne hierarchie a automaticky vykonavat vypocty v ramci dimenzii a medzi dimen-

ziami.

Intuitivna manipulécia s ddtami — Uzivatelské rozhranie musi zvladat intuitivne ma-

nipulécie v pre uzivatela pristupnom prostredi.

Flexibilny pristup — Schopnost usporiadat stipce a bunky sposobom, ktory umozni

analyzu a intuitivnu prezentaciu analytickych zostdv.

Neobmedzené dimenzie a drovne agregacie — V zavislosti na poziadavkach procesu
rozhodovania méze mat analyticky model viacero dimenzii, pricom kazda z nich méze
mat viactroviiovu hierarchiu. Analyticky model by nemal byt umelo obmedzovany

poc¢tom dimenzii a droviiami hierarchie. [15]



2.3 Datové sklady

Uz zo samotného nazvu datové sklady (data warehouses) je mozné odvodit, ze slizia na
ukladanie dat, avsak ich tucelom nie je data len uchovavat. Datovym skladom nazyvame
technol6giu na nahravanie, ukladanie a poskytovanie dat pre podporu rozhodovania vy-
konévani analyzou informdcii a vytvaranim znalosti. [16]. Definicia ddtového skladu Billa
Inmona z roku 1990 hovori, ze datovy sklad je subjektovo orientovand, integrovana, ca-
sovo premennd a perzistentnd kolekcia dat pre podporu procesu rozhodovania. Subjektova
orientacia hovori, ze data su zamerané na Specificky subjekt a nie na aktudlne prebieha-
juce operacie v spolo¢nosti. Integrovanost datovej sady spociva v tom, ze data v ramci nej
st ziskané a integrované z viacerych zdrojov. Casova predmetnost znamené uchovévanie
historickych data tak, ze ich podoba je uchovavana vzhladom na jednotlivé ¢asové body.
Perzistentost datovej sady znamena to, ze data ulozené v ramci datovej sady nie sd nijak
modifikované ani mazané. 1] Z tychto vlastnosti vyplyva, ze klasické produkéné databazy,
nazyvané aj OLTP (Online transactional processing), nie si vyuzitelné ako datové sklady.
Vo vicsine pripadov slizia totiz na uchovanie dat, ktoré zachytavaja stav organizacie v
aktualnom casovom bode. Pre analyzu dat st potrebné data historické, ktorych ukladanie
v ramci tychto systémov by viedlo k degradécii vykonu. Ich tcelom je sprostredkovat rychle
spracovanie transakcii zameranych na vkladanie, odstranovanie, upravovanie a podobné
operacie. Systém OLTP byva vicsinou decentralizovany, ¢o znamena, ze data v ramci neho
st ukladané na viacerych heterogénnych serveroch. Pre analyzu dat by vsak bolo potrebné
tieto data homogenizovat a integrovat, ¢o by bolo zlozité. [16] Schému datovych skladov

zobrazuje obrazok 2.1.
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Obr. 2.1: Schéma datového skladu [/]



2.3.1 Zdroje dat a ich spracovanie

Zdroje dat moézu byt produkéné, interné a externé. Medzi produkéné zdroje dat patria
produkéné databazy, z ktorych st data ziskavané pomocou databazovych dotazov. Medzi
data interné mézu patrit dita ulozené zamestnancami firmy v réznych stboroch. Zdrojmi
externych dat moézu byt napriklad weby sliziace na interakciu firmy s vonkajsim prostredim
[16].

S pojmom datovych skladov je velmi tizko spéty proces ETL. Ako uz bolo vyssie zmie-
nené, jedna sa o extrakciu, transforméaciu a nahratie dat do datového skladu. V néaslednej

casti si vysvetlime jednotlivé fazy ETL:

e Extrakcia dat je faza, pri ktorej dochadza k extrahovaniu a zberu dat zo zdrojov.
Extrakcie pozname: Jednorazova extrakcia, kedy dochadza k extrakcii len raz. Ob-
Casnd, pocas ktorej dochddza k extrakcii dat v redsich nepravidelnych intervaloch.

Periodické, ked st data ziskavané v periodicky sa opakujicich ¢asovych momentoch.

e Transformécia dat je fiaza, ktorej ulohou je zvysit kvalitu vstupnych dat. Pocas
transformacie dat dochadza k ich cisteniu, zjednoteniu pouzivanej terminolégie, for-
métov dat, dopliianie ¢asovych tdajov, kedze tieto tidaje sa mozu pri réznych zdrojoch

lisit alebo tplne chybat.

e Nahratie je findlnou fazou ETL. Pocas nej dochadza k samotnému uloZeniu extra-
hovanych a transformovanych dat do tabuliek datového skladu. Nahravanie dat moéze
prebiehat tromi spésobmi. Prvy spdsob je inicidlne nahranie, ked dochadza k nahratiu
vsetkych dat do prazdneho skladu. Inkrementalne nahratie je druhym spésobom, pri
ktorom dochadza k doplneniu zmien reflektujicich zmeny v zdroji. Poslednym spdso-
bom je prepis dat, kedy st data v sklade kompletne zmazané a prepisané aktudlnymi

détami. [10]



Kapitola 3

Big Data

Ako uz zo samotného nazvu vyplyva, Big Data st velké ddta. Aby sme boli este presnejsi
data tak velké a komplexné, Ze ich spracovanie dostupnymi databazovymi prostriedkami
alebo klasickymi aplikdciami sa stdva obtiaznym [1(]. Preto je potrebné pre spracovanie
Big Data hladat nové sposoby a technoldgie. Danu transforméaciu a potrebu novych metéd
moze ilustrovat napriklad to, Zze podla IBM bolo 90% dét, ktoré mame k dispozicii, vypro-
dukovanych v poslednych 2 rokoch. S rozvojom informacnych technolégii a ich postupnym
prenikanim do dalsich a dalSich oblasti sa da ocakavat este dalsie zvysenie produkcie dat.
Predpoklada sa, ze v roku 2020 bude kazda Iudskéd bytost produkovat 1,7 megabajtu dat
kazdu sekundu, v tom c¢ase bude rozsah nami naakumulovanych dat 44 zettabajtov. Takéto
objemy dat su tazko predstavitelné, ale je potrebné si uvedomit, ze dalsie prognézy hovo-
ria, ze v roku 2020 bude vlastnit smartfony, so senzormi schopnymi zaznamenavat a zbierat
data, 6,1 miliardy uzivatelov a do internetu bude pripojenych cez 80 milidrd inteligentnych
zariadeni. Dalsou oblastou produkujicou obrovské objemy dat st socidlne siete. Len sa-
motny Facebook mal v trefom kvartali roku 2017 viac ako 1,3 miliardy denne aktivnych
uzivatelov. Podla statistik bolo zaciatkom roku 2017 vytvorenych denne 500 miliénov takz-
vanjch tweetov na socidlnej sieti Twitter. Dal$imi moznymi zdrojmi rozsiahlych dat mézu
byt rdzne transakcie, ¢i uz online alebo klasické no elektronicky archivované, zaznamy o

aktivitdch uzivatelov na webovych strankach, medicinske zdznamy a podobne.

3.1 Vlastnosti Big Data

Najznédmejsou skupinou vlastnosti Big Data je definicia vlastnosti podla .,V Této definicia
vychédza z charakterizovania dat anglickymi slovami zac¢inajicimi na pismeno ,V*. Ich pocet
sa podla réznych zdrojov lisi. Zakladna charakteristika znama ako 3 V uvadza Volume,

Velocity, Variety. Dalsie charakteristiky rozsiruji 3 V o Veracity a Value.[21][27]

e Volume — objem, popisuje data z pohladu velkosti ich rozsahu. Existuje zhoda, Ze
ked sa jedna o objem dat vo velkosti gigabajtov este sa o Big Data nejedna. No ked

sa objem dostdva na uroven terabajtov, uz hovorime o Big Data. Obrovsky objem
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dat je jeden z hlavnych dévodov, preco na spracovanie Big Data uz nestacia klasické

databazové systémy.

e Velocity — rychlost produkcie dat. V predchadzajicom odseku st uvedené priklady

rychlosti vzniku dat.

e Variety — roznorodost. Zameriava sa na definovanie toho, ze ddta moézu pochadzat z

roznych zdrojov, obsahuju rézne datové typy a si ukladané v réznych formatoch.

e Veracity — pravdivost dat. Definuje to, ze ddta musia pochadzat z doéveryhodného

zdroja.

e Value — hodnota. Nejednd sa o vlastnost, ktord maju len Big Data, ale vseobecni
vlastnost toho, ze data, ktoré uchovavame by mali mat pre nds hodnotu a ich spra-
covanie by malo byt prinosom. Vzhladom na velkost dat v ramci Big Data je ich
uchovavanie naroc¢nejsie ako pri malych datach, a preto je to, aby produkovali pre nas

hodnotu, velmi podstatné [27][11].

3.2 Data Lake

S pojmom Big Data sa zacina objavovat aj novy pojem Data Lake. Jednd sa o pomerne novy
pojem, pre ktory neexistuje presna definicia. Spolo¢nosti zamerana na spracovanie velkych
dét k nemu pristupuje rozne. Vacsina pristupov sa vsak zhoduje v tom, ze Data Lake je
centralizovany repozitar umoznujtci ukladanie struktirovanych a nestruktirovanych dat a
ich analyzu. [22][10] Plni podobni funkciu ako datové sklady popisované v kapitole 2.3. Data
Lake a détové sklady sa vSak lisia sposobom, akym pristupuji k ukladaniu dat. Uéelom
Data Lake nie je nahradit datové sklady, ale fungovat ako ich doplnok. Vlastnosti Data
Lake si zhrnieme na ich porovnani s datovymi skladmi.

V ramci datovych skladov st ukladané data, ktoré presli procesom extrakcie, transfor-
macie a ulozenia. To je v kontraste so spoésobom ukladania dat v ramci Data Lake, kde st
data uchovavané ,tak ako si”. To znamend, ze ddta neprechadzaju procesom transformacie
pri ukladani a st ukladané vo forme v akej boli ziskané. Preto sa v Data Lake mé6zu sicasne
nachadzat data struktirované aj nestruktirované. Datové sklady vyuzivaji princip nazy-
vany schéma pri zapise. Najprv sa definuje schéma tloziska. Pri ukladani st ddta najprv
strukturované podla definovanej schémy a az nasledne ukladané. To vyzaduje znalost dat,
ich tc¢elu, vstupného formatu a navrh ich transformaécie uz pri ich ukladani. Pri Data Lake
sa naopak vyuziva princip nazyvany schéma pri ¢itani. Data sa zapisuju bez transformaécii.
Schéma a Struktira st im priradené az pri ich ¢itani za istym tcelom [15]. To umoznuje ukla-
dat data, ktorych tcel nemusime poznaft, ale predpokladdme ich vyuzitie az v budicnosti.
Tento pristup je vhodny pre ukladanie velkych dat, pretoze prichadzaji z réznych zdrojov,
v rdznych formatoch a vo velkom mnozstve. Transformacia, ¢istenie a strukturalizovanie

dét uz pri ukladani, by pri Big Data bola vypoctovo prilis naro¢nd, priam nezvladnutelna
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uloha. Rozdiel v uchovavani dat mé za nésledok rozdielne naroky na hardvér, pouzivany v
jednotlivych systémoch. Datové sklady st postavené na nizSom mnozstve strojov s cenovo
naroc¢nejSom hardvérom, umoznujicom rychle obsltzenie dotazov, zatial ¢o koncept Data
Lake je postaveny na velkom pocte strojov s lacnym hardvérom, umoznujicim ukladanie
obrovskych dat a zrychlenie dotazov vdaka paralelizmu. Takisto pozivatelia tychto systé-
mov su rozdielni. Zatial, co uzivatelmi datovych skladov st biznis analytici, uzivatelmi Data
Lake st datovi vedci, datovi developeri a az po vystupe ich prace sa nimi stdvaji aj samotni
biznis analytici. [13]

Vyssie popisané vlastnosti prindsaji vyhody, ale aj nevyhody. Medzi vyhody patri fle-
xibilita tychto systémov. Je jednoduché pridédvat do nich nové zdroje dat, ktoré sa maju
uchovavat. Takisto sa jednoducho rozsiruju a implementuji nové poziadavky analytikov,
alebo pridavaju nové analyzy nad data, ktoré boli doposial len ukladané. Medzi nevyhody
patri to, ze ukladanie obrovskych objemov dat komplikuje hladanie uzito¢nych informacii
a takisto moze v extréme dopadntuf tak, ze sice budeme mat ulozenych mnoho dat, ale

nebudt mat pre nas ziadnu hodnotu.

3.3 Metody spracovania Big Data

Obrovské objemy dat si vyzaduju iné pristupy na spracovanie ako klasické ddta. Spracovanie
Big Data mozeme rozdelit na dve metddy a to podla spdsobu, ako k spracovaniu dochadza

a Casu, kolko trva, kym dodaja vysledok, na:

e Batch processing — jedné sa o déavkové spracovanie. Aplikéacie na davkové spracovanie
su navrhnuté tak, aby spracovavali velké mnozstva historickych dat distribuovane a
paralelne. Vysledky tychto vypoctovych operacii nie st dostupné okamzite, ale ich
spracovanie trva niekolko hodin, pripadne aj dni. Pouzitie tejto metédy spracovania
velkych dat je vhodné napriklad na planovanie a urcovanie stratégii, ¢o su ukony,
ktoré samé trvaju nejakid dobu a nepotrebuju vysledky analyz okamzite. Sila tychto
systémov spociva v tom, ze dokazu dorucit vysledky pozadovanych analyz nad histo-

rickymi datami, ktoré boli zbierané roky pripadne desatrocia.

e Stream processing — systémy na streamové spracovanie dat si vhodné pre aplikacie,
ktoré potrebuji neprestajne analyzovat velké objemy zivych dat s nizkou latenciou. Ich
spoOsob spracovania dat sa zameriava na to, ze spracovavaji data ako prudy dat. Prad
dat mozeme definovat ako kontinudlny prisun prichddzajicich datovych zdznamov
porovnatelny s datovym kanalom. Tieto systémy spracovavaju data v redlnom case,
pripadne Case blizkemu realnemu casu. Takéto systémy stt vhodné na spracovanie dat

z rOznych snimacov pre systémy na detekciu hrozieb a inych okamzitych udalosti [14].
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3.4 Vlastnosti systémov pre spracovanie a ukladanie Big Data

Big Data sa vsak nevztahuji len na samotné data a ich definiciu, ale dany koncept zavadza
aj technologické poziadavky na spracovanie a ukladanie takychto dat. Ako uz bolo vyssie
zmienené, systémy na spracovanie Big Data sa musia od klasickych databazovych systémov
lisit, aby boli schopné spracovavat data v akceptovatelnom case. Preto tieto systémy musia

mat nasledujice vlastnosti:

e Distribicia dat — velky set dat je najprv rozdeleny na mensie casti alebo bloky, ktoré

st nésledne distribuované na viacero uzlov respektive strojov.

e Paralelné spracovanie — data st spracovavané paralelne na stroji, kde st ulozené, ¢o
zvysuje vypoctov silu N-nédsobne podla poétu strojov v klastri. Po spracovani dat na

jednotlivych strojoch dochadza k zluc¢ovaniu dat do vysledku.

e Zotavenie z chyb — dochadza k replikécii jednotlivych dat na viacero strojov. V pripade
zlyhania jedného stroja nam replikacia dat umoznuje pristup k datam uloZenym na

inom stroji.

e Pouzitie cenovo dostupného hardvéru — pre vysoki schopnost tolerancie chyb je mozné
prevadzkovat takyto systém na hardvéri nizkej ceny a nie je potrebny ziadny Specia-

lizovany hardvér.

e Flexibilnost a skalovatelnost — architekttra systému umoziuje jednoduché pridavanie

a odoberanie uzlov z a do vypoctového klastra podla potreby [20].

Jednym z takychto systémov je aj Apache Hadoop, o ktorom pojednéva kapitola cislo 5.
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Kapitola 4

MapReduce

MapReduce je abstraktny model paralelného programovania, navrhnuty na spracovanie

velkych setov dat na klastri pocitacov, péovodne vyvinuty spolo¢nostou Google.

4.1 Zakladny princip

Zakladnym principom modelu MapReduce st dve fazy. Prvou je faza nazyvana map a druha
sa nazyva reduce. Zmienované fazy maji pévod v rovnomennych funkciach pochadzajucich z
funkciondlneho programovania. Zjednodusene sa da povedat, ze jednotlivé fazy MapReduce
funguji nad kliémi a im priradenymi hodnotami [17] [24]. V nasledujucich podkapitolach

si vysvetlime ako presne funguja.

4.1.1 Faza map
Funkcia map

Pre vysvetlenie fungovania funkcie map si pouzijeme jej implementaciu v programovacom
jazyku Haskell. Funkcia map vracia zoznam prvkov vytvoreny aplikovanim funkcie, ktoru
dostane ako prvy parameter, na vsSetky prvky zo zoznamu, ktory dostane ako druhy pa-
rameter [5]. Z formdlneho hladiska mozeme funkciu map definovat tak, Ze jej vstupom je

funkcia f a zoznam prvkov z1, xs az x, a vystupom je zoznam prvkov f(x1), f(z2) az f(xy).

Princip fazy map

Vstupom fazy map st samotné data reprezentované ako dvojice kli¢ a hodnota. Jej vystu-
pom je zoznam parov kIu¢ a hodnota. Pocas fazy map je nad kazdym parom kla¢-hodnota
spustend uzivatelom definovana funkcia fazy map [17]. Pre lepsiu predstavu si vysvetlime
fazu map na priklade. Predpokladajme, Ze implementujeme v MapReduce pocitanie vy-
skytu slov v dokumente. V takomto pripade bude vstupom funkcie vo fize map dvojica
¢islo riadku reprezentujice kli¢ a hodnotou bude obsah jedného riadku. Funkcia prejde

riadok a pre kazdé slovo vytvori dvojicu klié-hodnota nasledovne: klti¢om bude samotné
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slovo a hodnota bude 1, ¢ize jeho vyskyt. Po skonceni fazy map teda bude v systéme zoznam

dvojic obsahujicich kazdé slovo v dokumente ako klti¢ a rovnakou hodnotou 1.

4.1.2 Faza reduce
Funkcia reduce

Pre vysvetlenie fungovania funkcie reduce si pouzijeme jej implementaciu v programovacom
jazyku LISP. Funkcia reduce vyuziva bindrnu operaciu na skombinovanie prvkov zoznamu.
Bindrna operécia je teda prvym parametrom funkcie a samotny zoznam druhym [1]. Z
vnutorného hladiska si jej priebeh mézeme predstavit nasledovne f(..f(f(z1,z2)x3)..20),

kde f je funkcia, a 1 az x, su prvky zoznamu.

Princip fazy reduce

Vstupom fazy reduce je dvojica klu¢ a zoznam hodnét. Jej vystupom je dvojica kluc-
hodnota. Cize funkcia fazy reduce je sptstana nad kazdou dvojicou kIG¢ zoznam hodnét a
vykonava nad hodnotami asociovanymi s jednotlivymi klti¢mi redukciu alebo agregovanie
[24]. Pre lepsie pochopenie si vysvetlime fungovanie fazy reduce na pokracovani prikladu
pouzitom pri vysvetlovani fazy map. Vstupom pre kazdu funkciu vo faze reduce bude dvoj-
ica kIi¢, ktorého hodnota bude unikatne slovo najdené zo vstupného dokumentu, a zoznam
hodnét 1 s dizkou rovnej poétu vyskytov slova v dokumente. Funkcia vykond operéciu stcet
nad tymito hodnotami a na vystup zapise dvojicu slovo a vysledok stctu ako dvojicu kluc

hodnota, ktoré st aj vysledkom celého implementovaného algoritmu.

4.1.3 Faza shuflle

Z podkapitol 4.1.1 a 4.1.2 vyplyva, ze vystup funkcie vykonavanej vo faze map nie je totozny
so vstupom funkcie fazy reduce. Preto je medzi fazu map a reduce este vlozena faza shuffle.
Pocas nej sa najprv cely zoznam dvojic klti¢ a hodnota triedi podla kltca. Po utriedeni sa
vsetky hodnoty s totoznym klicom zlucia do jedného zoznamu, ¢im vznikne dvojica klac
a zoznam hodndt, vystupujica na vstupe fazy reduce. Tato cast nie je navrhovana ani

implementovana uzivatelom a plne sa o nu stard vypoctovy model MapReduce.[21]

4.2 Paralelizmus v MapReduce

Néavrh MapReduce umoznuje paralelny beh vypocétu vo velkom vypoctovom klastri. Funkcia
fazy map moze byt vykondvana paralelne, pre kazdy par kli¢-hodnota zo vstupu, a moéze byt
vykonavand priamo na uzle, kde sa dané data nachadzaju. To znacne redukuje ¢as potrebny
na vypocet a taktiez mnozstvo prendsanych dat. Prakticky to znamend, ze program sa

posiela tam, kde si déata, a nie data k programu.
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Cast triedenia fazy shuffle moéze prebiehat paralelne nad jednotlivymi vystupmi funkcii
fazy map. Data sa prendsaju medzi strojmi v klastri az medzi krokmi triedenia a zlicenia
fazy shuffle. Cast zlicenia moze byt vykondvana paralelne pre kazdy unikétny kIug.

Funkcia fazy reduce opdf moze byt vykonavand paralelne pre kazda unikatnu hodnotu
klica.[17][24] Obréazok 4.1 zobrazuje paralelny beh MapReduce.

Map Shuffle Reduce

Sort Group by key Merge

Obr. 4.1: Schéma paralelného behu MapReduce [24]
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Kapitola 5
Apache Hadoop

Apache Hadoop je opensource projekt pod zastitou The Apache software foundation, ktory
umoznuje distribuované spracovanie a ukladanie rozsiahlych objemov dat. Ako bolo vySsie
spomenuté, tento software spliia poziadavky na vlastnosti systémov pre spracovanie Big
Data. Distribiciu dat, zotavovanie sa z chyb a replikdciu dat zabezpecuje cast systému
nazyvand Hadoop Distributed File System (HDFS), ktord implementuje paradigma dis-
tribuovaného siborového systému. Paralelné spracovania dat, v ramci platformy Hadoop,
zastresuje Hadoop YARN a implementdcia MapReduce, preberaného v kapitole 4. Hadoop
MapReduce obsahuje rézne kniznice na spracovanie dat vo viacerych programovacich jazy-
koch. V ramci tohto diela bude preberand ich implementécia v jazyku Java. Hadoop YARN
sa stard o planovanie a sledovanie tloh z MapReduce spustanych vo vypoctovom klastri.
HDEFS spolu s MapReduce a YARN sd navrhnuté tak, aby mohli byt spistané na vypoc-
tovych klastroch, ktoré st zlozené z cenovo dostupného hardvéru, nazyvaného ,,commodity
hardware*. Dalsou z vlastnosti, ktoré Hadoop podporuje, je $kdlovatelnost. Systém méze
byt teoreticky nasadeny aj len na jeden stroj. V tom pripade ale prichddzame o moznost
paralelného spracovania, distribuicie a replikacie dat. Nasadenie na mnoho strojov je preto
beznejsie, pricom moze ist az o tisice, ako napriklad v spolo¢nosti Yahoo, kde sa nachadza
vypoctovy klaster s velkostou 4500 strojov [3]. V dalSom texte sa budeme podrobnejsie

venovat jednotlivym castiam systému Hadoop.

5.1 Hadoop distributed file system

Ako bolo vyssie spomenuté, HDFS je implementécia distribuovaného siiborového systému.
Jednou z vyhod tohto pristupu k ukladaniu dat je skutocnost, ze moézeme ukladat si-
bory, ktorych velkost presahuje velkosti jednotlivych tloznych zariadeni distribuovaného
suborového systému. Problémom je ale to, Ze so zvic¢Sovanim vypoctového klastru sa bude
zvysSovat pravdepodobnost zlyhania niektorého zo strojov vo vypoctovom klastri. Preto je
dalSou z vlastnosti HDF'S odolnost voci chybam. Tato vlastnost je zabezpecend replikaciou

dat. HDFS preto jednotlivé sibory rozdeluje na bloky a tie nasledne zapisuje a replikuje

17



na rozne stroje v klastri. V podkapitole 5.1.1 je popisané akym spdsobom st data ukladané
z pohladu rozdelenia a replikicie. Podkapitola 5.1.2 pojednava o architektire systému z
pohladu aktivnych prvkov, ktoré sa o tento zapis a replikaciu staraji. V podkapitole 5.1.3

st zhrnuté silné a slabé stranky systému, ktoré z jeho navrhu a implementacie vyplyvaju.

5.1.1 Ukladanie a replikacia dat
Sposob ukladania siborov do blokov

Tak, ako klasické suborové systémy, aj HDFS pouziva systém ukladania siiborov spdsobom,
ze ukladany stibor je rozlozeny do nezavislych blokov, ktoré st nasledne zapisané do réznych
miest siiborového systému. Rozdiel vsak spociva vo velkosti jedného bloku. Kym pre stibo-
rové systémy je velkost bloku v rozsahu kilobajtov, HDFS pouziva pri zakladnom nastaveni
velkost bloku 128 MB. Stibor mensi ako velkost bloku, na rozdiel od klasickych siborovych
systémov, nezaberd na tloznom zariadeni celi velkost bloku, ale len skutoénua velkost si-
boru. Jeho zapisanim vsak dochadza ku konzumacii bloku, ktorych je limitované mnozstvo.
K problému malych stiborov sa vratime pri zhrnuti vlastnosti systému v podkapitole 5.1.3.

Motivaciou k vyuzivaniu velkych blokov je redukcia ceny hladania blokov. Preto pri
dostatocne velkom bloku je prenos samotného bloku mnohokrat dlhsi ako jeho vyhladanie.
Tlustrujme to nasledujucim vypoctom. Predpokladajme dobu hladania 10 ms a prenosovi
rychlost 100 MB/s. Ak chceme, aby doba hladania bola 1 % z doby prenosu, jednoduchym
vypoctom sa dostaneme k velkosti bloku 100 MB. Preto je zdkladné velkost bloku 128 MB,
aj ked mnohé instalacie HDFS pouzivaju este vicsie bloky. Za predpokladu zvySovania sa

rychlosti ¢itania modernych diskov sa dé ocakéavat narast velkosti blokov [25][12].

Replikacia dat

Vyssie zmieneny koncept ukladania dat do blokov je vhodny pre proces replikacie. Repli-
kacia ndm zabezpecuje toleranciu chyb a dostupnost dat. Z cielom zabezpecit funkénost aj
v pripade zlyhania stroja alebo poskodenia disku, respektive jeho blokov, je kazdy blok re-
plikovany na viacero fyzicky separatnych strojov. V pripade, Ze je nejaky blok nedostupny,
jeho kopia méze byt precitana z inej lokality spdsobom transparentnym pre klienta. V pri-
pade poskodenia alebo nedostupnosti stroja, na ktorom je blok ulozeny, méze byt dany blok
replikovany zo zdloznej kopie, aby sa obnovil faktor replikdcie na pévodni hodnotu [28].
Replikacia stuboru napriec¢ klastrom je ilustrovand na obrazku 5.1.

V rdmci HDFS je v zdkladnom nastaveni hodnota replikdcie nastavend na hodnotu 3.
Toto nastavenie umoznuje pristup ku vsetkym datam aj v pripade, ze d6jde k zlyhaniu
dvoch strojov s replikovanymi datami. Hodnota nastavenia poctu replik je nastavitelna v

intervale od 1 do 512. Aplikdcie m6zu tito hodnotu nastavovat pre kazdy sibor osobitne

[28].
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Block Replication

Namenode (Filename, numReplicas, block-ids, ...)
/users/sameerp/data/part-0, r:2, {1,3}, ...
/users/sameerp/data/part-1, r:3, {2,4,9}, ...

Datanodes

Obr. 5.1: Replikacia blokov v HDFS [12]

5.1.2 Architektira systému

HDFS klaster ma dva typy uzlov operujicich na zdklade konceptu master/slave. V role
master vystupuje takzvany NameNode a v rolach slave vystupuju uzly nazyvané DataNode.
NameNode sa stard o idrzbu menného priestoru (namespace) siborového systému. Udrzuje
a spravuje strom suborového systému, vsetky metadata o siboroch a zlozkach v systéme.
DataNode naopak uchovava jednotlivé bloky v ramci siborového systému, spristupnuje ich
a oboznamuje NameNode so zoznamom uchovavanych blokov [28].

NameNode aj DataNode si aplikdcie implementované v jazyku Java, ¢o umoznuje ich
vysoku prenositelnost. Systém je véacSinou navrhovany tak, Ze NameNode bezi na jednom
dedikovanom serveri a zvysné stroje v klastri maji spustent instanciu aplikacie DataNode
[28]. Architektira systému este obsahuje klienta, ktory je zodpovedny za interakciu HDFS

s uzivatelom. Celd architektira, aj s principom komunikacie, je zobrazend na obrézku 5.2.

NameNode

Ako uz bolo vyssie spomenuté, NameNode uchovava strom stiborového systému, metadata
o suboroch a zlozkach v siborovom systéme. Tieto informéacie st ulozené na jeho lokal-
nom disku v dvoch stiboroch, v siibore pre obraz menného priestoru a v stibore pre log
zmien. NameNode uchovava znalost o tom, na ktorych datovych uzloch (DataNodes) st
ulozené bloky jednotlivych stborov. Tato informécia ale nie je ulozena trvale, je ziskavana

z datovych uzlov pri spusteni systému. Rovnako uchovava aj informéciu o pocte replik da-
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nych blokov. V pamati je uchovavana aj reprezentacia metadat siiborového systému. Tie to

informdcie slizia na obsluhu poziadaviek na ¢éitanie zo suborového systému [28] [12].

Obraz stiborového systému a log zmien

Ked klient vykonda operaciu zapisu do suborového systému, transakcia je najprv nahrata
do logovacieho siboru zmien. Zmena v logu zmien vyvold zmenu pamétovej reprezentacie
stuborového systému. Z konceptudlneho hladiska je log zmien jedna entita, ale reprezento-
vany je viacerymi sibormi na disku. Pre zapis je vzdy otvoreny len jeden logovaci sibor
a pri kazdej transakcii je okamzite vyntutena operacia flush a jeho synchronizacia. Az po
vykonani tychto operacii je klientovi navrateny kéd pre tspesny vysledok transakcie. Takto
je zabezpecené, ze nedojde k strate ziadnej z transakcii.

Stbor uchovavajtci obraz systému sa nazyva fsimage a uchovava kompletny trvaly za-
znam metadat systému. Neaktualizuje sa vS8ak s kazdou transakciou, kedze jeho velkost
moze dosahovat gigabajty, a jeho zapis by bol prilis pomaly. Toto vsak nijako neznizuje
spolahlivost systému, kedze v pripade zlyhania NameNode dojde po jeho opédtovnom spus-
teni k nacitaniu fsimage siboru do paméte a aplikovaniu relevantnych zmien ulozenych v

logu zmien [28][25].

NameNode ako slabina systému

7 definicie NameNode vyplyva, ze vsetky tidaje o siborovom systéme, siboroch v nom a
ich rozdeleni na bloky, sii uloZené na jednom stroji. To z neho robi SPOF (Single point
of failure). V pripade vypadku alebo zlyhania stroja, na ktorom je spustend instancia
NameNode, déjde k znepristupneniu celého systému, kedze o lokalitach blokov mé znalost
len NameNode. V Hadoop existuji, 2 sposoby ako sa dé s tymto problémom vysporiadat.

Prvou z moznosti je vytvorenie zdlohovania siborov, ktoré ukladaju perzistentné meta-
déata o siborovom systéme. Hadoop umoznuje nakonfigurovat NameNode tak, aby zapisoval
tieto stibory na viacero siborovych systémov. Tieto zapisy st synchronizované a atomické.
Obvykle sa vyuziva zapis na lokalny disk a do zdielaného sietového disku (NFS).

Druhou moznostou je mat spusteny sekundarny NameNode. Jeho nazov by mohol na-
povedat, ze sa jedna o druhy aktivny NameNode, ale nie je tomu tak. Jeho tlohou je pe-
riodicky vykonavat aplikovanie zmien ulozenych v logu zmien na stibor fsimage. Nasledne
potom vyvola ulozenie vytvoreného obrazu na primarny NameNode a nechd si ulozent
képiu. Takto vytvara akusi zdlohu, a tiez zabranuje tomu, aby log zmien na primarnom
NameNode narastol do prilis velkych hodndt. Poziadavky na velkost pamate a vykon CPU
sekundarneho NameNode sa preto nelisia od poziadaviek na primarny a dolezité je, aby
bezal na oddelenom fyzickom stroji.

Vzhladom na to, ze sekundarny NameNode neméa ulozené vSetky zmeny, ale len sa na
ne periodicky dopytuje, pri kompletnom vypadku primarneho NameNode moéze stile dojst

k strate dat. Preto sa odporica kombindcia oboch pristupov [25].
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DataNode

DataNode operuje ako slave. Jeho tlohou je ukladat bloky na svoj lokdlny disk a peri-
odicky oboznamovat NameNode o zozname blokov, ktoré uklada. Pri starte systému je
dotazovany na bloky dat, ktoré uchovéva. Pre komunikaciu s NameNode pouziva TCP/IP
protokol. DataNode posiela na NameNode takzvané , hearthbeat spravy. Pomocou nich obo-
znamuje NameNode, Ze je dostupny. V zdkladnom nastaveni je tento interval 3 sekundy.
Ked NameNode nedostane takito spravu od DataNode v priebehu 10 mintt, predpoklada,
ze DataNode zlyhal a jeho bloky povazuje za stratené. Tieto spravy obsahuju aj informacie
o DataNode. Obsahuju napriklad jeho vytazenie, pomocou ktorého vykonava NameNode
rozlozenie zataze tzv. ,loadbalancing®.

Bloky si na DataNode ukladané do jeho normalneho siiborového systému. Pre kazdy
blok sa vytvoria 2 stibory. Prvy obsahuje samotné data bloku, druhy obsahuje kontrolny
stucet pre blok. Kontrolny sucet je vytvoreny klientom pri zapisovani dat. Pouziva sa na
overenie toho, ze nedoslo k poskodeniu dat pri prenose, alebo chybou disku na DataNode.
Velkost bloku nie je zaokrihlovana ani dopliian4, a preto blok zaber4 na siborovom systéme
DataNode velkost rovnu velkosti dat, ktoré ukladd [12][25].

DataNode umoznuje ukladat képie casto Citanych blokov do svojej paméte, ¢o este
zlepsuje dobu pristupu. Z tejto vlastnosti mozu benefitovat aplikacie spustané v klastri,

ktoré moézu vykonédvat tlohy spaté s blokmi ulozenymi v paméti DataNode priamo na nom

[28].
Secondary
HDFS *——>* NameNode +——» Mol
CLient
Meta Data.Heart Beat, block report

igﬂ_aN_ﬂf; _DataN dé; léa an dé; _DataNode

A A C L A

-—-Replication-:
A B B B
C B C C

Obr. 5.2: Schéma HDFS z pohladu NameNode a DataNode [(]
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5.1.3 Zhrnutie vlastnosti systému HDFS

Systém je navrhovany pre ukladanie obrovskych datovych setov, preto vynika v nasleduju-

cich oblastiach:

Detekcia a zotavenie sa zo zlyhania hardvéru, cenovo dostupny hardvér

Pri velkych klastrovych rieseniach je moznost zlyhania hardvérovej komponenty skor pra-
vidlom ako vynimkou. Vzhladom na to, ze v HDFS sa ocakavaji stovky az tisicky uzlov,
je systém navrhnuty tak, aby bol schopny sa s tymto javom vysporiadat. Detekciu zlyha-
nia zabezpecuje posielanie takzvanych , hearthbeat” spréav. Zotavenie sa z takéhoto stavu
zabezpecuje rozdelenie do blokov a ich replikacia. Cely systém je implementovany v jazyku
Java, ktory sa vyznacuje dobrou prenesitelnostou. Vdaka tymto vlastnostiam nie je nutné
pouzivat drahy vysoko spolahlivy a Specializovany hardvér, ale je mozné pouzitie cenovo

dostupného tzv. ,,commodity hardware®.

Streamovany pristup k datam

HDFS je postaveny na myslienke, ze spracovanie velkych datovych sad spociva v principe
zapis raz, ¢itaj mnohokrat. Datova sada je raz zapisand zo zdroja a néasledne sa nad nou
vykonavaji mnohé analyzy. Predpoklada sa, ze kazd4 analyza vyzaduje velkd cast ukla-
danych dat, pripadne dokonca celt. Preto sa kladie doraz na sekvencné citanie, kedze pri
citani velkej sady dat je doba citania celej sady dolezitejSia na tikor doby ¢itania prvého
zdznamu. Z toho vyplyva, zZe systém je vhodny na pouzitie pre ddvkové spracovanie a nie

pre interaktivne aplikacie [28][23].

Ukladanie velkych stborov

Velké stibory v tomto kontexte znamenajt stibory dosahujice velkost stovky gigabajtov
az terabajtov. Rozdelenie siiborov do blokov umoznuje ukladat stibory presahujtice velkost
diskov jednotlivych strojov, dokonca v teoretickej hladine je mozné ulozit sibor s velkostou

suctu vsetkych diskov v klastri.

Na dosiahnutie vyssie zmienenych vlastnosti museli byt vykonané ustupky, preto ma HDFS

niektoré vlastnosti, ktoré ho robia nevhodnym na vykonavanie inych Specifickych tloh:

Ukladanie mnozstva malych siiborov

Mapovanie ulozenia jednotlivych blokov si NameNode uchoviva v opera¢nej paméti. Velkost
dat uchovavanych o bloku, stbore alebo zlozke v pamati je priblizne 150 bajtov pre kazdu
entitu [28]. Predpokladajme, ze do systému ukladdme malé siibory mensie ako 1 blok. Pre

kazdy takyto stbor musi byt vytvoreny jeden blok, ¢ize 2 polozky paméti RAM stroja,
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kde bezi NameNode. Ulozné kapacity HDFS z pohladu diskov dosahuju velkosti v stovkéch
az tisickach terabajtov. Pri ulozeni jedného miliéna stiborov je potom potrebny v paméati
RAM priestor o velkosti minimélne 300 MB. Preto st miliény siborov este prijatelné, ale

miliardy uz prekracuji moznosti systému.

Rychly pristup k datam

Systém je optimalizovany na priepustnost pre velké datové sady. To znamena, Ze v pripade,
ze aplikacia potrebuje pristupovat k datam v rddoch milisekiind, nie je HDFS vhodné
riesenie. Vzhladom na to, Ze systém operuje na principe blokov, uz len ich samotny prenos

moze trvat v rddoch sekund.

5.2 YARN a Hadoop MapReduce

YARN (Yet Another Resource Negotiation) je systém na manazovanie prostriedkov vy-
poctového klastra v systéme Hadoop. Bol uvedeny vo verzii Hadoop 2, kde nahradil pre-
chadzajicu implementiciu manazmentu prostriedkov s ndzvom MapReduce 1 (MR1) po-
uzivaného v Hadoop 1. MR 1 totiz trpela niekolkymi nedostatkami, ktoré sa snazi YARN
odstranit [19]. Ked by sme chceli ndvrh systému Hadoop 2 vertikdlne rozvrstvit, tak naj-
nizsiu vrstvu tvori HDFS, ktory slizi ako tilozisko. Nad nou operuje ako vypoctova vrstva,
préve zmienovany YARN a najvyssiu vrstvu, aplika¢ni, tvori MapReduce. Tento navrh je
ilustrovany na obrazku 5.3. Univerzalnost YARN umoznuje spustat aj iné aplikicie ako
MapReduce. V dalsich podkapitolach st popisané navrh a vlastnosti klticovych prvkov
YARN a MapReduce.

Application MapReduce Spark Tez
Compute YARN
Storage HDFS and HBase

Obr. 5.3: Architektira YARN [28]

5.2.1 Architektiira YARN

Architektira YARN bola navrhnuté tak, aby umoznila lepsie zdielanie zdrojov, lepsiu ska-

lovatelnost a spolahlivost. YARN aj MR1 vychadzaji z konceptu master/slave. MR1 ma
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v role master JobTracker uzol, ktory zodpoveda za prijimanie tloh (Job) od klienta a za
pridelovanie, monitorovanie podiloh (Task). V role slave vystupuje TaskTracker, ktory zod-
poveda za spustanie jednotlivych map a reduce podiloh.

Principom vykonavania je snaha zabezpecif ¢o najvyssiu blizkost dat k nad nimi vy-
kondvanymi podulohami. Preto JobTracker spolupracuje s NameNode z HDFS a prideluje
ulohy TaskTrackeru, ¢o najblizsie pripadne priamo na DataNode, kde sa data nachadzaju.
TaskTracker nasledne spusti podilohu a po jej ukonceni informuje JobTracker, ze podiloha
skoncila. V momente ked JobTracker vyhodnoti, ze vSetky rozdelené podilohy boli dokon-
¢ené, informuje klienta o ukonceni tlohy [19]. JobTracker takto zodpovedd za planovanie aj
monitorovanie tloh.

Zakladnou myslienkou YARN je rozdelit Glohu planovania a tlohu monitorovania medzi
globalny ResourceManager a pre aplikaciu Specificky AplicationMaster. O spravu jednotli-
vych ,pracovnych® strojov sa stard NodeManager. Tieto stroje su rozdelené na kontajnery

(containers) [23].

5.2.2 Aplikacné rozhranie MapReduce

Aplika¢né rozhranie v Hadoop 2 pontka uzivatelovi abstrakciu pre tvorbu a spustanie
aplikacii. Ako uz bolo zmienené, zavedenim YARN je mozné na Hadoop klastri spustat
rézne aplikacie nie len MapReduce.

Cela stavba Hadoop vedie k tomu, aby uzivatel pri tvorbe aplikadcii na spracovanie
dat nemusel riesit paralelizaciu, synchronizaciu, prenos dat, ich ¢itanie respektive zapis. O
vsetky tieto a mnohé dalsie iikkony sa stard aplikacné rozhranie. V. MapReduce je prakticky
miniméalnou poziadavkou na uzivatela aby navrhnol a implementoval len samotné metédy
map a reduce. Avsak toto rozhranie poskytuje aj dalsie prvky, ktoré umoznuja efektiv-
nejsi a rychlejsi beh uzivatelskej aplikacie. V nasledujtcich podkapitolach si s istou mierou
abstrakcie popisané jednotlivé prvky aplika¢ného rozhrania MapReduce a prepojenie ap-
lika¢ného rozhrania MapReduce na YARN. Vzhladom na to, ze Hadoop je postaveny na

jazyku Java, jednotlivé nazvy prvkov koreluji s nazvami tried [28][7].

Mapper

Komponenta Mapper zaobaluje funkciu map. Mapovanie bezi ako individualna tiloha a zo
vstupnych zdznamov vytvara medzivysledky. Pre jednu dvojicu klic¢-hodnota na vstupe
moze vygenerovat 0 az mnoho vystupov. Vstupné a vystupné zaznamy nemusia mat rov-
nakd hodnotu. Jedinou podmienkou pre oba prvky v dvojici kli¢-hodnota je, ze musia byt
serializovatelné. Pre kazdy usek vstupu (InputSplit) spusti MapReduce rozhranie jednu
ulohu. Velkost jedného InputSplit je totozna s velkostou jedného bloku HDFS. Nésledne
Mapper vykona tlohu map nad kazdou z dvojic kltic-hodnota v InputSplit. Pocet spus-
tanych Mapper inStancii zavisi na velkosti vstupnych dat. Napriklad, pre vstupné data o

velkosti desat terabajtov pri velkosti bloku stodvadsatosem, sa spusti osemdesiatdvatisic
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instancii. Preto pre malé sibory méze dojst k tomu, Ze ¢as planovania a spustania Mapper
instancii prekroc¢i cas ich samotného vykondvania. MapReduce sa pri spustani instancie
snazi o tzv. optimalizaciu lokalnostou dat. Snazi sa teda spustat tlohu na uzle, kde sa na-
chadza blok, ktory ma spracovat, pripadne ¢o najblizsie k nemu. Vystup je zapisovany na
lokalny disk nie do HDFS [7].

Reducer

Komponenta Reducer zaobaluje funkciu reduce. Redukuje teda vystupy jednotlivych Map-
per instancii, ktoré zdielaji rovnaky kli¢ do mensich skupin hodnét. Reducer nedisponuje
moznostou lokalnosti dat, kedZe spracovava vystupy mapovania naprie¢ celym klastrom.
Jeho vysledok je zapisovany do HDFS s prvou replikou zvyc¢ajne na uzle, kde bola instancia
Reducer spustend. Pocet spustanych Reducer instancii méze uzivatel specifikovat. V pri-
pade, Ze uzivatel neSpecifikuje ich pocet, postara sa o to MapReduce aplikacné rozhranie.
V pripade, Ze je spustenych viac Reducer instancii, musi dochadzat k deleniu vystupov
mapovania. Uzivatel mdze toto delenie Specifikovat sam implementédciou triedy Partitioner.
V pripade, ze tak neucini, pouziva sa delenie implementované aplika¢nym rozhranim, ktoré
spaja do jednej particie kltice pomocou vysledku vypoctu hasovacej funkcie nad ich hodno-
tou. Je nutné poznamenat, ze aj v takomto pripade idi vsetky hodnoty s rovnakym klticom

na spracovanie do jednej Reducer instancie [7].

Partitioner

Komponenta Partitioner sa stard o delenie priestoru klic¢ov do particii. Jeho tlohou je im-
plementovat funkciu, podla ktorej st kltce rozdelované. Partitioner méa pristup aj k hodnote
z dvojice kIic¢-hodnota, ¢ize deliaca funkcia moéze byt implementovana aj nad hodnotou. Je
nutné dodrzat to, aby bol pocet particii zhodny s poc¢tom spustenych Reducer instancii.
V pripade, ze bude pocet pariticii mensi, spracovanie bude neefektivne, kedze niektoré in-
stancie Reducer nebudi dostdvat ziadny vstup. Ak bude tento pocet vyssi, budia dvojice

kli¢-hodnota pridelené do particie bez instancie Reducer zahodené [25] [7].

Combiner

Komponenta Combiner slizi na optimalizaciu velkosti prenasanych dat medzi inStanciami
Mapper a Reducer. Instancia triedy Combiner totiz bezi na tom istom uzle ako Mapper a
jeho tlohou je lokalna redukcia. Combiner implementuje ta istd funkciu ako Reducer. O
tom, ¢i bude Combiner spusteny alebo nie, rozhoduje MapReduce aplika¢né vrstva. Pocas
behu komponenty Combiner totiz dochddza k zapisom na disk a tie m6zu mat efekt na
spomalenie samotného behu aplikécie. Pri pouzivani instancie triedy Combiner musime byt
opatrni, kedze jej nespravne zapojenie méze ovplyvnit vysledok celej MapReduce tlohy. Jej

zapojenie je mozné len v pripade, ze operacia, ktoru vykondva Reducer, je komutativna [7].
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5.2.3 Spustanie uzivatelskej MapReduce aplikiacie nad YARN

V tejto podkapitole st previazané jednotlivé prvky z predchidzajtcej ¢asti textu, aby bol
vykresleny celistvy pohlad na spustanie MapReduce aplikacii nad architektirou YARN.
Jedna aplikacia moze obsahovat viacero MapReduce tloh. Tie mo6zu byt retazené a jedna
uloha moze ako vstup vyuzivat vystup inej. Jednu MapReduce tlohu stelesnuje jedna in-
stancia triedy Job. Pomocou tejto instancie definujeme vstup, vystup a konfiguraciu tlohy,
rovnako pomocou nej Specifikujeme, z akych tried maja byt vytvarané instancie tried, de-
finujacich MapReduce ulohu. Po zavolani metédy submit () instancie triedy Job ddjde k
spusteniu MapReduce tlohy [28]. Na obrdzku 5.4 sa nachddza detailnd schéma spustania
MapReduce tlohy.
Spustenie MapReduce na YARN prebieha v nasledovnych krokoch:

1. Zadanie ulohy: Po zavolani submit(), prejde riadenie pod proces implementovany v
triede JobSubmitter a ten vykona poziadavku na pridelenie aplikac¢ného identifikatora
od spravcu prostriedkov, skontroluje existenciu vstupnych a vystupnych ciest MapRe-
duce tlohy, vypocita tiseky vstupu. Nésledne prekopiruje potrebné prostriedky (.JAR
subor s tlohou, konfiguraciu tlohy atd.) do zdielaného siborového systému (HDFS)

s vysokou replikaciou. Dalej zada tilohu na spracovanie spravcovi prostriedkov.

2. Inicializacia tlohy: Ked je spravcovi zadana dloha na spracovanie, preda ju plano-
vacu v YARN. Ten pre nu vyhradi kontajner v klastri a spusti proces MRAppMaster
pre dand tlohu. MRAppMaster je AplicationMaster pre MapReduce tilohy. Ten si po
spusteni pre ulohu vytvori struktiry, pomocou ktorych bude uchovavat informécie o
prebiehajtcej tlohe. Nésledne si vyziada informéaciu o tisekoch vstupu. Pre kazdy tsek
vstupu vytvori jednu instanciu map tlohy a pre celi tlohu definovany pocet inStancii
ulohy reduce. Takisto rozhoduje o tom, ako bude iloha spistana. V pripade, ze sa
jedna o tlohu, ktora je mald a spustanie jej spracovania paralelne by svojimi ndrokmi
prekrocilo samotné naroky spustanej tlohy, je tloha spustand sekvencne na tom Java
virtudlnom stroji (JVM), ako bezi samotny MRAppMaster proces. Poslednym kro-
kom pred spustenim tlohy je vytvorenie jej vystupného stiboru a docasnych siborov

vyuzivanych pocas behu tulohy.

3. Priradenie podiloh: V pripade, zZe je tiloha dost velkd na to, aby bola vykonavana
paralelne, zaéne MRAppMaster vytvarat poziadavky na spustenie map podiloh. Map
podilohy st vzdy sptstané ako prvé, kedze ich vystup je vstupom reduce podiloh.
Poziadavky pre reduce podilohy zacne MRAppMaster posielat az potom, ako skonc¢i
aspon 5% map podiloh.

Planovac sa snazi ilohy map priradovat strojom, na ktorych sa nachddza blok dat, s

ktorym budi pracovat. Ulohy reduce st priradované Iubovolnym strojom v klastri.

4. Spustanie podiiloh: Poslednym krokom je spustenie vykondvania podulohy. To pre-

bieha tak, ze MRAppMaster kontaktuje NodeManager na uzle, ktory bol priradeny
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pldnovacom pre dand podilohu. Ten vytvori pre tlohu kontajner a v HDFS néjde a
nasledne nacita do vytvoreného kontajnera prostriedky potrebné pre tlohu, ktoré tam
v kroku &slo 1. ulozil JobSubmitter. Nésledne NodeManager spusti tlohu. Uloha je
spustana v oddelenom Java virtudlnom stroji, vdaka ¢omu chyba v tlohe, respektive

jej pad, nijak neovplyvni plynuly chod procesu NodeManager [28].

2: get new application
MapReduce 1: run jﬂh sfsfascssnssnnssssitssnssssnnssasasssnnasnansnsnasannnnnn
program | 4: submit application ResourceManager

dient JJM

client node =
<" resource manager node
5a: start container .+
8: allocate resources
: NodeManager -
3: copyjob :

resources ; 0
i 5b: launch :

6: initialize
: e |
N MRAppMaster Jagtart

container

NodeManager

: . node manager node obzlaundh
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Obr. 5.4: Spustanie MapReduce tlohy nad architektirou YARN [28]
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Kapitola 6

Navrh vyuzitia technolégie Big

Data v podpore rozhodovania

V siicasnej dobe sa stava ziskavanie a skladovanie velkych objemov dat jednoduché a rozsi-
rené. Mézeme preto predpokladat, ze Big Data ako také, budi postupne nachiadzat uplat-
nenie v roznych oblastiach priemyslu alebo sluzieb. Jednou z oblasti sluzieb st aj obchody a
obchodné retazce. V pripade, Ze sa naplnia progndzy o rozsireni inteligentnych zariadeni, je
pravdepodobné, ze najdu vyuzitie aj v tychto oblastiach. Napriklad vo forme inteligentnych
pokladni, ktoré budu schopne zbierat data o ndkupoch alebo nakupujicich. Pri predstave,
kolko nakupov prebehne vo va¢Ssom meste pocas jedného dna, je jasné, Ze takto ziskané data
budu spliiat charakter Big Data. Bude ich vSak nutné uchovdvat a analyzovat. Analyzou
tychto dat mozu retazce ziskat velmi cenné informacie o samotnych produktoch, ale takisto
o ich zdkaznikoch a ich chovani.

V tejto kapitole sa nachadza navrh systému, ktory by mohol slizit na uchovavanie a
spracovanie tychto dat. Navrhovany systém je postaveny nad systémom Apache Hadoop,
ktory je komplexne popisany v kapitole 5. Systém Hadoop sa stal akymsi nepisanym Stan-
dardom na uchovavanie velkych dédtovych sad. Pontika vsak aj rozhranie MapReduce, ktoré

je vhodny na paralelné spracovanie velkych datovych sad.

6.1 Popis konceptu navrhovaného systému

Jednym z nosnych pilierov podpory rozhodovania je systém OLAP. V podkapitole 2.2.2
boli popisané vlastnosti, ktoré musi spliiat. V pripade, ze by sme chceli OLAP implemen-
tovat priamo nad velkymi sadami dat uchovavanych v rdmci konceptu Big Data, doslo by
k poruseniu tychto pravidiel. Napriklad, stabilnd vykonnost je fazko dosiahnutelnd, ked
dochédza k spracovaniu mnohych terabajtov dat. Aj v pripade pouzitia paralelizmu mdze
totiz spracovanie trvaf hodiny. Takisto je tazko predstavitelnd realizacia analytického mo-
delu a uzivatelskych ad-hoc poziadaviek priamo nad samotnymi datami, ktoré mozu byt

nestruktirované. Avsak ak maji Big Data produkovat hodnotu, musime byt schopni nad
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nimi robif analyzu s cielom podpory rozhodovania. Preto sa ako mozné riesenie poniika
materializacia datovej kocky a predpocitanie vybranych agregovanych hodnot.

Materializacia moéze prebehnitt priamo v platforme Hadoop, pomocou aplikacii Map-
Reduce a do datového skladu st natiahnuté uz predspracované a ocistené data, pripadne
samotné vysledné hodnoty agregacnych funkcii. Nevyhodou tohto pristupu je vznik dupli-
citnych dat, ukladanych v dvoch réznych systémoch. Agregované data vSak zaberaja ovela
menej priestoru, a preto je ich priestorova naroc¢nost zanedbatelnd v porovnani s obrovskou
datovou sadou, ukladanou v Data Lake.

Obrazok 6.1 zobrazuje schému navrhovaného riesenia. Navrhovany systém sa sklada
z dvoch podsystémov. Prvym podsystémom je klasicky systém pre podporu rozhodovania,
ako bol popisany v kapitole 2. Druhym podsystémom je platforma pre spracovanie Big Data
Hadoop, popisana v kapitole 5. Cielom systému je umoznit vykondvanie analyz pomocou
systémov na podporu rozhodovania nad obrovskymi sadami dat ukladanymi v Data Lake.

Vstupné surové data su zapisované do HDFS, ktory tvori konkrétnu implementaciu
konceptu Data Lake. Proces ETL je preto rozdeleny na 2 fazy a to ET, fazu extrakcie a
transformacie a L fizu nahratia. Extrakcia a transformécia prebieha priamo na platforme
Hadoop a to tak, ze vypoctovo a casovo narocné transformdcia a agregicia dat z Data
Lake, st vykonavané pomocou Hadoop MapReduce rozhrania. Vysledky aplikacii beziacich
nad tymto rozhranim si ukladané naspéat do HDFS. Spracované data su potom, vo faze L,
nahraté do datového skladu, odkial st spristupnené uzivatelom systému na podporu rozho-
dovania. Natiahnutie dat musi prebiehat az po dobehnuti MapReduce aplikacii. Sptistanie
aplikacii a natiahnutie dat méze byt periodické, pripadne vykondvané na poziadavku.

Druhou moznostou vyuzitia Big data v podpore rozhodovania je ich vyuzitie v repor-
tovani. Reporty mdzu byt totiz postavené priamo nad vystupmi aplikdcii MapReduce. Ich
vystup moze byt pouzity v ramci webového rozhrania, ktoré ich natiahne priamo z HDF'S.
Vyhodou reportovania ako takého je, ze samotné reporty st vytvarané periodicky alebo na
poziadavku, preto na ich tvorbu nie je potrebna odpoved v radoch sekind.

Takto navrhovany systém ma svoje vyhody aj nevyhody. Vyhodou systému je, zZe umoz-
nuje koncovému uzivatelovi analyzovat velké datové sady. Nevyhodou je implementacna

naro¢nost systému a ista miera duplicity ukladanych déat.

29



Decision support system

Traditional sources

Data Warehouse

OLAP/Analitycs

( L(oading) phase )

Big Data

ET phase
MapReduce

Data lake (HDFS) e
Applications

Obr. 6.1: Schéma navrhovaného systému

6.2 MapReduce aplikacie pre predspracovanie dat

Navrhovany systém z podkapitoly 6.1 je prilis rozsiahly na to, aby ho bolo mozné implemen-
tovat cely v ramci tejto prace. Preto sa v dalsich castiach zameriame na najpodstatnejsiu
cast tohto systému. Tou st MapReduce aplikdcie na spracovanie dat do formy, z ktorej
ich je mozné nahrat do datového skladu alebo do formy, v ktorej ich je mozné jednoducho
spracovat do reportov. Kazdy systém na spracovanie velkych dat, respektive na podporu
rozhodovania, je navrhovany so Specifickym zamerom. Tento zdmer sa odvija od charak-
teru dat a zamerania organizacie, ktord chce tento systém pouzivat. Avsak data organizacii
st pre ne velmi cenné, preto je ich problematické ich ziskat. Z toho dévodu st pouzivané
data pouzivané v tejto praci vygenerované. No pri navrhu bol kladeny déraz na to, aby
format dat ¢o najviac reflektoval to, ako vyzeraju data, ktoré su vytvarané v dnesnej dobe.
Vstupné aj vystupné data st v textovej forme, ako je obvyklé pre data ukladané v HDFS
a spracovavané cez Hadoop MapReduce.

Navrhované aplikicie sa zameriavaji na spracovanie a analyzu dat o nakupoch Tudi. Prva

aplikacia sa zameriava na dvojice najcastejsie nakupovanych produktov. Druhé aplikacia sa

30



zameriava na analyzu zaujmu o vybrané produkty. Obidve aplikacie funguji v 2 krokoch,
kde prvy je spracovanie ¢istych dat a druhym krokom je samotna analyza.

Aplikécie ocakavaju vstupné data v textovej forme, kde s jednotlivé nakupy a informa-
cie ulozené na separatnych riadkoch. Informacie o samotnych nakupoch si potom oddelené
¢iarkou. Ich format je zobrazeny na obrazku 6.2. Cas a lokalita nest informécie o tom, kde
a kedy ndkup prebehol. Pohlavie a vek si informécie o ¢loveku, ktory nakup vykonal a 1

az n je pocet unikatnych poloziek v kosiku.

pohlavie ‘ vek ‘ cas ‘ lokalita | polozka ¢. 1 | polozka €. 2 ‘ ‘ polozka ¢. n

Obr. 6.2: Format vstupnych dat

Takyto format dat je velmi podobny tomu, ako vyzeraju logovacie subory, ktoré su
jednym z typickych prikladov ukladanych dat v Data Lake. Vzhladom na premenliva dizku

nakupu je naroc¢né pre ne stanovit pevnu struktiru.

6.2.1 Aplikacia na zistenie najcastejSie nakupovanych dvojic produktov

Vysledny pohlad vytvoreny aplikdciou zobrazuje zavislost najc¢astejsie nakupovanych dvojic
produktov, na pohlavi a vekovej kategoérii nakupujiceho a ¢asového intervalu kedy nakup

prebiehal.

Format vystupnych dat

Vystupné data aplikicie su opéat ulozené v textovej forme. Ich forméat zavisi na tom, ¢i bude
v aplikécii implementovana vlastnid komponenta Partitioner. V pripade, ked nebude vyuzita
vlastna implementécia, bude format vystupu nasledovny: casovy usek v tyzdni, vekova kate-
géria, pohlavie, polozka x, polozka y, pocet. V pripade vlastnej implementacie komponenty
Partitioner bude vystup ulozeny v suboroch, ktoré budu reprezentovat jednotlivé vekové
kategérie a ich forméat bude vyzerat nasledovne: pohlavie, Casovy tsek tyzdna, polozka x,
polozka y, pocet. Najnizsiu vekova kategériu bude reprezentovat sibor s priponou 0001,
druht 0002 a tak postupne az po 0006 reprezentujici najvyssiu vekova kategériu. V obi-
dvoch pripadoch polozka x a y reprezentuji najCastejsie nakupovani dvojicu poloziek, v

ramci vekovej kategorie a Casu. Pocet je ¢islo, kolkokrat boli naktupené.

Navrh implementacie aplikacie nad MapReduce

Navrhovand aplikdcia pozostéava z dvoch zretazenych MapReduce tloh. Vystup prvej Map-
Reduce ulohy bude zapisany do HDFS a postaveny ako vstup druhej tlohy. Po vykonani
druhej tlohy nebude vystup prvej tlohy zmazany, moze totiz slizit na dalsiu analyzu.

Schéma algoritmu je ilustrovand na obrazku 6.3.
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Obr. 6.3: Schéma néavrhu aplikacie na zistenie najcastejsie nakupovanych dvojic produktov
v kontexte MapReduce

Poduloha map prvej MapReduce dlohy bude mat ako vstup jeden riadok zo vstupu
celej aplikacie. Ten bude reprezentovany dvojicou klic¢-hodnota, kde kla¢ bude ¢islo riadku
a hodnota bude obsah samostatného riadku. Podiloha map bude prebiehat v nasledujtacich
krokoch:

1. Vo vstupnej hodnote ndjde ¢as nakupu a transformuje ho na ¢asovy tsek v ramci

tyzdna.
2. Vo vstupnej hodnote najde pohlavie nakupujtceho.
3. Vo vstupnej hodnote ndjde vek nakupujiceho a transformuje ho na vekovy interval.
4. V cykle prejde polozky ndkupného kosika a kazdi polozku ulozi do zoznamu.

5. V cykle prejde kazda polozku zoznamu, pricom v tele prechodu sa bude nachadzat
dalsi cyklus, v ramci ktorého prejde vSetky polozky, ktoré sa nachddzaji v danom zo-

zname za aktudlne spracovavanou polozkou. Na vystup v kazdej iteracii cyklu zapise
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dvojicu klic¢-hodnota nasledovne: klu¢ bude tvorit péatica vek, ¢asovy interval, pohla-
vie, aktualne spracovavana polozka z prvého cyklu, aktudlne spracovavana polozka z

vnoreného cyklu a hodnotu bude tvorit ¢islo 1, znamenajice vyskyt daného klica.

Podiloha reduce prvej tlohy MapReduce dostane ako vstupny kIac¢ vystupny klié po-
dtlohy map a ako hodnotu dostane zoznam jednotiek o dizke poétu vyskytov jednotlivich
dvojic poloziek v ndkupoch, v rdmci daného ¢asového obdobia a vekovej kategérie. Tento
zoznam v cykle prejde a vykona nad nim operaciu sucet. Na vystup zapise ako kIu¢ vstupny
klia¢ a hodnotu vysledku operacie sucet.

Vstupom podulohy map druhej MapReduce tlohy bude jeden riadok vystupu prvej
ulohy. V reprezentéacii dvojice kli¢-hodnota, bude kliaé ¢islo riadku a hodnota bude Sestica:
vek, casovy interval, pohlavie, polozka ¢islo 1, polozka ¢islo 2, a pocet vyskytov. Podu-
loha identifikuje v ramci textového vstupu jednotlivé idaje a na vystup zapiSe dvojicu
klié-hodnota nasledovne: klti¢om bude trojica vekovy interval, ¢asovy interval, pohlavie a
hodnotou bude trojica polozka ¢islo 1, polozka ¢islo 2 a pocet vyskytov.

Na vstupe podulohy reduce druhej tlohy MapReduce bude kli¢ totozny s vystupnym
kli¢om podulohy map a hodnotu bude tvorit zoznam trojic z vystupov tlohy map s to-
toznym klic¢om. Podiloha prejde tento zoznam a v ramci neho najde maximéalnu hodnotu
vyskytu. Na vystup zapise Sesticu vekovy interval, ¢asovy interval, pohlavie, polozka ¢islo
1 a polozka ¢islo 2, maximélna hodnota, kde polozka ¢islo 1 a polozka ¢islo 2 st polozky z
trojice v ktorej sa maximéalna hodnota vyskytu nachadzala. Tento vystup bude zaroven aj
vystupom celej aplikacie.

Rozdelenie do vekovych kategoérii bude nasledovné; prva kategéria bude pokryvat vek
nizsi ako 18 rokov, druha kategoéria bude vo veku od 18 do 25 rokov, tretia bude od veku
25 do 35 rokov, stvrta kategéria bude od 35 rokov do 50 rokov, piata kategéria bude od
50 rokov do 70 a posledné kategéria bude pokryvat vek vyssi ako 70 rokov. Rozdelenie do
casovy intervalov bude vychadzat z rozdelenia tyzdna na dni s tym, Ze bude zjemnené este
na hodinové Useky dna. Takéto rozdelenie uz v podilohe map prvej tlohy MapReduce je
délezité, z dovodu objemu dat produkovanych touto tilohou. Cas je sti¢astou kli¢a obidvoch
podiloh tejto tlohy a redukcia jeho rozsahu na intervaly znizuje pocet vSetkych vystupnych
zdznamov. V pripade, ze by sa datum netransformoval uz v prvej Casti, spésobilo by to, ze
kazdy nakup by mal unikatny kli¢. Tiez by ho mali aj vSetky dvojice poloziek nachadzajtce
sa v nom. V pripade, ked by sme predpokladali velkost priemerného nakupu 20 poloziek,
tak by pre kazdy nakup bolo po prvej ulohe zapisanych 209 zaznamov. To isté plati aj
transformacii veku na vekovi kategériu. Ked by sme predpokladali, ze sa ako hodnota
veku nakupujiceho mézu objavit hodnoty od 10 do 85 rokov, vzniklo by tak 75 réznych
moznosti vekovej podzlozky vystupného kltca prvej ulohy. To by malo za nasledok, ze by
prva tloha MapReduce vygenerovala obrovské mnozstvo dat a nevykonala nad nimi ziadnu
agregaciu. Z pohladu vykonnosti by to sposobilo, ze aplikdcia by bola neefektivna a jej

pouzitie obmedzené na malé datové sady.
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6.2.2 Aplikacia pre zistenie zaujmu o vybrané produkty

Cielom aplikacie je vytvorit agregované data o zaujme o vybrané produkty. KedZze spra-
covanie vsetkych produktov vyskytujicich sa v nadkupoch by bolo ¢asovo aj priestorovo
prilis naroéné, aplikdcia ocakéava ako jeden zo vstupov zoznam produktov, pre ktoré ma
byt agregacia zistena. Vysledny pohlad zobrazuje priemernt predajnost danych produktov
v jednotlivych dnoch tyzdna v zavislosti na lokalite a pohlavi zakaznika. Zaujem o produkt
je v tomto pripade vnimany nie z poc¢tu kusov, kolko sa produktu predalo, ale v kolkych

nakupoch sa vyskytol.

Format vystupnych dat

Vystupné data aplikacie st ulozené v textovej forme. Vystup je ulozeny celkovo v 2 podz-
lozkach. V podzlozke s ndzvom temp st ulozené data nestce informéciu, o tom kolkokrat
sa produkt objavil v ndkupnych kosikoch v zavislosti na pohlavi nakupujtceho, lokalite,
tyzdni v roku a dni v tomto tyzdni. V podzlozke final sa nachadza priemerny pocet vysky-
tov vybranych poloziek v zavislosti na dni tyzdna za obdobie roka. Samotny forméat dat
v stboroch s vysledkami je nasledovny: pohlavie, lokalita, polozka, ¢islo dna v tyzdni a

hodnota. Hodnota reprezentuje agregovanti hodnotu.

Navrh implementacie aplikacie nad MapReduce

Navrhované aplikacia pozostava z celkovo dvoch zretazenych MapReduce dloh. Vystup pr-
vej MapReduce tlohy je zapisany do HDFS a postaveny ako vstup druhej tlohy. Schéma
algoritmu je ilustrovand na obrazku 6.4.

Poduloha map prvej MapReduce tlohy bude mat ako vstup jeden riadok zo vstupu
celej aplikacie. Ten bude reprezentovany dvojicou kltic¢-hodnota, kde klt¢ bude ¢islo riadku
a hodnota bude obsah samostatného riadku. Podiloha map bude prebiehat v nasledujtcich
krokoch:

1. Vo vstupnej hodnote najde ¢as ndkupu a transformuje ho na poradové ¢islo tyzdna v

roku a poradové c¢islo dna v tomto tyzdni.
2. Vo vstupnej hodnote najde pohlavie nakupujtceho.
3. Vo vstupnej hodnote najde lokalitu nakupu.
4. V prvom cykle prejde vsetky polozky nakupného kosika.

5. V druhom vnorenom cykle prejde vstupny zoznam vybranych poloziek, pricom po-
rovnanim zisti, ¢i sa aktudlne spracovavana polozka kosika nachddza vo vstupnom
zozname vybranych poloziek. V pripade ze ano na vystup zapise pohlavie, lokalitu,
poradové ¢islo tyzdna a dna, ¢o bude vystupnym klticom a hodnotu bude tvorit ¢islo

1, znamenajuce vyskyt daného klica.
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Obr. 6.4: Schéma navrhu aplikacie pre zistenie zdujmu o produkt v kontexte MapReduce

key : (g,I,d_n,i) value : Avg;

Podtloha reduce prvej tlohy dostane ako vstupny kla¢ vystupny kli¢ podulohy map
a ako hodnotu dostane zoznam jednotiek o dizke poc¢tu vyskytov filtrovanych poloziek v
nédkupoch v zavislosti na pohlavi, lokalite, tyzdni a dni v tomto tyzdni. Tento zoznam v
cykle prejde a vykona nad nim operaciu sucet. Na vystup zapise ako k¢ vstupny kluc a
hodnotu vysledku scitania.

Vstupom podiillohy map druhej tlohy aplikacie je jeden riadok vystupu prvej tilohy. KIt-
¢om je ¢islo riadku a hodnotou je Sestica pozostavajica z vystupného klica predchidzajicej
tilohy spolu s hodnotou. Uloha rozdeli hodnotu na jednotlivé asti a na vystup zapise klu¢
zlozeny z pohlavia, lokality, ndzvu produktu a poradového c¢isla dna. Ako hodnota je na
vystupe zapisany pocet vyskytov produktu v nakupnych kosikoch v tomto dni. Poradové
¢islo tyzdna je vynechané z vystupného klica, kedze pre spocitanie priemeru chceme, aby
sa vSetky hodnoty s rovnakym dniom dostali na vstup jednej reduce podilohy.

Na vstupe podulohy reduce druhej tlohy bude kIi¢ totozny s vystupnym klticom po-
dilohy map a hodnotu bude tvorit zoznam celych ¢isel. Poduloha prejde tento zoznam a
vypocita pre neho aritmeticky priemer. Na vystup zapiSe vstupny kli¢ a hodnotu aritme-

tického priemeru. Tento vystup bude zaroven aj vystupom celej aplikacie.
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Kapitola 7
Vysledny systém

7.1 Nasadenie systému Hadoop

Vzhladom na to, zZe systém Hadoop je klastrové rieSenie, jednou z podstatnych otazok je
jeho nasadenie. Najpodstatnejsim faktorom ovplyvnujicim odpoved na tito otdzku je ucel,
na ktory chceme klaster vyuzit. V tejto podkapitole si predstavime riesenia a moznosti,
ktoré boli pocas tejto prace preskiimané a vyskusané. Prvou z nich je nasadenie priamo na
vlastnom pocitaci, druhou je nasadenie vo virtudlnom stroji, pripadne strojoch spustanych
na vlastnom pocitaci a poslednou je nasadenie v cloudovom systéme. Medzi skiimanymi
rieSeniami chyba nasadenie v klastri skuto¢nych fyzickych strojov, pretoze skiimané riesenia

boli zvolené na zdklade finanénej dostupnosti a realizovatelnosti.

Nasadenie na vlastnom pocitaci

Prvou moznostou je nasadit systém Hadoop priamo na vlastnom pocitaci. Kedze systém
Hadoop dokaze fungovat aj na jednom stroji, ni¢ ndm nebrani spustit si ho na vlastnom
pocitaci. Ale takéto rieSenie moze byt dost riskantné a pracné, preto nebolo testované a

skimané v tejto praci.

Nasadenie vo virtualnom stroji

Druhou moznostou je systém Hadoop nasadit na vlastnom stroji ale nie priamo, no pomocou
virtualizacnych prostriedkov. Tento spdsob nasadenia systému odstranuje nedostatky prvej
moznosti. Virtualizac¢na vrstva totiz zabezpecuje izolaciu nasadeného systému od systému
vlastného pocitaca, ¢o pri chybovych stavoch redukuje problémy, ktoré mézu vzniknut.
Vyhodou tohto rieSenie je aj to, ze virtudlnych strojov moézeme maf na jednom pocitaci
spustenych viacero, a preto pri dostatocnej vypoctovej kapacite moézeme mat na vlastnom
pocitaci spusteny klaster s viacerymi strojmi.

DalSou z vyhod oproti predchadzajticej moznosti je, 7e systém nemusime konfiguro-

vat sami. RieSenie od spolo¢nosti Cloudera alebo Hortonworks totiz umoznuju stiahnutie
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predpripraveného obrazu pre virtudlny stroj. Obidve z tychto spolo¢nosti pontkaja diskové
obrazy pre Virtual Box, WMWare a pre Docker. Na zaklade skiisenosti sa ukézal Docker
ako najlepsie riesenie, kedze spomalenie sposobené virtualizaciou bolo minimalne. Diskové
obrazy su vsak predkonfigurované na rieSenie s jednym strojom. V pripade, Ze chceme mat
k dispozicii klaster s viacerymi strojmi, je nutné vykonat konfiguraciu.

Nevyhodou tohoto riesenia je to, ze stroje su iba virtudlne a spustané na jednom fyzic-
kom stroji. To znamend, Ze prichddzame o hlavné benefity systému HDFS, ¢o st distribu-
ovany suborovy systém a tolerancia chyb. V pripade zlyhania disku totiz dojde k strate vset-
kych replik dat v rdmci virtudlnych strojov. Prichddzame taktiez aj o moznost paralelného
spracovania na viacerych strojoch, kedze virtudlne stroje st limitované vykonom jedného
fyzického procesoru, ktory zdielaji. Dalsou z nevyhod rieSenia vo virtudlnom prostredi je
jeho nestabilita, preto sa moze stat, ze déjde k chybe priamo v programe zabezpecujicom
virtudlizaciu a uzol systému Hadoop sa uz nepodari nastartovat.

7 vyssie uvedenych dovodov je systém vo virtudlnom prostredi nasadenom na jednom
fyzickom stroji vhodny pre podiatocné experimenty a pripadne vyvoj vlastnych algoritmov.
Urcite nie je vhodny pre produkéné prostredie, v ktorom by sme mali uchovavat skuto¢né

déta a vykonavat nad nimi analyzu.

Nasadenie v cloudovom systéme

DalSou z moznosti je nasadenie systému Hadoop v cloude. Toto riesenie so sebou prindsa
vsetky vyhody a nevyhody cloudovych rieseni. V ramci tohoto spésobu nasadenia boli

preskiimané dve platené riesenia a to Cloud x Lab a Google Dataproc.

e Cloud x Lab je riesenie zamerané na experimentovanie so systémom Hadoop, ucenie
sa datovej analyzy a vyvoja aplikacii na datova analyzu. Jeho cena sa v dobe pisa-
nia prace nachidzala na trovni 30 dolarov za trojmesacny, prakticky neobmedzeny
pristup. Uzivatel po zaplateni predplatného dostane k dispozicii vypocétovy klaster
s dvomi strojmi spustenym ako NameNode, jednym strojom primérnym a druhym
sekundarnym. V role DataNode je spustenych dalsich Sest strojov. Obmedzenie pri-
stupu sa vztahuje na konfiguracné zmeny a podobné iikony. Vyhodou tohoto riesenia
je ze, okrem pristupu k systému Hadoop, dostane uzivatel k dispozicii aj pristup k
inym technolégidm na analyzu dat (Hadoop Spark, HBase, a iné). Nevyhodou sys-
tému je to, ze cely vypoctovy klaster je zdielany vsetkymi uzivatelmi. To spdsobuje
zna¢ny neporiadok v HDFS a vycerpanie diskového priestoru na niektorych dato-
vych uzloch. Preto sa ani tento systém nehodi na pouzivanie v produkénom prostredi.
Nie je vhodny ani na testovanie vyvinutych aplikdcii nad rozsiahlymi objemami dat,
kedZze pri prenose dat medzi fazami map a reduce moze, z dovodu nedostatku miesta
na stoji, kde ma prebiehat reduce, dojst k chybe a tym padom aj zlyhaniu aplikacie.

Naopak, riesenie je vhodné, pre svoju relativnu cenovii dostupnost, na fazu implemen-
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tacie MapReduce aplikacii a ich testovanie na spravnu funkcionalitu, ked je aplikacia

spustand viackrat nad malymi datovymi sadami.

e Google Dataproc je riesenie od spolocnosti Google, ktoré je sticastou Google Cloud
Platform a je zamerané predovsetkym na produkéné systémy, preto ponuka siroku
skalu cloudovej funkcionality. Vyhodou tohoto riesenia je predovsetkym to, ze je v
ramci neho mozné nasadif vlastny klaster. Jeho velkost a parametre jednotlivych
strojov, ako velkost diskov, operac¢nej paméte, pocet jadier procesoru je mozné na-
stavif pri nasadzovani klastra. Klaster je v zdkladom rezime nasadzovany s jednym
Master uzlom, kde bezia YARN ResourceManager a HDFS NameNode. Na N uzloch,
oznacovanych ako pracovnici, bezi YARN NodeManager a HDFS DataNode. Toto
prinasa vyhodu jednoduchej skalovatelnosti klastra a tiez to, ze jeho nasadenie a kon-
figuracia prebieha z pohladu uzivatela kliknutim na jedno tlac¢idlo. Nevyhodou je vsak
to, ze toto rieSenie je spoplatnené. Je vSak mozné ziskat skusobnu licenciu, ku kto-
rej dostane uzivatel kredit tristo dolarov. Uzivatel, v rdmci tejto platformy, plati za

vypoctovy cas skonzumovany jeho klastrom a za priestor, ktory zaberaja jeho data.

7.2 Praca so systémom Hadoop

Systém Hadoop je rozsiahle riesenie, ktorého konfiguracia a monitorovanie nie je trividlne.
V tejto podkapitole budi popisané prostriedky pouzivané na monitorovanie klastru systému
Hadoop. Systém je mozné manazovat cez prostredie systémového prikazového riadku, ale
takisto aj cez uzivatelské rozhranie, ktoré je realizované prostrednictvom webovych aplikécii.
Priamo so systémom Hadoop st dodavané napriklad webové aplikacie k JobHistory serveru
alebo k YARN ResourceManager-u. Rozsirené moznosti monitorovania klastru priamo z
jednej webovej aplikdcie pontka open-source projekt Ambari. Jednd sa o samostatny projekt
od Apache Foundation, ktorého cielom je monitorovanie a sprava Hadoop klastru. Open

source webova aplikicia Hue sa zameriava na pracu s datami ulozenymi v HDFS.

7.2.1 Spravovanie Hadoop klastra

Ako bolo vySsie zmienené, webova aplikdcia Ambari sa zameriava na spravu Hadoop klas-
tra. Monitorovanie klastra moézeme rozdelift na dve hlavné casti. Prvou je monitorovanie
samotnych strojov, kde nas klaster bezi. Druhou monitorovanie sluzieb, ktoré st v nasom

klastri spustené.

Monitorovanie strojov klastra

Na monitorovanie strojov Hadoop klastra v aplikdcii Ambari slizi sekcia Hosts, zobrazend
na obrazku 7.1. V tejto sekcii sa nachadza zoznam vsetkych strojov a zoznam ich paramet-
rov, ako je pocet jadier procesora, velkost operacnej paméte, velkost tlozného priestoru a

jeho vyuzitie. Dalsimi informéciami zobrazenymi o jednotlivich strojoch klastra je ich IP
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adresa, zaradenie do konkrétneho racku a verzia systému. Poslednou kategériou s oznédme-
nia o stave jednotlivych strojov, ¢ize informécie o tom, ktoré sluzby boli nakonfigurované,
aby na nich bezali a ich stav, priemerné vytazenie stroja a alarmy, ktoré slizia na to, aby

oboznamili administratora systému o doélezitej udalosti, ktora nastala na danom stroji.

Name IP Address Rack Cores RAM Disk Usage Load Avg “ Versions Components
A A A Any Any Any Filter ¥ Filter Y
ip-172-31-13-154.ec2.inte... @ 172.31.13.154  /default-rack 4(4) 1526GB NN 3.41 HDP-2.3.4.0-3485 33 Components
£2 A ip-172-31-20-58.ec2.inter... ) 172.31.20.58  /default-rack 4(4) 152668 | 234 HDP-2.3.4.0-3485 25 Components
A ip-172-31-29-153.ec2.inte... 172.31.29.163  /default-rack 4(4) 1526GB | 0.05 HDP-2.3.4.0-3485 40 Components
@ ip-172-31-37-42.ec2.inter... & 172.31.37.42  [default-rack 4 (4) 15‘2 HDP-2.3.4.0-3485 21 Components
A ip-172-31-38-183ec2.inte... B 172.31.38.183 /default-rack 4(4) 15.26GB m 0.00 HDP-2.3.4.0-3485 24 Components
ip-172-31-53-48.ec2inter... B 172.31.53.48  /default-rack 4(4) 1526GB | 228 HDP-2.3.4.0-3485 26 Components
ip-172-31-54-145.ec2.inte... B 172.31.54.145  /default-rack 2(2) 7.39GB HDP-2.3.4.0-3485 22 Components
A ip-172-3160-179.ec2.inte... [ 172.31.60.179  /default-rack 4(4) 152668 | 0.03 HDP-2.3.4.0-3485 24 Components

Obr. 7.1: Monitorovanie klastra

Po kliknuti na nazov stoja sa otvori detailné zobrazenie jednotlivych parametrov a

pristup ku konfiguracii jednotlivych sluzieb, beziacich na zvolenom stroji.

Monitorovanie sluzieb

Monitorovanie jednotlivych sluzieb prebieha po kliknuti na vybrant sluzbu v lavej strane
aplikdcie Ambari. V rdmci tohoto projektu boli vyuzivané 2 sluzby, ktoré mézu byt spustané
na systéme Hadoop a to sluzba HDF'S a sluzba YARN. Ich monitorovanie teda prebieha vo
webovej aplikécii vyberom rovnomennych poloziek v zozname sluzieb alebo pomocou kon-
zolovych aplikacii. Na monitorovanie HDF'S z prikazového riadku je mozné pouzit df sadmin
a na monitorovanie sluzby YARN rovnomennt konzolova aplikéciu.

Na obrazku 7.2 je zobrazend sekcia spravy HDFS. Obsahuje sithrn podstatnych infor-
macii predovsetkym o komponente NameNode o tom kolko détovych uzlov bezi v ramci
systému a informacie o distribuovanom siborovom systéme. V spodnej ¢asti sa nachadzaju

metriky, ktoré si moéze uzivatel nakonfigurovat sam.
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Summary

NameNode @& Started Disk Usage (Remaining) 1.1 TB/3.2TB (33.60%)
SNameMNode @& Started Blocks (total) 442437
DataNodes 6/8 Started Block Errors 0 corrupt / 0 missing / 174 under replicated
DataMNodes Status 7 live / 0 dead / 0 decommissioning Total Files + Directories 734148
NFESGateways 2/8 Started Upgrade Status No pending upgrade
NameNode Uptime  33.65 days Safe Mode Status Not in safe mode

NameNode Heap 1.2 GB /2.0 GB (60.7% used)
Disk Usage (DFS Used) 1.6 TB/3.2 TB (51.75%)

Disk Usage (Non DFS Used) 4749 GB /32 TB (14.64%)

Metrics Actions ~ Last 1 hour ~
NameNode GC count NameNode GC time NN Connection Load NameNode Heap NameNode Host Load
2000 MB [ 100 %
40 40
L LA U W

| | 50 %

20 1000 MB o
NameNode RPC Failed disk volumes Corrupted Blocks Under Replicated Blocks HDFS$S Space Utilization

0 0 174 82%

Obr. 7.2: Monitorovanie HDFS

Podobné informécie o stave distribuovaného siiborového systému HDF'S je mozné ziskat

pomocou prikazov z obrazku 7.3. Ich vystup je mozné najst v prilohe A.

hdfs dfsadmin -report && hdfs dfsadmin -printTopology

Obr. 7.3: Prikazy na monitorovanie HDF'S

Monitorovanie sluzby YARN je zobrazené na obrazku 7.4. V tejto sekcii m6zeme néjst
informécie poskytované komponentom ResoureManager Hadoop klastra, informacie o cel-
kovej vypoctovej sile klastra, kratku statistiku aplikacii, ktoré v klastri aktudlne bezia alebo

bezali.
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Summary

App Timeline Server @ Started ResourceManager Heap 349.9 MB / 910.5 MB (38.4% used)
ResourceManager @ Started Containers 44 allocated / 2 pending / 0 reserved
NodeManagers 3/8 Started Applications 2305 submitted / 44 running / 2 pending / 2151

NodeManagers Status 4 active / 0 lost/ 0 unhealthy / 0 rebooted / 0 completed / 10 killed / 3 failed

decommissioned Cluster Memory 24.0 GB used / 0 Bytes reserved / 0 Bytes

YARN Clients 8 YARN Clients Installed avallabls

ResourceManager Uptime 11.89 days Queues 1 Queues

Metrics Actions ~ Last 1 hour ~
Memory Utilization CPU Utilization Container Failures App Failures Pending Apps
100 % [ [ 2 Apps
‘ | — 5% S L
50% 200 % 50 % Apps
Cluster Memory Cluster Disk Cluster Network Cluster CPU

) )

| 50 %

Obr. 7.4: Monitorovanie YARN

V pripade monitorovania sluzby YARN z prikazového riadku je potrebné pouzit prikazy

na obrazku 7.5. Ich vystup je mozné najst v prilohe A.

yarn node -list && yarn top

Obr. 7.5: Prikazy na monitorovanie YARN

7.2.2 Praca s HDFS

Rovnako, ako monitorovanie systému, tak aj praca s distribuovanym stborovym systémom
je mozna priamo z prikazového riadku alebo pomocou webového klienta. Webové rozhranie
zastresuje open-source aplikacia Hue, vyvijand pod zastitou spolo¢nosti Cloudera.
Webova aplikdcia Hue poskytuje grafické rozhranie pre pracu s datami ulozenymi v
zdielanom stiborovom systéme klastra. Na rozdiel od aplikdcie Ambari sa zameriava na
spravovanie a analyzovanie obsahu, ktory sa nachadza v HDFS. Na samotnu spravu sibo-
rov a zloziek ulozenych v HDFS sluzi zalozka File Browser. Na obrazku 7.7 je zobrazené
prehliadanie stiiborov prostrednictvom aplikacie Hue. Toto zobrazenie je ekvivalentom pri-

kazu z obrazku 7.6. Vystup tohoto prikazu je mozné najst v prilohe A.

hadoop fs -1s

Obr. 7.6: Prehliadanie domovskej zlozky v HDFS

41



Search for file name & Actions v x Move to trash v @® Upload v © New v

@ Domi user/ tuchielt7544 & ~ Historie @ Trash
4 Name Size Uzivatel Group Opravnéni Date

. 1 hdfs hdfs drwxr-xr-x May 03, 2018 09:49 AM
[ ] tuchielt7544 tuchielt7544 drwxr-xr-x April 29, 2018 04:38 AM
B .Trash tuchielt7544 tuchielt7544 drwx-—— April 29, 2018 11:00 AM
B staging tuchielt7544 tuchielt7544 drwx--—— April 29, 2018 04:39 AM
B  input tuchielt7544 tuchielt7544 drwxr-xr-x April 29, 2018 04:38 AM
B  inputi tuchielt7544 tuchielt7544 drwxr-xr-x April 29, 2018 02:06 AM
B output tuchielt7544 tuchielt7544 drwxr-xr-x April 28, 2018 06:08 AM
B output1 tuchielt7544 tuchielt7544 drwxr-xr-x March 31,2018 08:04 AM
B output2 tuchielt7544 tuchielt7544 drwxr-xr-x April 29, 2018 04:38 AM
[0 test_cache 14 baijtl tuchielt7544 tuchielt7544 TN April 01, 2018 11:13 AM

Obr. 7.7: Prehliadanie siborov v HDF'S

Aplikdcia Hue prindsa vyhodu najmé v pripade vyuzitia cloudového riesenia. Umoz-
nuje totiz, prostrednictvom prehliadaca siborov, nahravat stibory priamo z uzivatelovho
pocitaca. Jedna sa o podstatné zjednodusenie oproti nahravaniu z prikazového riadku, kde
musi uzivatel nahrat sibory najprv do normélneho stborového systému stroja v klastri a
potom nahrat do HDFS pomocou prikazu z obrdzku 7.8. Uvedeny priklad skopiruje siubor
file.txt do zlozky input v domovskej zlozke uzivatela v HDF'S.

hadoop fs -copyFromLocal filel.txt input/

Obr. 7.8: Nahratie suboru do HDFS

7.2.3 Spustanie aplikacii a sprava loh

Spustanie aplikécii je doblezitou sucastou analyzy dat. Podrobny priebeh spustania apli-
kacii a ich tloh je popisany v podkapitole 5.2.3. Ako bolo v danej Casti textu zmienené
,aplikacia ako taka, ziadne vypocty neobsahuje a jej tlohou je nastavenie konfiguracie
tloh a ich spustenie. Spustenie aplikacii prebieha cez konzolovi aplikiciu yarn. Demon-
stracia spustenia vyslednych aplikécii z prikazového riadku sa nachadza na obrazku 7.9.
MapReduceApplicationX. jar Specifikuje . jar stubor, v ktorom sa nachadzaju triedy spus-
tanej aplikacie. MapReduceApplication je nazov triedy, v ktorej sa nachadza implementécia
tela aplikdcie. Input, output respektive items st vstupné parametre aplikacii. Parametre
input a output v tomto pripade Specifikuji cesty k zlozkam, kde sa nachadzaji vstupné
subory aplikdcie a kam maju byt zapisané vystupné subory. Druhda aplikacia ocakava na
vstupe este jeden parameter items a to cestu k stiboru, ktory obsahuje polozky, nad ktorymi

chceme analyzu vykonavat. VSetky tri parametre Specifikuju cesty v HDF'S.
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yarn jar MapReduceApplicationl.jar MapReduceApplication input output
yarn jar MapReduceApplication2.jar MapReduceApplication input output items

Obr. 7.9: Spustanie MapReduce aplikacii

Po spusteni aplikacie d6jde k vypisaniu informécii o ilohdch spustanych aplikaciou. Uzi-
vatel je informovany o poc¢te vstupnych ciest, ktoré budu spracované. Toto ¢islo je zhodné s
poctom suiborov vo vstupnej zlozke. Druhou informéaciou je pocet vstupnych tsekov. Pod-
statnymi informéciami si jednoznac¢né identifikatory aplikacie a ulohy. Na najspodnejSom
riadku sa nachadza url adresa do webového rozhrania History serveru, kde je mozné sledovat
spustent ulohu. Vypis po spusteni aplikicie je mozné najst na obrazku 7.10.

INFO impl.TimelineClientImpl: Timeline service address:
http://ip-172-31-13-154.ec2.internal:8188/ws/v1/timeline/

INFO client.RMProxy: Connecting to ResourceManager at
ip-172-31-53-48.ec2.internal/172.31.53.48:8050

INFO input.FileInputFormat: Total input paths to process : 1

INFO mapreduce.JobSubmitter: number of splits:1

INFO mapreduce.JobSubmitter: Submitting tokens for job: job_1524162637175
7099

INFO impl.YarnClientImpl: Submitted application application_1524162637175
7099

INFO mapreduce.Job: The url to track the job:
http://a.cloudxlab.com:8088/proxy/application_1524162637175_7099/

Obr. 7.10: Spustenie aplikacie

Zjednodusenie monitorovania a spravy beziacich aplikacii prindsa aplikacia Hue, ktorej
cast Job Browser sa na niu zameriava. Uzivatel pomocou tejto aplikdcie moze sledovat vSetky
ulohy, ktoré boli spustané alebo bezia v klastri. Pri beziacich tlohach je mozné sledovat ich
progres alebo ich zabit, co ich okamzite ukonéi. Zoznam tloh zobrazuje obrazok 7.11. Po
kliknuti na konkrétnu tlohu sa uzivatelovi zobrazia zalozky, na ktorych moze sledovat infor-
macie o zvolenej tilohe, ako napriklad metadata, alebo velmi zaujimavé pocitadla, pomocou
ktorych je mozné sledovat, kolkokrat bola vykonana podiloha map alebo reduce, velkosti

vstupov a vystupov tychto podiloh, a dalsie informécie podobného charakteru.
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UzZivatelské jméno  tuchielt7544 Text| Search for text RURRINGY Failed Killed

Logs ID Name Status Uzivatel Maps Reduces Queue Priority Duration  Submitted

= 1524162637175_9214 tuples count COTTE tuchielt7s44 G G default  N/A 335 05/05/18 08:06:08 n

= 1524162637175_7099 items max EEEETE tuchielt7544 default  N/A 1m3%s 050318 112925
= 1524162637175_7076 tuples count  (EIEREEEEY tuchielt7544 default  N/A im18s  05/03/18 11:28:01

Obr. 7.11: Prehliadanie tloh

7.3 Implementacia aplikacii MapReduce

7.3.1 Implementacia generatoru dat

Generator dat je dolezitou castou tejto prace. Okrem toho, ze vytvara vstup pre aplikécie
implementované v tejto préci, sltzi aj na kontrolu ich spravneho fungovania. Jeho fungovanie
ovplyviiuju rézne parametre, ktorych popis je mozné najst v prilohe B. Generator dat je
implementovany v skriptovacom jazyku Python verzie 2.7. Jazyk Python bol zvoleny pre
svoju jednoduchost, intuitivnu pracu s textovymi refazcami a jednoduchi pracu s datovymi
strukttrami.

Funkcionalitu generatoru dat moézeme rozdelit na 2 casti, prvou je generovanie datovej
sady a druhou je vytvorenie vystupnych statistik nad touto datovou sadou, proti ktorym
je mozné kontrolovat vystupy MapReduce aplikacii.

Generovanie dat je postavené na module random. Tato funkcionalita je z implemen-
tacnej stranky relativne jednoduchéd, ked sa opakovanym volanim nad réznymi intervalmi,
ziskavaji nahodné hodnoty pre datum, velkost ndkupného kosika, vek, pohlavie, a nésledne
aj samotné polozky. Dolezité je vsak to, aby sa v kosiku nenachadzali duplicitné hodnoty
poloziek, preto po vygenerovani déjde ku kontrole, ¢i sa dand polozka v kosSiku uz raz
nenachadza. Preto sa na ukladanie kosika pouziva datova struktira Set, ktord umoznuje
ukladat len unikatne polozky. Po vygenerovani kazdého zaznamu o nakupe je zdznam zapi-
sany do vystupného siboru. Ak by sme zapisovanie nechali az nakoniec, mal by generator
déat nezvladnutelné paméatové naroky.

Na ukladanie vyslednych agregovanych hodnot slazi zlozend stromova struktira, kde
uzly tvoria struktiry typu Dictionary a listy tvoria numerické hodnoty. Na obrazku 7.12
sa nachadza schéma tejto zlozenej struktiry. Korenova iroven obsahuje len dva kltuce, ktoré
st rovné pohlaviam. V druhej tirovni sa nachadza sest kltcov, ktoré st znamenaji zaradenie
do vekovej kategérie. V tretej irovni sa nachddzaju kltce definujice casovy tsek tyzdna. Vo
stvrtej a poslednej trovni tvorenej struktirami Dictionary sa nachadzaju klice reprezen-
tované dvojicami ¢isel poloziek, cez ktoré sa pristupuje uz priamo k samotnym hodnotam
poctu vyskytov danych poloziek. Prvé tri tirovne stromu st vytvorené pri spusteni genera-

tora, poslednd troven je vytvarana pocas behu, podla toho ako vznikaju dvojice. Po tspes-
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nom ukonceni generovania st najdené maximalne hodnoty a tie st vypisané do vystupného

suboru.

L]

Key: "F” Key : “M”

“Key: <18” Key: “80<” Key: “<18”

\ \

Key: “SUN/23"

Key: “80<”

Key: “MON/0” Key: “MON/0” Key: “SUN/23”

Obr. 7.12: Schéma stromovej Struktiry generatoru dat

7 ddvodu, ze agregované hodnoty musia byt pocas behu aplikdcie ulozené v paméti, je
pri velkom pocte unikatnych poloziek beh skriptu pamétovo naroc¢ny. Preto je pre genero-
vanie rozsiahlych datovych sad s velkym mnozstvom poloziek nutné vykonavat bez vypoctu

vysledkov agregacie.

7.3.2 Implementacia MapReduce aplikacii

Na obrazku 7.13 sa nachddza UML diagram tried implementovanych aplikacii. Diagram
bol vytvoreny s miernou abstrakciou, aby obsiahol obidve aplikacie, ktoré maji podobnu

zakladnu kostru.

Jadro aplikacie

Aplikacie st implementované v jazyku Java s vyuzitim kniznic Hadoop. Kazda aplikacia je
implementovand v ramci jednej triedy, ktora implementuje rozhranie Tool a rozsiruje triedu
Configured z aplika¢ného rozhrania Hadoop. Vstupnym bodom aplikacii je statickd metdda
main. Tato metdéda obsahuje len zavolanie statickej metédy run triedy ToolRunner, ktorej
su predané ako parametre instancia triedy Configuration a insStancia triedy aplikacie.
Konfigurovanie a spuitanie tloh prebieha az v metéde run. Jej telo je mozné rozdelit na
dve Casti a to konfiguraciu tloh a ich spustanie.

Jednotlivé MapReduce tlohy stelesniuji instancie triedy Job. Ich vytvaranie prebieha

volanim statickej metddy getInstance triedy Job. Ako parametre o¢akédva instanciu triedy
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Configration a textovy retazec s nazvom ulohy. Tento nézov sa potom zobrazuje vo we-
bovej aplikéacii na sledovanie tiloh popisanej v podkapitole 7.2.3. Nasledne je potrebné na-
stavit podulohy map a reduce. Tie si tiez reprezentované samotnymi triedami. Nastavenie
podilohy map prebieha zavolanim metédy setMapperClass, ktorej ako parameter odo-
vzdame nazov triedy, ktord implementuje pozadovani map podilohu. Obdobne sa vola-
nim setReducerClass nastavuje trieda s implementéiciou reduce podilohu. V pripade, ze
chceme pouzit aj Combiner, zavolame metédu setCombinerClass, ktorej odovzdame to-
toznu triedu ako pri volani setReducerClass. Dalsimi parametrami tlohy, ktoré je potrebné
nastavif, je format vystupu, kde treba nastavit vystupny kluc¢ a vystupnd hodnotu. Na na-
stavenie typu vystupného klica sltizi metéda setOutputKeyClass a na nastavenie typu
vystupnej hodnoty slizi metéda setOutputValueClass. V pripade, Zze sa typy vystup-
ného kliaca alebo hodnoty podilohy map lisia od vystupnych typov celej tlohy, je potrebné
este zavolat metddy setMapOutputKeyClass, respektive setMapOutputValueClass, inak
déjde k vynimke a zlyhaniu celej tlohy. Celoc¢iselné hodnoty si reprezentované pomocou
IntWritable.class, ¢isla s desatinnou ¢iarkou FloatWritable.class a textové hodnoty
pomocou Text.class. Tieto triedy sd sucastou kniznic rozhrania Hadoop. Poslednym kon-
figura¢nym krokom je nastavenie vstupnych a vystupnych ciest pre tlohu. To prebieha
volanim statickej metédy addInputPath triedy FileInputFormat pre nastavenie vstupu a
setOutputPath triedy FileOutputFormat pre nastavenie vystupnej cesty. Pre tlohy vy-
tvarajiuce medzivysledok je cesta k vystupu nastavena na do podlozky temp. Tato cesta je
potom vstupom nadvéznej podilohy. Jej vystup je nastaveny do podzlozky final.
Poslednou c¢astou je spustenie nakonfigurovanych tdloh. Aby bolo mozné tdlohy refa-
zit je potrebné pre kazda z nich vytvorit objekt triedy ControlledJob. Nésledne sa pre
neho volanim metédy setJob nastavi tloha ktort zapudruje. Zavislost tilohy sa potom na-
stavuje volanim metédy addDependinglJob, ktorej sa ako parameter preda objekt triedy
ControlledJob, ktory zapuzdruje tlohu, na ktorej mé byt dana tdloha zavisla. O spravne
spustanie tloh sa stard objekt vytvoreny z triedy JobControl. Ten je néasledne spusteny
vo vlastnom vldkne, kde postupne spusta nami nakonfigurované tlohy. Aplikdcia potom
¢aké na ukoncenie vSetkych tloh. Cakanie prebieha aktivne, kde aplikicia v cykle kaz-
dych 5 sekiind na vystup napise pocty tloh, ktoré bezia, ¢akajui, alebo boli ukonéené, ¢i uz
uspesne alebo netspesne. Druhou castou vypisu je informéacia o aktudlne beziacich tlohach

a informécia o progrese jednotlivych podiloh v percentéach.

Implementacia podiiloh

Podilohy map st implementované rozsirenim triedy Mapper a implementaciou metédy map.
Celkovo boli implementované styri podilohy map, pre kazdu aplikaciu dve. Niektoré cCrty
maju spolocné. V obidvoch podilohach map, ktoré patria pod prvé tlohy kazdej z aplikacit
sa nachadza instancia triedy Calendar z balicku util. Ten je potom pouzity na transforma-
cie casov na casové useky. Pre prvi podilohu map aplikacie na zistenie zaujmu o vybrané

produkty je implementovana aj metoda setup. Ta sa vola este pred spustenim podilohy. V
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nej sa z komponenty systému nazyvanej zdieland cache precitaju polozky, ktoré maja byt
filtrované zo vstupu. Podilohy reduce st implementované rozsirenim triedy Reducer. Ich
chovanie sa nachadza v implementacii metédy reduce. Vsetky tlohy odovzdévajui dvojice
hodnota a kIa¢ na dalsie spracovanie volanim metédy write c¢lenskej premennej context
vytvorenej z triedy Context. O jej vytvaranie a spravu sa stard implementacia zakladnych

tried priamo v aplika¢nom rozhrani systému Hadoop.

<<Interface>>

Configured

Tool
FirstlobMapper

+run Mapper
I\ +map() PP
— +setup() -context

ApplicationBody
SecondJobMapper
-firstlob
. +map()
firstManagedlob Job
-secondJob
Al
:jsssg;:::l;nagEdJob +setMapperClass()
f +setCombinerClass!
+main() I 0 FirstlobReducer
Reducer
+map()
-context
ControlledJob
JobControl SecondJobReducer
+setlob()
+addlob() +addDependinglob() +map()

Obr. 7.13: UML diagram tried aplikacii

7.3.3 Preklad a zabalenie aplikacii

Aby bolo mozné implementované aplikécie spustat, je potrebné ich najprv prelozit a zabalit
do . jar archivu. Preklad prebieha zavolanim prikazu hadoop com.sun.tools.javac.Main
* . java v zlozke s implementaciou tried danej aplikicie. Pre tispesné prelozenie aplikacie je
nutné mat nastavené cesty prostredia. Prikazy pre ich nastavenie sa nachadzaji na obrazku
7.14.

export JAVA_HOME=/usr/java/default

export PATH=${JAVA_HOME}/bin:${PATH}
export HADOOP_CLASSPATH=${JAVA_HOME}/lib/tools.jar

Obr. 7.14: Prikazy pre nastavenie ciest prostredia

Prikaz jar cf MapReduce Applicationl.jar *.class zabali prelozené triedy do . jar
archivu. Nazov vystupného archivu specifikuje MapReduceApplicationl. jar. Prikaz musi
byt spusteny v zlozke, kde bol vykonany preklad aplikacie. Po zabaleni aplikacie je dobré
odstranit vsetky vytvorené .class stubory, pretoze v pripade, ked je pri spustani aplikacie
. jar archiv v tej istej zlozke ako tieto vytvorené .class stubory, déjde pocas behu aplikacie

k vynimke a jej beh je netspesny.
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Kapitola 8

Testovanie vyslednych aplikacii

Testovanie vyslednych aplikicii mézeme rozdelit do dvoch faz. Prvou z nich je testovanie na
spravnu funkcionalitu. Druhou fazou je experimentovanie s aplikdciami, pricom je pozoro-
vané, aky vplyv maji jednotlivé charaktery détovych sad na dizku behu aplikécif a velkost

vystupnych dat.

8.1 Funkcné testy

8.1.1 Popis postupu testovania

Cielom funkénych testov je overit spravne chovanie aplikacie. V ramci funkéného testova-
nia, preto nie je potrebné aplikacie testovat nad rozsiahlymi datovymi sadami. Testovanie
je z toho dovodu zalozené na porovnavani vystupu aplikdcie s vystupnymi agregaciami
vypocitanymi generdtorom dat. Pre funkéné testovanie bolo vygenerovanych 50 testova-
cich vstupov o velkosti priblizne 20 megabajtov. Sibory boli nasledne nahrané do HDFS
do zloziek inputX, kde X méa hodnotu 1 az 20. Potom boli nad nimi postupne spustené
testované aplikacie. Po ukonceni behu aplikécii boli overené vystupy proti referenénym vy-
stupom generatoru dat. V pripade nezhdd doslo k ladeniu aplikacie a proces testovania sa

zopakoval.

8.1.2 Testovacie prostredie

Testovanie prebiehalo v cloudovom prostredi CloudxLab, ktoré je popisane v kapitole 7.1.
Kedze testovacie sady dat nie st prilis rozsiahle, je mozné testy spustat aj v tomto prostredi.
Vyhodou vyuzitia tohoto prostredia pre funkéné testy je aj to, ze aplikacie je mozné spustit

mnohokrat bez obmedzenia. To je vhodné pri opravach chyb a ladeni aplikacii.
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8.1.3 Vysledky testov

Testy pomohli odhalit nedostatky v implementécii, ktoré boli opravené. Na konci tejto fazy
testovania boli vsetky vystupy korektné, preto mozno obidve aplikicie povazovat za spravne

fungujice.

8.2 Experimentovanie s datovymi sadami

Zrejmym faktorom, ktory ovplyviuje dizku behu aplikdcie je velkost jej vstupu. Kedze
kazdy zdznam zo vstupu je spracovany prave raz vieme, ze zlozitost aplikacii v zavislosti na
velkosti vstupu je linedrna. Vystupy oboch aplikicii nezavisia na velkosti vstupnej datovej
sady. Pocet vekovych kategérii, tyzdnov v roku aj dni v tyzdni, respektive hodin v dni je totiz
pevny a preto je velkost vystupu konstantnd v zavislosti na velkosti vstupu. Pre skiimanie
toho, ako charakter dat ovplyvnuje beh aplikacie, boli generované rézne sady dat. Nasledne
boli nad testovacimi datami aplikdcie spustené. Aby nedoslo k ovplyviovaniu vysledkov,

bol pocet beziacich aplikacii vzdy 1.

Charakter dat ovplyvnujici aplikaciu na zistenie najcastejsie kupovanych dvojic

produktov

Vzhladom na to, ze vystup aplikédcie vznika dvakrat, moze dosahovat relativne velky rozsah.
Jednd sa najméa o medzi vystup, pri ktorom je agregacia dat nizka a vytvaranim dvojic data
vznikaju. Zistit, aké velké vystupy aplikacia produkuje, je nutné najméa z dévodu spravneho
nastavenia vypoctového klastra. Ako faktory ovplyviiujice dizku behu aplikécie a rozsah

vystupnych dét, boli urcené:

e Velkost nakupného kosika: Pretoze v prvej tlohe map sa nadkupny kosik prechadza v
dvoch vnorenych cykloch, je pocet poloziek v kosiku hlavnym faktorom ovplyviujicim

dizku tejto podilohy, a preto aj samotnej aplikécie.

e Pocet unikatnych produktov: Vzhladom na to, Ze v prvej tilohe aplikacie st vytvarané
dvojice produktov, ich celkovy pocet ovplyviiuje pocet moznych dvojic, ktoré moézu
vzniknit. Pretoze vSetky unikatne dvojice, ktoré boli ndjdené si zapisované na disk
ako vystup tlohy, je pocet vSetkych moznych kombindcii hlavnym faktorom rozsahu

vystupnych dat.

Charakter dat ovplyvnujici aplikaciu na zistenie zaujmu o vybrané produkty

Aj vystup tejto aplikicie vznikd dvakrat, ale miera agregacie uz pri prvom vystupe je ovela

vyssia. Preto boli pre tato aplikdciu zvolené, ako skiimané, nasledovné vlastnosti:

e Velkost nakupného kosika: V prvej tlohe map sa nakupny kosik prechadza v cykle
a porovnava sa s vybranymi polozkami, pre ktoré chceme robif analyzu. Z tohoto

dovodu, bude dizka behu tejto aplikdcie ovplyvnend priemernou velkostou kosika.
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e Pocet filtrovanych produktov: Tak isto, ako sa prechadza kosik v cykle, prechadza sa
v cykle pre kazdu polozku kosika aj zoznam, podla ktorého sa maji z kosika vyberat
produkty na filtrovanie. Preto velkost zoznamu poloziek moze vplyvat na dobu behu

aplikacie.

8.2.1 Popis postupu testovania

Postup testovania aplikacie na zistenie najcastejsie kupovanych dvojic produk-

tov

Pre testovanie toho, ako ovplyviiuje beh aplikacie velkost ndakupného kosika, bolo vygene-
rovanych celkom 24 datovych sad. Kazda obsahovala 1 milién zdznamov a pocet unikatnych
poloziek bol 1000. Priemerné velkost kosika bola v rozmedzi 5 az 31 poloziek s prirastkom
priblizne 5 poloziek. Pre kazdu tiroven velkosti kosika boli vygenerované 4 sady.

Pre zistenie toho, ako ovplyvnuje pocet unikatnych poloziek beh aplikacie pre zistenie
najcastejsie nakupovanych dvojic produktov bolo vygenerovanych 20 datovych sad. Kazda
obsahovala 10 miliénov zaznamov. Priemerné velkost kosika bola nastavena na 15 poloziek.
Premenlivym faktorom bol pocet unikatnych poloziek, ktory sa zvysSoval z 500 az na 2500
s krokom 500.

Postup testovania aplikacie na zistenie zaujmu o vybrané produkty

Pre uéel skimania toho, ako ovplyviiuje dizku behu aplikédcie pocet poloziek v kosiku,
bolo vygenerovanych celkom 24 datovych sid. Kazda obsahovala 10 milibnov zaznamov
vytvorenych z 2500 unikdtnych poloziek. Priemernda velkost kosika sa menila rovnako ako
v prechadzajicom pripade.

Pre zistenie toho, ako ovplyvnuje pocet filtrovanych poloziek beh aplikicie pre zistenie
zaujmu o produkty, bola vygenerovand sada s 1 miliénom zidznamov a 1500 unikatnymi
polozkami. 20 datovych sad. Priemerna velkost kosika bola nastavena na 15 poloziek. Pre-
menlivym faktorom bol pocet filtrovanych poloziek. Ten zac¢inal na pocte 50 a koncil na
hodnote 250 s krokom 50 poloziek. Pre kazdy rozsah filtrovacieho siiboru boli vygenerované

4 testovacie subory s ndhodnymi polozkami.

8.2.2 Testovacie prostredie

Tieto testy bolo nutné spustat v plne funkénom klastri bez obmedzenia velkosti spraco-
vavanych dat. Preto bolo vyuzité cloudové prostredie Google Dataproc. V ramci neho bol
nakonfigurovany vypoctovy klaster s maximalnymi moznymi parametrami, ktoré testova-
cia licencia umoznovala. Konfiguraciu klastra zobrazuje tabulka na obrazku 8.1. Takato
konfiguracia poskytovala celkovo 1,5 TB tlozného priestoru, pricom faktor replikacie bol

nastaveny na hodnotu 2. Na spustanie aplikacii bolo k dispozicii 6 YARN kontajnerov,
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v ktorych st spustané jednotlivé podulohy, a preto mohlo naraz bezat az 6 simultanne

spustenych tloh.

Rola | Jadra CPU | RAM | Disk Spustené sluzby Pocet
master 2 7,5GB | 500GB | NameNode, ResourceManager | 1
worker 2 7,5GB | 500GB DataNode, NodeManager 3

Obr. 8.1: Konfiguracia testovacieho klastra

8.2.3 Vysledky testov
Vysledky testov aplikacie zaistujiicej najCastejsSie kupované dvojice produktov

Obrézok 8.2 zobrazuje zavislost dizky behu aplikdcie na priemernej velkosti ndkupného
kosika. Z grafu je zrejmé, ze bol potvrdeny predpoklad, Zze so zvySujicim sa priemernym
poctom poloziek v kosiku rastie aj dizka behu aplikacie. Podla priebehu grafu je mozné
konstatovat, ze zavislost je kvadraticka. Teoreticka ¢asova zlozitost dvoch vnorenych cyklov

je tiez kvadraticka.

Zavislost doby behu aplikacie na poéte poloziek v ko3iku
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Obr. 8.2: Zavislost diiky behu aplikicie na velkosti nakupného kosika

Na obrazku 8.3 sa nachidza graf zobrazujici zavislost velkosti vystupu aplikicie na
pocte unikatnych poloziek. Zavislost z grafu sa moéze javit ako logaritmicka. Toto je vSak
nepravdepodobné, kedze funkciu pre pocet vsetkych dvojic v ndkupnom kosiku o pocte po-

n

loZiek n, mdzeme vyjadrit ako Z(w —1), ¢o indikuje kvadraticku zavislost. Dévodom, preco

r=2
graf funkcie vyzera takto, moze byt to, ze pri zvysujlicom sa pocte unikatnych poloziek sa

zvysuje aj pocet vSetkych moznych dvojic a pri velkosti vstupu, ktory bol 10 miliénov
zdznamov, v nom nemuseli byt obsiahnuté vSetky mozné kombinécie. To vSak istym sposo-
bom koreluje s realitou, ked je nepravdepodobné, ze v nakupoch by vznikli vSetky mozné

kombinéacie predéavanych produktov.
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Velkost vystpnych v zavislosti na poéte unikatnych poloZiek
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Obr. 8.3: Zavislost velkosti vystupnych dat na pocte unikatnych poloziek

Vysledky testov aplikacie na zistenie zaujmu o vybrané produkty

Obréazok 8.4 obsahuje graf, ktory zachytava vysledok skiimania vplyvu priemerného poctu
poloziek v ndkupnom kosiku na dizku behu jednotlivych tloh a celej aplikdcie. Ako bolo
predpokladané, pocet poloziek ndkupného kosika ovplyvnuje len dobu behu prvej tlohy. Z
grafu je mozné zistit, Ze aj napriek miernym odchylkam, je ¢asova zlozitost prvej tlohy a
aj celej aplikacie na velkos ndkupného kosika linedrna. Druh4 tiloha ma vzhladom na dizku

kosika konstantna ¢asovi zavislost.

Zavislost doby behu aplikacie na poéte poloZiek v kosiku
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Obr. 8.4: Zavislost dizky behu aplikécie na velkosti nakupného kosika

Graf na obrazku 8.5 zobrazuje vysledok zistovania, toho ako vplyva pocet filtrovanych
poloziek na dizku behu aplikdcie. Pocet filtrovanych poloziek ovplyvinuje najmé prvu tlohu.
Jej casova zavislost na pocte filtrovanych poloziek je linearna. Kedze pocet filtrovanych
poloziek ovplyvnuje aj velkost vystupu prvej tlohy, je mozné v grafe spozorovat, ze mierne
vplyva aj na dobu behu druhej tlohy. Vzhladom na to, zZe tento vystup dosahuje velkost v

radoch kilobajtov maximélne megabajtov, je tento vplyv takmer nepatrny.
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Zavislost doby behu aplikacie na poéte filtrovanych poloZiek
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Obr. 8.5: Zavislost doby behu aplikiacie na pocte filtrovanych poloziek

8.2.4 Zhodnotenie vysledkov experimentov

Cielom experimentov s datovymi sadami bolo zistit spravanie aplikacii a overit predpoklady
ziskané analyzou ich implementécie. Experimentovanie prebehlo vo viacerych krokoch nad
roznymi datovymi sadami, ktorych sihrnny objem presiahol sto gigabajtov. Ako bolo pred-
pokladané aplikdcia na zistenie najcastejsie kupovanych dvojic produktov dosahovala vy-
soké doby trvania behu a produkovala velké mnozstvo vystupnych dat. Toto spravanie je
vsak spdsobené netrividlnostou analyzy, ktori vykonava. Analyzou jej vysledkov mézu byt
ziskané velmi cenné informacie o spravani zdkaznikov, preto je cena za jej beh primerana
ocakévanej vystupnej hodnote. Aplikédcia je vhodné na pripravu reportov a materializaciu.
Jednou z moznosti zrychlenia aplikcie by bolo jej spustenie vo va¢som vypoctovom klastri.

Aplikécia na zistenie zdujmu o vybrané produkty dosahovala relativne kratke ¢asy behu
a vystupné data z obidvoch podiloh boli malé v porovnani s velkostou analyzovanej datovej
sady. Aj pri velkych objemoch vstupov dokézala vykonat analyzu v rozmedzi niekolkych
minat. Pri analyzovani mensich datovych vstupov, s vyuzitim vacsieho klastra by, vzhladom

na kratku dobu dodania vysledkov, mohla byt pouzitd aj priamo koncovymi uzivatelmi.
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Kapitola 9

Zaver

Cielom tejto prace bolo navrhnut vyuzitie technolégie Big Data v podpore rozhodovania
s vyuzitim systému Apache Hadoop. Prvym krokom bolo nastudovanie podpory rozhodo-
vania. V kapitole 2 sa nachddza popis tejto oblasti a zhodnotenie aktualne vyuzivanych
technolégii na podporu rozhodovania. Druhou oblastou, ktord bolo treba nastudovat, bol
samotny koncept Big Data, ktorého popis sa nachadza v kapitole 3. V tejto kapitole boli
zhrnuté aktualne trendy v tejto oblasti a ich porovnanie s konceptom, vyuzivanym v tra-
di¢nych systémoch na podporu rozhodovania. Aby bolo mozné navrhnit a implementovat
redlne aplikacie bolo potrebné nastudovat samotny systém Apache Hadoop, ¢o bolo do de-
tailov vykonané v kapitole 5, pricom v kapitole 4 sa nachadza popis paradigma MapReduce,
na ktorom je vypoctova cast systému Hadoop postavena. Ziskané poznatky boli vyuzité v
kapitole 6, ktorda obsahuje navrh systému spajajiceho Big Data s podporou rozhodovania
a navrh aplikécii na spracovanie Big Data, ktoré umoznuju toto prepojenie. Pri nadvrhu
aplikécii bolo vyuzité viacnidsobné spustenie MapReduce tloh v priebehu jednej aplikacie,
¢o zvysuje analytické moznosti tychto aplikacii.

Druhou castou prace bola samotnd implementacia aplikacii. Aby mohli byt implemen-
tované aplikécie ladené a vykonané nad nimi experimenty s datami, bolo potrebné preski-
maf moznosti ich nasadenia a nastudovand praca s vypoctovym klastrom, kde bezi systém
Hadoop. Popis moznych nasadeni systému sa nachddza v podkapitole 7.1. Praca so systé-
mom Hadoop je demonstrovand na praktickych ukézkach v podkapitole 7.2. Aplikédcie boli
implementované v programovacom jazyku Java s vyuzitim kniznic dodédvanych v systéme
Hadoop. Ten bol zvoleny preto, ze pracuje priamo nad aplika¢nym rozhranim MapReduce,
¢o umoznovalo ur¢iti volnost pri implementacii a moznost vyuzitia klasickych programo-
vych rieseni. Napriklad moznost vykonavat agregacie uz v samotnej ilohe map. Preto, aby
bolo mozné vytvorit tieto aplikdcie bolo potrebné nastudovat aj samotné programatorské
konstrukcie potrebné pre implementaciu aplikacii. Popis ich vyuzitia je mozné najst v pod-
kapitole 7.3. Po implementovani a overeni spravnej funkcionality boli aplikidcie nasadené
v redlnom vypoctovom klastri a boli nad nimi vykonané experimenty s datovymi sadami.

Ich priebeh a zhrnutie je mozné najst v kapitole 8. Nakolko neboli k dispozicii redlne data,
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museli byt testy vykonané nad generovanymi datami. To vyvolalo potrebu implementacie
aj samotného generatora déat. Istou vyhodou je to, ze takto mohli byt aplikacie testované
nad Specifickymi sadami dat, ¢o by pri redlnych datach nebolo mozné.

Pokracovanie prace je mozné rozvijat viacerymi smermi. Jednym z nich je vytvorenie
celého navrhovaného systému prepojenia systémov na podporu rozhodovania a konceptu
Big Data. Druhym smerom je mozné implementécia dalsich aplikacii MapReduce sliziacich
na analyzu dat. Tato prica pootvorila v tejto oblasti pomyselné dvierka a je ju mozné
pouzit ako studijny podklad pre implementaciu takychto aplikacii a pre pracu so systémom
Hadoop. Zrejme by ale bolo dobré pri pokracovani zvazif pripadni spolupracu so spoloc-
nostou, ktora by bola schopné poskytnit rozsiahle sady dat, pre ktoré by mohli byt tvorené
nové aplikécie, a pripadne poskytnit vypoctové kapacity pre zostavenie vicsiecho Hadoop

klastra.
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Priloha A
Vystupy vybranych prikazov

Vystup prikazu hdfs dfsadmin -report

Configured Capacity: 1584932302848 (1.44 TB)
Present Capacity: 1509140525056 (1.37 TB)

DFS Remaining: 1509140451328 (1.37 TB)

DFS Used: 73728 (72 KB)

DFS Used\%: 0.00\7%

Under replicated blocks: O

Blocks with corrupt replicas: O

Missing blocks: O

Missing blocks (with replication factor 1): O
Pending deletion blocks: 0

Live datanodes (3):

Name: 10.132.0.2:9866 (cluster-6ff6-w-1.c.vernal-mantra-199709.internal)
Hostname: cluster-6ff6-w-1.c.vernal-mantra-199709.internal
Decommission Status : Normal

Configured Capacity: 528310767616 (492.03 GB)

DFS Used: 24576 (24 KB)

Non DFS Used: 3665764352 (3.41 GB)

DFS Remaining: 503046811648 (468.50 GB)

DFS Used\’%: 0.00\%

DFS Remaining\’%: 95.22\7

Configured Cache Capacity: O (O B)

Cache Used: 0 (0 B)

Cache Remaining: 0 (0 B)
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Cache Used\%: 100.00\%

Cache Remaining\%: 0.00\%

Xceivers: 2

Last contact: Sun May 13 19:38:16 UTC 2018

Name: 10.132.0.3:9866 (cluster-6ff6-w-2.c.vernal-mantra-199709.internal)
Hostname: cluster-6ff6-w-2.c.vernal-mantra-199709.internal
Decommission Status : Normal

Configured Capacity: 528310767616 (492.03 GB)

DFS Used: 24576 (24 KB)

Non DFS Used: 3665756160 (3.41 GB)

DFS Remaining: 503046819840 (468.50 GB)

DFS Used\’%: 0.00\%

DFS Remaining\’%: 95.22\7

Configured Cache Capacity: O (O B)

Cache Used: 0 (0 B)

Cache Remaining: 0 (0 B)

Cache Used\’%: 100.00\%

Cache Remaining\’%: 0.00\%

Xceivers: 2

Last contact: Sun May 13 19:38:16 UTC 2018

Name: 10.132.0.4:9866 (cluster-6ff6-w-0.c.vernal-mantra-199709.internal)
Hostname: cluster-6ff6-w-0.c.vernal-mantra-199709.internal
Decommission Status : Normal

Configured Capacity: 528310767616 (492.03 GB)

DFS Used: 24576 (24 KB)

Non DFS Used: 3665756160 (3.41 GB)

DFS Remaining: 503046819840 (468.50 GB)

DFS Used\%: 0.00\7%

DFS Remaining\%: 95.22\7

Configured Cache Capacity: O (0 B)

Cache Used: 0 (0 B)

Cache Remaining: O (0 B)

Cache Used\%: 100.00\%

Cache Remaining\%: 0.00\%

Xceivers: 2

Last contact: Sun May 13 19:38:16 UTC 2018
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Vystup prikazu hdfs dfsadmin -printTopology

Rack: /default-rack
10.132.0.2:9866 (cluster-6ff6-w-1.c.vernal-mantra-199709.internal)
10.132.0.3:9866 (cluster-6ff6-w-2.c.vernal-mantra-199709.internal)
10.132.0.4:9866 (cluster-6ff6-w-0.c.vernal-mantra-199709.internal)

Vystup prikazu yarn node -list

Total Nodes:3

Node-Id Node-State Node-Http-Address Number-of-Running-Containers

cluster-6ff6-w-0.c.vernal-mantra-199709.internal : 57325

RUNNING cluster-6ff6-w-0.c.vernal-mantra-199709.internal:8042 0

cluster-6ff6-w-1.c.vernal-mantra-199709.internal : 54772

RUNNING cluster-6ff6-w-1.c.vernal-mantra-199709.internal:8042 0O

cluster-6ff6-w-2.c.vernal-mantra-199709.internal : 59881

RUNNING cluster-6ff6-w-2.c.vernal-mantra-199709.internal:8042 0

Vystup prikazu yarn top

NodeManager(s): 3 total, 3 active, O unhealthy,

0 decommissioned, O lost, O rebooted

Queue(s) Applications: O running, O submitted,
0 pending, 20 completed, O killed, 3 failed
Queue(s) Mem(GB): 18 available,

0 allocated, O pending, O reserved

Queue(s) VCores: 6 available, 0 allocated,

0 pending, O reserved

Vystup prikazu hadoop fs -Is

drwxr-xr-x
drwxr-xr-x
drwxr-xr-x
drwxr-xr-x
drwxr-xr-x
drwxr-xr-x

“rW-r--r--

tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544

tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
tuchielt7544
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2018-05-14
2018-05-13
2018-05-13
2018-05-08
2018-05-13
2018-05-13
2018-05-13
2018-05-08

373 2018-05-

00:
12:
12:
14:
12:
12:
12:
18:

13

00
58
38
50
45
49
57
19
12

.Trash
.staging
input

inputil

output
outputl
output2

test

:36 test_cache



Priloha B

Zoznam parametrov skriptu na

generovanie dat

-h,~help - vypis napovedy.

-0, —output= - Specifikuje nazvu vystpného siitboru

-n, -number= - $pecifikuje pocet vsetkych unikatnych poloziek

-¢, —count= - Specifikuje pocet zdznamov, ktoré ma generator vytvorit

e -g, —generate - upravi chovanie skriptu tak, ze data len vygeneruje

-1, —locations= - Specifikuje pocet lokalit
e -p, —period= - Specifikuje pocet dni, pre ktoré maju byt data vygenerované

e -m, —-max= - Specifikuje maximalny pocet poloziek v kosiku

-f, —func= - Specifikuje, pre ktoru aplikdciu maju byt spoc¢itané vysledné agregécie
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Priloha C

Ukazka vygenerovaného vstupného

suboru

F,59,1525947595,1ocationl19,item1665,item1987,item1171,item1121,
item1628,item939,item653,item627,item1332,item1079,item376,item1812,
item1884,iteml127
F,77,1524952189,1location2,item1283,item104,item2346,itemb47,
item1396,item202
F,52,1523349329,1location23,item2433,item2083,item484,item390,item2087,
item136,item1353,item748,iteml12,item44,item2096,item1937,item1505,item851,
item636,item350,item1596
F,20,1525194407,1ocationl16,item2113,item1346,item1955,item2436,item1990,
item905,item2419,item2242,item1584,item1713,item210,item1315,item1077,
item1001,item2043,item1951
M,44,1523439003,1location2b,item326,itemb82,item1287,item2344,item585,
item331,item974,itemd63,item2398,item218,item2237,item286
M,19,1524475607 ,1location34,item402,itemb5,item892,itemb642,item2423
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