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Abstrakt

Cielom tejto prace je vytvorit systém pre analyzu a klasifikaciu kIuc¢ovych dejovych linii zo
zhrnutych dejovych zépletiek a uzivatelskych recenzii v anglickom jazyku. Zvoleny problém
je rieseny pomocou techniky strojového ucenia zalozenej na transformeroch. Vo vytvorenom
rieSeni je implementované aj stahovanie dat a bol vytvoreny dataset uzivatelskych recenzii
a informacii o knihach prevysujici 23 miliénov recenzii a takmer 900 tisic informaécii o
knihach. Systém dokaze predikovat aké typy dejovych zapletiek sa v datach nachadzaja.

Abstract

The aim of this work is to create a system for analysis and classification of plot keywords
from summarized storylines and user reviews in English. The chosen problem is solved
using a transformer-based machine learning technique. The created solution also implements
data downloading and a dataset of user reviews and information about books was created,
exceeding 23 million reviews and 900 thousand information about books. The system can
predict what plot keywords the data contains.
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Kapitola 1

Uvod

So stéale narastajicim mnozstvom digitalizovanych pribehov a sumarizovanych dejov narasta
potreba analyzy a interpretacie nie len literarnych textov. Ich potencial sa v prvom rade
zameriava na Sirs{ pohlad pochopenia pribehu poc¢itac¢om, pricom slubuje analyzu viacerych
literarnych textov siicasne.

Analyza pribehov ma pomoéct jednému z pradavnych cielov umelej inteligencie: pocho-
peniu prirodzeného jazyka. Umeld inteligencia, ktord by dokéazala pochopit prirodzeny jazyk
so vsetkymi nuansami, a vedela by okrem iného aj prerozpravat pribeh, zhrnit ho, pochopit
zmysel pribehu, atd., by bola obrovskym prinosom pre spolo¢nost.

Vyuzitie analyzy pribehov mé aj komercéné tcely, napr. pri cielenej reklame alebo pri ur-
¢ovani uspesnosti diela. Detekcia klisé, spoilerov ¢i urc¢ovanie podobnosti diel st idealnymi
prikladmi pre systémy, ktoré sa zameriavaji na analyzu dejov. Dal$im velmi praktickym
a zaujimavym pouzitim analyzy pribehov je uréenie konkrétneho diela len na zaklade stro-
hého opisu udalosti alebo postav v diele. Kazdému sa urcite stalo, zZe si nevedel spomentt
na nazov konkrétneho diela, ale pamétal si o iom iba nepatrné mnozstvo idajov. Z tohoto
podnetu vznikli rézne fora, ktoré sa snazia najst odpovede na tieto otdzky. Aj na takéto
origindlne pripady je mozné nasadif analyzu pribehov.

V oblasti socidlnych sieti sa pri popise diela bezne pouzivaju takzvané tagy, ktoré urcuju
klacové prvky deja. Pomocou tychto tagov a struéného deja pribehu sa da ziskat lepsia
predstava o danom diele. Spravnou extrakciou dat je mozné ziskat takzvané klucové dejové
linie, ktoré popisuji hlavné témy, ktorymi sa dany pribeh vyznacuje (milostny trojuholnik,
rodinné vztahy ¢i moralna dilema).

Tato praca sa zameriava na hladanie tychto kltcovych dejovych linii v zhrnutiach de-
jov. Systém je navrhnuty tak, ze dokaze pracovat s akymkolvek sumarizovanym pribehom,
a na zaklade strojového ucenia systém predpoveda, o aky typ deja by sa podla jeho nazoru
mohlo jednat. Takisto je systém schopny urcovat podobnost diel na zaklade tychto dejovych
linii. Popri implementécii systému je potrebné zozbierat data tykajice sa knih, zhrnuti knih
a uzivatelskych recenzii.

Poznatky z tejto prace by sa dali vyuzit v socidlnych sietach orientovanych na knihy,
filmy ¢i Casopisy, kde by diela mohli byt klasifikované podla tychto klucovych dejovych linii.
Systém by mohol hladat podobnosti v jednotlivych dielach, a uzivatelovi tak navrhovat
dalsie diela s obdobnou tematikou.

Préca je ¢lenena do siedmych kapitol. Kapitole 2 je zamerana na vSeobecny teoreticky
pohlad, potrebny pre pochopenie problematiky. Zaobera sa popisom deja, prehladavanim
webu, klasifikaénymi metédami a nasledne uvedenim doterajsich a aj sicasnych pristupov
strojového ucenia pri spracovani prirodzeného jazyka. Dolezitou casfou je popis dat, comu



je venovana kapitola 3. Vysledny systému je navrhnuty v kapitole 4. Na zaklade navrhu
sa v kapitole 5 detailne rozoberie implementéicia funkéného systému. Kapitola 6 popisuje

jednotlivé experimenty nad datami. Zaverecna 7. kapitola zhodnocuje ciele systému a do-
siahnuté vysledky.



Kapitola 2

Rozbor riesenej problematiky

Tato kapitola obsahuje zakladné teoretické znalosti, z ktorych sa vychadza pri navrhu sys-
tému a nasledne pri jeho realizacii. Tato praca sa zaobera vytvorenim systému pre analyzu
dejovych linii zo zhrnuti dejov. Jednotlivé podkapitoly sa viazu k samotnému névrhu sys-
tému. Najskor je popisané, co je to dej, aké existuju klicové dejové linie a ako ich rézny
autori definujui. Nasledne je popisané, ako sa ziskavaja data z webu. Potom je blizsie pribli-
zeny problém klasifikicie. Dalej st uvedené zékladné klasifika¢né metédy, hlbsie s potom
spomenuté neuronové siete a konkrétne Transformer a BERT. Zavereéné podkapitoly st
venované metrikdm vyhodnocovania a metrikdm podobnosti.

2.1 Pribeh

Zakladom pre pochopenie klticovych dejovych linii a ich analyzu je pochopenie, ¢o je to
pribeh, z ¢oho sa sklada a ako to suvisi s dejom. Nasledujice podkapitoly vychadzaju
z [17] a [16].

Dej

Dej je zéklad pre pribeh, zalozeny na protichodnych Iudskych motiviciach, s ¢inmi vyply-
vajucimi z redlnej aj vymyslenej Tudskej reakcie. To znamen4, ze konflikt je zdkladna cast,
ktoru je potrebné vytvorit, aby sa vytvoril subor udalosti pri formovani pribehu. Konflikt
urci dalsiu akciu alebo situdciu. Bude to urcujici faktor pre vytvorenie hlavnej struktiry
pribehu.

Dejom pribehu je teda nastolenie konfliktu a désledky, varidcie a vyvoj, ktoré z neho
pramenia. Dalej nim myslime myslienku, ktora urcuje, ako bude pribeh plynit. Teda bude
spajat jednu akciu s druhou, aby bol pribeh dobre organizovany. V dobre vykreslenom
pribehu nie je ni¢ irelevantné; vsSetko spolu stvisi. V pribehu je ¢as dolezity nielen preto,
ze jedna vec sa deje za druhou, ale preto, ze jedna vec sa deje kvoli druhej.

Tak ako dej plynie, mozno vacsinu dejov zaradit do tejto tradicnej dejovej struktury,
vid obrazok 2.1:

« Expozicia (Uvod): Expozicia je rozlozenie a uvedenie zdkladnych prvkov v pri-
behu: hlavné postavy, ich pozadie, ich charakteristiky, ciele, obmedzenia a potencidl.
Predstavuje vsetko, ¢o bude v pribehu doélezité.

+ Kolizia (Zapletka): Kolizia oznacuje zaciatok velkého konfliktu v pribehu. Ucast-
nikmi st protagonisti a antagonisti, spolu s akymikolvek myslienkami alebo hodno-



tami, ktoré predstavuji, akymi st dobro a zlo, individualizmus a kolektivizmus, laska
a nenavist, inteligencia a hlupost, vedomosti a nevedomost a podobne.

o Kriza (Vyvrcholenie, Climax): Kriza je bod zlomu, oddelujici medzi tym, ¢o bolo
predtym, a tym, ¢o pride potom. Naplno sa v nom prejavi konflikt a nasledné napétie.
Dalsim sposobom, ako mysliet na vyvrcholenie, je definovat ho ako bod v pribehu,
v ktorom sa vSetka ostatnd akcia stdva nevyhnutnou.

o Peripetia (Dejovy obrat): Peripetiou rozumieme necakany dejovy zvrat, nepred-
pokladant zmenu situdcie. Dej sa zrychluje a smeruje ku koncu.

» Katastrofa (Rozuzlenie): Rozuzlenie je subor akeii, ktorymi sa pribeh konéi. Hlavné
akcie st dokoncené a posledné akcia podciarkuje tén konecnosti.

Climax

Rising Action/ Falling Action/
Complication Consequence
Introduction/
Exposition ) Resolution/
@ _ ) Denouement
Setting; “To unravel®

Intro to
characters

Obr. 2.1: Struktira deja. Prebrané z [10].

Postavy

Postavy s osoby prezentované v diele, ktoré ¢itatel interpretuje ako osoby obdarené moral-
nymi a dispozi¢nymi vlastnostami, ktoré st vyjadrené tym, ¢o hovoria a ¢o robia. Na zdklade
dolezitosti mozno postavu rozdelit do dvoch kategérii: hlavna postava a vedlajsia postava.
V celom pribehu sa zvyc¢ajne objavuje hlavna postava, stava sa stredobodom pribehu. Uda-
losti, ktoré sa v pribehu deju, sa ho vzdy priamo ¢i nepriamo tykaji. Na druhej strane,
u vedlajSich postav st tlohy menej dolezité ako u hlavnej postavy, pretoze nie su plne
rozvinutymi postavami a ich dlohy v pribehu sd len na podporu vyvoja hlavnej postavy.

Prostredie

Prostredie diela sa vztahuje na prirodnd a umelt scenériu, v ktorom postavy ziju a pohy-
buji sa. Znamend to, ze vsetko, ¢o suvisi s prostredim, ako napr. denné svetlo, stromy,
zvieratd, spolocnost, popisované zvuky, pachy a pocasie st sicastou prostredia. Dejiskom



diela je opis predmetov a fyzického vzhladu miesta, kde sa pribeh odohrava. Popis prostre-
dia poméha pri vytvarani déveryhodnosti; moze pomdct vysvetlit postavy aj situdciu; moze
prispiet k atmosfére alebo prevlddajicej nalade; moéze byt aktivny v predpovedani; moze
byt symbolickym. Okrem symboliky hlavnych postav sa prostredie pouziva aj ako prostrie-
dok na posilnenie témy, znamend to, ze prostredie sa povazuje za doleziti tlohu v pribehu
a analyze.

2.2 Klacové dejové linie

Pojem klicové dejové linie nemozno exaktne definovat. V starovekom Grécku rozlisovali dva
typy deja: komédiu a tragédiu, no odvtedy sa delenie dejovych linii posunulo dalej. V minu-
losti sa o najdenie rozdelenia deja pokusalo vela vyznamnych dramatikov, ¢i spisovatelov,
medzi nimi aj Shiller' ¢ Gozzi’. Na posledného menovaného nadvizuje kniha ,, The Thirty
Six Dramatic Situations“ [15], ktord je jednou z mala knih, ktoré sa zaoberd klasifikovanim
deja. Ako z ndzvu vyplyva, predkladd 36 dramatickych situécii, ktoré si aj na dnesni dobu
aktualne, no kniha udava aj konkrétne deje pod kazdou dramatickou situaciou, tie si vsak
z vacSiny zastaralé a v dnesnej dobe nepouzitelné.

Ludia odpraddavna hladaji idey pre vymyslanie novych knih, ¢i filmov, preto mozno
hladat klicové dejové linie najmé v knihdch, ktoré sa zaoberaju inSpirovanim o témach
a dejovych liniach, o ktorych by mohli ich citatelia pisaf.

Jednou z takychto knih je ,Plotto“ [4], ktord mala autorom poméct poskladat si pribeh.
Toto dielo prezentuje tisice velmi podrobnych dejovych linii, tzv. Masterplot. Kazda tato
dejova linia pozostdva z 3 klauzil. Kde klauzula A reprezentuje druh protagonistu, klau-
zula B uvadza zakladni myslienku deja a klauzula C ukoncuje dej. KedZe B klauzuly st
velmi vSeobecné, kazda B klauzula pozostava z desiatok podrobnejsich dejov. Tieto pod-
robné deje, mbézu na seba roézne navziajom nadvézovat a vytvorit tak celkom konkrétny
podrobny dej. Celkovo pocet dejov, ktory sa tymto mechanizmom dokéze vytvorit mozno
ratat v statisicoch.

Dalsou knihou z tejto kategérie je ,,20 Master Plots: And How to Build Them* [22]
v ktorej autor prednasa, ako opat z nazvu vyplyva, 20 oblasti ktorych sa moze tykat dej.
St nimi: Hladanie, DobrodruZstvo, Prenasledovanie, Zachrana, Unik, Pomsta, Hadanka,
Rivalita, Smoliar, Pokusenie, Metamorféza, Transformacia, Dozrievanie, Laska, Zakazana
laska, Obetovanie, Objavenie, Ubohy prebytok, Vzostup a Zostup.

Je nutné podotknit, ze klticové dejové linie sa tykaju iba deja, netykaju sa ani prostredia
ani hlavnych postav a ani zanrov. Preto napr. Scherlock Holmes type alebo Happy ending
nemozno povazovat za klticové dejové linie, lebo sa skor tykajd niecoho iného ako deja. Aj
na toto je treba dbat pri vybere klticovych dejovych linii.

2.3 Extrakcia dat

Data st nevyhnutnou sucastou kazdého vyskumu, ¢i uz to je akademicky, marketingovy
alebo vedecky. Ludia chci zbierat a analyzovat idaje z viacerych webovych stranok. Rézne
webové stranky, ktoré patria do konkrétnej kategoérie zobrazuje informéacie v réznych for-
métoch. Udaje mozu byt rozlozené na viacerych strankach a v roznych sekcidch. Vidsina
webovych strdnok neumoznuje ulozif képiu ddajov, zobrazenych na ich webovych stran-

'Friedrich Schiller — nemecky dramatik (1759-1805)
2Carlo Gozzi — taliansky dramatik (1720-1806)



kach do lokalneho tloziska. Web scraping je technikou extrakcie nestruktirovanych tdajov
z webovych stranok a taktiez transformaciou tychto ddajov do struktirovanych tdajov,
ktoré mozno ulozit do zrozumitelnej struktiary ako napr. tabulka, databdza alebo stubor
vo forméate CSV.

Proces ziskavania idajov z internetu mozno rozdelit do dvoch po sebe nasledujicich kro-
kov: ziskavanie webovych zdrojov a nasledné extrahovanie pozadovanych informécii zo zis-
kanych tdajov. Webové tidaje sa bezne extrahuji pomocou protokolu HTTP (Hypertext
Transfer Protocol) alebo cez web prehliada¢. To sa bud vykondva manuédlne pomocou uziva-
tela alebo automaticky robotom alebo webovym prehliadacom. Konkrétne, program zacéina
vytvorenim HTTP poziadaviek na ziskanie zdrojov z cielovej webovej stranky. Po tispesnom
prijati a spracovani ziadosti cielovou webovou strankou sa pozadovany zdroj ziska z webo-
vej lokality a potom sa odosle spaf do programu. Zdroj moze byt vo viacerych formatoch,
akymi s webové stranky vytvorené z HTML, datové kanaly vo formate XML alebo JSON
alebo multimedialne data, akymi st obrazky, audio alebo video stibory. Po stiahnuti we-
bovych tdajov proces extrakcie pokracuje v analyze, preforméatovani a usporiadani iidajov
struktirovanym spésobom.

Vzhladom na to, Ze sa na internete neustéle generuje obrovské mnozstvo heterogénnych
udajov, je web scraping Siroko uznavany ako efektivna a vykonna technika na zber velkych
dat.

Aj ked je web scraping uc¢innou technikou pri zhromazdovani velkych stiborov udajov,
je taktiez velmi kontroverznou a moze vyvolat pravne otdzky suvisiace s autorskymi pra-
vami a zmluvnymi podmienkami. V rdmci osobného pouzitia sa jedné o legalne vyuzitie,
problém vsSak nastava v pripade komer¢ného vyuzitia. Takisto, ak takyto program posiela
ziadosti o ziskavanie udajov prilis ¢asto, je to funkéne ekvivalentné iitoku odmietnutia sluzby
(DoS — Denial-of-Service), pri ktorom moze byt vlastnikovi odmietnuty vstup a moze byt
zodpovedny za vzniknuté skody, pretoze vlastnik webovej aplikidcie ma majetkovi ucast
na fyzickom webovom serveri, ktory je hostitelom aplikacie.

Téato podkapitola vychddza z publikdcii [26] a [18].

2.4 Spracovanie prirodzeného jazyka

Spracovanie prirodzeného jazyka (NLP — angl. Natural Language Processing ) je pocitacovy
pristup k analyze textu a je zalozeny na stbore teoérii aj na stibore technolégii. Je to velmi
aktivna oblast vyskumu a vyvoja v dnesnej dobe. NLP mozno definovat asi nasledovne:
Spracovanie prirodzeného jazyka je teoreticky motivované rozpétie vypoctovych technik
na analyzu a reprezentaciu prirodzene sa vyskytujucich textov na jednej alebo viacerych
urovniach lingvistickej analyzy s cielom dosiahnuf podobnost s ¢lovekom pri spracovani
jazyka pre cely rad uloh alebo aplikacii.

Viaceré prvky tejto definicie mozno podrobnejsie rozviest. Existuje viacero metdd resp.
technik, z ktorych si vybrat na vykonanie konkrétneho typu jazykovej analyzy. ,Prirodzene
sa vyskytujice texty“ mozu byt akéhokolvek jazyka, zanru a pod., jedinou poziadavkou je,
aby boli v jazyku, ktory pouzivaju ludia na komunikdciu medzi sebou. Analyzovany text
by tiez nemal byt Specificky vytvoreny na tcely analyzy, ale ziskany zo skutoc¢nych pouziti.
Pojem ,arovne lingvistickej analyzy“ odkazuje na skutocCnost, Ze existuje viacero typov
jazykového spracovania, o ktorych je zname, ze ludia pouzivajui pre pochopenie jazyka. NLP
sa povazuje za vnutornu disciplinu Umelej inteligencie (Al — angl. Artificial Intelligence ),
kedze NLP sa snazi o vysledky podobné ¢loveku, je vhodné povazovat NLP za disciplinu
AL



Cielom NLP, ako je uvedené vyssie, je dosiahnut spracovanie ludského jazyka. Vyber
slova ,spracovanie“ je velmi zdmerny a nemal by sa nahradit vyrazom ,pochopenie®. Ob-
last NLP bola pévodne oznacovand ako Porozumenie prirodzeného jazyka (NLU — angl.
Natural Language Understanding ) v zac¢iatkoch A, a kedZe dodnes nebol jazyk skutoéne
»pochopeny*, tak sa NLU povazuje za ciel NLP.

Uplny NLU systém by bol schopny:

1. Parafrazovat vstupny text
2. Prelozit text do iného jazyka
3. Odpovedat na otazky z textu

4. Vyvodzovat zavery z textu

Zatial ¢o NLP urobilo vazne zasahy do dosiahnutia cielov 1 az 3, skutocnost, ze NLP
systémy nedokazu samy o sebe vyvodzovat zavery z textu sposobuje, ze cielom NLP stale
zostava NLU [12].

2.5 Klasifikacia

Namety pre tiato kapitolu vychadzali z [8]. Klasifikacia (classification) je jednou z najpo-
puldrnejsich tém Spracovania prirodzeného jazyka a Hibkovej analyzy dat (Data Mining).
Je to zvycajne prediktivna tloha vedend pomocou technik ucenia pod dohladom (super-
vised learning). Klasifikicia mé za ciel naucit sa z oznackovangch vzorov model schopny
predpovedat znacky (labels) pre budice, nikdy predtym nevidené, ukazky tdajov.

Sada atributov v subore tdajov klasifikacie (classification dataset) je rozdelend do dvoch
podmnozin. T4 prva obsahuje vstupné vlastnosti (features), premenné, ktoré budu fungovat
ako prediktory. Druhd podmnozina obsahuje vystupné atributy, takzvané znacky (labels),
ktoré st priradené pre kazdu instanciu. Klasifika¢né algoritmy indukuji model analyzujici
korelaciu medzi vstupnymi vlastnostami a vystupnymi znackami. Ked sa ziska natréno-
vany model, m6ze byt pouzity na spracovanie mnoziny vstupnych vlastnost{ novych vzoriek
udajov a tym ziskat predikciu znaciek. V zavislosti od povahy druhej podmnoziny atribi-
tov, ktora obsahuje znacky, mozno identifikovat niekolko druhov klasifika¢nych problémov,
v zévislosti od poctu vystupov a ich typov.

Medzi zédkladné patri:

o Binarna klasifikdcia (Binary Classification) Toto je najjednoduchsi klasifikaény
problém, ktorému mozno celif. Instancie v bindrnej datovej sade maju iba jeden vy-
stupny atribtt a moéze mat iba dve rézne hodnoty. Tieto st zvycajne zname ako po-
zitivne a negativne, ale mozno ich interpretovat aj ako pravda a nepravda, 1 a 0
alebo akékolvek ind kombindcia dvoch hodnét. Klasicky priklad tejto dlohy je filtro-
vanie spamu, pri ktorom sa klasifikdtor u¢i zo sprav obsah, ktory mozno povazovat
za spam.

o Viac-triedna klasifikicia (Multi-class Classification) Viac-triedna datovd sada ma
tiez iba jeden vystupny atribut, ako binarna klasifikicia, ale mdze obsahovat kto-
rukolvek z urcitého stiboru preddefinovanych hodnét. Vo viac-triednej klasifikacii sa
znacky nazyvaju triedy (class). Vyznam kazdej z tychto tried a samotnd hodnota st



Specifické pre kazdud aplikaciu, stibor tried je vSak kone¢ny a diskrétny. Jednym z naj-
znamejsich prikladov klasifikacie viacerych tried je identifikdcia druhov dihovky, kde
sa klasifikdtor uci, ako klasifikovat nové instancie do zodpovedajicej rodiny (triedy).
Mnoho viac-triednych klasifika¢nych algoritmov zavisi na binarizacii, metéda, ktora
iterativne trénuje binarny klasifikator pre kazdua triedu zvlast. Viac-triednu klasifi-
kaciu mozno povazovat za zovSeobecnenie binarnej klasifikdcie. Vystup je len jeden,
ale mo6ze nadobudniut akikolvek hodnotu, zatial ¢o v bindrnom pripade je obmedzeny
na podmnozinu dvoch hodnét.

» Viac-znackova klasifikacia (Multi-label Classification) Na rozdiel od dvoch pred-
chadzajucich klasifika¢nych modelov, vo viac-znackovej klasifikacii mé kazda z instan-
cif udajov priradeny vektor vystupov, nie iba jednu hodnotu. Dizka tohto vektora je
pevnd a mé dizku podla podtu znadiek v datovej sade. Kazdy prvok vektora je bi-
narna hodnota oznacujica, ¢i prislusnd znacka je alebo nie je relevantna pre vzorku.
Aktivnych moze byt niekolko znaciek naraz. Viac-znackova klasifikacia sa v stiicasnosti
pouziva v mnohych oblastiach, z ktorych véicsina stvisi na automatické oznacovanie
zdrojov zo socidlnych médii, akymi st obrazky, hudba, video, spravy, ¢i blogové pris-
pevky. Algoritmy pouzité na tito dlohu musia byt schopné vytvorit niekolko predpo-
vedi naraz, ¢i uz ide o transformaciu pévodnych datovych sad alebo ich prispdsobenie
na existujice bindrne/viac-triedne klasifika¢né algoritmy.

2.6 Klasifikacné metody

Kapitoly tykajuce sa klasifikaénych metéd si prevzaté z publikdcie [11]. V ére informacnej
explézie moze byt zdlhavé a ndroéné spracovavat a klasifikovat velké mnozstvo textovych
udajov manudlne. Okrem toho moéze byt kvalita manudlnej klasifikacie textu ovplyvnena
[udskymi faktormi, akymi st tinava a neodbornost. Je preto ziaduce pouzit metddy stro-
jového ucenia na automatizaciu procesu klasifikacie textu, aby boli vysledky spolahlivejsie
a menej subjektivne. Okrem toho to moze tiez pomdct zvysit efektivitu vyhladdvania in-
formacii a zmiernit problém informac¢ného pretazenia.

Textové tdaje sa lisia od ¢iselnych, obrazovych alebo signdlovych dat, vyzaduju NLP
techniky pre ich spracovanie. Prvym dolezitym krokom je predspracovanie textovych adajov
pre model. Tradi¢né modely zvycajne potrebuju ziskat dobré vlastnosti (features) umelymi
metdédami a potom ich klasifikovat pomocou klasickych algoritmov strojového ucenia. Preto
ucinnost tychto metéda je do znacénej miery obmedzend extrakciou vlastnosti (feature ex-
traction). Preto vicsina vyskumnych prac zameranych na klasifikdciu textu si zamerané
na hlboké neurénové siete, ¢o st pristupy zalozené na udajoch (data-driven approaches)
s vysokou vypoctovou naroc¢nostou.

Klasifikaciou textu sa mysli extrahovanie prvkov z nespracovanych textovych tdajov
a predpovedanie kategérie textovych udajov na zdklade takychto vlastnosti (features).
Mnozstvo modelov bolo navrhnutych za poslednych niekolko desatroc¢i na klasifikdciu textu.
Z tradi¢nych modelov, Naive Bayes (NB) bol prvym pouzitym modelom na tuto tloha. Po-
tom sa pouzivaju generické klasifikaéné modely, ako napriklad K-Nearest Neighbor (KNN),
Support Vector Machine (SVM) a Random Forest (RF). V poslednej dobe eXtreme Gra-
dient Boosting (XGBoost) a Light Gradient Boosting Machine (LightGBM) majti poten-
cidl poskytnut vynikajuci vykon. Modely hlbokého ucenia takisto iSli velmi do popredia,
odkedy bola pouzitd konvoluénd neurénova siet po prvy krat na klasifikiciu textu. Aj ked
nie je Specialne navrhnuty na pracu s textom, je Bidirectional Encoder Representation from
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Transformers (BERT) siroko pouzivany pri ndvrhu modelov pre klasifikéciu textu, vzhladom
na jeho efektivitu vo viacerych datovych sadach zameranych na textovua klasifikdciu.

Naive Bayes

Naive Bayes (NB) je najjednoduchsi a najrozsirenejsi model zaloZeny na pouziti Bayesovho
teorému. Algoritmus NB primarne vyuziva podmienent pravdepodobnost. Vyhodou NB
je, ze na odhad parametrov potrebnych na klasifikiciu vyzaduje len maly pocet tréningo-
vych dat. Parametre NB st menej citlivé na chybajice tdaje a algoritmus je jednoduchy.
Predpoklada vsak, ze vlastnosti st na sebe nezavislé. Ked pocet vlastnosti je velky, alebo
korelacia medzi vlastnostami je vyznamné, vykon NB klesid. Napriek ,naivnému® dizajnu
a zjednodusenym predpokladom je NB siroko pouzivany aj v zlozitych problémoch.

K-najblizsich susedov

Jadrom algoritmu k-najblizsich susedov (angl. KNN — K-Nearest Neighbors) je klasifikdcia
neoznacenej vzorky najdenim kategérie s najvacsim poctom vzoriek na k najblizsich vzor-
kach. Je to jednoduchy klasifikdtor bez nutnosti vytvarania modelu a mdze znizit zlozitost
pomocou jednoduchého procesu ziskavania KNN. AvsSak v ddsledku pozitivnej korelacie
medzi ¢asovou/priestorovou zlozitostou modelu a mnozstvom tdajov, je algoritmus KNN
na rozsiahlych datovych sadach nezvycajne pomaly. KNN zavisi hlavne od okolitych sused-
nych vzoriek a pre diatové sady s vac¢sim prekrytim tried je vhodnejsi ako iné metody.

Support Vector Machine

Pristupy zalozené na SVM menia klasifikiciu textu na viaceré tlohy binarnej klasifikacie.
SVM sa snazi vytvarat optiméalnu nadrovinu vo vektorovom priestore pre maximalizdciu
vzdialenosti medzi triedami a urcit vzdialenost hranice kategoérie v smere kolmom na nad-
rovinu ¢o najvacsiu, ¢o bude mat za nasledok nizsiu chybovost klasifikicie. Vyuziva pred-
chadzajice znalosti na vytvorenie vhodnejsej struktiry a rychlejsie stadium. SVM dokaze
vyriesit vysokorozmerné a nelinearne problémy. Ma vysoki generaliza¢ni schopnost, ale je
citlivy na chybajtce adaje.

Rozhodovacie stromy

Rozhodovacie stromy (DT — Decision Trees) stt metédy ucenia s ucitelom stromovej struk-
tary a si konstruovany rekurzivne, odrazaju myslienku rozdeluj a panuj. Rozhodovacie
stromy mézu byt vseobecne rozdelené do dvoch odlisnych etédp: stavba stromov a prereza-
vanie stromov. Zacina sa na korenovom uzly kde testuje vzorky udajov, a rozdeluje datovi
sadu do rozdielnych podmnozin podla réznych vysledkov. Podmnoziny datovej sady tvoria
synovské uzly a kazdy listovy uzol v rozhodovacom strome predstavuje kategériu. Kon-
strukcia rozhodovacieho stromu mé urcif korelaciu medzi triedami a atribitmi, ktoré sa
dalej vyuzivaji na predpovedanie kategoérie nezndmych budtcich typov. DT je lahké po-
chopit a interpretovat. Z pozorovaného modelu je lahké odvodit zodpovedajtci logicky vyraz
z vygenerovaného rozhodovacieho stromu.

Neuronové siete

Hlboké neurénové siete pozostavajui z umelych neurdénovych sieti, ktoré simuluji Tudsky
mozog, aby sa automaticky ucil vysokoturovnové vlastnosti z idajov, ktoré dosahujui lepsie
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vysledky ako tradiéné modely spomenuté vyssie. Konvolu¢né neurnové siete (CNN — Convo-
lutional Neural Networks ) moze stucasne aplikovat konvolicie definované réznymi jadrami
na viaceré casti sekvencie. Preto sa CNN pouzivaji na mnohé tlohy NLP vratane klasi-
fikacie textu. Pre klasifikdciu textu sa vyzaduje, aby bol text reprezentovany ako vektor.
Najskor su vsetky vektory slov vstupného textu spojené do matice. Matica sa potom pri-
vadza do konvoluénej vrstvy, ktora obsahuje niekolko filtrov s réznymi rozmermi. Nakoniec
vysledok konvoluénej vrstvy prechddza cez rozhodovaciu vrstva a zretazi vsetky vysledky,
aby sa ziskala konecné vektorova reprezentacia, ktorda urcuje vyslednu triedu.

Hlboké ucenie pozostava z viacerych skrytych vrstiev v neurénovej sieti s vyssou drov-
nou zlozitosti a moéze byt trénovany na nestruktirovanych datach. Hlboké ucenie sa dokaze
naucit jazykové vlastnosti a dokéze zvladat aj abstraktnejsie jazykové prvky zalozené na slo-
vach a vektoroch na vysokej tirovni. Architektira hlbokého ucenia sa vie naucit reprezento-
vat vlastnosti priamo zo vstupu bez prilis velkého manuélneho zasahu a predchadzajicich
znalosti. Technolégia hlbokého ucenia je vsak metdédou zalozenou na datach, ktora si vyza-
duje obrovské mnozstvo tidajov na dosiahnutie vysokého vykonu.

2.7 Transformer

Transformer [23] je prominentny model hlbokého ucenia, ktory je Siroko pouzivany v roz-
nych oblastiach, ako napr. NLP, pocitacové videnie alebo spracovanie re¢i. Transformer
bol povodne navrhnuty ako Sequence-to-Sequence model pre strojovy preklad. Sequence-
to-Sequence (alebo Seq2Seq) je neurénova siet, ktord transformuje dant sekvenciu prvkov,
ako napriklad sekvenciu slov vo vete, na int sekvenciu. Modely Seq2Seq pozostavaju z ko-
déra a dekodéra. Koder vezme vstupnu sekvenciu a namapuje ju do priestoru vyssej di-
menzie (n-rozmerny vektor). Tento abstraktny vektor sa privedie do dekodéra, ktory ho
zmeni na vystupnu sekvenciu. Vystupna sekvencia méze byt v inom jazyku, symboloch,
képii vstupu atd.

Cisty Transformer takisto teda pozostava z kodéra a dekodéra, z ktorych kazdy z nich je
zlozeny z n rovnakych blokov, ktoré je mozné na seba viackrat naskladat, ¢o je na obrazku
2.2 popisané pomocou Nz. Kodér je vlavo a dekodér vpravo. Vidime, ze moduly pozostavaju
hlavne z vrstiev Multi-Head Attention a Feed Forward.

Pri Transformeroch sa stretavame s pojmom: Pozornost. Model si musi pamatat, ako sa
sekvencie vkladaji do modelu, je nutné teda nejako dat kazdému slovu v sekvencii rela-
tivnu polohu, pretoze sekvencia zavisi od poradia jej prvkov. Tieto pozicie sa pridavaju
do n-rozmerného vektora kazdého slova. V transformeroch sa toto nazyva mechanizmus
pozornosti (angl. Attention-mechanism). Mechanizmus pozornosti sa pozera na vstupni
sekvenciu a v kazdom kroku rozhoduje, ktoré dalsie ¢asti sekvencie su dolezité.

Inymi slovami, pre kazdy vstup, ktory kodér nacita, mechanizmus pozornosti berie
do tvahy niekolko dalsich vstupov stacasne a rozhoduje, ktoré z nich st dolezité, prira-
denim réznych vah tymto vstupom. Dekodér potom vezme ako vstup zakdédovani vetu
a vahy poskytnuté mechanizmom pozornosti.

Funkciu pozornosti mozno opisat ako mapovanie dotazu (Q) a dvojice klu¢ (K) — hod-
nota (V) na vystup, kde dotazy, klice, hodnoty a vystup su vSetko vektory. Vystup sa vy-
pocita ako vazeny sucet hodnét, kde vaha priradend kazdej hodnote je vypocitana funkciou
kompatibility dotazu s prislusnym klicom. Vstup pozostava z dotazov a klicov dimenzie
dy,. Mechanizmus pozornosti mozno popisat rovnicou (2.1):
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(2.1)

Q je matica, ktord obsahuje dotaz (vektorovéa reprezentacia jedného slova v sekvencii),
K st vsetky kltuce (vektorové reprezentacie vSetkych slov v sekvencii) a V st hodnoty, ktoré
su opéat vektorové reprezentacie vsetkych slov v sekvencii.

Vahy st definované tym, ako je kazdé slovo v sekvencii (Q) ovplyvnené vSetkymi ostat-
nymi slovami v sekvencii (K). Okrem toho je na vdhy aplikovana funkcia SoftMaz, aby mali
rozdelenie medzi 0 a 1. Tieto vahy sa potom aplikuju na vsetky slova v sekvencii (V).

Architektara transformerov pouziva komplexnejsiu Multi-Head attention vrstvu, ktord
paralelizuje tento mechanizmus a umoznuje to systému ucit sa z réznych reprezentacii Q,

Neskorsie prace ukazuju, ze pred-trénované modely zalozené na transformeroch mézu
dosiahnut state-of the-art performace pri roznych tlohach. V désledku toho sa Transformer
stal go-to architektirou v NLP. [21] [1]



2.8 BERT

BERT [6] (Bidirectional Encoder Representations from Transformers) je zdstupca z ro-
diny transformerov. Kltic¢ovou technickou inovaciou BERT je aplikacia obojsmerného ucenia
Transformera. To je v kontraste s predchadzajicimi snahami, ktoré sa zaoberali textovou
sekvenciou bud zlava doprava, alebo kombinovanym ucenim zlava doprava a sprava dolava.
Vysledky ukazuju, Ze jazykovy model, ktory je trénovany obojsmerne, moze mat hlbsi zmy-
sel pre jazykovy kontext a tok ako jednosmerné jazykové modely. V ¢lanku vedci podrobne
opisuji nové techniky, ktoré umoznuji obojsmerny tréning v modeloch, v ktorych to bolo
predtym nemozné.

BERT vyuziva mechanizmus pozornosti, ktory sa uc¢i kontextové vztahy medzi slovami
v texte. Vo svojej zdkladnej podobe obsahuje Transformer dva samostatné mechanizmy:
kéder, ktory ¢ita textovy vstup, a dekodér, ktory vytvara predpoved pre dant tlohu. Kedze
ciefom BERT je vygenerovat jazykovy model, je potrebny iba kéder. Na rozdiel od sme-
rovych modelov (directional models), ktoré ¢itaji textovy vstup postupne (zlava doprava
alebo sprava dolava), kodér Transformera nacita celi sekvenciu slov naraz. Preto sa po-
vazuje za obojsmerny, aj ked presnejsie by bolo povedat, ze je nesmerny (non-directional).
Tato charakteristika umoznuje modelu naucit sa kontext slova na zaklade celého jeho okolia
(vlavo a vpravo od slova).

Pri trénovani jazykovych modelov existuje vyzva, ako definovaf ciel predikcie. Mnoho
modelov predpovedd dalsie slovo v sekvencii, ¢o je smerovy pristup (directional approach),
ktory vo svojej podstate obmedzuje kontextové ucenie. Na prekonanie tejto vyzvy pouziva
BERT dve tréningové stratégie:

o Maskovany jazykovy model (MLM — Masked Language Model ) Nanestastie, Stan-
dardné jazykové modely mézu byt len trénované zlava doprava alebo sprava dolava,
pretoze obojsmerné by kazdému slovu umoznili nepriamo ,vidiet samého seba“ a mo-
del by mohol trividlne predpovedat cielové slovo vo viacvrstvovom kontexte. Preto sa
jednoducho maskuje urcité percento vstupnych tokenov a potom sa tieto maskované
tokeny predpovedaji. Tento postup sa oznacuje ako MLM, a BERT je trénovany tak,
ze je ndhodne maskovanych asi 15 % vsetkych tokenov. Hoci tato stratégia umoziuje
ziskat obojsmerny pred-trénovany model, nevyhodou je nestlad medzi pred-tréningom
(pre-training) a doladovanim (fine-tuning), pretoze maskované tokeny sa pocas dola-
dovania nevyskytuju.

o Predpoved dalsej vety (NSP — Next Sentence Prediction ) Mnohé dolezité nadvizu-
juce tlohy (downstream tasks) st zalozené na pochopeni vztahu medzi dvoma vetami,
ktory nie je priamo zachyteny jazykovym modelovanim. Aby bolo mozné trénovanie
modelu, ktory rozumie vazbam viet, pouziva BERT binarizovani NSP ulohu, ktora
mozno trividlne vygenerovat z akéhokolvek jednojazycéného korpusu. V tréningovom
procese model BERT dostéva pary viet ako vstup a uci sa predpovedat, ¢i druha veta
v pére je vetou nasledujicou v pévodnom dokumente. Pocas tréningu tvori 50 % vstu-
pov dvojica, kde je druhé veta vetou nasledujicou v pévodnom dokumente, zatial ¢o
v ostatnych 50 % je ako druhd veta zvolend ndhodna veta z korpusu. Predpokladom
je, ze nahodna veta bude odpojena od prvej vety.

Pri trénovani modelu BERT sa MLM a NSP trénuju spolo¢ne s cielom minimalizovat
kombinovanu stratovi funkciu (loss function) tychto dvoch stratégii. [9] [19]
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2.8.1 Fine-tuning

Pouzitie BERT na konkrétnu tlohu je pomerne jednoduché. BERT mozno pouzit na siroki
skalu jazykovych 1loh, pricom do zdkladného modelu staci pridat iba mald vrstvu. Dolado-
vanie (fine-tuning) je proces adaptovania BERT na konkrétnu nadvézujicu tlohu (downs-
tream task), ¢i uz je vstup jedno-textovy alebo sa jedna o textové pary. Pre kazdu tlohu
staci zapojit vstupy a vystupy Specifické pre dant tlohu do BERT a doladit vsetky para-
metre end-to-end. Na vstupe namiesto vety A a vety B z pred-tréningu je pri klasifikacii par
text-znacky. V porovnani s pred-tréningom je doladovanie relativne lacné, ¢o sa tyka casu.
Pre vhodné doladenie BERT na konkrétnu dlohu je nutné okrem iného aj spravne nastavenie
hyper-parametrov alebo pridanie extra vrstvy. Pre viac-znackovi klasifikdciu (multi-label)
je nutné pridat vrstvu s aktivaénou funkciou sigmoid. Casto sa pouziva softmax aktivaéna
funkcia vo viac-triednych tlohéch (multi-class), ¢o je predvolend aktiva¢na funkcia tradic-
ného BERT. Funkcia softmax vsak nie je vhodnd pre tlohy s viacerymi znackami, pretoze
stucet pravdepodobnosti vystupu funkcie softmax je 1. To sa nehodi v situaciach, ked moze
byt pritomnych viacero znaciek stcasne. Vystupy sigmoidnej funkcie sa pohybuji od 0 do 1,
ktoré si na sebe nezavislé a predstavuju pravdepodobnost pre kazda znacku zvlast. Stcet
vystupov sigmoidnej funkcie nie je 1, takze viac ako jedna znacka méa moznost ziskat skére
nad urcitd hranicu prahu (threshold). Takto mozno kazdd znacku klasifikovat na 0 a 1
podla hodnoty prahu. [6] [19] [20]

2.8.2 Spracovanie dlhych retazcov

Dalsim faktorom pri doladovani BERT na klasifikiciu textu je dizka vstupnej sekvencie
a spracovanie dlhych retazcov, kedze maximélna dlzka vstupu BERT je 512 tokenov. Pri-
padaja do tvahy nasledujiice spésoby zaoberajice sa dlhymi refazcami.

Metédy skratenia Zvycajne su klucové informécie ¢lanku na zaciatku a na konci.
Preto mozno pouzit tri rézne metdédy skratenia textu.

1. Iba tivodnych 510 tokenov®
2. Iba konec¢nych 510 tokenov
3. 128 tokenov z tvodu a 382 tokenov z konca textu

Hierarchické metédy Vstupny text je najskor rozdeleny na k = L/510 frakcii, ktoré
sa privadzaju do BERT s cielom ziskat zastiipenie k textovych zlomkov. Potom st pouzité
metédy mean pooling, max pooling a seba-pozornost na kombindciu reprezentacie vsetkych
zlomkov.[19]

Longformer [3] Dalsou moznostou ako spracovavat dlhsie retazce je pouzif upravent
verziu BERT, s ndzvom Longformer, ktory dokaze spracovavat vstup o velkosti 4096 tokenov
v relativne kratkom case.

2.9 Metriky vyhodnocovania

Této podkapitola je prebrand z [8]. Vystup akéhokolvek klasifikdtora s viacerymi znac-
kami pozostava z predpovedaného vektora znaciek pre kazdu testovaciu instanciu. Pri préaci
v tradi¢nom scenari s iba jednou triedou ako vystupom, predpoved moze byt spravna alebo

3Treba odpoditat tokeny [CLS] a [SEP].
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nespravna, naproti tomu predpovede viacerych znaciek mézu byt tiplne spravne, Ciastocne
spravne/nespravne (v roznych stupnioch) alebo tiplne nespravne. Pouzitie rovnakych metrik
pouzivanych v tradic¢nej klasifikacii je mozné, ale zvycCajne prehnane prisne. To je dévod
na pouzitie Specifickych hodnotiacich metrik, kde sa beri do tvahy aj pripady medzi ty-
mito dvoma extrémami. V sticasnosti je v literattre definovanych viac ako dvadsat réznych
vykonnostnych metrik pre viac-znackovu klasifikaciu. Vsetky metriky vyhodnocovania via-
cerych znaciek mozno zoskupit podla dvoch kritérii:

e Podla toho ako sa predpoved vypocitava: Meranie méze byt vykonané instanciou
alebo pomocou znagciek, ¢im sa ziskaji dve rozne skupiny metrik:

— Metriky zalozené na prikladoch: Tieto metriky sa pocitaji samostatne pre kazda
inStanciu a potom st spriemerované poctom vzoriek.

— Metriky zalozené na znackach: Na rozdiel od predchadzajtcej skupiny met-
riky zalozené na znackach sa vypocitaju nezavisle pre kazda znacku pred ich
spriemerovanim. Pritom mozno pouzit dve rézne stratégie:

* Makro-priemerovanie: Metrika sa vypocitava individuédlne pre kazdd znacku
a vysledok je spriemerovany poc¢tom znaciek.

* Mikro-priemerovanie: Pocitadla trafenych a netrafenych predpovedi pre kazda
znacku s najskor agregované a potom sa metrika vypocita iba raz.

e Podla toho ako sa vysledok sprostredkuje: Vystup produkovany viac-znackovym
klasifikatorom moze byt bindrna biparticia znaciek alebo poradie znaciek. Niektoré
z nich poskytuju oboje vysledky.

— Binarna biparticia: Bindrne biparticia je vektor oznacujtci 0 a 1, ktoré in-
dikuju, Ze znacka je relevantnd pre spracovani vzorku. Existuju metriky, ktoré
funguji nad tymito biparticiami a pocitaji pocet skutoéne pozitivnych (angl.
True Positive — TP), skutoéne negativnych (angl. True Negative — TN), falo$ne
pozitivnych (angl. False Positive — FP) a falosne negativnych (angl. False Nega-
tive — FN) vzoriek.

— Poradie znaciek: Vystupom je zoznam znaciek zoradenych podla nejakej re-
levantnosti. Bindrnu biparticiu mozno z tohoto poradia ziskat pouzitim prahu,
zvycajne dany samotnym klasifikatorom. Existuji vSak metriky, ktoré namiesto
toho pracuji s nespracovanym poradim na vypocet vyhodnotenia.

Hammingova strata

Hammingova strata (angl. Hamming loss) je jednou z metrik zalozenych na prikladoch, je
pravdepodobne najbeznejsie pouzivanou metrikou viac-znackovej klasifikacie, asi aj pretoze
je lahké ju vypocitat ako mozno vidiet v rovnici (2.2). Operator A vracia symetricky rozdiel
medzi Y, redlnym vektorom znaciek i-tej inStancie a tym predpovedanym Z;. Operator |r|
pocita pocet 1 v tomto rozdiele, inymi slovami pocet nespravnych predpovedi. Celkovy
pocet chyb v n inStancidch sa agreguje a potom normalizuje poc¢tom znaciek k£ a poctom
instancii.

Spravnost

Vo viac-znackovej oblasti je spravnost (angl. Accuracy) definovana ako (2.3) pomer me-
dzi hodnotami poc¢tu spravne predpovedanych znaciek a celkového poctu znaciek v oboch
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vektoroch. Metrika je pocitand pre kazdd instanciu a potom je spriemerovana ako vsetky
metriky zalozené na prikladoch.

Presnost

Presnost (angl. Precision)(2.4), naproti tomu, sa povazuje za jednu z intuitivnejsich met-
rik na hodnotenie viac-znackovych klasifikatorov. Vypocita sa ako podiel medzi poctom
skutocne pozitivnych znaciek a celkovym poctom pozitivnych znaciek. Teda mdze byt in-
terpretovand ako percento predpovedanych znaciek, ktoré su skutocne relevantné pre danu
inStanciu. Tato metrika sa zvycajne pouziva v spojeni s funkciou tplnost alebo senziti-
vita (angl. Recall) (2.5), ktord vracia percento spravne predpovedanych znaciek spomedzi
vSetkych skutocne relevantnych znaciek, teda pomer spravnych znaciek je vystupom klasi-
fikatora.

F-skore

Spolo¢né pouzivanie presnosti a senzitivity je tak bezné, Ze je definovana metrika, ktord ich
kombinuje. Je znama ako F-skére (angl. F-measure/ F-score) (2.6) a vypocita sa ako harmo-
nicky priemer tychto dvoch. Tymto spdsobom je vyvazena miera toho, kolko relevantnych
znaciek je predpovedanych a kolko predpovedanych znaciek je relevantnych.

Priemerna presnost

Vsetky metriky zalozené na prikladoch popisané vyssie funguji cez bindrnu biparticiu zna-
ciek, takze potrebuju sadu znaciek ako vystup z klasifikatora. Naproti tomu, nasledujica
metrika potrebuju poradie znaciek, takze bud stupen spolahlivosti alebo pravdepodobnost
prislusnosti kazdej zo znaciek je potrebnd na jej vypocet.

Metrika priemernd presnost (angl. Average precision) (2.7) urcuje pre kazdu znacku v in-
stancii, podiel relevantnych znaciek, ktoré st v predpokladanom poradi nad nou. Cielom
tejto metriky je zistit, kolko pozicii treba v priemere skontrolovat, predtym, nez sa najde
nerelevantné oznacenie. Cim vidsia je hodnota tejto metriky, tym lepsi je vykon klasifiké-
tora. V rovnici (2.7) je rank(z;,l) definovana ako funkcia ktord pre inStanciu x; a prislusni
znacku [, ktorej poloha je zndma, vrati stupen spolahlivosti.

Metriky zalozené na znackach

Vsetky vykonnostné metriky vymenované v predchadzajuicich castiach sa vyhodnocuju jed-
notlivo pre kazdu instanciu a potom su spriemerované poc¢tom instancii. Preto m& kazda
vzorka udajov v konec¢nom vysledku rovnakt vahu. Na druhej strane, metriky zalozené
na znackach mozno vypocitat pomocou dvoch réznych stratégii spriemerovania. Tieto st
zvycajne zname ako makro-priemerovanie a mikro-priemerovanie. Ktortikolvek z metrik po-
pisanych v tejto kapitole je mozné spriemerovat pomocou tychto stratégii.

V pristupe makro-priemerovania (2.8) sa metrika vyhodnocuje raz za znacku pomocou
akumulovaného pocitadla a priemer sa potom ziska vydelenim poctom znaciek. Takto je
kazdej znacke priradend rovnakd vaha, ¢i uz je castd alebo zriedkava. Naopak, stratégia
mikro-priemerovania (2.9) najskor pripoc¢itava pocitadla pre vsetky znacky a potom vypo-
¢ita metriku iba raz. Preto prinos kazdej znacky vo finile nie je rovnaky.
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n = pocet inStancii
k = pocet znaciek
Y; = redlny vektor znaciek i-tej instancie
Z; = predpovedany vektor znaciek i-tej instancie
A = symetricky rozdiel
|r| = pocet nespravnych predpovedi
TP = True Positive
TN = True Negative
FP = False Positive
F'N = False Negative
L = vsetky znacky v datovej sade
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2.10 Metriky podobnosti

Pre porovnanie dvoch vektorov a uréenie ich podobnosti, existuju viaceré metriky. Tieto
vektory mozu reprezentovaft text, obraz a iné data a je mozné teda takto urcif podobnost
medzi tymito dvoma vektormi. Metriky podobnosti funguji na zdklade merania uhlu medzi
tymito dvoma vektormi, aj ked sa jedna o viac-dimenzionalne vektory.

Jedny zo zdkladnych metrik st Pearsonov korelaény koeficient, Spearmanov korela¢ny
koeficient a kosinusovad podobnost, ktoré siu zakladom pre analyzu udajov.

o Kosinusova podobnost Kosinusovd podobnost je Standardnd metrika pouzivand
pri ziskavani informécii. Je to kosinus uhla medzi dvoma euklidovskymi vektormi,
a preto nie je ovplyvneny skaldrnymi transformaciami v idajoch. Je definovany nizsie
v rovnici (2.10) pre vektory z a y.

e Pearsonov korela¢ny koeficient Pearsonove a Spearmanove koeficienty meraju silu
asocidcie medzi dvoma premennymi X a Y . Pearsonov koeficient, bezne oznacovany
ako p, je definovany ako kovariancia dvoch premennych delend si¢inom ich prislusnych
standardnych odchylok. (2.11)

e Spearmanov korela¢ny koeficient Spearmanov koeficient sa ziska aplikaciou Pe-
arsonovho koeficientu na data transformované podla poradia. Obe nie st ovplyvnené
linearnymi transformaciami udajov. Z vektorov x a y, respektive premennych X a Y,
kazdy s dizkou n, sa Spearmanov koeficient T2y ziska odhadom kovariancie popula-
cie a Standardnych odchylok od vzoriek, ako je definované v rovnici (2.12). Z a § tu
oznafuju priemer vzoriek. [7]

_ Z%yz
cos(f) = —\/27%2\/27%2 (2.10)
XY = COZS:YY) (2.11)

oo 2 (@0 —y)
S S I 212
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Kapitola 3

Data

Déta si nevyhnutnou sucastou kazdej datovej analyzy a je rovnako ddlezita ich kvantita
ako aj ich kvalita. V tejto kapitole st popisané vsetky datové sady pouzité v tejto praci.
V nasledujicej sekcii je popisané ziskavanie a vyber klticovych dejovych linii, tento dataset
sluzi ako hlavny trénovaci dataset. Dalej je popisana populdrna datova sada z internetu ob-
sahujtca zhrnutia knih. Nakoniec st predstavené datové sady zo socialnej siete Goodreads,
ktoré boli vytvorené vramci tejto prace.

3.1 Datova sada z IMDb

Velmi doélezitou stucastou klasifikacie dejov je zadefinovanie si, s akymi klicovymi dejovymi
liniami sa pracuje a vybrat teda konkrétne, ktoré st to, urcit ¢i ich je zopar alebo stovky.
Ako je napisané v kapitole 2.2, pohlady na toto st r6zne. Rozhodol som sa rozsirit pristup,
ktory bol zvoleny v [22], kde je spomenutych 20 klu¢ovych dejovych linii. Checel som, aby
konkrétne kltcové dejové linie vypovedali niekedy aj trocha viac o pribehu ako jednoduché
jednoslovné pomenovania v spominanej knihe.

Moznost oznackovat si data ru¢ne nepripada do tvahy, lebo na ucenie je potrebné kvan-
tum dat, preto je nutné hladat zdroje, ktoré ponikaju takto oznackované data. Moznosti
nie je az tak vela, no jednou vhodnou st klticové slova z webu IMDb', kde ku najmé popu-
larnym filmom a seridlom mozno néjst zhrnutia dejov a klicové slova. Jedinou nevyhodou
je, ze sa jednd o filmy a nie o knihy, no dej sa rovnako nachadza aj vo filme aj v knihe.
Priméarne sa praca zameriava na knihy no moéze sa jednat o akékolvek zhrnutie deja. Tieto
klacové slova hovoria o vsetkych moznych aspektoch, ktoré sa v danom diele nachadzaju.
Pre konkrétne dielo mézu byt aj stovky kltucovych slov. Ak vo filme prsi je kli¢ovym slovom
dazd, ak je vo filme dolezity nejaky predmet alebo udalost, tak je klicovym slovom prave
to. Tykaju sa takisto aj témy, prostredia, zanru ale aj pribehu.

Tak som si teda vybral viac ako 100 klicovych slov, tykajicich sa deja spomedzi vset-
kych tychto kltucovych slov, a tie buda reprezentovat kltucové dejové linie. Nachadzaju sa
medzi nimi aj jednouché jednoslovné ako napr. love, revenge, escape, racism a pod., ale
aj Specifickejsie ako time travel, abuse of power, one against many alebo love triangle.
Takto spojené aj jednoduché aj zlozitejsie mozu uz dat dobry obraz o tom, o ¢om pribeh
je. Cely po experimentoch upraveny zoznam je mozné si prezriet v prilohe B.

Tieto data boli ziskané zo serverov vyskumnej skupiny KNOT, ktord IMDb stranky uz
mala stiahnuté vramci inych projektov. V ramci tejto prace bola z tychto HTML stiborov

"https://www.imdb.com/
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extrahovand datova sada obsahujica nazvy filmov/seridlov, zhrnutia deja a klicové dejové
linie. Tato datova sada obsahuje 172 789 zaznamov. Vzorka tychto dat sa nachadza v tabulke
3.1.

Vzorka dat

Tabulka 3.1: Vzorka dat z IMDb déatovej sady.

IMDb ID | Movie/Series title | Plot keywords Plot summary
loss of father, A doting
. family father, Walter
2140373 | Saving Mr. Banks relationships, Elias Disney
death, flashback | (Tom Hanks)...

3.2 Datova sada Booksummaries

Okrem kltacovych dejovych linif je nutné zozbierat aj knizné zhrnutia dejov. Jednou z volne
dostupnych datovych sadd je CMU Book Summary Dataset [2], ktord obsahuje zhrnutia dejov
pre 16 559 knih extrahovanych z Wikipédie spolu s metadatami z Freebase, vratane autora

knihy, ndzvu a zanrov. Ukazku tychto dat je mozné si pozriet v tabulke 3.2.

Vzorka dat

Tabulka 3.2: Vzorka dat z Booksummaries.

Wikipedia ID Book title Author Book genres Plot summary
Old Major, the
Roman a clef, old boar on the
Satire, Manor Farm,

620 Animal Farm | George Orwell (?hlldren’s .calls the
literature, animals on the

Speculative farm for

fiction, Fiction a meeting,
where...

3.3 Datova sada z Goodreads

Jednou z najvicsich socidlnych sieti o knihach je uréite Goodreads?, kde si uzivatelia mozu
prezerat viac nez 60 miliénov knih, zistit si o nich zakladné tdaje, pisat k nim recenzie
a vela dalsieho. Okrem iného obsahuje kazda knizna stranka zopar uzivatelskych recenzii
k danej knihe a kratky text opisujici urcéitym spoésobom danti knihu. Niekedy sa jednd
o citacie z knihy, niekedy o to ¢o iny povedali o tejto knihe, niekedy je to abstrakt a nie-
kedy dokonca aj zhrnutie deja. Vsetky tieto data boli pomocou extrakcie dat z webu 2.3
stiahnuté na servery vyskumnej skupiny KNOT. Bol to proces velmi zdlhavy, kedze ako je

https://www.goodreads.com/
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spomenuté, kniznych stranok je velmi vela. Stahovanie trvalo vyse mesiaca. Cielom bolo
vytvorit pravdepodobne najvicsiu datovi sadu informacii o knihach a uzivatelskych recen-
zil o knihach vobec. Vsetky tieto ddta teda bolo nutné dalej spracovat a odfiltrovat. Boli
vybrané iba knihy, ktoré obsahuju viac ako 10 uzivatelskych recenzii, teda knihy aspon tro-
cha ¢itané, aby vyslednd datova sada bola prehladnou a prinosnou, bez prebyto¢nych dat.
A z tychto kniznych stranok boli extrahované iba doélezité informécie a boli tak vytvorené
2 datové sady: o informaciach o knihe a o recenziiach. Vysledné datasety obsahuju 23 748
238 recenzil a 891 300 informacii o knihe. V tabulkach 3.3 a 3.4 sa nachadzaja priklady
z tychto datovych sad.

Nepytal som si ziadne povolenie od stranky Goodreads na takéto stahovanie a kedze
oblast extrakcie dat z webu je velmi haklivou témou, tak tieto datové sady samozrejme
nebudi nikde zverejnené a st urcené len na studijné tcely a vyskumna skupina KNOT ich
samozrejme mobze dalej vyuzivat v dalsich projektoch.

Vzorka dat

Tabulka 3.3: Vzorka dat z Goodreads datasetu informécii o knihe.
Goodreads ID | Book title Author No. of Ratings | No. of Reviews

18007564 The Martian | Andy Weir 931 685 77 600
Avg. Rating | Year Description
4.4 2011 | Six days ago, astronaut Mark Watney became...

Tabulka 3.4: Vzorka dat z Goodreads datasetu recenzii.
Book ID | Book title User ID Username | Rating (/5)

18007564 | The Martian | 25375513 | Rick Riordan 5
Date Has spoiler Review
July 24, 2015 False Adult science thriller. Love it, love it!...
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Kapitola 4

Navrh systému

Tato kapitola sa venuje navrhu rieSenia systému pre analyzu dejovych linii. Pre navrh
podobného systému st alfou a omegou data. Je nim zvlast venovand kapitola 3, kde st
popisané vsetky datové sady, s ktorymi sa v praci pracuje. V tejto kapitole je popisany
proces analyzy dat, kde je priblizené ako sa d& klasifikator naucit predikovat klicové dejové
linie na zdklade ziskanych dat a ako tieto vysledky vyhodnocovat a interpetovat. Nakoniec
st zhrnuté ciele tejto prace a blizsie popisané ¢o sa chce touto pracou dokazat.

4.1 Motivacia

Analyza dejovych linii nie je oblastou velmi prebadanou, no existuje vela prac a c¢lankov,
dokonca aj tutoridlov, o analyze zdnrov. Ako je naznacené aj v ivode, v klicovych dejovych
liniach 2.2 je mnozstvo skrytého potencialu, ktory sa tato praca snazi priblizit. St zaujima-
vou alternativou k Zanrom a vedia niekedy vypovedat viac o deji ako zanre. Pomocou nich
by sa v socidlnych siefach mohol definovat novy sposob delenia obsahu.

Oproti ostatnym pracam je tato inou aj tym, Ze miesto castejsie pouzivanej viac-triednej
klasifikacie sa pouziva klasifikdcia viac-znackova (vid. 2.5). Je to kvoli tomu, ze klucovych
dejov sa moze v zhrnuti deja nachadzat viac nez len jeden, ¢o opét pridava vac¢siu hodnotu
pri ich klasifikacii.

Praca sa zameriava na menej bezné, no nemenej doélezité a zaujimavé dejové linie a snazi
sa analyzovat zhrnutia dejov a uzivatelskych recenzii v anglickom jazyku a nésledne pred-
povedat k nim kluc¢ové dejové linie. Dalej je systém schopny porovnat dva deje na zaklade
tychto klucovych dejovych linii a urcit tak ¢i su si diela, ¢o sa deja tyka, podobné.

Bola aj snaha zozbierat ¢o najvacsie mnozstvo dat o knihach a k nim uzivatelskych
recenzii, kedze takéto datové sady s vacsinou malé, alebo neposkytuji dostatok informacii.
Preto bola vytvorena pravdepodobne najvicsia datova sada informaéacii o knihach a k nim
uzivatelskych recenzii v anglickom jazyku.

4.2 Analyza dat

Zo spracovanymi datami a vytvorenymi datovymi sadami, je uz mozné tieto data dalej ana-
lyzovat a prejst k dlohe klasifikacie. Najlepsie vysledky dosahuji metédy zalozené na strojo-
vom uceni, a najmaé tie zaloZzené na neurénovych sietach, preto je asi najvhodnejsie vybrat
BERT [6], pripadne nejakd jeho variantu, kedze dominuje v rebri¢koch! viacerych tloh

"http://nlpprogress.com/
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spracovania prirodzeného jazyka. Je nutné stiahnuf nejakt variantu BERT a adaptovat
ho na data, s ktorymi bude pracovat. Bude sa teda jednat o fine-tuning 2.8.1, ktorému
sa v tomto kontexte bude hovorit tréning, ucenie ¢i ladenie. Pred samotnym tréningom je
nutné sa uistit aby mal BERT v poslednej vrstve aktiva¢ni funkciu sigmoid a nie softmax,
pretoze sa bude jednat o viac-znackovu klasifikaciu, bez tohoto by na vystupe boli tplne
iné hodnoty. Predtym, nez sa model za¢ne ucit, je treba spravne nastavit parametre ucenia,
napr. rychlost ucenia, hodnotiaca funkcia, po kolkych krokoch sa ma model znova vyhod-
notit a pod. Budt sa takisto musief vyuzit nejaké sposoby pre spracovanie dlhych refazcov
2.8.2, lebo vela zhrnuti dejov je dlhsich ako 512 tokenov. Je vhodné vyskusat viaceré metody
a zistif, ktord bude fungovat najlepsie. Takisto je potrebné rozdelit dataset do 3 Casti: tré-
novaci, testovaci a valida¢ny. Kazd4 z tychto 3 podmnozin je urcitou percentualnou ¢astou
povodného datasetu a je nutné urcit aby toto rozdelenie bolo o najlepsie. Dalej, by mali
vSetky tieto podmnoziny mat zhruba rovnaké zastipenie vSetkych pripadov. V ramci tejto
prace to znamenad, aby ¢o mozno vsetky znacky boli zastipené v kazdej podmnozine, preto
je vhodné aby data boli do tychto podmnozin rozdelené nahodne. Trénovacia sada byva
zo vSetkych najvicsia. Z tychto dat sa bude model ucit a snazit sa najst spravne nastave-
nia vnitornych stavov tak, aby sa ¢o najviac priblizil pévodnym datam. Testovacia sada
slazi na vypocet vyhodnocovacej metriky. Po kazdej faze ucenia, po uréitom pocte krokov,
nasleduje faza vyhodnotenia, teda kde model predpoveda ako by urcil klicové dejové linie
a porovnaju sa so skuto¢nymi idajmi. Spésob porovnania zavisi od vyhodnocovacich metrik
2.9, ktoré je nutné vybrat spravne, aby metriky neboli prili§ prisne, ale zdroven prinosné.
Po tejto faze model dostane spéatnt vizbu a mdze pokracovat v uceni lepsim spdsobom.
Valida¢nd sada slizi na to isté ¢o testovacia, az na to, Ze sa tato sada nepouziva pocas
tréningu, ale az na findlnu validaciu modelu. Jedna sa teda o déta, ktoré model ,nikdy
nevidel“ a vyhodnocovacie metriky nie st nimi ziadno ovplyvnené.

Po tomto mdze byt zapocaty proces ucenia. Je zvykom nechat modelom prejst trénova-
ciu sadu viac-krat, zvlast ked je pocet dat velky. Jedno takéto ,,prejdenie“ sa nazyva epocha.
IMDb datovéa sada patri medzi tie vacsie, preto bude nutné pustit ucenie na desiatky mozno
az stovky epoch, aby boli vysledky kvalitné. Treba podotknif, Ze modely typu BERT st
pamatovo velmi naro¢né a spolu z velkou datovou sadou bude vypocet velmi narocny nie
len na pamét grafickej karty ale aj o sa tyka Casu. Preto je nutné trénovat takuto tlohu
na vykonnych grafickych kartach, no napriek tomu moéze vypocet trvat aj niekolko dni.
V praxi sa miesto klasickych GPU pouzivaju tzv. TPU?, ktoré st urcéené presne na tréno-
vanie neurénovych sieti a tlohy podobného typu.

Pre naucenie klasifikatora odhadovat klticové dejové linie sa pouzije datova sada z IMDb,
kde vstupom budi zhrnutia dejov a vystupom budi pravdepodobnosti kazdej znacky, ktoré
budt znamenat na kolko si model mysli, ze sa v zhrnuti nachadza dana klicova dejova linia.
Zvoli sa prah, od ktorého sa budua kltcové dejové linie klasifikovat na tie, ktoré sa v diele
nachadzaji a na tie ktoré nie. Predpokladané vysledky sa porovnaju s redlnymi a BERT
sa bude snazit nachadzat sivislosti medzi kIicovymi dejovymi liniami a slovami v zhrnuti.
Nepredpokladé sa, ze vysledky vyhodnocovacich metrik budia vysoké, lebo vseobecne viac-
znackova klasifikdcia z vela znackami nemd vynikajice vysledky, takisto nemusia byt data
dobre oznackované a rovnako aj skracovanie textov bude znizovat hodnoty metrik. Je ale
dolezitejsie ako bude model fungovat nad datami, ktoré nie si oznackované a ¢i dokaze
aj v takych datach najst klucové dejové linie, ktoré budu odrazat skutocnost. Pre toto je
vhodné vybrat si knihy (zhrnutia), ktoré pozndme, alebo st ndm zndme a nechat model

2TPU - tensor processing unit
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nech nad nimi predpovedd kltcové dejové linie a vysledky ohodnotit podla vlastnych pred-
pokladov a ocakavani. Toto je vlastne cielom tejto prace, ¢i dokaze klasifikator odhadnut
aké deje sa v pribehu nachadzaji a na kolko si relevantné. Na toto buda vyuzité zvysné
datové sady.

Takyto klasifikdtor mozno takisto pouzit na porovnévanie dvoch dejov a pomocou metrik
podobnosti 2.10 porovnat ziskané predpovede dvoch dejov a na zaklade tohoto porovnania
sa zisti, ¢i dané pravdepodobnostné vektory si si podobné a teda ¢i s podobné aj deje.
Uspesnost a presnost tohoto porovnania viak do velkej miery zavisi od toho ako dobre sa
budu predpovedat klicové dejové linie.

4.3 Schéma systému

Na obrazku 4.1 je zobrazena navrhovana schéma vysledného systému. Sipky v tomto dia-
grame reprezentuju tok dat a obdlzniky predstavuji konkrétne moduly.

7 webu je potrebné stiahnut potrebné datové sady, ¢i uz pomocou web scrapingu, alebo
uz priamo pripravené sady. Tieto data treba spracovat (HTML parsing) a odfiltrovat a vy-
tvorif z nich datové sady, ktoré moézu byt pouzité na trénovanie neurénovej siete. Z internetu
bude prevzaty aj pretrénovany model BERT, ktory sa doladi z vytvorenych datovych sad.
Vysledkom bude funkény klasifikator dejovych linii. Bude vSak mat svoje chyby a proces
trénovania sa bude opakovat viac-krat s tym, Ze sa buda upravovat datové sady a parametre
ucenia, aby sa docielilo ¢o najlepsich vysledkov. Z klasifikdtora bude vychddzat aj porov-
névac¢ dejovych linii.

Fredtrenovay model
BERT

-

Fine-tuning/
Trénovanie

Extrakcia z webu
+ gpracovanie

Datove
sady

Spatna vazba
Spalna vazba

Porovnavac dvoch I{I asifikator dejovych

dejov limii

Obr. 4.1: Navrhovand schéma vysledného systému.

25



4.4 Zhrnutie navrhu

Hlavnym cielom prace je vytvorit systém schopny zo zhrnuti dejov uréit o aké klicové deje
2.2 sa v nom jednd. Bude sa jednat o viac-znackovu klasifikaciu 2.5, teda viac ako jeden dej
sa moze vyskytnit v jednom zhrnuti. Klasifikatorom klticovych dejovych linif bude pred-
trénovany model typu BERT 2.8, ktory bude adaptovany na tuto tlohu. Kvalitu modelu
budt urcovat metriky vyhodnotenia 2.9, no takisto vlastny nazor.

Jednym z vedlajsich cielov je vytvorit porovnavac¢ dvoch dejovych linii, ktory bude z kla-
sifikatora vychadzat. Tento porovnavac¢ najskor zisti pravdepodobnosti kazdej z klucovych
dejovych linii v zhrnuti v obidvoch dielach a potom tieto vektory porovna pomocou podob-
nostnych metrik 2.10 a uréi podobnost tychto diel.

V neposlednom rade je cielom zozbierat viacero zdrojov kniznych dat a vytvorif systém
schopny extrahovat informacie o knihach a uzivatelskych recenzii z obliibenej socidlnej siete
zameranej na knihy — Goodreads.
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Kapitola 5

Implementacia systému

V tejto kapitole bude priblizena implementacia systému popisaného v kapitole 4 zalozena
na datach z kapitoly 3. Najskor bude popisané, z akych modulov sa riesenie sklada a z akych
kniznic je rieSenie vytvorené. Nasledne st popisané jednotlivé moduly projektu. Je v nich
objasnené ¢o vsetko muselo byt naprogramované, konkrétne vyuzité parametre a metriky
vybrané po viacerych experimentoch. Mozné namety na vylepsenia st popisané v zaverecnej
podkapitole. V tejto kapitole je len popisané, ako systém funguje a ako bol implementovany,
no konkrétne priklady a experimenty buda popisané v kapitole 6.

5.1 Architektara projektu

Implementacna faza projektu pozostava z 3 Casti:
e Stahovanie a spracovanie dat
e Trénovanie a adapticia BERT
o Nagcitanie BERT pre vyhodnotenie

Systém je implementovany v jazyku Python 3, ktory je velmi oblibeny a ¢asto pouzivany
v ulohéch tykajicich sa analyzy dat a aplikdciach strojového ucenia.

Pre stahovanie dat bola vyuzita kniznica Selenium', pre ndsledné spracovanie stiahnu-
tych stiborov v HTML bola pouzitd kniznica BeautifulSoup4”. Pre vytvorenie datovjch
sad sa pouzivali Pandas®, Numpy' a kniznica Datasets’, vytvorend priamo spolo¢nostou
HuggingFace’ na vytviranie datasetov pre pred-trénované modely. Skripty na trénovanie
neurénovej siete boli takisto pouzivaji kniznicu od HuggingFace — Transformers’, ktora
pontka API pre jednoduché stahovanie a trénovanie najmodernejsich pred-trénovanych mo-
delov pre viaceré frameworky urcené pre strojové ucenie. V tejto praci bol Transformers
pouzity spolu s PyTorch®. Uz viac-krat spomenuty HuggingFace je web, poskytujici velké
mnozstvo volne dostupnych pred-trénovanych modelov pre roézne typy tloh, z ktorého bol

Thttps://www.selenium.dev/
https://beautiful-soup-4.readthedocs.io/
3https://pandas.pydata.org/
“https://numpy.org/

https:/ /huggingface.co/docs/datasets
Shttps://huggingface.co/

"https:/ /huggingface.co/docs/transformers
Shttps:/ /pytorch.org/
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prevzaty aj model BERT pre tcely tejto prace. Pre vyhodnocovanie tispesnosti klasifikacie

a pre vyhodnocovanie podobnosti boli pouzité kniznice Sklearn® a Scipy'’.

5.2 Data

Ako bolo spomenuté v kapitole 3, v praci sa pouzivaju 3 ditové sady, ale iba datové sady
z Goodreads je nutné stahovat, a spolu s datovou sadou z IMDb aj uréitym spdsobom
spracovat. V tejto podkapitole je blizsie popisané ako sa data stahovali a spracovavali.

Stahovanie

Stahovand bola iba ddtova sada z Goodreads, lebo datova sada z IMDDb sa uz nachidzala
na serveroch KNOT, preto nebolo nutné tieto data znova stahovat. Pre stahovanie dat z Go-
odreads bolo nutné pripravit zoznam URL, ktoré je treba stiahnut. Tento zoznam nésledne
stahoval modul download. Jedné sa o skript stahujici tidaje z internetu a je v nom vyuzita
kniznica Selenium, ktora simuluje webovy prehliada¢, pomocou tzv. Chromedriver. Proces
stahovania bol paralelizovany medzi vSetkych 77 serverov skupiny KNOT pre urychlenie
procesu stahovania, no aj tak tento proces trval viac ako mesiac. Vystupom boli siibory
typu HTML vsetkych kniznych stranok, ktoré je treba dalej spracovat. Z nezndmych dovo-
dov vsak servery Goodreads vracali dva druhy stranok typu HTML.

Spracovanie stiborov typu HTML

Takto stiahnuté data treba spracovat do formy, z ktorou sa lahko manipuluje, preto vsetky
datové sady su stibory typu TSV'!.

Kedze data z Goodreads st dvojakého druhu, boli vytvorené aj dva skripty pre ich spra-
covanie. Jedna sa o moduly extract_book_info a extract_fuzzy_book_info, ktoré pomo-
cou BeautifulSoup4 extrahuju najdodlezitejsie informécie najskér o knihe samotnej a potom
aj o recenziach danej knihy. Vystupom st potom dva subory typu TSV, jeden o informa-
ciach o knihe, druhy obsahujici uzivatelské recenzie. V tabulkich 3.3 a 3.4 je popisané
ako vyzera konkrétny priklad jedného riadku oboch takto zostrojenych datovych sad.

Co sa tyka spracovania stiborov typu HTML z IMDb, bol pouzity rovnaky mechanizmus
ako pri Goodreads datach, pricom extract_keywords_imdb je skript, ktory tato extrakxiu
zabezbecuje. Ako je mozné si vsimnut v tabulke 3.1, ktora opét ukazuje nazorni ukazku
z vytvorenej datovej sady, nachadza sa tu len malo poloziek déat. Je to kvoli tomu, zZe tato
datova sada slizi len na trénovanie a netreba k nej dodatoc¢né informécie. Tieto data bolo
nutné este odfiltrovat, pretoze najskor bol takto spracovany dataset so vsetkymi klticovymi
slovami a so vSetkymi filmami/seridlmi. Filtrdcia spoéivala v tom, Ze najskor boli vybraté
kltcové dejové linie (vid. priloha B) a pokial sa medzi klac¢ovymi slovami nachédzala as-
pon jedna klicova dejova linia, tak bol zdznam ponechany a vsetky klicové slova, mimo
klacovych dejovych linii boli vymazané, inak bol zdznam vymazany cely.

Spracovanie datovej sady

Predtym ako st data predstavené neurénovej sieti je nutné ich pripravit na format, ktorym
sa dokdze siet ucit. Takisto je to aj v tomto pripade. KedZe je vyuzita kniznica Transformers,

https://scikit-learn.org/

POhttps:/ /scipy.org/
TSV — Tab-separated values (hodnoty oddelené tabuldtorom)

28



tak bola vyuzitd aj kniznica Datasets, ktoré spolu dobre komunikuji, kedze si vytvorené
jednou spolo¢nostou. Modul zabezpecujici tito pripravu je prepare_imdb_data.

Jedn4d sa hlavne o pripravu klic¢ovych dejovych linii do spravneho formatu. Kedze neurd-
nova siet sa text na diva ako na ¢isla, je treba ich aj takto reprezentovat. Pre viac-znackovi
klasifikaciu v tejto praci to znamend, ze namiesto polozky kltucové dejové linie, ktora ob-
sahuje slovny zoznam klucovych dejovych linii platnych pre dané zhrnutie, buda vsetky
klicové dejové linie (nie len tie, ktoré su platné pre dané zhrnutie) mat vlastny zdznam
obsahujici informéciu o tom, ¢i je v.danom zhrnuti platnd (0,1).

Okrem tohoto st upravené aj zhrnutia. Existuju totiz siete, ktoré rozlisuju malé a velké
pismena, no ich velkost a vypocetna narocnost je samozrejme vacsia. U zhrnuti deja nehra
velkt 1lohu velkost pociatoénych pismen, preto bol pouzity model, ktory nerozlisuje velké
a malé pismend, preto boli vsetky zhrnutia prevedené do malych pismen. Okrem toho, je
nutné vyriesit problém toho, Ze vacsina zhrnuti je dlhsich ako 512 tokenov, teda je nutné
istym sposobom skratif tieto zhrnutia. Najskor bolo pouzité odstranenie tzv. stopwords,
ktoré reprezentuju slova, ktoré nemaji emocionalny vyznam a nemaji teda ¢o docinenia
s dejom a st viac-menej zbytocné. Jedna sa o slova ako napr. of, it, the, a. Nemusi to byt
najlepsou volbou, ale aj takéto nepatrné zmeny mézu pomdct skratit zhrnutie. Nepomoze to
vSak vSetkym zhrnutiam, preto je nutné este skratif tieto zhrnutia. Boli vyskasané viaceré
metddy, no najlepsou a zaroven jednou z najjednoduchsich sa javi odseknutie iba poslednych
510 tokenov 2.8.2. Je to kvoli tomu, ze rozuzlenie zapletky a teda urcenie typu deja sa deje
na konci zhrnutia. Rovnako st zo zhrnuti odstrdnené interpunkcie, aby model pracoval
iba s Cistym textom. Tieto zhrnutia si neskor takisto prevedené na ¢isla, na identifikdtory
tokenov, pomocou tzv.tokenizer. Ako spomenuté aj v navrhu, je nutné tuto datovia sadu
rozdelit na trénovaciu, testovaciu a valida¢nii. Konkrétne sa pouzilo rozlozenie 90:5:5, ktoré
je casto pouzivané vo viacerych tlohach strojového ucenia.

Vysledné data ktorymi je model , kimeny“ mozno vidiet v tabulke 5.1.

Tabulka 5.1: Vzorka dat z IMDb détovej sady spracovana na trénovanie.
Movie/Series title | loss of father | moral dilemma | ... | death | Plot summary
doting father

walter elias
disney tom
hanks...

Saving Mr. Banks 1 0 1

5.3 Klasifikacia

V tejto podkapitole je popisany konkrétny pred-trénovany model pouzity na trénovanie,
ako prebiehal proces tréningu, parametre tréningu, konkrétne pouzité metriky a ako sa
pracovalo s vyslednym modelom.

Stiahnuty model

Z webu HuggingFace je mozné si vybrat z velkého mnozstva volne dostupnych pred-trénovanych
modelov vyuzitelnych na rézne tlohy. Pre jednoduchost bol zvoleny roberta-base. Jedna
sa o model zalozeny na principoch BERT, ako z nézvu vyplyva — RoBERTa [13], znadi
A Robustly Optimized BERT Pretraining Approach, teda robustne optimalizovany pristup
pred-trénovania BERT. Dosahuje takisto trochu lepsie vysledky ako klasicky BERT. Bola
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pouzitd ,mensia“ varianta, lebo uz aj tato varianta je dostato¢ne paméfovo naro¢né a prinos
vacsieho modelu by bol zanedbatelny.

Trénovanie/adaptacia

Na trénovanie slizi modul trainer_imdb, ktory pouziva Trainer API z kniznice Trans-
formers. Pre proces trénovania je nutné nastavit parametre trénovania — spésob ako bude
tréning prebiehat a ako sa trénovanie bude vyhodnocovat . Toto vsetko je v Trainer API
zabezpecené velmi priamociaro, aj vdaka spolupraci s Datasets. VSetky parametre tréningu
je mozné si pozriet v kdéde, no tie dblezitejsie sit uvedené v tomto odstavci. Po 2000 krokoch
vzdy nasleduje vyhodnocovanie, miera ucenia (angl. learning rate) bola po viacerych expe-
rimentoch zvolena na 3e-5, velkost davok (batch size) bola zvolend 4, aj preto, ze vicsia
uz nemohla byt kvoli paméti na grafickej karte. Tato nizka velkost davky bola ale vyva-
zend gradientovymi akumulaénymi krokmi (angl. gradient accumulation steps). Pocet epoch
vo finalnej verzii je 30, ¢o aj tak reprezentuje tréning, ktory trva niekolko dni. Vyhodnoco-
vacie metrikou, ktoré urcovali uspesnost modelu boli viaceré. Konkrétne klasické F1-skore,
jeho makro a mikro varianta, spravnost a varianty priemernej presnosti. Hlavnou, ktora
urcovala zlepsenie bolo klasické F1-skére. Datovou sadou pre trénovanie je spominana tré-
novacia datova sada a pre priebezne vyhodnotenie to je testovacia datova sada. Valida¢na
datova sada je pouzitd po tréningu na celkovy vypocet tspesnosti.

Trénovanie bezalo na grafickej karte NVidia RTX3090 TURBO na jednom zo strojov
skupiny KNOT. Karta ma 24 GB velkost opera¢nej paméite, no aj tak to v niektorych
pripadoch experimentov bolo maélo.

Pocas tréningu sa modely priebezne ukladaji, aby mohli byt Tahko nacitané a pouzité.

Nacitanie modelu

Najlepsi model je nacitany z paméte a s nim si potom vykonavané experimenty a vy-
hodnotenia. Model sa nacitava pre jednu z troch veci: vypocet vyhodnocovacich metrik,
urcenie klicovych dejovych linii, porovnanie dvoch dejov. Modul 1load_model_imdb je zod-
povedny za vypocet vyhodnocovacich metrik. Modelom sa nechd prejst valida¢na datova
sada a vsetky predpovede modelu sa ukladaji a nakoniec sa porovnaju s ocakavanymi vy-
sledkami, vypocitaju sa a vypisu sa vysledky. Metriky, ktoré sa pouzivaju si: Fl-skére,
mikro F1-skore, makro F1-skére, spravnost, priemernd presnost, mikro priemerné presnost
a makro priemernd presnost. Iné metriky st dost prisne, preto boli pouzité prave tieto.
Vysledky modelu sa daja priebezne ziskavat pocas trénovania, teda urcitd predstava o vy-
sledkoch je uz pocas adaptécie. Avsak pracou s dadtami, ktoré model nikdy nevidel je ziskané
objektivnejsie zhodnotenie modelu. Toto nacitanie trva aj niekolko mintt, kedze model musi
vSetky polozky z validacnej ddtovej sady vyhodnotit, to zabera najviac ¢asu, potom uz vy-
pocet metrik je ¢asovo nenarocny.

Dalej sa model naéitava pre urcenie kli¢ovych dejovych linif lubovolného zhrnutia. Vstu-
pom je lubovolné zhrnutie, ktoré je opat pomocou tokenizer prevedené do jazyka, ktorému
model rozumie a rovnako musi byt zhrnutie upravené a skratené tak ako pri spracovani da-
tovej sady. Vystupom nie je ni¢ iné ako predpovedané klticové dejové linie. Takisto st k vy-
stupom vypisané jednotlivé pravdepodobnosti klticovych dejovych linii, teda na kolko si bol
model isty, Ze sa jedna o dant klicovi dejovi liniu. Toto zabezpecuje skript predict_plot.

Pre porovnanie dvoch dejov slizi modul compare_plots, ktory robi to isté ako modul
popisany v predoslom odstavci, akurat to robi pre dve zhrnutia. Vypocitané pravdepodob-
nosti oboch zhrnuti pre vsetky klicové dejové linie si porovnané pomocou metrik podob-
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nosti 2.10. Vsetky tri metriky, teda Spearmanov korelacny koeficient, Pearsonov korelac¢ny
koeficient a Kosinusova podobnost st spolu spriemerované a vysledok urcuje percento po-
dobnosti tychto dvoch dejov.
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Kapitola 6

Experimentalne vyhodnotenie
a diskusia

V tejto kapitole je najskér zhodnoteny stiahnuty dataset a porovnany s inymi volne do-
stupnymi datovymi sadami podobného typu. Dalej sa popisuje tspesnost vysledného kla-
sifikdtora pomocou viacerych prikladov a vyhodnocovacich metrik. Néasledne je popisana
vyuzitelnost takéhoto klasifikatora a nakoniec st navrhnuté ndmety na zlepsenie tejto prace.

6.1 Datova sada

Stiahnuté datové sady z Goodreads patria urcite medzi tie najvécsie svojho druhu. Datova
sada informécii o knihe obsahuje 891 300 zaznamov, v porovnani z volne dostupnou dato-
vou sadou Best Books Ever Dataset [14], ktord obsahuje len nieco cez 50 000 zéznamov,
je omnoho véc¢sou, no neobsahuje tolko informacii. Best Books Ever Dataset obsahuje 25
poloziek v kazdom zazname, oproti 8 v stiahnutej Goodreads datovej sade. Obsahuje navyse
napr. cenu, zanre, ISBN, ocenenia a iné. Datova sada Goodreads-books [5] obsahuje takmer
vSetko co stiahnuté sada, ale bez popisu knihy. Takisto obsahuje tato sada len viac ako 11
000 informacii o knihe. Tieto dve datové sady vyrazne zaostavali co sa kvantity tyka, ale
prvad spomenutd obsahovala viac informécif. Dalsie datové sady Goodreads Datasets [24]
[25] st velmi podobné tym stiahnutym. Rovnako maji zvlast datova sadu pre informécie
o knihe a zvlast pre uzivatelské recenzie. Goodreads Datasets s informaciami o knihe obsa-
huje viac nez 2.3 miliéna zaznamov, obsahuje aj viac informacii, ako napr. podobné knihy;,
jazyk knihy, vydavatela, pocet stran a pod. Goodreads Datasets s uzivatelskymi recenziami
obsahuje viac ako 15 miliénov viac-jazycénych recenzii. Obsahuje tie isté data ako stiahnuta
datova sada recenzii, ale navyse informacie o poc¢te komentarov, o tom kedy bola kniha
recenzentom precitand a kedy bola recenzia upravend. Stiahnuta datova sada z Goodreads
obsahuje 23 748 238 zaznamov, recenzie v nej st prevazne v anglickom jazyku, no knihy,
ktoré nemaji anglické recenzie, obsahuju tieto ne-anglické recenzie. Goodreads Datasets su
datové sady velmi podobné tym stiahnutym datovym sadam z Goodreads, v nieCcom obsa-
huju aj viac zdznamov a v oboch saddch obsahuju viac informécii. Informécie naviac vsak
nemusia byt vzdy prinosom. Goodreads Datasets boli pravdepodobne ziskané cez Goodre-
ads API, ktoré bolo v roku 2019 zrusené, teda tieto sady nemaji tendenciu sa zvicsovat,
¢i upravovat. Stiahnuté datové sady z Goodreads boli ziskané extrakciou z webu, preto je
mozné Tahko pridat dodato¢né informacie a stahovania po ¢ase opakovat.
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6.2 Najlepsie dosiahnuté statistiky

V tabulke 6.1 st zobrazené vybrané metriky najlepsieho natrénovaného modelu na vali-
dacnej datovej sade z IMDb. Model bol adaptovany na data tridsiatimi epochami. Bolo
by mozné model trénovat aj dlhsie, no to by neprinieslo markantne lepsie vysledky klasifi-
kécie, mozno len nepatrne lepsie metriky vyhodnocovania.

7 dat v tabulke si mozno vsimnut, Ze vysledky nevyzeraju velmi dobré, v prikladoch vsak
bude ukazané, ze vysledky vobec nie s také zlé, ako sa na prvy pohlad zda. Je pochopitelné
preco je tomu tak. Pre konkrétne zhrnutie méze byt spravnych aj viac nez 10 klucovych
dejovych linii a niekedy aj iba 1. Preto spravne urcéenie vSetkych znaciek je tlohou velmi
obtiaznou aj pre BERT, z toho vyplyva aj nizka hodnota spravnosti. F1-skore uz trocha
lepsie reprezentuje vysledky a je vidiet na hodnote mikro metriky, ze ked sti hodnoty sprie-
merované globalne pre vsetky znacky, st vysledky este o nieco lepsie. To znaci, zZe niektoré
klicové dejové linie klasifikuje lepsie ako iné. Najlepsie si vedie v priemernej presnosti, ¢o
znaci, ze pravdepodobnosti skutoé¢nych znaciek si v zozname vSetkych pravdepodobnosti
vyssie ako tie nerelevantné. To hovori o systéme, ze dokaze aspon ¢iastoCne urcovat kontext
a zaradit relevantné kltcové dejové linie vyssie.

Tabulka 6.1: Vysledna tspesnost klasifikatora urcujici klucové dejové linie.
Acc. | F1 | Flyricro | Flataero | Avg.Pre. | Avg.Pre.aicro | Avg.Pre.afacro
23.3 | 30.7 36.9 27.1 45.4 33.8 24.5

6.3 Priklady

V tejto ¢asti budi podrobne popisané vystupy modelu na viacerych prikladoch, ¢i uz na tych
kde si model vedie dobre, ale aj na tych, ktoré vyhodnoti zle. Budu pouzité data zo vsetkych
détovych sad spomenuté v kapitole 3. Priklady si vykondvané na najlepsie adaptovanom
modeli.

Priklady z datovej sady z IMDb

Prvym prikladom je zhrnutie z IMDb z filmu Taken, po slovensky zname pod ndzvom 96
hodin. Zhrnutie je nasledovného znenia:
7 A retired CIA agent travels across Europe and relies on his old skills to save his estranged
daughter, who has been kidnapped while on a trip to Paris. Seventeen year-old Kim is the
pride and joy of her father Bryan Mills. Bryan is a retired agent who left the Central
Intelligence Agency to be near Kim in California. Kim lives with her mother Lenore and
her wealthy stepfather Stuart. Kim manages to convince her reluctant father to allow her
to travel to Paris with her friend Amanda. When the girls arrive in Paris they share a cab
with a stranger named Peter, and Amanda lets it slip that they are alone in Paris. Using
this information an Albanian gang of human traffickers kidnaps the girls. Kim barely has
time to call her father and give him information. Her father gets to speak briefly to one
of the kidnappers and he promises to kill the kidnappers if they do not let his daughter go
free. The kidnapper wishes him ’good luck’, so Bryan Mills travels to Paris to search for his
daughter and her friend. ”

Kto videl film vie, ze hlavny hrdina m& na zachranu, ako zo slovenského nazvu vyplyva,
len 96 hodin a pocas celého filmu sa vSade striela zo zbrani. To vSak v zhrnuti povedané
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nie je, a predsa na obrazku 6.1 je vidiet, ze model z kontextu zistil obe tieto veci (race
against time, gunfight, shot to death). Na obrazku sa nachddza 15 klicovych dejovych
linii s najvacsou pravdepodobnosfou, ktoré sa podla klasifikatora v zhrnuti nachadzaju.
Dovolim si tvrdit, ze vSetky z nich st spravne, aj s urcitou znalostou o filme. Klasifikator
maé nastaveny prah na hodnotu 0.5, preto findlne urcené klicové dejové linie su:

[death’, 'murder’, ’violence’, 'kidnapping’, ’chase’, ’shot to death’, 'gunfight’, 'flashback’,
‘corruption’, ’one man army’, 'race against time’, ‘rescue’, ‘revenge’]

Taken

Predicted:

('kidnapping', ©.9963363UP90U42358)
('murder', 0.95205086U6965027)

('rescue', ©.9314407110214233)

('chase', 0.9166193604469299)

{('one man army', ©.907U9120712286027)
('violence',6 ©.8842uU700498586093)
('death', ©.7916989922523U99)
('corruption', ©.65541118383U40759)

('shot to death', ©.6U568573236U65U5)
('revenge', 0.580049455165863)
('gunfight', ©.5505612049256134)

('race against time', ©.5262531638145447)
('flashback', 0.51088363628387451)

('one against many', ©.4520228803157806U4)
('beating', ©.4232092499732971)

Obr. 6.1: Pravdepodobnosti 15 klicovych dejovych linii s najvic¢sou pravdepodobnostou
pre zhrnutie deja filmu 96 hodin.

Na dalsom priklade bude ukézané porovnanie 2 dejov. Bude sa porovnavat rozpravka

Nemo a vyssie spominany film 96 hodin. Na prvy pohlad sa to méze zdat ako vtip, no v oboch
filmoch ide o to, ze otec hladd svojho uneseného potomka, pricom musi prejst cez rozlicné
prekazky. Z filmu 96 hodin bolo zobrané rovnaké zhrnutie ako v priklade vyssie a z filmu
Nemo islo o nasledovné zhrnutie:
7 After his son is captured in the Great Barrier Reef and taken to Sydney, a timid clownfish
sets out on a journey to bring him home. A clown fish named Marlin lives in the Great
Barrier Reef and loses his son, Nemo, after he ventures into the open sea, despite his
father’s constant warnings about many of the ocean’s dangers. Nemo is abducted by a boat
and netted up and sent to a dentist’s office in Sydney. While Marlin ventures off to try
to retrieve Nemo, Marlin meets a fish named Dory, a blue tang suffering from short-term
memory loss. The companions travel a great distance, encountering various dangerous sea
creatures such as sharks, anglerfish and jellyfish, in order to rescue Nemo from the dentist’s
office, which is situated by Sydney Harbour. While the two are searching the ocean far and
wide, Nemo and the other sea animals in the dentist’s fish tank plot a way to return to the
sea to live their lives free again. ”

Pre film nemo uréil klasifikdtor nasledujice dejové linie: ['friendship’, 'kidnapping’,
"flashback’, 'rescue’]. Na obrazku 6.2 je vidiet zvysné pravdepodobnosti. Podla miia si
v tomto pripade viedol model dobre, naozaj ide o priatelstvo, inos a zachranu.
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Nemo

Predicted:

('flashback', ©.9710222uU82681274)
('friendship', ©.8978711366653442)
("kidnapping', ©.8814532160758972)
('rescue', 0.6166682243347168)
('escape', ©.2998323142528534)
('chase', ©.22296494245529175)
('courage', ©.1757747232913971)
('violence', ©.146208107471U46606)
('death', ©.13336676359176636)
("trauma', ©.1124838547277U4506)
('lie', ©.086353436112U0387)
('memory loss', 0.08482448811636734)
("fight', ©.084131725132U6536)
('fear', 0.0752495154738U262)
('drunkenness', 0.06318911164999008)

Obr. 6.2: Pravdepodobnosti 15 klicovych dejovych linii s najvic¢Sou pravdepodobnostou
pre zhrnutie deja filmu Nemo.

Na obrazku 6.3 je mozné vidiet vypocitané podobnostné metriky pre tieto dve diela.
Boli vypocitané zo vSetkych 88 pravdepodobnosti klicovych dejovych linii a porovnané
medzi sebou metrikami na obrazku. Model je na hranici vahania, ¢i st filmy podobné, ale
v priemere urcil, Ze nie si. Mozno sa méze zdat, ze by filmy mohli byt podobné, ale model
pocita korelaciu vsetkych dejov, no a vo filme 96 hodin st relevantné deje ako napr. one
man army, gunfight, beating atd., ¢o vo filme Nemo samozrejme nevyskytuja tak vysoko.

Correlation:

Cosine similarity: ©.5022887652711409
Spearman correlation: ©.4926561234193935
Pearson correlation: ©.48692395125U57187

Average : 0.U672629U56U83688

Obr. 6.3: Vypocitané metriky podobnosti pre pravdepodobnosti filmov Nemo a 96 hodin.
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Priklady z datovej sady Booksummaries

Pre kvalitu klasifikdtora je potrebné vyskusat aj knizné zhrnutia. Jednou z klasickych knih
je kniha Na zdpade nic nové. Zhrnutie deja tejto knihy je mozné si precitat v prilohe C.
Predpovede modelu je mozné vidiet na obrazku 6.4. Model urcil tieto kldcové dejové linie
[friendship’, ’death’, 'murder’; ’violence’]. Kazdy, kto ¢ital knihu vie, Ze dej sa odohrava
vo vojne, teda zabijanie, nasilie a smrt mozno oznacit za témy v knihe. Priatelstvo je velmi
kldcovou dejovou liniou, ale nevystihuje to dostato¢ne pointu deja. Mozno vSak povedat,
ze skoro vsetky klicové dejové linie, ktoré je vidiet na obrazku vsak istym sposobom vysti-
huji dej, ale nemaji dostatoénti pravdepodobnost. Chyba stile asi hlavnd pointa, mozno
by mohla byt zaradenda kIticova dejova linia hladanie zmysiu Zivota alebo nezmyselnost.

Erich Maria Remarque — ALl Quiet on the Western Front
Predicted:

('death', ©.987u360856137085)

('violence', ©.6199653744697571)
('friendship', ©.6198U90262031555)

('murder', ©.5922976136207581)

('battle', ©.25238141417503357)

('suicide', ©.2504725456237793)

('shot to death', ©.15569864213U66644)
('courage', ©.18911519088U80U67)

('ambush', 8.87836996632814407)

('drinking', ©.859596892UU6279526)

('fight', ©.657u8329311609268)

('family relationships', ©.60u48228126019239U26)
('pregnancy', ©.04457623511552811)

('love', 0.844272508472260uU21)

('marriage', ©.0432U689880013U66)

Obr. 6.4: Pravdepodobnosti 15 klicovych dejovych linii s najvic¢sou pravdepodobnostou
pre zhrnutie deja knihy Na zdpade nic¢ nové.
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Nasledujtci priklad je skor hrou ako knihou, ale je na tomto priklade od Williama Sha-
kespearea vidiet dalsie fenomény modelu. Zhrnutie hry Romeo a Jilia je mozné is prezriet
v prilohe C. Model uréil kltic¢ové dejové linie nésledovne : ['murder’, ’suicide’, 'revenge’].
Zvysné sa nachadzaju na obrazku 6.5. Neda sa povedat, Ze zabitie, samovrazda a pomsta
popisuju tento dej. Avsak velmi vysoko v zonzname je klucova dejova linia forbidden love,
ktora akoby vychddzala z tejto klasickej hry, avsak ma prilis nizku pravdepodobnost. Rov-
nako by family relationships, rivalry ¢i marriage mohli byt zaradené medzi spravne.

William Shakespeare - Romeo and Juliet
Predicted:

("murder', ©.8249778151512146)
('revenge', ©.7284821271896362)
('suicide', ©.5880095958709717)

('death', ©.464555561542511)

('forbidden love', ©.28789207339286804)
('battle', ©.2830275297164917)

('"love', 0.27093255519866943)

('family relationships', ©.204258042871952057)
('jealousy', ©.1885978132u863u3U)
('rivalry', 8.10176155626773834)
('violence', ©.10342272371053696)
('marriage’', ©.092732742u287796)
('betrayal', 0.086U408135824680328)
('romantic rivalry', ©.807478997111320496)
('unrequited love', 0.8716955363750U578)

Obr. 6.5: Pravdepodobnosti 15 klicovych dejovych linii s najvic¢Sou pravdepodobnostou
pre zhrnutie deja hry Rémeo a Julia.

Dalsi priklad ukazuje podobnost dvoch znamych knih : Zlocin a trest (angl. Crime and
Punishment) a Mechanicky pomaranc (angl. A Clockwork Orange). Zhrnutia tychto dejov je
mozné si precitat v prilohe C. Na obrézku 6.6 je vidiet predpovede dejov oboch knih, spolu
s vypocitanymi metrikami podobnosti. Knihu Mechanicky pomaranc urcil model dobre,
nedd sa povedat, zZe skvele, lebo marriage by nemalo mat takd vysoku pravdepodobnost
a zase iné ako napr. fight a vandalism by ju mohli mat vyssiu. Zlocin a trest urcil asi rovnako
dobre/zle. Justice a lie by vSak mali byt vyssie v zozname a marriage a family relationship
zase nizsie.
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Anthony Burgess - A Clockwork Orange
Predicted:

('violence', 0.744U0610UAB78296)
('parancia', 0.572390U967308600U4)
('marriage', ©.5189282732009888)
('suicide', 0.4997566938U002686)
('friendship', ©.3u221437573u3292)
('beating', ©.29962360858917236)
('murder', ©.281U3766522U0753)
('family relationships', ©.23992189764976501)
('love', ©.1898125559091568)
('flashback', ©.163440862983989716)
('jealousy', ©.143U9576830863953)
('fight', ©.14211896061897278)
('vandalism', ©.115250207483768U6)
('infidelity', ©.10U48U55759882927)
('trauma', ©.10236535221338272)

With threshold ©.5:

['marriage', 'violence', 'paranoia’']

Fyodor Dostoyevsky — Crime and Punishment
Predicted:

('murder', ©.9475010633U68628)

('suicide', ©.96896580U1572571)

('family relationships', ©.8105157017707825)
('guilt', ©.5827731498135193)

('marriage', ©.53U45286726951599)

('death', ©.5033612251281738)

('revenge', ©.3263147175312042)
('flashback', ©.154094398021698)

('lie', ©.13657838106155396)

('love', ©.12998023629188538)

('jealousy', ©.11375859379768372)
('investigation', ©.11245767027139664)
('divorce', ©.102660730U8114777)

("justice', ©.101469956338U0561)
('violence', ©.08087547123U3216)

With threshold ©.5:

['family relationships', 'marriage', 'death', 'murder', 'suicide', 'guilt']

Correlation:

Cosine similarity: ©.5557U419667886223
Spearman correlation: ©.7842U450072205982
Pearson correlation: 8.47338912495786425

Average : ©0.6044320329890083

Obr. 6.6: Vypocitané metriky podobnosti pre pravdepodobnosti knihy Zlocin a trest a Me-
chanicky pomaranc.

Napriek trocha nepresnym predpokladom vsak model urcil, podla mna spravne, ze knihy
si st trocha podobné. Ustrednymi témami oboch diel je vrazda a spravodlivost, preto si
myslim, ze st diela ¢iastoc¢ne podobné a rovnako velmi podobné klicové dejové linie je
aj vidiet medzi oboma dielami.
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Priklady z datovej sady z Goodreads

V stiahnutej datovej sade informécii o knihe z Goodreads sa nachddza popis knihy. Aj
tento popis moze byt pouzity pre urcenie deja. V tomto pripade sa jednd o knihu Martan,
s nasledujicim popisom:
” Siz days ago, astronaut Mark Wainey became one of the first people to walk on Mars.
Now, he’s sure he’ll be the first person to die there. After a dust storm nearly kills him
and forces his crew to evacuate while thinking him dead, Mark finds himself stranded and
completely alone with no way to even signal Farth that he’s alive—and even if he could get
word out, his supplies would be gone long before a rescue could arrive. Chances are, though,
he won’t have time to starve to death. The damaged machinery, unforgiving environment,
or plain-old “human error” are much more likely to kill him first. But Mark isn’t ready
to give up yet. Drawing on his ingenuity, his engineering skills — and a relentless, dogged
refusal to quit — he steadfastly confronts one seemingly insurmountable obstacle after the
next. Will his resourcefulness be enough to overcome the impossible odds against him? ”
Na prvy pohlad sa nezda, Ze je v takomto texte vela informécii, no klasifikdtor urcil
ze sa v nom nachadzaju nasledovné deje: ['death’, ’fear’, 'courage’, 'race against time’,
‘near death experience’, 'rescue’]. Na obrazku 6.7 sa nachddzaji dalsie predpovede modelu.
Vsetci Co ¢itali knihu, alebo videli film potvrdia, ze urcené dejové linie st vSetky spravne,
asi by ale este mohlo byt zaradené escape medzi relevantné deje. Smrt je zaradend medzi
spravne, no fazko urcit ¢i je spravnou, kedze v diele nikto nezomrel, ale na hlavného hrdinu
¢itha na kazdom kroku.

Andy Weir - The Martian

Predicted:

('rescue’, 0.9275297522544861)

('race against time', ©.868107438087u463U)
('near death experience', ©.822539746761322)
('fear', ©.7161270976066589)

('courage', ©.5933665633201599)

('death', ©.5842492586u413818)

('self sacrifice', ©.48343586921691895)
('flashback', ©.3594614565372U67)
('escape', 0.3569062650203705)

("moral dilemma', ©.3356294333934784)
('sacrifice', ©.12378509342670U4)
("love', 0.06318236887U54987)
('pregnancy', ©.85537949874997139)
('parancia’, ©.052U40940675139427)
('friendship', ©.64113766178u887314)

Obr. 6.7: Pravdepodobnosti 15 klicovych dejovych linii s najvic¢sou pravdepodobnostou
pre popis knihy Martan.
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6.4 Analyza vysledkov a chyby

Ako celok model funguje relativne dobre. Dokaze odhadniuf vécsinu klacovych dejovych
linif spravne, a ked nie, st radené medzi vysoké priecky zoznamu pravdepodobnosti. Obcas
zaradi medzi spravne dejovi liniu, ktord tam ,nema ¢o robit“ a niekedy naopak, dejova linia,
ktora sa pre zhrnutie ,hodi“, ma prilis nizku pravdepodobnost. Metriky vyhodnocovania
udavaji velmi malé tspesnosti, ale nedd sa povedat, ze by kazdad druha dejova linia bola
zle zaradend. Dovolim si tvrdit, ze model pracuje lepsie, ako ho metriky hodnotia.

Model robi najcastejsie chyby pravdepodobne v dejovych liniach, ktoré v tréningu ne-
videl tak casto. Ako vidiet v priklade, Rémeo a Jilia je typickd dejova linia forbidden love,
no model jej neudelil dostato¢nii pravdepodobnost. Vacsina ostatnych chyb podla mna
suvisi s datami. Velmi zalezi aké zhrnutie je modelu dané. Pokial je prilis kratke, alebo
neobsahuje dostatok informacii, tak logicky nedokéaze model ni¢ relevantné urcit. Rovnako
dolezité su aj oznacené dejové linie. Dané diela totiz znackuju Tudia. Ak sa zrovna dejova
linia nehodi pre dany film, a predsa ju tam uzivatelia zaradia, tak sa s tym neda nic¢ robit.
Aj sp6sob akym si klicové dejové linie odfiltrované z klucovych slov moze mat svoje chyby.
Viac krat sa vyskytuju klucové dejové linie marriage, family relationship alebo, death. Staci
aby v diele bola spomenutd manzelka alebo svadba, pricom to vébec nemusi byt kltcové
pre dej, ale uzivatelia to tam spravne zaradia, lebo to istt spojitost méa. Lenze ked sa extra-
huju klacové dejové linie, je tymto klicovym slovam zaradend vécsia vaha a to sposobuje,
ze vo viacerych zhrnutiach je vidiet takéto anomalie.

Niekedy akoby modelu chybala nejaka klticova dejova linia, alebo by ich mohlo byt viac,
aby pokryli ¢o najvacsi zaber vsetkych dejov. Z pévodného nédvrhu bola urobena iba jedna
revizia, ktora skresala linie, ktoré neboli dobre urcené, alebo ich bolo mélo. Urcite by sa
dalo pridat a zlepsit vyber kIicovych dejovych linii, to by vysledky modelu uréite zdvihlo.
Mozno by viak muselo byt nutné ruéne znackovat zhrnutia, ¢o je praca velmi zdlhavé . Dalej
by model urcite vylepsilo aj pretriedenie zhrnuti, aby v datovej sade boli iba také, ktoré
poskytuju dostatok informacii, ale na druhej strane nie st prilis dlhé aby nevznikalo vela
chyb skracovanim tychto zhrnuti. Data st rozhodujice pri spracovani prirodzeného jazyk,
takze oba tieto ndmety na skvalitnenie dat by vyrazne pomohli zlepsit kvalitu modelu.

Isté obohatenie modelu by prinieslo aj dlhsie trénovanie, no toto zlepsenie by bolo mi-
nimalne. Lepsie vysledky by mohli priniest kvalitnejsie nastavené hyper-parametre ucenia.
Toto by vSak bol proces velmi zdihavy, lebo by sa museli vykonat desiatky trénovani, pri¢om
jedna adaptacia moéze trvat aj niekolko dni. Po kazdom by sa muselo skiisat lepsie nastavit
parametre pre dand datovi sadu, a zaroven ich porovnavat s predoslymi behmi. Oba tieto
namety by mohli, ale len velmi minimélne, zvysit kvalitu klasifikatora.
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6.5 Mozné vylepsenia a vyuzitie

Co sa tyka zlepSenie systému ako celku, okrem vysSie spominaného, by sa dalo tomuto
vSetkému prirobit grafické uzivatelské rozhranie, kde by sa dalo vlozit zhrnutie a systém
by prenho vyhodnotil klticové dejové linie. Interakcia s uzivatelom by sa dalo skvalitnif aj
prirobenim porovnania s viacerymi dejmi. Teda najskor by celd datova sada presla mode-
lom a boli by pre vSetky deje vyhodnotené kltcové dejové linie a boli by ulozené. Potom
by systém vedel pri zadani zhrnutia predpovedat na aké dielo sa zhrnutie podoba.

Klasifikdcia klticovych dejovych linii by sa dala vyuzit v socidlnych sietach o knihach,
filmoch a pod., kde by slizila ako doplnok ku klasickym zanrom. Takisto by sa tento systém
dal pouzit pre navrhovanie podobnych diel. Mohol by sa tym vytvorit systém, ktory dokaze
filtrovat spoilery z uzivatelskych recenzii. Rozsirenie tejto prace by sa dali pouzit na hladanie
prvotnych pribehov alebo urcenie konkrétneho pribehu len na zaklade malého mnozZstva
informécii o nom.
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Kapitola 7

Zaver

Cielom tejto prace bolo vytvorif systém schopny urcovat kltucové dejové linie na zaklade
opisu diela vo forme zhrnutia deja a urcovat podobnost diel na zdklade klticovych dejovych
linii. Pre potreby analyzy a riesenia problematiky bolo nutné zozbierat data tykajice sa
informacii o knihe, zhrnutia deja a uzivatelskych recenzii. Vsetky tieto ciele boli splnené.

V préci je nacrtnuty teoreticky zaklad potrebny pre zostavenie takéhoto systému, kde je
vysvetlené, ¢o su to klicové dejové linie, aj zdkladnd tedria tykajica sa klasifikacie a spraco-
vania prirodzeného jazyka. Nasledne bolo objasnené s akymi datami sa v praci manipuluje,
dalej bol tento systém navrhnuty a implementovany. Fungovanie systému je vysvetlené
a vyhodnotené na ukazkach konkrétnych prikladov.

Pomocou extrahovania dét z internetu boli zozbierané 2 datové sady zo socidlnej siete
Goodreads. Jedna s informaciami o knihach obsahujica takmer 900 tisic zdznamov a druhé
pozostavajica z viac nez 23 miliénov uzivatelskych recenzii o knihdch na tejto socidlnej sieti.
Rovnako bola pouzita aj predom stiahnuté datova sada zo socialnej siete IMDDb, ktoré sltzila
na trénovanie klasifikatora urcujici klicové dejové linie a z ktorej boli tieto kIucové dejové
linie aj prebrané. Sumarizované obsahy knth predstavuje datova sada Booksummaries, ktora
bola vyuzita na testovanie klasifikatora.

Systém dokaze na zdklade strucnej volnej formulacie deja urcit aké dejové linie sa
v nom nachéadzaji. Celkovo model rozlisuje 88 klicovych dejovych linii, pricom k danému
opisu moze prislichat viac nez len jedna dejova linia. Systém dosahuje priemernt presnost
na urovni 45 % a F1-skére na trovni 31 %. Vysledny model vsak dokéze relativne dobre ur-
covat relevantné kltucové dejové linie. Taktiez je mozné urcovat podobnost 2 sumarizovanych
dejov na zaklade pravdepodobnosti prislusnosti ku vsetkym klticovym dejovym linidm.

Pocas prace som sa oboznamil s extrakciou dat z webu, ozrejmil som si principy analyzy
a klasifikdcie textu, ako aj prakticku sktsenost s trénovanim neurdénovej siete a vyskusal
som si pracovat s novinkami zo svete spracovania prirodzeného jazyka.

Uspesnost klasifikdtora dejovych linif je mozné nadalej zlepsovat pomocou skvalitnenia
datovej sady, na ktorej bol trénovany. Po doplneni porovnavania deja ku vsetkym dejom
détovej sady, by bolo mozné urcovat podobnosti k jednotlivim dejovym opisom. Rozsire-
nia tejto prace by mohli pomdct. Pre zvysenie komfortu prace so systémom a interakcie
s uzivatelom je mozné doplnit grafické uzivatelské rozhranie.
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Priloha A

Obsah prilozeného paméitového
média

Na pamatovom médiu sa nachadza:

e Zlozka thesis so zdrojovymi sibormi a ostatnymi datami pre vytvorenie technickej
Spravy.

e Zlozku data, ktora obsahuje potrebné skripty pre pripravenie datovych sad:

— Zlozku goodreads obsahujuca skripty pre extrakciu dat z Goodreads: download.py
pre stahovanie HI'ML stiborov, extract_book_info.py a extract_fuzzy_book_info.py
pre extrahovanie klicovych tdajov a vytvorenie datovej sady.

— Zlozku processed_dataset — spracovanad datova sada z IMDb, aby sa nou dal
model trénovat.

— extract_keywords_imdb.py — stibor extrahujici klucové data z HTML stuborov
potrebné pre vytvorenie datovej sady.

— prepare_imdb_data.py — subor, ktory pripravuji datovi sadu na tréning.
— plot_keywords.txt — sibor, obsahujici zoznam vsetkych kltcovych dejovych
linii.
e Zlozku classifier, ktord obsahuje potrebné skripty pre trénovanie a pracu s klasifi-
katorom:
— Zlozku best_trained_roberta, ktord obsahuje najlepsie natrénovany model kla-
sifikatora.
— trainer_imdb.py — sibor, ktory zabezpecuje tréning na datovej sade z IMDb.

— load_model_imdb.py — stibor, ktory nacita model zo zlozky best_trained_roberta
a vyhodnoti ho na valida¢nej testovacej sade.

— compare_plots.py — subor, ktory porovnava dva zhrnutia deja pomocou metrik
podobnosti.

— predict_plot.py — stubor, ktory urci klicové dejové linie a aj predpovede pre
zadané zhrnutie deja.
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thesis.pdf — stbor, obsahuji technickt spravu vo forméate PDF urcent na ¢itanie.

thesis_print.pdf — sibor, obsahuji technicktl spravu vo formate PDF urcenti na
tlac.

plagat.pdf — subor, obsahujici plagat popisujici ttato pracu.

requirements.txt — sibor, obsahujtci informéciu o potrebnych knizniciach pre spus-
tenie skriptov.

README — subor, obsahujici obsah pamétového média a manual.
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Priloha B

Zoznam kltcovych dejovych linii

« Doppelganger e Guilt

e Memory Loss e Secret

e Manipulation o Justice

e Near Death Experience e Prejudice

e Mind Control e Racism

e Rise To Power e Abuse Of Power

e Rise And Fall e Power Struggle

e Saving The World e Time Travel

e Loss Of Father e Supernatural Power
e Quest e Time Loop

e Pursuit e Alternate Reality
e Rescue e Good Versus Evil
e Revenge e One Against Many
« Riddle e One Man Army

o Rivalry o Alternate History
e Underdog e Romantic Rivalry
o Temptation e Race Against Time
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Detention

Shot To Death
Gunfight
Flashback
Escape

Beating
Betrayal
Drunkenness
Fear

Drinking
Deception
Competition
Dream

Lie

Vandalism
Conspiracy
Corruption
Courage
Ambush
Paranoia

Faith

Trauma

Self Sacrifice
Childhood Memory
Moral Dilemma
FErased Memory

Brainwashing

Friendship

Family Relationships
Love

Marriage
Pregnancy
Infidelity

Jealousy

Divorce

Love Triangle
Marriage Proposal
Unrequited Love
Love At First Sight
Death

Murder

Violence

Fight

Kidnapping

Chase

Suicide

Battle
Investigation
Blackmail
Metamorphosis
Transformation
Forbidden Love
Sacrifice

Discovery



Priloha C

Zhrnutia dejov

Zhrnutie deja knihy od Erich Maria Remarque - Na zapade ni¢ nové:

”The book tells the story of Paul Baumer, a German soldier who—urged on by his school
teacher—joins the German army shortly after the start of World War I. Baumer arrives at
the Western Front with his friends and schoolmates (Tjaden, Miiller, Kropp and a number
of other characters). There they meet Stanislaus Katczinsky, an older soldier, nicknamed
Kat, who becomes Paul’s mentor. While fighting at the front, Bdumer and his comrades
have to engage in frequent battles and endure the dangerous and often dirty conditions of
warfare. At the very beginning of the book Erich Maria Remarque says "This book is to be
neither an accusation nor a confession, and least of all an adventure, for death is not an
adventure to those who stand face to face with it. It will try simply to tell of a generation
of men who, even though they may have escaped shells, were destroyed by the war.” The
book does mot focus on heroic stories of bravery, but rather gives a view of the conditions
in which the soldiers find themselves. The monotony between battles, the constant threat
of artillery fire and bombardments, the struggle to find food, the lack of training of young
recruits (meaning lower chances of survival), and the overarching role of random chance in
the lives and deaths of the soldiers are described in detail. The battles fought here have no
names and seem to have little overall significance, except for the impending possibility of
injury or death for Baumer and his comrades. Only pitifully small pieces of land are gained,
about the size of a football field, which are often lost again later. Remarque often refers to
the living soldiers as old and dead, emotionally drained and shaken. "We are not youth any
longer. We don’t want to take the world by storm. We are fleeing from ourselves, from our
life. We were eighteen and had bequn to love life and the world; and we had to shoot it to
pieces.” Paul’s visit on leave to his home highlights the cost of the war on his psyche. The
town has not changed since he went off to war; however, he finds that he does 'not belong
here anymore, it is a foreign world.” He feels disconnected from most of the townspeople. His
father asks him ’stupid and distressing’ questions about his war experiences, not understan-
ding ’that a man cannot talk of such things.” An old schoolmaster lectures him about strategy
and advancing to Paris, while insisting that Paul and his friends know only their ’own little
sector’ of the war but nothing of the big picture. Indeed, the only person he remains connec-
ted to is his dying mother, with whom he shares a tender, yet restrained relationship. The
night before he is to return from leave, he stays up with her, exchanging small expressions
of love and concern for each other. He thinks to himself, ’Ah! Mother, Mother! How can it
be that I must part from you? Here I sit and there you are lying; we have so much to say,
and we shall never say it.” In the end, he concludes that he ’ought never to have come home
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on leave.” Paul feels glad to be reunited with his comrades. Soon after, he volunteers to go
on a patrol and kills a man for the first time in hand-to-hand combat. He watches the man
die, in pain for hours. He feels remorse and asks forgiveness from the man’s corpse. He is
devastated and later confesses to Kat and Albert, who try to comfort him and reassure him
that it is only part of the war. They are then sent on what Paul calls a ’good job’ They
must gquard a village that is being shelled too heavily. The men enjoy themselves but while
evacuating the villagers, Paul and Albert are wounded. They recuperate in a Catholic hos-
pital and Paul returns to active duty. By now, the war is nearing its end and the German
Army is retreating. In despair, Paul watches as his friends fall one by one. It is the death of
Kat that eventually makes Paul careless about living. In the final chapter, he comments that
peace is coming soon, but he does not see the future as bright and shining with hope. Paul
feels that he has no aims left in life and that their generation will be different and misun-
derstood. When he finally dies at the end of the novel, the situation report from the frontline
states, 'Allis Quiet on the Western Front,” symbolizing the cheapness of human life in war. ”

Zhrnutie deja hry od William Shakespeare - Romeo and Jilia:

" The play, set in Verona, begins with a street brawl between Montague and Capulet sup-
porters who are sworn enemies. The Prince of Verona intervenes and declares that further
breach of the peace will be punishable by death. Later, Count Paris talks to Capulet about
marrying his daughter, but Capulet asks Paris to wait another two years (then he later or-
ders Juliet to marry Paris) and invites him to attend a planned Capulet ball. Lady Capulet
and Juliet’s nurse try to persuade Juliet to accept Paris’s courtship. Meanwhile, Benvolio
talks with his cousin Romeo, Montague’s son, about Romeo’s recent depression. Benvolio
discovers that it stems from unrequited infatuation for a girl named Rosaline, one of Ca-
pulet’s nieces. Persuaded by Benvolio and Mercutio, Romeo attends the ball at the Capulet
house in hopes of meeting Rosaline. However, Romeo instead meets and falls in love with
Juliet. After the ball, in what is now called the ’balcony scene’, Romeo sneaks into the Ca-
pulet orchard and overhears Juliet at her window vowing her love to him in spite of her
family’s hatred of the Montagues. Romeo makes himself known to her and they agree to be
married. With the help of Friar Laurence, who hopes to reconcile the two families through
their children’s union, they are secretly married the next day. Juliet’s cousin Tybalt, incen-
sed that Romeo had sneaked into the Capulet ball, challenges him to a duel. Romeo, now
considering Tybalt his kinsman, refuses to fight. Mercutio is offended by Tybalt’s insolence,
as well as Romeo’s "vile submission,” and accepts the duel on Romeo’s behalf. Mercutio is
fatally wounded when Romeo attempts to break up the fight. Grief-stricken and wracked with
guilt, Romeo confronts and slays Tybalt. Montague argues that Romeo has justly executed
Tybalt for the murder of Mercutio. The Prince, now having lost a kinsman in the warring
families’ feud, exiles Romeo from Verona, with threat of execution upon return. Romeo sec-
retly spends the night in Juliet’s chamber, where they consummate their marriage. Capulet,
misinterpreting Juliet’s grief, agrees to marry her to Count Paris and threatens to disown
her when she refuses to become Paris’s ’joyful bride.” When she then pleads for the marriage
to be delayed, her mother rejects her. Juliet visits Friar Laurence for help, and he offers her
a drug that will put her into a deathlike coma for ’two and forty hours.” The Friar promises
to send a messenger to inform Romeo of the plan, so that he can rejoin her when she awa-
kens. On the night before the wedding, she takes the drug and, when discovered apparently
dead, she is laid in the family crypt. The messenger, however, does not reach Romeo and,
instead, Romeo learns of Juliet’s apparent death from his servant Balthasar. Heartbroken,
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Romeo buys poison from an apothecary and goes to the Capulet crypt. He encounters Paris
who has come to mourn Juliet privately. Believing Romeo to be a vandal, Paris confronts
him and, in the ensuing battle, Romeo kills Paris. Still believing Juliet to be dead, he drinks
the poison. Juliet then awakens and, finding Romeo dead, stabs herself with his dagger. The
feuding families and the Prince meet at the tomb to find all three dead. Friar Laurence
recounts the story of the two ’star-cross’d lovers’ The families are reconciled by their chil-
dren’s deaths and agree to end their violent feud. The play ends with the Prince’s elegy for
the lovers: ’For never was a story of more woe Than this of Juliet and her Romeo.” ”

Zhrnutie deja knihy od Anthony Burgess - Mechanicky pomaranc:

? Alex, a teenager living in near-future England, leads his gang on nightly orgies of opportu-
nistic, random ’ultra-violence’ Alex’s friends (’droogs’ in the novel’s Anglo-Russian slang,
Nadsat) are: Dim, a slow-witted bruiser who is the gang’s muscle; Georgie, an ambitious
second-in-command; and Pete, who mostly plays along as the droogs indulge their taste for
ultra-violence. Characterized as a sociopath and a hardened juvenile delinquent, Alex is also
intelligent and quick-witted, with sophisticated taste in music, being particularly fond of
Beethoven, or ’Lovely Ludwig Van’ The novel begins with the droogs sitting in their favorite
hangout (the Korova Milkbar), drinking milk-drug cocktails, called 'milk-plus’, to hype them-
selves for the night’s mayhem. They assault a scholar walking home from the public library,
rob a store leaving the owner and his wife bloodied and unconscious, stomp a panhandling
derelict, then scuffle with a rival gang. Joyriding through the countryside in a stolen car,
they break into an isolated cottage and maul the young couple living there, beating the hus-
band and raping his wife. In a metafictional touch, the husband is a writer working on a
manuscript called A Clockwork Orange’, and Alex contemptuously reads out a paragraph
that states the novel’s main theme before shredding the manuscript. Back at the milk bar,
Alex punishes Dim for some crude behaviour, and strains within the gang become apparent.
At home in his dreary flat, Alex plays classical music at top volume while fantasizing of even
more orgiastic violence. Alex skips school the next day. Following an unexpected visit from
P.R. Deltoid, his ’post-corrective advisor’, Alex meets a pair of ten-year-old girls and takes
them back to his parents’ flat, where he administers hard drugs and then rapes them. That
evening, Alex finds his droogs in a mutinous mood. Georgie challenges Alex for leadership
of the gang, demanding that they pull a ‘man-sized’ job. Alex quells the rebellion by slashing
Dim’s hand and fighting with Georgie, then in a show of generosity takes them to a bar,
where Alex insists on following through on Georgie’s idea to burgle the home of a wealthy
old woman. The break-in starts as farce and ends in tragic pathos, as Alex’s attack kills the
elderly woman. His escape is blocked by Dim, who attacks Alex, leaving him incapacitated
on the front step as the police arrive. Sentenced to prison for murder, Alex gets a job at the
Wing chapel playing religious music on the stereo before and after services as well as during
the singing of hymns. The prison chaplain mistakes Alex’s Bible studies for stirrings of faith
(Alex is actually reading Scripture for the violent passages). After Alex’s fellow cellmates
blame him for beating a troublesome cellmate to death, he agrees to undergo an experimental
behaviour-modification treatment called the Ludovico Technique. The technique is a form of
aversion therapy in which Alex receives an injection that makes him feel sick while watching
graphically violent films, eventually conditioning him to suffer crippling bouts of nausea at
the mere thought of violence. As an unintended consequence, the soundtrack to one of the
films—Beethoven’s Fifth Symphony—renders Alex unable to listen to his beloved classical
music. The effectiveness of the technique is demonstrated to a group of VIPs, who watch
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as Alex collapses before a walloping bully, and abases himself before a scantily-clad young
woman whose presence has aroused his predatory sexual inclinations. Though the prison
chaplain accuses the state of stripping Alex of free will, the government officials on the
scene are pleased with the results and Alex is released into society. Since his parents are
now renting his room to a lodger, Alex wanders the streets and enters a public library where
he hopes to learn a painless way to commit suicide. There, he accidentally encounters the
old scholar he assaulted earlier in the book, who, keen on revenge, beats Alex with the help
of his friends. The policemen who come to Alex’s rescue turn out to be none other than Dim
and former gang rival Billyboy. The two policemen take Alex outside of town and beat him
up. Dazed and bloodied, Alex collapses at the door of an isolated cottage, realizing too late
that it is the house he and his droogs invaded in the first half of the story. Because the gang
wore masks during the assault, the writer does not recognize Alex. The writer, whose name
is revealed as F. Alexander, shelters Alex and questions him about the conditioning. During
this sequence, it is revealed that Mrs. Alexander died from the injuries inflicted during the
gang-rape, and her husband has decided to continue living "where her fragrant memory per-
sists’ despite the horrid memories. Alexander, a critic of the government, hopes to use Alex
as a symbol of state brutality and thereby prevent the incumbent government from being
re-elected. Eventually, he begins to realize Alex’s role in the happenings of the night two
years ago. One of Alexander’s radical associates manages to extract a confession from Alex
after removing him from F. Alexander’s home and then locks him in a flatblock near his
former home. Alex is then subjected to a relentless barrage of classical music, prompting
him to attempt suicide by leaping from a high window. Alex wakes up in hospital, where he
is courted by government officials anzious to counter the bad publicity created by his suicide
attempt. With Alexander safely packed off to a mental institution, Alex is offered a well-
paying job if he agrees to side with the government. As photographers snap pictures, Alex
daydreams of orgiastic violence and realizes the Ludovico conditioning has been reversed: ’I
was cured all right’ In the final chapter, Alex has a new trio of droogs, but he finds he is
beginning to outgrow his taste for violence. A chance encounter with Pete, now married and
settled down, inspires Alex to seek a wife and family of his own. He contemplates the li-
kelihood of his future son being a delinquent as he was, a prospect Alex views fatalistically. ”

Zhrnutie deja knihy od Fyodor Dostoyevsky - Zloc¢in a trest:

” Raskolnikov, a conflicted former student, lives in a tiny, rented room in Saint Petersburyg.
He refuses all help, even from his friend Razumikhin, and devises a plan to murder and to
rob an unpleasant elderly pawn-broker and money-lender, Alyona Ivanovna. His motivation
comes from the overwhelming sense that he is predetermined to kill the old woman by some
power outside of himself. While still considering the plan, Raskolnikov makes the acquain-
tance of Semyon Zakharovich Marmeladov, a drunkard who recently squandered his family’s
little wealth. He also receives a letter from his sister and mother, speaking of their coming
visit to Saint Petersburg, and his sister’s sudden marriage plans which they plan on discus-
sing upon their arrival. After much deliberation, Raskolnikov sneaks into Alyona Ivanovna’s
apartment where he murders her with an axe. He also kills her half-sister, Lizaveta, who
happens to stumble upon the scene of the crime. Shaken by his actions, Raskolnikov mana-
ges to only steal a handful of items and a small purse, leaving much of the pawn-broker’s
wealth untouched. Raskolnikov then flees and, due to a series of coincidences, manages to
leave unseen and undetected. After the bungled murder, Raskolnikov falls into a feverish
state and begins to worry obsessively over the murder. He hides the stolen items and purse
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under a rock, and tries desperately to clean his clothing of any blood or evidence. He falls
into a fever later that day, though not before calling briefly on his old friend Razumikhin.
As the fever comes and goes in the following days, Raskolnikov behaves as though he wishes
to betray himself. He shows strange reactions to whoever mentions the murder of the pawn-
broker, which is now known about and talked of in the city. In his delirium, Raskolnikov
wanders Saint Petersburg, drawing more and more attention to himself and his relation to
the crime. In one of his walks through the city, he sees Marmeladov, who has been struck
mortally by a carriage in the streets. Rushing to help him, Raskolnikov gives the remainder
of his money to the man’s family, which includes his teenage daughter, Sonya, who has been
forced to become a prostitute to support her family. In the meantime, Raskolnikov’s mother,
Pulkheria Alexandrovna, and his sister, Avdotya Romanovna (or Dounia) have arrived in
the city. Avdotya had been working as a governess for the Svidrigailov family until this point,
but was forced out of the position by the head of the family, Arkady Ivanovich Svidrigailov.
Svidrigailov, a married man, was attracted to Avdotya’s physical beauty and her feminine
qualities, and offered her riches and elopement. Avdotya, having none of this, fled the fa-
mily and lost her source of income, only to meet Pyotr Petrovich Luzhin, a man of modest
income and rank. Luzhin proposes to marry Avdotya, thereby securing her and her mother’s
financial safety, provided she accept him quickly and without question. It is for these very
reasons that the two of them come to Saint Petersburg, both to meet Luzhin there and to
attain Raskolnikov’s approval. Luzhin, however, calls on Raskolnikov while he is in a deliri-
ous state and presents himself as a foolish, self-righteous and presuming man. Raskolnikov
dismisses him immediately as a potential husband for his sister, and realizes that she only
accepted him to help her family. As the novel progresses, Raskolnikov is introduced to the
detective Porfiry, who begins to suspect him for the murder purely on psychological grounds.
At the same time, a chaste relationship develops between Raskolnikov and Sonya. Sonya,
though a prostitute, is full of Christian virtue and is only driven into the profession by her
family’s poverty. Meanwhile, Razumikhin and Raskolnikov manage to keep Avdotya from
continuing her relationship with Luzhin, whose true character is exposed to be conniving
and base. At this point, Svidrigailov appears on the scene, having come from the province to
Petersburg, almost solely to seek out Avdotya. He reveals that his wife is dead, and that he
1s willing to pay Avdotya a vast sum of money in exchange for nothing. She, upon hearing
the news, refuses flat out, suspecting him of treachery. As Raskolnikov and Porfiry continue
to meet, Raskolnikov’s motives for the crime become exposed. Porfiry becomes increasingly
certain of the man’s guilt, but has no concrete evidence or witnesses with which to back
up this suspicion. Furthermore, another man admits to committing the crime under questi-
oning and arrest. However, Raskolnikov’s nerves continue to wear thin, and he is constantly
struggling with the idea of confessing, though he knows that he can never be truly convicted.
He turns to Sonya for support and confesses his crime to her. By coincidence, Svidriga-
ilov has taken up residence in a room next to Sonya’s and overhears the entire confession.
When the two men meet face to face, Svidrigailov acknowledges this fact, and suggests that
he may use it against him, should he need to. Svidrigailov also speaks of his own past, and
Raskolnikov grows to suspect that the rumors about his having committed several murders
are true. In a later conversation with Dounia, Svidrigailov denies that he had a hand in
the death of his wife. Raskolnikov is at this point completely torn; he is urged by Sonya to
confess, and Svidrigailov’s testimony could potentially convict him. Furthermore, Porfiry
confronts Raskolnikov with his suspicions and assures him confession would substantially
lighten his sentence. Meantime, Svidrigailov attempts to seduce Avdotya, but when he rea-
lizes that she will never love him, he lets her go. He then spends a night in confusion and
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in the morning shoots himself. This same morning, Raskolnikov goes again to Sonya, who
again urges him to confess and to clear his conscience. He makes his way to the police sta-
tion, where he is met by the news of Svidrigailov’s suicide. He hesitates a moment, thinking
again that he might get away with a perfect crime, but is persuaded by Sonya to confess.
The epilogue tells of how Raskolnikov is sentenced to penal servitude in Siberia, where So-
nya follows him. Avdotya and Razumikhin marry and are left in a happy position by the
end of the novel, while Pulkheria, Raskolnikov’s mother, falls ill and dies, unable to cope
with her son’s situation. Raskolnikov himself struggles in Siberia. It is only after some time
in prison that his redemption and moral regeneration begin under Sonya’s loving influence. ”
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Priloha D

Plagat

Analyza déjovych linii na zakladé

shrnuti obsahu knih a
uzivatelskych recenzi

Abstrakt

Cielom tejto préace je vytvorit systém pre analyzu a klasifikaciu klacovych dejovych linii zo zhrnutych
dejovych zédpletiek a uZivatelskych recenzii v anglickom jazyku. Zvoleny problém je rieSeny pomocou
techniky strojového utenia zaloZenej na transformeroch. Vo vytvorenom riedeni je implementované aj
stahovanie dat a bol vytvoreny dataset uZivatelskych recenzii a informécii o knihdch prevySujici 23
miliénov recenzii a takmer 900 tisic informdcii o knihach. Systém dokaze predikovat aké typy dejovych
zapletiek sa v datach nachadzaju.

Priklad: Andy Weir — The Martian

Popis knihy Martan z Goodreads: Vysledné dejové linie:

.Six days ago, astronaut Mark Watney became one of o Rescue 92 %
the first people to walk on Mars. Now, he’s sure he'll be 3 i

the first person to die there. After a dust storm nearly * Race against time 86 %
kills him and forces his crew to evacuate while thinking e Near death experience 86 %
him dead, Mark finds himself stranded and completely ® Fear 71 %
alone with no way to even signal Earth that he’s alive—

and even if he could get word out, his supplies would be » * Courage 59 %
gone long before a rescue could arrive. Chances are, * Death 58 %
though, he won’t have time to starve to death. The

damaged machinery, unforgiving environment, or plain- * Self sacrifice 48 %
old “human error” are much more likely to kill him first. o Flashback 35%
But Mark isn't ready to give up yet. Drawing on his

ingenuity, his engineering skills — and a relentless, ® Escape 35%
dogged refusal to quit — he steadfastly confronts one ...

seemingly insurmountable obstacle after the next. Will
his resourcefulness be enough to overcome the
impossible odds against him?*

Autor: Peter Rucek

E-mail: xrucek00@stud.fit.vutbr.cz
Veduci: SmrZ Pavel, doc. RNDr., Ph.D.
Brno 2022

VYSOKE UCENI | FAKULTA
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Obr. D.1: Nahlad vytvoreného plagatu.
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