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ABSTRAKT

Cilem této bakalarské prace bylo seznamit se s evolu¢nimi optimalizaénimi technikami,
prevazné pak s genetickym algoritmem a genetickym programovanim. Nasledné byla
popsana optimaliza¢ni Gloha obchodniho cestujiciho Fesend pomoci genetického algo-
ritmu, v dalsi kapitole reseni symbolické regrese za pomoci genetického programovani.
V praktické ¢asti byly tyto optimalizacni Glohy vytvoreny v programovacim jazyce JAVA.
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ABSTRACT

The aim of this Bachelor's Thesis was to get acquainted with the Evolutionary Optimi-
zation Techniques, mainly with the Genetic Algorithm and Genetic Programming. It was
subsequently described the role of optimization problem TSP solved using Genetic Algo-
rithms and other Chapter solving Symbolic Regression using Genetic Programming. This
optimalization problems were created in the programming JAVA and there are solved
practical part of the thesis.
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UVOD

V této bakalarské praci jsem se vSeobecné seznamil s evolu¢nimi optimaliza¢nimi
technikami. V dnesni dobé se stéle vice setkdavame s optimaliza¢nimi problémy, které
vyuzivaji pii svém Teseni nékterou z metod evolucnich algoritmi. Tyto metody ne-
musi byt pouzity pouze pro konkrétni druh piikladi, ale lze je vyuzivat i ve vétsSim
rozsahu. Evolu¢ni algoritmy vychéazeji z darwinovské teorie evoluce, kdy z kazdé
populace prezivaji jen silni jedinci, kteri se pak podileji na vzniku nové populace.

Evolucni algoritmy se déli na 4 casti. V mém pripadé jsem se zaméfil na gene-
tické algoritmy a genetické programovani. V obou pripadech se setkdme s prvky,
které jsou znamy z biologie. Bude se jednat o operatory mutace, kiizeni, selekce
a dédi¢nost. Operator mutace méni ndhodné a s malou pravdépodobnosti hodnoty
jednotlivych genti. P¥i kiiZzeni vzniknou ze dvou rodic¢i jejich potomci nesouci infor-
mace po kazdém z rodic¢ti. U procesu selekce se vybiraji jedinci, ktefi budou vstupo-
vat pfimo do nové populace bez pouziti operatoru kiizeni nebo mutace. Dilezitym
prvkem v genetickych algoritmech je chromozom. Ten piedstavuje fetézec informaci
o vlastnostech a chovani jedinct. Jinak je tomu v genetickém programovani. V tomto
pripadé jiz nebudou pouzity chromozomy pevné délky, ale hierarchicky strukturo-
vané programy. Vysledkem budou syntaktické stromy. Ty mohou vznikat ristovou
metodou, tplnou metodou, nebo kombinaci obou téchto metod. Také budou po-
psany nové pojmy terminaly a neterminaly. Terminaly budou obsazeny v koncovych
uzlech stromt a neterminaly ve vnitinich uzlech. Spole¢nou funkci pro obé metody
je ohodnocenti fitness, které udava kvalitu ptivodni a nové vzniklé populace.

V nasledujicich kapitolach budou popsany dva optimalizac¢ni ptiklady. Prvni op-
timaliza¢ni tlohou je problém obchodniho cestujicitho feseny pomoci genetického
algoritmu. V této tlloze bude hledana nejkratsi vzdalenost mezi nékolika zvolenymi
mésty tak, aby zadné meésto nebylo navstiveno vicekrat. Druhou tlohou je priklad
symbolické regrese vyuzivajici pro své feseni genetické programovani. V této tloze
byl vybran elektricky obvod, u kterého bylo predpokladano, ze vzorec pro vypocet
tohoto obvodu neni znam. Pfi hledani vysledného vzorce budou pouzity vstupni
a vystupni naméfené hodnoty. Na zakladé ziskanych znalosti z teoretické casti bu-
dou obé tyto optimalizacni tlohy prakticky feSeny programovacim jazykem JAVA

v programu Eclipse.
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1 EVOLUCNI ALGORITMY

Evoluéni algoritmy (EA) patii mezi zakladni prostfedky moderni numerické ma-
tematiky pfi feSeni slozitych optimalizacnich problémi, které nejsou feSitelné béz-
nymi metodami. Jsou pouzivany tehdy, pokud hleddme globalni optimum, které je
obklopeno lokalnimi optimy. EA jsou zaloZeny na Darwinové evolucni teorii, ktera se
z biologie pfesunula také do informatiky [6]. Podle Darwinovy teorie pii vzniku vice
jedinci, nez je mozné se v okolnim prostiedi uzivit, vznika mezi jedinci konkurence
a bojuji o preziti. V ramci jedné populace maji vétsi Sanci na preziti jedinci s lepSimi
dédicnymi vlastnosti a slabsi jedinci zanikaji. Tito silni jedinci se budou déle roz-
mnozovat, prenaset svoji genetickou naklonnost na dalsi generace a prizptisobovat

se na okoli. Béhem nékolika generaci se zméni geneticky obsah populace [5].

Darwinova evoluc¢ni teorie je zaloZena na tfech slozkach:

Prirozeny vybér je proces ve kterém jsou do reprodukce vybrani jedinci, kteri
maji vétsi pravdépodobnost na preziti.

Nahodny geneticky drift mizeme chapat jako ndhodné vlivy u jedinca, které
ovliviiuji populaci. Mize to byt napt. ndhodna mutace genetického materialu, nebo
tzv. ndhodné smrt jedince, ktery zanikl diive, nez se ztcasnil genetického procesu.

Reprodukcéni proces. V tomto procesu se z rodi¢u vytvareji potomci. Potomci
zdédi genetické informace po svych rodicich. Probihé to tak, Ze se z genetické in-
formace obou rodi¢ti ndhodné vyberou ¢asti chromozomii - informace, ze kterych se
ndhodné sestavi genetickd informace nového jedince. Tomuto procesu je fika kiizeni

a detailnéji si ji rozebereme v dalsi kapitole [6].

Evolu¢ni
algoritmy
~

-
-
S
Genetické Genetické Evolué¢ni Evolu¢ni
algoritmy programovani strategie programovani

Obr. 1.1: Struktura Evolu¢nich algoritmu [9]

Na obrazku lze vidét, ze EA se déle déli na geneticky algoritmus, genetické
programovani, evolucni strategii a evolu¢ni programovani. V dalsich kapitolach se
podrobné seznamime jen s genetickymi algoritmy a genetickym programovanim,
které budou pro nas dilezité pti vytvareni programu na vypocet slozitych matema-
tickych tloh.
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2 GENETICKY ALGORITMUS

Zakladni myslenkou genetickych algoritmi je pokusit se napodobit vyvoj a uceni
néjakého zivocisného druhu a takto vznikly algoritmus pouzit pri feseni tloh, které
se vyskytuji ve slozitém, pfipadné i ménicim se prostiedi [3]. Genetické algo-
ritmy (GA) spolu s evoluénim programovanim, genetickym programovanim a evo-
luéni strategii patii do skupiny evolu¢nich algoritmi. Jedna se o vyhledavaci al-
goritmy, které jsou zalozeny na mechanismu prirozeného vybéru a na principech
genetiky [I]. GA patii do skupiny evolu¢nich vypoctl, coz je rychle se rozvijejici
oblast umélé inteligence. GA pouzivaji prfi feSeni problémt prvky, které jsou znamé
z biologie. Jedna se o kifizeni, mutaci, dédi¢nost a pfirozeny vybeér.

Mezi hlavni vyhody GA patii skutecnost, ze nevyzaduji zadné specialni znalosti
o cilové funkci a jsou odolné viici sklouznuti do lokalniho optima. Maji velmi dobry
vysledek u problémt, kde se setkdvame s rozsdhlymi mnozinami ptripustnych reseni
a mohou byt vyuzity pro nejrozmanitéjsi optimaliza¢ni problémy. S GA se casto
setkavame pii vytvareni rozvrhi prace pro stroje v tovarnach, v teorii her, v ma-
nagementu, pro Feseni optimalizac¢nich problém® multimodalnich funkci, pii fizeni
roboti, v rozpoznavacich systémech a v neposledni fadé v ilohdch umélého Zivota [3].
U GA se vsak setkame i s nevyhodami. Potykaji se s problémem pii nalezeni optima,
dale vyzaduji velké mnozstvi vyhodnocovani cilové funkce, a jejich implementace

neni vzdy pfimocara [2].

2.1 Vznik a podstata Genetického algoritmu

S myslenkou o evoluénich vypoctech prisel jiz v roce 1960 I. Rechenberg ve své praci
FEvolutionsstrategie. Pojem GA pak jako prvni formuloval John Holland v roce 1975
spolu se svymi studenty a kolegy. Tuto teorii popisuje ve své knize Adaptation in
Natural and Artificial Systems, vydanou v roce 1975 na Univerzité v Michiganu [4].
Prezentoval GA jako uc¢inny prohledavaci mechanismus pro adaptivni systémy umélé
inteligence. Definoval operétor kiiZeni (crossover operéator) a operator inverze. Ope-
rator kfiZzeni je povazovan za hlavni rozliSovaci znak GA, které tento rekombina¢ni
operator povazuji za priméarni [5]. GA pfevazné slouzi pro feSeni optimaliza¢nich
problémii. Jejich ¢innost je zalozena na principech genetiky a mechanismu pfiroze-
ného vybéru.

GA jsou inspirovany z Darwinovy teorie o vyvoji druht a simuluji boj jednot-
livych organizmu (jedinci) o preziti a schopnosti mnozit se. Tak jako v biologii
i v genetickych algoritmech se setkavame s pojmy jako je genotyp a fenotyp. Ge-

notyp predstavuje dédicny geneticky kod, ktery se dédi po rodic¢ich. Pojem fenotyp
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si muzeme vysvétlit jako jedince, ktery vznikl podle instrukci obsazenych v jeho ge-
notypu. K tomu, aby bylo mozné posoudit, ktefi ¢lenové populace maji vétsi Sanci
se podilet na dalsim vyvoji hledaného feSeni, musi byt tato schopnost jedinci (fe-
notypi) kvantifikovatelnd. V této souvislosti se mluvi o ohodnoceni, mife kvality,
vhodnosti, sile ¢i reprodukéni schopnosti jedince nazyvanou prevazné pojmem fit-
ness. Jedinci, ktefi maji lepsi ohodnoceni fitness maji prirozené vétsi Sanci prezit
déle a podilet se na vytvareni nasledné generace. Pouzitim metod jako je kiizeni
a reprodukce potom vznikne nova generace jedinct, ktefi ¢astecné zdédily vlastnosti
po rodic¢ich a ¢astecné jsou ovlivnény nahodnymi mutacemi v procesu reprodukce.
Pokud se evoluc¢ni cyklus opakuje vicekrat, z velké ¢asti po desitkach az stovkach
opakovani dojde ke vzniku jedince, ktery ma vysoké ohodnoceni a miize tedy pred-
stavovat optimalni feseni daného problému. Avsak, protoze evolu¢ni proces zahrnuje
v sobé i znacny dil nahodnosti, je zfejmé, ze kazdy béh prislusného algoritmu se bude
odvijet jinym zptsobem. Z tohoto divodu se vsak miize stat, ze se cela populace
v procesu vyvoje zdegeneruje a nejlepsi jedinec bude predstavovat pouze lokalni
optimum, které se mtize velmi lisit od globalniho optima. Chovani genetickych algo-
ritmt byva popisovano pomoci riznych statistik, které shrnuji hodnoty nejlepsich,

priumérnych a nejhorsich hodnot sledovanych ukazatela [7].

Zacatek Reseni

Pocatecni Nejlepsi
populace jedinec

Prirazeni
fitness

Selekce
(vybér)

Nova
populace

Obr. 2.1: Schéma procesu Genetického algoritmu [§]
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2.2 Proces genetického algoritmu

Na nésledujicim prikladu je nadzorné vysvétleno, jak probihd cely proces genetického
algoritmu.

7 obrazku|2.1|je patrné, Zze na zacatku celého procesu je poc¢atecni populace, ktera
se vétsinou ziska nahodnym vygenerovanim jejich genti . V dalsim kroku je kazdému
jedinci v populaci pfitazeno jeho ohodnoceni fitness . Vsichni jedinci populace se na-
vzajem porovnaji a potom se vybere skupina jedinci, kteri se beze zmény dostanou
piimo do nové populace, a zbyvajici jedinci se ndhodné sparuji, a v dalsim kroku
dochézi mezi témito pary ke ,kiizeni“. Nasledné po kiizeni dochézi k , mutaci“ je-
dinci. Po takovém genetickém procesu se z jedincti vytvorila nova populace. Proces
selekce (vybér), kiizeni a mutace se opakuje do té doby, dokud se nevytvoii silni

jedinci, ktefi maji nejvétsi pravdépodobnost na preziti [§].

2.3 Chromozom a Messy-chromozom

Chromozom je fetézec informaci, ktera v sobé nese vlastnosti a chovani kazdého je-
dince, neboli jeho genotyp. Nejcastéji jde o fetézec nul a jednicek, kterym je zakédo-
vana pozice jedince v prostoru moznych feseni. Chromozom se déle déli na jednotlivé
geny, které jsou usporadany linedrné. Znamena to, ze pokud jsou dva chromozomy
stejného typu, pak n-ty gen bude predstavovat stejné vlastnosti v obou chromo-
zomech. Aby byla urcena vlastnost chromozomu musi kazdy gen nabyvat rtiznych
hodnot [7].

Dle [6] je M-chromozom definovan takto: Messy-chromozom mé na rozdil od béz-
nych chromozomii proménlivou délku a jejich slozky jsou specifikovany jak indexem,
tak i jejich hodnotou. Necht @ = {1,2,...,k} x {0,1} je mnozina obsahujici uspo-
radané dvojce (u,v), kde p € {1,2,...,k} je index a v € {0,1} je bindrni hodnota.
M-chromozom délky I je definovan jako y = ((p1,11), (p2, 1), .., (1)) € Q.
Obrazek predstavuje dekédovani M-chromozomu pomoci templatu.

((2,1)(1,0)(2,0)(3,0)) messy-chromozom

K
0

11010 dekédovany chromozom
(1100) templat

Obr. 2.2: Dekédovani messy-chromozomu pomoci templéatu [6]
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2.3.1 Kodbédovani chromozomu

Binarni kodovdni je nejpouzivanéjsim druhem kédovani v GA. Pfi binarnim kédo-
vani nabyvéa kazdy gen pouze dvou stavi, a to bud 0 nebo 1. Chromozomy jsou
pak tedy tvofeny Fetézcem téchto stavi v dané délce. Avsak binarni kédovani méa
nevyhodu, kterd mutze ovlivnit cely geneticky algoritmus. Pokud totiz nastane ne-
patrnd zména vlastnosti jedince, pak se tato zména projevi jen nepatrné v jeho
chromozomu. Pro tuto skutecnost se vsak da pouzit Grayuv kod. Jeho hlavni vlast-
nost spoc¢iva v tom, ze sousedni hodnoty jsou zakédovany binarnimi fetézci o dané
délce tak, ze se tyto Tetézce lisi v jednom bitu. Malé zmény v chromozomu projevi
diky Grayovu kédu 1épe, nez u bézného binarniho kédovani [7]. Ukazka chromozomu

s bindrnim kédovanim je zobrazena na obrazku

Chromozom A 01160 1 0|1 1 0

Chromozom B | 1 110 1 11001

Obr. 2.3: Ukazka chromozomu s bindrnim kédovanim [4]

Permutacni kodovdni je dalsim zptisobem kodovani se kterym se setkdvame
v GA. Rozdil permutacniho kédovani od binarniho spociva v tom, Ze pii permu-
tacnim kodovani je chromozom tvoren fetézcem cisel, kde kazdé ¢islo predstavuje
pozici v potadi [11]. Permuta¢ni kédovéani se pouziva pii feSeni problému obchod-
niho cestujiciho, ktery bude popsan pozdéji. Chromozom s permutac¢nim kédovanim
ukazuje obrézek [2.4]

Chromozom A 1(2|3|4|5|6]| 7|38

ChromozomB | 6 | 2 | § 1| 8|3 ]| 7] 4

Obr. 2.4: Ukazka chromozomu s permuta¢nim kédovanim [4]

2.4 Mutace

Mutace je operator, ktery velmi jednoduchym zptisobem a s malou pravdépodobni
méni hodnoty jednotlivych genii. Pii mutaci binarniho kédovani se zméni hodnota
genu v chromozomu z nuly na jednicku a obracené [7]. Na obrazku [2.5] je zndzornén

operator mutace pri binarnim kédovani.
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nahodny vybér pozice l l

mutace [ 1]ot]1]olafJo]t]—[1]o]1]1Jola]o]1]

chromozom pfed mutaci chromozom po mutaci

Obr. 2.5: Mutace binarniho kédovani [9]

Mutace permutacniho kédovani (viz. obrazek [2.6)), probih& jinym zptisobem.
Nelze totiz ndhodné vybrat a zménit pouze jedno ¢islo, protoze by doslo k tomu, ze
ptvodni hodnota z permutace zmizi a nova se objevi dvakrat. Proto je potieba, aby

byli v chromozomu vybrany dvé pozice, které se mezi sebou vzajemné vymeéni [7].

! | ! l

sremeio 15 o [ 5 s [ 7 [s]—[ 12 [ s [+][5[3[7]5]

kodovani

chromozom pied mutaci chromozom po mutaci

Obr. 2.6: Mutace permutacniho kédovani [9]

2.5 Krizeni

P¥i procesu kiiZeni se z genomu dvou rodi¢t vytvoii dva potomci [9]. Kazdy z téchto
potomkti nese geny po kazdém z rodicti.

Jednobodové kiiZeni zobrazeno na obrazku je nejjednodussim zpusobem
krizeni. Pii tomto procesu se ndhodné vybere z chromozomu jeden gen za kterym
se zbylé ¢asti chromozomu obou rodi¢i vyméni a tim se vytvoii dva novi jedinci.

Kazdy z téchto nové vzniklych jedinct tak nese geny po obou rodicich [7].

rodide otomci

jednobodové kiizeni

CoTafalalelalalo]—[e[s]o]o]
MK 1o

[T ]7]
[1]1]1]

ofofrfofafr]—r]r]1]

Obr. 2.7: Jednobodové kiizeni [7]
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Vicebodové krFiZzeni mé stejnou podobnost jako jednobodové jen s tim rozdi-
lem, Ze se chromozom nadhodné rozdéli na vice ¢asti fetézce mezi kterymi pak dochazi

ke kifzeni obou rodi¢i [5]. Princip vicebodového kiiZeni popisuje obréazek [2.8]

rodice otomci

alolaala)—~[ale|olo[ /]

o] 1]0]
vicebodové kiizeni
il DD o nnRnnnon

Obr. 2.8: Vicebodové kiizeni [7]

Pfi uniformnim k¥iZeni jsou nahodné vybrany jednotlivé geny z chromozomu,
které se zkiizi [5]. Tuto operaci predstavuje obrézek

rodice potomci

[1]1]—[a]1]of1]ofo

o afafafafafa [1]0]
uniformni kiiZzeni
[olofofolofofofol—>[o]of1]of1f1]o]1]

[t

Obr. 2.9: Uniformni kiizeni [7]

Permutacéni kfiZeni na obrazku [2.10| m& podobny postup jako jednobodové
nebo vicebodové ktizeni, kdy je chromozom nédhodné rozdélen na vice casti. V tomto
pripadé chromozom obsahuje fetézec ¢isel oznacujici poradi v chromozomu. Pti kii-
zeni by vSak dochazelo k tomu, Ze pti vymeéné geni by néktera hodnota byla v chro-
mozomu obsazena dvakrat a jina by zmizela. Proto se dosazuji hodnoty do fetézce

postupné, aby kazdd hodnota v chromozomu byla obsazena jen jednou [7].

rodice otomci

1] 2 3|4|5|6 7|8|#|4|2 1|8|6l5 7|3|

ktizeni s permutaénim|
koédovanim |

|
4|7 1|8|6|5 2|3|#|1|7 3|4|5|6 2|8|

Obr. 2.10: Kfizeni s permuta¢nim kédovanim [7]
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2.6 Selekce

Selekce GA je takovy proces, pfi kterém se vybiraji jedinci, ktefi se nasledné budou
podilet na vytvoreni nové populace. V tomto procesu maji vétsi Sanci na vytvoreni
nové generace jedinci s vyssim ohodnocenim fitness. Avsak, musi byt vybréani i jedinci
s mensim fitness, protoze v pfipadé Ze jsou vybrani jen silni jedinci, mize dojit
k tzv. predc¢asné konvergenci (lokalni optimum funkce). V druhém piipadé, pokud
by byli vybréni jen slabsi jedinci, feSeni by trvalo velmi dlouho (pomald konvergence
algoritmu) [5].

Ruletova selekce je nejcastéji pouzivany proces selekce. V tomto pripadé si
miizeme predstavit ruletové kolo, které je rozdéleno na nékolik ¢asti s riznymi veli-
kostmi vysece, kde kazda vyse¢ predstavuje velikost ohodnoceni fitness kazdého je-
dince. Jedinci s vétsim fitness bude pfifazena vétsi cast vysece. M4 tedy vétsi Sanci,
ze bude vybran. Jedinci s mensim fitness maji mensi ¢ast vysece a tedy mensi Sanci,
ze budou vybrani. Pti sestavovani ruletového kola se nejdiive sec¢tou ohodnoceni
fitness vSech jedincd a nésledné je kazdému jedinci proporcionalné prifazena odpo-
vidajici velikost vysece. Tato metoda ma vsak nevyhodu. Pokud existuje jedinec,
ktery prevysuje hodnotou fitness vyrazné pred ostatnimi, tak muze dojit k tomu,
ze ostatnim jedincim bude téméf znemoznéno podilet se na vytvoreni populace [7].
Ukéazku ruletové selekce popisuje obrazek

vétsi ohodnoceni = vEtsi plocha => vétsi Sance na vybeér

Obr. 2.11: Ruletova selekce [9)]

Poradova selekce. Tato metoda zamezuje tomu aby vyrazné silny jedinec zne-
moznil podilet se na vytvoreni nové populace slabsim jedinciim. V této metodé
vznika poradi, ve kterém jsou vsichni jedinci sefazeni vzestupné podle jejich ohod-

noceni fitness. Takto vzniklé poradi se pak vyuziva pti vybéru jedinct. Pti pouziti
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poradové selekce jsou tak vybrani i slabsi jedinci a dochazi tak ke zrovnomeérnéni
Sance jedincu [7].

Turnajova selekce V této metodé maji oproti ruletové selekci vétsi Sanci i jed-
nici, ktefl maji mensi ohodnoceni. Cely princip funguje tak, Ze se nejdiive ndhodné
vyberou jedinci, nejcastéji dva, kteii se spolu setkaji v simulované souboji. Zvitézi
ten jedinec, ktery ma vétsi ohodnoceni fitness a tak postupuje dal vybérem. Pro

vybér jedinct v souboji se pouziva ndhodny index nebo ruletova selekce [9].

2.7 Populace

V predchozich textech jsme si podrobné vysvétlili postup pri vytvoreni nové popu-
lace. Z ptvodni generace, ktera prosla selekci, kiizenim a mutaci vnikla nova po-
pulace, ktera nasledné predstavuje vhodné feseni optimalizovaného problému. Pii
celém tomto procesu vSak dochéazi k tomu, zZe ptivodni generace nemiuze prezit delsi
dobu nez jeden generac¢ni cyklus. Dochéazi k tomu, zZe silny jedinec nebo celd sku-
pina muzou byt navzdy ztraceny pokud se jim nepodaii projit selekénim procesem
nebo pokud jejich geneticka informace bude procesem kiizeni a mutace zménéna.
Proto jsou vyuzivany dva pristupy, které umoziuji silnym jedinciim prezit vice nez
jen jeden generacni cyklus. Prvni z pristupt je elitizmus, ktery umoznuje GA po-
nechat si nékolik silnych jedincti a beze zmény je prekopirovat do nové populace.
Dalsi pristup je setrvaly stav, ktera uchovava vétsinu populace nezménénou a do
celého genetického procesu vytvoreni nové populace jde jen par jedinct, ktefi maji
nejmensi ohodnocenim. Tim jsou nejlepsi jedinci uchovavani a dochazi velmi pomalu

k postupnému vyvoji nové populace [7].

2.8 Ukoncujici podminka

V genetickém algoritmu lze pouzit nékolik ukoncujicich podminek, které se daji
i vzajemné kombinovat.

Jednou z podminek je pocet generaci. Tato podminka udéava maximalni po-
Cet generaci za ktery GA skonéi a je vyhlasen nejlepsi jedinec jako feSeni daného
problému.

Ucelova funkce nejlepsiho jedince je dalsi z ukonéujicich podminek. P¥i této
ukoncujici podmince je zadan pozadavek na ohodnoceni nejlepsiho jedince v celé
populaci. Pokud néktery jedinec ziska lepsi ohodnoceni nez je stanovena tato hranice,

algoritmus skonci.
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Podminka ¢asového omezeni neni pouzivana casto, avsak lze ji pouzit tehdy,
pokud chceme vyhodnotit pomér rychlosti konvergence k ¢asové narocnosti riiz-
nych metod [9].

Dalsi ukoncujici podminka miize byt pokud je nalezeno optimélni feSeni, nebo
pokud béhem nékolik poslednich generaci k doslo nepatrné zméné dosud nalezeného

nejlepsiho feseni [7].
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3 GENETICKE PROGRAMOVANI

Genetické programovani (GP) tvoii jednu ze ¢tyt ¢asti evoluénich algoritmu (EA).
Stejné jako geneticky algoritmus (GA), tak i GP slouzi k nalezeni FeSeni optimali-
zacnich dloh. I v tomto pripadé se vychazi z Darwinovy evolucni teorie o prirozeném
vybéru. V. GP je pro nalezeni problému potieba vlozit vstupni data, které odpovi-
daji vystupnim hodnotam. Dale se zadaji mozné funkce, které mohou byt pouzity
pii hledani feseni. Ostatni uz fesi GP sam. Pfi pouziti GP neni potieba znat postup
Fesen{ daného problému [14]. Jednoduché schéma GP je zobrazeno na obrazku [3.1]

_- jiz znamé informace
vd N,

‘ \\

Vstupni AN
data Proces
Vystupni
Genetické programovani
Vlozené

Obr. 3.1: Schéma genetického programovani [14]

Historie GP saha do roku 1957, kdy Richard Friedberg zacal vytvaret prvni stopy
v této oblasti pomoci samouciciho algoritmu, ktery dale zlepsoval. Tento program
byl reprezentovan jako sled instrukci pro teoretickou informatiku. Friedberg zde vsak
nepouzil evolu¢ni populaci, protoze v té dobé tato myslenka nebyla plné vyvinuta
a také z divodu omezené vypocetni kapacity pocitact v té dobé [14].

O velky rozmach se vSak postaral na prelomu 80-tych a 90-tych let stanfordsky
informatik John Koza. Ten navrhl originélni modifikaci genetického algoritmu, ktery
nazval genetické programovani. V tomto pripadé jsou chromozomy nahrazeny slozi-
téjsimi funkcemi. Tyto funkce byvaji reprezentovany pomoci syntaktickych stromi
(parse tree). Chromozomy zde také nemaji pevnou délku, ale jedné se o programy
které maji hierarchickou strukturu [6].

Pro tspésnou a efektivni implementaci GP je dillezita spravna metoda kédovani
stromové struktury. John Koza vytvoril GP zapsané v jazyku LISP. Tento jazyk
umi dokonale pracovat se syntaktickymi stromy a obsahuje programovaci prostiedky

vhodné pro kédovani téchto stromu [6].
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3.1 Porovnani genetického programovani s gene-

tickym algoritmem

Prestoze genetické programovani vychéazi z genetického algoritmu, lisi se v nasledu-
jicich smérech:

Reprezentace. U GP se setkdvame se spustitelnymi strukturami. Pfevazné to
jsou programy, které maji stromovou strukturu proménné délky. Muze se napriklad
jednat o elektrické obvody, mechanické nebo optické systémy.

Operatory pouzivané pii GP pracuji nad spustitelnymi strukturami. Z GA jsou
jiz zndmy operatory kiizeni a mutace, ale existuji i dalsi pokrocilé operatory které
umoznuji vygenerovat program s podprogramem.

Fitness. Pro zjisténi ohodnoceni fitness se nejdiive provede kéd pro vstupni

data daného programu a nasledné se dosazené vysledky vyhodnoti [5].

3.2 Reprezentace

V GP se nami hledana optimalni feseni zapisuji ve tvaru stromové struktury. Tento
vysledny strom se sklddd ze dvou mnozin symboli. Jednd se o mnozinu termi-
nalt T a neterminalt F, neboli funkci. Terminaly tvori koncové listy kazdého stromu

a funkce predstavuji vnitini (nelistové) uzly [15].

O & OO
©,

Obr. 3.2: Syntakticky strom vyrazu y - log(x) + x - y [7]

Na obrazku je znazornén jednoduchy syntakticky strom. Pro lep$i orientaci
jsou netermindly (funkce) F' znézornény silnéji a termindly T jsou v koncovych uz-
lech. Pfi vytvareni takového stromu se do neterminalt zapisuji funkce nebo operace,

do terminalt pak vstupni proménné, konstanty nebo vystupy [15].
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3.3 Prvky v genetickém programovani

3.3.1 Jedinec, populace jedinci

Stejné jako v GA i tady se setkavame s pojmy jedinec a populace jedincii. Stejné tak
budeme vytvaret nové jedince, pouzivat operace selekce a kazdy jedinec bude ohod-
nocen kvalitou fitness, kterd pak predstavuje potencialni feseni daného problému.

Populace je tvofena danym poctem jedinca [15].

3.3.2 Terminaly

Jako terminaly v GP se pouzivaji vstupy programu, neboli proménné, konstanty
a funkce bez argument. Termindly tvofi tzv. listy syntaktického stromu. Po zpraco-
vani terminalu je programu vracena ur¢itd hodnota. Proménna byva velmi potiebna
pri procesu uceni, kdy se pres tuto proménnou prenasi data z trénovaci mnoziny do
programu. Kromé proménné lze do programu piivést také konstanty. V zakladnich
variantach GP se vybere pro celou jednu populaci mnozina konstant, kterd béhem
celého procesu nezméni svou hodnotu. Je-li pti nasledném vytvareni stromu prida-

vana konstanta, jednd se o kombinaci téchto konstant a aritmetickych funkei [5].

3.3.3 Funkce

Jako mnozinu funkei predstavuji standardni aritmetické funkce (plus, minus, krat,
déleno), logické funkce (or, and, nor, xor, atd.), standardni matematické funkce (sin,
cos, tan, cotg, atd.), konstrukce z programovacich jazykt (skoky, cykly, podpro-
gramy, apod.) a jiné. Velikost mnoziny neni nijak omezena. Je potieba vSak pouzit

takové funkce, které by nebyly pfilis slozité na vypocet a ¢asové naro¢né [5].

Pti vytvareni programu je potfeba, aby mnoziny funkci a terminalt splnovaly
pozadavky uzavienosti (closure) a postacitelnosti (sufficiency). Pozadavek uzavie-
nosti fika, ze jakakoliv funkce v mnoziné F' miize prijimat rtizné hodnoty a vysledna
data z kterékoliv funkce a také libovolnou hodnotu z terminalu T. Timto pozadav-
kem se zabranuje vzniku chybam béhem doby po kterou programu bézi. Pozadavek
postacitelnost uvadi, ze kazda mnozina funkci a terminald by méla byt zvolena tak,

aby obsahovala prvky, které bude mozné pouzit pfi nalezeni feSeni problému [7].

3.4 Pocatecni populace

Pokud jsou jiz definovany mnoziny terminald T a funkci F| lze zacit vytvaret po-

¢atecni populaci jedinci. Pocatecni populace se vytvari pomoci nahodného vybéru
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terminalt a funkci z jednotlivych mnozin F a T. Pii vytvafeni je pouzit dalsi pa-
rametr, kterym se definuje maximalni velikost programu. Tato velikost predstavuje
pocet uzli v syntaktickém stromu konkrétniho programu, nebo také oznacovana jako
hloubka stromu. P¥i vytvoreni prvni populace je jeji ohodnoceni fitness malé. To je
zpusobeno tim, Ze na zacatku program zatim vibec nezna feSeni daného problému
a cela populace je vytvofena zcela ndhodné. Pro vytvoreni syntaktického stromu se
pouziva jedna z metod: iplnd (full method), ristovd (grow method) a metoda pril
napul (ramped half and half) [5].

3.4.1 Uplni metoda

U této metody se vytvari vSechny vétve syntaktického stromu pouze do maxi-
malni nastavené hloubky. Pokud nastane okamzik, kdy bude generovan uzel jehoz
hloubka bude rovna maximéalni nastavené hloubce, pak bude vybran terminél a vétev
se ukon¢i. V maximalni hloubce stromu budou tedy obsazeny pouze termindly [7].
Schéma syntaktického stromu s maximalni hloubkou h,,., = 3 vytvoreného tplnou
metodou je uveden na obrazku

Obr. 3.3: Syntakticky strom s hloubkou 3 vytvofeny tplnou metodou [15]

3.4.2 Rustova metoda

V této metodé se pro kazdy uzel stromu, kromé posledniho povoleného, ndhodné
vybere funkce nebo terminal. Pokud dojde k tomu, Ze byl vybran termindl, vé-
tev stromu se ukonc¢i a nezélezi na tom, zda byla dosazena maximalni definovana
hloubka stromu. Vysledkem této metody jsou syntaktické stromy, které maji nepra-
videlny tvar [5]. Na obrazku 3.4)je ndzorna ukazka syntaktického stromu s maximalni

hloubkou h,,,, = 3 za pouziti ristové metody.
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Obr. 3.4: Syntakticky strom s hloubkou 3 vytvofeny rtistovou metodou [15]

3.4.3 Metoda half and half

Pro praktické vyuziti doporucuje John Koza pouzivat tuto metodu. Tato metoda
spociva v tom, ze pii vytvareni jedinci pocatecni populace se pouzije jak tplna,
tak i ristova metoda. Také zde dochazi k rovnomérnému zastoupeni stromii, které
maji v pocatecni populaci riznou hloubku. Pokud bude napiiklad velikost pocatecni
populace N = 200 s maximalni hloubkou h,,,, = 6, tak pro hloubku 2 se vygene-
ruje 40 stromt, které se rozdéli na dvé poloviny a pro 20 stromti bude pouzita
metoda tiplna a pro dalsich 20 metoda riistova. Dalsich 40 stromt se vygeneruje pro
hloubku 3, které budou opét rozdéleny naptl. Takto se pokracuje az do posledni de-
finované hloubky, v tomto ptripadé po hloubku 6. Touto metodou vznikaji rozmanité

pocatecni populace [7].

3.5 Genetické operatory

Stejnou funkci jako v GA mé i tady operator selekce. V. GP muze byt opét pouzita
selekce turnajova, ruletova a poradova. Proto jiz tento operator neni potieba znovu
popisovat. Ostatni operatory jako je kiizeni a mutace budou vsak popsany z du-
vodu odlisného zptisobu reprezentace. Pii vytvoreni téchto operatori je potieba
si uvédomit, ze v GP je pouzivana proménna délka chromozomu a hierarchické
struktura syntaktickych stromi. Operatory kiizeni a mutace mohou byt pouzity

i samostatné [5], [7].
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3.5.1 Operator kfriZeni

P¥i provedeni operatoru kiizeni se ze dvou vstupujicich jedinci (rodi¢t) vytvori
jejich novi potomci, kde struktura kazdého potomka je tvorena po obou rodicich.
Tento operator je uveden na obrazku (3.5 Princip funguje tak, ze z chromozomu kaz-
dého rodice se vybere nahodné jeden uzel. Podstromy, které z tohoto uzlu vychazi
se nasledné mezi rodici vzajemné vyméni. Béhem kfizeni vSak muze nastat i situace,
kdy se budou prohazovat pouze listové uzly stromi, a proto se pouziva pravdépodob-
nostni rozdéleni, kdy se provadi kiiZeni s pravdépodobnosti 90 % na vnitinich uzlech

stromt (funkcich) a s pravdépodobnosti 10 % na listovych uzlech (terminalech) [15].

Rodice

VAN

P

Jedna se o operatora, ktery nahodné méni strukturu stromu. Tento operator vy-

Obr. 3.5: Operace kiizeni v GP [T]

3.5.2 Operator mutace

bere ndhodné v syntaktickém stromu misto mutace (jedné se opét o uzel stromu)

a stejné jako v predchozim piipadé je cely podstrom, ktery z tohoto uzlu vychazi,
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nahrazen novym nahodné vytvofenym podstromem. Na obrazku je zobrazena
ukazka operatoru mutace. Pro vytvofeni nového podstromu mtze byt pouzita me-
toda Uplna nebo rustova, a lze také nastavit maximalni moznou hloubku stromu,
aby nedoslo k situaci, kdy bude po mutaci vygenerovany podstrom prilis hluboky.

Pravdépodobnost mutace byva obvykle 5 % [7].

Rodi¢ Potomek

@ OBNONNO ()
ONO ® O

Obr. 3.6: Operator mutace v GP [7]

Mimo zakladni operator mutace existuji i dalsi obecné definované operatory mu-
tace. Mezi né patii:

- uzlova mutace (point mutation), kdy dochazi k nahrazeni neterminalniho
uzlu neterminalem, ktery ma stejny pocet argumentti, nebo k nahrazeni terminalniho
uzlu jinym terminalem.

- vyzveddvajict mutace (hoist mutation) nahrazuje cely syntakticky strom
nékterym z jeho podstromu

- smrstujici mutace (shrink mutation) nahradi ndhodné vybrany podstrom

jedinym terminalem.

Kazda z téchto variant mutace mtze byt pouzita v programu pii hledani feSeni
daného problému [7].

Kromé primérnich genetickych operatorti jako je kiizeni a mutace se obcas v GP
pouzivaji i operatory sekundarni (dopliikové). Tyto operdtory vSak nejsou pot¥ebné
pro fungovani algoritmu. Patii sem napiiklad:

- permutace,
- editace,

- zapouzdreni,
- decimovani.

Permutace, editace a zapouzdfeni pracuji pouze s jednim jedincem [15].
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3.6 Fitness funkce

Fitness funkce se pouziva pro ohodnoceni kazdého jedince. Podle ohodnoceni fitness
lze zjistit o jak kvalitniho jedince se jedna. Vysledna hodnota fitness je porovnavana
s pozadovanou hodnotou. Méfeni fitness je dilezitym prvkem pii hledani feSeni

daného problému [5].

3.7 Algoritmus genetického programovani

Algoritmus GP je tvoren z nékolika ¢asti, které na sebe navazuji. Tento podrobnéjsi

vyvojovy algoritmus uvedl John Koza. [I5]. Algoritmus je zobrazen na obrézku [3.7]

Vytvorfeni ndhodné
pocateéni populace

!

Zobrazeni
vysledku

!

| Ohodnoceni jedincti v populaci | Konec

Splnéni ukonéovaci
podminky ?

i=0
Ano g .
i := velikost populace ?
Ne

| Vybér genetického operatoru

Mutace Kiizeni
Vybér jedince na Vybér dvou jedinct
zakladé jeho na zaklade jejich
ohodnoceni ohodnoceni

| Provedeni mutace |

VloZeni jedince do Vlozeni potomkil do
nové populace nové populace
[ 1
v v

Obr. 3.7: Algoritmus GP [15]
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Na zacatku celého algoritmu se nejdiive vygeneruje ndhodna pocatecni popu-
lace. Takto vznikla populace jiz méa svoji velikost, ktera se ji vytvori podle toho, jak
narocné je reseni daného problému. Poté se provede kontrola, zda jiz takto vznikla
populace nesplniuje ukoncovaci podminky, které jsou v programu nastaveny uziva-
telem. Pokud podminky jsou splnény, zobrazi se vysledek a proces se ukonci. Pokud
vSak splnény nejsou, ohodnoti se vSichni jedinci v populaci pomoci funkce fitness
a nasledné se vytvori nova generace jedinci. V dalsim kroku je ndhodné vybran
geneticky operator mutace nebo kiizeni. Pro operator mutace se vybere pouze jeden
jedinec, pro operator kiizeni je potieba vybrat jedince dva. Takto nové vznikli je-
dinci tvori nové vzniklou populaci. Proces vytvareni nové populace se stale opakuje,
dokud nova populace nenabude takové velikosti jaka byla velikost ptivodni populace.
Po vytvoreni nové populace spravné velikosti se provéri, zda spliuje ukoncovaci pod-
minky. Cely cyklus se opakuje do doby, kdy jsou podminky pro ukonceni splnény.
Jako ukoncuji podminky mohou byt zvoleny maximalni poc¢et provedenych generaci

v procesu nebo pokud je nalezeno optimélni feSeni daného problému [16].
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4 PROBLEM OBCHODNIHO CESTUJICIHO

Problém obchodniho cestujiciho, ktery je oznacovan zkratkou TSP z anglického pre-
kladu Traveling Salesman Problem, je klasicka tiloha na optimalizaci feSeni kombi-
natorickych problémi. V této tloze je treba nalézt nejkratsi trasu mezi n - mésty
tak, aby zacatek a konec trasy byl ve stejném mésté, celkova vzdalenost byla co
nejkratsi a kazdé mésto bylo navstiveno pouze jednou. I kdyz problém vypada sam
o sobé velmi jednoduse, s pribyvajicim poc¢tem navstivenych mést se zvysuje vypocet
tohoto problému a stava se casové narocnym. Tato tloha je NP-tézka. Je velmi prav-
dépodobné, ze u takovéto tlohy nebude existovat algoritmus, ktery by umoznoval

naleznout v omezeném Case optimalni feseni [10], [7].

4.1 Historie TSP

Problém obchodniho cestujictho TSP mé pomérné bohatou historii. Jiz v roce 1759
se podobnou tlohou tohoto typu zabyval svycarsky matematik Leonhard Euler [7].
Matematicky problém, ktery nasledné vedl k soucasnému TSP se poprvé objevil na
zacatku 19. stoleti, kdy se o tomto problému zminil irsky matematik William Rowan
Hamilton a britsky matematik Thomas Penyngton Kirkman. Soucasny problém TSP
predstavil v roce 1930 matematik Karl Menger. I kdyz se neustale vypocty zlepsuji
a stale se objevuji lepsi trasy mezi mésty, matematickd podstata problému dosud
nebyla objasnéna [10].

4.2 Algoritmy resSici problém TSP

4.2.1 Hladovy algoritmus

Hladovy algoritmus je nejjednodussim zpisobem pro feseni tlohy TSP. Princip to-
hoto algoritmu spociva v tom, Ze je hledan nejblizsi soused k méstu, které bylo prave
navstiveno. Na zacatku se nahodné vybere mésto a, které bylo navstiveno, a od to-
hoto mésta je pak hleddno nejblizsi nenavstivené mésto b. Déle se pak pokracuje
stejnym zptisobem, dokud nejsou vSsechna mésta navstivena. Timto zptisobem bylo
kazdé mésto navstiveno pravé jedenkrat a bylo zjiSténo prijatelné reseni. Avsak ta-
kovéto Teseni se muze podstatné lisit od optimélniho feSeni. MiiZze nastat situace,

kdy tato cesta mtze mit zbytecné drahé useky, i kdyz existuje i levnéjsi varianta [7].

Na obrazku je zobrazena situace, kdy hladovy algoritmus vyuzije pti hledani
cesty trasu zacinajici ve mésté A a dale bude pokracovat pfes body B - C, kde
vsak tato trasa je velmi drahd. Celkova velikost trasy A - B - C - D - A tedy
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Obr. 4.1: Ukazka ndhodného cestujiciho [7]

bude 34+1142+5 = 21. Pfitom optiméalni feSeni pfedstavuje trasa A - C-D-B- A
s celkovou velikosti 44-24-84-3 = 17.

4.2.2 Heuristicky algoritmus

Heuristicky algoritmus je zalozen na lokalnim prohledavani. Nejjednodussim algorit-
mem je tzv. algoritmus 2-vymény. Nejdiive je provedena ndhodna permutace vsech
mést a pojmenuje se jako trasa T. Ostatni sousedni cesty trasy T se definuji jako
mnozina vsech tras, které se mohou ziskat tak, ze dojde k vyméné dvou nesousednich

uzli v trase T. Tato operace se nazyva 2-vymény a je zobrazena na obrézku [11].

Obr. 4.2: Trasa T pfed a po pouziti algoritmu 2-vymény [7]

Nastane-li pripad, kdy je nalezena trasa T’, kterd dosahuje lepsiho feSeni nez

puvodni trasa T, pak tuto trasu nahradi. Pokud v okoli trasy T neni zadna, ktera
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by dosahovala lepsiho TeSeni, trasa T je oznacena jako 2-optimalni a algoritmus
se ukonc¢i [11].

Heuristicky algoritmus 2-vymény lze jednoduse zobecnit na k-vymény tak, Ze se
vybere k uzli, které jsou vymeénény za lepsi feseni trasy T. Pokud k predstavuje
malé cislo, je celad oblast feseni nalezena rychle. V takovémto ptipadé roste prav-
dépodobnost zjisténi pouze suboptimalniho feSeni. Na druhou stranu, je-li velikost
k velké ¢islo, zvysuje se exponencialné pocet zjisténich sousednich feseni. V tomto

ptipadé se v praxi pouziva algoritmus k > 3 [13], [11].

4.3 (eneticky algoritmus pro reseni TSP

Geneticky algoritmus mé oproti predchozim metodam znac¢nou vyhodu s jednodu-
chym a pfirozenym ohodnocenim funkce. Genetické algoritmy se pro problém TSP
postupné zdokonalovaly a vznikaly t¥i zplisoby reprezentace, kde je trasa popisovana

pomoci vektoru a délka se shoduje s poctem mést [7].

4.3.1 Ordinalni reprezentace

Tato reprezentace je jiz vétsinou historického zaznamu. Jedna se o nejstarsi z me-
tod pro feseni nahodného cestujictho pomoci GA. Pii této reprezentaci je pouzito
jednobodové krizeni které ma vyhodu v tom, Ze z rodi¢ti vznikaji takovi jedinci s fe-
senim, kde neni zapotiebi pouzit jakoukoliv opravnou funkci. VSechny trasy jsou
v tomto piipadé zakédovany do seznamu mést, kde kazdé mésto ma prifazeno své

pevné poradi [12], [7].

Seznammést|]|2|3|4|5|6|

Chromozom |1|2|1|2|2|1|

Trasa 1-3-2-5-6-4

Obr. 4.3: Ordinalni reprezentace [7]

Vysledny chromozom ktery vznikne se nasledné pomoci seznamu interpretuje
gen po genu zleva doprava. Pfi ohodnoceni n-tého genu, ktery ma svoji hodnotu

h se nasledné vybere h-ty prvek ze seznamu meést a je pridan k vytvarené cesté.
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Pro konkrétni piipad ktery je uveden na obréazku [4.3, bude prvni gen s hodnotou
1 urcovat, ze prvni prvek v seznamu meést bude zacinat méstem s c¢islem 1. Toto
mésto se pak ze seznamu odstrani. Druhy gen v poradi, ktery ma hodnotu 2 vybere
pak ze seznamu mésto, které je na druhém poradi. Protoze mésto s ¢islem 1 jiz bylo
odstranéno, nyni se na druhé pozici nachazi mésto s ¢islem 3. Takto se pokracuje
stale dokola, dokud nevznikne cela okruzni trasa, ktera pak bude vypadat: 1-3-2-5-
6-4-1 [1].

Tato metoda, kde se pouziva pouze ordinalni reprezentace a jednobodové kii-
zeni, neni prilis vhodné pro feSeni obchodniho cestujici. Proto v této metodé nelze

dosdhnout dobrych vysledki a proto bylo takovéto feSeni zamitnuto [7].

4.3.2 Sousedska reprezentace

Sousedska reprezentace je urcena k usnadnéni manipulace hran. Operator kiiZzeni
vytvari na zakladé této reprezentace potomstvo, které dédi vétSinu z téchto hran
z materskych vektorti. V tomto pripadé meésto j obsadi pozici i na vektoru tehdy,
pokud existuje hrana na trase z mésta i do mésta j. Napriklad: vektor 3-8-5-2-6-4-
1-4 reprezentuje trasu 1-3-5-6-4-2-8-7. Mésto 3 zaujima pozici 1 ve vektoru, protoze
hrany 1 a 3 jsou na trase. Stejné tak, mésto 8 zaujiméa pozici 2, protoze hrany 2 a 8
jsou na trase. Sousedska reprezentace se vSak pro feseni problému TSP neukazala
jako prilis efektni.[12].

4.3.3 Reprezentace cesty

Na rozdil od ordinalni reprezentace je reprezentace cesty pfirozeny zpusob jak za-
kédovat TSP trasy. Operator kiizeni na zakladé této reprezentace obvykle vytvari
potomky, které dédi bud relativni nebo absolutni pozici mést z materského chromo-

zomu [12].

Operator kriZzeni s ¢aste¢nym prirazenim

Operator kiizeni s ¢asteénym prifazenim PMX nejdifive ndhodné vybere dva body
fezu z obou rodict za ucelem vytvorit potomstvo. Nejdiive se mezi obéma rodici
vyméni podfetézec a ostatni pozice zlistanou prazdné. Nasledné dojde k postup-
nému doplnéni obou rodi¢ti piivodnimi hodnotami tak, aby zadna z hodnot nebyla
v chromozomu obsazena vicekrat. V poslednim kroku se pouzije prepisovaci predpis,
kdy se vzajemné mezi sebou vymeéni dvé hodnoty z kazdého chromozomu aby opét

nedoslo k situaci, kdy se vyskytne vice nez jeden prvek v chromozomu [12], [7].
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Operator kfizeni s rekombinaci hran

vvvvvv

ktizeni pro feseni ndhodného cestujiciho. Pti tomto operatoru krizeni vznika ze dvou
rodi¢d pouze jeden potomek. Potomek obsahuje kazdy tisek cesty po obou z rodicii.
P1i vytvafeni potomka se pouziva tzv. hranova tabulka, kterda ke kazdému méstu
pfipiSe seznam jeho sousedu z kazdého rodice [7]. Po¢ateéni chromozomy obou rodi¢t
predstavuje obrazek [4.4]

Rodicl | 112(3(4]5]6

Rodic2 |4 |1[5(|2]6]3

Obr. 4.4: Pocatec¢ni chromozomy [7]

Ze vstupnich hodnot obou rodi¢t bude mit hranova tabulka [4.1] nasledujici tvar.

Tab. 4.1: Hranova tabulka [7]

Meésto | Sousedé || Mésto | Sousedé
1 245 4 135
2 1356 5 1246
3 246 6 235

Poté se postupné zacne vytvaret cesta. Princip funguje tak, ze je vybrano né-
které mésto z nejmensim poctem sousedii a toto mésto je pak z hranové tabulky
odstranéno. V tomto pripadé se jedna o mésto s ¢islem 1. Hranova tabulka pak
bude mit podobu:

Tab. 4.2: Hranova tabulka po prvnim kroku [7]

Meésto | Sousedé || Mésto | Sousedé
2 356 5 246
3 246 6 235
4 35
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V dalsim kroku se ze sousednich mést ¢isla 1 (jedna se tedy o 2, 4 a 5), které
bylo v pfedchozim kroku odstranéno, opét vybere dalsi mésto s nejmensim poctem
sousedtl. V tomto pripadé bude vybrano c¢islo 4 a hranova tabulka [4.3| se upravi do

tvaru:

Tab. 4.3: Hranova tabulka po druhém kroku [7]

Mé&sto | Sousedé || Mésto | Sousedé

2 356 5 26
3 26 6 235

Tento postup se stale opakuje, dokud nevznikne novy potomek. Pro uvedeny
priklad bude mit potomek tvar 1-4-3-2-5-6.
Pouzitim operatoru krizeni s rekombinaci hran lze docilit nejlepsich vysledki.

Potomek v tomto piipadé piebird od svych rodi¢t dobré tseky konecéné trasy [7].

36



5 SYMBOLICKA REGRESE

Podle literatury [6] je symbolicka regrese jednou ze zakladnich aplikaci v GP a pou-
ziva se pro feSeni mnoha typt problémt, kde neni znadma zavislost mezi proménnymi.
Ukolem symbolické regrese je hledani takové funkce, zapsanou pomoci syntaktického
stromu jiz s predepsanymi operacemi, ktera dokaze nejlépe aproximovat data z tréno-
vaci mnoziny. Syntakticky strom byl jiz popsan v kapitole genetického programovani.
Pr1i pouziti syntaktického stromu v symbolické regresi plati, ze:

1. Koncové uzly tvoii nezavislé proménné (x, y, z, ... ) nebo celo¢iselné nezaporné
konstanty (0, 1, 2, ...)

2. Funkcionalni uzly tvori jednoduché operace, které jsou unarni, binarni, ter-

narni, . ...

5.1 Nazorny priklad symbolické regrese

Jako ilustrativni priklad pro symbolickou regresi byl pouzit jednoduchy elektricky
obvod E], kde je pocitan prediadny odpor k LED diodé. K vysledku nalezeni tohoto
odporu R slouzi vzorec:
R = Uz —Up €],
Ip
kde R je rezistor, Ip znaci proud protékajici LED diodou, Uz je napéti na zdroji
a Up predstavuje napéti na LED diodé. Schéma tohoto elektrického obvodu je zna-

zornéno na obrazku [B.11

R

Uz d] 7P | ud

Obr. 5.1: Schéma elektrického obvodu pfedfadniku pro LED diodu

1Elektricky obvod predfadniku byl pouzit ze stranky http://elektrolab.wz.cz/7nizkenapeti=25
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Aby mohl byt na tomto prikladé ukazan princip symbolické regrese, bude nyni
predpoklad, Ze vzorce pro vypocet prediadného odporu a Ohmova zakona nejsou
dosud znamy. Pti hledani feSeni pomoci genetického programovani budou pouzity
nameérené hodnoty pro tento obvod z tabulky po dvanacti provedenych méteni.

Hodnoty z tabulky pfedstavuji trénovaci mnozinu.

Tab. 5.1: Tabulka naméfenych hodnot

| Cislo méteni | Uz [V] | Up [V] | Ip [A] | R[Q)] |

1 14,3 2,9 | 0050 | 228
2 12,0 32 | 0,020 | 440
3 11,5 2,5 | 0,018 | 500
4 11,7 3,0 | 0025 | 348
5 11,2 2,8 | 0,020 | 420
6 11,1 24 | 0,030 | 290
7 10,0 31 | 0015 | 460
8 10,8 2,7 | 0,025 | 324
9 10,2 1,9 | 0,010 | 830
10 9,1 2,5 | 0012 | 550
11 8,7 1,2 | 0,015 | 500
12 8,0 2,6 | 0018 | 300

P1i vSech méfeni dochézelo k riznym kombinacim hodnot vSech veli¢in. Prvni
tTi sloupce veli¢in v tabulce predstavuji hodnoty zvolené pro méreni, posledni dva
pak naméfené hodnoty. Dle [7] bude cilem nalézt vyslednou funkci v symbolickém

tvaru, kterd nejlépe aproximuje vztah pro vypocet hodnoty rezistoru R.

5.2 Reseni pomoci genetického programovani

Na zacatku se nadefinuji mnoziny terminalii a mnoziny funkci. Tyto mnoziny budou
obsahovat prvky, které se nasledné pouziji ve stromové strukture genetického pro-
gramovani. Mnozina terminali bude obsahovat prvky T = {Uy, Ip,Up} a mnozina
funkcei F = {4, —, %, /}. Déle tyto mnoziny musi spliiovat podminky postacitelnosti
a uzavtenosti [7]. Tyto podminky jiz byly popsany diive.

V dalsim kroku se ur¢i ohodnoceni (fitness) funkce. K tomuto ohodnoceni se po-
uziji vysledky vSech 12ti méfeni, které predstavuji trénovaci mnozinu funkce. Ohod-

noceni se ziskd pomoci zjisténého rozdilu mezi hodnotou vypocitanou programem
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a namérenou hodnotou odporu R postupné u vSech méreni. Provede se soucet ab-
solutnich hodnot téchto rozdill, ktery se nazyva celkova chyba chromozomu. Tento
soucet bude urcovat kvalitu. Pokud je rozdil hodnot velky, jedna se o Spatny pro-
gram. Blizi-li se tato hodnota rozdilu k nule, pak program relativné dobie aproximuje

hledany vyraz. Chybu n-tého chromozomu lze vyjadfit rovnici

12
(n) =3 le(n.k) = R(F). (5.1

k=1
kde e(n, k) je vypoctend hodnota celkového odporu n-tym chromozomem na zakladé
k-tého fadku z tabulky hodnot a R(k) znac¢i hodnotu celkového odporu, kterd byla
zjisténa mérenim v k-tém cisle méreni. V poslednim kroku se nastavi parametry pro-
cesu, kterymi jsou velikost populace, pravdépodobnost kfizeni a pravdépodobnost

mutace [7].
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6 PRAKTICKA CAST

V této kapitole budou popsana podrobna feSeni dvou optimalizacnich tloh. Prvni
¢ast obsahuje feSeni optimaliza¢ni tiloha problému obchodniho cestujiciho pomoci
genetického algoritmu. Ve druhé ¢asti je pak nalezeno optimalni feseni prikladu na
symbolickou regresi za pomoci genetického programovani. U obou metod feSeni jsou
pouzity funkce a operatory, které byly popsany jiz v diivéjsich kapitolach. Reseni

téchto dvou prikladi je zapsano programovacim jazykem JAVA v programu Eclipse.

6.1 ResSeni problému TSP

Problém obchodniho cestujiciho je jednou z nejznaméjsich optimalizacnich tloh.
Dtikladné byl tento problém jiz popsan v teoretické casti. Tato tloha slouzi pro
nalezeni nejkratsi vzdalenosti mezi nékolika nami zvolenymi mésty v dané oblasti.
Béhem této ulohy muze byt kazdé mésto navstiveno pouze jednou a zacatek a konec

musi byt ve stejném meéste.

6.1.1 Popis programu obchodniho cestujiciho

Celé praktické feSeni zapsano v programovacim jazyce JAVA obsahuje v nasem pii-

padé celkem 8 tiid. Pro poradek si tyto tfidy mizeme rozdélit na:

entitni tiidy: Mesta, Chromozom

manazerské tiidy: Krizeni, Mutace, Populace, Selekce, Republika

pomocné tiidy: NahodneCislo, ChromozomFitnessComparator

spustitelna trida: Main

Prvni vytvorenou tfidou v programu je tiida Mesta. Do této tfidy se prirazuji
mnou vytvorend mésta s jejich souradnicemi na ose x a y a nazvem.

Do nasledujici tridy Republika se ulozi seznam vSech mést, které jsme si vytvo-
rili. Republika bude predstavovat tzv. oblast ve které se vSsechna meésta nachazeji.
Maximalni pocet mést, kterd tato oblast miize obsahovat, jsem nastavil na hod-
notu 100. Tento parametr 1ze libovolné upravit podle potteby daného uzivatele. Pro
nase ucely bude tento pocet zcela postacujici, protoze budeme hledat optimalni fe-
Seni mezi 25ti mésty. Nasledné tato tiida obsahuje funkci pro vypocet vzdalenosti

mezi mésty. Vypocet vzdalenosti byl fesen pomoci Pythagorovy véty.
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V dalsim kroku budou vytvofena vstupni mésta zapsana do chromozomu a kazdy
chromozom dostane své ohodnoceni fitness. To se provadi ve tfidé Chromozom.
Nejdrive se do chromozomu zapisi mésta v ndhodném potfadi a nasledné dochazi
k vypoctu vzdalenosti mezi sousednimi mésty. Pokud tedy méme v chromozomu
poradi mést Brno - Praha - Ostrava - Liberec - Pardubice, vypocitaji se vzdalenosti
mezi dvojicemi mést Brno - Praha, Praha - Ostrava, Ostrava - Liberec, atd. Poté
co se projede takto cely chromozom, dochazi k vypoctu vzdalenosti mezi poslednim
a prvnim méstem v chromozomu. V nasem piipadé tuto dvojici tvori Pardubice -
Brno. Po vypoctu vzdalenosti mezi vSemi dvojicemi se vytvofi suma vSech vzda-
lenosti. Protoze ohodnoceni fitness musi byt od 0 do 1, pak vysledna fitness bude
vypocitana jako prevracena hodnota sumy vzdalenosti.

Dalsi vytvorenou tiidou je Selekce. V této tiidé budou vybrany chromozomy
které budou néasledné tvofit novou populaci, ostatni chromozomy pak podstoupi
proces kiizeni a popf. mutace. K praktickému feseni jsme pouzili selekci ruletovou.
Pti ruletovém vybéru byl pouzit nasledujici postup. Nejdrive byly sec¢teny hodnoty
fitness vSech vytvofenych chromozomu. Tento soucet tvoiil 100 % kola rulety. Poté
byla kazdému chromozomu pridéla takova ¢ast vysece rulety, jak velka byla hodnota
fitness daného chromozomu z celkového souctu. Podle teorie plati, ze ¢im vétsi vysec
je danému chromozomu piidélena, tim je vétsi pravdépodobnost, Ze bude vybran
do nové populace. Tento vybér je vsak zcela ndhodny a ne vzdy je vybran nejlepsi
jedinec. Za icelem ndhodného vybéru z kola rulety byla vytvorena pomocnéa tiida
NahodneClislo, kde je vygenerovano nahodné c¢islo od 0 do 100 a tak vybrana
hodnota spadajici do nékteré z vysece rulety.

Poté co byly vybrany chromozomy které vstupuji primo do nové populace, ostatni
chromozomy c¢eka proces kiizeni. V tomto procesu ze dvou rodic¢ti vytvori dva novi
potomci. To je feseno pomoci ttidy Krizent. Existuje nékolik druhti kizeni, v mém
pripadé jsem zvolil permutacni kiizeni. Nejdiive se ndhodné vybere pocet mist kii-
zeni a pak presné pozice na chromozomech. Poté dojde k vyméné jednotlivych meést
mezi dvéma chromozomy. Aby vSak nenastala situace kdy bude jeden chromozom
obsahovat po vyméné nékteré mésto dvakrat, byla vytvorena funkce opravDuplicity
ktera zkontroluje nové vytvorené chromozomy, a pokud jsou nékterad mésta v daném
chromozomu obsazena dvakrat, tato funkce je vyméni zpét do ptivodnich chromo-
zoml.

U chromozomu muze kromé kiizeni nastat také operace mutace. Pravdépodob-
nost mutace se vsak provadi jen s malou pravdépodobnosti. Tento operator je prak-
ticky TeSen ve tfidé Mutace. Operator mutace je odlisny od operatoru kiizeni.
V mutaci se opét nadhodné vyberou dvé pozice mést, které jsou pak vzajemné vy-

ménény. To se vsak déje pouze v jednom chromozomu.
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Dilezitou tfidou v celém programu je tiida Populace. V této t¥idé se nasta-
vuji atributy, které ovliviiuji vysledné feseni. Jednou z atribut je nastaveni velikosti
populace a dale lze nastavit procentualni pravdépodobnosti operatorti mutace a kii-
zeni. V této tridé také volime pocet nejlepsich potomkti, ktefi putuji ze selekce
piimo do nové populace a pocet kroki, kolikrat se ma provést ovéreni, ze nalezena
trasa méa nejkratsi vzdalenost a predstavuje tak nalezené optimalni feseni. V této
tridé také vznikd nova populace, do které se vlozi chromozomy mést ze selekce,
k¥izeni a mutace. Pomoci dopliikové tfidy ChromozomFitnessComparator se-
fadime chromozomy v nové populaci podle jejich fitness od nejlepsiho. Nasledné je
vypséna trasa nejlepsiho chromozomu do konzole. Abychom se ujistili, Ze nami nale-
zena trasa predstavuje konecné feseni, provede se cely proces genetického algoritmu
do té doby, dokud vysledna trasa nebude vicekrat ovérena. V tomto ptripadeé je pocet
ovéreni nastaven na 50 krokt. Pokud v 50ti poslednich krocich nebude nalezena jiz
kratsi vzdalenost, dojde k ukonceni procesu. Jinak dojde k prepsani aktualni trasy
trasou lepsi, ¢ita¢ se vynuluje a bézi novych 50 krokt. Po ukonceni procesu je ko-
necné vyslednéa vzdalenost vypsana spolu s po¢tem provedenych kroki a celkovou
vzdéalenosti do konzolového okna programu Eclipse.

Posledni trida, kterd bude popsana je spustitelna tifida Main. V této tiidé jsou
zadana vSechny mésta mezi kterymi hleddme optimélni feseni problému obchodniho
cestujiciho. Kazdému méstu je prifazena pozice na ose x, y a nazev mésta. Pro
simulaci problému jsem vytvoril 25 mést.

Po spusténi programu obchodniho cestujiciho se v konzoli vypisou potiebné tidaje
o pravé provedeném vypoctu. Jsou zde vypsany udaje kolik krokt bylo provedeno
pro nalezeni nejkratsi trasy, dale lze zjistit celkovou vzdéalenost mezi vSemi mésty
a poradi v jakém byla jednotliva mésta navstivena. Ukazka vypisu konzolového okna
je zobrazen na obrazku

@ Javadoc | [E, Declaration | E Properties | %% Debug | B Conscle £2 X % & pHE ) .- =08
<terminated > Main (1) [Java Application] C:\Program Files\EasvEclipse Desktop Java 1.3.1.1jrelbinljavaw. exe (24.5.2011 18:46:07)

Erok: 52
Traza: Pardubice Brod Olomous Zlin Erno Prerov Zatec Hodonin Ostrava Budejovice 3trani Likberec H
Vzdalenost: 565.9469463754529 lan

Vysledna optimdlni trasa po 52 kroecich: Pardubice Brod Olomouc Zlin Brno Prerov Zatec Hodonin Os
Vyslednd nejkratfi veddlenost: S65.9469463754529 km

£ 4

0% 2 writable Smart Insert 1:1

Obr. 6.1: Vysledny vypis do konzole programu Eclipse
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6.1.2 Méreni v TSP

V problému obchodniho cestujiciho se pokousime nalézt co nejkratsi moznou vzda-
lenost mezi nékolika mésty. Tato vysledna vzdalenost byva ovlivnéna nastavenim
jednotlivych parametr pti hledani feseni.

Jednim z téchto parametrii je pocet chromozomu které jsou v selekci vybrany
a postupuji primo do vysledné populace. DalSim z parametri je procento prav-
dépodobnosti kiizeni. Udava se, ze pii vytvafeni nové populace se kiizeni pouziva
s 80 % pravdépodobnosti. Poslednim parametrem ktery ma vliv na vysledném reseni
je pravdépodobnost mutace.

Abych ovéril jaky vliv ma mutace na vznik nové populace, rozhodl jsem se porov-
nat vysledné vzdalenosti pfi rizném nastaveni procentualni pravdépodobnosti mu-
tace. Pocet chromozomii, které jsou vybrany pfimo do nové populace, jsem u vSech
meéfeni nastavil na hodnotu 1. Do nové populace bude tedy vchéazet pfimo pouze
jeden chromozom. Pravdépodobnost kiiZeni jsem opét ponechal stejné pro vsechna
méTeni. KfiZzeni bylo provedeno s pravdépodobnosti 80 %. Rozsah pravdépodobnosti
mutace byl zvolen od 0 % do 20 % s krokem 5 %. Pro kazdou hodnotu mutace bylo
nasledné provedeno 10 métreni. Protoze vysledna vzdalenost se po kazdém méreni
lisi, byly po provedeni vSech 10ti méfeni tyto vysledky pro kazdou hodnotu mutace
zprumérovany. Nejkratsi nalezené vzdalenosti odpovidaji nejlepSimu nalezenému je-

dinci v populaci. Takto se postupovalo i pro dalsi hodnoty mutace.

Graf pramérné vzdalenosti pfi ruznych procentech
mutace a 80% krizeni
995 -
T 990 .
=, 085
B 030
[=]
£ 975 //
T 970 —
L 965 '7&‘*%\ P
s 960 7 — »
5 055 {
E 950 /
o 945 3
940 : . : .
0 5 10 15 20
Mutace [%]

Obr. 6.2: Graf pfi rizném nastaveni pravdépodobnosti mutace a 80 % kiiZeni
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7 vysledného grafu na obrazku lze zjistit, ze nejkratsi vzdalenosti jsou dosa-
zeny pii pouziti 0 % mutace. S pfibyvajicimi hodnotami pravdépodobnosti mutace
dostavame vysledné trasy s delsimi vzdalenostmi. Pfi pouzitim vétsi pravdépodob-
nosti mutace je tedy vysledna vzdalenost spiSe negativné ovlivnéna. V tabulce

jsou zobrazeny vysledné vzdélenosti pii pouziti 0% mutace a 80 % kiiZeni.

Tab. 6.1: Vysledky méfeni pfi 0 % mutace a 80 % kiizeni

Meéieni | Pocatecni vzdalenost | Vysledna vzdalenost
1 1085,91 km 919,22 km
2 1046,85 km 943,35 km
3 1012,95 km 961,52 km
4 1035,92 km 954,40 km
5 1028,89 km 976,46 km
6 1057,13 km 1027,20 km
7 1060,25 km 800,25 km
8 1024,56 km 1023,30 km
9 1026,37 km 914,25 km
10 985,18 km 945,76 km
| | Primérnd vzdalenost: 946,57 km

Prestoze se tyto hodnoty v kazdém méfeni lisi, vytvofeny program funguje zcela
spravné. Tyto rozdilné vysledky jsou ovlivnény tim, ze pii kazdém métreni vznikaji

zcela nové chromozomy mést které tvori vyslednou populaci.

6.2 ResSeni symbolické regrese

Jak jiz bylo popsano dfive, nyni se bude jednat o feseni optimaliza¢ni ilohy pomoci
GP. Pouziva se v pfipadech, kdy hledame zavislost mezi vstupnimi a vystupnimi
proménnymi. Jako priklad ktery bude nazorné vyresen byl vybran elektricky obvod
pro vypocet prediadného odporu k diodé 5.1} Nyni budeme samoziejmé predpokla-
dat, Ze tento vypocet nezname. Vysledek pak bude zobrazen pomoci syntaktického

stromu.
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6.2.1 Popis programu pro vypocet symbolické regrese

Pro praktické feseni symbolické regrese byl pouzit jiz pfedem vytvoreny framework
podle [I7]. Tento framework obsahuje tfidy, které jsou vyuzivany pro FeSeni gene-
tického programovani. Tyto t¥idy obsahuji jednotliva pravidla, kterymi je genetické
programovani fizeno, dale tiidy pro vytvoreni terminalnich a netermindlnich uzlt
stromu, a tfidy obsahujici operace mutace, kiizeni, klonovani chromozomi, vybér
jedinct do nové populace a ohodnoceni fitness.

V naésledujicim kroku bylo potfeba nadefinovat tfidy které budou obsahovat
funkce, tedy neterminalni uzly chromozomu. Tyto tiidy jsou umistény v balicku
(package) examples. Pro tento ptiklad byly vytvoreny tiidy aritmetické funkce séi-
tani, od¢itani, nasobeni a déleni. Funkci s¢itani obsahuje tfida s ndzvem PlusAction,
funkci minus t¥ida MinusAction, funkci nasobeni predstavuje tfida TimesAction
a funkci déleni t¥ida DivisionAction.

V dalsim kroku byly vytvoreny t¥idy pro termindlni uzly. Tyto terminalni uzly
budou predstavovat vstupni proménné UD, UZ, ID. Zdrojové kody jsou pro vSechny
proménné stejné, lisi se pouze nazvem tridy pro jednotlivou proménnou, konstruk-
torem a vracejici metodou getSymbol(). Tyto t¥idy terminalnich uzlii jsou opét
umistény v balicku examples.

Poté co byly vytvoreny neterminalni a terminalni uzly, je nyni potieba nade-
finovat tfidu pro ohodnoceni fitness kazdého jedince, kterda bude odpovidat nami
zvolenému prikladu. Tady naméfené vysledky ve vSech 12ti méreni tvori trénovaci
mnozinu. Pro ohodnoceni se nejdfive vypocita rozdil hodnoty zjisténé z nameérené
tabulky a hodnoty vypoctené programem pro vsechna métreni. Nasledné se provede
soucet absolutnich hodnot téchto rozdilt a tim se vypocita chyba jedince. K tomuto
vypoctu chyby byla podle literatury [7] pouZita rovnice

e (i) = Z|€(i,j) — R (), (6.1)

kde e(i, 7) je vypoctend hodnota celkového odporu i-tym chromozomem na zakladé
i-tého Fadku z tabulky hodnot a R(j) zna¢i hodnotu celkového odporu, kterd byla
zjisténa meérenim v i-tém cisle méreni. Po provedeni vypoctu chyby se pristoupi
k samotnému ohodnoceni. Protoze ohodnoceni fitness pouziva hodnoty od 0 do 1,
je nutné toto ohodnoceni vypocitat jako prevracenou hodnotu chyby. Tato fitness
funkce je vytvorena ve tiidé FitnessRegression v balicku examples.

Jako posledni krok byla v balicku examples vytvorena tiida RegressionTest.
Tato trida kompletuje cely ptiklad a spousti cely proces. Tato tiida obsahuje bez-

kontextovou gramatiku, ktera je vytvorena formou BNF (Backus-Naurova forma).
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Genetické programovani je v tomto piipadé zapsdno pomoci ¢tverice {N, T, P, S}.
N pfedstavuje mnozinu neterminélnich uzld (funkei). T pak zna¢i vSechny termi-
nalni uzly (termindly). Symbol P zna¢i kone¢nou mnozinu pfepisovacich pravidel
a S pocatetni netermindly [18]. Pro tento zvoleny pfiklad mnozina terminali obsa-
huje proménné {U D, UZ, I D}, mnozina funkci (neterminalt) pak algebraické vyrazy
{+,—,*,/}. Déle je v této tiidé uloZena tabulka naméfenych hodnot se vSemi
vstupnimi a vystupnimi hodnotami. Vysledkem pak ziskdvame vygenerovany kéd
nejlepsiho chromozomu ze kterého pak pomoci programu GraphViz bude sestaven
syntakticky strom. Vypis bude dale obsahovat ohodnoceni fitness nejlepsiho jedince
v populaci.

Stejné jako tomu bylo u feSeni problému obchodniho cestujiciho, i v tomto pri-
padé lze nastavit rizné parametry procesu genetického programovani. Tyto para-
metry se nachazeji v konfiguracnim souboru config_default.ini. V tomto souboru
je mozné nastavit velikost populace (population.size), pocet provedenych evoluci
(evolutions), procentudlni pomér kiizeni a mutace (crossover_rate, mutation rate).
Pro feseni mnou zvoleného problému byla velikost populace nastavena na hod-
notu 20, pocet evoluci na hodnotu 40, procento kiizeni 90 % a mutace 5 %. Také
je potfeba nastavit maximalni hloubku stromu (max_tree_height), v tomto ptipadé
jsem volil hodnotu 6, ktera bude dostacujici.

Pti vysledku hledani optimalniho feseni byla zjisténa vysledna hodnota fitness
7,2992%10~%. Tato hodnota pfedstavuje velmi dobry vysledek. Spolu s hodnotou fit-
ness byl vygenerovan i kéd ze kterého bude nasledné ziskan vysledny syntakticky
strom. Pro vykresleni syntaktického stromu se pouzije program GraphViz do kte-

rého bude tento kod vlozen.

Po provedeni vsech pfedchozich krokt byl ziskan vysledny syntakticky strom
zvoleného ptikladu symbolické regrese. Tento strom je zobrazen na obrazku
7 tohoto obrazku lze zjistit, ze vysledny syntakticky strom ma hloubku 3 a odpovida
vyrazu (6.2}

(Uz +Uy)

R=Uy-(Up+Uyz) +
Z(D Z) (UDID)

(6.2)
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FITNESS:7.329228965112871E-4

Obr. 6.3: Vysledny syntakticky strom

6.2.2 Meéreni symbolické regrese

Jako posledni krok jsem provedl nékolik méfeni pro symbolickou regresi abych zjistil
v jaké rozsahu hodnot se budou pohybovat vysledky ohodnoceni fitness. U vSech
méfeni jsem ponechal nastaveni parametri stejné. Mutace probiha s pravdépodob-

nosti 5 % a kiizeni 90 %. Hloubka stromu je nastavena na hodnotu 6.

Prvni nalezeny vysledek byl jiz popsan vysSe. V dalsim méreni bylo nalezeno
optiméalni feseni s ohodnocenim fitness 15,7086%10~* odpovidajici matematickému
vyrazu [6.3}

R=-24+1, (6.3)

Ve tfetim méfeni nalezené optimalni feseni mélo hodnotu fitness 7,2992%10~%. Po pfe-

psani ze syntaktického stromu mél nalezeny vyraz tvar [6.4;

R=(Uy+ Uy —Ip)) - (Ug — Ip) + Up) - Up) (6.4)
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Nasledné doslo k algebraické tpravé vSech nalezenych vyrazi. I kdyz se hodnota
fitness blizila idealni nulové hodnoté, presto se po této tpravé nepodarilo najit sprav-
nou hledanou funkci. Ani nasledné dalsi pokusy a zmény nastaveni kiizeni a mutace
nevedly ke spravnym vysledkim. V kazdém vysledku tyto vyrazy postradaly nékte-

rou z potfebnych proménnych nebo algebraickych vyrazi.
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7 ZAVER

Cilem této bakalarské prace bylo seznamit se s evolu¢nimi algoritmy a prostudovat
teorii evolucnich optimalizacnich technik, predevsim genetickych algoritml a gene-
tického programovani. Nasledné ze ziskanych znalosti popsat a prakticky vytvorit
programy, z nichz jeden bude pouzit pro optimalizaci feseni pomoci genetickych al-
goritmu a druhy pro feSeni optimaliza¢ni tlohy pomoci genetického programovani.

V teoretické Casti jsem nejdiive vseobecné shrnul a popsal vyznam a vznik evo-
lu¢nich algoritmi a casti, ze kterym se skladaji. Nasledné pro feSeni optimalizacnich
problémii bylo potieba se zaméfit na geneticky algoritmus a genetické programo-
vani. Dikladné byla rozebrana jejich podstata, vSechny diilezité casti ze kterych
se genetické algoritmy a genetické programovani skladaji, kédovani a v neposledni
radé také operatory, které se pri nalezeni optimalnich feseni pouzivaji.

Praktické feseni bylo rozdéleno na dveé ¢asti. V prvni ¢asti jsem se zaméril na kla-
sickou optimaliza¢ni ilohu ndhodného obchodniho cestujiciho, ktera vyuziva pti na-
lezeni optimélniho feseni genetické algoritmy. Praktické feseni bylo implementovano
do programovaciho jazyku JAVA v programu Eclipse. Do programu byly zadany
pocatecni vstupni informace mezi jakym poctem mést bude hledana nejkratsi trasa,
jednotlivé soutadnice a nazvy téchto mést. Za pomoci genetickych operatorii selekce,
mutace a krizeni bylo hledano nejoptimalnéjsi spojeni mezi jednotlivymi mésty, kde
zadné mésto nesmi byt navstiveno vicekrat, pocatek a konec trasy musi byt ve stej-
ném meésté. Pokud byly provedeny vsechny kroky a byla nalezena nejkratsi vzda-
lenost, v konzolovém okné programu Eclipse se vypsaly tdaje o celkovém poctu
provedenych krokt vedouci k vyslednému teseni, celkova nejkratsi vzdalenost a po-
fadi v jakém byla mésta navstivena. Také bylo provedeno nékolik méfeni ke zjisténi
vhodného nastaveni procentualniho pomeéru operatoru mutace a ktizeni.

Ve druhé ¢asti jsem si vybral elektricky obvod predifadného odporu k diodé, ktery
predstavoval priklad na symbolickou regresi fesenou pomoci genetického programo-
vani. V tomto pfipadé bylo povazovano ze vzorec pro vypocet elektrického obvodu
neni znam a k vyslednému feseni se pouzily pouze iidaje z tabulky namérenych hod-
not. Opét bylo feseni ptikladu prakticky feSeno v jazyce JAVA. V programu byly
do terminalnich uzlt vlozeny hodnoty proménnych, do neterminalnich uzli pouzité
algebraické vyrazy a nactena tabulka naméfenych hodnot. Ve vysledku byl vytvo-
fen syntakticky strom feSeni zadaného problému. Opét bylo provedeno vice méfeni
hledaného problému. Bylo vSak zjisténo, Ze i kdyz hodnoty fitness urcovaly dobry
vysledek, spravné feseni syntaktického stromu programu nalezeno nebylo.

Tato prace méla za kol seznamit se s evolu¢nimi algoritmy v moderni numerické
matematice pfi nalezeni feseni optimalizacnich problémi a nasledném praktickém

vyuziti pri simulovani problému.
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SEZNAM SYMBOLU, VELICIN A ZKRATEK

GA Geneticky algoritmus — Genetic algorithm

EA  Evoluéni algoritmus — Evolution algorithm

GP  Genetické programovani — Genetic programming

TSP Problém obchodniho cestujiciho — Traveling Salesman Problem

PMX Operator kiizeni s ¢asteénym prifazenim — Partially matched crossover
ERX Operator kiizeni s rekombinaci hran — Edge recombination crossover

BNF Backus-Naurova forma — Backus-Naur Form
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A PRILOHY

A.1 Prilozené DVD

Na pfilozeném DVD jsou ulozeny oba prakticky fesené programy v jazyce JAVA.
Dale je zde software Eclipse ve kterém byly programy vytvoreny a software GraphViz
pro vizualni zobrazeni syntaktického stromu pro feseni prikladu symbolické regrese.
DVD také obsahuje elektronickou podobu bakalarské prace a ptivodni zdrojovy kéd

v programu ATEX.
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